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收稿日期：２０２００４３０；在线发布日期：２０２０１２１６．本课题得到国家重点研发项目（２０２０ＹＦＢ１７０７９０３）、国家自然科学基金（６１８７２２３８，
６１９７２２５４）、ＣＣＦ腾讯科研基金（ＲＡＧＲ２０２００１０５）、腾讯广告犀牛鸟专项研究计划（ＦＲ２０２００１）、华为云项目（ＴＣ２０２０１１２７００９）资助．郑作
武，博士研究生，中国计算机学会（ＣＣＦ）学生会员（５９６６２Ｇ），主要研究方向为社交网络分析、信息热度预测．Ｅｍａｉｌ：ｗａｙｄｒｏｗ＠ｓｊｔｕ．ｅｄｕ．
ｃｎ．邵斯绮，本科生，主要研究方向为社交网络、自然语言处理．高晓沨（通信作者），博士，教授，中国计算机学会（ＣＣＦ）会员，主要研究领
域为数据工程、数据库索引、网络优化．Ｅｍａｉｌ：ｇａｏｘｆ＠ｃｓ．ｓｊｔｕ．ｅｄｕ．ｃｎ．陈贵海，博士，教授，中国计算机学会（ＣＣＦ）会士，主要研究领域
为计算机网络、分布式计算、无线网络．

基于社交圈层和注意力机制的信息热度预测
郑作武　邵斯绮　高晓沨　陈贵海
（上海交通大学计算机科学与工程系　上海　２００２４０）

摘　要　社交网络现已成为现实世界中信息传播与扩散的主要媒介，对其中的热点信息进行建模和预测有着广泛
的应用场景和商业价值，比如进行信息传播挖掘、广告推荐和用户行为分析等．目前的相关研究主要利用特征和时
间序列进行建模，但是并没有考虑到社交网络中用户的社交圈层对于信息传播的作用．本文提出了一种基于社交
圈层和注意力机制的热度预测模型ＳＣＡＰ（ＳｏｃｉａｌＣｉｒｃｌｅａｎｄＡｔｔｅｎｔｉｏｎｂａｓｅｄＰｏｐｕｌａｒｉｔｙＰｒｅｄｉｃｔｉｏｎ），首先对社交圈
层进行定义，通过自动编码器提取用户历史文本序列的特征，对不同用户的社交圈层进行聚类划分，得到社交圈层
特征．进而对于一条新发布的文本信息，通过长短期记忆网络与嵌入层提取其文本特征、用户特征和时序特征，并
基于注意力机制，捕获到不同社交圈层对于该文本信息的影响程度，得到社交圈层注意力特征．最后将文本特征、
用户特征、时序特征和社交圈层注意力特征进行特征融合，并通过两个全连接层进行建模学习，对社交信息的热度
进行预测．在推特、微博和豆瓣等四个数据集上的实验结果表明，ＳＣＡＰ模型的预测表现相比于多个对比模型总体
呈优，在不同数据集上均方误差（犕犛犈）分别降低了０．０１７，０．０２２，０．０２１和０．０３１，犉１分数分别提升０．０３４，０．０２１，
０．０３４和０．０２５，能够较为准确地预测社交信息的热度．本文同时探究了不同实验参数对于模型的影响效果，如用
户历史文本序列的数量、社交圈层的数量和时间序列的长度，最后验证了模型输入的各个特征和注意力机制的引
入对于模型预测性能提升的有效性，在推特数据集中，引入社交圈层和注意力机制，模型的犕犛犈指标分别降低了
０．０６５和０．０１９．
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ｓｏｃｉａｌｃｉｒｃｌｅａｎｄａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ，ｒｅｓｐｅｃｔｉｖｅｌｙ．
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１　引　言
近年来，随着互联网的普及，社交网络逐渐成为

讨论现实世界中发生事情的主要媒介．在社交平台
上，如推特（Ｔｗｉｔｔｅｒ）、微博、微信等，用户生成内容
（ＵｓｅｒＧｅｎｅｒａｔｅｄＣｏｎｔｅｎｔ，ＵＧＣ）可以形成丰富的
数据流并进行传播，从而让用户立即洞察正在发生
的热点事件．在社交网络中，用户生成内容的热度预
测在营销、舆论检测、广告投放等场景中有着广泛的
应用需求，是最近几年数据挖掘与社交网络分析领
域备受关注的研究课题．

目前有很多学者都对热度预测问题做出了相关
研究，但是之前的研究工作往往更多集中关注于全
网的热点［１４］，例如，Ｆｅｄｏｒｙｓｚａｋ等人［１］将事件建模
为随时间推移的热点信息聚类集合，并构建了一个
实时热点事件检测系统；Ｃｈｅｎ等人［２］提出了一种用

于子事件检测的编码记忆解码器框架，该模型以
数据驱动的方式学习适合相似度度量的文档和子事
件表示，利用无监督深度神经模型进行热点事件的
检测；Ｌｉａｏ等人［３］提出了一种时间过程和内容特征
深度融合的方法，结合卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ
ＮｅｕｒａｌＮｅｔｗｏｒｋｓ，ＣＮＮ）和循环神经网络（Ｒｅｃｕｒｒｅｎｔ
ＮｅｕｒａｌＮｅｔｗｏｒｋ，ＲＮＮ）建模文章热度变化的时间过
程，并利用层次注意网络和特征嵌入技术预测网络
文章的热度．另一方面，也有针对于单个用户的信息
分析，比如针对同一用户发布信息的相似性，通过利
用长短期记忆网络（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，
ＬＳＴＭ）与ＣＮＮ模型学习序列信息之间的联系，实
现用户文本内容热度预测任务［５］．针对社交网络中
用户的关注和取消关注行为，结合空间特征（如网络
结构）和时序特征（如用户历史发布序列），基于注意
力机制进行预测［６］．

然而之前关于热度预测的研究并没有结合社交
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圈层的概念．社交圈层是社交网络中用户基于个人
兴趣、关注领域、个人观点以及用户社交关联等用户
特征形成的用户子集．对于社交网络中的用户来说，
不同用户可能会关心不同的信息，同时受到不同用
户群体的影响，而同一社交圈层中的用户则倾向于
关注相似信息，并拥有更加密切的联系，这也会进一
步促使同圈层内的用户互相影响，如群体思维和群
体极化均是群体影响的实例，即观点类似的群体一
定程度上会强化和影响个体态度［７］．

社交圈层的划分有多种方式，如基于语义和偏
好的划分、基于网络结构的划分等．针对基于语义和
偏好的划分，可以将用户按领域、偏好等划分成不同
的圈层，比如对于一条深度学习领域的最新科研发
现内容，可能会在计算机相关科研人员和相关专业
的学生朋友圈和群聊中被多次转发传播，即该圈层
中用户更加倾向计算机领域的内容，发布的信息也
与其相关．所以对于某条文本信息的热度，进行预
测时可以考虑不同圈层对其的影响，从而获得更
加精准的预测结果；而基于网络结构的划分则关
注于用户的朋友关系网络．社交网络中，用户之间
具有关注与被关注的好友关系，具有好友关系的
用户之间相似性也会更高．随着网络中这种关系
的不断扩展，会形成不同的用户子集，即用户社
区，这也是社交圈层的一种体现．同一社区内的用
户连接较紧密，互动更加频繁，不同社区之间连接
较稀疏．在热度预测问题中，考虑社区的影响往往
需要对社交网络的结构进行分析，提取网络结构
特征，但是由于现实社交网络的规模庞大，提取结
构特征通常需要较高的时间复杂度［８］，因此，本文
关注于基于语义和偏好的社交圈层在热度预测问题
中的应用．

基于上述思想，本文提出了基于社交圈层和注
意力机制的信息热度预测模型ＳＣＡＰ（ＳｏｃｉａｌＣｉｒｃｌｅ
ａｎｄＡｔｔｅｎｔｉｏｎｂａｓｅｄＰｏｐｕｌａｒｉｔｙＰｒｅｄｉｃｔｉｏｎ），该模型
主要分为基于自动编码器的用户社交圈层划分模型
和基于注意力机制的社交信息热度预测模型两部
分．首先，在社交圈层划分模型中，利用自动编码器
（ＡｕｔｏＥｎｃｏｄｅｒ）对不同用户发布的历史文本序列进
行特征学习，得到用户偏好的特征表示，然后将其通
过犓Ｍｅａｎｓ＋＋聚类算法划分为不同的社交圈层，
得到社交圈层特征，作为热度预测模型的输入向量．
在热度预测模型中，使用ＬＳＴＭ层和嵌入层提取社
交信息的文本特征、用户特征和时序特征．进而，通

过注意力机制，捕获该文本信息对重点社交圈层的
关注度，得到社交圈层注意力特征．最后结合文本特
征、用户特征、时序特征和社交圈层注意力特征，通
过两个全连接层进行建模学习，得到用户生成内容
的热度预测结果．本文在多个真实的数据集上进行
实验，ＳＣＡＰ模型在热度预测方面，相比于多个对比
模型，在均方误差（ＭｅａｎＳｑｕａｒｅＥｒｒｏｒ，犕犛犈）、平均
绝对误差（ＭｅａｎＡｂｓｏｌｕｔｅＥｒｒｏｒ，犕犃犈），犉１分数和
准确率（犃犮犮狌狉犪犮狔）多个指标上均取得了较好的提
升．进而探究了不同实验参数，如用户历史序列数
量、社交圈层聚类个数和时间序列长度，对于模型的
影响．同时通过模型简化测试和注意力机制可视化，
验证了模型各输入特征和注意力机制的引入对于模
型性能提升的有效性．

本文的主要贡献在于：（１）提出了一个用户社
交圈层划分模型，可以根据社交网络中用户的偏好
特征对社交圈层自动划分，并将其应用到热度预测
领域；（２）利用注意力机制分析不同社交圈层对于
用户和文本的影响，进而结合文本特征、用户特征和
时序特征来实现用户生成内容的热度预测任务；
（３）在多个真实数据集上的对比实验验证了ＳＣＡＰ
模型的有效性，可以较好地预测社交信息的热度．

本文第２节介绍相关的研究工作；第３节给出
问题描述和模型介绍，主要包括社交圈层划分模型
和热度预测模型；第４节介绍实验环境、实验设计和
结果分析；第５节给出总结和未来研究方向．

２　相关工作
社交平台的信息热度预测问题一直以来广受研

究者关注，目前学术界主流的方法主要分为基于特
征驱动、时序过程建模和协同过滤的三类方法［８］．另
外，近年来，深度学习模型被广泛应用于热度预测问
题中．２．１节介绍了目前主流的热度预测方法，２．２节
介绍了注意力机制在热度预测模型中的应用．
２１　热度预测问题
２．１．１　基于特征驱动的方法

早期的热度预测模型主要基于特征进行建模．
该类模型尝试选择和提取文本信息在传播过程中的
有效特征，包括内容特征、用户特征、网络结构特征
等，然后训练传统机器学习方法来进行热度预测．内
容特征包括从文本中直接提取的简单特征，包括文
本长度、特定词汇、表情使用等［９１０］，以及通过自然
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语言处理方法提取的文本内容中的话题信息和情感
信息［１１１３］．用户特征包括用户属性和历史行为，用户
属性是指可以直接从用户首页获取的信息，包括用
户的注册时长、关注者和粉丝的数量等，由此考虑用
户影响力对于热度的影响［１４１５］．历史行为是指用户
的历史文本和转发行为、点赞行为、评论行为等．根
据用户行为的连续性，使用这些特征来预测用户的
历史偏好［１６１８］和下一个时期用户特定行为的可能
性［１９２０］．网络结构特征是从用户关系网络中提取的，
例如转发网络、朋友关系网络等．这些特征显示了社
交网络中用户之间的交互行为与信息的传播过程．
Ｃｈａ等人［２１］将热度与信息的传播速度建立联系．
ＥＰＡＢ模型基于时序特征、用户特征和网络结构特
征提出一种基于贝叶斯网络的热度预测模型，提出
了早期模式的概念，以建立早期特征信息与未来热
度变化之间的关系［２２］．然而，该类模型高度依赖于
特征工程，特征的选择需要很多专家知识，如果所选
特征不够准确，会导致模型性能不良．并且，由于不
同数据集所能提取到的特征不同，该类模型的迁移
能力相对较弱．
２．１．２　基于时序过程的方法

在热度预测任务中，基于时序特征的点过程模
型是一种有效的模型．该类模型思想主要借鉴了金
融学和传染病学模型，社交平台上的文本信息会激
发一个连续的转发序列，序列中的每次转发都可以
视作是逐点发生的，因此可以通过点过程来对社交
网络中的行为动力学进行统计学建模，然后进行热
度的预测．例如，强化泊松过程（ＲｅｉｎｆｏｒｃｅｄＰｏｉｓｓｏｎ
Ｐｒｏｃｅｓｓｅｓ，ＲＰＰ）模型使用非均匀泊松过程模型来模
拟每次转发的当前状态，并考虑了“富者愈富”机制
与时间松弛效应［２３］．ＳＥＩＳＭＩＣ模型基于自激点过
程理论，假定过去的转发操作将影响该过程的未
来演变，采用了双重随机过程刻画信息的传染性与
转发事件的到达时间［２４］．Ｙｕ等人［２５］基于韦伯分布
（ＷｅｉｂｕｌｌＤｉｓｔｒｉｂｕｔｉｏｎ）进行建模，并将节点行为动
力学的参数与其邻居节点的行为特征之间的强相关
性用于参数学习．但是，时间序列模型存在一定的缺
陷，该类模型要求数据集包含时序信息，对于不满足
该条件的数据集无法进行建模．同时，该类模型仅考
虑时间序列信息，对于未观察到转发操作的文本信
息，时间序列模型将无法进行预测．
２．１．３　基于协同过滤的方法

基于协同过滤的方法思想来源于推荐系统．与

基于特征和时间序列的方法不同，协同过滤方法主
要集中于用户交互，在已知其中一个用户的历史转
发操作后，它使用未知用户与已知用户的相似性来
预测未知用户是否会转发消息．协同过滤方法使用
矩阵分解（ＭａｔｒｉｘＦａｃｔｏｒｉｚａｔｉｏｎ）来填充并预测缺失
的转发信息，但是矩阵分解模型仅关注用户的转发
操作，会忽略其余可用信息；并且模型不能准确地区
分负面数据和缺失数据，即无法确定用户不转发某
条文本信息是由于不想转发还是没有看到该条文
本．因此，研究者对其进行了一系列改进，对于前一
个缺陷，ＣｏｎｔｅｘｔＭＦ模型将用户的转发可能性与用
户的偏好协同进行建模，即偏好相似的用户有更高
的概率转发相同文章［２６］；Ｌｉ等人［２７］将文本信息空
间转换到关键词空间，且具有相同关键词的文本信
息更可能被同一用户转发．对于后一个缺陷，ＯＣＣＦ
模型将所有缺失数据视为负值，但通过在示例之间
增加权重来区分负面数据和缺失数据［２８］．
２．１．４　深度学习算法的应用

近几年来，随着深度学习算法的深入发展，神经
网络被广泛应用于热度预测领域．其中，循环神经网
络ＲＮＮ及其变种的长短期记忆网络ＬＳＴＭ、门控
循环单元网络（ＧａｔｅｄＲｅｃｕｒｒｅｎｔＵｎｉｔ，ＧＲＵ）由于
在时间序列输入上表现出色，在社交网络的热度预
测问题中得到了充分地应用．Ｙｅ等人［２９］提出了基
于上下文嵌入的ＬＳＴＭ递归网络模型，同时利用历
史时间序列数据和上下文信息来实现热度预测任
务．ＤｅｅｐＣａｓ模型则通过随机游走得到用户网络信
息，并将其输入ＧＲＵ神经网络结构中进行预测［３０］．
ＤｅｅｐＨａｗｋｅｓ模型使用ＲＮＮ将整个转发过程进行
编码，同时考虑用户影响的时效效应与网络结构影
响［３１］．Ｌａｍｐｒｉｎｉｄｉｓ等人［３２］通过网络结构、主题、词
汇等因素提取用户偏好，利用多任务ＧＲＵ网络，对
新闻标题的热度进行预测．研究者还将ＲＮＮ与点
过程模型结合起来进行建模［３３３５］．此外，图神经网络
（ＧｒａｐｈＮｅｕｒａｌＮｅｔｗｏｒｋ，ＧＮＮ）可以对网络中节点
间的依赖关系进行建模，ＣｏｕｐｌｅｄＧＮＮ模型对用户
之间的级联影响进行了研究，将其应用于微博热度
的预测中［３６］；Ｓａｎｋａｒ等人［３７］利用ＧＮＮ与变分自编
码器提出了ＩｎｆＶＡＥ模型，对社会同质性和时序影
响共同建模，以预测用户的转发行为．

但是，目前各类热度预测模型输入的特征以文
本信息、时序信息以及用户信息为主，没有考虑到用
户社交圈层的影响．本文利用用户历史文本序列对
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用户社交圈层进行划分，并结合社交圈层特征、文本
特征和用户特征综合地进行热度预测．
２２　注意力机制

注意力机制（ＡｔｔｅｎｔｉｏｎＭｅｃｈａｎｉｓｍ）借鉴人类
的视觉注意力特点，Ｂａｈｄａｎａｕ等人［３８］提出其核心
思想是通过学习注意力分布，来从众多信息中提取
出对当前任务目标更关键的信息．近年来，注意力机
制被广泛应用于热度预测任务的建模中．例如，基于
时序特征和时序注意力机制的深度时间背景网络，
用以预测社交媒体中图片的受欢迎程度［３９］．Ｃｈｅｎ
等人［４０］将注意力机制使用在文本内容编码器、用户
编码器和时间序列编码器中，学习文本，用户和时间
序列表示，最后通过融合层将这三种编码器产生的
特征进行组合，并输出预测结果．Ｚｈａｎｇ等人［４１］首
先应用内部注意力机制来分别学习文本内容和图像
内容的嵌入，再应用交互注意力机制来学习用户在
文本和图像内容上的不同注意力．Ｗａｎｇ等人［５］使
用显式和隐式结合的双重注意力模型，前者用于表
示发布内容的图像和文本信息，后者引入用户特征
的平均值来表示用户环境，通过学习用户环境来完
成预测任务．Ｓｏｎｇ等人［４２］利用注意力机制提取文
章中具有吸引力的句子，进而确定主题的热度．本文

使用注意力机制来学习社交圈层对于文本信息传播
的影响，最终实现热度预测任务．

３　社交信息热度预测模型犛犆犃犘
在本章节中，将介绍本文提出的基于社交圈层

和注意力机制的热度预测模型ＳＣＡＰ（ＳｏｃｉａｌＣｉｒｃｌｅ
ａｎｄＡｔｔｅｎｔｉｏｎＢａｓｅｄＰｏｐｕｌａｒｉｔｙＰｒｅｄｉｃｔｉｏｎ），主要包
括两个部分：基于自动编码器（ＡｕｔｏＥｎｃｏｄｅｒ）的用户
社交圈层划分模型和基于注意力机制（Ａｔｔｅｎｔｉｏｎ
Ｍｅｃｈａｎｉｓｍ）的社交信息热度预测模型．模型的主要
框架如图１所示，本文首先基于用户发布的历史文
本序列利用自动编码器进行特征学习，得到用户偏
好的特征表示，进而通过犓Ｍｅａｎｓ＋＋聚类算法自
动划分不同的社交圈层，作为热度预测模型的输入
向量．其次利用长短期记忆网络（ＬｏｎｇＳｈｏｒｔＴｅｒｍ
Ｍｅｍｏｒｙ，ＬＳＴＭ）和嵌入层提取社交信息的文本特
征、用户特征和时序特征．进而通过注意力机制，捕
获该文本信息对不同社交圈层的关注度，得到社交
圈层注意力特征．最后结合文本特征、用户特征、时
序特征和社交圈层注意力特征，用两个全连接层进
行建模，最终得到社交信息的热度预测结果．

图１　基于社交圈层和注意力机制的热度预测模型（ＳＣＡＰ）框架图

３１　相关定义
为了方便阅读和理解，本节将主要介绍相关模

型用到的定义及符号表示．在社交网络中，用户集合
!＝｛狌１，狌２，…，狌狀狌｝，其中狀狌表示用户的数量．对于
每一个用户狌∈!

，其历史文本序列定义如下：

定义１．　用户历史文本序列．某个用户狌发布
的犕条历史信息序列犺狌＝｛犛１，犛２，…，犛犕｝，其中
每条文本犛犻＝｛狑１，狑２，…，狑狀狑｝，狑犼∈"

，即文本犛犻
是由词汇表"中的单词狑犼组成的长度为狀狑的单词
序列．
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定义２．　社交圈层．给定用户集合!

，社交圈层
#＝｛犮１，犮２，…，犮犽｝且#是!的一个划分，即!的非空
子集的集合，对于每一个犮犻＝｛狌犼｜狌犼∈!

｝，其中的用
户具有相似的喜好和特征，犽表示社交圈层的数量．

定义３．　热度时间序列．对于社交网络中用户
狌犻发表的信息文本犛犻，根据给定一段时间犜内的总
交互次数（本文采用转发次数），作为犛犻最终的信息
热度狔犻．为了方便计算，给定时间间隔Δ狋，将时间犜
离散化为多个时间段，并统计每个时间段内的转发
次数，则给定任意时间段狋，热度时间序列犞犻表示为
｛狔１犻，狔２犻，…，狔狋犻｝．

定义４．　信息热度预测问题．给定社交网络中
狌犻发布的一条信息文本犛犻，｛狌′犻，犛′犻，狏′犻，犆犺｝是一个四
元组，分别表示用户特征，文本特征，时间序列特征
和社交圈层犆的特征，则该条文本信息的热度狔犻＝
犳（狌′犻，犛′犻，狏′犻，犆犺），预测问题目标即学习映射函数犳
以预测热度狔犻．
３２　社交圈层划分模型

本节介绍如何基于用户的历史文本序列进行特
征学习，并得到社交圈层的划分．首先，对于用户的
历史文本序列进行处理，表示为文本向量．其次利用
ＬＳＴＭ自动编码器学习历史文本序列的压缩表示，
作为用户的偏好特征向量，最终通过犓Ｍｅａｎｓ＋＋
聚类得到社交圈层．
３．２．１　历史文本序列特征表示

首先，对于文本信息进行分词，构建词汇表，得
到每条文本的向量表示．其次，由于每条文本包含
的单词数量并不相同，在模型训练过程中为了处理
不同长度文本的情况，本文使用了自然语言处理
（ＮａｔｕｒａｌＬａｎｇｕａｇｅＰｒｏｃｅｓｓｉｎｇ，ＮＬＰ）中的截断或
填充（Ｐａｄｄｉｎｇ）操作，以得到相同维度的向量［４３］，并
通过对数据分布的统计合理设置向量维度．这样对
于用户狌的每条文本信息向量犛犻＝｛狓１，狓２，…，狓犔｝，
犛犻∈!

犔，其中犔表示序列的最大长度，则用户狌的
历史文本序列表示矩阵犺狌＝｛犛犻｝犻＝犕犻＝１，犺狌∈!

犕×犔，犕
为历史文本序列的数量．
３．２．２　基于自动编码器的用户偏好特征提取

本文通过对用户的历史文本序列矩阵进行特征
挖掘提取，来得到用户的偏好特征表示．长短期记忆
网络ＬＳＴＭ［４４］是一种循环神经网络，其在处理序列
数据、文本序列建模、语言理解等方面有着良好的表
现［４５］，可用于用户文本序列的处理．这里需要注意
的是，由于用户偏好特征的学习没有对应的训练标
签，同时用户不同历史文本之间可能存在一定的联

系，为了综合地对多条序列文本学习，同时增加模型
的可扩展性，本文采用自动编码器的思想进行自我
监督学习，即构建一个使用编码器—解码器ＬＳＴＭ
架构［４６４７］的模型，来实现序列数据的自动编码和特
征提取，模型的输入和输出是相同的用户历史序列
文本矩阵．

对于给定的用户狌，模型的输入序列矩阵为犺狌＝
｛犛犻｝犻＝犕犻＝１，狌∈!

，经过编码器Φ：犺狌→犺′狌，即将犺狌通
过ＬＳＴＭ层，该层位于犻位置的隐含状态犺犱犻表示
如下：

犺犱犻＝ＬＳＴＭ（犛犻，犺犱犻－１） （１）
经过迭代更新，可以得到用户历史文本序列的嵌入
向量表示犺′狌∈!

犓犆，犓犆为犺′狌向量的维度．进而传入
解码器Ψ：犺′狌→犺狌，即重建原始用户历史文本序列矩
阵犺狌，过程与编码器相反．这样自动编码器的两层
网络定义如下：

狓′＝ＬＳＴＭ（犺狌） （２）
犺′狌＝犵１（狓′） （３）
狔′＝ＬＳＴＭ（犺′狌） （４）
犺^狌＝犵２（狓′） （５）

其中，犵１和犵２分别是编码器和解码器的激活函数，
本文使用了ＲｅＬＵ（ＲｅｃｔｉｆｉｅｄＬｉｎｅａｒＵｎｉｔ）激活函
数．需要注意的是，编码器和解码器的ＬＳＴＭ层的
参数和权重是不同的．最后根据式（２）～（５），该自动
编码器的损失函数（ＬｏｓｓＦｕｎｃｔｉｏｎ）定义为

$犪＝犺^狌－犺狌２ （６）
利用式（６）通过标准的反向传播程序来训练神经网
络．训练完成后，将解码器移除，只保留编码器，该编
码器可用于将输入序列矩阵编码为固定长度的向
量，本文将该模型中编码器的输出犺′狌作为用户狌的
偏好特征向量表示．相较于传统的用户偏好学习算
法，该模型不需要人工进行复杂特征的提取（如用户
的朋友网络、信息转发链等），利用用户历史的文本
序列即可自动挖掘用户的偏好特征．
３．２．３　基于犓Ｍｅａｎｓ＋＋的社交圈层划分

犓Ｍｅａｎｓ聚类是一种无监督的分类算法，本文
利用上述编码器模型的输出犺′狌，得到用户集合!的
偏好特征矩阵犎′

!

＝｛犺′狌犻狌犻∈!

｝犻＝狀狌犻＝１作为聚类算法
的输入，最终得到社交圈层犆＝｛犮１，犮２，…，犮犽｝，所以
聚类的个数为犽．

首先需要选择初始的犽个聚类中心，即簇中心，
而犓Ｍｅａｎｓ算法通过随机选择的方式确定初始簇
中心，其产生的聚类结果依赖于初始簇中心的选择，
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如果初始簇中心选择不好，就会陷入局部最优解．为
了解决这一问题，本文利用改进的犓Ｍｅａｎｓ＋＋算
法，首先在输入集合犎′

!

中随机选择一个样本点作
为第一个簇中心犮犺１，计算剩余样本点与当前所有簇
中心的最短距离，定义为
犇（犺′狌犻）＝ｍｉｎ｛犱犻狊狋（犺′狌犻，犮犺１），…，犱犻狊狋（犺′狌犻，犮犺狀）｝（７）

则某样本点被选为下一个簇中心的概率

犘（犺′狌犻）＝
犇（犺′狌犻）
∑犺′狌∈犎′

!

犇（犺′狌）
（８）

这样可以得到犽个初始聚类中心．进而采用标准的
犓Ｍｅａｎｓ算法，聚类得到社交圈层犆，以及与之对
应的聚类中心集合犆犺＝｛犮犺犻｝犻＝犽犻＝１，对于每一个犮犺犻∈
犆犺，本文将犮犺犻作为社交圈层犮犻的特征向量，犮犺犻∈
!

犓犆，犆犺∈!

犽×犓犆．
社交圈层划分模型的算法描述如算法１所示．
算法１．　基于自动编码器的社交圈层划分算法．
输入：用户集合!

，历史文本序列犺狌，聚类个数犽
输出：社交圈层特征矩阵犆犺＝｛犮犺１，犮犺２，…，犮犺犽｝
１．ＦＯＲＥＡＣＨ狌∈! ＤＯ
２．　ＦＯＲＥＡＣＨ犛犻∈犺狌ＤＯ
３．　　将文本犛犻向量化生成犛犻∈!

犔

４．　ＥＮＤＦＯＲ
５．ＥＮＤＦＯＲ
６．生成用户历史序列矩阵犺狌∈!

犕×犔

７．ＷＨＩＬＥ狋狉犪犻狀犻狀犵ＤＯ
８．　根据式（６）最小化损失函数
９．ＥＮＤＷＨＩＬＥ
１０．计算用户狌的偏好向量犺′狌＝ｅｎｃｏｄｅｒ（犺狌）
１１．计算用户集合!偏好特征矩阵犎′

!

＝｛犺′狌犻｝
犻＝狀狌
犻＝１

１２．随机初始化聚类中心集合犆犺＝｛犮犺１｝
１３．ＷＨＩＬＥ聚类中心个数狀≠犽ＤＯ
１４．　根据式（７）、（８）计算犇（犺′狌犻），犘（犺′狌犻）
１５．　按照犘（犺′狌犻）选择聚类中心犮犺犻放入犆犺
１６．ＥＮＤＷＨＩＬＥ
１７．聚类中心集合犆犺＝犓Ｍｅａｎｓ（犎′! ）
１８．ＲＥＴＵＲＮ社交圈层特征矩阵犆犺

３３　特征的嵌入表示
３．３．１　文本特征的表示

在社交网络中，对于用户狌新发布的某一条信
息文本犛＝｛狑犻｝犻＝狀狑犻＝１，采取与历史文本序列特征处理
相同的思路，可以得到初始的犛＝｛狓１，狓２，…，狓犔｝，
犛∈!

犔，对应于定义４中的文本特征向量．其次将犛
通过嵌入层，每一个狓狋∈犛转化为嵌入向量：

狓′狋＝犠犡狓狋 （９）
其中，犠犡是词嵌入矩阵，狓′狋∈!

犓犛，在获得文本嵌入

矩阵｛狓′狋｝狋＝犔狋＝１后，本文利用ＬＳＴＭ层对其进行特征提
取，生在隐含状态序列．在每一个时间步狋，每个
ＬＳＴＭ单元对应一个输入门犻狋，一个忘记门犳狋，一个
输出门狅狋和一个细胞状态犮狋，则隐含状态犺狋可通过
如下方式计算：

犻狋＝σ（犠犡犻狓′狋＋犠犎犻犺狋－１＋犫犻） （１０）
犳狋＝σ（犠犡犳狓′狋＋犠犎犳犺狋－１＋犫犳） （１１）
狅狋＝σ（犠犡狅狓′狋＋犠犎狅犺狋－１＋犫狅） （１２）

　犮狋＝犳狋犮狋－１＋犻狋ｔａｎｈ（犠犡犮狓′狋＋犠犎犮犺狋－１＋犫犮）（１３）
犺狋＝狅狋ｔａｎｈ（犮狋） （１４）

其中，“”表示哈达玛积（ＨａｄａｍａｒｄＰｒｏｄｕｃｔ），犠犡·，
犠犎·，犫·是ＬＳＴＭ层的待学习参数，σ表示ｓｉｇｍｏｉｄ
激活函数．经过循环计算每个时间步，可以得到隐含
状态的序列｛犺狋｝狋＝犔狋＝１，最终文本特征的嵌入矩阵表示
犛′＝｛犺１，犺２，…，犺犔｝，犛′∈!

犔×犓犛．
３．３．２　用户特征的表示

对于社交信息文本的发布者，本文使用了用户
ＩＤ、性别、关注者数量、粉丝数量、发布信息数量共
５个特征进行特征拼接作为用户初始特征表示狌＝
｛狌１狓，狌２狓，狌３狓，狌４狓，狌５狓｝，狌∈!

５，其中，用户ＩＤ、关注者数
量、粉丝数量、发布信息数量均为实数表示，性别采
用０／１表示．将狌通过嵌入层，得到用户特征的嵌入
矩阵犝′∈!

　５×犓犝．
３．３．３　时序特征的表示

与文本特征的提取类似，ＬＳＴＭ可以挖掘到时
间序列的特征，其中的细胞状态保证了可以学习到
序列间的长期依赖信息．给定时间段狋和对应的热
度时间序列犞＝｛狔１，狔２，…，狔狋｝，将其通过嵌入层，
得到嵌入矩阵犞∈!

狋×犓犜．进而将其输入到ＬＳＴＭ
中，将最终的隐含状态序列作为时序特征的表示，即
犞′＝｛犺１，犺２，…，犺狋｝，犞′∈!

狋×犓犜．
最终，本文得到了文本特征的嵌入矩阵犛′，用

户特征的嵌入矩阵犝′，时序特征的嵌入矩阵犞′，以
及在社交圈层划分模型中计算的社交圈层特征矩阵
犆犺，｛犛′，犝′，犞′，犆犺｝将作为热度预测模型的输入．
３４　基于注意力机制的热度预测模型

首先，输入的维度犛′∈!

犔×犓犛，犝′∈!

５×犓犝，犞′∈
!

狋×犓犜，犆犺∈!

犽×犓犆，其中犓犛，犓犝，犓犜和犓犆分别是文
本嵌入向量、用户嵌入向量、时序嵌入向量和社交圈
层特征向量的维度．在本文中，为了方便表示，犔＝
５０，犓犛＝１２８，犓犝＝１２８，犓犜＝１２８，犓犆＝１２８．
３．４．１　社交圈层注意力机制的建模

对于社交网络中的用户，其新发布的文本信息
会受到不同社交圈层的影响，同时每个圈层对于其
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信息热度的贡献值也是不同的．所以，本文提出的
ＳＣＡＰ模型利用注意力机制，捕获不同社交圈层对
于信息的影响程度，以获得实际的社交圈层表示．在
社交圈层注意力的计算过程中，文本嵌入矩阵犛′和
用户嵌入矩阵犝′将协同参与模型的训练．

为方便后续社交圈层注意力的计算，借鉴卷积
神经网络中的平均池化（ｍｅａｎｐｏｏｌｉｎｇ）思想［４３］，首
先将文本特征嵌入矩阵犛′∈!

犔×犓犛和用户特征嵌入
矩阵犝′∈!

５×犓犝，按如下公式转化为向量表示：
狊′＝犞

狊
１犛′
犔 （１５）

狌′＝犞
狌
１犝′
５ （１６）

其中，犞狊１∈!

１×犔，犞狌１∈!

１×５是两个元素全为１的向量，
通过该操作后，文本和用户特征表示均为向量形式．

其次，社交圈层注意力的计算公式定义如下：
狉犆犻＝犠″犆（ｔａｎｈ（犠′犆犮犺犻）ｔａｎｈ（犠′犛狊′）ｔａｎｈ（犠′犝狌′））（１７）
其中，狉犆犻即表示社交圈层中第犻个圈层的影响力大
小，式中的参数满足犠″犆∈!

１×１２８，犠′犆∈!

１２８×１２８，犠′犛∈
!

１２８×１２８，犠′犝∈!

１２８×１２８．通过上式，可以计算得到每个
圈层对于文本和用户特征表示的相关程度．因此，文
本特征和用户特征可以促进社交圈层注意力的计算，
提供潜在的引导，同时挖掘不同的用户圈层对于最终
信息热度的影响．

对于社交圈层的注意力分配概率分布α犆，
α犆＝Ｓｏｆｔｍａｘ（狉犆） （１８）

最终，基于式（１８），可以得到基于不同注意力分配权
重的社交圈层注意力特征表示

犮′＝∑
犽

犻＝１
α犆犻·犮犺犻 （１９）

３．４．２　时序注意力特征融合
在信息传播的过程中，不同于文本特征、用户特

征和社交圈层特征，时序特征对于传播建模的影响力
是不断变化的．在信息发布的早期阶段，由于观测周
期较短，无法提取到有效的时序特征用以预测，所以
模型主要依赖于其它特征信息．而随着时间的推移，
观测到的热度时间序列更多，时序特征在预测模型中
的影响程度应该变大．同时，在信息传播的后期，由于
热度变化趋于稳定，时序特征的影响也会发生变化．
所以对于文本特征、用户特征、时序特征和社交圈层
特征，在进行特征融合时，应设置不同的权重．

首先将时序特征嵌入矩阵犞′∈!

狋×犓犜根据如下
公式转化为向量表示：

狏′＝犞
狏
１犞′
狋 （２０）

其中，犞狏１∈!

１×狋是一个元素全为１的向量．其次使用
注意力机制实现动态权重调整，模型输入为文本特征
狊′，用户特征狌′，时序特征狏′和社交圈层特征犮′，则计
算公式如下：

狉狋犻＝犠狋ｔａｎｈ（犠狊狋狊′＋犠狌
狋狌′＋犠狏

狋狏′＋犠犮
狋犮′）（２１）

α狋＝Ｓｏｆｔｍａｘ（狉狋） （２２）
则最终的特征组合为

犿′＝α狋狊狊′＋α狋狌狌′＋α狋狏狏′＋α狋犮犮′ （２３）
３．４．３　信息热度预测

得到特征组合后，利用两个全连接层，最终生成
热度预测结果，计算过程如以下公式所示：

狔′＝犳（犿′）＝犠″犕犵′（犠′犕犿′＋犫′犕）＋犫″犕 （２４）
其中，犠′犕∈!

１２８×１２８和犫′犕∈!

１２８是第一层的学习参数，
犠″犕∈!

１２８和犫″犕∈!是第二层的学习参数，犵′是ＲｅＬＵ
激活函数，狔′即信息热度．

本文将社交信息的热度预测看作是一个回归问
题，即能够定量地分析信息的热度，而不仅仅是当作
分类问题来计算信息是否会变得流行．所以，在
ＳＣＡＰ模型的训练过程中，采用了均方误差（Ｍｅａｎ
ＳｑｕａｒｅＥｒｒｏｒ，犕犛犈）作为模型的优化指标，则损失函
数可以定义为

$＝１犖∑
犖

犻＝１
（狔犻－狔′犻）２ （２５）

其中，犖表示训练样本的数量．本文提出的ＳＣＡＰ热
度预测模型的算法描述如算法２所示．

算法２．　ＳＣＡＰ热度预测模型．
输入：用户集合!

，训练数据犇
输出：参数集合Θ
１．初始化训练轮数犈狆狅犮犺狊＝１００，Ｂａｔｃｈ大小犅＝１２８，

随机初始化参数集合Θ
２．根据算法１计算社交圈层特征矩阵犆犺
３．ＷＨＩＬＥ犲狆狅犮犺犈狆狅犮犺狊ＤＯ
４．　ＦＯＲＥＡＣＨ犫犪狋犮犺犇ＤＯ
５．　　根据式（９）～（１４）提取文本特征的嵌入犛′
６．　　将文本特征向量化狊′＝（犞１犛′）／犔
７．　　提取用户特征的嵌入并向量化得到狌′
８．　　利用ＬＳＴＭ层提取时序特征向量狏′
９．　　根据式（１７）～（１９）计算圈层注意力特征犮′
１０．　　根据式（２１）～（２３）计算特征组合嵌入犿′
１１．　　由式（２４）计算热度预测的结果狔′
１２．　　更新参数集合Θ＝ａｒｇｍｉｎ１犅∑

犅

犻＝１
（狔犻－狔′犻）２

１３．　ＥＮＤＦＯＲ
１４．ＥＮＤＷＨＩＬＥ
１５．ＲＥＴＵＲＮΘ
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４　实验分析
本章节主要介绍实验工作，包括实验数据集、评

价指标、对比模型、实验环境和结果分析等方面．
４１　数据集

本文使用了推特（Ｔｗｉｔｔｅｒ）［２２］、微博［２２］和豆瓣［５］

三个平台的数据集：（１）推特是一个全球流行的社交
网络平台，用户可以发布状态，也可以与他人的信息
进行互动，如点赞、评论和转发，本文只保留了信息为
英文的推特文本，数据集内容的时间范围为２０１７年８
月１３日至２０１７年９月１０日；（２）豆瓣活动是中国流
行的社区网站，用户在该平台注册认证后可以发起活
动，吸引感兴趣的人们参加，此平台的活动主要按城
市进行划分，本文选取了上海和北京两个城市的活动
信息作为两个数据集，内容的时间范围为２００７年１
月１日至２０１２年１１月１９日；（３）微博是中国流行的
社交网络平台，用户可以发布信息，并与感兴趣的内
容互动，数据集内容的时间范围为２０１７年８月１０日
至２０１７年１２月２２日．豆瓣和微博平台上的信息内
容主要为中文．

在正式实验前，需要对数据集中的文本信息进行
预处理操作，如分词、词干化、删除停用词、构建词汇
表等．对于英文数据集，使用ＮＬＴＫ自然语言工具
包①可以方便地完成文本预处理；对于中文数据集，使
用Ｊｉｅｂａ工具包②分词，并利用了百度中文停用词表③

以完成预处理操作．得到对应词汇表后，即可将每条
信息文本统一为向量形式输入．另外，由于需要使用
用户的历史文本序列，而不同的用户历史序列长度差
异可能很大，为了保证模型输入信息完整，本文只保
留了数据集中至少发布１０条信息的用户，并且每个
用户的历史信息按照时间顺序进行排列．为了获得时
间序列特征，本文将每条信息发布１２小时后的热度
作为最终热度，同时按１小时间隔划分时间段，最终
统计得到对应的热度时间序列．

为了评估模型的预测效果，将数据集切分为训练
集、验证集和测试集，前７０％作为训练数据集，对于剩
下的数据集，随机选取１／３作为验证数据集来确定最
优参数，２／３作为测试数据集来评估预测精度．数据
集的统计信息如表１所示．

表１　数据集统计信息描述
数据集 推特 微博 豆瓣上海 豆瓣北京
用户数量 １２４８５ １０６２１ 　８８３ 　１１０９
总样本数量 ５２９０５９ ４１０７３３ ３９９０６ ５１９５３
词汇表数量 ４５２９１ １４７９４２ ８５８４７ １０４２２５

４２　评价指标
为了对热度预测模型的表现进行综合的评价，本

文选取了两个回归指标和两个分类指标．对于回归指
标，本文采用了回归任务中常用的均方误差（Ｍｅａｎ
ＳｑｕａｒｅＥｒｒｏｒ，犕犛犈）和平均绝对误差（ＭｅａｎＡｂｓｏｌｕｔｅ
Ｅｒｒｏｒ，犕犃犈），根据本文的定义，对于样本犻，狔犻表示其
真实热度值，狔′犻表示模型的预测热度值，则上述指标
可以定义为

犕犛犈＝１犖犜∑
犖犜

犻＝１
（狔犻－狔′犻）２ （２６）

犕犃犈＝１犖犜∑
犖犜

犻＝１
狔犻－狔′犻 （２７）

其中，犖犜表示测试集的大小．另外，由于不同的信息
文本的热度差别很大，直接进行训练容易导致模型很
难拟合，所以，本文将原始的热度值狔犻按如下公式进
行缩放［５］：

狔犻＝ｌｏｇ（狉狀犻＋１） （２８）
其中，狉狀犻表示样本犻的总转发人数或活动的总参加
人数．

对于分类评价，即预测信息文本是否会变得流
行，为此需要确定流行度阈值狆，首先将数据集中的
样本按热度狔犻由高到低排序后，按照１∶４的比例划
分为流行信息和普通信息［２２］，从而确定阈值狆的大
小，由此可以对每个样本标注０１标签（０表示普通
信息狔犻＜狆，１表示流行信息狔犻狆）．分类评价的指
标为犉１分数（犉１Ｓｃｏｒｅ）和准确率（犃犮犮狌狉犪犮狔），定
义如下：

犉１＝ ２犜犘
２犜犘＋犉犘＋犉犖 （２９）

犃犮犮狌狉犪犮狔＝ 犜犘＋犜犖
犜犘＋犜犖＋犉犘＋犉犖 （３０）

其中，犜犘是真正例（ＴｒｕｅＰｏｓｉｔｉｖｅ），犉犘是假正例
（ＦａｌｓｅＰｏｓｉｔｉｖｅ），犜犖是真负例（ＴｒｕｅＮｅｇａｔｉｖｅ），
犉犖是假负例（ＦａｌｓｅＮｅｇａｔｉｖｅ），犉１分数是精确率
（犘狉犲犮犻狊犻狅狀）和召回率（犚犲犮犪犾犾）的调和均值，是一种
混合度量，准确率则是对模型整体性能的评估．
４３　对比模型

为了评估ＳＣＡＰ模型的预测表现，将与以下模型
方法进行实验对比，包括基于特征的方法（ＥＰＡＢ）、
基于时间序列的方法（ＳＥＩＳＭＩＣ）、深度学习的方法
（ＵＭＡＮ、ＤＴＣＮ、ＤＦＴＣ和ＩｎｆＶＡＥ）：

９２９５期 郑作武等：基于社交圈层和注意力机制的信息热度预测

①
②
③

ｈｔｔｐ：／／ｗｗｗ．ｎｌｔｋ．ｏｒｇ／ｉｎｄｅｘ．ｈｔｍｌ
ｈｔｔｐｓ：／／ｇｉｔｈｕｂ．ｃｏｍ／ｆｘｓｊｙ／ｊｉｅｂａ
ｈｔｔｐｓ：／／ｇｉｔｈｕｂ．ｃｏｍ／ｇｏｔｏ４５６／ｓｔｏｐｗｏｒｄｓ
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（１）ＥＰＡＢ［２２］．一种基于贝叶斯网络的热度预
测模型，主要使用了时序特征、用户特征和网络结构
特征等信息，利用贝叶斯网络进行建模；

（２）ＳＥＩＳＭＩＣ［２４］．一种基于自激点过程理论的
时序模型，采用了双重随机过程刻画信息的传染
性与转发事件的到达时间，以预测信息最终的转
发数量；

（３）ＵＭＡＮ［５］．一种基于循环神经网络与注意
力机制的热度预测模型，主要利用了用户的历史序
列信息和对应的热度值，融合长期特征和短期波动
情况，进行用户生成内容的热度预测；

（４）ＤＴＣＮ［３９］．一种基于时序特征和时序注意
力机制的深度学习模型，以预测社交媒体中图片的
热度，本文利用用户的历史序列等内容，将其扩展应
用于文本内容热度的预测；

（５）ＤＦＴＣ［３］．一种深度融合时间过程和内容特
征的方法，结合卷积神经网络和循环神经网络建模
文章热度变化的时间过程，并利用层次注意网络和
特征嵌入技术预测网络文章的热度；

（６）ＩｎｆＶＡＥ［３７］．一种基于图神经网络与变分
自编码器的传播预测模型，利用注意力机制和好友
关系对社会同质性和时序影响共同建模，在给定种
子用户的情况下，预测受影响的用户集合，本文将其
应用于用户的转发行为预测．

为了保证实验的客观公正，对于以上对比模型，
均采用与本文ＳＣＡＰ模型同样的数据预处理操作，
对于ＵＭＡＮ和ＤＴＣＮ模型，采用相同的ＬＳＴＭ层
处理用户历史序列，在预测信息热度时，结合文本特
征、用户特征和时序特征协同进行预测工作．

４４　实验环境
本文将数据集划分为训练集、验证集和测试集，

其中验证集的作用即确定最优的模型参数．在本文
中，文本序列的最大长度犔＝５０，文本嵌入向量维度
犓犛＝１２８，用户嵌入向量维度犓犝＝１２８，社交圈层向
量维度犓犆＝１２８，社交圈层模型所用的用户历史序
列文本数量犕＝６，圈层聚类个数犽＝８，热度时间序
列长度狋＝３．

实验机器配置为Ｕｂｕｎｔｕ１８．０４ＬＴＳ，ＣＰＵＩｎｔｅｌ
Ｘｅｏｎ（２．２０ＧＨｚ），内存１２ＧＢ，显卡为ＮＶＩＤＩＡＴｅｓｌａ
Ｐ１００１６ＧＢ．本文采用Ｋｅｒａｓ机器学习框架实现ＳＣＡＰ
模型，实验环境版本Ｐｙｔｈｏｎ３．６．９，Ｋｅｒａｓ２．３．１，
Ｔｅｎｓｏｒｆｌｏｗ１．１５．２，Ｎｕｍｐｙ１．１８．２，Ｓｋｌｅａｒｎ０．２２．２，
模型训练采用自适应矩估计Ａｄａｍ（ＡｄａｐｔｉｖｅＭｏｍｅｎｔ
Ｅｓｔｉｍａｔｉｏｎ）优化器［４８］，学习率默认为０．００１，训练
批（Ｂａｔｃｈ）大小为１２８．
４５　结果分析

本文实验的目的是验证基于社交圈层和注意力
机制的热度预测模型ＳＣＡＰ的有效性，实验验证主
要包括如下内容：（１）利用ＭＳＥ和ＭＡＥ指标对模
型进行回归评价；（２）利用Ｆ１分数和准确率指标对
模型进行分类评价；（３）分析模型参数对于预测的
影响；（４）验证模型各特征和机制的引入对于模型
预测性能提升的有效性；（５）可视化社交圈层注意
力对于模型的影响．
４．５．１　热度预测的回归实验

本文首先进行了热度预测的回归分析实验，实
验指标为犕犛犈和犕犃犈，实验结果如表２所示，其
中粗体表示最优结果，加下划线表示次优结果．

表２　在不同数据集下各模型的实验结果
推特

犕犛犈犕犃犈犉１ 犃犮犮
微博

犕犛犈犕犃犈犉１ 犃犮犮
豆瓣上海

犕犛犈犕犃犈犉１ 犃犮犮
豆瓣北京

犕犛犈犕犃犈犉１ 犃犮犮
ＥＰＡＢ０．８１２０．６６４０．８８１０．８４６０．８３３０．７７００．７６１０．８５００．８１５０．６２６０．８４６０．８７００．８１５０．６８６０．８３９０．８８４
ＳＥＩＳＭＩＣ１．１３４０．８７９０．７６２０．８３１１．１９６０．９０３０．７５２０．７８７１．０９２０．９０６０．８３００．７３８１．０７５０．８９５０．７８７０．７２２
ＵＭＡＮ０．７２３０．６４８０．８９００．９１７０．７３７０．６８２０．８８００．９１２０．７４２０．６２８０．８６１０．８８７０．７６１０．６５２０．８７４０．９０２
ＤＴＣＮ０．８４００．７４１０．７４５０．８６８０．８９２０．８０４０．７９６０．８２４０．９２９０．７７６０．８４２０．７８００．８９３０．７３９０．７９４０．７５１
ＤＦＴＣ０．７４５０．６２９０．８６３０．９２２０．７５９０．７１３０．８５４０．８８５０．７３４０．６３８０．８３９０．８７１０．７９２０．６８８０．８４５０．８８０
ＩｎｆＶＡＥ０．７４７０．６５００．８４９０．８６１０．７９３０．７３２０．８４６０．８７７０．７８６０．６９１０．８４００．８６２０．８０５０．７０７０．８５８０．８８２
犛犆犃犘０７０６０６０２０９２４０９２９０７１５０６４４０９０１０９２８０７２１０６１００８９５０９１３０７３００６１６０８９９０９２３

（１）不论是基于犕犛犈指标还是犕犃犈指标，本
文提出的ＳＣＡＰ模型在四个数据集上的实验结果
均优于对比模型，取得了最好的结果．例如，在推特、
微博、豆瓣上海和豆瓣北京数据集上，ＳＣＡＰ模型的
犕犛犈指标，相比于对比模型中表现最好的ＵＭＡＮ
模型，分别降低了０．０１７，０．０２２，０．０２１和０．０３１；

（２）实验中表现最好的ＳＣＡＰ模型与ＵＭＡＮ
模型均利用了用户的历史文本序列进行分析，这说
明了用户历史信息特征对于热度预测是非常有效
的．ＤＦＴＣ模型融合了时序信息和内容特征，在推特
数据集上取得了较好的表现，而ＳＣＡＰ模型进一步
考虑了不同社交圈层对于信息的影响，取得了更好

０３９ 计　　算　　机　　学　　报 ２０２１年

《
 计

 算
 机

 学
 报

 》



的效果；
（３）ＥＰＡＢ模型考虑了不同种类的特征，包括时

序特征、用户特征和网络结构特征，利用贝叶斯网络
建模，来对热度进行预测，取得了较好的结果，犕犃犈
指标在豆瓣上海数据中为０．６２６，但是由于其贝叶
斯网络的结构未知，需要从特征中学习，这限制了模
型的预测表现；

（４）ＤＴＣＮ模型表现较差的原因是，其将所有
用户的文本序列信息作为整体的序列进行输入，没
有考虑到不同用户的历史序列反映了不同的偏好特
征，影响了实验结果；

（５）ＳＥＩＳＭＩＣ模型需要时序信息的输入来对信
息的演变过程进行建模，同时做了一些参数假设，由
于一条文本内容发布后，充足的时间序列信息需要
较长的观测周期才能获取，同时仅利用时序信息会
限制模型对于信息传播热度的预测结果；

（６）ＩｎｆＶＡＥ模型考虑了用户社交同质性关系
和时序影响，以进行用户转发预测．然而其是面向用
户层面的预测模型，没有考虑文本和用户的相关特
征，限制了该模型的表现．同时需要利用图神经网络
对社交网络的结构进行分析，也会对模型的运行时
间产生一定的影响．
４．５．２　热度预测的分类实验

本文将热度预测作为分类问题，对各模型进行
了评估，实验指标为犉１分数和准确率，实验结果如
表２所示．

（１）相比于回归实验，分类实验的结果差别不
大．在犉１分数和准确率指标上，ＳＣＡＰ模型在四个

数据集上的表现依然非常优异，均取得了最好成绩，
相比于对比模型中表现最好的ＵＭＡＮ模型，犉１分
数分别提升了０．０３４，０．０２１，０．０３４和０．０２５，准确
率分别提升了０．０１２，０．０１６，０．０２６和０．０２１；

（２）值得注意的是，各个模型在不同数据集上
的表现是不同的．总体上来看，各模型在推特数据集
上的表现略优于其它三个数据集，造成这种情况的
原因可能是推特数据集中的用户数量和样本数据更
多，同时推特中信息的流行程度更高，信息的传播速
度更快，提取到的特征相对更为显著有效，实验结果
有一定的差异．
４．５．３　ＳＣＡＰ模型参数分析

在本文提出的ＳＣＡＰ模型中，用户的历史文本
序列数量、社交圈层的聚类个数和热度时间序列长
度是可以动态调整的参数，为了评估各参数对模型
预测性能的影响，进行了如下实验．

（１）用户历史文本序列数量的影响
本文选取了ＵＭＡＮ模型作为对比模型，因为

ＵＭＡＮ模型在回归和分类实验中其表现较好，同时
可以处理序列数据．与本文ＳＣＡＰ模型不同，ＵＭＡＮ
模型着重挖掘每个用户的历史序列文本之间的影响
与联系，包括内容序列的相关性和热度序列的相关
性，即同一用户发布的两条信息之间存在的内容和
热度差异．而ＳＣＡＰ模型更侧重于挖掘用户历史文
本序列中的偏好特征，并且考虑不同的社交圈层对
于新发布内容的影响程度，并结合文本特征、用户特
征和时序特征协同进行预测．实验的评价指标为
犕犛犈和犉１分数，实验结果如图２和图３所示．

图２　模型在不同用户历史序列数量下的犕犛犈变化情况

图３　模型在不同用户历史序列数量下的犉１分数变化情况
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①不论是犕犛犈还是犉１分数指标，模型的预测
表现均随着用户历史序列数量的增加而提升，这是
因为更多的用户历史序列可以帮助模型提取到更为
有效的用户特征，促进社交圈层的划分效果，从而提
升实验结果；

②随着用户历史序列数量的增加，模型表现的
提升逐渐放缓，这是由于用户历史序列越多，各序列
间的相似度就越高，产生了冗余信息，对特征提取的
帮助作用相对减小；

③值得说明的是，更多的用户历史序列会带来
模型复杂度的增加，因为需要更多的ＬＳＴＭ单元去
处理序列信息，而循环神经网络的训练相对比较慢，
每个时间步要依赖于前一个时间步的信息，导致模
型的运算时间变长，所以在实际应用中，按照具体的
需求，应根据模型的预测表现和运行时间做出权衡．

（２）社交圈层聚类个数的影响
图４展示了ＳＣＡＰ模型在不同社交圈层聚类个

数下的表现．与针对用户历史序列数量的实验结果
类似，在犕犛犈和犉１分数评价指标下，ＳＣＡＰ模型
的表现随着社交圈层聚类个数的增加而提升，这是
因为模型可以为新发布的文本信息捕获到更多的相
似社交圈层特征．同时由于更多的社交圈层之间偏
好特征可能有所重叠交叉，模型表现的提升幅度也
会逐渐减小．

图４　ＳＣＡＰ模型在不同社交圈层聚类个数下的表现

（３）热度时间序列长度的影响
对于热度时间序列长度的影响实验，结果如图５

所示．ＳＣＡＰ模型的预测表现（犕犛犈指标）随时间序
列长度的增加而提升，这是因为随着观测周期的增
长，模型可以提取到足够且有效的时序特征．同时，
模型表现的提升幅度逐渐变小，原因是在社交网络
中，文本信息转发数量的增加往往随着时间的增长
而放缓，比如一个用户发布新的社交动态后，短期内
会收到大量的互动信息，但是在后期关注度会越来
越低，其转发数量变化趋于稳定，时序特征带来的帮
助减小．

图５　ＳＣＡＰ模型犕犛犈指标随时间序列长度的变化

４．５．４　模型简化测试
为了验证ＳＣＡＰ模型的各特征和注意力机制

的有效性，本文分别构建了以下模型：（１）ＳＣＡＰＮＣ
模型表示不考虑社交圈层特征；（２）ＳＣＡＰＮＳ模
型表示去除文本特征；（３）ＳＣＡＰＮＵ模型表示去除
用户特征；（４）ＳＣＡＰＮＴ模型表示去除时序特征；
（５）ＳＣＡＰＮＡ模型表示去除圈层注意力机制．以上
模型均利用其余特征的融合向量作为输入．实验的
结果如表３所示．

表３　模型简化测试的实验结果（采用犕犛犈指标）
模型 推特 微博 豆瓣上海 豆瓣北京

ＳＣＡＰＮＣ ０．７７１０．７８２ ０．７７８ ０．７９６
ＳＣＡＰＮＳ ０．７１９０．７２３ ０．７３４ ０．７４５
ＳＣＡＰＮＵ ０．７１２０．７１９ ０．７２８ ０．７４１
ＳＣＡＰＮＴ ０．７２００．７２７ ０．７３２ ０．７３９
ＳＣＡＰＮＡ ０．７２５０．７３１ ０．７３４ ０．７５６
犛犆犃犘 ０７０６０７１５ ０７２１ ０７３０

首先，社交圈层特征对于模型预测性能的提
升是非常明显的，相比于ＳＣＡＰＮＣ模型，在不同
数据集中，ＳＣＡＰ的犕犛犈指标分别降低了０．０６５，
０．０６７，０．０５７和０．０６６；而相比于ＵＭＡＮ模型，
ＳＣＡＰＮＣ模型的犕犛犈指标分别提高了０．０４８，
０．０４５，０．０３６和０．０３５，这说明在热度预测任务中，
对用户的历史序列进行挖掘，考虑社交圈层特征可
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以获得更加精准的预测结果．其次，文本特征、用户
特征和时序特征均为模型表现的提升带来了一定的
帮助．另外，注意力机制的引入减小了预测的误差，
相比于ＳＣＡＰＮＡ模型，ＳＣＡＰ模型在不同数据集
中犕犛犈分别降低了０．０１９，０．０１６，０．０１３和０．０２６，
表明利用注意力机制，可以提取到不同社交圈层的
影响大小，从而验证了模型各特征和机制的有效性．
４．５．５　社交圈层注意力机制分析

为了更加直观地展示社交圈层注意力机制在模
型预测中发挥的作用，本文从推特和豆瓣北京两个
数据集中选取了两条文本信息，对其进行文本预处
理后，将模型计算得到的圈层注意力权重可视化，字
词颜色越深表示模型的关注度越高，实验结果如
图６所示．以第二条文本为例，模型对于“管弦乐团”、
“国家大剧院”和“音乐会”赋予了更高的权重，能够
有效地反映出其领域和特征偏好信息，验证了本文
提出的社交圈层注意力的有效性．

图６　社交圈层注意力机制可视化

５　总　结
本文提出了一种基于社交圈层和注意力机制的

信息热度预测模型ＳＣＡＰ，该模型首先利用自动编码
器对用户发布的历史文本序列进行特征学习，得到用
户偏好的特征表示，然后将其通过犓Ｍｅａｎｓ＋＋聚
类算法划分为不同的社交圈层，得到社交圈层的特
征向量；其次，利用ＬＳＴＭ长短期记忆网络和嵌入
层提取社交信息的文本特征、用户特征和时序特征；
进而通过注意力机制，捕获到不同社交圈层对于该
文本信息的影响程度，得到社交圈层注意力特征；最
后将文本特征、用户特征、时序特征和社交圈层注意
力特征进行融合，通过两个全连接层进行建模学习，
对社交信息的热度进行预测．

实验结果表明，ＳＣＡＰ模型在推特、微博、豆瓣
多个数据集上的预测表现相比于对比模型总体呈
优，能够较为准确地预测社交信息的热度．实验同时
探究了不同实验参数对于模型的影响效果，以及验

证了输入特征、社交圈层机制和注意力机制对于模
型性能提升的有效性，说明了用户的历史行为和序
列信息对于社交信息传播影响的重要性．因此，在后
续的研究中，计划对不同用户间的行为关联和差异
进行更进一步的研究．
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犆犎犈犖犌狌犻犎犪犻，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ
ｉｎｃｌｕｄｅｃｏｍｐｕｔｅｒｎｅｔｗｏｒｋｓ，ｄｉｓｔｒｉｂｕｔｅｄｃｏｍｐｕｔｉｎｇ，ａｎｄ
ｗｉｒｅｌｅｓｓｎｅｔｗｏｒｋｓ．

犅犪犮犽犵狉狅狌狀犱
Ｐｏｐｕｌａｒｉｔｙｐｒｅｄｉｃｔｉｏｎｏｆｕｓｅｒｇｅｎｅｒａｔｅｄｃｏｎｔｅｎｔ（ＵＧＣ）

ｉｎｓｏｃｉａｌｎｅｔｗｏｒｋｓｉｓａｈｏｔｔｏｐｉｃｉｎｒｅｃｅｎｔｙｅａｒｓ，ｗｈｉｃｈｈａｓａ
ｗｉｄｅｒａｎｇｅｏｆａｐｐｌｉｃａｔｉｏｎｓｉｎｓｃｅｎａｒｉｏｓｓｕｃｈａｓｍａｒｋｅｔｉｎｇ，
ｐｕｂｌｉｃｏｐｉｎｉｏｎｄｅｔｅｃｔｉｏｎ，ａｎｄａｄｖｅｒｔｉｓｉｎｇｒｅｃｏｍｍｅｎｄａｔｉｏｎ．Ｉｎ
ｇｅｎｅｒａｌ，ｔｈｅｒｅａｒｅｔｗｏｍａｉｎｃａｔｅｇｏｒｉｅｓｏｆｍｅｔｈｏｄｓｉｎｔｈｉｓ
ｆｉｅｌｄ，ｉｎｃｌｕｄｉｎｇｆｅａｔｕｒｅｂａｓｅｄｍｅｔｈｏｄｓａｎｄｔｉｍｅｓｅｒｉｅｓ
ｍｅｔｈｏｄｓ，ｆｒｏｍｗｈｉｃｈｉｔｈａｓｂｅｅｎｅｘｔｅｎｓｉｖｅｌｙｓｔｕｄｉｅｄ，ｓｕｃｈａｓ
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ｔｈｅｉｍｐａｃｔｏｆｓｏｃｉａｌｃｉｒｃｌｅｓｉｓｍｉｓｓｉｎｇ．Ｉｎｔｈｉｓｗｏｒｋ，ｗｅｔｅｎｄ
ｔｏｆｉｌｌｔｈｉｓｇａｐｂｙｃｏｎｓｉｄｅｒｉｎｇｓｏｃｉａｌｃｉｒｃｌｅｆｅａｔｕｒｅｓａｎｄｔｈｅ
ｃｏｒｒｅｓｐｏｎｄｉｎｇｉｍｐａｃｔｆｏｒＵＧＣｔｏｐｒｅｄｉｃｔｔｈｅｐｏｐｕｌａｒｉｔｙ．Ｉｔ
ｇｉｖｅｓａｎｅｗｐｅｒｓｐｅｃｔｉｖｅｔｏｍｏｄｅｌｔｈｅｒｅｌａｔｉｏｎｓｂｅｔｗｅｅｎｕｓｅｒ
ａｎｄｃｏｎｔｅｎｔ，ｗｈｉｃｈｉｓｉｍｐｏｒｔａｎｔｉｎｔｈｉｓｆｉｌｅｄｓｉｎｃｅｗｅｃａｎ
ｍａｋｅｐｒｅｄｉｃｔｉｏｎｍｏｒｅａｃｃｕｒａｔｅｉｆｗｅｋｎｏｗｔｈｅｃｏｒｒｅｌａｔｉｏｎｓｏｆ
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Ｉｎｔｈｉｓｐａｐｅｒ，ｗｅｐｒｏｐｏｓｅａｓｏｃｉａｌｃｉｒｃｌｅａｎｄａｔｔｅｎｔｉｏｎ
ｂａｓｅｄｐｏｐｕｌａｒｉｔｙｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌ（ＳＣＡＰ）．Ｆｉｒｓｔｏｆａｌｌ，ｆｒｏｍ
ｕｓｅｒｓｅｑｕｅｎｔｉａｌｂｅｈａｖｉｏｒｐａｔｔｅｒｎｓ，ｗｅｅｘｔｒａｃｔｕｓｅｒｐｒｅｆｅｒｅｎｃｅ
ｂｙａＬＳＴＭｂａｓｅｄａｕｔｏｅｎｃｏｄｅｒ，ｆｒｏｍｗｈｉｃｈｓｏｃｉａｌｃｉｒｃｌｅ
ｅｍｂｅｄｄｉｎｇｃａｎｂｅｌｅａｒｎｅｄｂｙｃｌｕｓｔｅｒｉｎｇｍｅｔｈｏｄ．Ｔｈｅｎｆｏｒａ
ｎｅｗＵＧＣ，ｔｅｘｔｅｍｂｅｄｄｉｎｇ，ｕｓｅｒｅｍｂｅｄｄｉｎｇａｎｄｔｅｍｐｏｒａｌ
ｅｍｂｅｄｄｉｎｇａｒｅｅｘｔｒａｃｔｅｄｂａｓｅｄｏｎＬＳＴＭｌａｙｅｒａｎｄｅｍｂｅｄｄｉｎｇ
ｌａｙｅｒ．Ｆｕｒｔｈｅｒｍｏｒｅ，ｗｅｃａｐｔｕｒｅｔｈｅｉｎｆｌｕｅｎｃｅｏｎＵＧＣｏｆ
ｄｉｆｆｅｒｅｎｔｓｏｃｉａｌｃｉｒｃｌｅｓｔｈｒｏｕｇｈａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ．Ｆｉｎａｌｌｙ，
ｕｓｉｎｇｓｏｃｉａｌｃｉｒｃｌｅａｔｔｅｎｔｉｏｎ，ｔｅｘｔｅｍｂｅｄｄｉｎｇ，ｕｓｅｒｅｍｂｅｄｄｉｎｇ，
ａｎｄｔｅｍｐｏｒａｌｅｍｂｅｄｄｉｎｇ，ｔｈｅｐｏｐｕｌａｒｉｔｙｏｆＵＧＣｉｓｐｒｅｄｉｃｔｅｄ
ｂｙｔｗｏｆｕｌｌｙｃｏｎｎｅｃｔｅｄｌａｙｅｒ．Ｗｅｃｏｎｄｕｃｔｅｘｔｅｎｓｉｖｅｅｘｐｅｒｉｍｅｎｔｓ
ｏｎｆｏｕｒｒｅａｌｗｏｒｌｄｄａｔａｓｅｔｓｆｒｏｍＴｗｉｔｔｅｒ，Ｗｅｉｂｏ，ａｎｄ
ＤｏｕｂａｎＥｖｅｎｔｐｌａｔｆｏｒｍｓ．Ｔｈｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｓｈｏｗｔｈａｔ
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ｗｉｔｈｄｉｆｆｅｒｅｎｔｍｅｔｒｉｃｓ，ｓｕｃｈａｓｍｅａｎｓｑｕａｒｅｅｒｒｏｒ（犕犛犈）ａｎｄ
犉１ｓｃｏｒｅ．Ｗｅａｌｓｏｃｏｎｓｉｄｅｒｔｈｅｉｍｐａｃｔｓｏｆｄｉｆｆｅｒｅｎｔｐａｒａｍｅｔｅｒｓ
ｏｎｔｈｅｍｏｄｅｌ，ｉｎｃｌｕｄｉｎｇｔｈｅｎｕｍｂｅｒｏｆｕｓｅｒｓ’ｒｅｃｅｎｔ
ｓｅｑｕｅｎｃｅｓ，ｔｈｅｎｕｍｂｅｒｏｆｓｏｃｉａｌｃｉｒｃｌｅｓ，ａｎｄｔｈｅｌｅｎｇｔｈｏｆ
ｔｅｍｐｏｒａｌｓｅｑｕｅｎｃｅｓ．Ｉｎａｄｄｉｔｉｏｎ，ｔｈｅｅｆｆｅｃｔｉｖｅｎｅｓｓｏｆｔｈｅ
ｓｏｃｉａｌｃｉｒｃｌｅａｎｄａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍａｒｅｖａｌｉｄａｔｅｄｉｎａｂｌａｔｉｏｎ
ｓｔｕｄｙ．

ＴｈｉｓｗｏｒｋｗａｓｓｕｐｐｏｒｔｅｄｂｙｔｈｅＮａｔｉｏｎａｌＫｅｙＲ＆Ｄ
ＰｒｏｇｒａｍｏｆＣｈｉｎａ（２０２０ＹＦＢ１７０７９０３），ｔｈｅＮａｔｉｏｎａｌＮａｔｕｒａｌ
ＳｃｉｅｎｃｅＦｏｕｎｄａｔｉｏｎｏｆＣｈｉｎａ（６１８７２２３８，６１９７２２５４），ｔｈｅ
ＣＣＦＴｅｎｃｅｎｔＯｐｅｎＦｕｎｄ（ＲＡＧＲ２０２００１０５），ｔｈｅＴｅｎｃｅｎｔ
ＭａｒｋｅｔｉｎｇＳｏｌｕｔｉｏｎＲｈｉｎｏＢｉｒｄＦｏｃｕｓｅｄＲｅｓｅａｒｃｈＰｒｏｇｒａｍ
（ＦＲ２０２００１），ａｎｄｔｈｅＨｕａｗｅｉＣｌｏｕｄ（ＴＣ２０２０１１２７００９）．
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