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基于多源域对抗迁移学习的可穿戴情绪识别技术
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摘 要 情绪影响身心健康及认知功能等，因而在人们的生活中扮演着重要角色 .自动情绪识别有助于预警心理

疾病和探索行为机制，具有巨大的研究与应用价值 .在过去十余年中，研究者们提出了各种情绪识别方法，但均存

在不同方面的不足：基于脑电图（Electroencephalography,EEG）信号的方法需采用专业、昂贵且不易操作的脑电

仪；基于视觉和语音的方法存在隐私泄露的风险；基于手机使用模式分析的方法其可靠性和准确性有待提高等 .本
文利用生理信号如呼吸音、心跳音及脉搏等与情绪的潜在关联性，创新性地提出基于低成本、普适易用可穿戴硬件

的情绪识别技术，借助多模态数据融合对不同类型数据进行有效利用，既减少了数据冗余又有效提升了系统性能 .
此外，在保证良好识别准确率的前提下，为提升情绪识别模型对不同用户的泛化性、最大化降低新用户的使用成本，
本文提出了基于多源域对抗思想的情绪识别模型，借助少量来自新用户的无标签数据实现模型的无监督迁移，再辅

之以极少量有标签数据微调分类器参数可进一步提升情绪识别准确率 .为验证所提情绪识别方法的有效性，本文

设计并实现了一套融合麦克风与光电容积脉搏波（Photoplethysmography, PPG）传感器以测量人体心跳音、呼吸

音及脉搏等生理指征的可穿戴系统 .基于此系统，本文在不同设置下开展了大量实验并对不同影响因素进行了评

估 .实验结果表明：对于四类基本情绪，本文所提方法单被试识别准确率可达 95.0%，跨被试识别准确率为 62.5%，
比基准方法提升了 5.3%. 结合有监督小样本参数微调，识别准确率可进一步提高至 81.1%，比基准方法提高了

12.4%.上述结果验证了本文所提方法的可行性，为泛在情绪识别研究做出了崭新的探索 .
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Abstract Emotions can profoundly impact both human’s overall well-being and cognitive 
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function.  As a result， they are of paramount significance in the realm of human life especially in 
modern society with increasing pressures.  Automatic emotion recognition contributes to early 
warning of psychological disorders and the exploration of behavioral mechanisms， holding 
immense research and practical value.  Over the past decade， researchers have proposed various 
kinds of methods for automatic emotion recognition based on different sensing mechanisms.  
Nevertheless， each of them exhibits deficiencies in different aspects.  For example， the methods 
based on electroencephalogram （EEG） signals require the use of specialized， costly， and 
challenging-to-operate EEG devices； the methods relying on visual and speech cues carry privacy 
risks； and the methods based on the analysis of mobile phone usage pattern need improvement in 
terms of reliability and accuracy.  Considering the above， this paper proposes a novel approach to 
automatic emotion recognition that utilizes low-cost， readily available， and easy-to-use wearable 
hardware.  In a detail， this paper makes use of the potential correlations between physiological 
signals， namely， breathing and heartbeat sounds， and pulse with human emotions.  By employing 
data fusion across multiple sensing modalities， this work effectively harnesses diverse information 
types， reducing data redundancy， and substantially improving the system performance at the same 
time.  Furthermore， while ensuring a high recognition accuracy， this paper also proposes an 
emotion recognition model based on a multi-source domain adversarial approach which aims to 
enhance the generalization of emotion recognition across diverse users and minimize the cost for 
unseen users.  Our method first leverages a small amount of unlabeled data from unseen users to 
achieve quick model adaptation in an unsupervised approach， and then fine-tune the classifier’s 
parameters with a minimal amount of labeled data to further improve emotion recognition 
accuracy.  To validate the effectiveness of our proposed emotion recognition method， this paper 
designs and implements a wearable system that integrate two microphones and 
photoplethysmography （PPG） sensors to measure physiological signs.  Among them， the two 
microphones are equipped in a smartglasses and earphone to collect sounds produced by heartbeats 
and breathing， respectively； the two PPG sensors are embedded in the smartglasses and a 
smartwatch to measure the blood pulses in the head and wrist， respectively.  Based on this 
wearable system， we have conducted extensive experiments in diverse settings with thirty 
participants aged from 17 to 30 years old.  We have also carried an assessment of the impact of 
different environmental factors such as noise， hardware， and wearing positions to evaluate the 
robustness of our emotion recognition system.  The experimental results demonstrate that for the 
four basic emotions， the proposed method achieves an average recognition accuracy of 95. 0%in 
the subject-dependent cases， and an average accuracy of 62. 5% in the cross-subject cases after 
using multi-source domain adversarial transfer learning，with a 5. 3% improvement over the 
baseline methods.  When combined with supervised fine-tuning with few shots， the recognition 
accuracy further increases to 81. 1%， surpassing the baseline methods by 12. 4%.  These findings 
affirm the feasibility of the proposed method and offer a fresh perspective for ubiquitous emotion 
recognition research.

Keywords wearable devices； emotion recognition； multimodal data； transfer learning； domain 
adaptation； generative-adversarial learning

1 引 言

如今，快节奏的生活使得人们的心理压力日渐

增大 . 越来越多的人出现情绪不稳定、长期低落等

不良症状，甚至患上焦虑症 、抑郁症等心理疾

病 . 2019~2020 年度心理健康报告显示，我国有高

达 31. 1%的大学生有抑郁或焦虑倾向［1］. 自动情绪
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识别技术能有效地帮助人们自我调节，辅助研究者

探究心理疾病的内在机理与开展相应的治疗 . 目前

学界对于情绪的分类主要存在两派观点：一种认为

情绪是离散的，可被分为若干类别 . 比如美国心理

学家 R. Plutchik 就认为人的基本情绪共有八种（生

气、厌恶、恐惧、悲伤、期盼、快乐、惊讶和信任），其他

情绪则是这些基本情绪复合叠加所派生出来的［2］.
第二种观点则认为情绪是连续的，可以通过多维度进

行分析 . 比如心理学家 James A.  Russell于 1980年

提出的二维空间情绪模型 VA（Valence-Arousal）就

采用愉悦度（Valence）和激活度（Arousal）分别描述

情绪的极性和度量情绪的强度［3］.
近年来，自动情绪识别的相关研究逐渐涌现 .

一些工作利用摄像头捕捉面部表情［4-6］，或躯干的

姿态、步态等体势语言［7-9］进行情绪识别 . 然而这

类方法存在隐私泄露、设备位置受限、易受外界环

境干扰等缺陷 . 还有一些工作利用语音进行情绪

识别，通过提取语音中的语义、语音或韵律信息进

行情绪推断［10-12］. 但该方法存在隐私泄露、抗噪性

差、不适合连续监测等缺点 . 此外，基于各种生理

信号如脑电图（Electroencephalography， EEG）［13-20］、
肌 电 图（Electromyography， EMG）［21］、心 电 图

（Electrocardiogram， ECG）［22］ 、皮 肤 电 反 应

（Galvanic Skin Response， GSR）［23］等进行情绪识别

的研究工作也不断出现 . 此类技术准确率较高，但

所需设备价格昂贵、操作复杂、无法做到对情绪连续

捕获，对专业技能的依赖性较高 . 还有一些研究者

使用上述不同模态的数据相互结合进行情绪推

断［24-30］，相应方法在具有各种单模态方法优点的同

时也兼具其不足之处 .
智能可穿戴设备配备了类型丰富的传感器，能

够检测人的行为活动、监测生理指标、捕捉图像及音

视频等 . 借助此类设备，多模态感知数据可以以非

侵入的方式被便捷地连续采集 . 同时，上述信息与

个体的心理状态也存在着内在关联性，如若能借此

实现对用户情绪的感知，将极大地提升自动情绪识

别的普适性和易用性 . 其中，“普适性”与“易用性”
指的是：相较于基于专业仪器如脑电仪、心电仪等的

识别技术，本文所提出的方法仅仅依赖于低成本的

可穿戴设备，降低了对设备和专业技能的要求 . 此

外，可穿戴设备所感知的数据可解释性差、隐私性

好、有利于避免隐私泄露 . 基于以上思考，本文提出

利用低成本可穿戴传感器获取用户的多模态数据，
并进而对其情绪状态进行分析与识别 .

然而，要实现以上想法需克服如下的挑战：一方

面，相较于脑电、心电、眼动等信号，可穿戴设备的感

知信号精度和信噪比均更低，其与用户情绪的关联

性也更加隐蔽复杂、难以挖掘 . 因此，如何充分利用

不同模态的感知数据使其相互补充，提取能对情绪

进行有效表征的特征，是本文需要解决的一个挑

战 . 另一方面，相较于手势、行为活动等表观情境，
用户的心理、认知等深层情境存在着更为明显的个

体差异性，且与诸多因素有着复杂的耦合关系 . 由

此导致在跨被试场景中，直接使用基于其他被试者

（也称为源域用户）的数据所训练好的模型对新用户

（也称为目标域用户）进行测试时，其识别准确率往

往大幅下降 . 已有情绪识别的研究工作或对此问题

缺乏考虑，没有做出相应的算法设计；或针对脑电、
心电等信号设计方法，并不适用于可穿戴感知数

据 . 因此，如何在尽可能降低新用户样本采集负担

的前提下，提升情绪识别模型在跨被试场景下的准

确率是本文需要解决的另一挑战 .
针对以上挑战，本文提出对不同模态数据在数

据级别融合以获得对情绪的高效表征的策略 . 同

时，本文还提出基于多源域对抗迁移学习的思想，通

过向训练模型中输入目标域的无标签数据，来减小

经过特征提取器后源域和目标域数据分布之间的差

异，使得在源域训练出的分类器也适用于目标域 .
进一步地，仅需要引入少量有标签目标域数据对模

型进行个性化微调，即可实现目标域新用户识别准

确率的大幅提升 . 本文设计并实现了一套融合麦克

风和PPG传感器，能获取用户心跳、呼吸、脉搏等信

息，并进而实现情绪识别的可穿戴系统 . 实验结果

表明：本文所提出的识别模型对于四种基本情绪的

识别准确率在单被试场景下可达 95. 0%，跨被试场

景下可达 62. 5%，加入来自目标用户的少量带标签

样本对模型进行微调后，跨被试准确率可提升至

81. 1%.
总结而言，本文主要的创新和贡献包括：

（1）基于生理信号如呼吸音、心跳音和脉搏等与

情绪的潜在关联性，本文创新性地提出了基于低成

本、普适易用的可穿戴设备所获取的多模态感知数

据进行情绪识别的方法，提升了自动情绪识别技术

的普适性 .
（2）本文设计了一种基于多源域对抗学习的情

绪识别模型，包含基于无监督和基于半监督迁移学

习的情绪识别方法，在保证良好识别准确率的前提

下，最大化地减少了识别模型对被测主体的依赖性，
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提升了系统的易用性 .
（3）本文实现了一套融合多种传感器的可穿戴

情感识别系统，并在不同场景下开展了大量实验以

验证其对于四种基本情绪的识别性能 . 结果表明：
本文所提出的情绪识别系统无论是在单被试还是跨

被试场景下均能取得良好的识别准确率 .

2 相关工作

按照感知媒介划分，已有的情绪识别工作主要

可分为基于肢体语言、语音信号、生理信号以及多模

态感知数据等 .
肢体语言包括面部表达、姿势体态、步态等，是

一个人情绪和内心状态的重要反映 . 基于面部表达

的技术是通过提取人在不同情绪状态下的面部特征

进行情绪识别 . 印度理工学院的 Mehendale教授等

人［4］提出 FERC 框架使用全面部图像进行情绪识

别 . 佐治亚理工学院的 Hickson 等人［5］使用摄像机

对眼部追踪进行情绪识别 . 南京大学许封元教授等

人［6］利用头戴式摄像头拍摄单眼图像从而进行情绪

识别 . 该技术能以 12. 8帧的速度连续识别 7种情绪

并取得 72. 2% 的识别准确率 . 基于人体姿态、步态

的技术则主要借助摄像头等设备进行人体检测及骨

架追踪，提取不同情绪状态下肢体静态或者动态的

典型特征进行情绪识别 . 印度理工学院Saha教授等

人［7］使用 Kinect追踪肢体手势进行情绪识别 . 香港

科技大学的 Chiu 等人［31］根据捕获的视频帧进行姿

势估计和提取运动特征，利用监督学习模型对五种

情绪进行分类 .
基于语音信号的情绪识别技术可以细分为基于

语音声学特征和基于语音语义内容两类 . 基于语音

声学特征的技术主要通过提取说话者的语音信号中

一些常见声学特征如频谱、倒频谱、梅尔倒谱系数

（Mel-Frequency Cepstral Coefficients， MFCC）、能

量、过零率等进行情绪识别 . 弗吉尼亚大学的

Salekin 等人［32］对说话者的声音进行分析以检测社

交焦虑和抑郁症 . 基于语音内容进行情感分析是自

然语言处理中的热点问题，主要通过将语音转为文

字并分析情绪特征词的极性来进行情绪推断 . 还有

一些研究同时将语音声学特征与语义信息结合以进

行情绪推断，如滴滴 AI研究院的 Xu 等人［12］联合采

用MFCC特征和语义信息进行情绪识别 .
由于人类的情绪变化通常会引起生理状况的改

变，相比于肢体语言和语音信号，生理信号更能反映

真实的情绪 . 兰州大学的胡斌教授等人［14］提出了一

种使用GBDT分类器的新融合方法，利用额叶脑电

图的双通道信号进行情绪分类，在 DEAP数据库［33］

中达到约75%的分类正确率 . 东南大学的郑文明教

授等人［15］提出可转移注意力神经网络，通过局部和

全局注意力机制自适应突出可转移 EEG 样本，在

SEED 数据集［34］上跨被试准确率可达 84. 4%. 新加

坡南洋理工大学李默教授等人［13］定制了一款装配有

脑电传感器的智能眼镜来进行日常情绪日志的收

集 . 华南理工大学舒琳教授等人［22］提出了一种基于

ECG的新型实时检测方法，通过提取合适的特征进

行融合以训练 SVM 分类器，取得了 79. 5% 的分类

准确率 . 美国麻省理工学院的Katabi教授等人［35］开

创性地使用无线射频信号以提取人的呼吸及心跳信

息以进行情绪推断 .
基于多模态感知信号的情绪识别技术是通过

融合上述两种或多种模态的信号进行协同合作以

提升分类性能 . 清华大学的王雪教授等人［25］提出

基于脑电、脉搏以及血氧信号并利用栈式自编码器

进行情绪识别 . 上海交通大学的吕宝粮教授等

人［24］提出了异质迁移学习以提升跨被试情绪识别

准确率 . 新被试者只需提供眼动追踪数据即可与

其他被试者的脑电信号进行信息迁移，跨被试准确

率可达 69. 7%. 美国斯坦福大学的 Li 教授等人［27］

提出结合 3D面部表情和语音进行抑郁症严重程度

测量的算法 . 韩国世宗大学的 Shin 等人［29］开发了

一个复杂的生物信号情感识别系统，通过将自主神

经系统的 ECG 与 EEG 的相对功率值（θ、α、β 和 γ）
按比率混合，实现对六种情绪的识别 . 还有很多研

究人员通过结合多种生理信号如 ECG 与 GSR［28］，
EEG 与 EOG［30］来进行情绪推断 . 此外，研究者还

探索了基于生理信号与表情信息（图像或视频）相

融合的情绪识别方法 . Huang 等人［36］和 Zhong 等

人［37］将 EEG 信号或生理信号作为面部表情的补充

信息以实现多模态情绪识别 .
随着迁移学习的发展，其在情绪识别中的应用

也逐渐被重视 . 当源域与目标域数据分布相似但不

同时，可借助迁移学习提升模型在目标域中的识别性

能 . Ganin等人［38］提出了域对抗神经网络（DANN）.
该方法受域适应理论启发，要实现有效的域转移，必

须基于不能区分训练（源）域和测试（目标）域的特征

进行预测 . Jiang 等人［39］基于 DANN 思想设计了一

种基于无线信号的跨环境人类行为识别模型 . 与之

不同的是，本文根据情绪识别应用中感知信号与任
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务的独特属性，对 DANN 框架中的特征提取器、鉴
别器以及损失函数均做了针对性的设计 . 具体地，
相比于无线信号与行为活动之间存在的显性关联性

（如信号相位、幅度或者频率改变），可穿戴感知数据

与人类情绪之间的关联更为隐蔽 . 因此，不同于该

文使用三层堆叠CNN作为特征提取器，本文选择层

数更深、表征能力更强的ResNet18以深入挖掘感知

信号与情绪状态之间的潜在关系 . 其次，由于上述

特点，该文所用对抗网络的训练方式在本任务中很

难收敛且效果不佳 . 为解决此问题，本文在特征提

取器与用户鉴别器之间增加了梯度反转层，从而使

二者更好地对抗学习 . 最后，本文还设计了与情绪

识别任务更匹配的损失函数，使得模型在训练中能

将学习重心转移到情绪分类任务上 . 尽管上述模型

设计思想已在文献中有所体现，本文创新性地将其

运用于情绪识别任务中并充分考虑感知数据与任务

的独特属性而对模型做出针对性设计，使模型取得

了良好的识别性能 . Yang等人［40］提出双半球域对抗

神经网络，借助生成对抗训练得到与域无关的特

征 . Luo等人［41］构建了 Wasserstein生成对抗网络域

自适应框架，在预训练中将源域和目标域映射到公

共空间，在对抗训练中缩小源域和目标域在公共特

征空间上的差距 . Li等人［42］提出一种领域自适应方

法，通过最小化源域分类误差，同时使源域和目标域

潜在表示相近来优化模型 . 该方法在SEED数据中

的跨对象和跨场景准确率分别为 86. 7%和 91. 2%.
Wang等人［43］提出了少标签对抗域自适应的新方法

来进行跨对象 EEG 情感分类 . Ding 等人［19］基于

DANN并融入任务特定领域思想，可同时适应域之

间的条件分布和类之间的分类边界，从而增强了对

新阶段情绪的预测效果 .
总结而言，尽管情绪识别技术正蓬勃发展，但是

仍存在以下不足：基于摄像机、语音等媒介的情绪识

别技术依赖于包含丰富私密信息的感知数据，容易

造成隐私泄露 . EEG、EMG、ECG 等专业生理数据

监测仪价格昂贵且笨重、便携性差、使用场景及用户

不具普适性 . 同时，基于图像、语音、文本等的情绪

感知方式，受个人主观因素及个体差异性影响较大，
且易产生情绪隐藏现象 . 针对当前情绪识别研究的

不足，本文开展了使用低成本普适可穿戴设备所感

知的多源数据进行情绪识别的研究，实现基于多模

态泛在感知数据的情绪识别系统 . 进一步，通过信

号处理与多模态融合技术对不同类型数据进行有效

融合，设计了一种基于多源域对抗迁移学习的情绪

识别模型，在保证良好的识别性能的前提下最大化

减少对被测主体的依赖性和新用户的学习成本 .

3 系统设计

图 1展示了本文所提出的基于普适智能可穿戴

设备进行情绪识别的总体系统框架 . 其主要包含四

个部分：数据采集、数据预处理、单被试情绪识别模

型以及跨被试情绪识别模型 . 对于数据采集部分，
则是通过四种常见的可穿戴智能设备来采集五通道

多模态数据；数据预处理部分依次进行原始信号切

分、滤波、归一化以及信号的时频特征提取等操作；
对于单被试情绪识别模型部分，使用多模态融合策

略对单个用户的生理信号数据进行训练与测试来完

成情绪识别任务；对于跨被试情绪识别模型部分，主

要通过域对抗迁移学习的思想在跨用户的情况下情

绪识别模型也能表现出良好的识别效果 . 此外，该

系统主要识别四种基本情绪，分别为：Happy（开

心）、Neutral（中立）、Sad（悲伤）以及 Mixed（负面情

绪综合，包含恐惧、厌恶和愤怒）. 由于这些负面情

绪非常相似［44］，因此在本工作中将它们统一划分

为Mixed类别 . 下面将对系统的四个部分进行详细

阐述 .

3. 1　数据采集

本文所提出的情绪识别系统中采用四种常见可

穿戴智能设备，分别为智能腕带、智能耳机、智能眼

镜和智能项链 . 它们分别佩戴在用户的腕部、耳部、
头部和颈部，获取用户脉搏 PPG 信号、耳内体声信

号、耳部 PPG 信号及鼻部呼吸音、喉部气管音 . 四

个智能终端设备的穿戴位置与相应数据类别如图 2
所示 .

图中位置 1 处是一个入耳式智能耳机（简记为

图1　基于多源可穿戴感知数据的情绪识别系统框架图
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Mic-Ear），内置一个带有信号放大芯片的微型麦克

风用于采集耳道传来的心跳音信号 . 该耳机与外耳

道完全贴合形成一个共振空腔，能够放大心脏跳动

产生的声信号 . 佩戴在位置 2 和位置 3 的分别是内

置有 MAX9814 电容麦克风的智能项链和智能眼

镜，用于收集喉部气管音与鼻部呼吸音等体声信号，
依次简记为 Mic-Throat 和 Mic-Nose. 而佩戴在位

置4和位置5的传感器是光电容积脉搏传感器，可以

监测到佩戴者的心跳，分别简记为 PPG-Hand 和

PPG-Head. 整个系统使用STM32单片机作为处理

单元，负责控制传感器以 1000 Hz 的采样率采集数

据，并通过无线蓝牙模块发送至手机端进行处理，由

手机端进一步自动实时地进行情绪推测 . 总结而

言，本文所利用的生理信号可以分为以下三类：
（1）心跳音信号

心脏跳动引起压力变化，带动耳内结构如鼓膜

及耳道内的空气进行振动，由此产生的声信号在密

闭共振腔中放大并最终被耳机捕捉到 . 而人体情

绪状态与心跳活动紧密相关，并最终影响心跳音

信号 .
（2）呼吸音信号

人体呼吸时，气流经鼻腔进入喉管，由于摩擦在

相应部位产生气流声信号 . 而不同情绪状态下人体

的呼吸气流速度、频率存在差别，从而导致产生的声

信号有差异 .
（3）脉搏光电信号

人体血液含氧量随着心脏跳动而周期性变化，
进而改变血液对不同波长可见光的吸收率，使得光

强接收器的信号强度随之变化 . 脉搏光电信号反映

了血氧随心跳而变化的情况 .
需要说明是，本文之所以选择上述信号类别进

行情绪识别是基于两方面的考虑 . 其一，目前已有

很多研究者从生理学角度证实了呼吸、心跳及其他

体声信号与情绪的关联性 . 如日本生理学家 Ikuo 
Homma［45］从大脑神经学的视角对呼吸与情绪的关

系进行了探讨，指出自主呼吸不仅由代谢需求控制

且不断对情绪变化做出反应 . 瑞典心理学家

Kenneth Hugdahl［46］探讨了情绪与心率、血压的关

系 . 瑞士心理学家 Sylvia D.  Kreibig［47］从自主神经

系统活动的角度探究情绪反应中心血管特征的变

化，证明了情绪对心血管的影响 . 此外，美国华盛顿

大学组织行为学教授Hillary Anger Elfenbein［48］在其

相关研究中也表明非语言发声是一种丰富而微妙的

情感信号来源 . 其二，商用智能设备能够便捷地获

取上述信号，从而保证了情绪识别系统的普适性和

易用性 .
3. 2　数据预处理

3. 2. 1　生理信号预处理

传感器采集得到的五通道数据源源不断地由串

口或蓝牙发送至PC或手机进行预处理 . 首先，对连

续的信号流以长度为 15 s的窗口进行切分，所得片

段作为情绪识别的基本单位 . 这是因为根据德国奥

格斯堡大学 Jonghwa Kim 教授等人的研究［49-50］，情

绪展示的窗口长度应根据不同感知方式而改变，
2 s~6 s用于讲话，3 s~15 s用于生物信号 . 其后，考

虑到传感器器件的直流漂移，因此将各通道信号减

去其各自均值以消除直流干扰 . 此外，由于受附近

电力线的干扰，采集到的信号含有 50 Hz 分量和相

应的奇次谐波 . 为减少这些工频干扰，首先对得到

的各通道信号分别进行快速傅里叶变换，将不同频

率干扰分量所对应的系数设为零，然后通过快速傅

里叶逆变换将信号变换回时域序列 .
根据传感器类型与采集位置的不同，本文采用

不同的降噪方法处理不同模态的感知数据 . 根据频

率分析可以发现：声学耳机得到的信号（记为 Mic-
Ear）频率范围在 0. 8 Hz到 300 Hz之间；智能项链与

智能眼镜所得到的声学信号（记为 Mic-Throat 和
Mic-Nose）的频率分布在 0. 8 Hz到 500 Hz之间；而
两种PPG信号（记为PPG-Hand和PPG-Head）的频

率主要分布在 12 Hz以内 . 为了消除因传感器与皮

肤之间的接触状态所带来的数据漂移，首先对信

号中小于 0. 5 Hz的频段进行截断，仅保留 0. 5 Hz至
12 Hz的频带 . 基于以上分析，本工作选择巴特沃斯

带通滤波器来滤除带外噪音，并根据不同模态信

号的频率分布设置其带通频率 . 滤波器采样率为

1000 Hz，滤波器的脉冲响应类型使用的是 IIR.

图2　可穿戴设备硬件系统及佩戴位置图
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紧接着，为消除信号强度大小对于模型训练的

影响，本文采用如下式所示的软归一化处理：

xnorm = 2 x - Q0.05 ( )x
Q0.95 ( )x - Q0.05 ( )x

- 1 （1）

其中 xnorm 表示归一化后的值，Q0. 05 ( )x 和Q0. 95 ( )x 分

别表示信号值第 5和第 95分位数 . 之后进行异常值

截断，最后使用短时傅里叶变换（Short Time Fourier 
Transform，STFT）提取每个通道的时频图 .
3. 2. 2　情绪标签预处理

情绪标签的准确性对于情绪识别系统而言至关

重要，也是相关研究中的难点问题 . 以往的研究工

作往往默认被试者自报告类别标签是准确的并将其

作为数据的真实标签［51］，或者直接将刺激材料的情

绪标签设定为实验数据的标签［17-20，52］. 但这两种标

签处理方式均存在缺陷 . 其一，被试者自报告情绪

标签往往并不准确 . 其原因是多方面的，主要包括：
被试者在观看刺激材料时可能分心而报告了错误的

标签；被试者对于情绪类别的划分标准不清楚；被试

者事后报告标签时存在记忆偏差等 . 其二，由于语

言、文化及个体差异，被试者观看刺激材料时所产生

的情绪与该材料的情绪标签并不一致 . 因此，尽管

直接使用刺激材料的标签作为数据真实标签可在一

定程度上避免被试者自报告标签时的主观偏差，但

也会导致数据真实标签存在较大误差 .
针对此问题，本文设计了一种基于自报告标签

和刺激材料标签的数据真实标签生成方法 . 首先，
本工作根据罗伯特 ·普拉切克［2］所提出的离散情绪模

型，结合情绪刺激材料数据集 FilmStim［53］所提供的

6种基本情绪，将中立（Neutral）、快乐（Happiness）、悲
伤（Sadness）、恐 惧（Fear）、愤 怒（Anger）、厌 恶

（Disgust）作为目标情绪进行情绪诱发 . 考虑到恐

惧、愤怒以及厌恶这三种基本情绪非常相似，均为消

极价效且具有较高唤醒度的情绪 . 从情绪维度模型

的量化角度出发，本工作对这三种消极情绪进行合

并，归类为同一种情绪类别-混合情绪（Mixed）. 此

种简并处理有助于保证标签的可靠性 . 其次，本文

设计了一种基于投票机制的数据真实标签的生成策

略 . 其基本原理为：首先，对于每一个情绪刺激材

料，选择超过一半的被试者所报告的情绪类别作为

其所诱发的目标情绪 . 该操作有助于降低因语言、
文化等差异造成的刺激材料情绪标签与被试者产生

的真实情绪之间的偏差，提升二者的一致性 . 随后，
仅挑选被试者自报告标签类别与目标情绪一致的信

号作为有效数据，以此减少因自报告标签错误带来

的误差 . 此外，除中立情绪外，对于其他情绪类别数

据，本文仅选取愉悦度Pleasure大于 6或小于 4的实

验样本作为有效数据以确保刺激材料成功地诱发了

被试人员的情绪，避免噪声样本的干扰 .
3. 3　基于多模态融合的单被试情绪识别

如前所述，本工作所利用的感知数据与情绪之

间关联性隐蔽，需要设计有效的融合策略以充分利

用不同模态的数据 . 下面将对此做出详细的介绍 .
3. 3. 1　数据级融合情绪识别

为利于系统在移动端部署，本文采用较轻

量化的深度残差网络（Deep Residual Network，
ResNet）［54］ResNet18 作为骨干网络来进行情绪分

类 . 本小节介绍基于 ResNet18 的数据级融合策略

进行情绪识别的性能 . 对所收集的生理信号预处理

之后，将得到的不同通道多模态时频谱数据直接进

行集成，并送入 ResNet18 中进行情绪分类，使网络

自动学习与利用不同模态的低层数据之间的相关性

和相互作用 . 所输入的时频矩阵及网络结构如表 1
所示 . 同时，该模型使用如下所示的交叉熵函数作

为情绪分类的损失函数：

Loss =-∑
i = 0

C - 1

( )yi log ( )pi （2）

其中p=[ p0，…，pC - 1 ]是一个概率分布；y=[ y0，…， 
yC - 1 ]表示当样本属于第 i 类时 yi = 1，否则 yi = 0；
C表示类别数 .

3. 3. 2　特征级融合情绪识别

上述数据级融合策略对融合后的数据进行统一

建模，忽略了不同模态数据的特性、情绪表征能力以

及信号质量差异等，在融合过程中各通道的权重相

表 1　数据级融合时频矩阵及 ResNet18 网络结构

Layer_name
Input
conv1

conv2_x

conv3_x

conv4_x

conv5_x

average pool

Output size
257×126×5
129×63×64

65×32×64

33×16×128

17×8×256

9×4×512

1×1×512

Operator
Input STFT spectrums×5
Conv2d: 7×7，64，stride 2，padding 3
3×3 max pool, stride 2
é

ë
ê
êê
ê ù

û
úúúú

3 × 3,64
3 × 3,64 × 2

é

ë
ê
êê
ê ù

û
úúúú

3 × 3,128
3 × 3,128 × 2

é

ë
ê
êê
ê ù

û
úúúú

3 × 3,256
3 × 3,256 × 2

é

ë
ê
êê
ê ù

û
úúúú

3 × 3,512
3 × 3,512 × 2

AdaptiveAvgPool2d
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同 . 因此，本小节引入SENet（Squeeze-and-Excitation 
Networks）［34］网络，通过学习自动获取各通道的重

要程度，并将重要程度作用到每个通道上来提升网

络的能力 . SENet主要手段是Squeeze和Excitation，
它们的功能如下：

（1）Squeeze：由全局平均池化来实现，以空间维

度进行特征压缩，对每通道的二维特征提取一个实

数，表征着该通道上的全局分布 .
（2）Excitation：可以理解为一个两层的网络，通

过两个全连接层去学习通道间的相关性，学习到的

权重表征着每个通道的重要性，随后以乘法加权到

之前的特征上 .
基于 SENet网络结构的思想，对采集的信号进

行上述预处理，然后将得到的五通道时频谱按Mic-
Ear、（Mic-Throat，Mic-Nose）、（PPG-Hand，PPG-
Head）三种信号模态送入 SENet+ResNet 的结构

中 . 具体的网络结构如图 3 所示 . 其中，将去掉全

连接层（FC）的 ResNet18 作为基础特征提取器，
三种信号模态分别独立进行特征提取，并通过

Squeeze 和 Excitation 结构自动获取每通道的重要

程度，并将学习到的重要程度作用到原通道特征，
以赋予不同特征通道不同的权重 . 然后将从这三

个通道特征提取器获得的特征连接起来，进行加

权融合，形成一个单一的特征向量，并将其馈送到

FC 层，使用交叉熵作为情绪分类损失函数，最终

实现多标签分类 .

3. 4　基于域对抗迁移学习的跨被试情绪识别

在深度学习领域，实现跨域任务的常见方法之一

是使用目标域的带标签数据对已训练好的模型进行

重训练 . 但是，这种方案要求新域提供高质量的带标

签数据 . 这一要求对于本文所提出的情绪识别任务

而言充满挑战，因为这需要用户有意识地如实表现出

几种情绪 . 针对此难点，本文根据无监督对抗领域自

适应思想，提出了多源对抗迁移学习情绪识别模型

（MultiSource-Dann），即只使用目标用户的少量无标

注数据，用于提取目标域与源域之间的共性特征，提

升模型在目标域上的识别效果 . 图4展示了该情绪识

别网络的结构，主要包含特征提取器、情绪鉴别器和

用户鉴别器三个部分 . 各部分的具体功能如下：
（1）特征提取器：该模块用于提取原始数据的深

层特征 . 在训练阶段，提取的深层特征将同时传入

情绪鉴别器和用户鉴别器 . 在前者的辅助下，提取

出更具情绪区分度的特征，从而更准确地识别出具

体的情绪 . 同时，在与后者的对抗中提取出用户不

变性特征，以迷惑用户鉴别器，使其无法鉴别出样本

来自源域还是目标域 . 在测试阶段，提取的深层特

征将只传入情绪鉴别器，以得到最终结果 .
（2）情绪鉴别器：其最终的任务分类器，用于识

别具体的情绪 . 在训练过程中，该模块会辅助特征

提取器提取出更具情绪区分度的特征 .
（3）用户鉴别器：用户鉴别器只在训练阶段作

用，其任务是识别样本的域标签 . 与特征提取器形

成对抗关系 . 用户鉴别器需要提高自己的性能，从

特征提取器提取出来的用户无关特征中识别出具体

的用户 . 而特征提取器则需要提升其性能，以提取

与用户更无关的特征，以迷惑用户鉴别器 .

图3　特征级融合情绪识别框架
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由于用户鉴别器与特征提取器是形成对抗关

系，故而模型在特征提取器和用户鉴别器之间加入

了一个梯度反转层Rλ ( x )（Gradient Reversal Layer， 
GRL），在反向传播中，梯度在经过梯度反转层后，
会实现梯度取反，从而实现用户鉴别器和特征提取

器的对抗学习 . 其具体实现如式4所示：
Rλ(x)= x （3）

dRλ( )x
dx

=-λI （4）

其中 I为一个单位阵 . λ为一个可调参数，取值区间

为（0，1］.
为实现在训练过程中模型逐步将学习重心移动

到情绪分类任务上，故而此处我们对参数 λ 进行特

殊设置，使得其在训练过程中逐渐增大，其变化公式

如下，其中 p 表示当前迭代次数与总迭代次数的比

率，γ为常数 .

λ = 2
1 + e-γ∙p - 1 （5）

整个网络的损失函数为：
Loss = Ltask - λ (Ld - source + Ld - target) （6）

其中 Ltask 和 Ld - source 分别为非目标用户域情绪鉴别

器的损失和用户鉴别器的损失，Ld - target 为目标用户

域用户鉴别器的损失 .
使用交叉熵作为情绪鉴别器的损失函数，使

用负对数似然损失（Negative Log Likelihood Loss，
NLLLoss）作为用户鉴别器的损失函数 .

本小节通过引入经典的无监督领域对抗自适应

思想，提出了多源域对抗领域迁移学习模型，将单源

域对抗模式改进为多源域对抗模式，同时设计了参

数 λ 的自动调整方案，使得模型更加契合本文的任

务 . 网络训练时，网络的输入为带标签的源域数据

集与不带标签的目标域数据集，以及源域与目标域

数据集的域标签 . 训练过程中，模型对来自非目标

用户的有标签数据不断最小化情绪鉴别器的损失，
而对来自非目标用户的有标签数据和目标用户域的

无标签数据则不断最大化用户鉴别器的损失，从而

使得情绪鉴别器与用户鉴别器在训练过程中相互对

抗实现情绪分类与用户域分类损失之间的相互平

衡 . 通过这种域对抗方式，缩小源域数据和目标域

数据经过特征提取器提取出的特征之间的差距，使

得所提取的特征在具有情绪分类可识别性的同时具

有用户域不变性，从而达到域迁移的目的 .
3. 5　监督式样本反馈参数调整

在上述模型的基础上，本文还进一步提出通过引

入少量有标签的目标域数据来对模型参数进行微调，
以实现情绪识别系统的个性化定制，进而提升跨被试

测试的准确率，在尽可能减少新用户学习成本的同时

保证较好的识别性能 . 具体而言，首先在仅拥有源域

数据及目标域无标签数据的情况下进行多源域对抗

无监督迁移学习，得到情绪识别预训练模型，并保存

特征提取器的网络参数 . 其后，使用已保存的网络参

数初始化网络，并冻结除分类器以外的所有参数，使

用少量目标域带标签数据对分类器进行微调重训练 .
其核心思想在于：通过引入少量目标域带标签数据对

分类器参数进行调整，能够有效地引导模型快速收敛

到目标域中，从而学习到目标域的数据分布 .

图4　基于多源域对抗迁移学习的情绪识别结构示意图
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4 系统实现与评估

4. 1　实验设置与系统搭建

为有效获得用户情绪样本，本文采用 DEAP数

据库［55］、FilmStim数据库［53］、IADS数据库［56］、SEED
数据库［57］以及EMDB数据库［58］作为情绪激发材料 .
为避免因语言障碍而削弱刺激材料对情绪的诱发力

度，我们为数据库中的外语材料均加上字幕 . 此外，
考虑到文化差异，本文还通过投稿及评分排序选取

了一部分网络上的短视频片段，比如生离死别、娱乐

搞笑片段等 . 我们从上述四个情绪诱发材料数据库

中分别选取了 4、54、30、15和 50段材料 . 同时，从网

络短视频中选取了 20 段材料作为情绪诱发的补充

材料 . 因此，实验中用于诱发情绪的音视频材料总

数为 173段 . 同时，在选取上述材料时，我们保持四

类情绪的诱发材料数量大体均等 .
本文的实验均在常见办公环境（噪声大小为

40 dB~55 dB）中开展 . 受试者共有 30人，年龄分布

在 17 至 30 岁之间 . 为了便于实验者观看刺激材料

并及时报告情绪状态，我们还开发一款如图 5 所示

的基于Windows系统的情绪数据采集软件 . 实验过

程中，受试者一只耳朵佩戴本文所设计的可穿戴系

统用以收集多模态信号，另一只耳朵则佩戴常规耳

机收听用于情绪诱发的音视频材料 . 在此种设置

中，音视频材料的声音并不会对感知信号造成干扰，
保证了信号质量 . 在一次实验中随机筛选 100个刺

激材料，分节播放给被试人员，每小节播放一个刺激

材料给被试人员 . 在播放每节的刺激材料之前，被

试人员有 1 min 的缓冲时间去平复心情 . 心情调节

时间可个性化延长至被试人员已恢复平静，进而循

环，最后进行情绪自报告 . 自报告的内容包括使

用自我情绪评定量表（Self-AssessmentManikin，
SAM）［59］对愉悦度、激活度、支配度进行 1~9 的打

分，以及对熟悉程度和喜欢程度（1~5）打分 . 此外，
被试人员还被要求报告离散情绪 . 由于个体差异

性，即不同被试人员对于同类刺激材料产生的情绪

状态并不同，因此最终整个实验所收集的样本总量

为 13 918个，个体样本量均值为 463. 9，样本量的标

准差为121. 5.
4. 2　评价指标

考虑到不同情绪类别的样本量不均衡，本文采

用 宏 平 均（Macro-average）方 法 计 算 宏 精 确 率

（Macro-Precision）、宏召回率（Macro-Recall）、宏 F1

值（Macro-F1 Score）、以及准确率（Accuracy）作为

评价指标 .
4. 3　对比模型

4. 3. 1　基于基础深度学习模型的情绪识别

在跨被试情绪识别中，最基本的做法就是保持

其他数据处理方式一致，包括信号预处理、数据融合

等，直接使用 RestNet18 进行留一用户交叉验证

（leave-one-user-out）. 由于此网络只需完成源域用

户情绪分类这一单一任务，为叙述方便后续将此方

法简记为Single-Task，并将其作为一种基准方法 .
4. 3. 2　基于对抗式双任务学习的情绪识别

受多源域对抗迁移学习的启发，在不加入目标

域无标签数据信息的情况下，仅使用多个源域有标

签数据进行训练对抗学习 . 在构建网络中，用户鉴

别器仅对来自多个非目标用户域的数据进行多用户

类别判别，尽可能分出数据来自哪个用户，而不加入

任何目标域的数据 . 此时，网络的损失函数为：
Loss = Ltask - λLd - source （7）

网络训练时对来自多个非目标用户域的有标签

数据不断最小化情绪鉴别器的损失，并不断最大化

其用户鉴别器的损失，通过这种域对抗方式缩小多

个源域在特征提取器所提取出的特征之间的差距，
增强特征提取器的泛化能力，从而达到域迁移的目

的 . 此模型被称为对抗式双任务学习模型，简记为

Dual-Task.
4. 4　实验分析结果

4. 4. 1　多模态信号融合策略

对每个被试人员采用十折交叉验证进行单被试

的情绪分类实验，即分别使用本人数据进行模型训

练与测试 . 在进行交叉验证的过程中，采用分层抽

样进行数据划分以保持数据分布的一致性 . 分别采

用数据级融合和特征级融合策略进行情绪识别分类

实验，得到了如表2所示的实验结果 .
从平均精确率、召回率、F1值、准确率等性能指

图5　基于Windows系统的情绪数据采集软件
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标来看，特征级融合的分类性能略优于数据级融合

（各项指标约高 0. 2%）. 由此可见，虽然数据级融合

学习了模态之间底层的相关性和相互作用，但特征

级的融合策略可对每个模态单独建模，并赋予不同

模态的通道不同的权重，也学习了不同模态特征之

间的相关性和相互作用 . 另一方面，从模型训练所

占用的GPU内存来看，特征级融合是数据级融合的

1. 7倍；从模型参数量来看，特征级融合是数据级融

合的 3倍；从模型推理时间来看，特征级融合是数据

级融合的 2. 1 倍 . 因此，在分类性能相差较小的情

况下，考虑到系统实际部署时的运行性能及移动端

用户体验，本文最终推荐采用数据级融合策略 .
4. 4. 2　不同模型的对比

本文还对比了不同模型在跨被试场景下的情

绪识别性能 . 除了 4. 3 节中所述的 Single-Task 和

Dual-Task 两种基准模型外，本文还对比了其他五

种新颖经典的域适应方法，包括MCD［60］、CLAN［61］、
DFA［62］、CGDM［63］以及 EI［39］. 为保证对比实验的公

平性，我们采用了参考文献［60-63］中所提供的开源

代码，只将模型的特征提取器替换为本文所使用的

ResNet18并相应修改输入输出层，而对模型其他结

构不做任何改动 . 而由于 EI［39］没有提供开源代码，
本文只能根据论文叙述复现该模型并将两个限制条

件根据本文任务做出修改 . 从所得实验结果图 6可

以看到，在所对比的几种模型中，MultiSource-Dann
表现最佳，其准确率和 F1 值分别为 62. 5% 和

60. 4%，分别高于次优模型 CALN 的 59. 6% 和

57. 3%. 而相较于基准模型 Single-Task 和 Dual-
Task，本文所提出的模型在准确率和 F1 值分别提

升了 5. 2%和 3. 5%，以及 5. 4%和 4%. 其原因主要

在于：首先，已有域迁移工作 MCD［60］、CLAN［61］、
DFA［62］和 CGDM［63］在设计网络结构和优化目标时

是基于图像数据的特点，而本文的输入数据类型是

时频谱图，与图像数据存在本质的差异 . 其二，尽管

EI［39］也利用了多源域对抗学习的思想，但如前所

述，本文的网络结构设计与之有着很大不同，主要体

现在特征提取器、梯度反转层以及损失函数设计 .
其原因在于：相比于行为识别，人类情绪状态与感知

信号存在更为隐蔽深层的关联性，且情绪体验的个

体差异性更大，模型域适应难度更高 . 上述结果表

明：MultiSource-Dann 在跨用户情绪识别时具备更

好的泛化能力，且由于模型训练时目标域无标签数

据的加入，进一步减小了源域和目标域数据在特征

空间中的分布差异，使得模型的迁移能力更强 .

4. 4. 3　特征提取器的影响

在 MultiSource-Dann 跨被试模型框架的基础

上，本文还对比了不同特征提取器的性能 . 考虑到

模型需在移动端部署，本文选择了较轻量化的

深度神经网络作为特征提取器进行测试，包括

MobileNet-V2［64］ 、MobileNet-V3［65］ 、ShuffleNet-
V2［66］、SqueezeNet［67］、长短时记忆网络 LSTM［68］、
GhostNet［69］和深度残差网络 ResNet18. 除 LSTM
的输入为五通道时间序列外，其他网络的输入均为

时频谱图 . 所得实验结果如图 7 所示 . 可以看到在

所对比的网络结构中，ResNet18表现最优 . 其精确

率、召回率、F1 值和准确率分别为 60. 6%、60. 3%、
60. 4%和62. 5%. 相比于时序模型LSTM，ResNet18
表现更优的原因可能是：情绪对于不同通道生理信

号的影响主要表现在时频域中，也就是对信号在时

域和频域两个维度上的能量分布产生影响 . 不同的

情绪类别表现为信号在时频域能量分布模式的差

异 . 因此，本文最终选取ResNet18作为情绪识别模

型的特征提取器 .
4. 4. 4　情绪类型的混淆情况

为了分析不同情绪类别之间的混淆情况以便更

好地改进系统，本文分别统计了单被试和跨被试

场景下Single-Task、Dual-Task及MultiSource-Dann

图6　不同模型的跨用户情绪分类性能

表 2　不同融合策略性能比较

参数

模型

Precision (%)
Recall (%)
F1 score (%)
Accuracy(%)
训练时占用GPU(Mb)
训练时每次迭代耗时(s)
模型参数量(Mb)

数据级融合

94. 58
94. 45
94. 51
94. 99
2685

4. 13

11. 18

特征级融合

94. 99
94. 53
94. 75

95. 19

4469
8. 51

33. 62
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方法的实验结果，得到如图 8 所示的情绪识别混淆

矩阵 . 可以看到，无论是单被试还是跨被试情绪识

别，其他情绪均更容易与中立情绪相互混淆 . 这可

能是由于中立情绪的唤起强度较低，数据模式表现

不明显 . 而 Happy 与 Sad 也较为容易相混淆 . 这可

能是个体差异性和所唤醒的情绪强度导致 . Mixed
情绪准确率是最高的 . 这是由于刺激材料中引起

Mixed 情绪的素材唤醒度较高 . 此外，当使用

MultiSource-Dann 模型时，除 Mixed 类情绪的准确

率稍有下降外，其他情绪的准确率均得到提高 .

4. 4. 5　单通道及通道组合的影响

基于 MultiSource-Dann 跨被试模型，本文对单

一通道及不同通道组合的情绪识别性能进行了对比

实验 . 其中，ch0 表示 Mic-Ear 通道，ch1 表示 Mic-
Throat 通道，ch2 表示 Mic-Nose 通道，ch3 表示

PPG-Hand 通道，ch4 表示 PPG-Head 通道，ch01 表

示使用这两个通道的组合，即使用 Mic-Ear 通道和

Mic-Throat通道组成的两通道进行情绪识别 . 从传

感器性质角度来看，ch0、ch1 与 ch2 为同种传感单

元，ch3与 ch4为同种传感单元 . 我们将所有传感单

元组合进行实验后发现，同种传感单元组合效果差

异不大 . 因此经筛选后，图中列举出具有代表性以

及效果良好的组合情况 . 如图9所示，五个单一通道

信号的情绪识别准确率有较大差异 . 其中，两个呼

吸通道即 ch1和 ch2的效果最佳 . ch2的信号具有最

强的跨被试情绪表达能力 . 其情绪分类的精确率、
召回率、F1 值和正确率分别可达 52. 7%、52. 2%、
52. 3% 和 55. 1%，而 ch1性能稍弱于 ch2. 这是因为

呼吸所蕴含的情绪特征最为明显，如当用户开心的

时候，鼻腔呼吸的速度会加快；伤心时鼻腔呼吸亦会

加速，但与开心情绪相比稍弱一些 .

同时，从图 9所示的结果还可以看出，多通道组

合的情绪识别性能性能普遍优于单通道 . 这表明不

同通道的感知数据之间可以相互补充进而提高识别

性能 . 当全部五通道数据一起使用时，系统情绪识

图7　采用不同特征提取器时的分类性能

图8　不同模型的情绪分类混淆矩阵
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别的性能达到最佳 .
为了分析不同通道信号对于四个类别情绪的

识别效果，我们展示了如图 10 所示的结果 . 可以

看出，不同的通道信号都具有一定的情绪偏向性 .
比如，除了 ch0，其他通道信号对于 Neutral 类别的

识别效果普遍较低 . 这是因为 ch0 在采集信号时，
设备会与耳道形成一个密闭的空间，具备一定的

滤噪功能，故而 ch0 通道的信号噪声较少，质量更

高 . 而 Neutral 类别的特征是平静，所以 ch0 对于

Neutral 类别的信号识别效果会比其他通道更好一

些 . 所有通道信号对于混合情绪均具有较好的识

别效果 . 这是因为混合情绪往往信号变化更为明

显，易于捕捉 .
4. 4. 6　损失函数可调参数的影响

在 4. 3 小节所述 MultiSource-Dann 模型设计

中，为实现模型在训练过程中更专注于情绪分类的

任务，我们为损失函数设计了一个可调参数 λ. 为了

评估模型训练时该参数对于系统识别性能的影响，
本文设定 λ的取值分别为 0. 1、0. 3、0. 5、0. 7和 0. 9，
依次对模型进行训练和测试，得到了如表 3 所示的

实验结果 . 可以看到，随着参数 λ的增大，模型的识

别性能也相应逐步升高 . 因此，为使系统达到良好

的情绪识别性能，在实际模型训练过程中，我们设定

随着训练进程的推进，参数 λ的取值将自动地提升 .
4. 4. 7　无标签目标域训练样本数的影响

针对 MultiSource-Dann 模型，本文进一步评估

模型训练时使用目标域无标签样本数量对于系统识

别性能的影响 . 本文对目标域四种情绪的无标签样

本进行随机抽样，分别抽取了 20 个、40 个、60 个、
80个、100个和 120个样本进行实验 . 如图 11所示，
随着样本数的增加，系统的平均识别性能逐渐增加

并最终趋于平稳 . 当反馈样本数小于等于 40个时，
情绪分类的F1值、准确率分别低于 57%和 59. 8%；
而当样本数达 60个时，情绪分类的F1值、准确率均

提高了约 2%. 由此可见，在模型训练过程中引入目

标域无标签样本可以提高分类性能，且当样本量达

到120个后，模型性能已趋于平稳 . 因此在后续实验

中，本文默认采用从目标域数据中随机抽取120个无

标签样本进行模型训练 .
4. 4. 8　有标签目标域微调样本的影响

如 3. 5 节所述，本文还提出了采用少量目标域

带标签样本对模型分类器进行参数微调以进一步提

升分类性能 . 为了评估反馈的带标签样本数量对于

分类性能的影响，我们对四种情绪的目标域样本集

进行随机抽样，分别使用采样时长为 5 min、10 min、
15 min、20 min、25 min和 30 min的带标签样本进行

模型微调 . 由于本文设定传感器的采样频率固定为

图10　单通道信号对不同类别情绪的识别效果

图9　单通道以及通道组合的影响实验结果

表 3　可调参数 λ 的不同取值下的分类性能（%）

参数取值

0. 1
0. 3
0. 5
0. 7
0. 9

Precision
55. 78
56. 47
76. 95
75. 35
81. 97

Recall
55. 46
56. 13
63. 84
68. 46
77. 58

F1 score
55. 5

56. 21
63. 81
69. 21
77. 27

Accuracy
57. 42
57. 73
67. 43
68. 15
77. 94
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1000 Hz，并且以 15 s的窗口长度对连续信号进行切

分，所以相应得到的样本数量分别为 20个、40个、60
个、80 个、100 个和 120 个 . 我们使用这些样本分别

对 三 种 训 练 好 的 模 型 Single-Task、Dual-Task、
MultiSource-Dann 的分类器参数进行微调，然后进

行跨被试测试 . 所得结果如图 12 所示 . 可以看到，
无论何种分类模型，随着反馈样本数量的增加，其情

绪识别的准确率和 F1 值也不断提升 . 这表明个体

差异性对于情绪识别的确存在较大影响，但可以通

过加入少量个体样本对模型进行微调以提升其性

能 . 对于被测的三种模型，加入目标域样本进行参

数微调后，MultiSource-Dann的平均性能提升最大，
其次为 Dual-Task 和 Single-Task. 当反馈样本数量

达到 120 个（即采样时间为 30 min），MultiSource-
Dann 的精确率、召回率、F1 值和准确率分别可达

78. 8%、78. 8%、78. 8%和 81. 1%. 而此时基础模型

Single-Task的精确率、召回率、F1值和准确率仅分

别为 67. 1%、66. 5%、66. 7% 和 69%. 对比图 11 所

示结果，相比于仅使用目标域无标签样本进行模型

训练，使用带标签样本微调模型的方法可以将

MultiSource-Dann 的识别准确率从 62. 5% 进一步

提升至 81. 1%. 这是因为采用有标签样本对模型分

类器参数进行微调时，其他层的参数均被冻结 . 这

既保证非监督对抗学习训练过程中所得特征提取器

依旧能够提取域无关的特征，又能引导模型快速学

习目标域的分布并进行参数调整 .
表 4则展示了三种方法在加入 120个目标用户

有标签数据进行微调后的情绪分类混淆矩阵 . 可以

看到，相较于基础模型 Single-Task、MultiSource-
Dann 和 Dual-Task 对每种情绪的分类准确率均提

高了约 10%. 其中 Neutral 情绪的识别准确率提升

最明显 . 这也证实了个体差异性对情绪识别的影响

是客观存在的 . 而在本文中，与基础模型 Single-
Task 相比，Dual-Task 和 MultiSource-Dann 具备更

好的泛化能力，在加入少量目标用户的样本进行分

类器参数微调后，能使模型更好地适配目标用户，显

著提升分类性能，从而实现在保证识别准确率的前

提下尽可能减少用户反馈样本负担 .

表 4　有监督参数微调后不同模型情绪分类的混淆矩阵

Single-Task
自适应后

Dual-Task
自适应后

MultiSource-
Dann

自适应后

真实标签

预测标签

Happy
Neutral

Sad
Mixed

真实标签

预测标签

Happy
Neutral

Sad
Mixed

真实标签

预测标签

Happy
Neutral

Sad
Mixed

Happy

67. 7

23. 8
16. 0
7. 0

Happy

76. 4

19. 3
10. 0
4. 2

Happy

79. 8

18. 1
9. 5
3. 1

Neutral

9. 5
45. 9

7. 3
4. 6

Neutral

8. 5
61. 5

6. 8
3. 7

Neutral

8. 7
72. 5

5. 0
3. 9

Sad

16. 3
20. 3
71. 0

7. 1

Sad

11. 1
13. 1
80. 0

4. 0

Sad

11. 1
10. 7
82. 2

3. 1

Mixed

6. 5
9. 9
5. 6

81. 2

Mixed

4. 0
6. 1
3. 2

88. 1

Mixed

3. 1
5. 4
3. 3

89. 9

图12　自反馈的有标签样本量对识别性能的影响

图11　MultiSource-Dann无监督训练样本数的影响
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4. 4. 9　用户多样性的影响

由于身体机能及个人经历的差异，个体对于情感

的认知与体验存在较大的个体差异 . 为验证本系统

对用户多样性的支持，本文对 30名实验者在跨被试

场景下采用 Single-Task、Dual-Task、MultiSource-
Dann三种模型所得的情绪分类结果进行统计，得到

了如图 13 所示的结果 . 其中，（w）标签代表对三种

模型使用 120 个目标域样本进行分类器参数微调；
而（wo）标签则表示未对模型进行参数微调 . 由图可

知，未采用监督式参数微调的情况下，三种方法的平

均正确率分别为 57. 5%、59% 和 62. 5%，标准差分

别为6. 3%、6. 5%和9. 6%. 具体到不同用户的识别

准确率，相比于Single-Task模型，使用MultiSource-
Dann 模型时，大部分的个体准确率均有提升，并且

比采用 Dual-Task时的性能提升更为显著 . 此外还

可以看到，采用监督式参数微调后，三种方法的平均

正确率分别为69. 8%、79. 1%和81. 1%，标准差分别

为5. 1%、5. 3%和6. 2%. 可以看到，参数微调使得三

种方法的平均准确率分别提高了 12. 3%、20%、
18. 7%. 相比于 Single-Task，微调策略使得 Dual-
Task和MultiSource-Dann的分类性能提升更加显著，
表明目标域样本的指导作用被进一步放大 . 对于单

个用户而言，对模型进行后参数微调后，Dual-Task和

MultiSource-Dann的性能均显著优于Single-Task.

为进一步验证本文所提模型MultiSource-Dann
对不同用户的泛化性能，除上述 30 名实验者外，我

们还额外招募了 15 名年龄分布更宽广（15 岁至

65岁之间）、职业更多样、受教育程度差异化更显著

的志愿者作为被试个体参与测试实验 . 此部分实验

的设置与流程与文中 4. 1节“实验设置与系统搭建”
所述一致 . 为使实验场景更加真实，我们将每人的数

据采集过程分散到为期约 45天的时段中，最终总共

采集到约9800条样本 . 其后，我们将此部分所采集到

的数据作为测试集，用于测试前文基于 30人的样本

集而训练所得的模型MultiSource-Dann的情绪识别

性能 . 我们分别统计了这部分被试者的情绪识别准

确率 . 其结果为：当新用户提供120条样本用于模型

参数微调时，新用户的平均情绪识别准确率为

80. 9%，标准差为 8. 7%. 这一结果与上述 30人的实

验结果基本相当 . 这表明：由于采用目标域少量样本

对模型参数进行快速微调的机制，本文所提方法能够

很好地应对用户个体差异，保证方法的性能稳定 .
4. 4. 10　环境因素的影响

由于本系统中采用了呼吸音和心跳音作为感知

数据，本文对外界环境中的噪声干扰也进行了评

估 . 除前文 4. 1节中所述的场景（办公环境，40 dB~
55 dB）外，我们还开展了系统处在其他环境噪声等

级时的性能评估 . 由于时间限制及人员流动的原

因，我们招回原 30名实验者的 10人按照 4. 1节中的

实验流程在噪声等级为55 dB~65 dB的办公室中平

均每人采集了约800个样本 . 其中，噪声等级的控制

是通过控制播放白噪声音频文件的音量来实现的 .
所采集的数据均只用于测试使用“留一用户”原则而

训练好的 MultiSource-Dann 模型，也即保证模型测

试既跨用户又跨环境 . 本文分别统计了此十人在两

种环境下的情绪识别结果，如表 5所示 . 可以看到，
环境噪声的提高将会降低系统的分类性能，准确率

下降约 4%. 其原因在于噪声的存在将会降低麦克

风所拾取到的呼吸音和心跳音的信噪比，从而影响

模型最终的分类性能 . 另一方面，由于多通道数据

融合的原因，尽管部分模态数据被干扰，系统的分类

性能也不会下降严重 . 此外，鉴于日常家居、环境的

背景噪声一般在 55 dB 以内，所以本系统依然具有

较广阔的应用场景 .

图13　三种方法跨被试用户分类性能对比统计
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4. 4. 11　硬件及其佩戴方式的影响

最后，鉴于生理信号易受感知设备及其佩戴方

式的影响，本文对 3. 1 节中所描述的可穿戴数据采

集系统（记为 A 系统）做了如下修改：（1）考虑传感

器硬件差异对信号的影响，将所有传感器替换为同

类型但不同品牌与型号的产品；（2）将原位于图 2所

示位置 2 处的 PPG 传感器改至食指指尖；（3）将原

位于图 2所示位置 4处的PPG腕带进行左右手腕调

换 . 经过以上改动后的可穿戴系统记为 B系统 . 如

以上 4. 4. 10节，我们招回原 30名实验者的 10人，让

其完全按照4. 1节中的实验流程，使用B系统平均每

人采集约 800个样本 . 相似地，所采集的数据均只用

于测试使用“留一用户”原则而训练好的MultiSource-
Dann模型，也即保证模型测试既跨用户又跨硬件系

统 . 本文分别统计了此十人使用两套系统时的情绪

识别结果，如表 6所示 . 可以看到，设备及佩戴位置

的改变会对系统的识别性能造成一定的影响，准确

率下降约 2%. 这是因为传感器器件本身的差异会

造成感知信号的不一致性，此外佩戴位置的改变也

会改变感知信号 . 然而，考虑到商用硬件的稳定性

相较于实验室自制原型系统更优，且穿戴式设备由

于形态限制，其佩戴方式基本固定，因此其影响也相

对较小 . 当然，本文所开展的这方面评估尚不充分，
在后文第5节中有对此的进一步讨论 .

4. 4. 12　相关工作对比

表 7给出了本文和已有情绪识别工作在刺激材

料、被测人数、感知信号、情绪类别和准确率五个维

度的对比结果 . 可以看出，目前基于EEG信号的单

被试和跨被试情绪识别，可达到较高的识别准确

率 . 使用调频连续波雷达识别情绪的方法则存在依

赖专用硬件且使用位置受限等不足 . 而本文所提出

的方法对于四种基本情绪的单被试识别准确率可达

95. 0%. 该结果与基于 EEG信号的方法基本相当 .
需要指出的是，尽管本文所提技术在跨被试情况下

的准确率略低于已有基于EEG的工作，但其具有被

测人员更丰富，所用设备更普适，更适宜连续监测等

优势 . 此外，结合本文所提出的基于多源域对抗思

想的情绪识别模型，在提供少量目标域带标签样本

表 6　使用不同硬件设备时的分类性能（%）

A系统

B系统

Precision
79. 15
77. 38

Recall
78. 06
76. 47

F1 score
78. 60
76. 92

Accuracy
82. 13
80. 06

表 7　相关工作对比

文献[35]

文献[13]

文献[24]

文献[15]

文献[17]

文献[18]

文献[19]
文献[20]

文献[25]

文献[6]

本文

刺激材料

自备

DEAP

多个融合

SEED

SEED
SEED
MPED
SEED
DEAP

日常生活

FileStim

多个融合

被测人数

12

5

13

15

15
15
23
15
32

8

20

30

情绪类别

sadness, anger
pleasure, joy
fear, frustrated, sad, satisfied, pleasant, happy

负面、正面、中性

neutral, sad, happy

neutral, sad, happy

positive，neutral，negative

neutral, sad, happy
arousal, valence, dominance
LVHA,NAHA, HVHA, LVNA,
NVNA, HVNA,
LVLA, NVLA, HVLA
fear, surprise, sadness, anger, happiness, 
disgust, neutrality

neutral, happy, sad, mixed

信号

身体反射的调频连续波

EEG
EEG
眼动轨迹

EEG

EEG

EEG

EEG
EEG
EEG
脉搏

血压

单眼图像

可穿戴

生理数据

平均识别准确率

单被试87. 0%
跨被试72. 3%
跨被试57%

跨被试69. 72%

单被试93. 34%
跨被试84. 41%
跨被试86. 7%
跨被试86. 3%
跨被试74. 77%
跨被试74. 19%
跨被试66. 87%~69. 92%

跨被试

53. 77%~73. 48%

跨被试72. 2%

单被试95. 0%
跨被试62. 5%
微调后跨被试81. 1%

表 5　不同环境下的分类性能（%）

40 dB~55 dB
55 dB~65 dB

Precision
79. 15
75. 34

Recall
78. 06
76. 30

F1 score
78. 60
75. 82

Accuracy
82. 13
78. 32
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时，本工作的情绪识别准确率可从 62. 5% 提升至

81. 1%. 此时系统性能与基于EEG信号的情绪识别

技术基本相当 .
4. 4. 13　系统运行性能

最后，我们还开展了对实时系统运行性能的评

估实验 . 实验前，我们将实验设备（可穿戴硬件、红
米 K30s 智能手机）充电至满电量状态 . 实验开始

后，实验者佩戴并启动可穿戴硬件系统使其正常工

作，同时启动手机端配套 APP，关闭其他所有应用

和服务，持续运行进行情绪识别 . 整个实验过程持

续 120 min，每隔 10 min使用 Android API获取手机

的实时电量，得到测试结果如图14所示 . 由图可知，
本系统持续运行 2 h后，智能手机的电量由 100%下

降至 95%. 据此可估算出满电状态下该手机可支持

系统运行约40 h. 同时，对硬件进行功耗测试的结果

表明：传感器采样率为 1000 Hz时，硬件单位时间的

耗电为 250 mA. 对于配备 1000 mAh电池的本系统

而言，其可持续采集与发送数据 4 h. 考虑到在硬件

设计时增加了休眠与唤醒机制，因此实际使用时硬

件的续航能力将更高 . 以上结果表明：当传感器的

采样率设置为 1000 Hz 时，本系统（硬件&软件）具

有良好的持续工作能力 .
此外，我们还评估了移动端 APP 对手机 CPU

和内存的占用情况 . 测试时，关闭其他所有应用和

服务，在 USB 调试模式下使用 Android Profiler 对
CPU 和内存占用进行持续 100 s 的实时监测，得到

了如图15所示的结果 . 可以看到，蓝牙连接稳定后，
系统周期性地进行数据采集、数据预处理和情绪推断

三个阶段 . 应用程序的内存消耗保持在约 260 MB，
CPU占用率则在 2 %到 32 %之间波动 . 其中，数据

预处理和情绪推断阶段的CPU占用率最高，分别约为

12%和25%. 然而这两个阶段的总耗时约为1. 4 s，其

中情绪推断的耗时更是仅约为 73. 2 ms. 因此，系统

的总体CPU资源消耗与内存消耗是合理的 .

5 讨论与展望

尽管本文所提技术在普适性、易用性等方面具

有显著优势，但仍然存在以下几个方面有待改进和

优化：
（1）细粒度情绪识别

目前本文只研究了四种基本情绪的识别问题 .
然而，人类的情绪更为精细复杂，情绪类别的划分也

更为丰富多样 . 此外，根据多维连续情绪理论，人类

情绪也并不局限于离散的类别之分，还存在极性、强
度等多个维度上的连续取值的差异 . 正因如此，依

据不同的情绪理论，情绪识别的任务也存在较大的

差异 . 如何利用普适可穿戴设备对个体情绪进行更

细粒度、更精准的识别仍有待进一步探索 .
（2）影响因素与系统鲁棒性

本文着重于探索利用普适可穿戴设备进行情绪

识别的可行性，虽然对设备类型、佩戴位置、背景噪

声等因素的影响做出了实验评估，但本实验中对这

几个主要影响因素的区分仍不够细致，对于更多影

响因素如用户运动状态等缺乏考虑，对于不同影响

因素之间的各种组合情况也没有进行全面评估 . 在

后续工作中，我们将主要针对上述问题开展更全面

的定量评估实验，以使该系统能够更加贴近实用

场景 .
（3）情绪识别模型的泛化性

受限于时间、经费等因素，本文目前的被试个体

数目虽已超过现有相关研究工作，但仍然比较有

限 . 而本文也无法穷尽所有人员来参与测试实验以

广泛地验证所提方法的泛化性 . 虽然不同个体在情

图15　系统运行时移动端CPU与内存占用

图14　系统运行时移动端电量消耗
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绪表现上具有很强的差异性，但本文通过引入多源

域对抗学习思想使得模型能够学习到数据在隐空间

的特征表达，同时借助小样本微调模型参数的方法，
能够让已训练好的模型快速迁移到目标用户的数据

域，从而实现模型泛化能力的提升 . 可以预期的是，
随着参与模型训练的人员数量与多样性增加，模型

的特征提取能力将有效提升，进而增强其泛化性

能 . 未来，我们将进一步增加被试者人数以更广泛

地验证本文提出的情绪识别方法 .
（4）应用场景的局限性

本文目前仅在实验室环境中对所提出的技术进

行了验证，且要求用户处于相对静止状态 . 此种设

置比较适合于医院、家居、办公室等应用场景 . 而在

包含明显外界噪声和用户运动的应用场景如智慧城

市等中，系统的识别性能将受到影响 . 在未来的工

作中，我们将优化电路和外观设计，提升其抗噪水平

和集成度，减小设备体积，使其能够与用户肢体更紧

密地贴合，从而提升感知信号的质量 . 同时，未来可

考虑改进信号处理、数据增强等方法，以此来提升系

统的鲁棒性，以扩展情绪识别的应用场景 .

6 总 结

鉴于已有情绪识别研究存在着隐私泄露、情绪

隐藏、依赖专用设备、需要用户配合等不足，本文提

出了基于普适可穿戴感知数据进行情绪识别的技

术，利用呼吸、心跳和其他体声信号与情绪的潜在关

联性，实现了对用户情绪的普适、便捷、连续监测 .
为了应对穿戴设备感知数据与用户情绪关联隐蔽难

以挖掘的挑战，本文设计了多模态数据融合框架以

提升不同模态感知信号对情绪的协同表征能力，提

高情绪识别的准确性 . 同时，本文还设计了一种基

于多源域对抗迁移学习的情绪识别模型，在保证良

好识别准确率的同时，尽可能减少对被测主体的依

赖性和新用户使用系统的成本 . 实验结果表明，本

文所提出的基于可穿戴感知数据的情绪识别方法在

单被试和跨被试场景下均具有良好的准确率，且优

于所对比的几种方法 .
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Background
The research in this work belongs to the field of affective 

computing focusing on automatic emotion recognition.  As is well 
known， people are experiencing a steadily increasing 
psychological stress in today’s fast-paced life.  An ever-growing 
number of individuals are facing symptoms like emotional 
instability， persistent low mood， and even psychological disorders 
such as anxiety and depression.  Automatic emotion re-cognition 
can effectively assist individuals in self-regulation and aid 
researchers in exploring the underlying mechanisms of 
psychological disorders， as well as facilitating corresponding 
treatments.  Although researchers have proposed various kinds of 
methods for automatic emotion recognition based on different 
sensing mechanisms， they exhibit deficiencies in different 
aspects.  Some researchers proposed electroencephalogram 

（EEG）， electromyography（EMG）， electrocardiogram （ECG）， 
and/or galvanic skin response （GSR）-based approaches to 
emotion recognition.  These methods can achieve high recognition 
accuracy but require the use of specialized， costly， and 
challenging-to-operate EEG devices. The computer vision-based 
methods relying on visual and speech cues carry privacy risks and 
are vulnerable external noises.  The methods based on the analysis 
of mobile phone usage pattern need improvement in terms of 
reliability and accuracy. As a result， we consider a novel and 
challenging problem， that is， how to accomplish accurate and 
robust automatic emotion recognition with low-cost， readily 
available， and easy-to-use wearable hardware.

In response to this problem， this paper makes an attempt to 

design a wearable system integrated with microphones and 
photoplethysmography （PPG） sensors to collect body sounds 
produced by heartbeats and breathing， and blood pulse signals， 
respectively.  This work makes use of the potential correlations 
between physiological signals， namely， breathing and heartbeat 
sounds， and pulse with human emotions.  By employing data 
fusion across multiple sensing modalities， this work effectively 
harnesses diverse information types， reducing data redundancy， 
and substantially improving the system performance at the same 
time.  Furthermore， while ensuring a high recognition accuracy， 
this paper also proposes an emotion recognition model based on a 
multi-source domain adversarial approach which aims to enhance 
the generalization of emotion recognition across diverse users and 
minimize the cost for unseen users. Extensive experiments 
demonstrate that our method can achieve an average recognition 
accuracy of 81. 1% for the four basic emotions in cross-subject 
cases with only few shots from unseen users， surpassing the 
baseline methods by 12. 4%.
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