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基于递归神经网络与注意力机制的
动态个性化搜索算法
周雨佳　窦志成　葛松玮　文继荣

（中国人民大学信息学院　北京　１００８７２）
（中国人民大学大数据管理与分析方法研究北京市重点实验室　北京　１００８７２）

摘　要　个性化搜索已被证明可以有效提高搜素引擎检索质量．大部分个性化搜索算法都是基于用户的历史行为
构建用户模型，然后通过比较文档和用户模型的相似度来对原始结果进行个性化重排．本文认为用户查询需求具
有动态性和随机性，因此近期的用户查询行为以及与当前查询相关的历史查询行为对个性化当前查询的贡献应当
高于其他查询．本文运用递归神经网络来构建用户个性化偏好，对用户兴趣的动态性进行建模，再利用注意力机制
根据当前查询动态地对历史用户行为进行加权．和以往对用户兴趣建模的方法不同，本文构建出来的用户模型依
赖于当前用户查询的需求．最终，文档得分包括表示用户模型与备选文档相似度的个性化得分，以及查询与文档之
间的相关度得分，据此得分排序后的文档列表即为个性化排序结果．实验表明，相比于传统非个性化搜索方法以及
现有的个性化搜索模型，本文的动态个性化搜索模型取得了更好的个性化搜索结果，在ＳＬＴＢ个性化搜索模型的
基础上将犕犃犘值提升了２．７％．并且通过多项对比实验证明了递归神经网络以及注意力机制的有效性．
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１　引　言
如今人们从互联网获取信息的主要手段之一是

利用搜索引擎强大的检索功能．当给定一个查询词
时，搜索引擎能够根据文档和查询词的匹配程度对
互联网文档集进行排序，进而为用户返回最相关的
文档以满足用户的查询需求．然而，这种搜索方式目
前却存在一个问题———在对文档进行排序时，仅考
虑了文档和查询词的相关度，而忽略了用户信息．面
对不同用户的相同查询，搜索引擎总是返回相同的
结果．然而事实上对于相同查询，不同用户的真实意
图往往不同．这种现象在查询词具有歧义时尤为明
显．例如，查询词为“ＭＡＣ”，一些用户希望能够得到
有关苹果ＭＡＣ电脑的信息，而有些用户则希望能够
获取与ＭＡＣ（魅可）品牌的口红的相关内容，甚至有
些用户希望能了解计算机网络中ＭＡＣ子层的知
识．非个性化的信息检索方法并不能将此区分开来．

个性化搜索是解决上述查询歧义性问题的主要
方法之一．个性化搜索的主要目标是根据用户兴趣

不同，为不同用户返回满足其需要的个性化的排序
列表．目前研究人员已经提出了一系列个性化搜索
算法［１４］．这些算法的基本思想是首先对用户兴趣进
行建模，进而在文档排序时，除了考虑文档和查询的
相关性，还同时考虑文档和用户兴趣的匹配程度．由
于个性化算法的不同，用户兴趣的表示和建模方法
也不尽相同，但其主要思路都是基于用户历史搜索
行为来建立用户兴趣模型，从而进行个性化排序．例
如，Ｃａｉ等人［２］利用用户查询历史、页面浏览历史、点
击驻留时间等多个因素对用户兴趣进行建模，在对结
果的个性化重排上取得了很好的效果．Ｄｏｕ等人［３］提
出了基于用户对文档的历史点击次数和点击文档的
主题分布来进行个性化排序的方法．还有一些学者
通过提取用户查询和点击页面的主题来刻画用户兴
趣特征，进而来评估文档与用户兴趣的相似性［１，４７］．

虽然有大量的个性化搜索算法和用户建模方法
被提出，但如何有效利用用户历史准确地进行用户
建模仍然是一个需要积极探索的问题．现有的大部
分研究工作普遍认为用户的兴趣爱好是稳定且长期
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不变的，用户的兴趣爱好可以通过对所有历史用户
行为进行简单聚合而获得．事实上，用户的查询需求
具有动态性和随机性．所谓动态性，是指在现实生活
中，由于生活和工作的需要，用户的信息需求会随着
时间产生阶段性变化．用户可能会在一段时间内围
绕着一个主题不断地查询，但当该阶段的任务完成
后，用户可能会切换到另外一个主题．例如，一个学
生可能在某个学期末频繁查询某门课程的相关内容
来准备考试或撰写学期论文，而当考完试后，该用户
则可能会持续查找某一地方旅游景点的信息来满足
在假期旅游过程中的信息需求．很显然，在预测用户
当前的查询需求方面，用户的近期查询历史比远期
查询历史更可靠．所谓随机性，是指用户可能会因为
需要而临时检索一些和自己的用户兴趣无关的内
容．例如，用户在准备期末考试的过程中因为感冒而
临时检索一些医院和科室的信息，而一个长期的计
算机工作者也可能会临时查询旅游相关的信息．在
对这些查询进行个性化处理时，需要对历史用户行
为进行筛选．在后一个例子中，如果用户在查询旅游
相关信息时，通过计算结果和计算机主题的匹配程
度对结果进行个性化排序会导致错误的排序结果．

因为上述用户查询需求的动态性和随机性，简
单地对用户历史行为进行等重加权来预测用户兴趣
是不可靠的．目前的个性化搜索算法中对用户查询
需求动态性和随机性问题的考虑和处理还非常有
限．Ｄｏｕ等人［４］和Ｂｅｎｎｅｔｔ等人［１］观察到了用户兴
趣的动态性．他们将用户的历史行为切分为短期行
为（一般是和当前查询在同一个会话内的历史行为）
和长期行为（一般是除当前会话之外的其他历史行
为），并指出二者在个性化时的作用不同，应该分开
建模．Ｓｈｅｎ等人［８］和Ｗｈｉｔｅ等人［９］也提出用户通常
为了获取短期的信息而进行文档搜索，短期查询在
用户兴趣建模时的作用更大．然而，这种简单将用户
历史一分为二的方式过于简单．例如，同样是长期用
户行为中，用户一周之前的查询应该比一个月或者
一年之前的查询在预测当前用户查询需求上的作用
更大．Ｖｕ等人［１０］进一步提出了一种按时间加权的
模型．他们将每个历史行为的重要性按照距离当前
时间的长短进行指数衰减，越近的行为权重越大．这
种方法虽然刻画了用户历史行为重要性随着时间进
行变化的特征，但这种所有用户行为都按照时间进
行指数衰减的方式过于简单．一方面无法证明指数
衰减是否符合真正的用户兴趣变化规律，另一方面，
这种方法忽略了用户兴趣的随机性．Ｂｅｎｎｅｔｔ等人［１］

证明了简单地添加一个按时间衰退的系数不会对结
果产生显著性提升．

本文重点针对用户查询需求的动态性和随机性
问题展开研究．本文认为：

（１）基于对查询需求随机性问题的考虑，在用
户兴趣建模时要考虑用户历史行为与当前查询需求
的主题相关性．这种设置的目的是降低无关历史行
为对个性化效果的负面影响，从而提升个性化搜索
的准确性和可靠性．极端情况下，用户历史查询的点
击行为对下一次相同查询的作用是最大的．这一现
象被一些学者称为重查行为（Ｒｅｆｉｎｄｉｎｇ）［４，９，１１１３］．

（２）基于对查询需求动态性问题的考虑，在用
户兴趣建模时应更有效地考虑用户历史行为上的时
序特征，通过监督学习的方法，自动学习出用户行为
的演变规律以及对用户兴趣建模重要性的动态变化
情况．

为了实现这个目标，本文引入递归神经网络
（ＲＮＮ）和注意力机制对用户历史进行建模．根据用
户点击的时间序列信息，通过递归神经网络对用户
历史行为进行分析，来构建不同时期的用户个性化
偏好，建立起不同时间的查询对当前查询的影响力
模型，解决查询需求动态性问题．而后利用注意力机
制，根据当前查询与历史用户行为的主题相似性，动
态地计算出不同个性化偏好的权重，并且通过线性
组合产生更为有效的兴趣特征向量．该方法能够降
低不相关历史行为对当前个性化排序的负面影响，
提高个性化搜索算法的稳定性，在一定程度上解决
查询需求随机性问题．此外，和采用非监督学习进行
用户兴趣建模的方法不同，本文利用大规模搜索日
志自动学习出每个历史用户行为的重要性以及不同
行为之间的传递关系，使个性化搜索算法能够更稳
定有效地发挥效果．

本文认为，用户模型不应该是一成不变的，对于
用户提出的不同查询，用户模型也应当做出适应性
的改变，注意力机制使我们可以根据主题相似性动
态地将用户模型调整为更适合当前查询的主题；同
时随着时间的发展，在对用户历史行为建模的过程
中，使用的历史行为会被逐渐扩充，也就是说当用户
提出新的查询时，上一个查询会被并入用户历史从
而对用户模型产生影响．

本文进一步将用户兴趣建模和个性化搜索排序
学习两个过程紧密结合在一起，使用排序学习算法
ＬａｍｂｄａＲａｎｋ融合查询、文档和用户兴趣等多个因
素，训练个性化排序模型．最终，在某商业搜索引擎
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上的大规模搜索日志数据上的实验证明，本文所提
出的动态个性化搜索算法能够进一步提高搜索精
度，更有效地提升用户体验．

本文在第２节介绍与本文研究相关的工作，主
要包括个性化搜索和深度学习在信息检索领域的应
用；第３节将对模型结构和建模过程进行阐述；第４
节将详细描述数据处理与实验设置，对实验结果进
行对比分析；第５节则是结论部分．

２　相关工作
本文主要研究运用深度学习的方法完成个性化

搜索，相关工作主要包含两部分内容：（１）个性化搜
索；（２）深度学习在信息检索领域的应用．
２１　个性化搜索

现如今，个性化搜索是各大搜索引擎的主要目
标之一，当前主流的个性化算法是基于文本内容进
行分析，即通过比较用户兴趣与文档相似度来对结
果进行重排［３，１４１５］．其主要依据用户点击数据来建
立用户模型［２］，刻画出用户兴趣特征，以此来完成个
性化搜索．

现有的个性化算法主要通过比较用户模型与文
档的相似度来估计该文档与用户需求的契合程度．
一部分研究人员运用关键词信息建立用户模型，例
如，Ｓｕｇｉｙａｍａ等人［１６］在２００４年提出利用用户点击
过的文档中关键词的出现频率建立词频向量，并运
用协同过滤算法建立用户模型，最后与结果文档的
关键词向量进行相似度计算，实现对搜索结果的重
排．Ｓｈｅｎ等人［８］使用统计语言模型对用户查询上下
文进行建模，通过计算用户模型与结果文档统计语
言模型的相似度，实现对结果文档的个性化排序．另
一部分学者通过主题分类的方法建立用户模型，根
据点击日志生成用户兴趣主题类别，进而完成对结
果的个性化排序［１７１９］．最初的研究是通过人工对点
击文档主题标注的方法来建模，例如，Ｃｈｉｒｉｔａ等
人［１９］通过ＯｐｅｎＤｉｃｔｉｏｎａｒｙＰｒｏｊｅｃｔ（ＯＤＰ）层级结构
来描述用户兴趣，但是这种方式会造成标注种类受
限的问题．近期的研究中，Ｃａｒｍａｎ等人［２０］采用无监
督学习的方法来学习文档主题类，Ｈａｒｖｅｙ等人［５］提
出ＰＴＭ模型来构建用户主题类模型．同时众多具
有创新性的算法出现在个性化搜索领域，曾春等
人［２１］利用领域分类模型上的概率分布来构建用户
兴趣模型．Ｗａｎｇ等人［２２］提出基于全局排序模型和
当前用户的查询，快速调节原模型以匹配用户当前

需求的方法．但是，这些方法依然存在用户特征不全
面的问题．

深度学习的出现，使个性化搜索可以借助深度
学习自适应的优点，独立地为每个用户建立模型，Ｌｉ
等人［２３］通过深度学习的方法从用户历史资料中获
得用户语义特征，并将此特征用在对结果的排序上．
除了从查询日志中提取用户特征，一些其他的特征
信息也被使用在个性化搜索中．例如：Ｂｅｎｎｅｔｔ等
人［２４］将用户的位置特征并入个性化模型中．Ｃｏｌｌｉｎｓ
Ｔｈｏｍｐｓｏｎ等人［２５］研究并评估了用户不同阅读水平
对个性化搜索的影响．近些年来，个性化排序中建立
用户模型的方法越来越广泛，Ｇｒｂｏｖｉｃ等人［２６］除了利
用用户点击文档，同时结合未点击文档进行负向用户
兴趣建模．Ｈｕａｎｇ等人［２７］通过引入知识库来刻画不
同实体之间的联系，进而反映在用户兴趣上．Ｈｅ等
人［２８］通过对抗神经网络建立更加细致的用户画像．
然而，这些方法中仍然存在一些问题，比如在之前的
研究中，用户查询的动态性和随机性的特点往往被
忽略．

在本文的模型中，主要关注的是基于文档主题
的个性化特征，同时也考虑了用户查询需求动态性
与随机性的特点，根据历史查询时间的不同与查询
内容的不同，动态地赋予不同的权重，进而影响当前
文档排序结果．
２２　深度学习在信息检索中的应用

深度学习的方法现如今已开始在信息检索领
域崭露头角，相比于传统的方法，深度学习在自动
学习单词嵌入和特征提取的能力上具有明显的优
势，尤其在ａｄｈｏｃ（即文档集不变，查询改变）任务
中取得了令人满意的结果．Ｈｅ等人提出ＤＳＳＭ［２９］

和ＣＤＳＳＭ［３０］方法，将查询文档对嵌入到语义空间
中，并根据嵌入文档和查询的相似度对结果进行排
序．随后，Ｓｅｖｅｒｙｎ和Ｍｏｓｃｈｉｔｔｉ［３１］使用卷积神经网
络来表示查询文档对并计算它们的语义相似性．
Ｐａｌａｎｇｉ等人［３２］将长短期记忆网络应用于此，利用
查询具有时序性的特点，进一步改善了查询文档对
的嵌入方法．近期，研究人员设计出更加有效的模
型，例如ＤＲＭＭ［３３］和ＫＮＲＭ［３４］，二者都通过在单
词之间的相似度上建模，再输入到深度学习模型中
的方法改进了原有的模型，后者作为前者的升级，得
到了更加准确的结果．

但是，将深度学习应用在个性化搜索的研究在
近几年才有所发展，Ｓｏｎｇ等人［３５］在２０１４年提出在
全局排序模型的基础上，对每个用户采用持续训练
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的方法来实现个性化．Ｌｉ等人［２３］通过深度学习获得
用户语义特征，进而改进查询结果．但是以上研究都
只是在传统方法的基础上增加了深度学习的思想，
本文的模型旨在用ｌｉｓｔｗｉｓｅ方法训练出一个完整的
深度学习框架来完成个性化搜索．

３　个性化搜索模型
如引言中所说，针对不同用户，应该建立不同的

兴趣向量来刻画用户的特点，以此来返回更加符合
用户需求的文档排序．除此之外，由于用户查询需求
动态性和随机性的特点，本文的个性化搜索模型学
习了用户行为的变化规律以及不同行为特征对用户
兴趣建模重要性的动态变化情况，同时考虑了用户历
史行为中对当前查询贡献度的差异性．

本文将采用深度学习的方法来改善上述问题，
首先基于对查询需求动态性的考虑，运用递归神经
网络（ＲＮＮ）对用户历史进行建模．对于每一个用户
狌，其历史查询包含（狇１，狇２，…，狇狀），其中每一个狇犻对
应的相关文档为（犱犻，１，犱犻，２，…），首先通过ＲＮＮ模
型自动学习狇和犱的文本特征，得到用户兴趣表示，
进而结合利用每一个狇犻对应的查询特征犲犻生成的用
户状态向量，得到用户个性化偏好．而后基于对查询

需求随机性的考虑，引入注意力机制，针对不同的查
询，对用户不同时期的个性化偏好赋予不同权重，加
权求和得到用户兴趣特征向量犡狌．最后计算出每一
个文档的得分，并根据得分对文档集合进行排序．得
分的计算如下：
犛犮狅狉犲（犱犻）＝犘犛犮狅狉犲（犱犻｜犡狌）＋犚犛犮狅狉犲（犱犻｜狇）（１）

其中犘犛犮狅狉犲（犱犻｜犡狌）表示文档和兴趣特征向量的相关
性，即文档针对当前用户的个性化得分．犚犛犮狅狉犲（犱犻｜狇）
表示文档和查询之间的相关性，即不考虑个性化特征
的相关度得分．其中文档和查询之间的相关性特性包
含点击位置、点击次数和点击熵三部分，在３．３节会
详细说明．本文模型结构图如图１所示，主要包含以
下３个部分：

（１）用户历史行为建模．即利用用户历史行为
和查询特征时序性的特点，根据用户兴趣与用户状
态，建立用户个性化偏好模型，解决用户查询需求动
态性问题．

（２）使用注意力机制动态地对用户不同个性化
偏好进行赋权，降低用户无关兴趣对当前查询的影
响，解决用户查询需求随机性问题．

（３）个性化排序结果生成．即根据个性化得分
和相关度得分对文档集进行重新排序，得到新的个
性化排序结果．

图１　ＧＲＡＤＰ模型结构图

３１　用户历史行为建模
用户历史行为包含着丰富的个性化信息，其中

最主要的是用户的兴趣信息，例如某用户喜欢打篮
球，或喜欢某个明星．同时，也包含了用户的状态信

息，例如某用户通常使用精确查询来获取自己需要
的信息，或通过泛化的查询来从结果中挑选自己感
兴趣的信息．因此，本文将用户历史行为建模分为用
户兴趣建模与用户状态建模，二者共同作用，更加精
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确地生成用户个性化偏好．
３．１．１　用户兴趣建模

如前所述，用户的查询需求具有动态性．为了及
时准确地捕捉到用户查询需求和兴趣爱好的变化，
并根据查询的时序特征，寻找用户历史行为变化规
律，本文拟采用递归神经网络（ＲＮＮ）来建立用户兴
趣模型，由于时间跨度较大，普通的ＲＮＮ结构记忆
效果会大幅减弱，因此选用更加适合长期记忆的
ＧａｔｅｄＲｅｃｕｒｒｅｎｔＵｎｉｔ（ＧＲＵ）或ＬｏｎｇＳｈｏｒｔＴｅｒｍ
Ｍｅｍｏｒｙ（ＬＳＴＭ）结构作为基本结点．ＧＲＵ和ＬＳＴＭ
是ＲＮＮ的两种变体，二者都能够防止梯度消失，但
ＧＲＵ相比于ＬＳＴＭ，具有收敛速度更快、容易训练
的特点．值得注意的是，本文使用更加适合长期记忆
的结构是希望模型既可以刻画出用户兴趣随时间衰
减的特点，同时参考用户早期的兴趣，来精确地对用
户当前兴趣进行建模．

在对用户兴趣建模过程中，递归神经网络层的
输入为用户的查询历史犙＝（狇１，狇２，…，狇狀）和与其对
应的相关文档集合犇＝（犱１，犱２，…，犱狀）（犱犻是所有与
查询狇犻相关文档（犱犻，１，犱犻，２，…）的集合向量），需要强
调的是，这里的查询历史是指当前查询之前的所有
查询，即用户模型会随着新的用户行为的加入而做
出改变．在此运用监督学习的方法，经过递归神经网
络层提取出不同时期用户的兴趣向量．其中每个时
期的状态结点依赖于当前输入和上一时期状态结
点，公式如下：

犺狀＝犳（犺狀－１，狇狀，犱狀） （２）
犺狀代表当前状态结点向量，根据当前查询狇狀、该

查询相关文档集犱狀以及上一状态结点犺狀－１而得．
犳函数是根据ＲＮＮ结点的类型而确定的．在

本文的模型中，ＲＮＮ结点类型为ＧＲＵ．该函数计算
如下：

狉狀＝σ（犠狉［狇狀，犱狀］＋犞狉犺狀－１） （３）
狕狀＝σ（犠狕［狇狀，犱狀］＋犞狕犺狀－１） （４）

犮狀＝ｔａｎｈ（犠犮［狇狀，犱狀］＋犞犮（狉狀·犺狀－１））（５）
犺狀＝（１－狕狀）·犺狀－１＋狕狀·犮狀 （６）

狉狀代表重置门，狕狀代表更新门，二者共同决定从前
一状态结点和当前输入之中选取哪些信息传入下一状
态结点．σ（）是ｓｉｇｍｏｉｄ函数．犠狉，犠狕，犠犮，犞狉，犞狕，犞犮
是需要在训练过程中不断调整的参数．经过ＧＲＵ
层，将不同时期隐含层结点的输出记为集合犎１＝
（犺１，犺２，…，犺狀），用来表示用户不同时期的兴趣．
３．１．２　用户状态建模

本文认为，随时间变化的不只是用户的兴趣，用

户的查询习惯、性格特点等用户状态都会进行阶段
性的变化，例如：用户在刚入门一个领域时可能喜欢
通过泛化的查询来获取相关信息，如“操作系统”等
可个性化程度很高的查询，此时提取出的用户兴趣
更加能够体现该用户的个性化偏好，而后会有针对
性地提出“Ｗｉｎｄｏｗｓ系统创始人姓名”等可个性化
程度很低的查询，这些查询下的用户兴趣并不具有
代表性．在此过程中用户状态的变化会影响对用户
兴趣的建模．在不同时期的用户状态下，对用户兴趣
的关注度也应当不同．

在对用户状态建模过程中，为了获得其随时间
的变化情况，同３．１．１节，本文采用ＧＲＵ对其进行
建模．ＧＲＵ层的输入为用户的查询历史犙＝（狇１，
狇２，…，狇狀），与其对应的是查询特征犈＝（犲１，犲２，…，
犲狀），查询特征主要用来刻画该查询的歧义性以及可
个性化程度，包含以下六项指标：

点击熵．该指标用来衡量某查询下所有满意点
击文档的离散程度［３］．其计算公式如下：

犆犈（狇）＝∑犱犻∈狉犲狊狌犾狋（狇）
－犘（犱犻｜狇）ｌｏｇ２犘（犱犻｜狇）（７）

犆犈（狇）指查询狇的点击熵，狉犲狊狌犾狋（狇）指查询狇
的结果集合，犘（犱犻｜狇）指在查询狇下，对文档犱犻的点
击数占该查询全部点击数的比例，这里用犆犾犻犮犽狊（犱）
表示对文档犱的点击次数，计算公式如下：

犘（犱犻｜狇）＝ 犆犾犻犮犽狊（犱犻）
∑犱犼∈狉犲狊狌犾狋（狇）

犆犾犻犮犽狊（犱犼）
（８）

域点击熵．有时用户会点击多个文档，但其所
在主域名是一致的，例如用户查询“ｄｅｗａｌｔｐａｒｔｓ”时
点击如下两个文档，“ｗｗｗ．ｄｅｗａｌｔ．ｃｏｍ／ｐａｒｔｓａｎｄ
ｓｅｒｖｉｃｅ”，“ｗｗｗ．ｄｅｗａｌｔ．ｃｏｍ／ｈｏｍｅ”，虽然文档不
同，但其真实意图是一致的，并不能说明该查询具有
歧义性．因此我们将相同域名的文档合并，并将点击
次数相加后计算点击熵，称作域点击熵［３６］．

返回文档主题熵．刻画某查询返回所有文档的
主题分布．计算方式如下：

犜犈（狇）＝∑
犚犱

狆＝１
－犱狆ｌｏｇ２（犱狆） （９）

犜犈（狇）指查询狇的主题熵，犚犱是文档向量的维
度，犱狆为查询狇下所有文档向量和第狆维的值．

满意点击文档主题熵．刻画某查询下满意点击
文档的主题分布．只统计满意点击文档而非所有文
档，计算公式同式（９）．
狀犆犛．在非歧义性查询中，用户往往会点击很少

数的文档．因此，统计对某查询的多次检索中，用户

７１８５期 周雨佳等：基于递归神经网络与注意力机制的动态个性化搜索算法

《
 计
 算
 机
 学
 报
 》



点击次数小于狀的比例［３７］．
狀犚犛．在非歧义性查询中，用户往往会点击位置

靠前的文档．因此，统计对某查询的多次检索中，用
户只在前狀个结果中有满意点击的比例［３７］．

递归神经网络计算同式（２），ＧＲＵ层的输出表
示不同时期的用户状态以及其随时间的变化情况，
记为集合犎２．接下来本文将介绍如何将用户兴趣
与用户状态相结合，从而计算出用户的个性化偏好．
３．１．３　用户个性化偏好生成

本文认为，在某一时刻的用户状态决定该时刻
用户兴趣的重要程度，因此设置门控单元来控制对
当时用户兴趣的关注度，从而得到用户不同时期的
个性化偏好集合犛，公式如下：

犵＝犞犵σ（犎２犠犵＋犫犵） （１０）
犛＝犵·犎１ （１１）

犎１与犎２分别表示用户兴趣建模与状态建模部
分ＧＲＵ层的输出，犵表示不同时期用户兴趣的权
重，σ（）是ｓｉｇｍｏｉｄ函数．犞犵，犠犵，犫犵是需要训练的参
数．犛＝（狊１，狊２，…，狊狀）表示在用户兴趣和用户状态的
共同作用下，不同时期用户的个性化偏好．

最终我们通过对用户历史行为建模，得到用户
不同时期的个性化偏好，学习到用户历史行为的演
变规律以及不同历史行为对用户模型重要性的变
化．这使得用户查询需求动态性问题得到了很好的
解决，接下来本文将针对随机性问题进行分析．
３２　注意力机制

不同的个性化偏好对不同新查询的影响力是不
相同的．当一个用户的新查询与他之前的某些查询
相关时，这些历史查询对个性化当前新查询的作用
应该远大于那些和当前查询无关的历史查询．换句
话说，与当前查询相关的历史查询上的用户行为在
进行用户兴趣建模时，所占权重应该高于其他查询．
例如：如果用户当前要查询“手机”，则该用户历史查
询中的“华为”和“三星”等查询上的点击行为有益于
帮助确定该查询的意图是手机电子产品而不是电影
《手机》．而该用户历史查询中和“手机”无关的信息，
例如“糖尿病”等，则对个性化当前查询无任何作用．
从另外一个角度上讲，强制使用历史无关查询上的
用户行为对当前查询进行个性化，反而会造成结果
的混乱．作为该现象的一个特例，历史上如果该用户
曾经查询过该查询“手机”，则当时用户点击过的文
档很可能会被用户再次点击，这就是引言中提到的
重查行为．

根据此特点，运用注意力机制可以很好的解决

这个问题．注意力机制最早用于视觉图像领域，在
２０１４年ＧｏｏｇｌｅＭｉｎｄ团队第一次在ＲＮＮ模型上使
用了注意力机制来进行图像分类［３８］，该机制第一次
应用在文本处理上是在２０１４年，Ｂａｈｄａｎａｕ等人［３９］

将其用在了神经网络机器翻译上，很好地把源语言
端的每个词和当前要预测翻译的词联系了起来，效
果有了很大提升．２０１７年Ｇｏｏｇｌｅ团队提出多头自
注意力机制，并代替ＲＮＮ与ＣＮＮ来完成多项任
务，取得突破性进展，诠释了该机制在权重学习方面
的重要性［４０］．它能够考虑全局对于当前的影响，并
且对全局中不同的结点赋予不同的权重．在本文的
模型中，注意力机制作为解决用户查询需求随机性
问题的方法，其主要思路如下所述．

在３．１节中我们对用户历史行为进行了细致的
建模，为了去除无关兴趣的影响，本节将不同时期的
个性化偏好犛＝（犛１，犛２，…，犛狀）和查询狇作为注意
力层的输入，计算出在当前查询狇下，每一个犛犻所
对应的权重α犻，计算公式如下：

犲犻＝（狇，犛犻） （１２）

α犻＝ｅｘｐ（犲犻）

∑
狀

犼＝１
ｅｘｐ（犲犼）

（１３）

（·）是一个多层感知机（ＭＬＰ），使用ｔａｎｈ（）
作为激活函数．ＭＬＰ因其良好的自适应性，而被广
泛应用于复杂函数的拟合，它可以根据训练目标，反
向传播更新参数，在本文的个性化结果重排任务中，
它可以根据当前查询，动态地学习出每一时期个性
化偏好的权重，从而更加关注对个性化结果贡献大
的用户偏好．相比于直接使用余弦相似度或点积
来表示权重，ＭＬＰ可以根据需要提取出更全面的语
义特征来进行赋权．用户狌基于当前查询的兴趣特
征犡狌由（犛１，犛２，…，犛狀）的线性组合计算得到，公式
如下：

犡狌＝∑
狀

犻＝１
α犻犛犻 （１４）

经过注意力机制，本文的模型可以利用用户兴
趣与当前查询意图的相似度，对与当前查询主题更
相关的用户个性化偏好赋予更高的权重，同时降低
不相关偏好对当前个性化排序的负面影响，使个性
化搜索算法的稳定性进一步提高．例如引言部分所
举的例子，当计算机工作者临时查询旅游相关的信
息时，经过注意力机制，与“计算机”相关的用户兴趣
权重会很小，而是会更关注用户历史中与“旅游”相
关的内容，从而解决查询需求随机性问题．
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值得注意的是，注意力机制的使用，使模型的自
适应性进一步增强，依据不同的当前查询，用户兴趣
特征向量可以动态地向着当前查询主题的方向进行
调整，从而保证用户兴趣特征向量的有效性．用户的
兴趣特征向量犡狌将作为下一阶段的输入，与备选文
档集中的文档进行相似度计算．
３３　个性化排序结果生成

最终文档得分包括两个方面：个性化得分与相
关度得分，前者指备选文档与兴趣特征向量的相似
度，而后者表示文档与查询之间的相关程度．

个性化得分是通过计算文档和利用上述方法生
成的用户兴趣特征向量犡狌的相似度得到的：

犘犛犮狅狉犲（犱犻｜犡狌）＝犛犻犿（犡狌犠，犱犻） （１５）
犠是用来将兴趣特征向量犡狌映射到与文档犱犻

相同维度空间中的矩阵，其参数在模型训练过程中
会逐渐优化．犛犻犿是相似度计算函数．本模型中采用
余弦相似度来刻画二者之间的关系．

犛犻犿（犡，犢）＝犡·犢
犡·犢 （１６）

相关度得分主要用原始排序中文档与查询之间
的点击特征来描述，包括三部分：点击位置、点击次
数和点击熵．点击位置特征是被点击文档在原始排
序中的位置，即对于某个查询，被点击文档的排名越
靠前，则二者相关度越高．点击次数特征包括备选文
档历史点击的总次数，以及当前用户对备选文档的
点击次数．点击熵则是用来衡量个性化潜在收益大
小的指标，众所周知，有些查询在不同用户之间差异
很小，此时个性化会没有作用甚至会产生副作用，因
此引入点击熵来确定个性化得分与相关度得分之间
的比例关系．计算方法同式（７）、（８）．

最终将上述三种点击特征犳１，犳２，犳３通过多层
感知机（·），使用ｔａｎｈ（）作为激活函数，得到文档
与查询之间的相关度得分，再与文档与兴趣特征向
量的相关度得分相加，得到最终文档得分．据此得分
排序后的文档列表即为个性化排序结果．
犛犮狅狉犲（犱犻）＝犘犛犮狅狉犲（犱犻｜犡狌）＋犚犛犮狅狉犲（犱犻｜狇）

　　　＝犛犻犿（犡狌犕，犱犻）＋ｔａｎｈ（（犳１，犳２，犳３））（１７）
本文采用ＬａｍｂｄａＲａｎｋ排序算法训练模型．在

ｐａｉｒｗｉｓｅ的基础上，根据交换文档对顺序后对结果
犕犃犘（４．１节定义的一项评价指标）的影响，为每个
文档对增加相应的权重［４１］，例如：某文档对（犪１，犪２）
在交换位置后，排序的犕犃犘变化值为犪，而另一文
档（犫１，犫２）对交换位置后犕犃犘变化值为犫，如果犪＞
犫，则说明犪１与犪２之间的差异大于犫１与犫２之间的差

异，根据这个特点，对差异较大的文档对赋予较大的
权重，反之赋予较小的权重，可以使最终排序结果的
平均准确度更高．本文选取相关文档集中的文档犱犻
和不相关文档集中的文档犱犼作为文档对来训练模
型，损失函数为预测值与实际值之间的交叉熵，其目
标则是最大化二者得分的差距，定义如下：
犔狅狊狊（犚犪狀犽犖犲狋）＝－狆犻犼ｌｏｇ（狆犻犼）－狆犼犻ｌｏｇ（狆犼犻）（１８）
犔狅狊狊（犔犪犿犫犱犪犚犪狀犽）＝Δ犔狅狊狊（犚犪狀犽犖犲狋）　（１９）

其中狆犻犼表示文档犱犻比犱犼更相关的预测概率，狆犻犼表
示实际概率．是通过ｌｏｇｉｓｔｉｃ函数计算而得：

狆犻犼＝ １
１＋ｅｘｐ（－（犛犮狅狉犲（犱犻）－犛犮狅狉犲（犱犼）））（２０）

最后再通过ＡｄａｍＯｐｔｉｍｉｚｅｒ优化器逐步优化
模型，每一次优化的过程如算法１所示．最终对计算
出的文档分数排序后即为个性化排序结果．

算法１．　ＧＲＡＤＰ模型训练方法．
输入：用户历史查询犙＝（狇１，狇２，…，狇狀）；

用户历史文档犇＝（犱１，犱２，…，犱狀）；
用户查询特征犈＝（犲１，犲２，…，犲狀）；
当前查询狇；文档对（犱犻，犱犼）；
文档犱犻／犼的点击特征犳１，犳２，犳３；

输出：更新后的所有参数θ
１．用户兴趣犎１←犌犚犝（犙，犇） 式（２）
２．用户状态犎２←犌犚犝（犙，犈） ＧＲＵ同上
３．个性化偏好犛←犌犪狋犲（犎１，犎２） 式（１０）、（１１）
４．兴趣特征向量犡狌←犃狋狋犲狀狋犻狅狀（犛，狇） 式（１４）
５．犱犻／犼个性化得分←犛犻犿（犡狌，犱犻／犼） 式（１５）
６．犱犻／犼相关度得分←ｔａｎｈ（（犳１，犳２，犳３））
７．犱犻／犼最终得分←个性化＋相关度 式（１７）
８．损失函数犾狅狊狊←交叉熵 式（１９）
９．更新参数θ←ＡｄａｍＯｐｔｉｍｉｚｅｒ优化
算法１中，最耗时的部分集中在对用户历史行

为建模的ＧＲＵ层参数训练，即通过步骤１～３得到
用户个性化偏好的过程，其次是注意力层（步骤４）
和计算相关度得分时（步骤６）ＭＬＰ的参数训练．假
设共有狀组训练数据，其中每组用户历史数据平均
长度为犿，则步骤１～４的时间复杂度为犗（犿狀），步
骤５～９的时间复杂度为犗（狀），最终模型时间复杂
度为犗（犿狀）．

４　实验与分析
４１　实验设置

本文使用某搜索引擎的数据，包括从２０１３年
１月１日至２０１３年２月２８日的用户点击数据，用户
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日志中的每一条数据包括用户ｉｄ，查询内容，查询时
间，搜索引擎返回的前二十个文档的ｕｒｌ，以及点击
的驻留时间．在筛选掉不可用信息之后，例如ｕｒｌ无
法访问．最终数据包含２３５２８个用户的２６３５８３６条
查询，其中不同的查询有１６１２９８３条，相关文档的
数量有１２０２０６５个．在本文中，相关文档被定义为
用户驻留时间大于３０ｓ的文档以及用户最后点击的
文档，除此之外的文档被认为是不相关文档．本文使
用用户前六个星期的日志作为历史数据，这部分数
据仅作为历史参与建立用户模型，而不作为训练集．
然后将后两个星期的数据按照５∶１的比例划分为
训练集和测试集，两个星期的数据可以涵盖不同种
类的查询并且训练量也可接受．值得注意的是测试
集中的点击特征是通过统计历史数据中用户的点击
行为而得到的，但计算用户兴趣时使用的不仅仅是
历史数据中的查询，而是当前查询之前的所有查询．
由于深度学习的方法要求数据量足够大，且ＲＮＮ
要求时序信息要明显，为了保证用户全部数据中既
包含用来建立用户模型的历史数据，也包含足够的
训练和测试数据（两星期），因此假如某用户的查询
点击事件的时间跨度不足三个星期或后两个星期没
有查询行为，那么将该用户剔除，最终剩余７３６２个
用户．对于所有的文档，提取出其内容，并将停用词、
标点符号、特殊字符去掉之后，使用谷歌的ｗｏｒｄ２ｖｅｃ
工具在训练集上训练单词嵌入矩阵，每一个查询狇
和文档犱的向量表示通过加权平均每个单词的词
向量而得，在这里使用ＴＦＩＤＦ为每个单词赋予权
重，以保证模型能够准确地通过该文档提取出用户
兴趣．在ｗｏｒｄ２ｖｅｃ单词嵌入维度方面，本文尝试了
３００维与１０００维，最终根据实验效果选取３００维作
为词向量维度．

为了检验模型的效果，对于重新排序后的文档
列表，本实验采用ＭｅａｎＡｖｅｒａｇｅＰｒｅｃｉｓｉｏｎ（犕犃犘），
ＭｅａｎＲｅｃｉｐｒｏｃａｌＲａｎｋ（犕犚犚），Ｐｒｅｃｉｓｉｏｎ＠１（犘＠１），
ＡｖｅｒａｇｅＣｌｉｃｋＰｏｓｉｔｉｏｎ（犃．犆犾犻犮犽）对结果进行评价，
为了更深入的评价模型，本文对文档偏序对的改进数
量进行了统计，这项指标主要考虑到用户从前向后的
浏览习惯，由此推断，在相关文档之前的未点击文档
很大概率上是与用户查找内容不相关的，而在其之后
的未点击文档可能由于用户已经得到了满意的结果
而停止浏览，因此难以界定是否一定不相关．因此，
偏序对的改进数量反映个性化搜索中可靠的改进，
最终用改进数量与全部偏序对的比值犘犻犿狆作为
评价指标．例如：原始文档列表为（犱１，犱２，犱３，犱４），其

中只有犱３为相关文档，则偏序对共有（犱１，犱３）（犱２，犱３）
两对，即犱３一定比犱１和犱２更相关，改进数量则是统
计对原始列表重排后，所有偏序对中被改进的数量，
假设重排后序列为（犱４，犱２，犱３，犱１），虽然犕犃犘值没
有变化，但（犱１，犱３）偏序对被改进，犘犻犿狆＝０．５，也
可以说明模型是有效果的．
４２　对比模型

我们将本文提出的动态个性化搜索模型标记为
ＧＲＡＤＰ（ＧＲＵｂａｓｅｄＲＮＮ＋ＡｔｔｅｎｔｉｏｎＤｙｎａｍｉｃ
Ｐｅｒｓｏｎａｌｉｚａｔｉｏｎ）．同时选取了目前比较流行的几种
个性化搜索模型作为对比：
犘犜犕．ＰＴＭ是Ｈａｒｖｅｙ等人［２１］提出的个性化

搜索模型，在２０１０年Ｃａｒｍａｎ等人［２０］指出，从人工
标注的数据中提取文档特征的方法存在问题，主要
是由于使用这种方法会造成标注种类有限，有些文
档的特征难以被提取．因此，他建议采用无监督学习
的方法，全面学习文档的主题特征，这其中包括更丰
富的潜在特征．２０１４年，Ｖｕ［７］在此基础上，进一步运
用动态分组的方式，取得了很好的效果．
ＰＴＭ根据给予查询和用户计算出的文档的个

性化分数为
犛（犱｜狇，狌）＝犘（犱）∏狑∈狇∑狕狆（狑｜狕）狆（狌｜狕）λ狆（狕｜犱）（２１）

犘（犱）＝
＃犮犾犻犮犽（犱）＋σ１

｜犇｜
∑犱犻＃犮犾犻犮犽（犱犻）＋σ

（２２）

其中λ用来平衡用户兴趣的权重，进而影响最终文
档排序．犘（犱）表示整个查询日志中对该文档点击的
相对频率，通过Ｄｉｒｉｃｈｌｅｔ平滑得到最终得分．
犘犮犾犻犮犽．Ｔｅｅｖａｎ［１１］在论文中指出，用户经常会

用相同的查询来查找之前搜寻过的的信息，利用这
个特点可以有效地改善检索效果，即将用户多次点
击过的文档优先返回给用户．在２００７年，Ｄｏｕ等
人［３］根据这个特点，从个性化搜索的目标出发，提出
了Ｐｃｌｉｃｋ模型．该模型的主要思想是，对于用户狌，
在过去与当前查询相同的查询中，将对某文档点击
的概率作为当前查询下该文档的得分：

犛犮狅狉犲（犱｜狇，狌）＝｜犮犾犻犮犽狊（狇，犱，狌）｜
｜犮犾犻犮犽狊（狇，·，狌）｜＋β

（２３）
其中，｜犮犾犻犮犽狊（狇，犱，狌）｜表示对于用户狌，在查询狇
中，点击文档犱的次数，｜犮犾犻犮犽狊（狇，·，狌）｜表示用户狌
在查询狇中全部点击次数，β用来平滑比值，通常设
置为０．５．最终二者比值即为点击概率．在Ｐｃｌｉｃｋ
模型中，点击次数越多的文档的得分越高，在最终排

０２８ 计　　算　　机　　学　　报 ２０２０年

《
 计
 算
 机
 学
 报
 》



序结果中也越靠前．
犛犔犜犅．Ｂｅｎｎｅｔｔ［１］在２０１２年提出了ＳＬＴＢ模型，

通过用户的长短期历史行为，提取出基于不同时期
的特征，进而完成个性化搜索．其核心思想是通过四
个方面的影响生成用户个性化特征．

（１）特征种类．包括基于主题的特征和基于点
击的特征．

（２）文档涵盖范围．其中包括①所有查询下的
文档；②与当前查询相同的查询下的文档；③包含
当前查询的查询下的文档；④被当前查询包含的查
询下的文档．

（３）所属时期影响．主要分为三种，长期影响、
短期影响、二者交互影响．

（４）时间衰减影响．衰减函数为
犱犲犮犪狔＝０．９５狆（狇狉）－１ （２４）

狆（狇狉）指的是狇狉与当前查询之间的查询数量．
０．９５为衰减率．

ＳＬＴＢ同时考虑了点击熵、主题熵等众多特征
因素的影响，通过ＬａｍｂｄａＭＡＲＴ算法训练模型．

除了现有的个性化搜索模型，本文同时设计了
多种深度学习模型作为对比：
犐狀狋犲狉犲狊狋．在ＧＲＡＤＰ的结构中，用户历史行为

建模部分只保留用户兴趣建模，并且不使用注意力
机制，直接将递归神经网络最后状态节点的输出作
为兴趣特征向量．
犐狀狋犲狉犲狊狋＋犃狋狋．在ＧＲＡＤＰ的结构中，用户历史

行为建模部分只保留用户兴趣建模，而后通过注意
力机制生成兴趣特征向量．
犅犚犃犇犘．将ＧＲＡＤＰ中全部的ＧＲＵ结点替换

为普通的ＢａｓｉｃＲＮＮ结点．
犔犚犃犇犘．将ＧＲＡＤＰ中全部的ＧＲＵ结点替换

为ＬＳＴＭ结点．
参数设置方面，通过多组参数的对比．最终选取

以下参数加入到模型中．
（１）单词嵌入维度：３００；
（２）ＧＲＵ层状态结点数：９００；
（３）注意力层多层感知机隐层神经元数：１０２４；
（４）其他多层感知机隐层神经元数：６４；
（５）学习速率：１ｅ－３；
（６）狀ＣＳ与狀ＲＳ指标中狀设置：２，３．

４３　实验结果分析
本节中，我们对４．２节中的对比模型进行了实

验，并且在犕犃犘，犕犚犚，犘＠１，犃狏犵．犆犾犻犮犽以及犘犻犿狆
五个指数上进行了评估．结果如表１所示，并在以下

几个方面进行了模型对比：
（１）深度学习模型与传统个性化搜索模型对比；
（２）本文模型间对比；
（３）注意力机制的效果；
（４）长短期用户历史建模效果对比；
（５）神经网络与非神经网络模型对比；
（６）有无点击特征的对比；
（７）导航式与非导航式查询对比．

表１　不同模型排序效果
模型 犕犃犘 犕犚犚 犘＠１犃．犆犾犻犮犽犘犻犿狆

原始排序 ０．７２２６０．７３３４０．５９３１２．２９２
ＰＣｌｉｃｋ ０．７３４８０．７４６７０．６０１５２．１３８０．１４１９
ＰＴＭ ０．６６７９０．６８０１０．５２４４２．５７８０．２８４５
ＳＬＴＢ ０．７７７６０．７８８１０．６６９８２．０５４０．４７７７

ＳＬＴＢ＋ＰＴＭ０．７８３００．７９２９０．６７１６１．９９８０．４８７８
Ｉｎｔｅｒｅｓｔ ０．７９５８０．８０７３０．６９６４１．９２９０．５１４０

Ｉｎｔｅｒｅｓｔ＋Ａｔｔ０．７９７００．８０８３０．６９６３１．９２７０．５２９６
ＢＲＡＤＰ ０．７９７１０．８０８５０．６９６７１．９２７０．５３０２
ＬＲＡＤＰ ０．７９８４０．８１１９０．６９７９１．９２４０．５３４１
ＧＲＡＤＰ ０．７９８５０．８１１９０．６９７８１．９２５０．５３３７

４．３．１　深度学习模型与传统个性化搜索模型对比
将表１中数据以原始排序为基准，得到不同模

型的犕犃犘变化值如图２所示．

图２　本文模型与传统模型犕犃犘变化对比
根据图２中数据可知，除了ＰＴＭ方法外，其他

的传统个性化搜索算法都对原始排序进行了改进，
本文认为，这是由于ＰＴＭ只考虑了文档主题之间
的相关性，没有考虑点击熵，错误地在点击熵很小的
查询中（即所有用户趋于点击同样的结果，可个性化
程度很低）进行个性化排序，造成结果的下降．其中，
效果最好的算法是ＳＬＴＢ＋ＰＴＭ方法，犕犃犘达到
了０．７８３０．然而，在深度学习模型中，重新排序的效
果明显优于传统方法，ＧＲＡＤＰ模型比传统模型中
效果最好的ＳＬＴＢ＋ＰＴＭ的犕犃犘高出０．０１５５，
犕犚犚与犘＠１也分别高出０．０１９和０．０２６２，犃狏犵．犆犾犻犮犽
平均提前了０．０７３的位置．犘犻犿狆指标的提升也说
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明本文的模型改进了更多的偏序对，对原始排序的
优化更为可靠．通过双总体狋检验，在狆＜０．０１的标
准上证明本文模型相比于传统的个性化搜索模型效
果提升显著，这说明不同时间的历史查询重要程度
不同，以及不同的兴趣特征对当前的影响力不同是
合理的，在改进个性化搜索方面成效非常显著，并且
运用深度学习的方法可以准确地学习出用户的兴趣
特征及其权重．
４．３．２　本文模型间对比

通过对比Ｉｎｔｅｒｅｓｔ、Ｉｎｔｅｒｅｓｔ＋Ａｔｔ、ＧＲＡＤＰ模
型的实验结果可以看出，增加注意力机制与用户状
态建模均带来了效果提升，说明根据用户状态控制
对用户兴趣的重视程度，以及利用当前查询动态地
为不同时期的兴趣赋权，均可以提升用户模型的准
确性，从而对个性化排序产生积极作用．

通过对比ＢＲＡＤＰ、ＬＲＡＤＰ、ＧＲＡＤＰ模型的实
验结果可以看出，使用普通ＲＮＮ的模型效果最差，
说明短期记忆不足以满足对用户个性化偏好建模的
需要，远期的用户行为也会对个性化产生一定影响，
不可完全忽略．而ＬＳＴＭ与ＧＲＵ效果相近，因此，
本文模型中的ＧＲＵ结点可替换为ＬＳＴＭ结点，但
由于ＬＳＴＭ参数较多，因此训练时间会略长．
４．３．３　注意力机制的效果

表１中数据体现出，递归神经网络加上注意力
机制后，可以使结果得到进一步提升．本文认为，与
当前查询无关的历史信息则很大概率与用户当前意
图无关，注意力机制可以将这部分无关信息剔除，使
最终查询结果更符合用户真实意图．为了更直观地
展示注意力机制的作用，本文选取了某用户过去
８个时期的兴趣特征，并提供４个当前查询作为测
试，经过注意力层的权重赋值后，结果如图３所示．

图３　Ａｔｔｅｎｔｉｏｎ中不同的个性化偏好对当前查询影响

根据图３可知，注意力机制将与当前查询更相
关的用户兴趣特征赋予了更高的权重，并且能够
将不相关的信息过滤掉．例如：图３中当前查询词
为“ｂａｎｋｌｏａｎ”时，“ｌｏａｎ”被赋予了很高的权重，而
“ｅｍａｉｌ”、“Ｔｒｕｍｐ”则基本被忽略．而兴趣特征
“Ｔｗｉｔｔｅｒ”在各个查询上权重都比较高，本文认为，
这是由于此单词在过去查询频率过高，多个时期都
包含该兴趣特征，综合成为权重较高的部分．
４．３．４　长短期用户历史建模效果对比

本实验中的数据是基于两个月的用户查询日
志，为了探究本文的模型在长期和短期用户历史上
的差别，我们分别选取了用户最近一个会话内以及
该会话之前的查询日志作为用户历史，而后用
ＧＲＡＤＰ建模，最终结果的犕犃犘对比如图４所示
（以ＳＬＴＢ＋ＰＴＭ为基准）．

图４　长短期用户历史建模效果对比

根据图４可知，使用短期用户历史建模的整体
效果要略优于使用长期数据，这也印证了本文的核
心思想———近期的查询行为对当前查询的个性化结
果返回贡献更大．用户的兴趣往往具有阶段性的特
点，在一个时期集中对某事物感兴趣．而利用长期历
史建模会更多的考虑到用户长久的兴趣特征，可能
会与用户近期兴趣点不相符．因此使用近期的用户
查询日志能更准确地把握用户的真实意图，并将最
适合的文档优先推荐给用户．
４．３．５　神经网络与非神经网络模型对比

为了直接验证本文基本模型的有效性，我们设置
了非神经网络模型作为对比，其主要方式是除去递
归神经网络层和注意力层，将用户历史平均赋权后
与当前查询下的文档进行相似度计算，结合部分点
击特征后，计算出每个文档的得分．实验结果如下：

非神经网络模型犕犃犘值：０．６４５４；
ＧＲＡＤＰ模型犕犃犘值：０．７９８５．
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实验结果表明，非神经网络的实验结果远差于
ＧＲＡＤＰ模型，这验证了深度学习对于个性化的有
效性．而且非神经网络模型相比于原始排序，整体效
果更差，我们分析，这是由于非神经网络模型忽略时
序性特征和当前查询，只考虑了用户历史与文档的
相似性，这并不能完全满足用户个性化的需要，用户
查询动态性和随机性问题未得到解决．
４．３．６　有无点击特征的对比

在本文的模型中，同时利用了表示学习的特征
和人工定义的特征———点击特征，为了证明人工定
义特征的必要性，本实验去除该特征作为对比，只利
用表示学习生成的用户兴趣向量与当前文档进行相
似度计算，以个性化得分作为最终文档得分，即只考
虑用户兴趣与文档的相似度，而忽略文档与查询之
间的相关度，实验结果如下：

无点击特征模型犕犃犘值：０．５４５４；
有点击特征模型犕犃犘值：０．７９８５．
该结果表明，点击特征中包含的相关度信息不

可忽略，利用神经网络的方法通过点击特征可以学
习到在该查询下此文档的重要程度以及可个性化程
度．除去点击特征后的模型效果差于原始排序模型，
说明只利用个性化信息对文档重排不足以得到最优
的排序结果，即一味的追求个性化可能会对排序结
果产生副作用，例如：某爱好旅游的用户查询“百度
一下”，若只考虑用户兴趣则可能优先将百度地图推
荐给用户，但实际上该查询点击熵很低，对于绝大多
数用户而言，真实意图均为百度搜索．造成错排的原
因主要是忽略了点击特征所包含的（１）百度搜索本
身要比百度地图与查询词更相关和（２）“百度一下”
该查询不适合个性化．
４．３．７　导航式与非导航式查询对比

所谓导航式查询，是指在某个查询下，用户点击
行为没有太大差异，例如：“ｇｏｏｇｌｅ．ｃｏｍ”，用户的真
实意图往往都是谷歌搜索．而非导航式查询是指用
户之间点击行为差异较大的查询，例如歧义词查询．
点击熵则是用来评价查询词歧义性的指标，为了衡
量本文的模型在改善歧义性问题中的效果，我们将
数据集分为导航式查询（点击熵＜１）和非导航式查
询（点击熵１）分别测试模型效果，如图５所示．

实验结果表明，个性化搜索在两类数据集中都
有一定作用，而在非导航式查询下提升尤为明显，这
说明个性化搜索可以有效解决查询歧义性问题．
ＧＲＡＤＰ模型相比于ＳＬＴＢ＋ＰＴＭ，在导航式查询
中犕犃犘提升０．０１３，而在非导航式查询中犕犃犘提

图５　导航式与非导航式查询对比

升０．０２９，这也说明本文的模型在查询歧义性问题
中表现更好．相比于Ｉｎｔｅｒｅｓｔ＋Ａｔｔ，ＧＲＡＤＰ模型主
要提升表现在非导航查询中，这体现出通过用户状
态建模，可以更加关注用户在非导航时查询中的个
性化偏好，证明了模型对于个性化搜索结果的有
效性．

５　结　论
本文运用深度学习的方法实现了动态个性化搜

索，特别在用户查询需求动态性和随机性问题上，引
入递归神经网络和注意力机制准确地利用用户查询
日志构建用户兴趣特征向量．递归神经网络根据不
同发生时间对用户的历史行为加以利用；注意力机
制针根据当前查询对不同兴趣特征进行了赋权，减
少了无关信息对结果的影响．与传统的个性化搜索
方法相比，本文的模型达到了更好的个性化搜索结
果．这也证明了近期用户行为比长期行为对于个性
化搜索更为重要，而且与当前查询更相关的用户行
为影响力也比无关查询更大．用户查询需求动态性
和随机性的问题得到了很好的解决．

在未来的工作中，我们将在单词嵌入方面加以
改进，例如，用另一层递归神经网络来训练单词嵌入
模型．另外，我们将研究更加完善的注意力机制来进
一步改善结果．同时在用户历史行为建模部分，简单
地将查询和文档集合进行拼接作为输入不能准确表
达用户兴趣，因此我们希望可以利用卷积神经网络
提取潜在特征的优势，对此进行改进．
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