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收稿日期：２０１９０９０５；在线发布日期：２０２００２１０．本课题得到国家自然科学基金（９１８４６２０４，６１９４１１２１）资助．张　祎，硕士研究生，主要
研究方向为知识图谱构建和知识图谱表示学习．Ｅｍａｉｌ：ｙｉｚｈａｎｇ１２０８＠ｒｕｃ．ｅｄｕ．ｃｎ．孟小峰（通信作者），教授，博士生导师，中国计算机学
会（ＣＣＦ）会员，主要研究领域为大数据融合（知识图谱构建）、大数据实时分析、大数据隐私管理以及社会计算等交叉性研究．Ｅｍａｉｌ：
ｘｆｍｅｎｇ＠ｒｕｃ．ｅｄｕ．ｃｎ．

犐狀狋犲狉犜狉犻狊：三元交互的领域知识图谱表示学习
张　祎　　孟小峰

（中国人民大学信息学院　北京　１００８７２）

摘　要　在新事物不断涌现，且事物之间联系不断丰富的时代背景下，作为一项新生技术，知识图谱旨在对现实世
界中概念或实体及其之间的联系进行建模．由于直接来自于现实世界，知识图谱中的实体和关系往往以符号化形
式表示．要实现进一步的价值挖掘，进行知识图谱计算，就需要将符号化表示转换为数值形式．知识图谱表示学习
技术应运而生．目前，知识图谱表示学习已得到很大发展．依据应用领域不同，可以将知识图谱划分为通用领域和
特定领域两种．已有表示学习模型多面向通用领域构建，且在通用领域的样本数据上进行验证．如果将这些模型运
用到特定领域，就会面临新的数据分布挑战．为解决特定领域的知识图谱表示学习问题，本文以栖息地知识图谱和
用户消费行为知识图谱为例进行了数据特征分析，发现特定领域知识图谱的数据特征不仅与通用领域不同，且不
同领域之间的分布也各有特点．所以，我们从比数据分布更抽象的角度，即基于知识图谱构建语义联系的本质特
征，以三元组为建模粒度，对头实体、关系和尾实体之间的交互作用进行了充分拟合，提出ＩｎｔｅｒＴｒｉｓ模型．同时，基
于家谱领域的公共知识图谱Ｋｉｎｓｈｉｐ、微生物领域的酶知识图谱样本ＥＳ、微生物领域的栖息地知识图谱样本ＬｉｖｅＩｎ
和电子商务领域的用户消费行为知识图谱样本ＵｓｅｒＡｃｔ共计四个数据集，以部分较优的转换模型和组合模型为基
线，通过链接预测和三元组分类两组实验，本文发现ＩｎｔｅｒＴｒｉｓ在四个数据集上都取得了整体最优的效果，充分证明
了在三元组粒度进行交互建模的必要性和合理性．

关键词　知识图谱；表示学习；特定领域；三元交互；链接预测；三元组分类
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１　引　言
随着大数据时代的到来，现实世界中不同对象

（实体或概念）之间的联系日益复杂，相应产生的数
据量更是以指数形式增长，呈现出大规模数据关联、
交叉和融合的局面［１２］．根据文献［３］，大数据的内涵
已不再局限于数据，还包括知识以及两者的复合体．
因此，使用传统方式对当今世界的数据进行建模已
经不再现实．

于是，一系列新技术手段应运而生．知识图谱便
是其中之一．它提出的目标是描述真实世界中的实
体或概念及其之间的关系．与传统方式相比，其提供
了一种新的海量数据组织、管理和利用方式．目前，
知识图谱已经在知识问答［４６］、智能搜索［７］、推荐系
统［８］和机器翻译［９］等领域扮演着重要角色．

由于建模基础为现实世界，所以知识图谱多以
文字等符号化形式表示．但是，要实现其价值的进一
步挖掘，就需要充分利用现有以机器学习为代表的
数据挖掘技术．而机器学习模型的输入输出往往都
是数值化向量．因此，需要将原有符号化知识图谱转
换为数值化表示形式，从而实现量化计算．这里的数
值化表示正是知识图谱表示学习的结果．因此，知识
图谱表示学习就是通过学习将已有知识图谱的符号
化表示转换为数值化表示，从而奠定知识图谱量化
计算的基础．

依据不同标准，可以将知识图谱划分为不同
类型．从所涉领域的角度出发，可以将其分为通用
领域（ｏｐｅｎｄｏｍａｉｎ）和特定领域（ｓｐｅｃｉｆｉｃｄｏｍａｉｎ）．
其中，前者以百科数据集为典型代表，具体包括
Ｆｒｅｅｂａｓｅ［１０］、ＹＡＧＯ［１１］、ＷｉｋｉＤａｔａ［１２］、ＤＢＰｅｄｉａ［１３］、
Ｎｅｌｌ［１４］、Ｐｒｏｂａｓｅ［１５］和谷歌的ＫｎｏｗｌｅｄｇｅＶａｕｌｔ［７］
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等；而后者则以科学研究、电子商务和医疗等具体
领域为主，如生命科学领域的Ｂｉｏ２ＲＤＦ［１６］和Ｇｅｎｅ
Ｏｎｔｏｌｏｇｙ［１７］，以及描述家谱关系的Ｋｉｎｓｈｉｐ［１８］等．

经过近十年发展，知识图谱表示学习领域涌现
了很多模型．现有模型多集中于通用领域，而相应验
证模型的实验数据集基本都是ＷＮ１８［１９］和ＦＢ１５ｋ［１９］
等通用领域知识图谱的数据样本．一方面，与通用领
域相比，特定领域的语义关系更为集中，相应的数据
分布也存在很大不同，尤其是在特定应用前提下．另
一方面，现有模型多从相应数据的具体特征出发构
建而成，导致模型的应用过于依赖数据集本身的特
征，从而局限了相关技术在现实生产实践中的推广．
因此，如何进行特定领域的知识图谱表示学习就成
为一个新问题．

下面以微生物领域的栖息地知识图谱和电子商
务领域的用户消费行为知识图谱①为例，从拓扑结
构和数据分布两方面说明特定领域知识图谱的特殊
性．微生物领域的栖息地知识图谱描述了微生物的
栖息地信息．因此，其有微生物和栖息地两类实体，
以及“ｌｉｖｅ＿ｉｎ”关系．而电子商务领域的用户消费行
为知识图谱则介绍了部分用户从２０１６年２月到４月
的点击、浏览、关注、加购（加入购物车）、删购（从购
物车删除）和下单六种行为．所以，其包含六种关系，
以及对应的用户和商品两类实体．两个知识图谱的
基本统计信息如表１所示．

表１　特定领域知识图谱统计信息
数据集 ＃关系 ＃实体 ＃三元组

栖息地知识图谱 １ １４７７０５ ４１３７５０
用户消费行为知识图谱 ６ １３３８９０ ７９９２７９０

（１）拓扑结构．由于只包含微生物和栖息地之
间的“ｌｉｖｅ＿ｉｎ”关系，因此，栖息地知识图谱的头实体
均为微生物，尾实体均为栖息地．虽然只有一种关
系，但由于同一个微生物可以栖息在不同地方，而同
一环境也可以为不同微生物提供住所，所以栖息地
知识图谱也包括形状各异的子图结构．不过，由于
“ｌｉｖｅ＿ｉｎ”关系不具有自反性以及微生物类别和栖息
地类别的绝对不交叉特征，所以栖息地知识图谱表
现出如图１所示的“类二部图结构”．“二部图”的概
念建立在无向图基础上，即图中所有节点可以被划
分为两个互不交叉的子集，且由每条边连接的两个
节点分别属于这两个子集．但是，由于语义描述需
要，知识图谱中的关系往往是从头实体指向尾实体
的有向箭头，即知识图谱一般被看作有向图．故基于
“二部图”的特征，本文定义如下“类二部图结构”
概念．

定义１．　类二部图结构．给定知识图谱犓犌＝
（犎，犚，犜），犎、犚和犜分别为头实体、关系和尾实体
集合．若犎∩犜＝，则称该知识图谱具有“类二部
图结构”．

电子商务领域的用户消费行为知识图谱包括点
击、浏览、关注、加购、删购和下单共６种关系，以及
头实体用户和尾实体商品．由于头尾实体之间互不
交叉，且每种消费行为（即关系）都发生在两者之间，
所以，如图２所示，用户消费行为知识图谱也具有
“类二部图”结构．但是，从图１和图２可以看出，栖
息地知识图谱只有“ｌｉｖｅ＿ｉｎ”关系，而用户消费行为
知识图谱则包括６种关系．

图１　栖息地知识图谱的“类二部图结构”

图２　用户消费行为知识图谱的“类二部图结构”
（２）数据分布．栖息地知识图谱的头实体均为

微生物，尾实体均为栖息地．图３是头尾实体分布直
方图．其中，横轴表示频次分组情况，左侧纵轴表示
该频次分组对应的头／尾实体数目，右侧纵轴则表示
该频次分组对应的头／尾实体累积频率．由图可知，
栖息地知识图谱的实体分布具有典型的“长尾现
象”，尤其是头实体．比如，出现１０次以内的头实体
共有１３４３１８个，占所有头实体的９７％以上；而相应
尾实体共有１３３１０个，占比也达到了９０％以上．除
此之外，头实体的最高出现频次是２３１６次，而尾实
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①数据集来自于京东ｊｄａｔａ算法大赛高潜用户购买意向预
测，网址为ｈｔｔｐｓ：／／ｗｗｗ．ｄａｔａｆｏｕｎｔａｉｎ．ｃｎ／ｃｏｍｐｅｔｉｔｉｏｎｓ／
２４７／ｄｅｔａｉｌｓ／ｄａｔａｅｖａｌｕａｔｉｏｎ．
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体却可以达到２７８１０次．因此，尾实体的平均出现
次数更多，即其分布更为集中．

图３　栖息地知识图谱实体分布直方图
那电子商务领域的用户消费行为知识图谱是否

也存在类似特征呢？图４是其实体分布直方图．与
栖息地知识图谱相比，主要有两点不同：（１）从整体
分布来看，用户消费行为知识图谱的头尾实体频次
更为分散．在栖息地知识图谱中，出现频率较低的
头／尾实体更多，尤其是头实体，频次范围为（０，１０］
的头实体已经达到了将近１４００００；而用户消费行为
知识图谱中相应头实体仅有７００００多．同时，用户
消费行为知识图谱的高频次头尾实体较多，尤其
是（１０００，１００００］和（１００００，１０００００］范围的尾实体．
（２）用户消费行为知识图谱中的实体更稠密．其中，
出现频次为（０，１０］的头实体占比７０％左右，尾实
体占比仅有４０％左右，远低于栖息地知识图谱中
的９７％和９０％．而出现频次为（１０００，１００００］和
（１００００，１０００００］范围的尾实体占比６％左右，高于
栖息地知识图谱中的０．５％．因此，用户消费行为知
识图谱并不具有典型的“长尾现象”．但两者也有相
同点：（１）尾实体均比头实体少；（２）在低频次范围
内，头实体占比都比尾实体高．

经过上述分析，可以发现：（１）特定领域知识图
谱的数据特征不同于通用领域；（２）就特定领域知
识图谱而言，不同领域各有特色．本文的目标是解决
领域知识图谱表示学习问题．那么其它领域的知识
图谱又呈现何种数据分布呢？我们应该如何抽取不
同领域知识图谱的共性来完成特定领域知识图谱表
示学习建模呢？

由于穷尽所有领域知识图谱的数据特征并不现
实，本文将从比数据分布更抽象的角度着手解决
该问题，即从知识图谱构建语义联系的本质特征出
发，以三元组为单位，基于头尾实体和关系之间的三

元交互提出ＩｎｔｅｒＴｒｉｓ（ＩｎｔｅｒａｃｔｉｏｎａｍｏｎｇＴｒｉｐｌｅ
ｅｌｅｍｅｎｔｓ）模型．本文的具体组织结构如下：第２节
分析已有工作；第３节基于理论分析进行模型构建；
第４节将通过实验验证模型有效性；第５节总结全
文，并进行展望．

图４　用户消费行为知识图谱实体分布直方图

２　相关工作
已有知识图谱表示学习模型可分为转换

（ｔｒａｎｓｌａｔｉｏｎ）模型①、组合（ｃｏｍｐｏｓｉｔｉｏｎ）模型和神经
网络（ｎｅｕｒａｌｎｅｔｗｏｒｋ）模型．下面将分别进行介绍．
本文使用犺、狉和狋表示头实体、关系和尾实体；加粗
之后为对应列向量；大写加粗的字母是矩阵．其它符
号将在使用时进行说明．
２１　转换模型

从训练方式来看，可以将ＳＥ［２０］划分为神经网
络模型．但是，如果以建模思路为分类标准，ＳＥ则是
转换模型的基础．通过分别为头实体犺和尾实体狋
构建相应的映射矩阵犕犺和犕狋，基于相似性度量公
式犛（犺，狋）＝犕犺犺－犕狋狋狆，ＳＥ认为相似性越低，构
成三元组的概率就越高．虽然ＳＥ对关系和头尾实
体之间的联系分别进行了建模，但是由于将所有关
系同质化，其无法体现知识图谱本体层常见的层次
关系．

作为首个最经典的转换模型，ＴｒａｎｓＥ［１９］将关系
建模为转换操作，认为向量化的头实体犺、关系狉和
尾实体狋满足犺＋狉≈狋．与其它模型相比，它使用
３个低维向量完成了对头尾实体和关系的建模．这
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种简单性所带来的优势在模型训练中表现十分明
显．但是，由于未考虑关系的具体属性，ＴｒａｎｓＥ仅适
用于１１和非自反（ｉｒｒｅｆｌｅｘｉｖｅ）关系．

为进一步区分不同关系，ＴｒａｎｓＨ［２１］以关系为单
位，首先通过向量狉狆确定关系所对应的超平面；然
后，在超平面上定义转换操作犱狉；最后，基于超平面
得到映射后头实体向量犺⊥＝犺－狉Ｔ狆犺狉狆和映射后尾实
体向量狋⊥＝狋－狉Ｔ狆狋狉狆，并通过满足约束犺⊥＋犱狉≈狋⊥
进行训练．因此，ＴｒａｎｓＨ通过引入基于关系的超平
面，实现了相同实体在不同关系超平面上的不同表
示，合理拟合了同一实体在不同关系中的角色变化．

实体往往包括多种含义，而一个关系却只能体
现其中一个或几个特征．而且，就实体而言，如果两
个实体在某个含义上比较相似，那么它们在语义空
间中的距离就应该更近．反之亦然．所以，ＴｒａｎｓＲ［２２］
认为ＴｒａｎｓＥ和ＴｒａｎｓＨ的缺陷在于将实体和关系
映射到相同空间．为此，其分别定义了实体和关系空
间，并在相应空间中构建了实体和关系向量．具体
地，首先分别通过犕狉犺和犕狉狋将头尾实体从实体空
间映射到关系空间中得到犺狉和狋狉，然后基于关系向
量狉完成转换操作，即满足犺狉＋狉≈狋狉．

ＴｒａｎｓＤ［２３］和ＴｒａｎＳｐａｒｓｅ［２４］均为ＴｒａｎｓＲ的变
体．与ＴｒａｎｓＲ考虑关系多样性不同，ＴｒａｎｓＤ的目
标在于解决实体多样性问题．其中，每个头尾实体和
关系都有两个向量：一个是语义向量犺、狉、狋；另一个
则是用于动态构建映射矩阵犕犺狉＝狉狆犺Ｔ狆＋犐犿×狀和
犕狋狉＝狉狆狋Ｔ狆＋犐犿×狀的映射向量犺狆、狉狆及狋狆．由于在具
体构建映射矩阵过程中，同时考虑了实体和关系的
影响，所以，ＴｒａｎｓＤ实现了实体关系交互建模．同
时，与ＴｒａｎｓＲ相比，ＴｒａｎｓＤ中只有向量乘，不存在
矩阵乘，所以复杂度更低．

与已有工作不同，ＴｒａｎＳｐａｒｓｅ［２４］发现了知识图
谱中普遍存在的关系异质性和不平衡问题．其中，前
者指不同关系连接的头尾实体数目差距较大；而后
者则指相同关系连接的头实体数目和尾实体数目不
同．其认为，关系的语义复杂度与其连接的头尾实体
数相关；而语义越复杂，就应该用更多的参数来表示
该关系与对应实体之间的交互．具体地，则通过将
ＴｒａｎｓＲ中的普通稠密矩阵替换为稀疏矩阵完成建模．

因此，转换模型往往将头尾实体和关系建模为
矩阵或向量，时间和空间复杂度较低．但是，其一般
都使用向量或者矩阵乘完成交互建模，所以表达能
力有限．

２２　组合模型
由于将知识图谱建模为三维邻接张量，组合模

型又被称为“张量分解”（ｔｅｎｓｏｒｆａｃｔｏｒｉｚａｔｉｏｎ）模型．
ＲＥＳＣＡＬ［２５］是最经典的组合模型，其使用三维邻接
张量χ表示三元组，并通过张量分解进行建模．而
ＬＦＭ［２６］则将头尾实体建模为犺、狋，将关系建模为
犕狉；基于自然语言处理中的一元（ｕｎｉｇｒａｍ）、二元
（ｂｉｇｒａｍ）和三元（ｔｒｉｇｒａｍ）现象，在实体嵌入式表示
过程中引入了二阶相关性；并根据目标函数犺Ｔ犕狉狋
进行模型调优．因此，它以一种相对简单有效的方式
实现了实体之间的交互建模．

基于ＴｒａｎｓＥ［１９］和ＮＴＮ［２７］等已有嵌入式表示
学习模型，ＤｉｓｔＭｕｌｔ［２８］提出了可以将这些模型统一
起来的框架狔Ｔ犺犕狉狔狋（狔犺和狔狋是头尾实体的向量化表
示函数，犕狉为关系的矩阵表示）．为降低复杂度，模
型将犕狉定义为对角矩阵，具有和ＴｒａｎｓＥ［１９］相同的
参数规模．

ＨｏｌＥ［２９］主要通过循环相关对实体之间的丰
富交互进行了建模，即［犺×狋］犽＝∑

狀－１

犻＝０
犺狋（犻＋犽）ｍｏｄ狀．

Ｃｏｍｐｌｅｘ［３０］在其基础之上，将所有实数向量转换为
复数向量进行建模求解．ＡＮＡＬＯＧＹ［３１］则通过考虑
相似属性，综合了ＤｉｓｔＭｕｌｔ、ＨｏｌＥ和Ｃｏｍｐｌｅｘ共
３个模型的优势．

因此，组合模型的建模基础从张量分解发展到
向量内积，在提高表达力的同时，降低了时间和空间
复杂度．但是，其在交互建模过程中，考虑的多为头
实体尾实体或实体关系之间的交互，建模并不是
很充分．
２３　神经网络模型

作为较早的神经网络模型，ＳＭＥ［３２］将头尾实体
和关系表示为向量，基于映射矩阵，通过矩阵向量乘
和Ｈａｄａｍａｒｄ积实现了实体关系交互建模．对应目
标函数有两种定义，即线性目标函数犳狉（犺，狋）＝
（犕１犾犺＋犕２犾狉＋犫１）Ｔ（犕３犾狋＋犕４犾狉＋犫２）和双线性目
标函数犳狉（犺，狋）＝（犕１犾犺犕２犾狉＋犫１）Ｔ（犕３犾狋犕４犾狉＋
犫２）．其中，为Ｈａｄａｍａｒｄ积．

与ＳＥ相比，神经网络模型ＳＬＭ［２７］通过非线性
计算对实体关系之间的语义联系进行了建模．具
体而言，其将头尾实体犺和狋作为神经网络模型隐
藏层的输入，由输出层按照目标函数犳狉（犺，狋）＝
狌Ｔ狉犵（犕狉，１犾犺＋犕狉，２犾狋）计算得分．

基于ＳＬＭ，ＮＴＮ［２７］在神经网络的非线性计算
中考虑了二阶相关性，从多个维度出发将相应头尾
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实体的向量联系起来，从而根据目标函数犳狉（犺，狋）＝
狌Ｔ狉犵（犾犺犕狉犾狋＋犕狉，１犾犺＋犕狉，２犾狋＋犫狉）得到对应三元组成
立的概率．虽然ＮＴＮ可以囊括众多表示学习模型，表
达能力也很强，但其复杂度往往难以满足现实需求．

因此，神经网络模型在发展中越来越复杂，虽然
提高了表达能力，但却往往难以投入实践．

综合以上三类模型，一方面，从发展历程来看，
它们都在不断提升数据描述能力．由于面向数据特
征进行建模，而不同知识图谱的数据分布又有很大
差异，尤其是通用领域知识图谱和特定领域知识图
谱．所以，表示学习模型在不同数据集上的表现并不
稳定．而且，三类模型目前均面向通用领域构建，在
应用到特定领域时会面临新的数据分布挑战．因此，
有必要针对特定领域构建相应的知识图谱表示学习
模型．另一方面，现有模型尚未对头实体、尾实体和
关系三者之间的丰富交互进行充分描述．在三类模
型中，只有一个充分建模了头尾实体和关系之间的
交互作用，即ＮＴＮ．但是，ＮＴＮ的复杂度却成为现
实应用的最大障碍．因此如何在建模充分性和复杂
度之间达到较好的平衡依旧是个需要研究的问题．

３　犐狀狋犲狉犜狉犻狊模型
与通用领域相比，特定领域的数据分布更为集

中，从而产生“长尾”等特征．如引言部分所述，特定
领域知识图谱的数据特征不仅与通用领域不同，不
同领域的知识图谱之间也有差异，而且这种差异无
法穷尽．因此，从数据特征的角度出发进行特定领域
的知识图谱表示学习建模并非最佳选择．那什么才
是更合适的建模角度呢？
３１　模型构建

基于前述分析，可以发现，要为特定领域知识图
谱构建统一的表示学习模型，就必须找到它们之间
的共性．所以，本文从知识图谱建模现实世界的方式
等角度出发进行模型构建．

与其它很多新生技术一样，知识图谱的诞生也
有其现实驱动力，即在新生事物不断涌现，已有事物
和新事物之间的联系不断丰富的时代背景下，如何
对现有数字世界的信息进行重组，从而更好地理解
现实世界．知识图谱建模现实世界的方式是将实体
或概念表示为节点，将它们之间的关系表示为边，从
而形成一张巨大的语义网．除此之外，知识图谱也可
表示为“属性图”的形式．但是，如果将属性看作一种
特殊的关系，则属性值可以表示为尾实体．因此，可

以认为知识图谱的本质是构建语义联系，而三元组
就是其基本单位．所以与一般数据集相比，三元组是
知识图谱特有的结构；同时，也是所有特定领域知识
图谱，都具有的结构．因此如果从三元组粒度出发进
行建模，模型将适用于不同的领域知识图谱．

下面将围绕三元组中头实体、关系和尾实体三
者本身及其之间的交互进行建模．首先，需要为三者
构建语义向量，即犺，狉，狋∈犚狀．其次，为了充分描述
头尾实体和关系之间的交互，本文认为三者中的任
何一个都会受到另外两个因素的影响．因为现实中
会存在以下３种情况：（１）相同头实体和关系对应不
同尾实体的例子，如〈美国，总统，奥巴马〉和〈美国，总
统，特朗普〉；（２）相同头实体和尾实体对应不同关
系的例子，如〈乔布斯，创始人，苹果公司〉和〈乔布
斯，ＣＥＯ，苹果公司〉；（３）相同关系和尾实体对应不
同头实体的例子，如〈奥巴马，国籍，美国〉和〈特朗
普，国籍，美国〉．这里用向量犺狆，狉狆，狋狆∈犚狀分别表示
头实体、关系和尾实体对另外两个元素的影响．最后，
进行交互过程建模．目前已有向量相乘和向量内积两
种建模方式．前者得到的低秩矩阵会局限模型表达能
力；而向量内积却是向量中每个元素之间的相乘，可
以实现元素级别的建模．所以，本文采用第２种方式．

如图５所示，以头实体为例，其语义向量为犺，
由于映射后头实体犺⊥∈犚会同时受到其本身，以及
关系和尾实体的影响．基于广义内积对交互过程建
模，可以得到犺⊥，即

犺⊥＝〈犺，狉狆，狋狆〉 （１）
其中，映射向量狉狆和狋狆分别表示关系和尾实体对头
实体的影响；〈犺，狉狆，狋狆〉表示犺、狉狆和狋狆的广义内积．
同理，可得到映射后的关系和尾实体

狉⊥＝〈犺狆，狉，狋狆〉；狋⊥＝〈犺狆，狉狆，狋〉 （２）

图５　ＩｎｔｅｒＴｒｉｓ示例
　　最后，基于转换思想，模型的目标函数定义为

犳（犺，狉，狋）＝犺⊥＋狉⊥－狋⊥ （３）
　　为了使模型尽快收敛，训练过程中需增加的约
束包括‖犺‖１，‖狉‖１，‖狋‖１，‖犺狆‖１，
‖狉狆‖１和‖狋狆‖１．

综上，为了解决不同领域的数据分布差异所带
来的知识图谱表示学习建模挑战，本文从更为抽象
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的知识图谱建模语义联系的角度出发，以三元组为
基本单位．同时，考虑到现实世界中头实体、关系和
尾实体三者中的任意一个都会同时受到另外两个元
素的影响，我们形成了三元交互的基本建模思路，从
而提出基于三元交互的知识图谱表示学习模型
ＩｎｔｅｒＴｒｉｓ．
３２　模型训练

基于已经建立的ＩｎｔｅｒＴｒｉｓ模型，本节将对训练
相关细节进行阐述．一方面，主要介绍模型的训练方
式，包括损失函数、参数更新所采用的优化算法等．
另一方面，依据所选择的训练方式，以算法形式详细
介绍具体训练过程．

假设训练集犛包括狊个三元组，第犻个三元组
是〈犺犻，狉犻，狋犻〉（犻＝１，…，狊）．每个三元组都有标签狔犻
（犻＝１，…，狊）．若狔犻＝１，相应三元组成立；狔犻＝０，则
三元组不成立．所有成立的三元组构成正例集合Δ，
不成立的构成负例集合Δ′．但是，由于本文数据集只
有正例，没有负例，所以这里采用ｂｅｒｎ［２１］方法进行负
例生成．之所以采用ｂｅｒｎ方法，是因为其降低了假
负例生成概率．具体采样过程如下：首先，对于给定的
关系狉计算出头实体平均连接的尾实体数目狋狆犺，
以及尾实体平均连接的头实体数目犺狆狋；然后，以
狋狆犺／（狋狆犺＋犺狆狋）为参数定义伯努利采样，即生成负例
时，使用其它实体替换头实体的概率是狋狆犺／（狋狆犺＋
犺狆狋），替换尾实体的概率是犺狆狋／（狋狆犺＋犺狆狋）．

与基于ｍａｒｇｉｎ的ｒａｎｋｉｎｇｌｏｓｓ函数相比，Ｌｉｕ
等人［３１］发现基于ｓｉｇｍｏｉｄ的ｌｏｇｉｓｔｉｃ损失函数更
好．因此，本文定义如下的ｓｉｇｍｏｉｄ函数

σ＝
０， 犳（犺，狉，狋）＜－犮狌狋狅犳犳
１， 犳（犺，狉，狋）＞犮狌狋狅犳犳

１
１＋ｅｘｐ（－犳（犺，狉，狋）），
烅
烄

烆 其他
（４）

其中，犮狌狋狅犳犳∈（０，＋∞）为临界值．由于ｓｉｇｍｏｉｄ函
数的定义域为（－∞，＋∞），值域为（０，１）；且自变量
越小，取值越接近于０，反之则越接近１．为防止梯
度消失，同时也为了降低计算成本，本文假设了临界
值犮狌狋狅犳犳，认为当犳（犺，狉，狋）大于犮狌狋狅犳犳时，则经过
ｓｉｇｍｏｉｄ函数计算之后的值为１，若小于－犮狌狋狅犳犳，
则计算值为０．因此，原有的连续ｓｉｇｍｏｉｄ函数成为
式（４）所示的分段函数．基于此，本文的损失函数为

!＝ｍｉｎ∑〈犺，狉，狋〉∈犛（狔犻（ｌｏｇσ（犳（犺，狉，狋）））＋
（１－狔犻）ｌｏｇ（１－σ（犳（犺，狉，狋）））） （５）

　　为避免参数初始化影响实验结果，本文在实

验中，对所有向量进行随机初始化，同时使用单位
矩阵初始化所有矩阵．考虑到生产实践的效率需
求，ＩｎｔｅｒＴｒｉｓ采用了基于ＡｄａＧｒａｄ［３３］，即改进版的
ｍｉｎｉｂａｔｃｈＳＧＤ优化算法．虽然ＳＧＤ和ＡｄａＧｒａｄ
都能实现最终收敛，但是后者的收敛速度更快．同
时，本文的实验也采用了基于Ｈｏｇｗｉｌｄ！［３４］的并行
优化算法框架，并行线程数为３２．虽然并行处理会
影响最终实验结果，但误差在可接受的范围之内．无
论是ＡｄａＧｒａｄ还是Ｈｏｇｗｉｌｄ！，这两个训练设置都
是为了加速收敛过程，降低计算成本．

如算法１所示，ＩｎｔｅｒＴｒｉｓ的训练过程主要包括
三部分：第１行是输入部分；第２～１３行是参数初始
化部分；第１４～２９行则是模型迭代部分．在模型迭
代部分，算法首先通过随机抽样得到对应的ｍｉｎｉ
ｂａｔｃｈ数据集；然后基于ｂｅｒｎ采样方法得到相应负
例；接着便依据式（５）中的损失函数，进行参数更新；
为使模型更快收敛，需要在参数更新完成后，对语义
和映射向量进行正则化，即第２１～２８行．

算法１．　ＩｎｔｅｒＴｒｉｓ训练过程．
１．输入：训练数据集Δ＝｛〈犺，狉，狋〉｝；头实体集合犎；关

系集合犚；尾实体集合犜；临界值犮狌狋狅犳犳；头实体、关系和尾
实体的语义向量和映射向量维度均为狀．

２．初始化犺←狌狀犻犳狅狉犿－１狀，
１（ ）狀ＦＯＲＥＡＣＨ犺∈犎

３．　狉←狌狀犻犳狅狉犿－１狀，
１（ ）狀ＦＯＲＥＡＣＨ狉∈犚

４．　狋←狌狀犻犳狅狉犿－１狀，
１（ ）狀ＦＯＲＥＡＣＨ狋∈犜

５．　犺狆←狌狀犻犳狅狉犿－１狀，
１（ ）狀ＦＯＲＥＡＣＨ犺∈犎

６．　狉狆←狌狀犻犳狅狉犿－１狀，
１（ ）狀ＦＯＲＥＡＣＨ狉∈犚

７．　狋狆←狌狀犻犳狅狉犿－１狀，
１（ ）狀ＦＯＲＥＡＣＨ狋∈犜

８．　犺←犺／‖犺‖ＦＯＲＥＡＣＨ犺∈犎
９．　狉←狉／‖狉‖ＦＯＲＥＡＣＨ狉∈犚
１０．　狋←狋／‖狋‖ＦＯＲＥＡＣＨ狋∈犜
１１．　犺狆←犺狆／‖犺狆‖ＦＯＲＥＡＣＨ犺∈犎
１２．　狉狆←狉狆／‖狉狆‖ＦＯＲＥＡＣＨ狉∈犚
１３．　狋狆←狋狆／‖狋狆‖ＦＯＲＥＡＣＨ狋∈犜
１４．ＬＯＯＰ
１５．　Δｂａｔｃｈ←ｓａｍｐｌｅ（Δ，犫）

／／随机抽样出包含犫个三元组的样本
１６．　犜ｂａｔｃｈ←０／／初始化三元组的正负例对集合
１７．　ＦＯＲ〈犺，狉，狋〉∈ΔｂａｔｃｈＤＯ
１８．　　〈犺′，狉，狋′〉←狊犪犿狆犾犲（Δ′〈犺，狉，狋〉）

／／基于ｂｅｒｎ方法抽样生成负例
１９．　ＥＮＤＦＯＲ
２０．　基于损失函数更新语义向量和映射向量，即
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ｍｉｎ∑〈犺，狉，狋〉∈犛（狔犻（ｌｏｇσ（犳（犺，狉，狋）））＋（１－狔犻）·
ｌｏｇ（１－σ（犳（犺，狉，狋））））

２１．　ＦＯＲ∈犎，犚，犜ｉｎ犜ｂａｔｃｈＤＯ
／／正则化语义和映射向量

２２．　　ＩＦ‖‖＞１ＴＨＥＮ
２３．　　　←／‖‖

／／满足‖犺‖１；‖狉‖１；‖狋‖１
２４．　　ＥＮＤＩＦ
２５．　　ＩＦ‖狆‖＞１ＴＨＥＮ
２６．　　　狆←狆／‖狆‖

／／满足约束‖犺狆‖１；‖狉狆‖１；‖狋狆‖１
２７．　　ＥＮＤＩＦ
２８．　ＥＮＤＦＯＲ
２９．ＥＮＤＬＯＯＰ

３３　复杂度分析
由于生产实践过程对模型效率要求较高，所以，

本小节将基于已有模型，对ＩｎｔｅｒＴｒｉｓ模型的复杂度
进行分析．这里的时间复杂度指一轮训练过程所需
计算的乘法次数；而空间复杂度则指参数数量．相关
符号的定义如下：犖、犖狉和犖犲分别指训练集中三元
组、关系和实体的数目；犿是实体的向量维数，而狀
则是关系的向量维数；在组合模型中，狊表示张量的
切片数；在神经网络模型中，犽表示隐藏层的节点
数；对于转换模型中的ＴｒａｎＳｐａｒｓｅ而言，θａｖｇ表示所
有映射矩阵（包括头实体和尾实体对应的两类映射
矩阵）稀疏度的平均值．各模型的时间和空间复杂度
详见表２．

表２　各模型复杂度对比分析
模型 时间复杂度 空间复杂度

ＴｒａｎｓＥ［１９］ 犗（犖） 犗（犖犲犿＋犖狉狀）（犿＝狀）
ＴｒａｎｓＨ［２１］ 犗（２犿犖） 犗（犖犲犿＋２犖狉狀）（犿＝狀）
ＴｒａｎｓＲ［２２］ 犗（２犿狀犖） 犗（犖犲犿＋犖狉（犿＋１）狀）
ＴｒａｎｓＤ［２３］ 犗（２狀犖） 犗（２犖犲犿＋２犖狉狀）

ＴｒａｎＳｐａｒｓｅ［２４］犗（２（１－θａｖｇ）犿狀犖）（０θａｖｇ１）
犗（犖犲犿＋２犖狉（１－θａｖｇ）（犿＋１）狀）

（０θａｖｇ１）
ＤｉｓｔＭｕｌｔ［２８］ 犗（２犿犖） 犗（犖犲犿＋犖狉狀２）（犿＝狀）
ＨｏｌＥ［２９］ 犗（犿ｌｏｇ（犿）犖） 犗（犖犲犿＋犖狉狀）（犿＝狀）
Ｃｏｍｐｌｅｘ［３０］ 犗（４犿犖） 犗（犖犲犿＋犖狉狀）（犿＝狀）
ＡＮＡＬＯＧＹ［３１］ 犗（３犿犖） 犗（犖犲犿＋犖狉狀）（犿＝狀）
ＳＭＥｌｉｎｅａｒ［３２］ 犗（４犿犽犖） 犗（犖犲犿＋犖狉狀＋４犿犽＋４犽）（犿＝狀）
ＳＭＥｂｉｌｉｎｅａｒ［３２］ 犗（４犿犽狊犖） 犗（犖犲犿＋犖狉狀＋４犿犽狊＋４犽）（犿＝狀）
ＳＬＭ［２７］ 犗（（２犿犽＋犽）犖）犗（犖犲犿＋犖狉（２犽＋２狀犽））（犿＝狀）

ＮＴＮ［２７］ 犗（（（犿２＋犿）狊＋
２犿犽＋犽）犖）

犗（犖犲犿＋犖狉（狀２狊＋２狀狊＋２狊）
（犿＝狀）

ＩｎｔｅｒＴｒｉｓ 犗（２狀犖） 犗（２犖犲犿＋２犖狉狀）（犿＝狀）

由表２可知，相对于其它两类模型，转换模型的
时间和空间复杂度较低．其中，ＴｒａｎｓＲ和ＴｒａｎＳｐａｒｓｅ
略高，而ＴｒａｎｓＥ、ＴｒａｎｓＨ和ＴｒａｎｓＤ这几个模型在

所有对比模型中都属于比较简单的，尤其是ＴｒａｎｓＥ．
组合模型的时间复杂度按照ＤｉｓｔＭｕｌｔ、ＨｏｌＥ、
Ｃｏｍｐｌｅｘ和ＡＮＡＬＯＧＹ的顺序，先增加后减少，但
ＡＮＡＬＯＧＹ的时间复杂度依旧高于ＤｉｓｔＭｕｌｔ；从空
间复杂度来看，这类模型可以分为ＤｉｓｔＭｕｌｔ和其它
模型两类，前者为犗（犖犲犿＋犖狉狀２）（犿＝狀），比后者
的犗（犖犲犿＋犖狉狀）（犿＝狀）更高．对于神经网络模型
而言，无论是时间复杂度还是空间复杂度，它们都按
照从ＳＭＥｌｉｎｅａｒ、ＳＭＥｂｉｌｉｎｅａｒ、ＳＬＭ再到ＮＴＮ的顺序，越
来越高．本文的ＩｎｔｅｒＴｒｉｓ模型在时间和空间复杂度
上与ＴｒａｎｓＤ相当．因此，与已有模型相比，ＩｎｔｅｒＴｒｉｓ
在复杂度方面的表现较好．

４　实验结果及其分析
与ＮＴＮ［２７］类似，几乎所有神经网络模型都需

要学习很多参数，从而带来较高计算成本，无法满
足实践需求，所以这里不将其纳入对比范围．下面
将以较优的５个转换模型和４个组合模型作为基
线（ｂａｓｅｌｉｎｅ）产生进行对比实验．其中，前者包括
ＴｒａｎｓＥ［１９］、ＴｒａｎｓＨ［２１］、ＴｒａｎｓＲ［２２］、ＴｒａｎｓＤ［２３］和
ＴｒａｎＳｐａｒｓｅ［２４］；后者包括ＤｉｓｔＭｕｌｔ［２８］、ＨｏｌＥ［２９］、
Ｃｏｍｐｌｅｘ［３０］和ＡＮＡＬＯＧＹ［３１］．具体的实验任务包括
链接预测［１９］和三元组分类［２７］．
４１　实验数据

如前所述，基于三元组粒度，ＩｎｔｅｒＴｒｉｓ对头实
体、关系和尾实体三者之间的交互进行了充分建模，
可以更好解决特定领域的知识图谱表示学习问题．
为了检验ＩｎｔｅｒＴｒｉｓ在不同领域知识图谱中的应用
效果，这部分实验数据集包括家谱领域的公共知识
图谱Ｋｉｎｓｈｉｐ［１８］、微生物领域的酶知识图谱样本
ＥＳ［３５］、微生物领域的栖息地知识图谱样本ＬｉｖｅＩｎ
和电子商务领域的用户消费行为知识图谱样本
ＵｓｅｒＡｃｔ．

Ｂｏｒｄｅｓ［１９］在构建ＦＢ１５ｋ和ＦＢ１Ｍ时，选择了高
频实体所在三元组．虽然这样可使模型得到更好的
训练，但却无法充分体现原有数据集的整体分布．为
了避免这种问题，本文基于简单随机抽样构建了微
生物领域的栖息地知识图谱样本ＬｉｖｅＩｎ和电子商
务领域的用户消费行为知识图谱样本ＵｓｅｒＡｃｔ，即
首先去除仅出现过一次的实体及其对应三元组；然
后进行简单随机抽样；最后去除实验数据集中仅出
现过一次的实体及其对应三元组．Ｋｉｎｓｈｉｐ、ＥＳ、
ＬｉｖｅＩｎ和ＵｓｅｒＡｃｔ的具体统计信息如表３所示．
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表３　实验数据统计信息
数据集 ＃关系＃实体＃训练集 ＃验证集＃测试集
Ｋｉｎｓｈｉｐ ２５ 　１０４ 　６４１１ ２１３７ ２１３８
ＥＳ １０ ５７０６６ １５５４１７ ５０００ ５０００
ＬｉｖｅＩｎ １ ４５８７７ １５００００ ５１２０ ５１４４
ＵｓｅｒＡｃｔ ６ ４２３３ １４４８４３ ６０００ ６０００

４２　链接预测
链接预测指已知头（尾）实体和关系，预测尾

（头）实体．本文也包括关系预测．与已有表示学习模
型［１９２４］类似，本文的评价指标包括狉犪狑和犳犻犾狋两种
情况下的犕犲犪狀犚犪狀犽和犎犻狋＠犽（％）．首先，替换测
试集中三元组的头实体、关系或尾实体得到候选三
元组；其次，按照目标函数计算候选三元组得分；最
后，基于得分对三元组进行成立可能性的降序排列．
链接预测重点关注排序的相对正确，即正确三元组
的位置．所有三元组的位置平均值为犕犲犪狀犚犪狀犽，
前犽个候选三元组的召回率为犎犻狋＠犽（％）．但是实
验数据集包括训练集、验证集和测试集．如果候选三
元组中包含了这三个数据集中出现过的三元组就会
导致正确三元组的排序靠后．所以，使用狉犪狑和犳犻犾狋
来区别过滤前后的两种情况．

由于Ｋｉｎｓｈｉｐ、ＥＳ、ＬｉｖｅＩｎ和ＵｓｅｒＡｃｔ中的关系
数分别是２５、１０、１和６，所以，除了ＬｉｖｅＩｎ不进行关
系预测之外，Ｋｉｎｓｈｉｐ关系预测的犎犻狋＠犽中犽为
１０，ＥＳ和ＵｓｅｒＡｃｔ关系预测的犎犻狋＠犽中犽为１．

文献［３５］的实验数据集是Ｋｉｎｓｈｉｐ和ＥＳ，且在
实验过程中，将所有模型的嵌入式表示维度都设为
２０．为防止维度不同带来偏差，ＩｎｔｅｒＴｒｉｓ也在２０维

基础之上进行调参．基于ＡｄａＧｒａｄ，ＩｎｔｅｒＴｒｉｓ的学
习率是０．１，最大训练轮数为１０００．调参范围为学习
率衰减系数γ∈｛０．１，０．０１，０．００１｝，负例个数狀∈
｛３，４，５，６｝．通过网格搜索，本文得到Ｋｉｎｓｈｉｐ的最
优参数γ＝０．００１，狀＝５；ＥＳ的最优参数γ＝０．００１，
狀＝６．

ＬｉｖｅＩｎ和ＵｓｅｒＡｃｔ是本文构建的数据集．实验
中，基于ＡｄａＧｒａｄ算法，ＩｎｔｅｒＴｒｉｓ学习率为０．１，最
大训练轮数为１０００．调参范围为维度犽∈｛２０，１００，
１５０，２００｝，学习率衰减系数γ∈｛０．１，０．０１，０．００１，
０．０００１｝，负例个数狀∈｛３，４，５，６｝．通过网格搜索，
得到ＬｉｖｅＩｎ最优参数为犽＝２００，γ＝０．０００１，狀＝４；
ＵｓｅｒＡｃｔ最优参数为犽＝１５０，γ＝０．１，狀＝３．

如前所述，ＬｉｖｅＩｎ和ＵｓｅｒＡｃｔ均通过简单随机
抽样从实际数据中抽取得到，受现实条件限制，部分
预测的犎犻狋＠犽为０或接近０．实验结果中均以“—”
表示．此外，对于４个数据集而言，加粗结果均表示
相应实验条件下的最佳模型．

表４是基于家谱领域公共知识图谱Ｋｉｎｓｈｉｐ的链
接预测结果．除了头实体预测ｒａｗ情况下的犎犻狋＠１０
比ＡＮＡＬＯＧＹ模型低１．９个百分点之外，ＩｎｔｅｒＴｒｉｓ
在其它所有指标上的表现均为最优．与狉犪狑相比，
犳犻犾狋在获取目标元素（包括头实体、关系和尾实体）
排名的时候，删除了其之前所有已知正确的候选对
象．而实际应用中并不考虑已知正确的三元组，所以
犳犻犾狋情况下的实验结果更具参考意义，即ＩｎｔｅｒＴｒｉｓ
可以在现实应用中达到最优．

表４　基于犓犻狀狊犺犻狆的链接预测结果

模型
头实体预测

犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

尾实体预测
犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

关系预测
犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

ＴｒａｎｓＥ［１９］ ２３ １９ ４０．２ ５１．３ ２７ ２１ ３３．６ ４６．０ ５ ５ ８４．８ ８４．８
ＴｒａｎｓＨ［２１］ ２０ １６ ４２．９ ５６．１ ２２ １７ ３５．５ ５３．３ ４ ４ ９１．４ ９１．４
ＴｒａｎｓＲ［２２］ １４ ９ ５２．０ ７６．１ １６ １０ ４４．７ ７２．１ ３ ３ ９４．３ ９４．３
ＴｒａｎｓＤ［２３］ １５ ８ ５１．５ ６５．２ １３ １２ ４５．９ ６４．４ ３ ３ ９２．７ ９２．７
ＴｒａｎＳｐａｒｓｅ［２４］ ９ ５ ６９．４ ９０．２ １１ ５ ５７．７ ８８．５ ２ ２ ９８．４ ９８．４
ＤｉｓｔＭｕｌｔ［２８］ １６ ８ ６５．６ ８８．７ １２ ６ ５１．６ ８４．６ ２ ２ ９８．６ ９８．８
ＨｏｌＥ［２９］ １４ ７ ６６．６ ８７．３ １５ ７ ５６．３ ８８．６ ３ ３ ９７．６ ９７．６
Ｃｏｍｐｌｅｘ［３０］ １１ ６ ７１．１ ８８．８ １３ ６ ５６．３ ８６．３ ２ ２ ９８．４ ９８．４
ＡＮＡＬＯＧＹ［３１］ １０ ４ ７４１ ８８．９ １２ ５ ５７．４ ８７．４ ２ ２ ９８．３ ９８．３
ＩｎｔｅｒＴｒｉｓ ８ ３ ７２．２ ９５９ １０ ３ ５８９ ９５６ １ １ ９９１ ９９４

　　表５是基于微生物酶知识图谱样本ＥＳ的链接
预测结果．首先，从整体上来看，进行头实体和关系
预测时，狉犪狑和犳犻犾狋的结果十分相近．但是，进行尾
实体预测时，狉犪狑犕犲犪狀犚犪狀犽均高于６００，而犳犻犾狋之
后的结果却可以低到４．尾实体预测的犎犻狋＠１０也

有类似情况．具体地，狉犪狑情况下的结果均低于
１０％，而犳犻犾狋之后的结果甚至可以达到９０％以上．
这是因为狉犪狑和犳犻犾狋两种情况的区别在于是否从
预测结果中删除了训练集、验证集和测试集中已出
现的三元组．与头实体和关系预测一样，尾实体预测
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也需要通过计算所有候选对象是目标尾实体的可能
性并进行排序．但是，ＥＳ的尾实体在实体中占绝
大部分．而且相同的头实体和关系可能连接了成
千上万个尾实体［３５］．所以，在预测尾实体时，更
有可能删除已出现过的三元组，从而导致了狉犪狑
和犳犻犾狋两种情况下链接预测结果的差异．其次，
与其它模型相比，ＩｎｔｅｒＴｒｉｓ在犳犻犾狋情况下的所有

指标均为最优，只有在尾实体和关系的狉犪狑犎犻狋
＠犽设置中稍低于最优结果．但是，由于犳犻犾狋指标
更符合实践情况，所以，其更适合于现实应用．最
后，ＩｎｔｅｒＴｒｉｓ的犳犻犾狋指标较优，狉犪狑较差，说明在原
始候选对象排序中，目标对象之前的候选对象更
多是正确的，证明ＩｎｔｅｒＴｒｉｓ对已有数据的拟合能
力较强．

表５　基于犈犛的链接预测结果

模型
头实体预测

犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

尾实体预测
犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

关系预测
犕犲犪狀犚犪狀犽 犎犻狋＠１（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

ＴｒａｎｓＥ［１９］ ２１ １８ ８４．７ ８５．９ ２５３１ １９２９ ５．７ ２８．５ １ １ ９２．１ ９２．１
ＴｒａｎｓＨ［２１］ ２５ ２２ ８６．６ ８７．４ １７２６ １１１４ ５．４ ４９．６ １ １ ９３．５ ９３．５
ＴｒａｎｓＲ［２２］ ２６ ２４ ８９．０ ９０．０ ８２０ ２０２ ５．２ ３６．８ １ １ ９８．３ ９８．３
ＴｒａｎｓＤ［２３］ ３８ ３５ ９６．２ ９６．５ ７２８ １３７ ７．３ ７６．１ １ １ ９２．４ ９３．７
ＴｒａｎＳｐａｒｓｅ［２４］ １４ １１ ９５．２ ９５．７ ７３１ １１７ ７．０ ５０．６ １ １ ９４．６ ９４．６
ＤｉｓｔＭｕｌｔ［２８］ ５２ ４９ ９３．９ ９４．２ ７５８ １３０ ７．８ ８２．３ １ １ ９８．４ ９８．７
ＨｏｌＥ［２９］ １７ １１ ９４．２ ９６．４ ７３２ １２４ ９０ ８３．０ １ １ ９９．５ ９９．８
Ｃｏｍｐｌｅｘ［３０］ ２９ ２６ ９４．０ ９４．１ ７４１ １２８ ８．６ ８３．９ １ １ ９９．６ ９９．７
ＡＮＡＬＯＧＹ［３１］ １６ １３ ９４．５ ９４．７ ７３５ １２６ ８．９ ８４．８ １ １ ９９９ ９９．９
ＩｎｔｅｒＴｒｉｓ ４ １ ９７１ ９９５ ６０７ ４ ８．５ ９１１ １ １ ９９．８ １０００

　　表６是基于微生物领域栖息地知识图谱样本
ＬｉｖｅＩｎ的链接预测结果．首先，ＩｎｔｅｒＴｒｉｓ整体表现最
优．其在头实体预测的犳犻犾狋犕犲犪狀犚犪狀犽和犎犻狋＠１０
以及尾实体预测的犕犲犪狀犚犪狀犽上达到最优．且犕犲犪狀
犚犪狀犽值最多可比次优模型低３０．其次，ＤｉｓｔＭｕｌｔ在
头实体预测的狉犪狑犕犲犪狀犚犪狀犽上达到了最优．这是
因为ＤｉｓｔＭｕｌｔ使用向量内积对头尾实体和关系三
者之间的交互作用进行了建模．这也是其复杂度与
ＴｒａｎｓＥ相当但效果更好的原因之一．之所以没有
ＩｎｔｅｒＴｒｉｓ好，是因为其在建模过程中仅考虑了头尾
实体和关系三者之间的交互，并未考虑各元素的语
义信息．最后，ＴｒａｎｓＤ在尾实体预测的犎犻狋＠１０上
达到了最优．这是因为其分别为头实体、关系和尾实
体构建了语义和映射向量，且建模了实体关系交
互．但由于并未对头实体、关系和尾实体三者之
间的三元交互进行充分建模，所以，ＴｒａｎｓＤ在其

表６　基于犔犻狏犲犐狀的链接预测结果

模型
头实体预测

犕犲犪狀犚犪狀犽犎犻狋＠１０（％）
狉犪狑犳犻犾狋狉犪狑犳犻犾狋

尾实体预测
犕犲犪狀犚犪狀犽犎犻狋＠１０（％）
狉犪狑犳犻犾狋狉犪狑犳犻犾狋

ＴｒａｎｓＥ［１９］１１５３６１０８１３０．３０．５１００２６　９９９１０．３０．３
ＴｒａｎｓＨ［２１］２２７３７２２２０４— — ２２５７４２２５４２— —
ＴｒａｎｓＲ［２２］２４９８９２４４２０— — １４２５２１４２１９０．４０．４
ＴｒａｎｓＤ［２３］１６８１８１６２０４０．３０．４ ８９８８６５８８９７
ＴｒａｎＳｐａｒｓｅ［２４］２２９５８２２４２３— — ２１７２０２１６８８— —
ＤｉｓｔＭｕｌｔ［２８］８１８０７２１６１．５１．６ ６８８６４８６．３７．４
ＨｏｌＥ［２９］ ８５９５７６２７１．６２．１ １５２１１４８１２．８３．８
Ｃｏｍｐｌｅｘ［３０］ ８３３６７３７４１．８２．０ ９４７９０２３．７４．５
ＡＮＡＬＯＧＹ［３１］８４４２７４６０１．９２．１ ９４１９８４５．４６．２
ＩｎｔｅｒＴｒｉｓ８２４９７２１０２６３４ ６７３６１８５．８７．３

它指标上逊色于ＩｎｔｅｒＴｒｉｓ．
因此，ＩｎｔｅｒＴｒｉｓ的性能之所以表现较优，主要

包括两个原因：第一，其为头实体、关系和尾实体分
别构建了语义和映射向量，分开建模语义信息和交
互过程；第二，其认为头实体、关系和尾实体三者中
的任何一个都会同时受到另外两个的影响，在三元
组粒度上实现了三者交互的充分建模．

表７是基于电子商务领域用户消费行为知识图
谱样本ＵｓｅｒＡｃｔ的链接预测结果．首先，与ＬｉｖｅＩｎ
相比，ＵｓｅｒＡｃｔ的整体犕犲犪狀犚犪狀犽较低，犎犻狋＠犽也
相对较高，这是因为ＵｓｅｒＡｃｔ的数据集更为稠密，
几乎所有模型都得到了更好的训练．其次，从
ＵｓｅｒＡｃｔ数据集的内部看，ＩｎｔｅｒＴｒｉｓ在头尾实体的
犳犻犾狋预测，尤其是在犎犻狋＠１０指标上，均达到了最
优．紧随其后是Ｃｏｍｐｌｅｘ模型，其在尾实体的犳犻犾狋
犕犲犪狀犚犪狀犽和狉犪狑犎犻狋＠１０上达到了最优．最后，在
进行头尾实体预测时，组合模型的效果要优于转换
模型．但在关系预测中，犜狉犪狀狊犇却是表现最好的．
这是因为其在建模过程中，充分考虑了实体关系交
互，具体表现为映射后的头尾实体均与关系相关．
　　综合上述实验结果，我们可以发现，就链接预测
任务而言，由于在三元组粒度上考虑了知识图谱表
示学习问题；同时，通过对头实体、关系和尾实体三
者之间的交互进行了充分建模以保证特征抽取完备
性，ＩｎｔｅｒＴｒｉｓ模型可以在特定领域数据集上表现出
最优的整体性能．
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表７　基于犝狊犲狉犃犮狋的链接预测结果

模型
头实体预测

犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

尾实体预测
犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

关系预测
犕犲犪狀犚犪狀犽 犎犻狋＠１０（％）
狉犪狑 犳犻犾狋 狉犪狑 犳犻犾狋

ＴｒａｎｓＥ［１９］ ２１０６ １６９３ ０４ ０．４ ２０３３ ２０２５ ０．４ ０．４ ４ ３ １９．７ ２５．２
ＴｒａｎｓＨ［２１］ ２１３４ １６９９ ０．３ ０．３ １９０８ １８９９ ０．１ ０．１ ３ ３ １２．９ ２０．９
ＴｒａｎｓＲ［２２］ ２１３５ １７０４ ０．１ ０．１ １４４０ １４３１ ０．５ ０．６ ３ ３ １５．２ ２２．４
ＴｒａｎｓＤ［２３］ １６８１ １２４１ ０．３ ０．４ １３３ １２４ １０．５ １２．８ ２ １ ４３３ ９６４
ＴｒａｎＳｐａｒｓｅ［２４］ ２１０９ １６８１ ０４ ０．４ ２０３７ ２０２８ —　 — ３ ２ ２１．３ ３０．８
ＤｉｓｔＭｕｌｔ［２８］ ９８９ １７２ — ４７．１ ４６ ３０ １３．７ ８６．７ ３ １ ４．３ ９４．５
ＨｏｌＥ［２９］ ９２５ ３９６ ０．１ １．０ ４１ ３０ ３．９ １４．６ ３ ３ ２９．４ ２９．４
Ｃｏｍｐｌｅｘ［３０］ ９４６ １７４ — ４８．８ ４３ ２８ １９５ ８６．６ ２ １ １１．２ ９４．５
ＡＮＡＬＯＧＹ［３１］ ９８８ １７１ — ５０．２ ４８ ３２ １３．１ ８５．５ ３ １ ４．３ ９３．８
ＩｎｔｅｒＴｒｉｓ ９４６ １５８ — ５２９ ５４ ３９ １８．６ ８７６ ２ １ １０．０ ９３．８

４３　三元组分类
三元组分类［２７］用于判断三元组是否成立．与已

有工作［１９２４］一样，本文评测指标为准确率（ａｃｃｕｒａｃｙ）．
与链接预测任务类似，基于Ｋｉｎｓｈｉｐ和ＥＳ，

ＩｎｔｅｒＴｒｉｓ的嵌入式表示维度为２０，其它训练参数
为：学习率０．１，最大训练轮数１０００．调参范围为学
习率衰减系数γ∈｛０．１，０．０１，０．００１｝，负例个数狀∈
｛３，４，５，６｝．通过网格搜索，本文得到Ｋｉｎｓｈｉｐ的最
优参数为γ＝０．０１，狀＝５；ＥＳ的最优参数为γ＝
０．００１，狀＝３．

基于ＬｉｖｅＩｎ和ＵｓｅｒＡｃｔ，ＩｎｔｅｒＴｒｉｓ训练参数为
学习率０．１和最大训练轮数１０００．调参范围为向量
维度犽∈｛２０，１００，１５０，２００｝，学习率衰减系数γ∈
｛０．１，０．０１，０．００１，０．０００１｝，负例个数狀∈｛３，４，５，
６｝．通过网格搜索，ＬｉｖｅＩｎ的最优参数为犽＝２００，
γ＝０．０００１，狀＝５；ＵｓｅｒＡｃｔ的最优参数为犽＝５０，
γ＝０．１，狀＝６．

图６　三元组分类实验结果

图６是三元组分类的实验结果．无论是家谱领
域的公共知识图谱Ｋｉｎｓｈｉｐ，还是微生物领域的酶
知识图谱样本ＥＳ，ＩｎｔｅｒＴｒｉｓ模型都达到了最高的

准确率，尤其是ＥＳ数据集，ＩｎｔｅｒＴｒｉｓ的准确率比第
二名ＴｒａｎＳｐａｒｓｅ高了１７．６９％．但是，就ＩｎｔｅｒＴｒｉｓ
模型而言，其在Ｋｉｎｓｈｉｐ上取得了比ＥＳ更好的实验
效果．这是因为在ＥＳ数据集中，每个实体在训练集
中平均出现了１５５４１７／５７０６６≈３次；在Ｋｉｎｓｈｉｐ数
据集中，虽然训练数据集规模比较小，但是实体的平
均出现次数可以达到６４１１／１０４≈６１次．也就是说，
ＥＳ的数据规模更大，但Ｋｉｎｓｈｉｐ却更稠密．由于考
虑到头实体、关系和尾实体三元素之间的充分交互，
ＩｎｔｅｒＴｒｉｓ在Ｋｉｎｓｈｉｐ数据集上的效果更好．

对于本文构造的数据集ＬｉｖｅＩｎ和ＵｓｅｒＡｃｔ而
言，ＩｎｔｅｒＴｒｉｓ也都达到了最好的效果，分别为７９．２１％
和９８．２４％．与ＵｓｅｒＡｃｔ相比，ＬｉｖｅＩｎ的三元组分类
结果普遍较低．这是因为ＬｉｖｅＩｎ的数据分布较稀
疏，几乎所有模型都未得到充分训练．相比之下，组
合模型的三元组分类效果与ＩｎｔｅｒＴｒｉｓ接近，而转换
模型的效果则没有那么好．这是因为组合模型对头
实体、关系和尾实体三者之间的交互作用进行了较为
充分的建模．但是，ＴｒａｎｓＤ和ＴｒａｎＳｐａｒｓｅ在ＵｓｅｒＡｃｔ
上的准确率比一般转换模型更好．这是因为两者分
别考虑了实体关系之间的交互，以及关系异质性和
不平衡性．

根据上述三元组分类实验结果，我们可以发现，
就三元组分类任务而言，虽然并非针对某一具体的
数据特征构建而成，ＩｎｔｅｒＴｒｉｓ模型依旧具有更好的
表达效果，且适应性更强．这与其“三元组”级别的建
模粒度，以及对头实体、关系和尾实体之间交互的充
分拟合密切相关．

５　总　结
本文围绕特定领域的知识图谱表示学习问题，

从机器学习视角出发对知识图谱表示学习问题进行
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了分析，提出模型构建过程中的两个关键点，即目标
数据集范围定义和特征抽取完备性．然后，根据知识
图谱构建语义联系的本质特征，考虑在语义基本单
位三元组粒度上进行建模．为保证特征抽取完备性，
本文认为头实体、关系和尾实体三者中的任意一个
都会同时受到另外两个因素的影响．因此构建了三
元交互的知识图谱表示学习模型ＩｎｔｅｒＴｒｉｓ．基于家
谱领域的公共知识图谱Ｋｉｎｓｈｉｐ、微生物领域的酶
知识图谱样本ＥＳ、微生物领域的栖息地知识图谱样
本ＬｉｖｅＩｎ和电子商务领域的用户消费行为知识图
谱样本ＵｓｅｒＡｃｔ共４个实验数据集，以部分转换模
型和组合模型为基线，本文进行了链接预测和三元
组分类两个实验任务．结果表明，ＩｎｔｅｒＴｒｉｓ可以在
上述四个数据集上均表现出较优性能，说明了在三
元组粒度，对头实体、关系和尾实体三者之间交互过
程进行充分建模的必要性和合理性．

为进一步改善知识图谱表示学习效果，本文提
出如下三点研究方向：

（１）负例生成方式的改进．最简单的负例生成
方式是基于ＣｌｏｓｅｄＷｏｒｌｄ假设［３６］的ｕｎｉｆ［１９］．而
Ｗａｎｇ等人［２１］为了降低生成假负例的概率，提出
ｂｅｒｎ方法．该方法认为，如果相同头实体和关系对
应的尾实体越多，那么在为该三元组生成负例时，就
应当考虑更大概率去替换头实体，这样就可以减少
假负例的生成．但是，这样的负例却很难将正负例尾
实体区分开，导致模型的表达能力受限．因此，假负
例和模型表达能力是两个相互制约的因素，如何在
两者之间达到平衡是一个有待考虑的问题．目前已
经出现了基于ＧＡＮ框架的负例生成方式［３７］，可以
进一步提升训练效果．

（２）本体层信息的充分利用．嵌入式知识图谱
表示学习往往仅对数据层信息进行学习．但知识图
谱还包括本体层．早在知识图谱出现之前的语义网
时代，“本体层”概念就已诞生．所以，目前有很多本
体层链接［３８］和推理［３９４１］等方面的工作．如果可以进
一步将本体层中的信息加入到嵌入式表示过程中，
进而体现在数据层中每个实体和关系的数值表示
中，那么表示学习结果的可用性就越强．同时，也可
以考虑将本体层知识推理的结果应用到相应数据层
中．由于本体层规模一般都小于数据层，且本体层中
的一个节点或关系往往对应更高数量级的数据层节
点或关系，所以这种推理方式的计算成本较低，但收
益却很高．

（３）外部知识的充分利用．虽然知识图谱表示

学习可以用于推理，进而用于知识图谱的计算补全
过程．但是，计算补全本身存在无法引入新实体和新
关系等缺陷．而且并非所有信息都可通过计算补全
完成，尤其是身高、体重和出生地等人口属性．可这
些关系的缺失又非常严重．Ｆｒｅｅｂａｓｅ中７１％的人都
没有出生地信息，而且这些人大多为明星和政治家
等名人．因此，需要考虑使用文本或其它数据源进行
填充补全，从而奠定计算补全的基础．
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