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收稿日期：２０１７０５２４；在线出版日期：２０１８０５１４．本课题得到国家自然科学基金项目（６１６７３２９３）资助．张　骁，男，１９８９年生，博士研究
生，中国计算机学会（ＣＣＦ）学生会员，研究方向包括在线学习、核方法、模型选择．廖士中（通信作者），男，１９６４年生，博士，教授，博士生
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基于局部后悔的在线核选择
张　骁　　廖士中

（天津大学计算机科学与技术学院　天津　３００３５０）

摘　要　在线核选择是在线核学习的关键问题．不同于离线核选择，在线核选择需要在保证亚线性收敛率的同时
单趟（ｏｎｅｐａｓｓ）地进行核选择和假设更新，并且现有在线核选择方法的时间复杂度至少是关于回合数平方的，计算
效率较低．针对这些问题，该文提出了一种新的基于局部后悔的在线核选择方法．该方法具有亚线性的后悔界和关
于回合数对数的时间复杂度．首先，定义了基于局部后悔的核选择准则（ＬＲＣ），证明该准则是假设序列期望风险的
上界．然后，应用相干性来度量新实例与缓冲区中实例的相关性，并结合蓄水池采样来设计缓冲区实例的添加和删
除策略．最后，构造ＬＲＣ的增量更新方法，并应用在线梯度下降方法来更新假设，实现具有亚线性后悔界的在线核
选择和在线核学习的高效算法．实验结果表明，该文所提出的在线核选择方法在保证精度的同时可显著提高核选
择的计算效率．

关键词　在线学习；核方法；在线核选择；后悔分析；预算保持
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１　引　言
核选择决定了假设所在的再生核希尔伯特空间

（ＲｅｐｒｏｄｕｃｉｎｇＫｅｒｎｅｌＨｉｌｂｅｒｔＳｐａｃｅ，ＲＫＨＳ），是核
方法理论研究与实际应用的关键．经典的离线核选
择方法常由期望风险的估计得出，如犽折交叉验证
（犽ｆｏｌｄＣｒｏｓｓＶａｌｉｄａｔｉｏｎ，ＫＣＶ）［１］和留一交叉验证
（ＬｅａｖｅＯｎｅＯｕｔｃｒｏｓｓｖａｌｉｄａｔｉｏｎ，ＬＯＯ）［２］．此类方
法需训练多次，具有较高的计算复杂度［３４］．最小化
期望风险的理论上界可导出另一种常用的核选择方
法．这些理论上界由假设空间的复杂度表示，经典
的理论界包括Ｒａｄｅｍａｃｈｅｒ复杂度［５］、半径间隔界
（ｒａｄｉｕｓｍａｒｇｉｎｂｏｕｎｄ）等，但多数理论界的最小化
问题的求解效率较低［６］．最大化核对齐是一类独立
于具体学习过程的核选择方法，包括核对齐（Ｋｅｒｎｅｌ
ＴａｒｇｅｔＡｌｉｇｎｍｅｎｔ，ＫＴＡ）［７８］和中心化核对齐
（ｃｅｎｔｅｒｅｄＫＴＡ）．该类方法具有关于样本规模平方
的计算复杂度．

已有的在线核学习方法主要包括两大类：一类
是通过维护规模有限的样本结构控制假设的规
模［９１０］；另一类是应用显式特征映射将非线性学习
问题转化为线性学习问题，如傅里叶在线梯度下降
方法（ＦｏｕｒｉｅｒｏｎｌｉｎｅＧｒａｄｉｅｎｔＤｅｓｃｅｎｔ，ＦｏｕＧＤ）［１１］．

这两类方法计算高效且具有亚线性的后悔界．已有
的在线核学习方法大多预先应用离线核选择方法来
选择或先验地预设核函数，再进行在线核学习，如将
ＦｏｕＧＤ和ＫＴＡ结合，但这种方法不能保证在线核
学习是单趟（ｏｎｅｐａｓｓ）的，具有较高的计算复杂度
且缺乏理论保证．如何利用局部信息进行在线核选
择是在线核学习的关键．

经典的离线核选择方法不适用于在线核选择，
主要有三方面原因．首先，离线核选择方法需要关于
样本规模至少平方的时间复杂度，不能保证在线学
习的实时性．其次，多数离线核选择方法需要将数据
集分为训练集和测试集，然而流式数据一般不能划
分为训练和测试集两部分．最后，在线核选择方法应
具有单趟的特点，即同步进行模型的训练和选择，而
离线核选择方法需扫描数据多次．

近年来，在线核选择的研究受到了广泛关注．
Ｙａｎｇ等人［１２］提出了在线方式的核选择方法（Ｏｎｌｉｎｅ
ＫｅｒｎｅｌＳｅｌｅｃｔｉｏｎ，ＯＫＳ），该方法随机的为每个候选
核构造权值，并在接收到新实例时依据该权值选择
最优核，但该在线核选择方法每回合得到假设的规
模关于回合数呈线性增长，具有关于回合数平方的
时间复杂度，也没有得到在线梯度下降方法关于回
合数对数的最优后悔界．自适应核［１３１４］是在线核选
择的一种有效方法．Ｃｈｅｎ等人［１４］提出的自适应核
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方法（ＯｎｌｉｎｅＫｅｒｎｅｌＬｅａｒｎｉｎｇｖｉａＧｒａｄｉｅｎｔＤｅｃｅｎｔ，
ＯＫＬＧＤ）将核参数的选择引入到学习过程中，并
应用在线梯度下降方法对最优核参数进行求解，
每回合本质上是应用瞬时损失对最优核进行选
择，但该在线核选择方法同样具有关于回合数线
性的空间复杂度和平方的时间复杂度，并且该方法
不是初始核稳健的．在理论保证方面，ＯＫＬＧＤ只
具有收敛性的保证，缺乏对后悔界及其收敛率的
分析．

针对这些问题，给出在线核选择的框架，在此基
础上提出一种基于局部后悔的在线核选择方法，设
置固定预算的缓冲区并基于局部后悔给出在线核选
择准则，该准则理论上是假设序列平均期望风险的
上界，可实现高效的增量计算．进一步结合预算保持
策略和在线梯度下降方法设计具有亚线性后悔界的
在线核选择算法，该算法仅需对核选择准则进行关
于回合数对数次更新，并且单次更新的时间复杂度
是关于预算线性的．实验验证了所提出的在线核选
择方法的有效性，并表明该方法不依赖于初始核的
选择．所提出的在线核选择方法与已有在线核选择
方法的比较见表１．

表１　在线核选择方法对比
时间复杂度 空间复杂度 后悔界初始核稳健

已有方法 平方级 线性 非最优 否
本文方法 对数级 常数 　最优 是

２　预备知识
本节给出符号说明和在线学习的相关定义．
令

!＝｛（狓犻，狔犻）｝Ｔ犻＝１（"×#

）Ｔ表示包含犜个
样本的数据集，其中，

"

为输入空间，
#

为输出空间，
狓犻∈"

为实例，狔犻∈#

为标签．对于二分类问题，"
!

犱，
#＝｛－１，１｝．定义损失函数：#×#→!

，核函
数κ："×"→!

，其对应的再生核希尔伯特空间
（ＲｅｐｒｏｄｕｃｉｎｇＫｅｒｎｅｌＨｉｌｂｅｒｔＳｐａｃｅ，ＲＫＨＳ）为$κ＝
ｓｐａｎ｛κ（·，狓）：狓∈"

｝．针对核选择问题，定义包含犖
个核的候选核集合

%＝｛κ犻：犻∈［犖］｝．记［犜］＝
｛１，２，…，犜｝．

分类问题的在线学习框架见算法１．
算法１．　分类问题的在线学习框架．
输入：｛狓狋｝Ｔ狋＝１
输出：｛狔^狋｝Ｔ狋＝１
１．初始化假设犳１＝０
２．ＦＯＲ狋＝１，２，…，犜

３．　接收新实例狓狋∈"

４．　预测标签狔^狋＝ｓｇｎ（犳狋（狓狋））
５．　接收真实标签狔狋∈#

６．　计算损失（犳狋（狓狋），狔狋））
７．　ＩＦ（犳狋（狓狋），狔狋））＞０
８．　　更新假设犳狋＋１←Δ（犳狋，（狓狋，狔狋））
９．　ＥＮＤＩＦ
１０．ＥＮＤＦＯＲ
在线学习中，后悔（ｒｅｇｒｅｔ）反映了在线学习方

法的性能．下面给出后悔的定义．
定义１（后悔［１５］）．　给定假设空间$

和损失函
数（·，·）．设由在线学习方法&

得到假设序列
｛犳狋：犳狋∈$

，狋∈［犜］｝，则&

关于假设犳∈$

的后悔为
'ｒｅｇ（犜，犳）＝∑

犜

狋＝１
（犳狋（狓狋），狔狋）－∑

犜

狋＝１
（犳（狓狋），狔狋），

&

关于假设空间
$

的后悔为
'ｒｅｇ（犜，$）＝ｍａｘ犳∈$

'ｒｅｇ（犜，犳），
等价于
'ｒｅｇ（犜，$）＝∑

犜

狋＝１
（犳狋（狓狋），狔狋）－ｍｉｎ犳∈$

∑
犜

狋＝１
（犳（狓狋），狔狋）．

对于包含犜个样本的样本序列和假设空间$

，令
最优假设犳＝ｍｉｎ犳∈$

∑
犜

狋＝１
（犳（狓狋），狔狋），后悔可表示为

'ｒｅｇ（犜，$）＝∑
犜

狋＝１
［（犳狋（狓狋），狔狋）－（犳（狓狋），狔狋）］，

是在线学习方法得到的假设序列的累积损失与最优
假设犳的累积损失之差．若

'ｒｅｇ（犜，$）＝狅（犜），
则称该在线学习方法具有亚线性的后悔界，此时随
着回合数的增加，

'ｒｅｇ（犜，$）趋于０，保证了在线学
习方法的结果是渐进最优的．

３　在线核选择方法
本节首先定义基于局部后悔的在线核选择准

则，然后给出基于该准则的在线核选择框架．
令在线学习过程第狋回合的缓冲区为(狋，其规

模为｜(狋｜＝犅狋且满足ｌｉｍ狋→＋∞
犅狋／狋＝０，缓冲区中的实例

记为狓～∈(狋，其标签为狔～．则第狋回合的假设空间表
示为

!狋··＝ｓｐａｎ｛κ（·，狓）｜狓∈(狋｝$κ．
令
ψ（狋）
κ（狓）＝［κ（狓，狓～１），κ（狓，狓～２），…，κ（狓，狓～犅狋）］Ｔ，

第狋回合的假设表示为
犳狋（·）＝〈ω（狋），ψ（狋）

κ（·）〉∈!狋，
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其中ω（狋）为权向量
ω（狋）＝［ω（狋）１，ω（狋）２，…，ω（狋）犅狋］Ｔ．

传统的后悔在全样本序列上对原假设空间
$κ

中的假设进行评价．为了在缓冲区中对假设空间!狋

中的假设进行评价，定义第狋回合的局部后悔如下：
　'ｌｒｅｇ（狋，!狋）··＝
　　∑狓～犻∈(狋＋１

（犳狋（狓～犻），狔～犻）－ｍｉｎ
犳∈$κ∑狓～犻∈(狋＋１

（犳（狓～犻），狔～犻）．
局部后悔的局部性具体体现在两方面：定义在采用
少量样本构造的缓冲区

(狋中；评价的假设犳狋所在的
假设空间

!狋是原假设空间$κ的子空间．
进而定义基于局部后悔的核选择准则（Ｌｏｃａｌ

ＲｅｇｒｅｔＣｒｉｔｅｒｉｏｎ，ＬＲＣ）如下：
)

（狋）（κ）··＝１
犅狋＋１∑狓～犻∈(狋＋１

（犳犻（狓～犻），狔～犻），

ＬＲＣ可看作假设序列在缓冲区中实例上的后悔，其
每回合的取值依赖于缓冲区的当前状态，因此，ＬＲＣ
的计算与缓冲区的更新是交互进行的．若损失函数
为合页损失（ｈｉｎｇｅｌｏｓｓ）函数，则ＬＲＣ表示为

)

（狋）（κ）＝１
犅狋＋１∑狓～犻∈(狋＋１

［１－狔～犻〈ω（犻），ψ（犻）
κ（狓～犻）〉］＋，

其中，当狓＞０时，［狓］＋＝狓；否则［狓］＋＝０．
在核候选集合

%＝｛κ犻：犻∈［犖］｝中应用ＬＲＣ最
小化选择最优核

κ狋＝ａｒｇｍｉｎ
κ∈%

)

（狋）（κ）．
基于ＬＲＣ的在线核选择的框架见图１．

图１　在线核选择框架

对于第狋回合接收到的样本（狓狋，狔狋），若损失
（犳狋（狓狋），狔狋）非０，则执行下面的步骤．

（１）预算保持．应用预算保持策略构造并更新
缓冲区

(狋．
（２）准则计算．计算基于局部后悔的核选择准

则，选择最优核κ狋．
（３）假设更新．在新的假设空间$κ狋中更新假设．

４　基于犔犚犆的在线核选择增量方法
本节给出基于ＬＲＣ的在线核选择的增量方法，

包括预算保持策略、ＬＲＣ的增量计算和基于在线梯
度下降方法的假设更新．
４１　预算保持策略

预算保持策略旨在构造具有固定预算犅的缓冲
区，使得每回合的犅狋犅．缓冲区更新应用蓄水池采
样（ＲｅｓｅｒｖｏｉｒＳａｍｐｌｉｎｇ，ＲＳ）策略［１６１８］．若缓冲区的
规模小于预算，则直接将新实例加入到缓冲区中；
否则基于以下概率分布调用预算保持过程ＢＭＰ
（ＢｕｄｇｅｔＭａｉｎｔｅｎａｎｃｅＰｒｏｃｅｓｓ）

Ｐｒ［Γ狋＝１］＝ｍｉｎ犅狋，｛ ｝１ （１）
其中，Γ狋＝１表示在第狋回合调用ＢＭＰ．
ＢＭＰ包括对实例的添加和删除两个步骤．
（１）实例添加．相干性（ｃｏｈｅｒｅｎｃｅ）［１９］在信号的

稀疏近似中有着广泛的应用．为了构造高效的实例
添加策略，对于实例狓狋，定义相干性如下：

τ狋··＝ｍａｘ
狓～犼∈(狋

κ（狓狋，狓～犼）．
相干性τ狋的另一等价形式为

τ狋··＝ｍａｘ
狓～犼∈(狋

〈κ（·，狓狋），κ（·，狓～犼）〉，
对于第狋回合的假设犳狋（·）∈!狋，τ狋用来度量新的基
κ（·，狓狋）和缓冲区上的基κ（·，狓～犼）之间的相关性，若
该相关性低于某一阈值，则将新的基κ（·，狓狋）保留，
其等价于给定相干性参数μ，然后将满足以下相干
性条件

τ狋μ
的实例狓狋加入到缓冲区中，

(狋＝(狋∪｛狓狋｝．
（２）实例删除．若实例狓狋加入到缓冲区中，则选

择缓冲区
(狋中权重最小的实例

狉狋＝ａｒｇｍｉｎ
犻∈［犅狋］

ω（狋）犻 ，
并将其删除，

(狋＋１＝(狋＼｛狓～狉狋｝．
４２　犔犚犆的增量计算

缓冲区变化时需要对ＬＲＣ进行增量更新．假定
第狋＋１回合缓冲区变化．

若缓冲区的规模小于预算（犅狋＋１＜犅），新实例狓狋＋１
直接加入到缓冲区中，其带来的损失（犳狋＋１（狓狋＋１），
狔狋＋１）将加到上一次的累积损失中，则ＬＲＣ更新为
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　)

（狋＋１）（κ）＝
　　１
犅狋＋１＋１［犅狋＋１)

（狋）（κ）＋（犳狋＋１（狓狋＋１），狔狋＋１）］；
若缓冲区的规模已达到预算（犅狋＋１＝犅），实例狓～狉狋从
缓冲区中删除，其损失（犳狉狋＋１（狓～狉狋＋１），狔～狉狋＋１）也从累
积损失中删除，则ＬＲＣ更新为
　)

（狋＋１）（κ）＝
　　１

犅狋＋１［犅狋＋１)
（狋）（κ）－（犳狉狋＋１（狓～狉狋＋１），狔～狉狋＋１）＋

（犳狋＋１（狓狋＋１），狔狋＋１）］．
４３　基于在线梯度下降方法的假设更新

对于在线核学习，应用在线梯度下降（Ｏｎｌｉｎｅ
ＧｒａｄｉｅｎｔＤｅｓｃｅｎｔ，ＯＧＤ）方法求解如下目标函数：

*

（犳）＝１犜∑
犜

狋＝１
（犳（狓狋），狔狋）＋λ２犳

２
$κ

（２）
其中，λ为正则化参数．

在第狋回合选择出最优核κ狋之后，在假设空间
$κ狋中最小化如下目标函数［２０］：

*狋（犳狋）＝（犳狋（狓狋），狔狋）＋λ２犳狋
２
$κ狋
．

假设的更新公式如下：
犳狋＋１（·）＝（１－η狋λ）犳狋（·）－η狋犳狋（犳狋（狓狋），狔狋），
其中η狋表示第狋回合的步长，且

犳狋（犳狋（狓狋），狔狋）＝′（犳狋（狓狋），狔狋）κ狋（·，狓狋）．
由犳狋（·）＝〈ω（狋），ψ（狋）

κ狋（·）〉可得更新公式如下：
∑狓～犻∈(狋＋１
ω（狋＋１）犻 κ狋（·，狓～犻）＝

（１－η狋λ）∑狓～犻∈(狋＋１
ω（狋）犻κ狋（·，狓～犻）－η狋′（犳狋（狓狋），狔狋）κ狋（·，狓狋）．

假设更新分为以下两种情形：缓冲区规模未达
到预算犅狋＜犅；缓冲区规模已达到预算犅狋＝犅．

对于犅狋＜犅的情形．若狓狋加入到了缓冲区中，
则令狓～犅狋＋１＝狓狋并更新权向量

ω（狋＋１）
犻 ＝－η狋′（犳（狓狋），狔狋），犻＝犅狋＋１

（１－η狋λ）ω（狋）犻 犻≠犅狋烅烄烆 ＋１
（３）

若缓冲区没有改变，则在集合
+狋＝｛狓～犼∈(狋狔～犼＝狔狋｝

中选择代理实例
狓～狊狋··＝ａｒｇｍａｘ狓～犼∈+狋

κ狋（狓狋，狓～犼） （４）
并更新ω（狋）如下：

ω（狋＋１）
犻 ＝

（１－η狋λ）ω（狋）犻－η狋′（犳（狓狋），狔狋），犻＝狊狋
（１－η狋λ）ω（狋）犻， 犻≠狊烅烄烆 狋

（５）

下面考虑犅狋＝犅的情形．如果缓冲区改变，则
用实例狓狋代替狓～狉狋并更新当前的权向量如下：

ω（狋＋１）
犻 ＝－η狋′（犳（狓狋），狔狋），犻＝狉狋

（１－η狋λ）ω（狋）犻， 犻≠狉烅烄烆 狋
（６）

否则利用（４）来选择实例狓～狊狋并根据式（５）来更新权
向量．

５　理论分析
本节建立ＬＲＣ的理论依据，并给出基于ＬＲＣ

的在线核学习的后悔界．
假定样本（狓，狔）服从"×#

上的概率分布且是
独立同分布产生的．输入和输出分别用随机变量犡
和犢来表示，犳的期望风险表示为

'ｅｘｐ（犳）＝"

［（犳（犡），犢）］．
ＣｅｓａＢｉａｎｃｈｉ等人［２１］分析了在线学习中的泛化性，
并给出了在线核学习的泛化上界，由文献［２１］中的命
题１和ＨｏｅｆｆｄｉｎｇＡｚｕｍａ不等式可得如下定理．

定理１．　设损失函数０ζ，则以至少１－δ
的概率有
１
犅狋＋１∑犻∈［犅狋＋１］'ｅｘｐ（犳犻）)

（狋）（κ）＋ζ ２
犅狋＋１ｌｎ

２槡δ．
定理１表明，ＬＲＣ是缓冲区中假设序列的平均

期望风险的上界．因此，ＬＲＣ最小化本质上是期望风
险最小化，ＬＲＣ每回合的更新都是对假设序列期望风
险的一次经验估计．

与离线核选择不同，在线核选择每回合均需给出
核选择的结果，即每回合的最优核可能不同．这样，每
回合假设所在的ＲＫＨＳ也可能会改变．因此，在线核
选择的理论保证需要针对变化的ＲＫＨＳ进行分析．
下面以高斯核为例，构造包含所有可能出现的ＲＫＨＳ
的代理假设空间

$κ^，并证明所提出的在线核选择方
法在

$κ^中进行核选择和假设更新可以得到亚线性的
后悔界．代理假设空间$κ^的高斯核κ^对应的核参数σ^
由引理１给出．Ｍｉｎｈ［２２］分析了高斯核诱导的ＲＫＨＳ
的性质，给出了不同高斯核对应的ＲＫＨＳ之间的包
含关系和范数的上界，引理１由文献［２２］中的定理３
得到．

引理１．　令犠!

犱且非空．定义候选高斯核集
合

%＝｛κ犻：犻∈［犖］｝，对应的核参数集合为｛σ１，σ２，…，
σ犖｝．令

σｍｉｎ＝ｍｉｎ１犻犖
｛σ犻｝，σｍａｘ＝ｍａｘ

１犻犖
｛σ犻｝，

则犠上的核参数为σ^＝σｍｉｎ的代理假设空间$κ^包含
κ犻，犻＝１，２，…，犖且κ犻（·，狓）$κ^θ，其中

θ＝２σｍｉｎσ（）
ｍａｘ

２
－σｍｉｎσ（）

ｍａｘ
［ ］４－犱４．
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注１．由引理１可知，候选高斯核集合中的核
函数在代理假设空间

$κ^中的范数有界，这表明每回
合可能选择的核函数均属于

$κ^，即对狓∈犠，有
κ犻（·，狓）∈$κ^，犻∈［犖］．因此，每回合的假设所在的
ＲＫＨＳ均包含于$κ^，在$κ^中进行后悔分析是合理
的．对于其他种类的候选核集合｛κ犻：犻∈［犖］｝，只需
构造满足条件

ｍａｘ
犻∈［犖］

｛κ犻（·，狓）$κ^｝θ
的代理假设空间

$κ^即可进行类似的后悔分析，如多
项式核函数的代理假设空间为最高阶候选多项式核
对应的ＲＫＨＳ．

下面证明基于ＬＲＣ的在线核学习的后悔界．令
Δ狋表示第狋回合由预算保持策略引起的假设更新
衰减
犳狋＋１（·）＝（１－η狋λ）犳狋（·）＋η狋狔狋κ（·，狓狋）－Δ狋．

通过对Δ狋上界的分析可得如下定理．
定理２．　假定式（２）中的损失函数为合页损失

函数，且高斯核为κ^．令犳为$κ^中的最优假设，犅ｍａｘ
为缓冲区无预算时可能达到的最大规模．定义梯度
误差犈狋$κ^＝Δ狋／η狋$κ^和

犝＝２
／λ，λ４
１／槡λ，烅烄烆 否则．

令犳狋，狋∈［犜］为由式（３）～（５）和式（６）产生的假设序
列，步长η狋＝１／（狋λ）．若当狔犻＝狔犼时，κ^（狓犻，狓犼）犣，
则有如下不等式

"

１
犜∑

犜

狋＝１
*狋（犳狋）－*狋（犳（ ）［ ］）

　　（λ犝＋２）
２［ｌｎ（犜）＋１］
２λ犜 ＋２犝犈^，

其中，
犈^＝１－犅ｌｎ（犜）＋犅［ ］犜 ２（θ－犣槡 ）＋

（犅犜－犅犅ｍａｘ）［ｌｎ（犜）＋１］
犜２ ２（θ－μ槡 ）＋犅犅ｍａｘ犜θ．

证明．　分３种情形讨论梯度误差的上界．
第１种情形，调用ＢＭＰ且狓狋没有被加入到缓

冲区中．则由相干性条件可得
犈狋$κ^ｃａｓｅ１＝η－１狋Δ狋$κ^

＝η－１狋η狋狔狋κ^（·，狓狋）－κ^（·，狓～狊狋（ ））
$κ^

＜２（θ－μ槡 ）．
第２种情形，调用ＢＭＰ且狓狋被加入到缓冲区

中．假定实例狓～狉狋在第狋′回合添加到缓冲区中，可得
　　犈狋$κ^ｃａｓｅ２＝η－１狋ω（狋）狉狋（１－η狋λ）κ^（·，狓～狉狋）$κ^

＝θη－１狋ω（狋）狉狋（１－η狋λ）
θ（狋－狋′）θ狋．

第３种情形，考虑不调用ＢＭＰ的情况．由于在
狔犻＝狔犼时｜κ^（狓犻，狓犼）｜犣，可得

犈狋$κ^ｃａｓｅ３２（θ－犣槡 ）．
综上给出梯度误差的期望

"

［犈狋$κ^］的上界
" 犈狋$κ［ ］^＝犅狋１－犅ｍａｘ（ ）犜 犈狋$κ^ｃａｓｅ１＋

犅
狋·

犅ｍａｘ
犜犈狋$κ^ｃａｓｅ２＋１－犅（ ）狋犈狋$κ^ｃａｓｅ３

　　１－犅（ ）狋 ２（θ－犣槡 ）＋
犅
狋１－犅ｍａｘ（ ）犜 ２（θ－μ槡 ）＋犅ｍａｘ犜θ［ ］狋．

定义平均梯度误差珚犈··＝１犜∑
犜

狋＝１
犈狋$κ（ ）^，由调和

级数的性质给出珚犈期望的上界"

［珚犈］犈^．最终由文
献［９］中的定理１给出后悔的期望的上界．证毕．

由文献［１０］中命题３可知由相干性参数为μ的
相干性条件成立可以推出阈值为

１－（犅－１）μ２／（１－（犅－２）μ）
的近似线性相关（ＡｐｐｒｏｘｉｍａｔｅＬｉｎｅａｒＤｅｐｅｎｄｅｎｃｙ，
ＡＬＤ）条件成立，因此，该相干性条件是ＡＬＤ条件
的充分条件．由文献［２３］中推论３可知，若核矩阵的
特征值是指数衰减的，则应用ＡＬＤ条件构造的缓
冲区在无预算时的规模为犅ｍａｘ＝犗（ｌｎ（犜））．由于高
斯核矩阵的特征值是指数衰减的［２４］且所应用的相
干性条件是ＡＬＤ条件的充分条件，故定理２中的
犅ｍａｘ＝犗（ｌｎ（犜））．

将犅ｍａｘ＝犗（ｌｎ（犜））代入定理２可得到犗（ｌｎ（犜））
的后悔界．已有的自适应核方法［１３１４］只证明了在线
核选择过程是收敛性的，而缺乏对后悔界及其收敛
率的分析．Ｙａｎｇ等人［１２］提出的基于权值构造的在
线核选择方法具有犗（槡犜）的后悔界．因此，所提出
的在线核选择方法与已有的在线核选择方法相比，
具有更紧的犗（ｌｎ（犜））的后悔界，且该后悔界对于强
凸目标函数和梯度下降方法是最优的［２５］．

对于后悔界与预算的关系，只需考虑犈^中与
ｌｎ（犜）／犜同阶且与犅相关的项即可，令犅ｍａｘ＝
犗（ｌｎ（犜）），考虑犈^中的

ｌｎ犜
犜犅－２（θ－犣槡 ）＋２（θ－μ槡 ）＋［ ］θ．

若取θ＝１，可得当μ＞犣＋２（１－犣槡 ）－０．５时，较大
的预算可以得到更紧的后悔界．

缓冲区中实例质量的高低体现在梯度误差的大
小，梯度误差较小的实例是质量较高的实例．由定理２
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的证明可见，μ的取值主要影响梯度误差犈狋$κ^ｃａｓｅ１

和犈狋$κ^ｃａｓｅ２的取值．对于犈狋$κ^ｃａｓｅ１，较大的μ可
以得到较小的梯度误差；而对于犈狋$κ^ｃａｓｅ２，较小的
μ会导致缓冲区的更新频率降低，使得待删除实例
狓～狉狋对应权重ω（狋）

狉狋 的衰减次数增多，得到较小的梯
度误差．对于计算效率，较小的μ既降低了缓冲区的
更新频率又降低了ＬＲＣ增量计算的次数，可获得更
高的计算效率．可见，对于高斯核，为了保证计算效
率和缓冲区中实例质量，μ的取值应远离［０，１］区间
的边界．

综上，所提出的在线核选择方法的理论保证
包括两方面：每回合核选择准则是期望风险的上界
（定理１）；在线核选择和假设更新可得到亚线性的
后悔界（定理２）．这些理论结果保证了所提出的在
线核选择方法对变化的ＲＫＨＳ是有效的．

６　在线核选择算法
本节设计基于ＬＲＣ的在线核选择算法．
合页损失函数在（犳狋（狓狋），狔狋）处的次梯度为

′（犳狋（狓狋），狔狋）＝０
， 狔狋犳狋（狓狋）１
－狔狋，烅烄烆 否则 ，

若损失非零，即狔狋犳狋（狓狋）＜１，则仅应用权衰减更新
权向量：

ω（狋＋１）＝（１－η狋λ）ω（狋）．
基于ＬＲＣ的在线核选择算法（ＯＫＳＬＲＣ）的

具体过程见算法２．
算法２．　ＯＫＳＬＲＣ．
输入：｛狓狋｝Ｔ狋＝１，候选核集合%

，预算犅，相干性参数μ，
正则化参数λ

输出：｛狔^狋｝Ｔ狋＝１
１．初始化ω（１）＝０，缓冲区(１＝
２．ＦＯＲ狋＝１，２，…，犜
３．　计算ψ（狋）κ（狓狋）＝［κ（狓狋，狓～１），…，κ（狓狋，狓～犅狋）］Ｔ
４．　计算犳狋（狓狋）＝〈ω（狋），ψ（狋）κ（狓狋）〉
５．　预测狔^狋＝ｓｇｎ（犳狋（狓狋））
６．　ＩＦ狔狋犳狋（狓狋）＜１
７．　　ＩＦ犅狋＜犅
８．　　　将狓狋加入缓冲区
９．　　ＥＬＳＥ
１０．　　　依伯努利分布Ｐｒ（Γ＝１）＝犅／狋为Γ赋值
１１．　　　若Γ＝１，则(狋＋１＝ＢＭＰ（(狋，狓狋）
１２．　　ＥＮＤＩＦ
１３．　　　若缓冲区改变，则更新最优核
　　　κ＝ａｒｇｍｉｎ

κ∈%

)

（狋）（κ）

１４．　　　应用在线梯度下降更新ω（狋＋１）
１５．　　ＥＬＳＥ
１６　　　更新ω（狋＋１）＝（１－η狋λ）ω（狋）
１７．　ＥＮＤＩＦ
１８．ＥＮＤＦＯＲ

６１　计算复杂度分析
由于缓冲区的更新服从概率分布（１），故ＬＲＣ更

新次数的期望为犗（ｌｎ（犜）犅）．对于预算保持策略，每
回合计算相干性的时间复杂度为犗（犅）；对于ＬＲＣ
的增量计算，每次增量更新的时间复杂度为犗（犅犖），
其中犖为核候选集合的规模．因此，在线核选择准
则的计算保持了每回合关于预算线性的时间复杂
度．综上，犜回合后，计算ＬＲＣ的时间复杂度为

犗（ｌｎ（犜）犅２犖），
而已有的在线核选择方法在犜回合后的计算复杂
度为犗（犜２）．结合ＬＲＣ和ＯＧＤ方法进行假设更
新，得到的算法２在犜回合后的时间复杂度为

犗（犜犅＋ｌｎ（犜）犅２犖）．
由于在计算ＬＲＣ时，需要针对犖个候选核分

别存储缓冲区中犅个实例的损失，所以ＬＲＣ增量
计算的空间复杂度为犗（犅犖）．

７　实验结果与分析
本节在标准数据集上实验验证所提出的在线核

选择算法ＯＫＳＬＲＣ的有效性．
７１　实验设置

实验环境为４核ＩｎｔｅｌＣｏｒｅｉ７个人ＰＣ机，主频
３．６０ＧＨｚ，内存１６ＧＢ，算法实现采用Ｒ３．３．２．实
验中的数据集为ＬＩＢＳＶＭ的二分类数据集［２６］和
ＫＤＤＣＵＰ９９数据集①，由于在线学习算法不区分训
练集和测试集，因此，将每个标准数据集的训练集和
测试集合为一个数据集进行训练，见表２．

表２　标准数据集说明
数据集　 样本数 特征数

ｇｅｒｍａｎ 　１０００ ２４
ｓｖｍｇｕｉｄｅ３ １２８４ ２１
ｍａｄｅｌｏｎ ２６００ ５００
ｓｐａｍｂａｓｅ ４６０１ ５７
ｍｕｓｈｒｏｏｍｓ ８１２４ １１２
ａ９ａ ４８８４２ １２３
ｗ７ａ ４９７４９ ３００
ｗ８ａ ６４７００ ３００
ｃｏｄｒｎａ ３３１１５２ ８
ＫＤＤＣＵＰ９９ １１３１５７１ １２７
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将所提出的在线核选择算法ＯＫＳＬＲＣ与以
下在线核选择算法进行对比．

（１）ＯＫＳ［１２］．ＯＫＳ增量的学习出每个候选核的
权重，并应用该权重进行最优核的选择．

（２）ＯＫＬＧＤ［１４］．应用在线梯度下降方法同时
对假设和核参数进行优化，为了消除不同损失函数
带来的影响，对比实验中的ＯＫＬＧＤ用合页损失函
数替代原文献中的平方损失函数．为了防止模型规模
的无限增长，将支持向量的个数限制在１０００个以下．

（３）ＦｏｕＧＤＫＴＡ［８１１］．ＦｏｕＧＤ是一种高效的
在线核学习算法，其采用随机傅里叶特征进行核
近似［１１］．由于交叉验证只适用于离线核学习的模型
选择，因此，不能采用交叉验证预先对ＦｏｕＧＤ的核
函数进行选择，故只能采用独立于具体学习算法的
核对齐准则ＫＴＡ［８］进行核选择．ＫＴＡ是一种经典
的核选择方法，将ＦｏｕＧＤ与ＫＴＡ结合，得到的
ＦｏｕＧＤＫＴＡ是两趟（ｔｗｏｐａｓｓ）的．ＦｏｕＧＤＫＴＡ
包括两个阶段：首先应用ＫＴＡ进行最优核的选择，
然后应用ＦｏｕＧＤ进行假设更新．实验中对于大数
据集，将ＫＴＡ使用样本的规模限制在１００００个以
下，可保证ＦｏｕＧＤＫＴＡ中核选择的计算复杂度不
会随样本数量增加而不断增加．

全部对比实验均重复３０次，实验数据由数据集
的随机排序得到．实验中采用的候选核为高斯核，核
参数的范围为σ∈｛２－（犻＋１）／２，犻＝［－１２：＋２：１２］｝．为
了保证对比实验的公平性，将全部核选择算法扫描
数据的次数限制为１次．

对于所提出的ＯＫＳＬＲＣ，设置相干性参数μ＝
０．５，预算犅＝２００，步长如定理２中的设置η狋＝
１／（狋λ）．对于ＯＫＬＧＤ，由于靠近范围边界的初始
核参数会对ＯＫＬＧＤ的性能产生较大影响，因此，
初始核参数对应的犻在｛－４，－２，０，２，４｝中均匀随
机的选择．ＯＫＳ的参数按照文献［１２］中的最优设置：

更新步长η＝２（１－δ）ｌｎ犖／槡 犖犜，平滑性参数δ＝
０．５．ＦｏｕＧＤＫＴＡ中随机特征的维度按照文献［１１］
中进行在线分类时的设置犇＝４００．ＯＫＬＧＤ和
ＦｏｕＧＤＫＴＡ的步长、全部算法的正则化参数由格
搜索得到，步长的搜索范围为１０［－５：０］，正则化参数
的范围为２［－１０：５］．
７２　精度与效率

首先验证所提出的ＯＫＳＬＲＣ在处理在线分类
任务时的有效性．在６个标准数据集上比较ＯＫＳ
ＬＲＣ与ＯＫＳ，ＯＫＬＧＤ，ＦｏｕＧＤＫＴＡ的核选择结
果、错误率和运行时间．实验结果（表３）表明：

（１）在小数据集（ｇｅｒｍａｎ，ｓｖｍｇｕｉｄｅ３）上，ＯＫＳ
ＬＲＣ具有较高的分类精度，但是计算效率略低于其
它的在线核选择算法．由于ＯＫＳＬＲＣ采用基于概
率分布的预算保持策略，其在学习的初始阶段，特别
是在缓冲区的规模未达到预算犅的时候，会多次进
行缓冲区的改变，这使得基于局部后悔的在线核选
择准则也会频繁的更新，重新选择最优核函数，所以
ＯＫＳＬＲＣ在初始阶段较其他在线核选择算法具有
较高的精度和略低的效率．

（２）对于大数据集，ＯＫＳＬＲＣ在保持较高分类
精度的同时，显著提升了计算效率，验证了所提出的
基于局部后悔的在线核选择算法的精确性和高效
性．这是由于所提出的在线核选择方法在达到预算
之后更新缓冲区的概率会随着回合数的增加而减
小，且可以在固定预算的情形下得到关于回合数对
数级的时间复杂度和最优的对数级的后悔界．

（３）所提出的ＯＫＳＬＲＣ较离线核选择算法具
有较高的计算效率．对比实验中，ＦｏｕＧＤＫＴＡ采
用离线的核选择方法ＫＴＡ（样本规模小于１００００）
进行核选择，虽然ＦｏｕＧＤ算法本身具有较高的计
算效率，但核选择阶段应用的ＫＴＡ具有关于样本
规模平方的时间复杂度，使得ＦｏｕＧＤＫＴＡ在样本

表３　犗犓犛犔犚犆，犗犓犔犌犇，犗犓犛，犉狅狌犌犇犓犜犃的错误率、运行时间比较
数据集 ＯＫＳＬＲＣ

错误率 时间／ｓ
ＯＫＬＧＤ

错误率 　时间／ｓ
ＯＫＳ

错误率 　时间／ｓ
ＦｏｕＧＤＫＴＡ
错误率 时间／ｓ

ｇｅｒｍａｎ ３２．１５３％±０．０４４％０．５２５３５．９６６％±０．０２５％ ０．７１０４７．２３９％±０．０１６％ ０．２５３４８．２０７％±０．０３２％　０．６７２
ｓｖｍｇｕｉｄｅ３２１．６１３％±０．０１７％０．５３６２３．０３４％±０．００３％ ０．２９２３１．００９％±０．００７％ ０．２７０３１．０４５％±０．０５２％１．４１１
ｍａｄｅｌｏｎ ３５．３５０％±０．００１％１５．２８０４７．９６２％±０．００１％３０．６１０４４．９２３％±０．００２％ ３８．１７０４０．０９６％±０．００６％２６．２３５
ｓｐａｍｂａｓｅ２８．９６３％±０．００２％１．６８４３１．２３７％±０．００４％ ３．１４８３８．８３１％±０．００２％ ３．８７６３２．１２８％±０．０２１％１７．１６６
ｍｕｓｈｒｏｏｍｓ８．９０５％±０．００２％３．５５２１０．５００％±０．０００％２０．１４２１４．８３３％±０．００２％ １３．８６０１１．０１４％±０．０１６％９２．１１２
ａ９ａ ２２．９２３％±０．００１％２８．４７０２３．９３０％±０．００１％１８５．４８０２８．３８３％±０．００４％１３５４．９２０２３．１９７％±０．０１０％１５３．０５０
ｗ７ａ ２．９９３％±０．００６％８０．７２０２．９７５％±０．００５％５４０．２５０１２．５９７％±０．０４１％１７０４．７００１８．６３２％±０．０１１％３１２．４２０
ｗ８ａ ２．８３４％±０．００２％１０９．８２０２．９８８％±０．００６％７１３．５７０１２．０９３％±０．０３７％２６３７．１８０１８．６４６％±０．０１３％３１２．３１０
ｃｏｄｒｎａ １１．５９３％±０．００２％３９．８４０１３．９３８％±０．００２％６１．０３２１３．４５２％±０．００４％１８１４．５８３１１．８４１％±０．００３％６４．１３０
ＫＤＤＣＵＰ９９５．２４９％±０．００１％４５４．４２０６．３８５％±０．００２％２２４１．３５１８．１２０％±０．００２％２６３１４．７１０８．８３６％±０．００４％９９７．７３２
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规模小于１００００时，计算效率低于其它的在线核选
择算法．但当样本规模超过１００００时，ＦｏｕＧＤＫＴＡ
的计算效率高于ＯＫＳ和ＯＫＬＧＤ，但仍低于所提
出的ＯＫＳＬＲＣ．此外，ＦｏｕＧＤＫＴＡ将核选择和假
设更新分为两个分离的阶段，需要扫描数据两遍，不
能保证算法是单趟的，而所提出的ＯＫＳＬＲＣ交替
进行核选择和假设更新，是单趟的．

图２　标准数据集上核选择结果、错误率和运行时间随样本数量的变化情况

图２给出了ｓｐａｍｂａｓｅ，ｍｕｓｈｒｏｏｍｓ，ａ９ａ上核选
择结果、错误率和运行时间随回合数的变化情况．由
于ＦｏｕＧＤＫＴＡ使用批处理的核选择方法，核选择
在在线分类之前进行，其运行时间不随回合数变化，
因此，图２的运行时间曲线不包括ＦｏｕＧＤＫＴＡ．由

实验结果可以看出，对比的ＯＫＳ算法每回合的核选
择结果有较大波动，这是因为该算法选择最优核的
概率分布是动态的概率分布（更新依赖于瞬时损失）
和均匀分布的组合，选择每个候选核的概率是

狆犻＝（１－δ）狇犻＋δ／犖，
其中δ和犖分别是平滑性参数和候选核的个数．可
见，选择每个候选核的概率至少是δ／犖而不会趋于
０．所提出的ＯＫＳＬＲＣ在回合数超过２０００时，较其
他核选择算法具有更高的计算效率，进一步验证了
所提出的基于局部后悔的在线核选择算法具有关于
回合数对数级的时间复杂度犗（ｌｎ（犜）犅），是计算高
效的．
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７３　参数影响
下面分析ＯＫＳＬＲＣ中不同参数对算法性能

的影响．本实验研究的参数包括预算犅、相干性参数
μ、初始核参数σ．

图３　不同预算犅、相干性参数μ和初始核参数下的核选择结果、平均错误率和平均运行时间的比较

图３的（ａ）、（ｂ）、（ｃ）给出了ＯＫＳＬＲＣ在预算
犅＝１００，２００，…，５００时的核选择结果、分类错误率、
计算时间．由实验结果可以看出，当预算达到２００的
时候，ＯＫＳＬＲＣ可以得到与高预算设置下相似的
核选择结果，使得在线分类可以保持较高的精度，并
且具有较高的计算效率．这说明了ＯＫＳＬＲＣ的预
算保持策略可以在保证在线学习精度的同时提高计
算效率．此外，犅＝５００时的错误率略高于犅＝２００，
３００，４００时的错误率，这是因为高预算会导致缓冲

区中样本的冗余，使得在线核选择准则的更新对核
选择结果的影响降低．在第５节讨论了预算犅和后
悔界的关系，若犣＝０，则μ０．９２时增大预算不能
获得更紧的后悔界，这与实验结果一致，此时预算应
设置在合适的区间内．

图３的（ｄ）、（ｅ）、（ｆ）展示了ＯＫＳＬＲＣ在不同
相干性参数μ下的表现，由实验结果可以看出，μ在
低于０．５时可以得到较高的精度，且此时在线核选
择具有较高的计算效率．因此，选取合适的相干性参
数μ可以在保证精度的前提下，获得较高的计算效
率，这与第５节中对μ的理论分析一致．此外，当
μ０．５时，不同的μ对精度和效率的影响不大．因
此，所提出的ＯＫＳＬＲＣ对相干性参数μ是稳健的．
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图３的（ｇ）、（ｈ）、（ｉ）为ＯＫＳＬＲＣ在不同初始
核参数

σ∈｛２－（犻＋１）／２，犻＝－１０，－６，－２，０，４，８｝
下的实验结果．实验结果表明，不同于其它基于梯度
下降的在线核选择算法，所提出的ＯＫＳＬＲＣ对于
不同的初始核可以保证在线核选择的结果保持在一
定区间内，且不同的初始核不会影响ＯＫＳＬＲＣ的
在线分类精度和效率．因此，所提出的ＯＫＳＬＲＣ
对初始核参数是稳健的．

８　结　语
在线模型选择完全不同于离线模型选择．在线

学习过程中，单个实例的训练、验证和模型选择过程
是交织混合进行的，这使得在线学习既要保证理论
上的收敛性，又要保证计算上的实时性．现有在线核
选择方法难以满足这些要求．针对这些问题，提出基
于局部后悔在线核选择方法．该方法界定假设序列
期望风险的上界，具有亚线性的后悔界，并且更新策
略的计算时间复杂度是关于回合数对数的且关于预
算线性的．所提出的在线核选择方法也为大规模在
线／离线核方法模型选择提供了一种有效途径．
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