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人机对抗中的博弈学习方法
周　雷　尹奇跃　黄凯奇

（中国科学院自动化研究所智能系统与工程研究中心　北京　１００１９０）

摘　要　近年来，人机对抗智能技术作为人工智能领域的前沿方向取得了一系列突破性的进展，如ＡｌｐｈａＧｏ和
ＤｅｅｐＳｔａｃｋ分别在围棋和二人无限注德州扑克中击败了人类专业选手．这些突破离不开博弈论和机器学习的深度
结合．本文通过梳理当前人机对抗智能技术领域的重要工作，深入分析博弈论和机器学习在其中发挥的作用，总结
了面向人机对抗任务的博弈学习研究框架，指出博弈论为人机对抗任务提供博弈模型和定义求解目标，机器学习
帮助形成稳定高效可扩展的求解算法．具体地，本文首先介绍了人机对抗中的博弈学习方法的内涵，详细阐述了面
向人机对抗任务的博弈学习研究框架，包括博弈模型构建、解概念定义、博弈解计算三个基本步骤，之后利用该框
架分析了当前人机对抗智能技术领域的典型进展，最后指出了人机对抗中的博弈学习未来发展可能面临的挑战．
本文梳理总结的人机对抗中的博弈学习研究框架为人机对抗智能技术领域的发展提供了方法保障和技术途径，同
时也为通用人工智能的发展提供了新思路．
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１　引　言
人机对抗智能技术研究计算机博弈中机器战胜

人类的方法，是当前人工智能研究领域的前沿方向，
它以人机（人类与机器）和机机（机器与机器）对抗为
主要形式研究不同博弈场景下，机器智能战胜人类
智能的基础理论与方法技术［１］．人机对抗智能技术
通过人、机、环境之间的博弈对抗和交互学习，探索
巨复杂、高动态、不确定的对抗环境下机器智能快
速增长的机理和途径，以期最终达到或者超越人类
智能①．

人机对抗智能技术的突破离不开机器学习的发
展，机器学习主要研究如何让机器通过与数据的交
互实现能力的提升［２３］．然而，与传统的机器学习关
注单智能体（ｓｉｎｇｌｅａｇｅｎｔ）与环境的交互不同，人机
对抗智能技术研究的场景往往包含两个或两个以上
智能体，也就是多智能体（ｍｕｌｔｉａｇｅｎｔ）的情形，这些
智能体都拥有自己的优化目标，比如最大化自身收
益．此时，如果直接应用单智能体机器学习方法，得
到的智能体（称为中心智能体）一般表现欠佳［４５］．这

是因为传统机器学习方法假设数据的产生机制是平
稳的（ｓｔａｔｉｏｎａｒｙ）［６］（即数据均来自于同一个分布，
简称为环境的平稳性），这一假设忽略了研究场景中
的其他智能体，而这些智能体也同时在进行学习，因
此其行为模式会随着时间发生变化，从而破坏中心
智能体所处环境的平稳性，进而导致传统机器学习
方法失去理论保证［２３］．更为严峻的是，随着人机对
抗场景中智能体数量的增加，环境非平稳的问题将
会愈发凸显，多个趋利的智能体在学习的过程中相
互影响的情况将不可避免．

为了处理环境非平稳的问题，有学者考虑将博
弈论引入机器学习方法中［７］．这主要是因为博弈论
本身就是为了研究多个利己个体之间的策略性交互
（ｓｔｒａｔｅｇｉｃｉｎｔｅｒａｃｔｉｏｎｓ）而发展的数学理论．博弈论
诞生于１９４４年ｖｏｎＮｅｕｍａｎｎ和Ｍｏｒｇｅｎｓｔｅｒｎ合著
的ＴｈｅｏｒｙｏｆＧａｍｅｓａｎｄＥｃｏｎｏｍｉｃＢｅｈａｖｉｏｒ［８］．在
完全理性的假设下，博弈论给出了一系列解概念来预
测博弈最终可能的结果．博弈论早期的大部分工作关
注不同博弈场景下解概念（ｓｏｌｕｔｉｏｎｃｏｎｃｅｐｔｓ）的定
义、精炼（ｒｅｆｉｎｅｍｅｎｔ）、存在性及其拥有的性质［９］．随
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着博弈论的发展，部分研究者开始研究在非完全理性
的情形下，个体是否可以通过迭代学习的方式来达到
这些解概念，其中著名的工作包括Ｂｒｏｗｎ提出的虚
拟对局（ｆｉｃｔｉｔｉｏｕｓｐｌａｙ）［１０］、Ｈａｎｎａｎ和Ｂｌａｃｋｗｅｌｌ研究
的无悔学习（ｎｏｒｅｇｒｅｔｌｅａｒｎｉｎｇ，ｒｅｇｒｅｔｍｉｎｉｍｉｚａｔｉｏｎ，
ｏｒＨａｎｎａｎｃｏｎｓｉｓｔｅｎｃｙ）［１１１３］等．

近年来，得益于机器算力的提升和深度学习的
兴起，人机对抗智能技术领域取得了一系列突破，如
ＤｅｅｐＭｉｎｄ团队开发的ＡｌｐｈａＧｏ［１４］首次击败了人类
围棋顶尖选手李世石，阿尔伯塔大学团队开发的
ＤｅｅｐＳｔａｃｋ［１５］在二人无限注德州扑克中击败了专家
级人类选手等．在ＡｌｐｈａＧｏ中，围棋被建模为二人
零和完美信息扩展形式博弈，并利用自我对局、蒙特
卡洛树搜索以及深度神经网络近似来对博弈进行求
解；在ＤｅｅｐＳｔａｃｋ中，二人德州扑克被建模为二人零
和非完美信息扩展形式博弈，求解方法结合了自我
对局、反事实遗憾最小化算法以及深度神经网络近
似．从这些例子可以看出，人机对抗智能技术领域的
突破离不开博弈论和机器学习的深度结合．

然而，虽然人机对抗智能技术领域目前取得了
一系列突破，博弈论与机器学习交叉方向的研究却

缺乏清晰的研究框架．基于此，本文通过梳理人机对
抗智能技术领域的重要工作，介绍了人机对抗中的
博弈学习方法的内涵，总结了面向人机对抗任务的
博弈学习研究框架，包括其组成要素和基本步骤，并
利用该框架对人机对抗智能技术领域的典型进展进
行了分析．本文作者认为，随着人机对抗智能技术领
域实验场景和测试环境逐渐接近真实场景，场景的
复杂性和对抗性急剧增加，结合现代机器学习方法
和博弈论的博弈学习方法将会在未来人机对抗领域
的发展中发挥越来越重要的作用．

２　发展历史
自图灵测试这一人机对抗模式在１９５０年被提

出［１６］以来，博弈论和机器学习就在人工智能的发展
中发挥着越来越重要的作用，并呈现出交叉融合的
趋势．本文梳理了人机对抗智能技术和博弈论领域
开创性的工作和里程碑事件，并将其发展历史分为
两条路线，一条是博弈论结合专家系统（见图１中绿
色实线），另一条是博弈论结合学习方法（见图１中
橙色虚线）．

图１　人机对抗智能技术与博弈论的发展历史

２１　路线一：博弈论结合专家系统
在发展路线一中，为了取得较好的人机对抗表

现，研究者们主要是针对基于博弈论的ｍｉｎｍａｘ树
搜索算法进行优化，并结合专家经验来改进评估函
数．路线一的简要发展历程如下：
１９５０年，Ｓｈａｎｎｏｎ发表了第一篇利用编程来实

现国际象棋走子程序的论文［１７］，论文中Ｓｈａｎｎｏｎ参
考ｖｏｎＮｅｕｍａｎｎ证明的ｍｉｎｉｍａｘ定理［８，１８］设计了
ｍｉｎｍａｘ搜索算法和局面评估函数．对于局面评估
函数的设计，参考的是如下定理：在国际象棋中，最
终的结局只可能是以下三种当中的一种：（１）不论
白方如何走子，黑方有一种策略总能保证赢；（２）不
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论黑方如何走子，白方有一种策略总能保证赢；
（３）黑白双方都有一种策略保证至少平局．
１９５６年，Ｓａｍｕｅｌ利用第一台商用计算机ＩＢＭ

７０１编写了跳棋（ｃｈｅｃｋｅｒｓ）走子程序，并在１９５９年
发表论文总结了该程序的设计思想和原理［１９］．该跳
棋走子程序使用了ｍｉｎｍａｘ搜索．
１９５７年，Ｂｅｒｎｓｔｅｉｎ带领的团队在ＩＢＭ７０１上

完成了第一个能下完整局的国际象棋走子程序，该程
序使用了ｍｉｎｍａｘ搜索，但每次最多向后搜索４步，
每步只能考虑７个备选走法．
１９５８年，Ｎｅｗｅｌｌ、Ｓｈａｗ和Ｓｉｍｏｎ第一次在国

际象棋程序中使用ａｌｐｈａｂｅｔａ剪枝搜索算法［２０］．
Ａｌｐｈａｂｅｔａ剪枝算法是ｍｉｎｍａｘ搜索算法的改进，
通过剪掉明显次优的子树分支，该算法极大地降低了
搜索空间．该算法最初由ＭｃＣａｒｔｈｙ在１９５６年提出．

此后，跳棋和国际象棋程序的优化大多围绕评
估函数和搜索算法进行改进．随着计算能力的增强，
ＩＢＭ公司开发的国际象棋程序ＤｅｅｐＢｌｕｅ在１９９７
年利用总结了大量人类经验的评估函数和强大的搜
索能力击败国际象棋大师Ｋａｓｐａｒｏｖ，一时轰动．该
事件从此成为人机对抗智能技术发展历史上的标志
性事件．
２２　路线二：博弈论结合学习方法

路线一中采用的方法很难称得上实现了机器的
“学习”能力，在路线二中，研究者们试图克服机器对
专家数据的过度依赖，希望能够打造自主学习的智
能机器．路线二的简要发展历程如下：

最早在人机对抗研究中引入学习的是Ｓａｍｕｅｌ，
他１９５７年完成的跳棋走子程序不仅使用了ｍｉｎｍａｘ
搜索，同时也引入了两种“学习”机制［１９］：死记硬背
式学习（ｒｏｔｅｌｅａｒｎｉｎｇ）和泛化式学习（ｌｅａｒｎｉｎｇｂｙ
ｇｅｎｅｒａｌｉｚａｔｉｏｎ）．前者通过存储之前下棋过程中计算
得到的局面得分来减少不必要的搜索，后者则根据
下棋的不同结果来更新评估函数中不同参数的系数
来得到一个更好的评估函数．此外，该论文也第一次
提到了自我对局（ｓｅｌｆｐｌａｙ）．此后，这种通过学习来
提升机器能力的思想就一直没能引起重视．直到
１９９０年前后，才陆续出现了能够学习的棋类程序．这
其中比较知名的是１９９４年Ｔｅｓａｕｒｏ结合神经网络和
强化学习训练出的双陆棋程序ＴＤＧａｍｍｏｎ［２１］．

ＴＤＧａｍｍｏｎ的成功引起了许多学者对学习算
法的兴趣，并促成了博弈论与机器学习的初步结合，
其中著名的工作是Ｌｉｔｔｍａｎ在１９９４年正式建立了
Ｍａｒｋｏｖ博弈（或随机博弈）与多智能体强化学习之

间的联系．之后，Ｍａｒｋｏｖ博弈便作为多智能体强化
学习的理论框架，启发了众多学者的研究．同时，在
该论文中Ｌｉｔｔｍａｎ也提出了第一个多智能体强化学
习算法ｍｉｎｉｍａｘＱ［２２］．ＭｉｎｉｍａｘＱ是针对二人零和
博弈的学习算法，当博弈的双方都使用该算法时，最
终博弈双方的策略都会收敛到二人零和博弈的最优
解极大极小策略上．

值得指出的是，除了人工智能领域，博弈论领域
的研究者们很早也开始了对学习方法的研究．与人工
智能领域学者的出发点不同，他们关注的是在博弈模
型给定的情形下，如何设计迭代学习的规则能使个体
的策略收敛到均衡．此类方法之后被称为博弈学习
（ｇａｍｅｔｈｅｏｒｅｔｉｃｌｅａｒｎｉｎｇ）方法．博弈学习方法的思
想最早可以追溯到１９５１年Ｂｒｏｗｎ提出的虚拟对局
（ｆｉｃｔｉｔｉｏｕｓｐｌａｙ）［１０］，即采用迭代学习的方式来计算
二人零和博弈的极大极小策略，之后著名的博弈学
习方法包括无悔学习（ｎｏｒｅｇｒｅｔｌｅａｒｎｉｎｇ）［１１１３］和复
制动力学（ｒｅｐｌｉｃａｔｏｒｄｙｎａｍｉｃｓ）［２３］．在１９９８年，几乎
与Ｌｉｔｔｍａｎ等人同一时期，Ｆｕｄｅｎｂｅｒｇ和Ｌｅｖｉｎｅ出
版了著作ＴｈｅＴｈｅｏｒｙｏｆＬｅａｒｎｉｎｇｉｎＧａｍｅｓ［２４］，对
之前博弈学习方法的研究进行了汇总、总结和扩展．
博弈学习方法的研究为博弈论中的解概念（主要是
纳什均衡）提供了非理性假设下的解释，换言之，非
理性的个体在一定学习规则的指导下也能达到
均衡．

此后，博弈论和机器学习领域的研究兴趣和
研究内容开始交叉，逐步形成了博弈论与机器学习
结合的博弈学习方法［２５３０］．相关工作包括：（１）利用
强化学习方法计算博弈的解，比如ＮａｓｈＱ［３１］等；
（２）利用博弈论中的学习方法进行游戏ＡＩ的算法
设计，比如针对不完美信息博弈的反事实遗憾最小
化算法［２８］（属于无悔学习算法的一种）；（３）利用机
器学习加强博弈论中学习方法的可扩展性，比如虚
拟自我对局（ＦｉｃｔｉｔｉｏｕｓＳｅｌｆＰｌａｙ，ＦＳＰ）［２９］．相比于
传统解决单智能体与环境交互问题的机器学习方
法，与博弈论结合的学习方法有两个优势：一是充分
考虑了多个智能体同时最大化收益时环境的非平稳
问题，学习的目标是任务的均衡解而不是让某个智
能体的收益最大化；二是在满足模型的假设时，这些
算法一般具有收敛的理论保证．特别地，面向人机
对抗任务，人机对抗中的博弈学习方法在此基础上
添加了人机对抗任务建模，为的是能更好地利用和
拓展现有的博弈学习方法来处理复杂的人机对抗
任务．
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近年来，随着深度学习的兴起，深度神经网络被
广泛应用于人机对抗任务，形成了一系列优秀的模
型和博弈学习算法［５，３２４０］．这也促进了人机对抗智
能技术近期一系列的突破，包括２０１６年ＡｌｐｈａＧｏ
击败围棋９段选手李世石，２０１７年Ｌｉｂｒａｔｕｓ［３０］和
ＤｅｅｐＳｔａｃｋ［１５］分别在二人无限注德州扑克中击败人
类专业选手以及２０１９年ＡｌｐｈａＳｔａｒ［４１］在星际争霸２
中击败人类顶级选手．

３　人机对抗中的博弈学习方法内涵
人机对抗中的博弈学习方法是一种面向人机对

抗任务，以博弈论为理论基础、以机器学习为主要技
术手段，通过智能体与环境、智能体与其他智能体的
交互来获得具有良好性质（比如适应性、鲁棒性等
等）博弈策略的学习方法，是实现人机对抗智能技术
的核心．具体地，人机对抗中的博弈学习方法基于博
弈论建模人机对抗任务和定义学习目标，并利用机
器学习方法来帮助设计高效、稳健、可扩展的学习算
法以完成人机对抗任务．

为了阐述博弈学习方法与当前机器学习方法的
区别与联系，本文按照系统中信息的流向以及信息
产生的机制将已有的学习框架划分为一元、二元以
及三元（或多元）学习．在一元学习中，智能体从数据
中获取知识，并且这个过程只涉及数据到智能体的
单向信息流动，监督学习、无监督学习以及深度学习
都属于一元学习（见图２（ａ））．在二元学习中，智能
体通过与环境互动得到数据，进而获取知识，与一元
学习不同的是此时数据的产生不仅取决于环境也取
决于智能体，即智能体决策的好坏影响它自身学习

的效果，必要时智能体还需要对环境动力学进行建
模，单智能体强化学习属于二元学习（见图２（ｂ））．
在三元学习中，智能体通过与环境和其他智能体的
交互获得数据，此时智能体学习的效果受到环境和
其他智能体的共同影响，必要时智能体需要对环境
动力学和其他智能体进行建模（见图２（ｃ）），博弈学
习属于三元学习．

图２　博弈学习与机器学习的区别与联系

４　人机对抗中的博弈学习研究框架
通过对博弈论和人机对抗智能技术发展历程的

梳理，并结合人机对抗中的博弈学习方法的内涵，本
文总结出了如图３所示的人机对抗中的博弈学习研
究框架：人机对抗中的博弈学习研究框架以人机对
抗任务为输入，首先通过博弈模型构建获得博弈模
型，然后通过解概念定义得到博弈的可行解，最后通
过博弈解计算输出满足需求的博弈策略组合，也就
是学习任务的解．直观来讲，人机对抗中的博弈学习
研究框架将一类人机对抗任务的解决近似或等价转
换为对某一类博弈问题的求解，该框架包含两个组
成要素（博弈模型和博弈解）和三个基本步骤（博弈
模型构建、解概念定义和博弈解计算）．

图３　人机对抗中的博弈学习研究框架

接下来，本文就人机对抗中的博弈学习研究
框架中的两个组成要素和三个基本步骤分别进行
介绍．
４１　博弈模型和博弈解

博弈模型和博弈解是人机对抗中的博弈学习研
究框架中的两个重要组成要素，本文参考经典博
弈论中的内容对它们进行介绍以便理解，更多的
可参考文献［９，２５］．在博弈论中，经典的博弈模型

有标准形式博弈（ｎｏｒｍａｌｆｏｒｍｇａｍｅ）、扩展形式博
弈（ｅｘｔｅｎｓｉｖｅｆｏｒｍｇａｍｅ）、Ｍａｒｋｏｖ博弈（Ｍａｒｋｏｖ
ｇａｍｅ）等．下面对它们的定义、解概念进行一一介绍．
４．１．１　标准形式博弈

标准形式博弈又称为策略形式博弈（ｓｔｒａｔｅｇｉｃ
ｆｏｒｍｇａｍｅ），其定义如下：

定义１．　标准形式博弈［９，２５］．标准形式博弈犌
由〈犖，（犃犻，!犻）犻∈犖〉表示，其中犖＝｛１，２，…，狀｝表示
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参与博弈所有个体的集合；对于任意个体犻∈犖，犃犻是
其动作集合；犃＝×狀犻＝１犃犻表示所有个体的联合动作
空间；!犻：犃→!表示个体犻的收益函数，!犻（犪）表示
在联合动作犪＝（犪１，犪２，…，犪狀）下，个体犻的收益．

标准形式博弈可以看作一个狀维矩阵，矩阵中
的元素是个体在不同的联合动作下收益的向量，也
就是（!１，…，!狀），因此标准形式博弈也称为矩阵
博弈（ｍａｔｒｉｘｇａｍｅ）．标准形式博弈是博弈论中最基
本的博弈模型，它最直接地描述了个体的行动与收
益之间的关系，并且几乎所有其他的博弈模型都可
以转化为标准形式．此外，在标准形式博弈中，所有
个体同时决策（或者某一个个体在做决策时不知道
其他个体当前的决策结果）且只决策一次．特别地，
当狀＝２且对于任意的犪∈犃都有!１（犪）＋!２（犪）＝
０时，称为二人零和标准形式博弈．

定义２．　标准形式博弈策略［９，２５］．给定标准形
式博弈犌＝〈犖，（犃犻，!犻）犻∈犖〉，对于任意玩家犻，其策
略σ犻为集合犃犻上的概率分布Δ（犃犻）；σ犻（犪犻）表示个
体犻使用行动犪犻∈犃犻的概率．

为方便说明，本文记个体犻的策略集合为Σ犻；所
有个体策略的联合为σ＝（σ１，…，σ狀）；记在联合策略

σ下联合行动犪出现的概率为σ（犪）＝∏
犖

犻＝１
σ犻（犪犻）；记

除个体犻之外，其他所有个体策略的联合为σ－犻，即
σ－犻＝（σ１，…，σ犻－１，σ犻＋１，…，σ狀）．此时，标准形式博弈
中的期望收益如下．

定义３．　标准形式博弈期望收益［９，２５］．给定标
准形式博弈犌＝〈犖，（犃犻，!犻）犻∈犖〉和联合策略σ＝
（σ１，…，σ狀），对于任意个体犻，其期望收益为

!

－
犻（σ）＝∑犪∈犃σ（犪）!犻（犪） （１）

在标准形式博弈下，经典的博弈解概念是纳什
均衡［４２］和近似纳什均衡（即"纳什均衡）．

定义４．　标准形式博弈"纳什均衡［９，２５］．给定
标准形式博弈犌＝〈犖，（犃犻，!犻）犻∈犖〉以及"０，博弈
犌的"纳什均衡是一个策略组合σ＝（σ１，σ２，…，
σ狀）．该策略组合使得对于任意个体犻∈犖，

!

－
犻（σ）＝!

－
犻（σ犻，σ－犻）－"

（２）
对于任意的σ犻∈Σ犻均成立．当"＝０时，近似纳什均
衡就是纳什均衡．

对于标准形式博弈中纳什均衡的存在性，Ｎａｓｈ
在１９５０年给出了如下定理：

定理１．　标准形式博弈纳什均衡存在性［４２］．
给定标准形式博弈犌＝〈犖，（犃犻，!犻）犻∈犖〉，对于任何

有限标准形式博弈（犖以及所有犃犻均为有限集合）
都存在至少一个纳什均衡．
４．１．２　扩展形式博弈

在标准形式博弈中，所有个体只决策一次，但现
实中一些博弈是需要进行多次决策之后才能知道博
弈结果的，比如围棋、德州扑克等，对于这样有明显
先后顺序的博弈（又称为回合制博弈）可以用扩展形
式博弈来描述：

定义５．　扩展形式博弈［９，２５２７］．扩展形式博弈
犌由〈犖，犃，犎，犣，（犐犻，!犻）犻∈犖，χ，ρ〉表示，其中犖＝
｛１，２，…，狀｝表示参与博弈所有个体的集合（如果博
弈中包含随机事件，则添加一个额外的个体犮，此时
犖＝｛１，２，…，狀｝∪｛犮｝）；犃是博弈中玩家所有动作
的集合；定义博弈历史犺为当前已执行动作的序列
犺＝（α１，α２，…），犺狋＝（犺狋－１，α狋－１），犺１＝，α狋∈犃表
示第狋轮个体执行的动作，犎＝｛犺狋｜博弈未在第狋轮
结束｝对应博弈未结束时所有可能的历史，犣＝｛犺狋｜博
弈在第狋轮结束｝表示博弈结束时的所有可能历史，
且犎∩犣＝；ρ：犎→犖，ρ（犺）表示在博弈历史为犺
时需要做决策的个体；χ：犎→２｜犃｜，χ（犺）表示在博弈
历史为犺时个体的合法动作集合；!犻：犣→!表示个
体犻在博弈结束时的收益；犐犻＝｛犺∈犎｜ρ（犺）＝犻｝是
个体犻所有需要做决策的节点集合，如果犐犻１，犐犻２，…，
犐犻犽犻是犐犻的一个划分，且满足对于任意的犼∈｛１，２，…，
犽犻｝，对于任意的节点犺，犺′∈犐犻犼，ρ（犺）＝ρ（犺′）并且
χ（犺）＝χ（犺′），则称犐犻犼是个体犻的一个信息集．

在以上定义中，如果所有个体的所有信息集都
为单点集，则称博弈为完美信息博弈，此时每个个体
在做决策时都知道当前完整的博弈历史；否则，博弈
就称为不完美信息博弈．特别地，当狀＝２且对于任
意的博弈结束节点狕∈犣都有!１（狕）＋!２（狕）＝０
时，称为二人零和扩展形式博弈．

对于扩展形式博弈，以下定义都假设完美回忆
（ｐｅｒｆｅｃｔｒｅｃａｌｌ），也就是到达任意一个信息集时，任
何参与博弈的个体都记得它之前的所有经历（包括
执行的动作和到达的信息集）．完美回忆是在研究扩
展形式博弈时一个较为普遍的假设，在这个假设下，
根据Ｋｕｈｎ定理［４３］，以下策略的定义具有一般性：

定义６．　扩展形式博弈策略［９，２５２７］．给定扩展
形式博弈犌＝〈犖，犃，犎，犣，（犐犻，!犻）犻∈犖，χ，ρ〉，对于
任意个体犻，定义其信息集的集合为犛犻＝｛犐犻１，…，
犐犻犽犻｝，那么个体犻的策略为

σ犻：犛犻→∪
犽犻

犼＝１
Δ（χ（犐犻犼）） （３）
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其中σ犻（犐犻犼）表示在信息集犐犻犼时，个体犻使用各合法
动作犪犻∈χ（犐犻犼）的概率．特别地，当π犻：犛犻→∪

犽犻

犼＝１
χ（犐犻犼）

时，称π犻为个体犻的纯策略．
为了评估策略的表现，需要定义扩展形式博弈

中不同策略的期望收益．在定义期望收益之前，先引
入如下概念：

定义７．　到达概率［９，２５２７］．给定扩展形式博弈
犌＝〈犖，犃，犎，犣，（犐犻，!犻）犻∈犖，χ，ρ〉和策略组合σ＝
（σ１，…，σ狀），任意节点犺＝（α１，α２，…，α犽）∈犎∪犣在
σ下的到达概率为

βσ（犺）＝σρ（犺１）（犺１，α１）∏
犽

犻＝２
σρ（犺′）（犺′，α犻）犺′＝（α１，α２，…，α犻－１）（４）

其中σρ（犺）（犺，犪）表示在节点犺，个体ρ（犺）执行动作犪
的概率；ρ（犺１）表示博弈最开始（即第１轮）时做决策
的个体．

在以上定义的基础上，扩展形式博弈的期望收
益为：

定义８．　扩展形式博弈期望收益［２５２７］．给定扩
展形式博弈犌＝〈犖，犃，犎，犣，（犐犻，!犻）犻∈犖，χ，ρ〉和策
略组合σ＝（σ１，…，σ狀），个体犻在σ下的期望收益为

!

－
犻（σ）＝∑犺∈犣βσ（犺）!犻（犺） （５）

基于以上定义，扩展形式博弈中的近似纳什均
衡定义如下：

定义９．　扩展形式博弈"纳什均衡［２５２７］．给定
扩展形式博弈犌＝〈犖，犃，犎，犣，（犐犻，!犻）犻∈犖，χ，ρ〉以
及"０，博弈犌的"纳什均衡是一个策略组合σ＝
（σ１，σ２，…，σ狀）．该策略组合使得对于任意个体犻∈犖，

!

－
犻（σ）＝!

－
犻（σ犻，σ－犻） （６）

对于任意的σ犻∈Σ犻均成立．当"＝０时，近似纳什均
衡就是纳什均衡．

对于扩展形式博弈中纳什均衡的存在性，有如
下定理：

定理２．　扩展形式博弈纳什均衡存在性［９，４２］．给
定扩展形式博弈犌＝〈犖，犃，犎，犣，（犐犻，!犻）犻∈犖，χ，
ρ〉，对于任何有限扩展形式博弈（犖和犃为有限集
合，任意博弈结束历史狕∈犣为有限序列）都存在至
少一个纳什均衡．
４．１．３　Ｍａｒｋｏｖ博弈

扩展形式博弈虽然考虑了博弈状态（即博弈历
史）随着决策的变化，但它假设（１）博弈状态之间的
转移对每个个体来说是已知的；（２）个体的决策存在
明显的先后顺序．对于个体未知的博弈状态转移以

及没有明显先后决策顺序的博弈场景，需要定义新
的博弈模型．一个较为通用的博弈模型是Ｍａｒｋｏｖ
博弈（或随机博弈）［２２，４４］．

定义１０．　Ｍａｒｋｏｖ博弈［２５２７］．Ｍａｒｋｏｖ博弈犌
由〈犖，犛，（犃犻，!犻）犻∈犖，#〉表示，其中犖＝｛１，２，…，
狀｝表示参与博弈所有个体的集合；犛是状态集合；对
于任意个体犻∈犖，犃犻是其动作集合；犃＝×狀犻＝１犃犻表
示所有个体的联合动作空间；#：犛×犃×犛→［０，１］
是状态转移函数，#（狊，犪，狊′）表示在状态狊下所有个
体执行联合动作犪＝（犪１，犪２，…，犪狀）后状态转移到狊′
的概率，且满足对于任意的狊∈犛，∑狊′∈犛#（狊，犪，狊′）＝１；
!犻：犛×犃→!表示个体犻的收益函数，!犻（狊，犪）表
示在状态狊下所有个体执行联合动作犪后个体犻的
收益．

当博弈只有一个状态犛＝｛狊｝且所有个体只执
行一次动作时，Ｍａｒｋｏｖ博弈就退化为了标准形式
博弈．特别地，当狀＝２且对于任意的博弈状态狊∈犛
和任意的犪∈犃都有!１（狊，犪）＋!２（狊，犪）＝０时，称
为二人零和Ｍａｒｋｏｖ博弈．

在Ｍａｒｋｏｖ博弈中，其策略的定义如下：
定义１１．　Ｍａｒｋｏｖ博弈策略［２５２７］．给定Ｍａｒｋｏｖ

博弈犌＝〈犖，犛，（犃犻，!犻）犻∈犖，#〉，定义博弈历史为
状态动作序列，即犺狋＝（狊１，犪１，…，狊狋－１，犪狋－１，狊狋），记狋
时刻所有可能历史的集合为犎狋（其中犎１＝｛｝）；
对于任意玩家犻，其策略定义为

σ犻：∪
犜犲

狋＝１
犎狋→Δ（犃犻） （７）

其中犜犲是博弈结束的时刻，Δ（犃犻）是集合犃犻上所有
概率分布的集合．

由于标准形式博弈是Ｍａｒｋｏｖ博弈的一种特
例，标准形式博弈中的策略可以通过令函数（７）中的
犜犲＝１得到．以上的策略是定义在任何可能的博弈历
史上的，是比较一般的策略定义．在Ｍａｒｋｏｖ博弈中，
还有一类相对简单的策略，这类策略只取决于当前
的博弈状态，被称为平稳策略（ｓｔａｔｉｏｎａｒｙｓｔｒａｔｅｇｙ）．

定义１２．Ｍａｒｋｏｖ博弈平稳策略［２５２７］．给定
Ｍａｒｋｏｖ博弈犌＝〈犖，犛，（犃犻，!犻）犻∈犖，#〉，当个体犻
的策略只取决于当前状态狊狋，即

σ犻：犛→Δ（犃犻） （８）
时，称σ犻是个体犻的平稳策略．

为了评估Ｍａｒｋｏｖ博弈中不同策略的表现，可以
计算策略的期望（长期）收益，其中一类常用的期望收
益是累积折扣收益，也被称为值函数犞：犛×Σ１×…×
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Σ狀→!

，其中Σ犻表示个体犻的平稳策略集合．
定义１３．Ｍａｒｋｏｖ博弈值函数［２５２７］．给定

Ｍａｒｋｏｖ博弈犌＝〈犖，犛，（犃犻，!犻）犻∈犖，#〉，折扣因子
γ∈［０，１），个体犻的值函数为
$犻（狊，σ犻，σ－犻）＝
"犪狋～（σ犻，σ－犻），狊狋～#

（狊狋－１，犪狋－１，·）∑
∞

狋＝０
γ狋!犻（狊狋，犪狋）狊０＝［ ］狊（９）

对于平稳策略，在Ｍａｒｋｏｖ博弈中可以定义比
一般的纳什均衡更强的解概念，称为Ｍａｒｋｏｖ完美
均衡．Ｍａｒｋｏｖ完美均衡是纳什均衡的精炼，这里简
称为Ｍａｒｋｏｖ博弈纳什均衡．Ｍａｒｋｏｖ博弈中的近似
纳什均衡有如下定义：

定义１４．　Ｍａｒｋｏｖ博弈"纳什均衡［２５２７］．给定
Ｍａｒｋｏｖ博弈犌＝〈犖，犛，（犃犻，!犻）犻∈犖，#〉、折扣因子
γ∈［０，１）以及"０，博弈犌的"纳什均衡是一个平
稳策略组合σ＝（σ１，σ２，…，σ狀）．该策略组合使得对
于任意个体犻∈犖和状态狊∈犛，

$犻（狊，σ）$犻（狊，σ犻，σ－犻）－"

（１０）
对于任意的σ犻∈Σ犻均成立．当"＝０时，近似纳什均
衡就是纳什均衡．

对于Ｍａｒｋｏｖ博弈中纳什均衡的存在性，有如
下定理：

定理３．　Ｍａｒｋｏｖ博弈纳什均衡存在性［４５］．给
定Ｍａｒｋｏｖ博弈犌＝〈犖，犛，（犃犻，!犻）犻∈犖，#〉以及折
扣因子γ∈［０，１），对于任何有限Ｍａｒｋｏｖ博弈（犖、犛
以及所有犃犻均为有限集合）都存在至少一个纳什
均衡．

在以上Ｍａｒｋｏｖ博弈的定义中，一个基本的假
设是个体在做决策时能获知当前博弈的真实状态
狊．但在很多现实情景中，博弈的真实状态是无法获
知的．对于这样的博弈可以用部分可观测Ｍａｒｋｏｖ

博弈（ｐａｒｔｉａｌｌｙｏｂｓｅｒｖａｂｌｅＭａｒｋｏｖｇａｍｅｓ）来进行
建模：

定义１５．　部分可观测Ｍａｒｋｏｖ博弈［２６］．部分
可观测Ｍａｒｋｏｖ博弈在Ｍａｒｋｏｖ博弈犌＝〈犖，犛，
（犃犻，!犻）犻∈犖，#〉的基础上，增加了对个体观测集以
及系统观测函数的定义；对于任意个体犻∈犖，其
观测集合为犗犻＝｛狅犻１，狅犻２，…，狅犻犽犻｝，所有个体的联合
观测集合为犗＝×狀犻＝１犗犻；系统的观测函数定义为%

：
犗×犃×犛→［０，１］，%（狅，犪，狊）表示在联合动作犪且
系统转移到新状态狊时，观测到狅∈犗的概率．
４２　博弈模型构建

在人机对抗中的博弈学习研究框架中，第一步
是博弈模型构建，即抽取人机对抗任务的关键特征，
并将其简化和抽象，使得构建的模型对应博弈论中
的某一类博弈（具体请参考４．１节），并保证求解该
博弈等价于解决原有的任务．在构建博弈模型时，特
别需要考虑的几个任务特征有：（１）任务中能够独
立决策的个体数目；（２）个体的行动顺序；（３）任务
的信息结构；（４）个体之间收益的关系．

对于４．１节中提到的几类博弈模型，它们之间的
主要区别在于（２）和（３）的定义不同．在标准形式博弈
中，所有个体只决策一次，并且在决策时不知道其他
个体当前决策的结果；在Ｍａｒｋｏｖ博弈中，个体会决
策多次，每一次决策所有个体同时进行，当决策完成
后个体获得收益，博弈状态发生转移且所有个体都
能获知当前博弈的最新状态；在扩展形式博弈中，个
体按照指定的先后顺序进行决策，决策时个体有可
能知道也有可能不知道其他个体之前的决策信息，
所有个体只有在博弈结束时才能获得收益．三类博弈
模型对应的常见人机对抗任务特征请参考表１．

表１　博弈模型对应的常见人机对抗任务特征
博弈模型 人机对抗任务特征

同时／序列决策 完美／不完美信息 对称／非对称 零和／非零和

标准形式博弈同时决策，只进
行一次 不完美信息

对于任意个体犻，犼∈犖，犃犻＝犃犼；且
对于定义在犖上的任意置换π，
!犻（犪）＝! π（犻）（犪π－１（１），…，
犪π－１（狀））时，称为对称博弈［４６］；否
则为非对称博弈

对于任意行动组合犪∈犃都有∑
狀

犻＝１
!犻（犪）

＝０时，为零和博弈；否则为非零和博弈

扩展形式博弈序列决策，按顺
序先后进行

当所有个体的所有信
息集都为单点集时，
为完美信息博弈；否
则为不完美信息博弈

转换为标准形式后参考标准形式
博弈对称性定义

对于任意博弈结束节点狕∈犣都有

∑
狀

犻＝１
!犻（狕）＝０时，为零和博弈；否则为

非零和博弈

Ｍａｒｋｏｖ博弈 序列决策，每次
都同时进行 不完美信息 转换为标准形式后参考标准形式

博弈对称性定义

对于任意博弈状态狊∈犛和任意行动组
合犪∈犃都有∑

狀

犻＝１
!犻（狊，犪）＝０时，为零

和博弈；否则为非零和博弈
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除了特征（２）和（３）之外，特征（１）和（４）需要特别
考虑的原因是它们与博弈求解的难度息息相关，其中
最容易求解的是二人零和博弈（表１中令狀＝２）．当
博弈人数大于二或者所有个体的收益之和不始终为
零（称为一般和或者非零和博弈）时，博弈的求解就
可能变得相当困难．此外，二人零和博弈在理论上也
具有非常良好的性质，比如使用纳什均衡策略能保
证我方在面对任意对手时收益有下界，任意一对纳
什均衡策略的收益都相等，等等．因为这些性质，二
人零和博弈成为了人机对抗智能技术长期以来重点
关注的博弈类型．近期人机对抗智能技术的一系列
突破，如ＡｌｐｈａＧｏ、Ｌｉｂｒａｔｕｓ等也都是围绕二人零和
博弈开展的．本文会在第５节对这些典型应用进行
详细分析．

事实上，在整个机器学习领域，对抗学习已逐渐
发展为一个新的学习范式［４７］，该范式将包含潜在攻
击方或者本身具有对抗属性的学习任务建模为二人
零和博弈，并将博弈论中的纳什均衡解作为学习目
标，以此来获得鲁棒的模型，比如生成对抗网络中生
成器和鉴别器之间的对抗就被Ｇｏｏｄｆｅｌｌｏｗ等人建
模为具有连续动作空间的二人零和博弈［３８］．
４３　解概念定义

有了博弈模型后，人机对抗中的博弈学习研究
框架的第二步就是对博弈的解概念进行定义，也就
是根据希望满足的性质对博弈可能出现的结果（即
策略组合的集合）给出形式化约束的过程．博弈论中
最常见的解概念性质有稳定性和安全性．

稳定性．在这个解概念性质下，任何个体单方
面地改变它自己的策略都不会增加它自己的收益．
此时，任何试图最大化自身利益的个体都没有意愿
单方面地改变策略，也就体现了稳定性．４．１节提到
的纳什均衡就是定义在稳定性上的解概念．

安全性．在这个解概念性质下，参与博弈的个
体对它的对手持最悲观的态度，即认为对手总会采
取最小化我方收益的策略．在这样的情形下，个体会
评估它使用任意策略时所获得的最低收益，然后在
其策略集合中选择一种能使得最低收益最大化的策
略，该策略被称为极大极小策略．采用极大极小策略
的个体能保证它自身的收益不低于某一个值，也就
体现了安全性．当博弈中的所有个体都采用极大极
小策略的时候，就称为博弈的极大极小解．

在二人有限零和博弈中，对于任意个体来说，极
大极小策略就是最优策略，并且极大极小解就是博

弈的纳什均衡，也就是说在二人零和博弈中，极大极
小解既具有稳定性也具有安全性．

有较好的性质只是解概念定义的第一步，接下
来需要证明解概念的存在性甚至唯一性．一个解概
念有好的性质，但只存在于一些很特殊的博弈中甚
至根本不存在，那么该解概念是无法被广泛采用的；
一个解概念广泛存在但不唯一，此时就涉及到博弈
解选择的问题，不同的选择可能会导致非常不同的
后果．
４４　博弈解计算

定义好解概念之后，人机对抗中的博弈学习研
究框架的第三步是计算满足条件的博弈解，即将定
义的解概念作为计算目标，对博弈模型进行求解的
过程．博弈解的计算一般通过迭代算法实现，相关算
法包括传统博弈求解方法和机器学习方法．对于不
同的博弈求解算法，一个基本的概念是计算时间复
杂度，该复杂度衡量了最大可能计算时间与输入长
度之间的近似函数关系．之前的工作表明，求解二
人零和博弈的纳什均衡的计算时间复杂度为Ｐ（多
项式时间复杂度），而求解二人一般和博弈的纳什均
衡的计算时间复杂度则为ＰＰＡＤ［４８４９］．ＰＰＡＤ复杂
度介于Ｐ和ＮＰ（非确定性多项式时间复杂度）之间
（如果Ｐ≠ＮＰ），属于难计算的类型．传统的博弈求
解方法包括线性规划、ＬｅｍｋｅＨｏｗｓｏｎ算法［５０］、
ｄｏｕｂｌｅｏｒａｃｌｅ算法［５１］、ｍｉｎｍａｘ搜索算法及其改进
（如ａｌｐｈａｂｅｔａ剪枝、蒙特卡洛树搜索等）、虚拟对
局［１０］、遗憾匹配（ｒｅｇｒｅｔｍａｔｃｈｉｎｇ）［５２］、反事实遗憾
最小化［２８］等．机器学习方法包括ｍｉｎｉｍａｘＱ［２２］、
ＮａｓｈＱ［３１］、虚拟自我对局［２９］、ＰＳＲＯ［５］等．

当博弈规模较大时（比如国际象棋、围棋等拥有
巨大状态空间和策略空间的博弈），最有效的求解算
法也只能试图求解近似纳什均衡（即"纳什均衡），
即使是二人零和博弈．求解近似纳什均衡有诸多优
势：首先近似纳什均衡可能是更符合实际的解概念，
也就是当个体处于均衡时，只有足够大（大于"＞０）
的激励才能促使个体改变策略；其次，有限博弈中近
似纳什均衡一定存在（基于定理１得到），并且任何
纳什均衡附近一定存在近似纳什均衡；最后，求解任
意近似纳什均衡只需要考虑有限个策略组合，而不
需要遍历整个策略空间［２５，５３５４］．

本文现介绍几类经典的求解二人零和博弈的方
法，包括蒙特卡洛树搜索、虚拟对局及其扩展、遗憾最
小化算法以及ｍｉｎｉｍａｘＱ算法．其他博弈模型及对
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应的机器学习类求解方法的介绍，可参考综述［２６２７］．
４．４．１　蒙特卡洛树搜索

对于完美信息扩展形式博弈，一个常用的求解
纳什均衡（更准确地说是子博弈完美均衡）的方法是
逆向回溯法（ｂａｃｋｗａｒｄｉｎｄｕｃｔｉｏｎ）［２５］．逆向回溯法
从博弈的结束节点开始，不断往博弈的开始节点回
溯，每一次回溯都选取使得当前决策个体在剩余子
博弈中期望收益最大的行动．当整个过程结束后，就
得到了博弈的一个纳什均衡．

在二人零和扩展形式博弈中，按照反向回溯法
计算纳什均衡的方法被称为ｍｉｎｍａｘ搜索算法．然
而，ｍｉｎｍａｘ搜索算法每次都需要遍历所有节点，计
算代价非常高．后续的ａｌｐｈａｂｅｔａ剪枝算法虽然通
过剪掉明显次优的子博弈分支节省了大量开销，但
同样也只适用于小规模的博弈，对于围棋这类状态
空间巨大的博弈基本束手无策．这最主要的原因是
这些方法都是精确方法，基于精确的子博弈期望收
益进行行动选择，求解目标对应纳什均衡．

当采用近似的方法，并将求解目标定为近似纳
什均衡时，每一步需要计算的子博弈期望收益就可
以通过多次蒙特卡罗仿真来估计，该估计值会随着
仿真次数的增加而变得更加准确；另外，在每次选择
仿真的子博弈分支时也可以根据历史信息来更有效
地进行，而不是每次都遍历所有可能．在这两点的基
础上，再结合一定程度的探索，就是经典的蒙特卡罗
树搜索（ＭｏｎｔｅＣａｒｌｏｔｒｅｅｓｅａｒｃｈ）算法．在蒙特卡罗
树搜索中，计算机存储的博弈节点数目随着搜索的
进行逐渐增加．具体地，单次搜索包含四个过程：选
择、扩展、模拟与回传．选择阶段在已存储的博弈节
点中进行，选定一个节点犺作为根节点，并从节点犺
出发，按照一定的方式选择子节点犺ｎｅｘｔ＝（犺，α）（其
中α∈χ（犺）），直至到达一个仍有扩展空间的节点
犺′．在选择过程中需要平衡探索和利用，这其中一个
代表性的方法是ＵＣＴ算法（ＵｐｐｅｒＣｏｎｆｉｄｅｎｃｅ
ＢｏｕｎｄｓｔｏＴｒｅｅｓ）［５５］，ＵＣＴ算法将子节点的选择看
作一个多臂赌博机（ｍｕｌｔｉａｒｍｂａｎｄｉｔｓ）问题，因此
可以应用处理这类问题的经典算法ＵＣＢ１（ＵＣＢ是
ＵｐｐｅｒＣｏｎｆｉｄｅｎｃｅＢｏｕｎｄｓ的缩写）．ＵＣＢ１追踪多
臂赌博机每一个臂的历史平均收益并在狋时刻选择
ＵＣＢ值最大的臂犐狋，即

犐狋＝ａｒｇｍａｘ
犻∈｛１，…，犓｝

｛珡犡犻，犜犻（狋－１）＋犮狋－１，犜犻（狋－１）｝（１１）
其中珡犡犻，犜犻（狋－１）为第犻臂前狋－１步的平均收益，犜犻（狋－１）

为前狋－１步第犻臂被选择的总次数，犮狋，狊＝２ｌｎ狋／槡狊为
偏置．基于此，在蒙特卡洛仿真选择阶段，ＵＣＴ算法
将上述平均收益珡犡犻，犜犻（狋－１）替换为待选子节点行动价
值的估计值犙（即在当前状态下执行某一行动的期
望收益），将偏置犮狋，狊修正为２犆狆ｌｎ狋／槡狊（其中犆狆是一
个正常数），并将狋和狊分别替换为当前所处节点和
待选子节点的访问次数．在扩展过程中，选择节点
犺′任意一个未扩展的子节点犺″，将其作为新节点
添加到计算机的存储中．在模拟阶段，从新的节点
犺″开始进行仿真推演，直至获得最终的输赢结果
犚犻（狕），该步骤一般被称为ｒｏｌｌｏｕｔ．在回传阶段，基
于上述输赢结果来更新根节点犺到新添加节点犺″
的信息，包括访问次数和犙值．当上述过程重复的
次数足够多时，ＵＣＴ算法每次选择次优行动α的概
率会趋于零［５５５６］，这也就意味着基于ＵＣＴ的蒙特
卡洛树搜索算法在理论上能逼近ｍｉｎｍａｘ搜索．
４．４．２　虚拟对局

虚拟对局［１０］是博弈论中最早提出的几个博弈
学习方法之一，通常用来计算几类标准形式博弈的
纳什均衡，比如二人零和博弈、势博弈以及一般的
（ｇｅｎｅｒｉｃ）２×犿矩阵博弈．在虚拟对局中，博弈重
复进行，在第狋轮博弈中，任意个体犻根据对手的
历史平均策略σ－犻，狋－１来执行最优响应，即执行
犅狉犻（σ－犻，狋－１）＝ａｒｇｍａｘ犪犻∈犃犻

!

－
犻（犪犻，σ－犻，狋－１）（如果存在多个

最优响应，则随机执行其中一个）．记第狋轮博弈结
束时，联合平均策略为σ狋＝×狀犻＝１σ犻，狋，最优响应联合
为犅狉（σ狋）＝×狀犻＝１犅狉犻（σ－犻，狋－１）．虚拟对局按照下式来
更新平均策略：

σ狋＝狋－１狋σ狋－１＋
１
狋犅狉（σ狋－１） （１２）

随着虚拟对局的进行，当联合平均策略收敛时，
该策略就是博弈的纳什均衡．此外，当博弈是二人零
和博弈、势博弈或者一般的（ｇｅｎｅｒｉｃ）２×犿矩阵博
弈时，联合平均策略一定会收敛到纳什均衡［２５］．
Ｌｅｓｌｉｅ和Ｃｏｌｌｉｎｓ在２００６年对以上虚拟对局进

行了重要扩展，提出了一般化且弱化的虚拟对局
（ｇｅｎｅｒａｌｉｓｅｄｗｅａｋｅｎｅｄｆｉｃｔｉｔｉｏｕｓｐｌａｙ）［５７］．该工作
的重要扩展在于两点：一是每一轮个体不再需要精
确求解最优响应，这对应了“弱化”；二是每一轮在更
新平均策略时允许存在扰动且更新的步长不一定是
１／狋，这对应了“一般化”．对于近似最优响应（即"最
优响应，"０），其定义为犅狉"

犻（σ－犻）＝｛σ犻∈Σ犻｜!

－
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犻（σ犻，σ－犻）!

－
犻（犅狉犻（σ－犻），σ－犻）－"

｝．在一般化且弱化
的虚拟对局中，式（１２）修改为

σ狋＝（１－α狋）σ狋－１＋α狋（犅狉"狋－１（σ狋－１）＋犕狋）（１３）

其中ｌｉｍ
狋→∞
α狋＝０，ｌｉｍ狋→∞"狋＝０，∑

∞

狋＝１
α狋＝∞，以及对于任意的

犜＞０，

ｌｉｍ
狋→∞
ｓｕｐ犽 ∑

犽－１

犿＝狋－１
α犿＋１犕犿＋１ ∑

犽－１

犿＝狋－１
α犿＋１｛ ｝犜＝０（１４）

Ｌｅｓｌｉｅ和Ｃｏｌｌｉｎｓ同时也证明了当博弈是二人零和
博弈、势博弈或者一般的２×犿矩阵博弈时，一般化
且弱化的虚拟对局最终会使得联合平均策略收敛到
纳什均衡．

在一般化且弱化的虚拟对局基础上，Ｈｅｉｎｒｉｃｈ
等人将其进一步拓展到扩展形式博弈，提出了ＸＦＰ
算法（ｆｕｌｌｗｉｄｔｈｅｘｔｅｎｓｉｖｅｆｏｒｍｆｉｃｔｉｔｉｏｕｓｐｌａｙ），并
证明了ＸＦＰ与一般化且弱化的虚拟对局拥有相同
的收敛性保证［２９］．在此基础上，为了更高效地处理
大规模博弈场景，他们提出了虚拟自我对局算法
ＦＳＰ，该算法利用强化学习来求解近似最优响应，利
用监督学习来进行平均策略的更新．
４．４．３　无悔学习

无悔学习的目的是使个体学习到的策略实现
遗憾最小化（ｒｅｇｒｅｔｍｉｎｉｍｉｚａｔｉｏｎ）．对于标准形式博
弈犌，当个体重复博弈犜轮时，个体犻的平均累积遗
憾值：
　　犚犲犵犜犻＝１犜∑

犜

狋＝１
［ｍａｘ
σ犻∈Σ犻

!

－
犻（σ犻，σ－犻，狋）－!

－
犻（σ狋）］（１５）

遗憾最小化指的是当犜→∞时，上式中的犚犲犵犜犻以概
率１趋于０．对于平均累积遗憾值，一个重要结论
是：对于二人零和博弈，当博弈进行到第狋轮时，如
果两个个体的平均累积遗憾值都小于"

，那么此时
博弈双方的平均策略形成２"纳什均衡［２８］．基于此
结论，在二人零和博弈中，当双方都使用无悔学习算
法时，最终的平均策略以概率１收敛到纳什均衡．

传统的无悔学习算法面向的是标准形式博弈，
可以有效求解的博弈规模较小．对于大规模二人
零和扩展形式博弈，Ｚｉｎｋｅｖｉｃｈ等人在２００８年提出
了反事实遗憾最小化算法（ＣｏｕｎｔｅｒｆａｃｔｕａｌＲｅｇｒｅｔ
ｍｉｎｉｍｉｚａｔｉｏｎ，简称ＣＦＲ）［２８］，此后该算法成了为
扑克类不完美信息扩展形式博弈的经典求解算法．
相对于式（１５）定义的平均累积遗憾，他们定义了一
种新的遗憾值，称为反事实遗憾值（ｃｏｕｎｔｅｒｆａｃｔｕａｌ
ｒｅｇｒｅｔ）．为方便说明，现定义如下记号：βσ（狕｜犺）表示

给定联合策略σ且节点犺已到达的情况下，博弈最
终到达终止节点狕的概率；βσ－犻（犺）表示除了个体犻
之外其他个体的策略对于到达节点犺的概率贡献．
那么，个体犻在其信息集犐处的反事实遗憾值为
犚犲犵犜犻，ｉｍｍ（犐）＝
１
犜ｍａｘ犪∈χ（犐）∑

犜

狋＝１
βσ－犻，狋（犐）（狌犻（σ狋犐→犪，犐）－狌犻（σ狋，犐））（１６）

其中狌犻（σ狋，犐）＝∑犺∈犐，狕∈犣βσ狋（狕｜犺）!犻（狕）表示信息集犐
处个体犻的期望收益，狌犻（σ狋犐→犪，犐）表示当个体犻始终
在信息集犐处执行行动犪时得到的期望收益．对于非
负反事实遗憾值犚犲犵犜，＋犻，ｉｍｍ（犐）＝ｍａｘ｛犚犲犵犜犻，ｉｍｍ（犐），０｝，
对于任意个体犻，Ｚｉｎｋｅｖｉｃｈ等人证明了其平均累积
遗憾值不会超过其所有信息集上的非负反事实遗憾
值之和，即

犚犲犵犜犻∑犐∈犐犻犚犲犵
犜，＋
犻，ｉｍｍ（犐） （１７）

因此，最小化每一个信息集上的反事实遗憾值就同
时保证了平均累积遗憾值的最小化．

类似地，定义遗憾值犚犲犵犜犻（犐，犪）＝１犜∑
犜

狋＝１
βσ－犻，狋（犐）

（狌犻（σ狋犐→犪，犐）－狌犻（σ狋，犐））以及犚犲犵犜，＋犻 （犐，犪）＝
ｍａｘ｛犚犲犵犜犻（犐，犪），０｝．反事实遗憾最小化算法按照如
下遗憾匹配的方式进行策略更新：
σ犻，犜＋１＝
犚犲犵犜，＋犻 （犐，犪）
∑犪∈χ（犐）犚犲犵犜

，＋
犻 （犐，犪）

，当∑犪∈χ（犐）犚犲犵犜
，＋

犻 （犐，犪）＞０时

１
｜χ（犐）｜，
烅

烄

烆 其他情况
（１８）

那么，按照式（１８）更新的策略就能实现遗憾最小化．
４．４．４　ＭｉｎｉｍａｘＱ

根据二人零和Ｍａｒｋｏｖ博弈的定义，可以得到
对于任意策略组合σ＝（σ１，σ２），按式（９）定义的值函
数对于任意的博弈状态狊∈犛都满足$１（狊，σ１，σ２）＝
－$２（狊，σ１，σ２）［２７］．因此，可以定义二人零和Ｍａｒｋｏｖ
博弈中的最优值函数为

$

（狊）＝ｍａｘ
σ１∈Σ１

ｍｉｎ
σ２∈Σ２

$１（狊，σ１，σ２） （１９）
与经典的Ｑ学习［３］类似，此时可以得到最优的行动
值函数犙１（狊，犪１，犪２）＝!１（狊，犪１，犪２）＋γ∑狊′∈犛#（狊，犪１，
犪２，狊′）$（狊′）．然后对于任意的状态狊∈犛，就可以利
用最优行动值函数就能得到个体１的最优策略
σ１（狊）＝ａｒｇｍａｘσ１（狊，·）∈Δ（犃１）

ｍｉｎ
犪２∈犃２∑犪１∈犃１σ１（狊，犪１）犙

１（狊，犪１，犪２）（２０）
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同理可得个体２的最优策略．
基于此，Ｌｉｔｔｍａｎ在１９９４年提出了ｍｉｎｉｍａｘＱ

学习算法［２２］．与Ｑ学习类似，ｍｉｎｉｍａｘＱ在计算时
不需要知道环境动力学模型，是一种无模型方法．当
博弈双方在状态狊执行行动（犪犻，犪－犻）且状态转移到
狊′时，ｍｉｎｉｍａｘＱ按照如下方式进行犙值的更新：
犙犻，狋＋１（狊，犪犻，犪－犻）＝犙犻，狋（狊，犪犻，犪－犻）＋α狋（!犻（狊，犪犻，犪－犻）＋

γ$′狋（狊′）－犙犻，狋（狊，犪犻，犪－犻））（２１）
其中值函数
$′狋（狊）＝ｍａｘ

σ犻（狊，·）∈Δ（犃犻）
ｍｉｎ

犪－犻∈犃－犻∑犪犻∈犃犻σ犻（狊，犪犻）犙犻，狋（狊，犪犻，犪－犻）（２２）
当狋→∞且每个状态行动组合对（狊，犪犻，犪－犻）被访问
足够多（趋于无穷）时，式（２１）定义的ｍｉｎｉｍａｘＱ学
习算法会使每个个体犻的犙函数收敛到最优行动价
值函数犙犻，此时就可以根据式（２０）得到个体的最优
策略．
４５　案例分析

为了更清楚地阐述人机对抗中的博弈学习研究
框架如何解决具体问题，这里以经典工作神经虚拟自
我对局（ＮｅｕｒａｌＦｉｃｔｉｔｉｏｕｓＳｅｌｆＰｌａｙ，简称ＮＦＳＰ）［３９］
为例进行分析．

ＮＦＳＰ是一种结合了深度学习和虚拟自我对局
ＦＳＰ的求解二人零和不完美信息扩展形式博弈的
博弈学习方法，该方法被应用于有限注德州扑克（信
息集数目约为１０１４，传统博弈学习方法比如ＸＦＰ无
法处理）智能体的训练中，训练得到的智能体策略能
达到当时最优算法的表现［３９］．具体地，ＮＦＳＰ在虚
拟自我对局ＦＳＰ的基础上构建了两个深度神经网
络θ犙和θΠ，一个用来近似强化学习中的行动价值
犙（狊，犪｜θ犙），另一个通过监督学习的方式来近似智
能体的平均策略Π（狊，犪｜θΠ）；前者犙（狊，犪｜θ犙）又进一
步被用于计算每一步针对对手平均策略的近似最优

响应（相当于利用深度强化学习求解ＭＤＰ中的近
似最优策略）．两者结合在一起就形成了每一步迭代
最基本的两个运算：（１）针对对手平均策略求解近
似最优响应；（２）根据该最优响应及以往的最优响
应历史来更新智能体的平均策略．

根据人机对抗中的博弈学习研究框架，ＮＦＳＰ
针对的博弈模型是二人零和不完美信息扩展形式博
弈，解概念为近似纳什均衡．按照博弈学习研究框
架，如果一个人机对抗任务可以被建模为二人零和
不完美信息扩展形式博弈，并且解概念定义为近似
纳什均衡，那么就可以利用ＮＦＳＰ计算博弈解．基于
此，目前已经有学者尝试利用ＮＦＳＰ计算即时战略
游戏中的博弈策略，比如ＥＬＦＭｉｎｉＲＴＳ［５８］．当然，
由于无悔学习方法比如反事实遗憾最小化（ＣＦＲ）算
法也可以用于求解二人零和不完美信息扩展形式博
弈的近似纳什均衡，根据博弈学习研究框架，以上即
时战略游戏理论上也可以利用ＣＦＲ进行求解．

本质上，人机对抗中的博弈学习研究框架为研
究者提供了一个模块化的思维框架，只要博弈模型
构建、解概念定义和博弈解计算这三个基本步骤能
相互匹配就能形成了一种解决特定人机对抗任务建
模下的博弈学习算法．

５　典型应用
上一节阐述了人机对抗中的博弈学习研究框

架，本节将利用该框架对当前人机对抗智能技术领
域的重要工作进行分析（如表２所示），这些工作基本
涵盖了本文介绍的几种博弈模型，包括完美信息扩展
形式博弈（围棋）、不完美信息扩展形式博弈（德州扑
克）以及部分可观测Ｍａｒｋｏｖ博弈（星际争霸２）．各
工作的具体分析如下：

表２　人机对抗智能典型工作的博弈学习框架
算法名称 博弈模型构建（人机对抗任务→模型） 解概念定义 博弈解计算

ＡｌｐｈａＧｏＺｅｒｏ 围棋→二人零和完美信息扩展形式博弈 近似纳什均衡 自我对局、蒙特卡洛树搜索、深度神经网络近似
Ｌｉｂｒａｔｕｓ 二人德州扑克→二人零和不完美信息扩

展形式博弈 近似纳什均衡 自我对局、蒙特卡洛反事实遗憾最小化算法

ＡｌｐｈａＳｔａｒ 星际争霸１对１→二人零和部分可观测
Ｍａｒｋｏｖ博弈 近似纳什均衡 带有优先级的虚拟自我对局、监督学习、深度神经

网络近似

５１　犃犾狆犺犪犌狅犣犲狉狅
ＡｌｐｈａＧｏＺｅｒｏ［５９］是ＤｅｅｐＭｉｎｄ开发的围棋智

能体，可以不借助于人类对抗数据从零学习达到职
业人类水平．按照博弈学习框架，在该应用中，围棋
被建模为二人零和完美信息扩展形式博弈，博弈解
概念是近似纳什均衡，博弈解计算基于蒙特卡洛树

搜索算法框架并结合了深度神经网络近似和自我
对局．

围棋搜索树的平均宽度与深度分别达到２５０与
１５０，且盘面估值函数往往不平滑．在如此巨大的搜
索树下采用传统蒙特卡洛树搜索这一近乎依赖遍历
的算法，难以在计算资源与时间开销有限的条件下
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获得表现优异的博弈解，比如近似纳什均衡策略．为
解决该问题，在ＡｌｐｈａＧｏＺｅｒｏ中，深度神经网络和
蒙特卡洛树搜索通过相互促进、互相强化的方式来
实现博弈解的计算．一方面，深度神经网络通过自我
对局的方式逐渐输出更优的走子策略和更准确的盘
面胜负评估．深度神经网络的训练采用强化学习范
式，蒙特卡洛树搜索在其中扮演着策略提升与策略
评估的作用：策略的评估借助于蒙特卡洛树搜索对
节点行为价值犙的估计来进行，策略的提升基于节
点行为价值通过选择潜在更优的行动来实现．另一
方面，在蒙特卡洛树搜索中（包含选择、扩展、评估与
回传四个过程），深度神经网络通过输出走子（即选
择博弈子节点）概率和盘面胜负的估计（即依据盘面
对胜率的估计）来限制搜索的宽度和深度，以实现搜
索过程中的有效剪枝．在选择阶段，博弈子节点的选
择遵循ＰＵＣＴ算法［６０］，该算法能有效减少树搜索的
宽度，并将计算集中于有价值的子节点上．具体来
说，ＰＵＣＴ算法每一步会选择一个行为价值犙与犝
值之和最大的子节点，其中行为价值犙是多次模拟
后盘面胜负值的平均，犝值可以看作一个探索项，它
正比于深度神经网络输出的子节点选择概率，反比
于子节点的访问次数；在扩展阶段与评估阶段，则直
接通过深度神经网络依据扩展节点的盘面来预测盘
面胜负，而非通过直至博弈结束的完整模拟进行盘
面评估，这样做既避免了博弈树的深度扩展，也提供
了更准确的盘面评估；在回传阶段，则基于传统的蒙
特卡洛树搜索算法利用上述胜负预测值结合节点访
问次数更新节点行为值．
５２　犔犻犫狉犪狋狌狊

冷扑大师Ｌｉｂｒａｔｕｓ［３０］为卡耐基梅隆大学开发
的二人无限注德州扑克智能体，在正式比赛中战胜
了顶级人类选手．按照博弈学习框架，在此应用中，
二人无限注德州扑克被建模为二人零和不完美信息
扩展形式博弈，博弈解概念是近似纳什均衡，博弈解
计算基于反事实遗憾最小化算法并在求解过程中通
过约简问题的离线求解与更细粒度的子博弈安全实
时求解实现策略的优化．
Ｌｉｂｒａｔｕｓ以反事实遗憾最小化算法为基本框架

求解博弈的近似纳什均衡，包括三个求解模块：离线
的蓝图策略模块给出约简后的博弈中基于反事实遗
憾最小化算法得到的博弈策略（用于博弈的前两个
阶段ｐｒｅｆｌｏｐ和ｆｌｏｐ，约简过程考虑下注约简与牌面
约简）；实时的子博弈安全求解模块优化蓝图策略模
块在博弈的后两个阶段（ｔｕｒｎ与ｒｉｖｅｒ）的行动（不进
行牌面约简）；蓝图策略自主提升模块依据与人类选

手的对抗情况补全约简丢失的重要决策点（博弈树
的分支，依据对手实际行动构建）．

具体地，蓝图策略模块首先对完整的二人无
限注德州扑克博弈进行约简，约简包括下注约简与
牌面约简．前者采用一种应用无关的参数优化算
法（ａｐｐｌｉｃａｔｉｏｎｉｎｄｅｐｅｎｄｅｎｔｐａｒａｍｅｔｅｒｏｐｔｉｍｉｚａｔｉｏｎ
ａｌｇｏｒｉｔｈｍ）［６１］获得局部较优的下注集合；后者则依
赖一定的领域知识，将博弈后两个阶段的牌面构型
分别从５５００万种与２４０万种约简为２５０万种与
１２５万种．约简后的博弈变得可求解（约简后博弈的
决策点数目远小于约简前的决策点数目），然后采
用离线计算的方式通过蒙特卡洛反事实遗憾最小
化算法获得约简后博弈的近似纳什均衡策略．实
时的子博弈求解模块采用安全嵌套子博弈求解算
法，用于在ｔｕｒｎ和ｒｉｖｅｒ阶段替换粗糙的蓝图策略，
其中安全性体现在子博弈求解时采用了估计最大边
际子博弈求解方法（ＥｓｔｉｍａｔｅｄＭａｘｍａｒｇｉｎｓｕｂｇａｍｅ
ｓｏｌｖｉｎｇ），嵌套则表示每个后续的决策点都会重复
上述子博弈求解算法．通过对非蓝图行动构建独立
的解，安全嵌套子博弈求解算法得到了相比于蓝图
策略更优的子博弈解．蓝图策略自主提升模块与蓝
图策略模块一样，也采用了离线计算的方式，其目的
在于将观察到的未出现在蓝图策略上的分支进行补
全，以得到更全面的近似纳什均衡解，从而消除比赛
过程中博弈策略潜在的弱点．
５３　犃犾狆犺犪犛狋犪狉

ＡｌｐｈａＳｔａｒ［４１］为ＤｅｅｐＭｉｎｄ开发的星际争霸智
能体，在复杂不完美信息即时战略游戏星际争霸２
中可以达到职业人类水平．按照博弈学习框架，在此
应用中，星际争霸１对１可以看作一个二人零和部
分可观测Ｍａｒｋｏｖ博弈，博弈解为近似纳什均衡解，
博弈解计算基于虚拟自我对局算法，并在求解过程
中采用联盟训练实现对手采样和保持策略多样性，
以获得鲁棒的博弈策略．

具体地，原始的虚拟自我对局算法通过对历史策
略的平均计算最优响应来实现近似纳什均衡的求解，
ＡｌｐｈａＳｔａｒ在此基础上进行改进，提出了带有优先级
的虚拟自我对局（ＰｒｉｏｒｉｔｉｚｅｄＦｉｃｔｉｔｉｏｕｓＳｅｌｆＰｌａｙ，
ＰＦＳＰ），将对历史策略的平均限制在对难以获胜
（犳（狓）＝（１－狓）狆）以及能力相近（犳（狓）＝狓（１－狓））
的对手上，其中狓代表智能体面对对手时的胜率．
通过对抗难以获胜的对手以及能提供课程训练的能
力相近的对手，带有优先级的虚拟自我对局为智能
体提供了更有价值的训练信号，避免了对抗所有历
史策略的平均带来的高计算开销和弱训练效果．此
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外，ＡｌｐｈａＳｔａｒ构建了联盟训练框架，引入智能体联
盟并为联盟中不同的智能体采样针对性的对手进行
训练，以保证策略的多样性，进而在一定程度上克服
策略非传递性带来的训练问题．具体来说，在智能体
联盟中，所有智能体都采用深度神经网络来实现决
策，智能体分为三个类别：主智能体、主利用智能体
和联盟利用智能体．主智能体基于带有优先级的虚
拟自我对局采样对手进行训练，来实现策略的提升；
主利用智能体仅采样当前版本主智能体以实现对主
智能体弱点的挖掘；联盟利用智能体采用与主智能
体相同的采样方式来从整个联盟中选择智能体进行
对抗，以此来发现整个联盟的弱点．值得一提的是，
在联盟训练开始之前，智能体的初始策略是采用
监督学习的方式从高水平人类对抗数据（９７１０００场
天梯ＭＭＲ分数大于３５００的玩家比赛的复盘，其中
还包含１６０００场ＭＭＲ分数大于６２００的玩家获胜
的复盘）中学习到的，这极大地减少了智能体训练的
代价．其中的主要原因是：完成监督学习训练后的
ＡｌｐｈａＳｔａｒ就已经达到了钻石段位水平，位于人类
玩家排名的前１６％，这样良好的策略初始化绕过了
中低水平策略中常见的循环占优情形，很大程度上
避免了策略训练的循环，提升了训练效率．

６　问题与挑战
从国际象棋到围棋，从二人德州扑克到六人德

州扑克，再到第一人称射击游戏和即时策略游戏，人
机对抗智能技术领域的研究正逐步逼近真实环境，决
策场景的复杂度和信息的不完全度也在不断上
升［６２］．虽然该领域在工程实践上已经取得了较大的
突破，比如六人德州扑克智能体Ｐｌｕｒｉｂｕｓ［６３］，但理论
和原理的研究上相对滞后．如何使理论与技术并行，
这是人机对抗智能技术发展中存在的关键问题，同时
也是人机对抗中的博弈学习方法面临的挑战，本文从
理论和应用两方面将相关开放问题与挑战总结如下：
６１　理论挑战

非零和博弈求解目标定义．本文介绍的大多数

博弈学习方法都只在二人零和博弈中有理论保证，
这一方面是因为此时博弈的极大极小解可以作为一
种最优解，另外一方面是因为在二人零和博弈中求
解极大极小解属于多项式时间复杂度（Ｐ），这使得
复杂博弈的求解在理论上是可行的．然而，对于二人
或多人非零和博弈，纳什均衡的求解是ＰＰＡＤ完全
的，该复杂度介于多项式与非确定多项式（ＮＰ）时间
复杂度之间．如果Ｐ≠ＮＰ，复杂二人或多人一般和
博弈纳什均衡的求解就是非常困难的．更为糟糕的
是，在一些非零和博弈的场景下，即使博弈参与者的
策略最终能够收敛到纳什均衡，在均衡下获得的收
益对这些个体来说也可能不是最优的，比如囚徒困
境博弈．此外，当博弈存在多个纳什均衡时，还存在
均衡选择的问题，也就是说即使个体通过迭代学习
的方式得到各自的均衡策略，这些策略的联合不一
定能形成纳什均衡．事实上，均衡选择是博弈论领域
长期以来的开放问题，比如子博奕完美均衡、颤抖手
均衡等解概念的提出都是为了选择更“合理”的均
衡［９，２５］．此外，在本文的博弈学习研究框架中，博弈
论提供博弈模型和解概念，机器学习方法帮助设计
高效的求解算法．在这个框架中，博弈解指定了学习
的目标，凡是无法达到指定解概念的方法就相当于
失去了理论保证．然而，由于博弈论中最重要的解概
念—纳什均衡在二人非零和及多人博弈中ＰＰＡＤ
的计算复杂度，以及针对纳什均衡的一些“不可能”
结论，比如Ｈａｒｔ等人的一系列工作说明了没有任
何一种自然动力学（自然是指个体在进行策略迭代
时只知道自己的收益函数，并且只能回忆起最近有
限轮博弈的行动信息，同时策略表现会随着博弈
的进行逐渐提升）能在任何博弈中都使个体的最终
策略收敛到纳什均衡［６４］，部分学者尝试从其他角度
来重新看待博弈中的学习问题，比如（１）以学习方法
为中心，研究合理的学习方法最终能收敛到何处，从
而定义新的解概念；（２）放弃纳什均衡这一解概
念［６５６７］，重新定义什么是“好“的学习方法，也就是学
习方法应该具备的理想性质［６８］（见表３）．因此，在未
来博弈学习的发展中，是否应该在非零和博弈或多

表３　学习方法理想性质
性质 说明

收敛性（ｃｏｎｖｅｒｇｅｎｃｅ） 面对非平稳的学习环境时，是否能收敛到平稳策略
适应性（ａｄａｐｔａｔｉｏｎ） 面对无法提前预知的环境变化和对手行为改变，是否具有对环境变化和对手变化的适应能力
理性（ｒａｔｉｏｎａｌｉｔｙ） 面对任意使用平稳策略的对手，是否能收敛到最优响应
无悔性（ｎｏｒｅｇｒｅｔ） 面对不同的对手时，是否能实现遗憾最小化
针对性最优（ｔａｒｇｅｔｅｄｏｐｔｉｍａｌｉｔｙ） 给定可能的对手集合，是否能针对这个集合中的任意对手收敛到最优响应
相容性（ｃｏｍｐａｔｉｂｉｌｉｔｙ） 面对使用相同策略的对手时，是否能获得足够高的收益
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人博弈中采用纳什均衡作为求解目标，以及如何根
据人机对抗中的博弈学习研究框架定义新的、合适
的解概念（比如在囚徒困境博弈下，一个可能的、新
的解概念可以是集体最优），这是博弈学习理论研究
需要解决的重要问题．

博弈学习方法的可解释性．博弈学习方法的可
解释性贯穿整个人机对抗中的博弈学习研究框
架，是人机对抗智能领域面临的重要挑战．当前人
机对抗智能领域中重要工作（比如ＡｌｐｈａＧｏ系列、
ＤｅｅｐＳｔａｃｋ以及ＡｌｐｈａＳｔａｒ）的学习方法主要结合深
度学习和强化学习：深度学习通过多层神经网络中
的非线性映射将原始输入逐层转换为更高、更抽象
的表示，当转换足够充分时，深度学习可以表征非常
复杂的函数关系［６９］，这样层次化的表示使得深度学
习方法善于发现高维数据中的复杂结构；强化学习
通过智能体与环境的交互，在不断试错、改进的方式
下，可以逐渐逼近最优策略．近期，深度学习也逐渐
被应用博弈学习算法的设计中，比如神经虚拟自我
对局（ＮＦＳＰ）．这很大程度上缓解了传统博弈学习
方法可扩展性弱的问题（因为传统博弈学习方法主
要处理的是规模较小的博弈），使得此类方法可以用
于计算复杂人机对抗任务的博弈解．这其中的关键
是深度神经网络的加入实现了博弈求解时相似（但
不同）状态之间的泛化，从而使得复杂博弈的求解成
为可能．因此，未来深度学习与博弈学习方法的融合
发展有望成为人机对抗智能技术重点发展的方向．
虽然如此，结合深度学习的强化学习或者博弈学习
方法缺点也很明显，即得到的策略往往不具有可解
释性，决策过程黑箱，更为严重的是深度学习的引入
可能会使得原本具有理论保证的学习方法失去理论
保证，并且增加算法理论分析的困难．因此，如何设
计兼具理论保证和可解释性的博弈学习算法，是未
来博弈学习理论研究需要探索的重要问题．
６２　应用挑战

多样化博弈学习测试环境构建．目前人机对抗
智能技术领域的大多数公开测试环境都是针对机器
学习领域的研究设计的，很少考虑博弈构建的问题．
即使有些测试环境可以理解为某一类博弈，但由于
决策场景过于复杂，在此基础上进行博弈相关的理
论分析基本不可行．另外一方面，虽然博弈论中有成
熟的博弈模型，但这些模型一般规模较小、相对简
单，比如博弈论中常研究的二人二策略矩阵博弈和
二人重复囚徒困境等，这些模型距离现实应用太远．
因此，为了更好地促进博弈学习理论的发展和算法

的设计，需要相关领域的学者们开发合适的测试环
境，在环境设计时兼顾场景的真实性以及与博弈模
型的相关性，使得决策环境不至于太复杂而使得博
弈模型构建和理论分析不可行，也不至于过于简单
而离现实应用太远，只有这样才能逐渐填补从理论
到应用的鸿沟．目前，学术界已经有一些测试环境的
设计在朝着这方面努力，比如Ｄｅｅｐｍｉｎｄ团队公开的
ｓｅｑｕｅｎｔｉａｌｓｏｃｉａｌｄｉｌｅｍｍａ［７０７１］和ＯｐｅｎＳｐｉｅｌ环境［７２］．

大规模复杂博弈快速求解．对于二人零和博
弈，纳什均衡解具有良好的理论性质，并且也相对容
易求解（相对于非零和博弈而言）．然而，即使是二人
零和博弈，随着博弈规模（即参与者数目）和复杂度
（比如单次决策可选行动数目）的增加，表征博弈的
输入大小也会指数增加，这极大地增加了博弈求
解的难度和计算代价．当前，博弈学习方法结合监督
学习、自我对局、联盟博弈等技术已经可以实现复杂
二人零和博弈解概念的计算，但该计算往往需要消
耗巨大的计算资源，比如ＡｌｐｈａＳｔａｒ为了实现联盟
博弈的训练使用了１９２个３代ＴＰＵ（８核）、１２个
ＴＰＵ（１２８核）以及１８００个ＣＰＵ（２８核）进行了为期
４４天的训练，该训练过程尚不包括神经网络初始化
学习时监督训练的消耗．此外，如果一些复杂博弈没
有或者仅有少量的高水平人类对抗数据，此时就需
要从零开始进行自我对局训练，这将进一步增加计
算代价．主要原因是在复杂博弈中如果缺少了较好
的策略初始化，那么智能体可能会因为复杂博弈中
策略间广泛存在的相互克制关系而陷入策略循环，
无法进一步通过自我对局实现能力提升．因此，如何
设计更好的博弈学习算法，克服自我对局早期的策
略循环，实现智能体能力的稳步提升，并将其与分布
式训练框架有机结合，以达到减小计算资源开销和
加速智能体训练的目的，是人机对抗中的博弈学习
方法应用方面需要解决的重要问题．

７　总结与展望
人机对抗智能技术是人工智能发展的前沿方

向，它通过人、机、环境之间的博弈对抗和交互学习
研究机器智能快速提升的基础理论与方法技术．为
了更好地促进人机对抗智能技术的发展，本文通过
梳理人机对抗智能技术领域的重要工作，总结了面
向人机对抗任务的博弈学习研究框架，指出了博弈
论和机器学习在其中发挥的作用，阐述了人机对抗
中的博弈学习方法的两个组成要素和三个基本步

３７８１９期 周　雷等：人机对抗中的博弈学习方法

《
 计
 算
 机
 学
 报
 》



骤，并利用该框架分析了领域内的重要进展．与此同
时，本文就当前人机对抗中的博弈学习方法面临的
理论和应用难点问题进行了介绍，包括非零和博弈
求解目标定义、博弈学习方法的可解释性、多样化博
弈学习测试环境构建以及大规模复杂博弈快速求
解．人机对抗中的博弈学习方法是人机对抗智能技
术的核心，它为人机对抗智能技术领域的发展提供
了方法保障和技术途径，同时也为通用人工智能的
发展提供了新思路．
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