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精细化局部语义与属性学习的行人重识别
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摘　要　行人的随身物品信息与属性描述是提高行人重识别任务性能的有效途径．本文提出了一种精细化局部语

义与属性学习的行人重识别网络，来提取行人的随身物品信息，同时从语义区域中获得行人的属性描述．首先，将

特征聚类方法生成的随身物品区域融合到额外语义模型生成的语义解析结果中，解决目前较多额外语义解析模型

遗漏行人随身物品信息的问题．其次，利用生成的语义区域作为身体标签，网络由全局特征构建这些区域的语义特

征映射，然后从语义特征中预测与之相关的属性信息，增强行人的描述．最后，考虑到行人某些属性之间包含强相

关性，重新构建加权模型来提高某些属性的置信分数，优化属性的预测准确率．将属性预测结果和行人的全局特征

连接在一起，形成行人的鲁棒特征表示．在 Ｍａｒｋｅｔ１５０１和ＤｕｋｅＭＴＭＣｒｅＩＤ属性数据集上的实验表明，所提算法

较基线网络分别得到了３．６％和６．４％的犿犃犘指标增益，可以提高行人重识别任务的性能．
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ｇａｉｎｓｃｏｍｐａｒｅｄｗｉｔｈｔｈｅｂａｓｅｌｉｎｅｎｅｔｗｏｒｋｒｅｓｐｅｃｔｉｖｅｌｙ，ｉｎｄｉｃａｔｉｎｇｔｈａｔｔｈｅｐｒｏｐｏｓｅｄｍｏｄｅｌｃａｎ

ｉｍｐｒｏｖｅｔｈｅｐｅｒｆｏｒｍａｎｃｅｏｆｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎｔａｓｋ．Ｖｉｓｕａｌａｎａｌｙｓｅｓｏｆｐｅｒｓｏｎａｔｔｒｉｂｕｔｅ

ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓａｎｄｐｅｒｓｏｎｓｉｍｉｌａｒｉｔｙｒａｎｋｉｎｇｗｅｒｅａｌｓｏｐｅｒｆｏｒｍｅｄｔｏｖｅｒｉｆｙｔｈｅｅｆｆｅｃｔｉｖｅｎｅｓｓｏｆ

ｔｈｅｐｒｏｐｏｓｅｄｍｏｄｅｌｉｎａｃｃｕｒａｔｅｌｙｐｒｅｄｉｃｔｉｎｇｐｅｄｅｓｔｒｉａｎａｔｔｒｉｂｕｔｅｓａｎｄｕｔｉｌｉｚｉｎｇｔｈｅｍｔｏｉｍｐｒｏｖｅ

ｍａｔｃｈｉｎｇａｃｃｕｒａｃｙａｎｄｅｆｆｉｃｉｅｎｃｙ．

犓犲狔狑狅狉犱狊　ｓｅｍａｎｔｉｃａｎａｌｙｓｉｓ；ａｔｔｒｉｂｕｔｅｐｒｅｄｉｃｔｉｏｎ；ｃｏｒｒｅｌａｔｉｏｎ；ｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ

１　引　言

行人重识别（ＰｅｒｓｏｎＲｅＩＤｅｎｔｉｆｉｃａｔｉｏｎ，ＲｅＩＤ）

是计算机视觉领域一项重要的任务，旨在匹配从不

重叠摄像机中获得的行人［１］，具有广泛的应用场景，

如智能视频监控［２］、智能零售和人员关联等，近年来

引起了学术界和工业界越来越多的关注．该任务的

一个主要问题在于，受到背景、遮挡、低分辨率、光照

和摄像机视角等因素的影响［３］，行人在不同画面中

的外观会发生巨大的变化，给模型匹配相同的行人

增加了困难．

现有的研究方法主要致力于设计一个鲁棒性的

行人特征，来提高模型的识别性能．通常的做法是从

行人的部位中提取局部特征，与全局特征进行互补，

利用身份标签进行监督，来丰富行人的表示能力．这

些局部特征可以分为局部区域的特征［４６］、注意力机

制引导的局部特征［７８］和语义模型获得的局部特

征［９１０］．此外，跨模态行人重识别任务也应用语义级

特征进行对齐融合［１１１２］．前两种方法直观简便，但相

对粗糙，获得的特征常常包含有背景干扰和局部区

域之间的特征重叠，并且获得的局部特征存在特征

对齐和特征一致性的问题．

通过语义模型，尤其是语义解析模型获得人体

部位，然后提取局部特征，通过其像素级的精度和任

意轮廓建模的能力，具有可观的性能增益．然而，语

义解析模型通常针对行人的身体部位进行解析，行

人的随身物品（如背包、手提包和雨伞等）作为重要

的语义判别信息而发生漏检［１３１４］．

行人的随身物品信息可以提高行人表示能力，

也属于行人的一个属性．行人的重识别任务和属性

识别目标相同，只是粒度有区别．已有的一些研究通
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过增加局部描述的属性信息提高了模型的区分能

力［１５１６］，证明了行人属性信息的价值．然而，现有的

方法未能充分利用精确的语义特征上的属性信息，

或者使用信息量大的全局特征和带有背景杂波的局

部特征来预测属性，降低了属性预测的置信度．另

外，行人不同属性之间存在一定的相关性［１５］，如可

以利用头发长度、衣服与性别的强关联性提高其判

别置信度．

为了解决上述问题，本文将语义特征和属性特

征集成到一个统一的分类框架中，实现了对行人更

强、鲁棒性的特征提取．本文通过特征聚类获取行

人语义解析伪标签的方法得到行人随身物品区域，

并利用精确的语义特征来预测相应的多个属性．此

外，本文充分利用属性之间的相关性增强预测的可

靠性，提高行人的特征表示能力．所提算法的主要贡

献如下：

（１）本文提出了精细化局部语义模块．该模块

将特征聚类产生的随身物品语义区域融入精准的额

外语义模型产生的语义区域，从而获得了包含随身

物品信息的语义解析结果．

（２）本文提出了属性学习模块．在精细的语义

特征上，基于人类先验知识，从各个语义特征获得行

人属性信息，提高了属性预测的准确率和行人的表

示能力．

（３）本文提出了一个属性加权模块，根据属性

之间的相关性对预测属性的置信分数进行了重新赋

权．然后，将最终的属性预测结果联合行人的全局特

征，构造了一个辨别性的行人特征表示．

２　相关工作

现阶段，许多的研究工作集中于开发一个鲁棒性

的行人特征来应对各种场景因素［１７］．这些方法主要

以卷积神经网络［１８］作为特征提取器，通过构造分类

损失来辨别不同的行人．根据特征的不同，这些方法

可以分为：局部特征方法、语义特征方法和属性特征

方法．本节回顾了与所提算法相关的一些研究工作．

２１　局部特征方法

早期的一些方法将行人整幅图像和行人的ＩＤ

身份信息作为输入，存在背景干扰等外界因素的影

响，不足以学习出一个泛化性足够强的网络．局部特

征方法是对全局特征方法之后的进一步改进，部分方

法以水平分割来生成这些局部区域［４６］，另外一些方

法引入注意力机制增强感兴趣区域的特征表示［７８］．

Ｓｕｎ等人
［４］将图像水平均匀分割为６个部分，

提出基于部分的卷积基线网络．与均匀划分方法不

同，Ｚｈｅｎｇ等人
［５］提出从粗到细的金字塔模型，局部

区域的大小遵循金字塔模型给出的比例．在红外可

见光行人重识别任务中，Ｌｉｕ等人
［６］提出对齐灰度

模态解决交叉模态匹配问题，利用头肩特征来辅助

全局特征，形成更强的特征描述符．

基于注意力机制的方法旨在增强行人图像的重

要特征以及抑制干扰信息．Ｌｉ等人
［７］提出了一种协

调注意力模型，联合了粗糙的空间注意力和通道注

意力，最大限度地利用了不同层次视觉注意的互补

信息，优化了特征表示．近年来，Ｔｒａｎｓｆｏｒｍｅｒ架构

也被应用于重识别领域．Ｈｅ等人
［８］提出了一个行人

重识别框架ＴｒａｎｓＲｅＩＤ，解决卷积神经网络无法处

理多个局部区域已经存在细节信息损失的问题．

综上所述，局部区域特征方法可以进一步增强

行人的特征表示，关注局部的细微差异，注意力机制

可以融入局部特征方法，实现性能的提高．但局部区

域方法存在特征对齐问题，需要有效的对齐策略提

高匹配精度；基于注意力机制的方法，对于数据量的

要求较高，在信息量较大的场景才能充分发挥获取

重要信息的能力．

２２　语义特征方法

基于语义特征的方法通过预先训练的语义模型

来获得人体区域，去除背景等因素的干扰．在语义区

域获取方式上，分为姿态关键点模型和语义解析模

型两种方式，或通过无监督的聚类方法获得行人的

语义区域．

在２０１７年，Ｚｈａｏ等人
［９］提出了以人体区域为

导向的特征分解和融合的行人重识模型Ｓｐｉｎｄｌｅ

Ｎｅｔ，通过卷积姿态信息检测人体１４个身体关节和

７个身体部分区域．一些方法还将语义特征与属性

特征进行结合，Ｎｇｕｙｅｎ等人
［１０］提出了一种基于图

的行人表示（ＧｒａｐｈｂａｓｅｄＰｅｒｓｏｎＳｉｇｎａｔｕｒｅ，ＧＰＳ），

将详细的属性标签和语义特征聚合成图网络，学习

行人属性和肢体语义特征的关系，进行对行人更强

有力的表示．

在可见光红外行人重识别（ＶＩＲｅＩＤ）任务中，

Ｌｉ等人
［１１］提出了一种以形状为中心的表征学习框

架，旨在学习形状特征和与形状相关的外观特征．

Ｃｈｅｎ等人
［１２］从语义结构信息建模和位置部分相互

作用挖掘出发，提出了一种基于结构感知的位置变

压器网络，用于提取语义级可共享的跨模态表示．

对于使用无监督方法定位人体语义区域，聚类
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是一种经典的无监督学习方法，它对相似的特征进

行分组．Ｚｈｕ等人
［１３］在行人重识别中提出了一个基

于特征映射的级联聚类算法，生成人体语义区域的

伪标签，并利用可见的语义特征进行相似度计算，提

高了对遮挡场景的鲁棒性．

上述的语义特征方法可以解决背景干扰和遮挡

的问题，能实现精准的语义特征提取，在性能上优于

基于局部特征的方法．然而缺点在于，该方法依赖额

外语义模型的精度，同时不能够识别与行人相关的

随身物品的上下文信息．与上述工作相比，本文方法

学习包含行人随身物品在内的语义区域特征，以及

精确的语义区域中包含的细粒度行人属性信息．

２３　属性特征方法

属性特征方法是利用额外的属性信息来增强行

人表示的一种新方法．常见的全局特征方法在学习

过程中会遗漏对小尺度的上下文线索，通过数据集

事先标注的属性，网络可以增加多个属性预测分支，

通过这些属性标签计算属性损失，发现上下文线索．

为了解决公开重识别数据集的属性标注问题，

Ｌｉｎ等人
［１５］为两个大规模的重识别数据集手工标注

属性标签，然后提出了一个属性识别（Ａｔｔｒｉｂｕｔｅ

ＰｅｒｓｏｎＲｅｃｏｇｎｉｔｉｏｎ，ＡＰＲ）网络，同时学习重识别的

嵌入特征和预测行人属性，并对预测的属性进行重

新赋权．基于上述数据集，Ｃｈｅｎ等人
［１６］提出了一种

属性引导的度量蒸馏方法，从语义角度上解释行人

相似的原因．

综上，属性特征的方法可以通过增加属性预测分

支来预测行人图像包含的属性，从而为行人提供更具

辨别力的特征描述．另外，属性信息不受环境变化影

响，可以提高行人表示的鲁棒性．在检索行人图像时，

属性会加快过滤不正确的行人结果，提高识别速度．

然而，相较于上述方法，现有的一些方法还未考

虑到利用精确的语义特征来针对性地预测属性信

息．常规利用包含背景干扰的全局特征和局部特征

来获得属性预测的方法，在性能上未达到最优．

３　本文方法

本文提出的精细化局部语义与属性信息的行人

重识别算法的网络结构如图１所示．

图１　精细化局部语义与属性信息的行人重识别网络结构

网络包括三个部分，分别是包含随身物品信

息的精细化局部语义模块（ＦｉｎｅｇｒａｉｎｅｄＬｏｃａｌ

ＳｅｍａｎｔｉｃｓＭｏｄｕｌｅ，ＦＬＳ）、基于语义特征的属性学

习模块（ＡｔｔｒｉｂｕｔｅＬｅａｒｎｉｎｇ Ｍｏｄｕｌｅ，ＡＬＭ）和属

性置信分数的加权修正模块（ＡｔｔｒｉｂｕｔｅＷｅｉｇｈｔｅｄ

Ｍｏｄｕｌｅ，ＡＷＭ）．首先，主干网络对输入的图片提取

特征，作为行人的全局表示．然后通过卷积生成多个

语义特征的概率图，与原特征相乘得到多个语义特

征．基于这些特征和组合成的前景特征，来预测各自

的属性信息．此外，进行属性预测分数的加权修正，

以充分利用属性之间的相关性信息，提高属性的识

别率．最后，联合生成的精细的语义特征以及预测的

多个属性，增强了整体行人的表示能力．

３１　精细化局部语义模块

额外语义模型的解析结果中通常不包含行人的

随身物品信息，而聚类方法生成的语义区域较为粗
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糙却包含随身物品信息．本节提出了精细化局部语

义模块，融合额外语义模型获得的语义区域和使用

聚类产生的语义区域，该模块示意图如图２．

图２　精细化局部语义模块的网络结构

为了获得行人正确的语义标签，本节基于ＳＣＨＰ

语义解析模型［１４］来收集行人的２０个语义区域标

签．语义合并阶段将这些局部语义区域合并为９个

集合：背景、头发、帽子、头部、上身、手部、下身、腿

部、鞋子．将算法生成的属于同一集合的区域分配同

一标签，并从上到下依次赋值为｛０，１，…，８｝．

为了获取行人的随身物品区域，本文算法借鉴

了ＩＳＰ特征聚类算法
［１３］聚类产生的伪标签作为最

终的聚类语义结果．一共包含了７个区域，即背景、

头部、肩部、随身物品、下身、腿部和鞋子．根据伪标

签的分布情况，随身物品的标签值为３或４．语义融

合阶段将他们融合到上述的ＳＣＨＰ语义解析结果

中，并保留较大的聚类区域（筛选像素点数高于１００

的同一聚类区域）．从而增加为１０个语义区域，如表１

所示．

表１　额外模型与聚类算法的语义融合结果

新的语义区域 组成

背景 背景

帽子 帽子

头发 头发

头部 面部、太阳镜

上身 上衣、外套、围巾

手部 左手、右手、手套

下身 围裙、裙子、裤子、连衣裤

腿部 左腿、右腿、袜子

鞋子 左鞋、右鞋

随身物品 聚类产生的第３、４部分

值得注意的是，聚类产生的语义解析结果中不

一定包含随身物品等属性．但因为聚类产生的语义

结果具有一致性，可以使用上述方法来增加一个新

的语义区域．

得到所有的１０个局部语义区域的像素标签后，

假设犉犵犾狅犫犪犾代表主干网络生成的全局特征，网络自

身需要进一步映射出各个局部语义区域的特征，并使

用语义标签作为约束．以犳犮狅狀狏来表示卷积过程，全局

特征犉犵犾狅犫犪犾＝犉
犮×犺×狑

θ
，生成犓＝１０维通道的中间特

征为

犉
犽×犺×狑

１ ＝犳犮狅狀狏（犉
犮×犺×狑

θ
） （１）

其中，θ是主干网络学习的参数．然后，将该特征进

行Ｓｏｆｔｍａｘ运算处理，分为犓 类，得到了各个局部

语义局域的概率图：

　　犘
犺×狑
狆犪狉狋犽（狓，狔）＝Ｓｏｆｔｍａｘ（犉

犽×犺×狑

１
（狓，狔））

＝
ｅｘｐ（犠

Ｔ
犽犉

犽×犺×狑

１
（狓，狔））

∑
犓－１

犻＝０

ｅｘｐ（犠
Ｔ
犻犉

犻×犺×狑

１
（狓，狔））

，

犽＝０，１，…，犓－１，（狓，狔）∈（狑，犺） （２）

　　这犓 个概率图分别代表了背景和其它局部语

义区域．犠 为线性层的参数．值得注意的是，个人的

随行物品对应最后一个语义区域．理想情况下，若局

部语义区域犽在图像中的真实语义标签中不存在，

网络对不可见区域不产生表示，有犘
犺×狑
狆犪狉狋犽（狓，狔）＝０．

最终每个局部语义区域都是一组概率加权的像素级

表示的聚合．各个局部语义区域的特征如下：

犉狆犪狉狋犽＝犉犵犾狅犫犪犾·犘
犺×狑
狆犪狉狋犽，犽＝１，２，…，犓－１ （３）

　　然后，将除去背景后的犓－１个概率图按照像

素对齐进行相加，得到了前景概率图：

犘
犺×狑
犳狅狉犲犵狉狅狌狀犱＝∑

犓－１

犽＝１

犘
犺×狑
狆犪狉狋犽，犽＝１，２，…，犓－１ （４）

　　该概率图代表了除背景犽＝０以外所有局部语

义区域的组合，相比于全局特征只包含了前景区域．

与上述类似，得到前景特征为

犉犳狅狉犲犵狉狅狌狀犱＝犉犵犾狅犫犪犾·犘
犺×狑
犳狅狉犲犵狉狅狌狀犱 （５）

　　至此，便得到了行人的全局特征犉犵犾狅犫犪犾、前景特

征犉犳狅狉犲犵狉狅狌狀犱和局部语义特征犉狆犪狉狋犽．

３２　属性学习模块

行人的属性信息是除ＩＤ标签信息以外能对行

人进一步描述的特征．增加更多的属性，就会更加有

利于网络区分相似的行人．同时可以从待查询的图

像库中过滤掉不相关的图像，提高相似度排序的速

度．本节提出了属性学习模块来从行人的各个语义

特征中预测与之相关的属性．从精确的语义区域提

取语义特征并预测与之相关的属性信息，相比于全

局图像预测不易出现背景杂波和不相关区域的干

扰，且计算量小，网络容易收敛．

目前，基于 Ｍａｒｋｅｔ１５０１数据集与ＤｕｋｅＭＴＭＣ

数据集的属性数据集［１５］标签分别有２７和２３个行

人属性．基于这些属性标签作为监督信息，对于

Ｍａｒｋｅｔ１５０１数据集的１７种不同服装颜色属性
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合并为２种（上身服装颜色和下身服装颜色），得到

１２个可用的属性信息．同样对ＤｕｋｅＭＴＭＣｒｅＩＤ数

据集合并颜色属性，得到了１０个可用的属性信息．

根据之前的精细化局部语义模块获得的１０个语义

区域和前景区域，选取了帽子、头发、上身、下身、鞋

子、随身物品和前景区域．这些区域对应的属性如

表２所示．

表２　７个语义区域及相应预测属性的对应关系

语义区域 相关的属性

前景 年龄、性别

帽子 戴帽子

头发 头发长度

上身 袖子长度、上身服装颜色、上身服装长度

下身 下身服装颜色、下身服装长度

鞋子 鞋型、鞋子颜色

随身物品 背包、手提包、其它类型的包

具体实现上，假设一系列输入图像是狓１，狓２，…，

狓犻，其中狓犻包含的属性集合为犪犻＝（犪
１
犻，犪

２
犻，…，犪

犿
犻）．

那么对于其中的一个属性犪
犼
犻
，代表了行人图像狓犻的

第犼个属性．根据表２，图像狓犻包含了６个局部语义

特征以及一个前景特征用来预测相应的属性，分别

表示为犉犳狅狉犲犵狉狅狌狀犱和犉狆犪狉狋＝（犉狆犪狉狋１，犉狆犪狉狋２，…，犉狆犪狉狋犽）．

将所有的属性犪犻根据上表，相应的分配给每个特征

进行预测．其中第犽个语义特征需预测的狀个属性

集合表示为犪犻，犽＝（犪
１
犻
，犪２犻，…，犪

狀
犻
）．本节的 ＡＬＭ 模

块对于每个属性的预测过程如图３所示．

图３　ＡＬＭ模块的属性预测过程

首先，对于第犽个局部语义特征犉
犮×犺×狑

狆犪狉狋犽 ，通过

全局平均池化（ＧｌｏｂａｌＡｖｅｒａｇｅＰｏｏｌｉｎｇ，ＧＡＰ）将其

压缩为大小为１×犮的一维特征．然后，通过一个大

小为狀×犮１的全连接ＦＣ层，将上述一维特征变成狀

个大小为１×犮１的一维特征，如下：

犉
狀×犮

１
犽，２ ＝ＦＣ（ＧＡＰ（犉

犮×犺×狑

狆犪狉狋犽 ）） （６）

　　上述的过程主要有两个目的，一方面，将大小为

１×犮的一维特征减小为１×犮１，是为了防止过拟合．

另一方面，由于包含狀个属性的预测，所以相应的由

一维特征经过不同的全连接ＦＣ层扩展为狀个一维

特征．全连接层的作用实际上就是对一维向量进行

不同方式的加权组合，然后映射到每个属性标签上，

这些参数通过训练可以获得．

最后，对于获得的狀个大小为１×犮１的向量，通

过后续的全连接ＦＣ层和Ｓｉｇｍｏｉｄ函数进行激活分

类．由于每个属性包含的类别数不一致，因此需要对

于每个向量设计相应大小的全连接层．如年龄为

４个类别，那么全连接层的输出维度是４．对于其中

的一个向量犉
１×犮

１
犽，２
，经过全连接层和Ｓｉｇｍｏｉｄ函数激

活后，就得到了与类别相关的 Ｏｎｅｈｏｔ向量，过程

如下：

犉
１×犮

２
犽，ｏｎｅｈｏｔ＝Ｓｉｇｍｏｉｄ（ＦＣ（犉

１×犮
１

犽，２
）） （７）

其中，犮２代表该属性的类别数量，根据实际情况进行

改变．将输出的Ｏｎｅｈｏｔ向量通过属性交叉熵分类

损失进行约束，使属性预测的结果接近真实值．

由于每个行人的属性特征都不同，那么这些属

性的组合可以对行人的全局特征进行补充，形成对

行人更详细的描述．为了提高分类的准确性，将所有

的属性向量犉
１×犮

２
犽，ｏｎｅｈｏｔ组合在一起，与全局特征进行拼

接，作为行人全局特征的额外线索．这样就得到了一

个新的联合属性的全局特征，如下：

犉犵犾狅犫犪犾犪狋狋狉＝犉犵犾狅犫犪犾＋∑
犿

犼＝１

犉
１×犮

２
犼，ｏｎｅｈｏｔ

（８）

上式中，犿代表属性的总个数，犉犵犾狅犫犪犾是主干网络后

经过ＧＡＰ处理生成的全局特征，犉
１×犮

２
犼，ｏｎｅｈｏｔ是降维后

的第犼个属性分类后的置信度向量．将联合属性的

全局特征也经过ＩＤ分类损失进行约束，这样即就增

强了原始全局特征的表示．

３３　属性加权模块

尽管可以通过特征映射来预测行人的各个属

性，然而属性信息之间的相关性是另一个可以利用

的信息．对于同一个行人，很多属性是同时出现的，

属性之间的相关性可以提高某些属性的预测置信分

数．因此，为了提高属性模型的泛化性，本节提出了

属性加权模块ＡＷＭ．每个属性的加权值来自于对

前面生成的属性的预测得分．这个属性的预测得分

被连接并输入至ＡＷＭ模块中．然后将ＡＷＭ 模块

的输出与全局特征连接起来，使用ＩＤ分类损失进行

约束，从而更新上述的式（８），该过程如图４所示．

图４　ＡＷＭ模块对属性预测分数的加权修正过程
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假设图像狓犻经过属性分类器得到的各个属性

预测得分集合为珘犪犻＝（珘犪
１
犻，珘犪

２
犻，…，珘犪

犿
犻），其中，珘犪犼犻 是第

犼个属性的预测分数，珘犪
犼
犻∈［０，１］．每个属性的预测

分数可以经过下式来生成：

珘犪
犼
犻＝ｍａｘ（Ｓｏｆｔｍａｘ（犉

１×犮
２

犼，ｏｎｅｈｏｔ
）） （９）

　　然后，将珘犪犻 连接为一个向量珘犪犻∈犚
１×犿，输入至

ＡＷＭ模块．对于ＡＷＭ 模块预测的所有属性的置

信度得分向量犮犻为

犮犻＝Ｓｉｇｍｏｉｄ（狑·珘犪
Ｔ
犻＋犫） （１０）

其中，狑∈犚
犿×犿且犫∈犚

犿×１，是可训练的参数．置信度

得分向量犮犻∈犚
犿×１，是学习到的每个属性的权重．于

是，ＡＷＭ模块将原来的预测得分向量珘犪犻变换为

犪′犻＝犮犻珘犪
Ｔ
犻 （１１）

上述的“”代表向量按照对应元素进行相乘．因

此联合新的加权分数，式（８）的联合属性的全局特征

被更新为

犉犵犾狅犫犪犾犪狋狋狉＝犉犵犾狅犫犪犾＋∑
犿

犼＝１

犪′犻·犉
１×犮

２
犼，ｏｎｅｈｏｔ

（１２）

　　当间隔较长时间，两次捕捉到的同一行人随身

物品发生变化时，经过属性加权模块，针对关联性高

的属性提高行人身份判断的置信度，随身物品变化

带来的影响也会降低．

总的来说，通过利用可训练的参数进行组合，重

新校准每个属性不同的激活程度，这样就考虑到了

各个属性之间的相关性．例如，当“红色上衣”和“长

发”的预测得分非常高时，ＡＷＭ模块就会倾向于对

性别属性“女性”的预测得分的加权，提高该属性的

响应程度．

３４　相似性度量

在测试阶段，对于每个待测试的图像，一共可以

获得４类特征：全局特征犉犵犾狅犫犪犾、前景特征犉犳狅狉犲犵狉狅狌狀犱、

局部语义特征犉狆犪狉狋犽＝｛犉狆犪狉狋１，犉狆犪狉狋２，…，犉狆犪狉狋犓－１｝

和联合属性的全局特征犉犵犾狅犫犪犾犪狋狋狉．依据ＢｏＴ
［１９］基线

网络的测试方法，本文算法使用特征之间的余弦距

离来衡量查询图像和待测试图像的相似性．由于局

部语义特征的数量是自适应变化的，在遮挡时某些

局部语义区域不可见，所以只选取可见的局部语义

特征进行距离计算．

总的特征距离分为两大部分：固定不变的特征

距离（全局特征、前景特征、联合属性的全局特征），

和数量可变的局部语义特征距离．

以犇（·，·）来表示特征之间的余弦距离，全局

特征、前景特征和联合属性的全局特征的距离分

别为

犱犵犾狅犫犪犾＝犇（犉
狇

犵犾狅犫犪犾，犉
犵

犵犾狅犫犪犾），

犱犳狅狉犲犵狉狅狌狀犱＝犇（犉
狇

犳狅狉犲犵狉狅狌狀犱，犉
犵

犳狅狉犲犵狉狅狌狀犱），

犱犵犾狅犫犪犾犪狋狋狉＝犇（犉
狇

犵犾狅犫犪犾犪狋狋狉，犉
犵

犵犾狅犫犪犾犪狋狋狉） （１３）

　　上标狇和犵 分别代表待查询图像和查询库中

图像．

然后，为了获得可见的局部语义特征，可以根据

精细化局部语义模块中的概率图犘犽×犺×狑（狓，狔）进行

判断．ａｒｇｍａｘ犘
犽×犺×狑（狓，狔）代表该点所对应的语义

标签，假设所有点的值都不等于犽，表明第犽个局部

语义特征是不存在的犾犽＝０，否则犾犽＝１．

若查询图像狇和待查询图像犵的第犽个局部语

义特征均存在，则犾狇犽·犾
犵
犽＝１．其它情况下，犾

狇
犽
·犾犵犽＝０．

以犱犽＝犇（犉
狇

狆犪狉狋犽，犉
犵

狆犪狉狋犽）来代表两者之间的距离，于

是，最终的局部语义特征的平均相似距离为

犱＝
∑
犓－１

犽＝１

（犾狇犽·犾
犵
犽
）犱犽＋（犱犵犾狅犫犪犾＋犱犳狅狉犲犵狉狅狌狀犱＋犱犵犾狅犫犪犾犪狋狋狉）

∑
犓－１

犽＝１

（犾狇犽·犾
犵
犽
）＋３

（１４）

　　此外，本文根据属性预测筛选库数据，过滤掉一

些与查询不具有相同属性的图库图像，从而加快评

估过程．在进行距离计算之前，对高置信分数的属性

作为查询和图库图像的可靠属性，然后删除与可靠

属性不相关的候选图库图像．本文依据已发表文献

中的经验值［１４］，将阈值设置为０．７，当置信分数高于

阈值时，该属性为可靠属性．然后，检查查询图像和

图库图像中该可靠属性的预测值．若相同则进行后

续的距离计算，若不同，则将该图像从候选图像中移

除．通过该方法，能够有效提升相似度排序的过程，

快速去除不匹配的行人图像．

３５　损失函数

本文算法在特征优化时主要遵循３个部分的损

失指导网络收敛，分别是：基础的特征损失、语义解

析损失和属性预测损失．

对于基础的特征损失，依据ＢｏＴ
［１９］基线网络的

ＢＮＮｅｃｋ模块对每个特征进行后续处理，其基本的

损失组包括了增加了标签平滑的ＩＤ分类损失、三元

组损失［１４］和中心损失，可以表示为

犔ＢＮＮｅｃｋ＝犔ＩＤ＋犔犜狉犻＋β犔犆 （１５）

上式中的β代表中心损失对于损失组的贡献权

重．在ＢｏＴ基线网络中，β被设置为０．０００５．

由于本文算法包含了４类特征，即全局特征

犉犵犾狅犫犪犾、前景特征犉犳狅狉犲犵狉狅狌狀犱、局部语义特征犉狆犪狉狋犽＝

｛犉狆犪狉狋１，犉狆犪狉狋２，…，犉狆犪狉狋犓－１｝和联合属性的全局特征

犉犵犾狅犫犪犾犪狋狋狉．所以每类特征根据述式（１５）建基础损失，
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也全为损失组的形式，分别表示为犔犵犾狅犫犪犾，犔犳狅狉犲犵狉狅狌狀犱，

犔狆犪狉狋和犔犵犾狅犫犪犾犪狋狋狉．其中，犔狆犪狉狋代表所有局部语义特征

的损失总和，其中每个局部语义特征，也均为上述公

式的形式．

另外，为了指导精细化局部语义模块中的概率图

生成的准确性，使用了以伪标签作为监督的交叉熵损

失进行约束．对于ＦＬＳ模块的概率图犘犽×犺×狑（狓，狔），

按照像素级别进行展开．假设（狓，狔）点处的１×犓 向

量表示为（狆０，狆１，狆２，…，狆犻，…，狆犓－１），其中狆犻表示

该像素点属于语义类别犻的概率，然后用犽代表（狓，狔）

点代表融合的语义解析图的真实的标签．当犻＝犽

时，真值狇犻为１，否则为０，那么像素点（狓，狔）处的语

义交叉熵损失为

犔狆犪狉狊犻狀犵（狓，狔）＝∑
犓－１

犻＝０

－狇犻ｌｏｇ（狆犻） （１６）

　　将所有像素点的损失进行相加，总的语义交叉

熵损失为

犔狆犪狉狊犻狀犵＝∑
狓，狔

犔狆犪狉狊犻狀犵（狓，狔），（狓，狔）∈（狑，犺）（１７）

　　在预测属性信息时，假设犿个属性的真实标签

为犪＝（犪１，犪２，…，犪犼，…，犪犿）．第犼个属性特征犉犪狋狋狉，犼经

过Ｓｏｆｔｍａｘ函数运算后的向量为（狆０，狆１，…，狆犮－１），

犮是该属性的类别数．当犻等于犪犼时，真值狇犻为１，否

则为０，那么第犼个属性对应预测的交叉熵损失为

犔犪狋狋狉，犼＝∑
犮－１

犻＝０

－狇犻ｌｏｇ（狆犻） （１８）

　　然后，将犿 个属性的交叉熵损失进行相加，得

到属性预测的损失为

犔犪狋狋狉＝∑
犮－１

犼＝０

犔犪狋狋狉，犼 （１９）

　　最后，联合由行人ＩＤ标签引导的基础特征损失

（全局特征、前景特征、包含随身物品的局部语义特

征、和联合属性信息的全局特征）以及由语义标签引

导的语义解析损失，与属性标签引导的属性预测损

失，作为网络的总损失，如式（２０）：

犔＝犔犵犾狅犫犪犾＋犔犳狅狉犲犵狉狅狌狀犱＋犔狆犪狉狋＋犔犵犾狅犫犪犾犪狋狋狉＋

α犔狆犪狉狊犻狀犵＋α犔犪狋狋狉 （２０）

其中α代表语义交叉熵损失与属性预测损失的权

值，实验取０．０１．总的来说，本文网络通过增强语义

区域的完善性来提高网络预测的性能．通过将聚类

产生的随身物品区域融合至额外语义模型的语义解

析结果，形成了更准确的行人表示．同时随身物品区

域的增加为网络对行人背包属性的预测提供了精确

的特征信息，体现了本文精细化局部语义模块相对

于通用语义解析模型的优越性．另外，通过将每个属

性的预测分数进行加权，使得结果充分考虑了每个

属性之间的相关性，提高了行人关键属性描述的置

信分数．引入属性的全局特征更加详细地描述了行

人，从而提高了分类的准确性．

４　实验及分析

本节首先介绍了本文算法使用的实验配置，包

括数据集、算法评估指标和实验实施的细节．然后，

对提出的３个模块进行消融实验，验证各个模块的

有效性．进一步地，将本文所提算法与经典的行人重

识别算法进行性能对比．最后，展示了本文算法相关

的可视化结果，并进行分析．

４１　实验配置

为了体现所提方法的有效性和普遍性，本文网络

在Ｌｉｎ等人
［１５］提出的Ｍａｒｋｅｔ１５０１和ＤｕｋｅＭＴＭＣ

ｒｅＩＤ属性数据集上验证性能．表３展示了各数据集

的详细信息．

表３　实验所使用属性数据集的详细信息

属性数据集 ＩＤ个数 图像总数 相机个数 属性数量

Ｍａｒｋｅｔ１５０１ １５０１ ３２６６８ ６ ２７

ＤｕｋｅＭＴＭＣｒｅＩＤ １４０４ ３６４４１ ８ ２３

按照ＲｅＩＤ常见的做法，算法使用犚犪狀犽１的

累积匹配特征ＣＭＣ（ＣｕｍｕｌａｔｉｖｅＭａｔｃｈｉｎｇＣｈａｒａｃ

ｔｅｒｉｓｔｉｃ）和平均准确率犿犃犘（ｍｅａｎＡｖｅｒａｇｅＰｒｅｃｉｓｉｏｎ）

来评估性能［２０］．对于语义标签的预测性能，使用区

域交并比ＩｏＵ（ＩｎｔｅｒｓｅｃｔｉｏｎｏｖｅｒＵｎｉｏｎ）
［２１］来衡量．

在评估属性的预测性能时，将 Ｍａｒｋｅｔ１５０１数据集

上的干扰图像从测试集中排除．对于每个类别属性

的分类精度，使用准确率（Ｐｒｅｃｉｓｉｏｎ）来衡量．然后，

将所有属性预测的平均准确度作为总体的属性分类

准确率．

本文算法基于开源框架ＰｙＴｏｒｃｈ１．２．０版本来

实现网络构建，并使用ＮＶＩＤＩＡＴｅｓｌａｖ１００作为网

络训练的硬件环境．网络的训练参数与ＢｏＴ基线网

络保持一致．在数据预处理方面，将输入图像的大小

调整为３×２５６×１２８，全局特征图犉犵犾狅犫犪犾的大小是输

入大小的１／４，通道数为２５６．然后，采用了概率为

０．５的随机裁剪和随机擦除变换来进行数据增强．

主干网络使用ＲｅｓＮｅｔ５０结构在整个网络中提取特

征，并使用在ＩｍａｇｅＮｅｔ上预训练的模型进行参数

初始化．学习率采用 Ｗａｒｍｕｐ预热学习的方式进行

先增后减，从３．５×１０－５到３．５×１０－４进行了１０个
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Ｅｐｏｃｈ的预热．在第４０个和第７０个Ｅｐｏｃｈ，学习率

降低了０．１倍．模型在训练了１２０个Ｅｐｏｃｈ之后达

到了收敛．网络训练的Ｂａｔｃｈｓｉｚｅ设置为６４，并使用

Ａｄａｍ方法
［２２］对模型进行损失优化．测试时的

Ｂａｔｃｈｓｉｚｅ设置为１２８，以提高计算速度．

４２　消融实验

本节内容探讨了精细化局部语义模块ＦＬＳ、属

性学习模块ＡＬＭ和属性加权模块ＡＷＭ对网络性

能的影响．基于ＢｏＴ基线网络，逐渐增加各个模块

的组合实验，结果如表４所示．

表４　各个模块消融实验结果 （单位：％）

Ｂａｓｅｌｉｎｅ ＦＬＳ ＡＬＭ ＡＷＭ
Ｍａｒｋｅｔ１５０１

犿犃犘 犚犪狀犽１

ＤｕｋｅＭＴＭＣｒｅＩＤ

犿犃犘 犚犪狀犽１

 ８５．９ ９４．５ ７６．４ ８６．４

  ８８．２ ９５．２ ８０．９ ９０．６

   ８９．２ ９５．５ ８２．３ ９１．５

    ８９５ ９５６ ８２８ ９１７

４．２．１　精细化局部语义模块ＦＬＳ的选择

使用精细化局部语义模块ＦＬＳ融合聚类语义

和额外语义模块生成的语义解析结果既包含精细

的效果，同时还含有行人的随身物品信息，为下一

步预测背包的属性提供了基础．从实验结果可以看

出，增加ＦＬＳ模块后，在两个数据集上相比Ｂａｓｅｌｉｎｅ

的犿犃犘／犚犪狀犽１指标分别提高了２．３％／０．７％和

４．５％／４．２％，这验证了ＦＬＳ的有效性．因为增加

ＦＬＳ模块后，网络包含了更具区分度的局部特征，

从而为全局特征进行了补充，增强了行人的特征表

达．为了证明ＦＬＳ模块分别融合额外语义和聚类语

义的有效性，表５显示了单独使用每个语义情况的

结果．

　　表５　犉犔犛模块与单个语义的消融实验结果 （单位：％）

模块
Ｍａｒｋｅｔ１５０１

犿犃犘 犚犪狀犽１

ＤｕｋｅＭＴＭＣｒｅＩＤ

犿犃犘 犚犪狀犽１

Ｂａｓｅｌｉｎｅ ８５．９ ９４．５ ７６．４ ８６．４

＋聚类语义 ８６．８ ９４．６ ７８．３ ８８．４

＋ＳＣＨＰ语义 ８７．６ ９５．０ ７９．４ ８９．７

＋ＦＬＳ ８８２ ９５２ ８０９ ９０６

由表５结果可以发现，在原始的Ｂａｓｅｌｉｎｅ网络

上增加语义信息时，因为聚类语义的标签并不那么

精细，仅使用聚类语义的效果是最不好的；使用

ＳＣＨＰ语义的性能优于聚类语义；使用ＦＬＳ模块得

到的语义比单独使用每个语义的结果更优．显然，在

ＤｕｋｅＭＴＭＣｒｅＩＤ数据集上使用ＦＬＳ模型的性能

提升更多．这是因为该数据集中行人背包的数量较

多，ＳＣＨＰ语义解析结果中大多不包含该结果，所以

融合后的语义信息进一步提升了算法的性能．图５

显示了ＦＬＳ模块优化后的语义解析结果与聚类语

义、ＳＣＨＰ解析结果的对比．

图５　ＦＬＳ模块与其它语义解析结果的对比图

从图５可以看出，当行人包含潜在的随身物品

时，ＦＬＳ模块的效果是最好的．ＦＬＳ模块相对于ＩＳＰ

聚类语义方法，具备了ＳＣＨＰ额外语义模型生成的

语义区域精准正确的优点，并且包含随身物品区域，
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使得行人的描述信息更加全面．当ＳＣＨＰ模型对行

人的随身物品漏检时，ＦＬＳ模块可以在背景空缺的

地方填补聚类语义产生的随身物品区域，从而完善

了行人的语义解析效果．以上结果证明了本文所提

ＦＬＳ模块相比聚类语义和额外语义的优势．

４．２．２　属性学习模块ＡＬＭ的选择

考虑到精细化的语义特征更有利于预测行人的

属性信息，本文提出了属性学习模块来生成行人的

多个属性．本文通过局部的语义特征来预测行人的

属性，提出的ＡＬＭ 模块可以从ＦＬＳ模块生成的各

个语义区域中预测相关的属性，避免了大量背景噪

声的影响和大量网络的参数量．从表４的实验结果

可以看出，增加ＡＬＭ模块后，犿犃犘／犚犪狀犽１性能在

两个数据集相比之前提高了１．０％／０．３％和１．４％／

０．９％，这验证了增加属性信息对于网络性能的提

升．值得注意的是，属性信息对于网络的性能增益不

如全局特征和语义特征，如语义特征为２．３％／０．７％

和４．５％／４．２％．这主要是因为，属性信息本身是对

于全局特征的一种补充，网络主要还是依赖于信息

量更大的全局特征．但是，属性信息有利于判别相似

的行人，同时加速网络的相似度排序过程，对于提升

性能起到额外的小幅度加强作用．

为了验证本文算法提出的ＡＬＭ模块通过语义

特征来预测属性的优势，本节进行了通过全局特征预

测属性的对比实验．具体来说，对比实验的属性信息

完全来自于主干网络后生成的全局特征．然后，将这

些属性信息与全局特征进行连接，经过ＩＤ分类损失

进行网络训练．在同时包含了语义特征的情况下，得

到的属性信息对于网络性能的提升效果如表６所示．

表６　全局特征与犃犔犕模块的属性性能对比结果
（单位：％）

特征类别
Ｍａｒｋｅｔ１５０１

犿犃犘 犚犪狀犽１

ＤｕｋｅＭＴＭＣｒｅＩＤ

犿犃犘 犚犪狀犽１

Ｂａｓｅｌｉｎｅ ８８．２ ９５．２ ８０．９ ９０．６

＋全局特征 ８８．８ ９５．３ ８１．７ ９０．９

＋ＡＬＭ ８９２ ９５５ ８２３ ９１５

从表６结果可以得到结论，使用全局特征来预

测属性是可以一定程度上提高网络的性能的，但不

如局部特征预测属性带来的提升多．第二行的结果

显示，使用全局特征预测的属性信息相比之前的基

础Ｂａｓｅｌｉｎｅ网络，即只使用全局特征和局部特征做

ＩＤ分类，犿犃犘／犚犪狀犽１性能分别提高了０．６％／０．１％

和０．８％／０．３％．这些性能提升不如ＡＬＭ模块带来

的１．０％／０．３％和１．４％／０．９％性能增益多．原因在

于全局特征中包含了很多与某个属性无关的信息，

这些信息与背景噪声一起成为了干扰因素，从而降

低了属性预测的准确性．总之，对比结果显示了基于

局部的语义信息进行属性预测，能带来比全局特征

更好的性能提升．

基于数据集的属性标签，在 Ｍａｒｋｅｔ１５０１数据

集上，本文统计对比了使用全局特征与使用 ＡＬＭ

模块的１２个属性的预测准确率，及二者之间的变化

量１如表７所示．

表７　犕犪狉犽犲狋１５０１数据集基于犃犔犕和犃犠犕的１２个属性的预测准确率对比 （单位：％）

方法 性别 年龄
头发

长短

袖子

长短

下身服装

长短

下身服装

类型

是否有

背包

是否有

手提包

其它类型

的包

是否

戴帽子

上身服装

颜色

下身服装

颜色

平均

准确率

全局特征 ９０．７ ８７．５ ８３．６ ９３．４ ９３．２ ９２．２ ８７．０ ８９．３ ７６．７ ９５．７ ７３．１ ７３．７ ８６．３

加ＡＬＭ ９２．４ ８８．４ ８６．２ ９５．７ ９５．２ ９４．４ ９１．３ ９３．０ ８１．４ ９７．２ ８４．５ ８１．９ ９０．１

变化量１ １．７ ０．９ ２．６ ２．３ ２．０ ２．２ ４３ ３７ ４７ １．５ １１４ ８２ ３．８

加ＡＷＭ ９４．２ ８９．１ ８７．５ ９６．４ ９５．７ ９５．４ ９２．２ ９４．５ ８２．６ ９８．９ ８５．６ ８２．５ ９１．２

变化量２ １８ ０．７ １３ ０．７ ０．５ １．０ ０．９ １５ １２ １７ １．１ ０．６ １．１

　　可以发现，增加 ＡＬＭ 模块后，属性的平均准

确率提高了３．８％，这证明了 ＡＬＭ 模块对于提升

属性预测准确率的作用．另外，通过单个属性的变

化量可以看出，通过局部语义特征来预测属性会

显著提升与局部信息有关属性的预测准确率，即

表中的上下身服装颜色和背包信息等．此外，对使用

高置信度属性信息筛选查询图库对行人匹配的评估

速度提升效果进行验证．实验表明，在没有加速的情

况下，测试过程使用ＮＶＤＩＡＴＩＴＡＮＸｐ每次查询

１．９１ｓ．在加速时，每张图片的测试只需要０．２７ｓ．

４．２．３　属性加权模块的选择

本文算法提出属性加权模块来充分利用属性

之间的相关性，通过某些属性的高度相关性来提

高属性自身的预测置信分数．从表４的实验结果

可以得到结论，增加 ＡＷＭ 模块后，在两个数据集

上的犿犃犘／犚犪狀犽１指标的性能提升为０．３％／０．１％

和０．５％／０．２％．对于改善网络的识别性能有进一

步的作用，验证了 ＡＷＭ 模块的有效性．这与预期

的效果一致，相比于属性信息带来的１．０％／０．３％

和１．４％／０．９％提升，ＡＷＭ 模块的性能增益也是
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可观的．通过提升一些相关性高的属性的置信分数，

能够优化该属性的预测准确率，从而提升网络的整

体性能．

表７后半部分为本节针对 ＡＷＭ 模块的属性

预测准确率及准确率变化量２的统计结果．

从表７可以发现，增加 ＡＷＭ 模块后，可以获

得１．１％的平均准确率的性能增益．该模块对于性

别、头发长短、手提包、其他类型的包、戴帽子和上身

服装颜色的性能提升很高，实验结果验证了通过相

关性改善属性预测准确率的有效性．

通过上述对比实验，验证了ＡＬＭ 和ＡＷＭ 模

块对网络性能的提升．实际上，ＡＷＭ模块起到了良

好的辅助作用，通过属性之间的相关性信息提高了

属性预测的准确性，从而为行人提供了更详细、更精

准的信息描述．

４３　与经典算法对比

为了体现本文算法性能与已有工作的对比，本

节选取了基于语义特征的ＧＰＳ
［１０］和ＩＳＰ

［１３］算法，以

及使用属性信息的ＡＡＮｅｔ
［２３］和ＡＡＢ

［２４］算法，和近

年来发表的性能先进的 ＡＯＰＳ
［２５］、ＭＨＳＡＮｅｔ

［２６］、

ＢＰＢＲｅＩＤ
［２７］算法．上述算法的主干网络大部分为

ＲｅｓＮｅｔ５０，实验数据取自文献中的性能结果．本文

算法与各个算法的性能对比如表８所示．

结果显示，本文算法在两个数据集上均取得了较

优和最优的性能．相比于ＢｏＴ基线算法，本文算法

的犿犃犘／犚犪狀犽１指标增益为３．６％／１．１％和６．４％／

５．３％．对于使用语义特征的算法ＧＰＳ和ＩＳＰ，本文

　　表８　本文算法与经典算法横向对比的结果 （单位：％）

算法
Ｍａｒｋｅｔ１５０１

犿犃犘 犚犪狀犽１

ＤｕｋｅＭＴＭＣｒｅＩＤ

犿犃犘 犚犪狀犽１

ＡＡＮｅｔ［２３］（ＣＶＰＲ１９） ８３．４ ９３．３ ７４．３ ８７．７

ＩＳＰ［１３］（ＥＣＣＶ２０） ８８．６ ９５．３ ８０．０ ８９．６

ＡＡＢ［２４］（ＴＩＰ２０） ８８．６ ９６１ ８０．４ ８９．９

ＧＰＳ［１０］（ＣＶＰＲ２１） ８７．８ ９５．２ ７８．７ ８８．２

ＴｒａｎｓＲｅＩＤ［７］（ＩＣＣＶ２１） ８８．９ ９５．２ ８２．２ ９０．６

ＡＯＰＳ［２５］（ＴＣＳＶＴ２２） ８５．３ ９４．６ ７６．３ ８７．５

ＡＧＷ［３］（ＴＰＡＭＩ２２） ８７．８ ９５．１ ７９．６ ８９．０

ＭＨＳＡＮｅｔ［２６］（ＴＮＮＬＳ２３） ８８．８ ９５．２ ８２．３ ９０．５

ＢＰＢＲｅＩＤ［２７］（ＷＡＣＶ２３） ８７．０ ９５．１ ７８．３ ８９．６

ＢｏＴ［１９］（ＣＶＰＲ１９） ８５．９ ９４．５ ７６．４ ８６．４

本文算法 ８９５ ９５．６ ８２８ ９１７

算法的犿犃犘／犚犪狀犽１指标至少提高了０．９％／０．３％

和２．８％／２．１％．原因在于本文算法能生成精细的

语义区域，不仅语义区域的解析效果良好，同时包含

了行人潜在的随身物品信息和属性信息，提高了行

人表示．对于使用了属性信息的ＡＡＢ和ＡＡＮｅｔ算

法，本文算法均取得了更优的性能．主要原因在于本

文算法的属性信息是通过精细的语义特征来预测

的，而不是依赖包含噪声干扰的全局特征和局部特

征．这种方法能显著提高属性预测的准确率．最后，

本文算法还充分利用了属性之间的关系来辅助增强

属性预测的准确性，使得性能更优．综合来看，本文

算法在已有的语义特征方法和属性方法中，识别性

能具有一定的竞争力．

对于本文算法的属性预测性能，本文选取了

ＡＡＮｅｔ和ＡＲＮ
［２８］算法的结果与所提算法进行比

较，Ｍａｒｋｅｔ１５０１数据集的结果如表９所示．

表９　犕犪狉犽犲狋１５０１数据集１２个属性的预测准确率 （单位：％）

方法 性别 年龄
头发

长短

袖子

长短

下身服装

长短

下身服装

类型

是否

有背包

是否

有手提包

其它

类型的包

是否

戴帽子

上身

服装颜色

下身

服装颜色

平均

准确率

ＡＰＲ［１５］ ８８．９ ８８．６ ８４．４ ９３．６ ９３．７ ９２．８ ８４．９ ９０．４ ７６．４ ９７．１ ７４．０ ７３．８ ８６．６

ＡＡＮｅｔ［２３］ ９２．３ ８８．２ ８６．６ ９４．５ ９４．２ ９４．８ ８７．８ ９０．０ ７９．７ ９８．０ ７７．１ ７０．８ ８７．８

ＡＲＮ［２８］ ９１．５ ８７．７ ８９．１ ９３．８ ９４．７ ９３．６ ９０．２ ９０．５ ８１．９ ９７．５ ７６．４ ６８．６ ８８．０

本文算法 ９４２ ８９１ ８７５ ９６４ ９５７ ９５４ ９２２ ９４５ ８２６ ９８９ ８５６ ８２５ ９１２

从表９中数据可以得到结论，本文算法的属性预

测性能获得了最优．属性的平均准确率相比ＡＡＮｅｔ

和ＡＲＮ算法分别提高了３．４％和３．２％．ＡＡＮｅｔ和

ＡＲＮ算法的特征中均包含背景噪声，性能不如本文

精细化的像素级语义特征，因此本文算法实现了更

好的属性预测效果．

４４　实验效果展示

在测试阶段，本文将网络的特征进行距离计算，

然后生成查询图像的相似度排序结果．图６展示了

本文算法和ＢｏＴ基线算法的相似度排序结果图． 图６　本文算法与基线算法的相似度排序结果对比
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从图６结果可以显示本文算法利用语义特征作

为行人描述的优点．语义特征能够解决遮挡、背景干

扰和行人姿态变换等问题，从而提高了匹配过程的

鲁棒性．另外，属性信息在相似度排序时也具有进一

步区分行人的能力，图７展示了利用属性信息对行

人描述进行详细补充的好处．

图７　属性信息对于相似度排序的作用示例

５　结　论

针对现有的语义解析模型无法识别行人随身物

品，以及未在语义特征上充分利用属性信息的不足，

本文提出了一种精细化局部语义与属性信息的行人

重识别网络．首先，基于额外语义模型形成的语义区

域与聚类算法形成的伪标签语义区域，从中捕获行

人的随身物品区域信息，然后融合至额外语义模型

生成的语义区域．这些新的语义解析结果，区域显现

得非常平滑良好，同时也包含了潜在的随身物品信

息．因此提高了语义区域的完整性，且行人的描述更

加充分．其次，基于这些精细化的语义特征，通过构

建属性预测子分支，预测了行人的多个属性．因为这

些语义特征不包含背景杂波的影响，所以预测性能

更优．最后，基于属性之间的相关性先验知识，可以

通过某些属性的联合来增加相关程度高的属性的置

信分数．该过程对行人的属性置信分数进行重新赋

权，增加了行人描述的准确性．本文算法将精细化的

语义信息和详细的属性信息相结合，学习到了更具

有鉴别性的行人特征表示，并加快了行人相似度排

序的过程．在公开数据集上的大量实验验证了本文

算法的有效性，显示了语义信息和属性信息相互受

益的互补性．

致　谢　本论文的数值计算得到了武汉大学超级计

算中心的计算支持和帮助！
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Ｎａｓｈｖｉｌｌｅ，ＵＳＡ，２０２１：３４９２３５０１

［１１］ ＬｉＳ，ＬｅｎｇＪ，ＧａｎＪ，ｅｔａｌ．Ｓｈａｐｅｃｅｎｔｅｒｅｄｒｅｐｒｅｓｅｎｔａｔｉｏｎ

ｌｅａｒｎｉｎｇｆｏｒｖｉｓｉｂｌｅｉｎｆｒａｒｅｄｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ．ａｒＸｉｖ

ｐｒｅｐｒｉｎｔａｒＸｉｖ：２３１０．１７９５２，２０２３

［１２］ ＣｈｅｎＣ，Ｙｅ Ｍ，ＱｉＭ，ｅｔａｌ．Ｓｔｒｕｃｔｕｒｅａｗａｒｅｐｏｓｉｔｉｏｎａｌ

ｔｒａｎｓｆｏｒｍｅｒｆｏｒｖｉｓｉｂｌｅｉｎｆｒａｒｅｄｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ．ＩＥＥＥ

ＴｒａｎｓａｃｔｉｏｎｓｏｎＩｍａｇｅＰｒｏｃｅｓｓｉｎｇ，２０２２，３１：２３５２２３６４

［１３］ ＺｈｕＫ，ＧｕｏＨ，ＬｉｕＺ，ｅｔａｌ．Ｉｄｅｎｔｉｔｙｇｕｉｄｅｄｈｕｍａｎｓｅｍａｎｔｉｃ

ｐａｒｓｉｎｇｆｏｒｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＥｕｒｏｐｅａｎ

ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｇｌａｓｇｏｗ，ＵＫ，２０２０：３４６３６３

［１４］ ＬｉＰ，ＸｕＹ，ＷｅｉＹ，ｅｔａｌ．Ｓｅｌｆｃｏｒｒｅｃｔｉｏｎｆｏｒｈｕｍａｎｐａｒｓｉｎｇ．

ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉ

ｇｅｎｃｅ，２０２０，４４（６）：３２６０３２７１

［１５］ ＬｉｎＹ，ＺｈｅｎｇＬ，ＺｈｅｎｇＺ，ｅｔａｌ．Ｉｍｐｒｏｖｉｎｇｐｅｒｓｏｎｒｅｉｄｅｎｔｉ

ｆｉｃａｔｉｏｎｂｙａｔｔｒｉｂｕｔｅａｎｄｉｄｅｎｔｉｔｙｌｅａｒｎｉｎｇ．ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ，

２０１９，９５：１５１１６１

［１６］ ＣｈｅｎＸ，ＬｉｕＸ，ＬｉｕＷ，ｅｔａｌ．Ｅｘｐｌａｉｎａｂｌｅｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉ

ｃａｔｉｏｎｗｉｔｈａｔｔｒｉｂｕｔｅｇｕｉｄｅｄｍｅｔｒｉｃｄｉｓｔｉｌｌａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．

Ｍｏｎｔｒｅａｌ，Ｃａｎａｄａ，２０２１：１１８１３１１８２２

［１７］ ＸｉａｏＪｉｎＳｈｅｎｇ，Ｇｕｏ ＨａｏＷｅｎ，ＺｈａｎｇＳｈｕＨａｏ，ｅｔａｌ．

Ｐｅｄｅｓｔｒｉａｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎｄｕａｌｄｏｍａｉｎ

ｆｉｌｔｅｒｉｎｇａｎｄｔｒｉｐｌｅｍｅｔｒｉｃｌｅａｒｎｉｎｇ．ＪｏｕｒｎａｌｏｆＥｌｅｃｔｒｏｎｉｃｓ＆

ＩｎｆｏｒｍａｔｉｏｎＴｅｃｈｎｏｌｏｇｙ，２０２２，４４（１１）：３９３１３９４０（ｉｎＣｈｉｎｅｓｅ）

（肖进胜，郭浩文，张舒豪等．双域滤波三元组度量学习的行

人再识别．电子与信息学报，２０２２，４４（１１）：３９３１３９４０）

［１８］ ＫｕａｎｇＣｈｅｎｇ，ＣｈｅｎＹｉｎｇ．Ｍｕｌｔｉｇｒａｎｕｌａｒｉｔｙｆｅａｔｕｒｅｆｕｓｉｏｎ

ｎｅｔｗｏｒｋｆｏｒｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ．ＡｃｔａＥｌｅｃｔｒｏｎｉｃａＳｉｎｉｃａ，

２０２１，４９（８）：１５４１１５５０（ｉｎＣｈｉｎｅｓｅ）

（匡澄，陈莹．基于多粒度特征融合网络的行人重识别．电子

学报，２０２１，４９（８）：１５４１１５５０）

［１９］ ＬｕｏＨ，ＧｕＹ，ＬｉａｏＸ，ｅｔａｌ．Ｂａｇｏｆｔｒｉｃｋｓａｎｄａｓｔｒｏｎｇ

ｂａｓｅｌｉｎｅｆｏｒｄｅｅｐｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ

ＩＥＥＥ／ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎａｎｄ Ｐａｔｔｅｒｎ

ＲｅｃｏｇｎｉｔｉｏｎＷｏｒｋｓｈｏｐｓ．Ｏｎｌｉｎｅ，２０１９

［２０］ ＺｈｅｎｇＬ，ＳｈｅｎＬ，ＴｉａｎＬ，ｅｔａｌ．Ｓｃａｌａｂｌｅｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉ

ｃａｔｉｏｎ：Ａｂｅｎｃｈｍａｒｋ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌ

ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｓａｎｔｉａｇｏ，Ｃｈｉｌｅ，２０１５：１１１６

１１２４

［２１］ ＺｈｅｎｇＺ，ＷａｎｇＰ，ＬｉｕＷ，ｅｔａｌ．ＤｉｓｔａｎｃｅＩｏＵｌｏｓｓ：Ｆａｓｔｅｒ

ａｎｄｂｅｔｔｅｒｌｅａｒｎｉｎｇｆｏｒｂｏｕｎｄｉｎｇｂｏｘｒｅｇｒｅｓｓｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．ＮｅｗＹｏｒｋ，

ＵＳＡ，２０２０，３４（７）：１２９９３１３０００

［２２］ ＺｈａｎｇＺ．Ｉｍｐｒｏｖｅｄａｄａｍｏｐｔｉｍｉｚｅｒｆｏｒｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋｓ／／

Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１８ＩＥＥＥ／ＡＷＭ ２６ｔｈＩｎｔｅｒｎａｔｉｏｎａｌ

ＳｙｍｐｏｓｉｕｍｏｎＱｕａｌｉｔｙｏｆＳｅｒｖｉｃｅ．Ｂａｎｆｆ，Ｃａｎａｄａ，２０１８：１２

［２３］ ＴａｙＣＰ，ＲｏｙＳ，ＹａｐＫ Ｈ．ＡＡＮｅｔ：Ａｔｔｒｉｂｕｔｅａｔｔｅｎｔｉｏｎ

ｎｅｔｗｏｒｋｆｏｒｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ

ＩＥＥＥ／ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎａｎｄ Ｐａｔｔｅｒｎ

Ｒｅｃｏｇｎｉｔｉｏｎ．Ｏｎｌｉｎｅ，２０１９：７１３４７１４３

［２４］ ＺｈａｎｇＪ，ＮｉｕＬ，ＺｈａｎｇＬ．Ｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｗｉｔｈ

ｒｅｉｎｆｏｒｃｅｄａｔｔｒｉｂｕｔｅａｔｔｅｎｔｉｏｎｓｅｌｅｃｔｉｏｎ．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓ

ｏｎＩｍａｇｅＰｒｏｃｅｓｓｉｎｇ，２０２０，３０：６０３６１６

［２５］ ＪｉｎＨ，ＬａｉＳ，ＱｉａｎＸ．Ｏｃｃｌｕｓｉｏｎｓｅｎｓｉｔｉｖｅｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉ

ｃａｔｉｏｎｖｉａａｔｔｒｉｂｕｔｅｂａｓｅｄｓｈｉｆｔａｔｔｅｎｔｉｏｎ．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓ

ｏｎＣｉｒｃｕｉｔｓａｎｄＳｙｓｔｅｍｓｆｏｒＶｉｄｅｏＴｅｃｈｎｏｌｏｇｙ，２０２２，３２（４）：

２１７０２１８５

［２６］ ＴａｎＨ，ＬｉｕＸ，ＹｉｎＢ，ｅｔａｌ．ＭＨＳＡＮｅｔ：Ｍｕｌｔｉｈｅａｄｓｅｌｆ

ａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｆｏｒｏｃｃｌｕｄｅｄｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ．ＩＥＥＥ

Ｔｒａｎｓａｃｔｉｏｎｓｏｎ ＮｅｕｒａｌＮｅｔｗｏｒｋｓａｎｄ ＬｅａｒｎｉｎｇＳｙｓｔｅｍｓ，

２０２３，３４（１１）：８２１０８２２４

［２７］ ＳｏｍｅｒｓＶ，ＤｅＶｌｅｅｓｃｈｏｕｗｅｒＣ，ＡｌａｈｉＡ．Ｂｏｄｙｐａｒｔｂａｓｅｄ

ｒｅｐｒｅｓｅｎｔａｔｉｏｎｌｅａｒｎｉｎｇｆｏｒｏｃｃｌｕｄｅｄｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ

／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＣＶＦＷｉｎｔｅｒＣｏｎｆｅｒｅｎｃｅｏｎＡｐｐｌｉ

ｃａｔｉｏｎｓｏｆＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｗａｉｋｏｌｏａ，ＵＳＡ，２０２３：１６１３１６２３

［２８］ ＹｉｎＪ，ＦａｎＺ，ＣｈｅｎＳ，ｅｔａｌ．Ｉｎｄｅｐｔｈｅｘｐｌｏｒａｔｉｏｎｏｆａｔｔｒｉｂｕｔｅ

ｉｎｆｏｒｍａｔｉｏｎｆｏｒｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ．ＡｐｐｌｉｅｄＩｎｔｅｌｌｉｇｅｎｃｅ，

２０２０，５０：３６０７３６２２

犡犐犃犗犑犻狀犛犺犲狀犵，Ｐｈ．Ｄ．，ａｓｓｏｃｉａｔｅ

ｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅ

ｃｏｍｐｕｔｅｒｖｉｓｉｏｎ，ｉｍａｇｅｐｒｏｃｅｓｓｉｎｇａｎｄ

ａｎａｌｙｓｉｓ．

犠犝犑犻狀犵犢犻，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．Ｈｅｒｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｉｍａｇｅｐｒｏｃｅｓｓｉｎｇａｎｄｃｏｍｐｕｔｅｒｖｉｓｉｏｎ．

犌犝犗 犎犪狅犠犲狀，Ｍ．Ｓ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅ

ｉｍａｇｅｐｒｏｃｅｓｓｉｎｇ，ｖｉｄｅｏａｎａｌｙｓｉｓａｎｄｃｏｍｐｕｔｅｒｖｉｓｉｏｎ．

犌犝犗 犢狌犪狀，Ｐｈ．Ｄ．，ｌｅｃｔｕｒｅｒ．Ｈｅｒｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｈｉｇｈｄｅｆｉｎｉｔｉｏｎｍａｐ，ｃｒｏｗｄｓｏｕｒｃｉｎｇｄａｔａａｎｄｃｏｍ

ｐｕｔｅｒｖｉｓｉｏｎ．

犣犎犃犗犆犺犻犎犲狀犵，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｉｍａｇｅｐｒｏｃｅｓｓｉｎｇａｎｄｃｏｍｐｕｔｅｒｖｉｓｉｏｎ．

犠犃犖犌 犢犻狀，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．Ｈｅｒｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｃｏｍｐｕｔｅｒｖｉｓｉｏｎａｎｄｉｍａｇｅｓｅｇｍｅｎｔａｔｉｏｎ．

９９３２１０期 肖进胜等：精细化局部语义与属性学习的行人重识别



犅犪犮犽犵狉狅狌狀犱

Ｉｎｒｅｃｅｎｔｙｅａｒｓ，ｍａｎｙａｄｖａｎｃｅｄｉｍａｇｅａｎａｌｙｓｉｓｔｅｃｈｎｏｌｏｇｉｅｓ

ｈａｖｅｂｅｅｎｉｎｔｒｏｄｕｃｅｄｉｎｔｏｖｉｄｅｏｓｕｒｖｅｉｌｌａｎｃｅｓｙｓｔｅｍｓ，ｉｎｃｌｕｄｉｎｇ

ｆａｃｉａｌｒｅｃｏｇｎｉｔｉｏｎ，ｌｉｃｅｎｓｅｐｌａｔｅｒｅｃｏｇｎｉｔｉｏｎ，ｐｅｄｅｓｔｒｉａｎｄｅｔｅｃｔｉｏｎ，

ａｎｄａｃｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎ．Ｈｏｗｅｖｅｒ，ｆａｃｉａｌｒｅｃｏｇｎｉｔｉｏｎｔｅｃｈｎｏｌｏｇｙ

ｆａｉｌｓｗｈｅｎｔｈｅｄｉｓｔａｎｃｅｉｓｔｏｏｇｒｅａｔｏｒｗｈｅｎｆａｃｅｓａｒｅｏｂｓｃｕｒｅｄ．

Ｔｏａｄｄｒｅｓｓｔｈｅｓｅｓｈｏｒｔｃｏｍｉｎｇｓ，ｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ（ＲｅＩＤ）

ｔｅｃｈｎｏｌｏｇｙｈａｓｅｍｅｒｇｅｄ．Ｐｅｒｓｏｎｒｅｉｄｅｎｔｉｆｉｃａｔｉｏｎｉｎｖｏｌｖｅｓ
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