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摘 要 无监督图像传输语义通信方法的目的是在接收端生成与原始图像尽可能相似的图像。然而,在低压缩比

(Compression
 

Ratios,CRs)或低信噪比(Signal-to-Noise
 

Ratio,SNR)的条件下,重建图像的质量往往会显著下降。
为了解决上述问题,本文提出了一种能够自监督提取并利用图像高层语义的语义通信模型。为有效地提取包含

高、低层的混合语义特征,本文提出了一种基于动量对比(Momentum
 

Contrast,MoCo)的自监督语义编码器。与纯

高层语义特征相比,混合语义特征能够提高生成图像与原图的相似性;与纯低层语义特征相比,混合语义特征能够

更好地表示图像的核心语义。本文设计了一种基于扩散模型(Diffusion
 

Model)的语义解码器,旨在建立高层语义

特征到图像像素的映射关系,将接收到的语义信息还原为图像像素。实验结果表明,在低CRs和低SNR条件下,
与传统通信方法和四种无监督语义通信方法相比,本文所提出的模型在加性高斯白噪声(Additive

 

White
 

Gaussian
 

Noise,AWGN)信道、瑞利(Rayleigh)信道和莱斯(Rician)信道下生成的图像在视觉特征方面与原数据集更接近,并
在使用第三方图像分类器进行分类时具有更高的正确率。
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Abstract 
 

In
 

recent
 

years,
 

traditional
 

communication
 

methods
 

have
 

approached
 

the
 

Shannon
 

lim-
it.

 

Meanwhile,
 

deep
 

learning
 

has
 

achieved
 

revolutionary
 

breakthroughs
 

in
 

areas
 

such
 

as
 

large
 

lan-
guage

 

models,
 

computer
 

vision
 

and
 

speech
 

recognition.
 

To
 

address
 

the
 

challenge
 

of
 

exponentially
 



growing
 

network
 

traffic,
 

deep-learning-empowered
 

semantic
 

communication
 

has
 

emerged
 

as
 

a
 

promising
 

solution.
 

Different
 

from
 

traditional
 

communication
 

methods
 

focusing
 

on
 

the
 

accuracy
 

of
 

symbol-level
 

transmission,
 

semantic
 

communication
 

focuses
 

on
 

the
 

transmission
 

of
 

semantic
 

information.
 

This
 

difference
 

makes
 

semantic
 

communication
 

noise-resistant
 

and
 

does
 

not
 

suffer
 

from
 

a
 

cliff
 

drop
 

in
 

performance
 

in
 

low
 

signal-to-noise
 

ratio
 

(SNR)
 

conditions.
 

Compared
 

to
 

tra-
ditional

 

communication
 

methods,
 

the
 

semantic
 

communication
 

model
 

allows
 

to
 

deliver
 

identical
 

semantic
 

information
 

with
 

lower
 

compression
 

ratios
 

(CRs)
 

by
 

sharing
 

a
 

semantic
 

knowledge
 

base
 

between
 

the
 

transmitter
 

and
 

the
 

receiver.
 

So
 

far,
 

semantic
 

communication
 

has
 

been
 

studied
 

in
 

the
 

context
 

of
 

text,
 

speech,
 

image,
 

video
 

and
 

mixture
 

of
 

them.
 

For
 

image
 

transmission,
 

the
 

main-
stream

 

semantic
 

communication
 

methods
 

are
 

unsupervised
 

and
 

supervised
 

in
 

terms
 

of
 

whether
 

a
 

method
 

uses
 

information
 

other
 

than
 

images.
 

Among
 

them,
 

unsupervised
 

semantic
 

communica-
tion

 

methods
 

for
 

image
 

transmission
 

aim
 

to
 

generate
 

an
 

image
 

as
 

similar
 

as
 

possible
 

to
 

the
 

origi-
nal

 

one
 

at
 

the
 

receiver.
 

However,
 

the
 

quality
 

of
 

the
 

reconstructed
 

image
 

tends
 

to
 

significantly
 

de-
grade

 

under
 

low
 

CRs
 

or
 

low
 

SNR.
 

Some
 

researchers
 

have
 

tried
 

to
 

solve
 

this
 

problem
 

by
 

introdu-
cing

 

additional
 

information
 

to
 

turn
 

them
 

into
 

supervised
 

methods.
 

These
 

methods
 

mostly
 

use
 

se-
mantic

 

segmentation
 

graphs
 

or
 

image
 

labeling
 

information
 

as
 

supervisory
 

information
 

and
 

have
 

a
 

stronger
 

semantic
 

transfer
 

capability
 

compared
 

to
 

unsupervised
 

methods.
 

However,
 

such
 

a
 

meth-
od

 

relies
 

on
 

a
 

large
 

amount
 

of
 

manually
 

labeled
 

data
 

or
 

pre-trained
 

models
 

based
 

on
 

labeled
 

data,
 

which
 

cannot
 

automatically
 

extract
 

high-level
 

semantic
 

information
 

from
 

original
 

images.
 

To
 

ad-
dress

 

the
 

issue
 

above,
 

this
 

paper
 

proposes
 

a
 

semantic
 

communication
 

model
 

that
 

can
 

self-super-
vise

 

to
 

extract
 

and
 

utilize
 

the
 

high-level
 

semantics
 

of
 

an
 

image,
 

and
 

in
 

order
 

to
 

efficiently
 

extract
 

the
 

hybrid
 

semantic
 

features
 

containing
 

both
 

high-
 

and
 

low-levels,
 

this
 

paper
 

proposes
 

a
 

self-su-
pervised

 

semantic
 

coder
 

based
 

on
 

Momentum
 

Contrast
 

(MoCo).
 

Compared
 

to
 

purely
 

high-level
 

semantic
 

features,
 

mixed
 

semantic
 

features
 

can
 

improve
 

the
 

similarity
 

between
 

generated
 

images
 

and
 

the
 

original
 

ones;
 

compared
 

to
 

purely
 

low-level
 

semantic
 

features,
 

mixed
 

semantic
 

features
 

can
 

better
 

represent
 

the
 

core
 

semantics
 

of
 

images.
 

This
 

paper
 

designs
 

a
 

semantic
 

decoder
 

based
 

on
 

the
 

diffusion
 

model,
 

aiming
 

to
 

establish
 

a
 

mapping
 

relationship
 

between
 

high-level
 

semantic
 

features
 

and
 

image
 

pixels
 

and
 

restore
 

the
 

received
 

semantic
 

information
 

to
 

image
 

pixels.
 

The
 

ex-
perimental

 

results
 

show
 

that
 

under
 

low
 

CRs
 

and
 

low
 

SNR
 

conditions,
 

compared
 

with
 

the
 

tradi-
tional

 

communication
 

methods
 

and
 

four
 

unsupervised
 

semantic
 

communication
 

methods,
 

the
 

ima-
ges

 

generated
 

by
 

the
 

proposed
 

model
 

in
 

this
 

paper
 

under
 

Additive
 

White
 

Gaussian
 

Noise
 

(AWGN)
 

channel,
 

Rayleigh
 

channel
 

and
 

Rician
 

channel
 

are
 

closer
 

to
 

the
 

original
 

dataset
 

in
 

terms
 

of
 

visual
 

features
 

and
 

have
 

higher
 

correctness
 

rates
 

when
 

classified
 

using
 

third-party
 

image
 

classi-
fiers.

 

Furthermore,
 

the
 

proposed
 

model
 

demonstrates
 

that
 

contrastive
 

learning
 

can
 

provide
 

new
 

sources
 

of
 

high-level
 

semantics
 

for
 

semantic
 

communication.
 

In
 

particular,
 

analysis
 

of
 

high-level-
to-low-level

 

semantic
 

ratios
 

confirms
 

the
 

better
 

noise
 

immunity
 

of
 

high-level
 

semantics
 

compared
 

to
 

their
 

low-level
 

counterparts.

Keywords 
 

semantic
 

communication;
 

deep
 

learning;
 

contrastive
 

learning;
 

diffusion
 

models;
 

im-
age

 

processing

1 引 言

随着5G网络技术的广泛部署及其在各垂直领

域的快速落地,网络流量将持续增长。然而,传统无

线通信所支持的数据传输速率接近了香农极限[1]。
语义通信是解决这一挑战的潜在技术。与传统通信

相比,语义通信优先考虑语义信息的正确传递,而不
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是符号的准确传递[2]。这种区别使得语义通信消耗

更少的带宽资源,从而提高了数据传输效率。现有

的语义通信研究针对多种数据类型,主要包括文

本[3]、语音[4]、图像[5]和视频[6],且语义通信已经表

现出优于传统通信方法的性能。
从图像传输和处理的角度来看,语义通信的研

究大致分为两类:面向任务[7]和面向重建[8]。这两

类研究均需从输入数据中提取和编码语义信息,但
对语义信息和背景知识的需求有所区别[9]。

面向任务的语义通信系统通常优先传达与任务

目标相关的细节,这些系统利用接收到的语义信息

在接收端完成各种下游任务。在面向任务的图像语

义通信中,常见的智能任务包括分类、检索和分割。
例如,Kang等人提出了一种基于语义三元组的无

人机节能语义通信框架,其语义编码器根据终端用

户需求进行个性化[10]。此外,Pan等人提出了一种

面向图像分割的车联网语义通信系统,其中重构的

语义特征用于接收端图像分割[11]。
另一方面,面向图像重建的语义通信侧重于原

始图像的传输和恢复。早期的语义通信研究多基于

信源信道联合编码(Joint
 

Source-Channel
 

Coding,

JSCC)方法。随后,DeepJSCC作为一种基于深度神

经网络的JSCC方法,在低信噪比(Signal-to-Noise
 

Ratio,SNR)和 低 压 缩 比 (Compression
 

Ratios,

CRs)场景中获得出色的性能[12]。与此同时,研究

者基于JSCC方法开发了各种各样的语义通信模

型。例如,Xu等人通过引入基于注意力的JSCC方

法,帮助模型适应不同SNR下的无线通信环境[13]。

Yang等人开发了一种可根据信道条件和图像内容

动态调整特征的长度的JSCC模型,以此来节约带

宽资源[14]。Wu等人提出了一种信道去噪扩散模

型,用于无线信道语义通信,通过利用扩散模型消除

噪声的特性,提高了常规JSCC模型的图像还原

能力[15]。
近期,一些学者尝试从通信时的编码和解码方

式入手,改进图像语义通信模型的性能。例如,Hu
等人提出了一种基于掩码自编码器和矢量量化变分

自编码器模型的语义通信系统,通过共享离散的码

本显著降低通信开销[16]。在此基础上,Miao等人

提出一种语义通信系统VQ-DeepSC-E,该系统利用

生成对抗网络(Generative
 

Adversarial
 

Network,

GAN)提取图像的特征,减少了重建图像时的伪影

现象[17]。这种共享码本的方法极大地减少了带宽

消耗,然而码本的索引在传输的过程中易受到噪声

的干扰。
目前,多数面向图像重建的无监督语义通信系

统在极低的CRs下会出现各类图像退化问题,如模

糊、伪影或棋盘化等[18]。此外,由于高度压缩图像

与人类视觉感知之间存在巨大差异,这些图像可能

无法直接适用于图像分类、对象检测和语义分割等

下游任务[19]。
为了缓解上述图像退化问题,部分专家学者提

出了生成式语义通信(Generative
 

Semantic
 

Com-
munication,GSC)方法。GSC方法主要利用能够抽

象概括图像信息的高层语义,如文本信息和语义分

割信息,控制语义解码器生成符合要求的图像,并将

原本无监督的训练方法转为有监督方法[20]。例如,

Huang等人提出了一种基于强化学习的语义通信

模型,该模型使用语义分割图像作为语义信息,根据

下游任务自适应地选择将要传输的语义信息[19]。

Lokumarambage等人将风格图像设置为共享的先

验知识,在发送端依据该知识生成语义分割图,在接

收端依据该知识和语义分割图生成结果图像[21]。

Grassucci等人在发送端提取并传输多张 One-hot
编码的语义分割图,在接收端去噪后这些图被用于

引导扩散模型生成对应的图像[22]。Lee等人提出

了一种能够节约能源的通信框架,用文本替代了原

本将传输的图像,并让用户在本地根据文本信息生

成图像[23]。上述研究展示了高层语义在图像语义

信息压缩和表达方面的优势。然而,大部分GSC方

法依赖于人工标注数据或预训练的模型,无法从原

始图像中自动提取高层语义信息。相比之下,对比

学习作为一种自监督学习方法,可以获得适用于各

种下游任务的通用特征,而不依赖于人工标记。此

外,对比学习代理任务的目标是生成能够与其他图

像区分的编码,即将每张图像单独视为一个类别,因
此提取出的特征可以近似为这张图的专属标签。并

且,Caron等人的研究表明,对比学习训练时会关注

与图像语义分割相关的信息[24]。因此,本文尝试将

对比学习模型提取的特征视为一种高维标签,取代

依赖人工标注的语义分割图、文本信息或分类信息,
从而满足低压缩比情况下图像重建过程中对大量高

层语义的需求。
鉴于高层语义信息较为抽象,为建立其到图

像像素信息之间的映射,需要相关模型具备强大

的生成能力来填补高层语义缺失的细节。目前,
扩散模型在图像生成领域的研究日渐增加。相

较于GAN,扩散模型在图像生成质量和多样性
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方面具有显著优势[25]。此外,它可以通过添加引

导信息指导生成过程,以确保生成的图像满足特

定需求[26]。
为解决上述问题,本文的主要工作如下:
(1)本文设计了一种基于对比学习的语义编码

器(Momentum
 

Contrast
 

Semantic
 

Encoder,Mo-
CoSE)。MoCoSE通过改进训练自监督学习过程,
使模型能够更好地适应通信环境。使得编码器能够

通过自监督学习从图像中提取高层语义特征。在训

练中,结合变分自编码器(Variational
 

Autoencoder,

VAE)模型让编码器能够提取低层语义特征。与其

他利用高层语义特征的模型相比,MoCoSE不依赖

人工标签进行训练。
(2)本文利用扩散模型建立高维标签到图像像

素的映射。研究表明,在语义通信过程中,即使高层

语义被噪声严重干扰,使用这些语义特征引导的扩

散模型仍然可以生成具有与原图相同核心语义的图

像。与传统的无监督语义通信方法相比,该模型能

够有效缓解图像退化问题,从而提高重建图像的视

觉质量。
(3)实验结果表明,在低CRs条件下,与传统通

信和四种无监督图像语义通信模型相比,本文所提

模型在传输图像核心语义信息方面优势显著,其生

成的图像表现出更好的主观视觉质量。此外,Mo-
CoSE提取的高层语义信息相比低层语义信息具有

更佳的抗噪声能力。

2 预备知识

本节分别介绍对比学习和扩散模型相关知识。

2.1 对比学习

  在深度学习中数据量一直是制约模型性能的一

个关键因素,因此如何利用大量且易于获得的无标

注数据一直是深度学习研究中的重要问题[27]。对

比学习是一种基于样本间差异的自监督学习方法。
其由于不需要人工标签的特性,常用于大模型的预

训练和未标记数据集的特征提取。
目前,对比学习中主要的代理任务是个体判别

任务(Instance
 

Discrimination,InstDisc)[28]。个体

判别任务的提出者认为,让有监督模型能够区分相

似图像与非相似图像的能力来源于数据本身,而不

是语义标签。因此,个体识别任务在训练时会将每

个样本当作一个单独的类别,并赋予一个伪标签,然
后通过伪标签训练模型区分每个类别间的区别。在

这个过程中会得到图像特征编码,并使得相似图像

的特征在超球面上尽可能地接近,而不相似图像的

特征在超球面上尽可能地远离。这种方式使得模型

将每一张图视为单独的一个类别。使用正则损失互

信息噪声对比估计(Info
 

Noise
 

Contrastive
 

Estima-
tion,InfoNCE)损失函数可以描述该任务的训练过

程[29]。给定一组总数为K 的样本编码 {k0,k1,…,
kK}集合和查询样本编码为q,设k+ 为q 的正样

本,则损失函数可以表示为

LInfo=-log
exp(q·k+/τ)

∑
K

i=0exp(q·ki/τ)
(1)

其中,τ表示调控训练难度的温度超参数。
对比学习模型的训练通常需要大量的迭代次数

和负样本,以获得理想效果。为降低训练过程中对

显存和时间的需求,本文选择了 MoCo模型作为语

义编码器的基础模型[30]。MoCo模型主要由编码

器和动量编码器组成,其通过缓慢更新动量编码器

权重,使动量编码器输出的特征与编码器输出的特

征保持一致的同时,提供更多差异化信息以增强对

比效果,从而在较小批次和更少迭代轮次下实现理

想效果。

2.2 扩散模型

  扩散模型是一种生成式模型,它的特点是通过

逐步去除噪声来生成图像,而不是直接生成结果图

像[28]。扩散模型的训练可以分为前向过程和逆向

过程两个部分[31]。前向过程是一个将高斯噪声逐

步加入数据中的过程,可以用公式表示为

q(xt|xt-1)= xt;1-βtxt-1,βtI  (2)

其中,xt 表示过程中第t步的数据,βt 表示提前设

定的方差超参数,I表示单位矩阵。当t足够大时

可以认为xt 是服从高斯分布的噪声。当x0 表示

原始数据,αt=1-βt 且α-t=􀰒
t

s=1αs 时,公式可

以表示为

q(xt|x0)= xt;α-tx0,1-α-t  I  (3)

  逆向过程从xt 开始逐步去除噪声获得x0,这
个过程可以使用神经网络进行拟合,表示为

pθ(xt-1|xt)= (xt-1;θ(xt,t),σ2tI) (4)

  当σ2
t =
1-α-t-1

1-α-t
βt 时,这个过程的损失函数可

以表示为

Lsample=EEx0,
[|| - θ α-tx0+ 1-α-t ,t  ||2]

(5)
其中,θ 表示参数化神经网络计算出的噪声。
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扩散模型的生成可以分为无条件生成和条件生

成两种,其中条件生成又可以分为分类器引导生

成[25]和无分类器引导[26]生成两种。分类器引导生

成需要额外训练一个分类器,这会增加训练开销。
无分类器引导生成,不需要额外的结构也可以进行

条件生成,并且可以根据需求调整语义信息在生成

图像中的权重,但需要同时训练模型的无条件生成

和条件生成。损失函数可以表示为

Lcfg=EEx0,
[|| - θ α-tx0+ 1-α-t ,ys,t  ||2]

(6)
其中,ys 表示用于引导图像生成的语义信息。综合

来看无分类器引导生成方式在效果和成本上优于分

类器引导生成方式。
此外,当前的扩散模型通常采用 U-Net模型作

为主干进行图像生成。为提升模型的扩展性及其对

多模态信息的适应能力,一些学者提出了多种基于

Vit(Vision
 

Transformer)的扩散模型。本文选择其

中的 U-Vit模型作为语义解码器的基础模型[32]。

U-Vit模型基于 Transformer模块,通过在模块间

引入长距离跳跃连接来模拟 U-Net的 U型网络结

构,其在扩散模型中表现出优于传统 U-Net模型的

性能。

3 模型设计与实现

本节主要简述所提模型的设计思路、结构与实

现细节。

3.1 模型结构

  一般情况下,人类在有目的拍摄或绘制除风景

以外的图像时,会选取某些特定的事物作为目标进

行构图并占据图像的主要位置。这些事物是人拍摄

或绘制的目标,并且往往可以被分类。因此,本文将

这类事物的分类结果作为一张图像的核心语义。本

文主要考虑低CRs和低SNR通信条件下以核心语

义作为主要目标的一对一图像语义通信场景。与通

常考虑重建视觉效果一致的图像语义通信模型不

同,本文所提模型的主要目标是在接收端重建与原

始图像核心语义一致的图像,而不是简单地追求图

像的像素一致。
本文模型运行时的结构如图1所示,主要由3个

部分构成:发送端、物理信道和接收端。发送端由语

义编码器和信道编码器组成。语义编码器负责提取

语义特征,其中包含高层语义和低层语义。信道编码

器则根据压缩比将原始语义特征进行信道编码。假

设输入系统的原始图像为x ∈RB×C×H×W ,其中B表

示批大小,C表示图像的通道数,H、W分别表示高

度和宽度。发送端的图像语义通信过程可以表示为

zx =Ce(Se(x)) (7)
其中,zx 表示功率归一化后将要发送的语义信息,

Se(·)表示语义编码器,Ce(·)表示信道编码器。
发送信息的CRs的计算过程可以表示为

CRs=
N×32

C×H×W×8
(8)

其中,N表示发送信息的维度。

图1 本文提出的自监督图像传输语义通信模型结构图

  物理信道部分由通信设备构成。主要负责将

zx 从发送端传输到接收端。本文主要考虑加性高

斯白噪声(Additive
 

White
 

Gaussian
 

Noise,AWGN)信
道、瑞利(Rayleigh)信道和莱斯(Rician)信道,通信

过程可以表示为

z-x =hzx+n (9)
其中,z-x 表示受到噪声干扰后的zx,h 表示信道增

益,n表示服从 (0,σ2)的AWGN。
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接收端由信道解码器和语义解码器组成。信道

解码器负责在最小化噪声的条件下,将由信道编码

器编码的语义信息恢复到原始语义信息的大小。而

语义解码器负责根据恢复的语义信息,生成具有语

义一致性特征的图像。在接收端生成图像的过程可

以表示为

x̂=Sd Cd z-x    (10)
其中,x̂ 表示在接收端重建的图像,Sd(·)表示语

义解码器,Cd(·)表示信道解码器。

3.2 语义编码器

  在无监督学习的情况下,人工标注的高层语义

信息无法使用。因此,需要寻找一种能在该情况下

使语义编码器能够提取图像高层语义特征的代理任

务,以满足语义提取的优化目标。经过筛选,本文认

为用于区分不同样本的个体判别任务能够满足提取

图像高层语义特征这一目标。这是由于个体判别任

务在训练时会计算不同特征之间的距离,并尽可能

地缩小正样本特征间的距离。这一过程中提取出的

特征,反映的是图像在模型构造的高维空间中的位

置,并且具有相似语义的特征会聚合在一起。此外,
高维空间中位置的差异也可以反映除核心语义外的

其他语义信息。因此,本文认为这种高维特征可以

作为一种仅供机器理解的高层语义,而人类要直接

理解这种语义信息则需要训练专门的模型对其进行

解码。
个体判别任务在训练时需要知道什么是相似

的样本,因此如何构造合适的正负样本是影响模

型性能的关键因素。本文发现,当前对比学习中

的个体判别任务不需要模型准确表示方向信息,
只需区分正负样本,这导致模型在方向表示能力

上较弱。

VAE模型本质上是一种生成式模型,其核心在

于通过引入潜在变量Z 实现对数据的整体表征。
该模型在训练过程中以重构输入数据为目标,其可

表示为p(X)=∑Zp(X|Z)p(Z)。基于这一特

性,VAE的编码器在训练过程中会着重学习数据集

的概率分布特征,从而获得更具代表性的潜在变量。
为解决对比模型训练出的特征在图像结构表达方面

弱的问题,需要再次引入低层语义信息来加强语义

特征对于图像结构的表达能力,以提高生成图像与

原始图像的相似度。为了避免高层语义和低层语义

互相竞争资源(也即bit位),本文尝试划分一部分

特征维度,使用 VAE模型的解码器进行针对性训

练,让特定特征维度能够专注于捕获低层语义信息。
这种方法在保留高层语义特征抽象表征能力的同

时,有效捕获了低层细节信息,从而实现了多层次语

义特征的有机融合与优势互补。
为使上述两种模型完成混合训练,MoCoSE的

结构主要包含基础语义编码器、动量语义编码器和

VAE解码器,如图2所示。其中,基础语义编码器

与动量语义编码器的结构完全一致,主要结构均由

多层 Transformer模块堆叠而成。在语义编码器

中,为了避免高层语义和低层语义在生成时互相干

扰,在图像特征序列输入Transformer模块前,会插

入两个固定的令牌分别用于聚合高层语义和低层

语义的信息。对应位置的输出在经过线性层映射

后,分别作为高层语义和低层语义的代表,用qm

和qv 表示。完成训练后,MoCoSE只保留基础语

义编码器,作为整体模型的语义编码器使用。语

义编码器输出的是qm 和qv 拼接而成的混合语义。

VAE解码器中的主要结构同样由 Transformer模

块堆叠构成,输入混合语义中低层语义部分,输出

拟合的图像。

图2 本文提出的 MoCoSE训练过程示意图
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  在训练开始前,基础语义编码器和动量语义编

码器中的参数将完全同步。随后,在每批次训练前,
动量编码器先根据语义编码器的参数动量更新参

数。在训练中,MoCoSE对原始数据x 进行两次随

机数据增强,生成增强后的数据 {x1,x2}。其中,

x1 输入语义编码器中获得向量q,而x2 则输入动

量语义编码器中获得向量k。将向量q截取固定长

度得到qv ,剩余部分为qm 。将qv 输入VAE解码

器以训练提取图像的细节信息,并令qv 只传递

VAE解码器的梯度。q 经过两个多层感知机(Mul-
tilayer

 

Perceptron,MLP)模块进行非线性变换,k
经过一个与语义编码器共享的 MLP模块进行非线

性变换。最终,映射后的q和k会同时输入LInfo,用
于优化模型。

一般而言,端到端语义通信模型直接使用受到

通信噪声影响的语义信息进行训练。与有监督方

法不同,对比学习不使用人工标注的标签,而是借

助不同的 {q,k}对之间的差异来实现模型训练。
然而,直接使用包含通信过程中过大噪声的特征

会严重干扰模型对不同数据间差异的判断能力。
本文通过比较原始语义信息与经过通信过程语义

信息的差异,而不是比较受到噪声影响的 {q,k}
对的方式,减少通信过程对模型的影响。定义损

失函数为:

LSC =LInfo(q,k)+LInfo(qSC,k)+LInfo(q,kSC)(11)
其中,{qSC,kSC}表示信道解码器还原后的信息。

3.3 语义解码器

  扩散模型是一种基于马尔科夫链的生成模型。
与常见单步生成模型不同,通过多步生成获得高质

量的图像。扩散模型不仅能够实现高精度的控制,
还能生成丰富多样的结果。这种特性使得扩散模型

在图像生成任务中具有广泛的应用潜力,尤其是在

需要兼顾核心语义一致性和细节多样性的场景中。
有效填补了高层语义信息引导模型生成图像时不足

的细节信息。
为提升模型在无监督与低 CRs情况下的性

能,本文引入高层语义特征作为优化目标。由于

高层语义信息具有高度压缩的特点,其常导致在

人类视觉感知中不同的图像也提取出相似的高

层语义信息。而一般端到端训练的语义解码器,
在使用高度压缩到近似于分类标签的高层语义

信息时难以生成符合语义且视觉质量足够的图

像。因此,本文选择扩散模型作为语义解码器的

基础模型。

扩散模型在训练时仅使用引导信息和扩散步数

作为生成图像的依据。而在语义模型的训练过程

中,通常会使用受到通信噪声干扰的语义信息。使

用这些受污染的语义信息训练扩散模型可能阻碍模

型的收敛,增加训练难度。针对这一问题,本文将

SNR信息嵌入,使得扩散模型能够根据不同的SNR
信息,对语义信息进行有选择地接受。该方法的损

失函数表示为

LD =EEx0,
[|| - θ(α-tx0+ 1-α-t ,

ysnr,yns,t)||2] (12)
其中,ysnr 表示通信时的SNR信息,yns 表示混入通

信噪声的语义信息。
为使 U-Vit模型适应上述需求,本文在其输入

中添加了两类信息:语义信息和SNR信息。语义信

息在输入阶段通过线性层映射到与Transformer模

块匹配的维度。SNR信息则在转换为噪声功率后,
采用正余弦嵌入方式进行编码。

3.4 信道编解码器

  在本文提出的通信模型中,信道编解码器旨在

增强模型对通信信道噪声的适应能力,让语义编码

器与语义解码器在训练时专注于特征提取与特征解

码,减少由噪声造成的语义精度损失。
一般情况下,语义通信模型在特定的SNR环境

下训练,会影响模型在其他SNR环境下的泛化性

能[13]。本文提出一种基于 Transformer的信道编

解码器,根据SNR信息动态调整对输入信息的取

舍,从而增强模型在不同SNR环境下的适应能力和

泛化能力。信道编解码器由基础Transformer模块

构成,在运行与训练时,将语义编码与SNR信息作

为输入。其中,SNR信息通过正余弦嵌入的方式生

成特定的特征。

3.5 两阶段训练过程

  本文选择基于对比学习的模型作为语义编码

器,通过自监督学习提取高层语义。这种语义编码

器与JSCC方法中的语义编码器不同,可以在不使

用语义解码器的情况下单独完成训练。另外,为将

高层语义解码为像素,本文提出基于扩散模型的语

义解码器。然而,扩散模型进行无分类器引导训练

时,需要较为稳定的输入信息作为引导,因此无法直

接与编码器进行联合训练。
为有机结合对比学习模型与扩散模型,并显著

降低模型训练对显存的需求,本文尝试将传统的端

到端训练过程,分为两个独立的阶段,即“语义提取”
和“语义解码”。如图3(a)所示,语义提取阶段的主
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要目标是对发送端的语义编码器、信道编码器以及

接收端的信道解码器进行训练,旨在提升模型对语

义进行联合编码的能力。在此过程中,仅信道编解

码器能够获取SNR信息。该阶段主要用LSC 来计

算模型的损失。如图3(b)所示,语义解码阶段的主

要目标是对接收端的语义解码器进行训练,发送端

的语义编码器和信道编码器以及接收端的信道解码

器的参数被冻结。此过程用从上一阶段训练出的语

义特征,训练接收端的语义解码器,用损失函数LD

计算模型的损失。

图3 本文提出的模型不同训练阶段示意图

4 实 验

在本节中,将本文提出的模型与其他通信方法

进行比较,并对各个模块进行测试。

4.1 仿真设置

  在本小节将对仿真实验进行设定。

4.1.1 训练设置

本文使用 CIFAR10数据集与 Tiny-Imagenet
数据集进行模型的训练与测试。CIFAR10数据集

包含60
 

000张32×32像素的彩色图像,涵盖10个

类别,分为训练集和测试集两个部分。Tiny-Ima-
geNet数据集包含120

 

000张64×64像素的彩色图

像,涵盖200个类别,分为训练集、测试集和验证集

三个部分。
本文模型发送端的语义编码器由12层384维

的Transformer模块构成。其注意力模块包含12
个注意力头,使用偏置项调整输出的偏移量,设置

MLP模块中隐藏层维度为输入维度的4倍。在训

练CIFAR10数据集时,图像被切分为4×4大小的

补丁输入模型,输出的语义信息通过 MLP模块转

换为128维。在训练Tiny-ImageNet数据集时,加
载基于ImageNet预训练的对比学习模型,将图像

放大为224×224并切分为16×16的补丁输入模

型,输出的语义信息通过 MLP模块转换为256维。
负责对语义编码器进行低层语义训练的VAE解码

器由8层384维的Transformer模块组成。其注意

力模块包含12个注意力头,使用偏置项调整输出的

偏移量,设置 MLP模块中隐藏层维度为输入维度

的4倍,采用U-Vit模型中的长跳跃结构。
信道编解码器由5层384维的Transformer模

块构成。其注意力模块包含6个注意力头,使用偏

置项调整输出的偏移量,设置 MLP模块的中间维

度扩展比例为4,采用U-Vit模型中的长跳跃结构。
接收端的语义解码器基于 U-Vit模型构建,主

要由多层Transformer模块组成。在CIFAR10数

据集上训练语义解码能力时,将图像切分为4×4大

小的补丁输入模型。此时 Transformer模块为12
层512维,注意力模块包含8个头,禁用偏置项调整

注意力模块的输出,设置 MLP模块中隐藏层维度

为输入维度的4倍。在Tiny-ImageNet数据集上训

练语义解码能力时,将图像切分为4×4大小的补丁

输入模型。此时Transformer模块为16层768维,
注意力模块包含12个头,禁用偏置项调整注意力模

块的输出,设置 MLP模块中隐藏层维度为输入维

度的4倍。
本文选用AdamW(Adaptive

 

Moment
 

Estima-
tion

 

Weight
 

Decay)优化器,令语义编码训练时的学

习率为0.0001,动量β1=0.9,β2=0.95;令语义解

码器训练时的学习率为0.0001,动量β1=0.99,

β2=0.999。令语义编码器的权重滑动平均更新率

为0.99,语 义 解 码 器 的 权 重 滑 动 平 均 更 新 率
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为0.9999。
为优化模型的训练效率和性能,本文采用分阶

段训练策略。在“语义提取”阶段,先使用传统对比

学习方法对语义编码器进行独立预训练,使其充分

学习高层语义特征。随后,结合信道编解码器,在

SNR为-10dB到20dB的 AWGN信道环境下,利
用本文提出的方法进行联合训练。这一较宽的

SNR范围旨在使语义编码器和信道编解码器能够

适应多样化的信道条件,从而增强其鲁棒性。在“语
义解码”阶段,固定语义编码器和信道编解码器的参

数,并在SNR为0dB到20dB的 AWGN信道环境

下训练语义解码器。由于语义解码器是基于扩散模

型构建的,其完全依赖于接收到的信息进行生成引

导,并需要根据关键信息补充缺失内容,因此对噪声

更为敏感。相对较高的SNR范围能够为其提供更

稳定的训练环境,确保其生成质量。随后,在Ray-
leigh和Rician信道环境下进行迁移训练。

为了详细分析模型在不同语义情况下的表现,
本文在语义编码器结构和参数量相同的情况下,测
试了模型在多种情况下的性能。

(1)Mix-Diff:使用 MoCoSE作为语义编码器提

取混合语义,并使用对应训练的扩散模型进行图像

的生成。
(2)VAE-Diff:使用VAE模型作为语义编码器

提取低层语义,并使用对应训练的扩散模型进行图

像的生成。具体而言,在 MoCoSE的基础上,移除

了对比学习相关内容,仅保留与 VAE相关的训练

过程。
(3)MoCo-Diff:使用 MoCoSE作为语义编码器

提取高层语义,并使用对应训练的扩散模型进行图

像的生成。具体而言,在 MoCoSE的基础上,移除

了VAE相关内容,仅保留与对比学习相关的训练

过程。
(4)Lable-Diff:使用标签信息作为高层语义直

接输入语义解码器,替代模型中语义编码器和语义

通信部分。用于评价模型在语义传递和语义提取方

面的综合性能。

4.1.2 对照模型

为了全面评估本文模型的性能,选取了一种传

统通信方法、四种无监督图像语义通信模型作为对

比方法,如下:
(1)BPG+LDPC:图像采用BPG(Better

 

Porta-
ble

 

Graphics)格式进行压缩编码。在通信时采用

802.11-2020标准中的LDPC(Low
 

Density
 

Parity
 

Check)编码方案进行信道编码,编码长度固定为

1944,码率设置为1/2。在传输过程中使用 QAM
(Quadrature

 

Amplitude
 

Modulation)对信道编码进

行调制解调,符号表大小设置为16。此外,传输失

败的图像由相同尺寸的黑色图像代替。
(2)DeepJSCC[12]:DeepJSCC 是 较 早 使 用 了

JSCC方法的图像语义通信模型,用卷积神经网络

(Convolutional
 

Neural
 

Network,CNN)模型提取与

解析图像的语义信息。
(3)DeepJSCC-V[33]:DeepJSCC-V是基于CNN

支持可变码长的JSCC模型,通过额外的策略网络

来控制发送码长。
(4)WITT(Wireless

 

Image
 

Transmission
 

Trans-
former)[34]:WITT模型采用Swin

 

Transformers模

块提高语义通信模型获取全局信息的效率,克服了

传统CNN模型在处理高分辨率图像时性能显著下

降的局限性。
(5)CDDM(Channel

 

Denoising
 

Diffusion
 

Mod-
els)[15]:CDDM利用扩散模型在去噪方面的优异性

能,对接收到的编码信息进行去噪还原,并用经过专

门对CDDM进行适配训练的语义解码器进行解码。
以上无监督图像语义通信模型,首先在SNR为

-10dB到20dB的 AWGN信道环境中进行训练,
然后在 Rayleigh和 Rician信道上进行迁移训练。
并且为了体现这些模型在低CRs情况下的性能,在
通信时的维度与本文模型保持一致。

4.1.3 评估指标

目前常用的图像评价指标主要依赖像素间的相

似度进行评价,例如 PSNR(Peak
 

Signal-to-Noise
 

Ratio)和SSIM(Structural
 

Similarity)。然而,这类

指标并不能衡量语义层面的变化。为此,本文从语

义还原、像素还原和感知质量三个角度综合量化重

建模型的性能。在语义还原方面,选用通过在对应

数据集上微调的在ImageNet数据集上预训练 Vit
模型的图像分类正确率作为指标。若分类模型能正

确识别被测模型生成的图像,则判定被测模型成功

传递原始图像的核心语义信息。在像素还原方面,
保留传统指标SSIM,衡量生成图像与原始图像在

像素结构上的相似性。在感知质量方面,选用FID
(Fr􀆧chet

 

Inception
 

Distance)分数,通过计算图像特

征间的距离,可以量化生成图像的感知质量,衡量生

成图像的感知质量是否与原图相近[35]。

4.2 语义表现

  本文采用了微调后的Vit模型来衡量生成图像
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的核心语义。图4展示了不同通信条件下,使用

Vit分类模型对生成图像进行分类时的正确率比

较。可以看出传统通信方式在SNR相对较高时表

现最好,但随着SNR的下降,传统通信方式的性能

出现了断崖式下跌。相比之下,本文提出的模型在

SNR较低的条件下展现出显著优势,其分类正确率

相对于传统方式和基于低层语义的通信模型而言有

显著提升,能够更精准地传递图像核心语义,并生成

易于识别的高质量图像。这就充分体现在低CRs
的场景下,本文模型在语义传递与还原能力上的优

越性,也证明了混合语义相对于低层语义,具有了更

好的抗噪能力和语义表达能力。

图4 不同方法下分类正确率随SNR变化的趋势

4.3 图像质量

  由于通过第三方分类模型进行分类,只能判断

图像中的核心语义信息是否能够被正确识别,无法

评估模型生成图像的相似度和质量。因此,本节使

用FID分数和主观视觉质量来评价生成图像与原

图特征的相似度以及视觉质量。

4.3.1 客观质量

为了评估生成图像的质量,本文通过SSIM 评

分衡量生成图像与原始图像在像素级的相似度,通
过FID分数衡量原始图像与生成图像的特征在高

维空间中的距离。如图5所示,当SNR较高时,传
统通信方式具有与原图基本一致的视觉表现力,但

随着SNR下降,图像质量快速下降,直到全部图像

都无法辨认。此外,Mix-Diff和 MoCo-Diff在两种

图像质量指标上都优于Label-Diff。这表明本文模

型提取的高层语义,不仅包含标签信息,还包含额外

的信息。值得注意的是,尽管本文模型在低CRs时

生成 图 像 的 视 觉 质 量 显 著 优 于 对 比 模 型,但 其

SSIM值并未同步提升。下面分析原因:首先,高层

语义信息是图像信息的高度概括,在下游任务无需

过多细节时,会自然忽略部分冗余信息;其次,由于

扩散模型的生成具有多样性,在核心语义一致的情

况下使得与原始图像间存在不同的细节,导致生成

图像的像素相似度降低。

图5 不同方法下像素相似度和视觉质量随SNR变化的趋势
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4.3.2 主观质量

图6中提供了CIFAR10数据集上部分图像的原

图,以及在不同传输方法和不同SNR下生成图像的可

视化表示。可以看出,在SNR较低时传统通信方法传

输的图像数据大多不可辨识。而本文所提出的模型在

低CRs条件下具有优越的生成性能,可以轻易地判断

图像中的核心语义信息。而对照模型在此条件下生成

的图像质量较差,难以识别其中可能包含的语义信息。

图6 AWGN信道下不同方法不同SNR情况下的视觉效果对比

  此外,结合图4和图6的内容可以看出,传统模

型在低CRs条件下为了追求训练指标的最大化,会
牺牲生成图像的细节信息,通常表现为在图像中生

成模糊的色块。这种方式极大地降低了生成图像的

视觉质量。此外,由于这类图像缺乏细节和信息量,
容易被人或模型错误识别为其他事物。因此,本文

认为在低CRs和低SNR的极端情况下,高层语义

信息相比于低层语义能更好地传递核心语义。这种

情况下,应该提取图像的高层语义信息,然后结合具

有少量细节的低层语义信息,以生成的方式重构图

像,从而最大限度地提高生成图像的核心语义的准

确度和视觉表现。
4.4 性能分析

  在这个部分将对影响模型性能的高低层语义比

例和生成时采样步数进行分析。

4.4.1 语义比例

为了探究高层语义和低层语义不同维度的比例

对模型性能的影响,调整了对比学习训练和 VAE
模型训练时的维度的比例。本文主要对三个参数比

值进行测试,将128个维度分为32、64和96个维度

进行VAE模型训练。本文还使用对比学习模型和

VAE模型作为语义编码器,分别表示纯高层语义和

纯低层语义,以便更好地分析不同层次语义信息的

差异。在训练混合语义时,VAE模型主要训练提取

物体结构和位置等低层语义信息的能力,其余部分

由对比学习进行提取,因此使用黑白图像作为优化

目标。而纯VAE模型需要独自提取并传递其能获

取的所有语义信息,因此使用彩色图像作为优化

目标。
如图7所示,高层语义具有领先于低层语义的

核心语义传递与表达能力,而在像素相似度上低层

语义相对于高层语义信息有着明显的优势。在

SNR较高时,高层语义和低层语义生成图像的质量

相差不大。随着SNR的下降,低层语义在图像质量

与像素相似度上的性能显著下降,而高层语义则保

持相对平稳的下降趋势。这证明了基于对比学习提

取出的高维标签相对于低层语义具有更好的抗

噪性。
此外,混合语义的表现证明,在信息量足够的情

况下,可以将高层语义信息和低层语义信息混合,并
在不影响图像核心语义信息表达的情况下,提高生

成图像与原始图像的相似度。此外,生成图像与原

始图像之间的像素相似度,也随着低层语义信息比

例的增加而增加;在这种情况下,高层语义和低层语

义比例相同的混合语义信息综合性能最好。但是,
在带宽不足的情况下,混合大量的低层语义会影响

高层语义的核心语义表达能力。

4.4.2 分辨率与压缩比
 

为探讨本文模型中分辨率与CRs对模型性能

的影响,本文在更大规模的Tiny-ImageNet数据集

上进行了测试。表1展示了本文模型与对照模型在

两个数据集上的不同CRs。其中,BPG+LDPC的

CRs通过计算测试集图像传输时的平均CRs得出。
测试结果如图8所示,结合图4和图5可以看出,
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图7 本文提出的模型在不同语义比例下性能指标随SNR变化的趋势

表1 不同方法在两个数据集上的压缩率

方法 CIFAR10 Tiny-ImageNet
Mix-Diff 0.1667 0.0833

BPG+LDPC 0.2247 0.2022
DeepJSCC 0.1628 0.0833
DeepJSCC-V 0.1667 0.0833
WITT 0.1667 0.0833
CDDM 0.1667 0.0833

本文模型和对照模型在核心语义还原和像素相似度

方面均表现出显著下降。基于JSCC的对照模型性

能下降,主要是由于CRs降低导致低层语义信息的

不足。MoCo-Diff、Mix-Diff和Label-Diff的性能下

降可能由于CIFAR10的训练集中每一类有5000个

样本,而 Tiny-ImageNet的训练集中每一类 只有

500个样本,每个类别的图像远少于CIFAR10,且不

同类别间的数据分布差异较大。这显著增加了语义

解码器在使用高层语义进行训练时的拟合难度,导
致其表现相比在CIFAR10上明显下降。此外,Mo-
Co-Diff在SNR为12时表现出强于Label-Diff的

核心语义还原能力,也证明了当前的性能瓶颈主要

源于语义解码器和数据集,而非对比学习的语义提

取能力或相比在CIFAR10数据集上运行时更小的

CRs。因此,本文推测,解决语义解码器带来的性能

图8 在AWGN信道与Tiny-ImageNet数据集上不同性能指标随SNR变化的趋势
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瓶颈后,可以使用更小的CRs传输更大的图像,或
在CRs不变的情况下,传输更多的低层语义信息以

提高像素相似度。

4.4.3 采样步数

扩散模型在生成图像时需要进行逆向扩散过

程,这个过程会根据采样步数的不同而消耗不同的

时间。逆向扩散过程中采样步数的多少,会显著影

响生成图像的质量、相似度以及生成所需的时间。
如图9所示,当采样步数增加时,生成图像的核心语

义表达、生成图像的质量以及生成图像与原图的相

似度都随之提高。当采样步数为50步时,像素和特

征的相似度比用30步和10步时有明显增加。然

而,当采样步数增加到100步时,与50步相比,图像

的质量和语义信息表达只有轻微提高,但时间消耗

接近翻倍。如表2所示,在采样步数增加到100步

时,时间消耗明显增加,但性能提升幅度有限,导致

性价比较低。相比之下,采样步数为50步时性能较

为均衡,综合性能最佳。

图9 本文提出的模型在不同采样步数下性能指标随SNR变化的趋势

表2 批次大小为100时不同采样步数平均时间

采样步数 平均时间/s
10 3.3523
30 10.2343
50 17.0935
100 33.9787

4.5 消融实验

  为了验证本文所提出的模块和模型的有效性,
将基于低层语义信息模型的四种语义编码器加入

U-Vit作为语义解码器,进行联合训练。从图10的

结果可以看出,采用低层语义的模型结合扩散模型

后,可以通过牺牲部分像素的相似度,来提高生成图

像核心语义的表达能力和质量。从图10中不同信

道的表现可以看出,当底层语义信息充足时,使用扩

散模型也可以很好地表示图像的核心语义。然而,

与高层语义相比,低层语义信息的信息压缩程度较

低,这导致在面对更复杂的语义时性能下降更为明

显。通过对比不同SNR环境下的性能可以看出,高

层语义具有更好的抗噪声性能和语义表达能力。这

是由于低层语义通过描述大量的局部图像细节,间

接表示图像的整体语义信息;一旦受到噪声的干扰,
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就会导致内容的丢失或偏差,从而难以准确地推断

图像的核心语义。另外,本文提取的高层语义信息

包含全局和局部抽象语义,这使得部分信息的缺失

不容易影响整体图像语义的表达。

图10 本文提出的模型与结合扩散模型后的对比模型在不同信道上性能指标随SNR变化的趋势

  如图11所示,当基于低层语义模型的语义编码

器使用本文的语义解码器进行图像生成,生成图像

的视觉效果有了明显的改善。此外,四种使用扩散

模型作为语义解码器的JSCC模型生成图像在视觉

效果和语义表达能力上,随着SNR的降低而出现明

显下降。这一现象验证了高层语义对于噪声具有更

好的抵抗能力。这种抗噪性能的差异来源于少量的

低层语义被噪声影响后,易被理解为其他高层语义。

图11 AWGN信道下本文提出的模型与结合扩散模型后的对比模型在不同SNR情况下的视觉效果对比
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  此外,为了验证 VAE模型提取出的低层语义

对于方位信息的提高,本文基于预训练的对比学习

网络,训练了一个朝向判别器,来判断原始图像和目

标图像的朝向是否一致。如表3所示,仅使用对比

学习特征生成的图像基本损失了原图中所有方向信

息。而在加入基于 VAE的低层语义信息后,生成

图像与原图的方向一致率有了显著提高。

表3 AWGN信道上SNR为9时生成

图像与原图的朝向一致率

方法 朝向一致率(%)
水平翻转图像 1.29
MoCo-Diff 49.25
Mix-Diff 86.29
VAE-Diff 94.54

5 结 论

本文针对现有无监督语义通信模型在低CRs
与低SNR条件下图像重建质量下降、有监督模型依

赖人工标注数据的问题,提出一种能够利用高层语

义的自监督语义编码器 MoCoSE,采用扩散模型提

高生成图像的视觉质量与语义辨识度。仿真结果表

明,在低CRs条件下,相较于对照的四种无监督语

义通信模型,本文提出的模型具有更好的核心语义

还原能力和图像生成质量。尤其是在低SNR条件

下,本文提出的模型仍能正常工作,相对于传统通信

方法和一般无监督语义通信模型具备更好的鲁棒

性。此外,语义比例实验和消融实验的结果表明,高
层语义比低层语义具备更好的抗噪能力与核心语义

表达能力。
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Background
  Improving

 

image
 

transmission
 

under
 

constrained
 

condi-
tions

 

is
 

a
 

current
 

focal
 

point
 

in
 

the
 

image
 

semantic
 

communi-
cation

 

research.
 

Within
 

this
 

realm,
 

the
 

predominant
 

ap-

proach
 

is
 

Joint
 

Source-Channel
 

Coding
 

(JSCC),
 

achieved
 

through
 

unsupervised
 

end-to-end
 

learning
 

to
 

facilitate
 

image
 

semantics
 

transmission
 

and
 

reconstruction.
 

This
 

method
 

ef-
fectively

 

mitigates
 

the
 

inherent
 

cliff
 

effect
 

in
 

traditional
 

com-
munications

 

and
 

reduces
 

bandwidth
 

consumption.
 

To
 

bolster
 

model
 

adaptability
 

across
 

diverse
 

Signal-to-Noise
 

Ratio
 

(SNR)
 

environments,
 

some
 

models
 

integrate
 

an
 

attention
 

mechanism,
 

incorporating
 

SNR
 

information
 

into
 

the
 

model.
 

Some
 

researchers
 

posit
 

that
 

different
 

images
 

may
 

necessitate
 

varying
 

bandwidths
 

to
 

maintain
 

consistent
 

generation
 

quali-
ty.

 

Consequently,
 

they
 

introduce
 

additional
 

decision
 

net-
works

 

to
 

gauge
 

the
 

requisite
 

number
 

of
 

bits
 

based
 

on
 

image
 

semantics
 

and
 

channel
 

conditions.
 

However,
 

JSCC-based
 

methods
 

of
 

this
 

nature
 

encounter
 

notable
 

image
 

quality
 

deg-
radation

 

at
 

low
 

Compression
 

Ratios
 

(CRs).
 

To
 

tackle
 

this
 

challenge,
 

some
 

researchers
 

bolster
 

model
 

performance
 

at
 

low
 

CRs
 

by
 

integrating
 

high-level
 

semantics.
 

Nevertheless,
 

this
 

approach
 

mandates
 

artificial
 

labels,
 

necessitating
 

supple-
mentary

 

manual
 

information
 

for
 

model
 

training.
To

 

improve
 

image
 

quality
 

under
 

low
 

CRs
 

and
 

SNR
 

con-
ditions,

 

this
 

paper
 

proposes
 

a
 

semantic
 

communication
 

model
 

that
 

can
 

self-supervise
 

to
 

extract
 

and
 

utilize
 

the
 

high-level
 

se-

mantics
 

of
 

an
 

image,
 

and
 

replacing
 

the
 

original
 

end-to-end
 

training
 

process
 

with
 

two
 

sub-processes,
 

called
 

semantic
 

ex-
traction

 

and
 

semantic
 

decoding.
  

In
 

the
 

semantic
 

extraction
 

sub-process,
 

high-level
 

semantics
 

are
 

incorporated
 

into
 

unsu-

pervised
 

training
 

to
 

enhance
 

model
 

robustness
 

against
 

noise.
 

By
 

refining
 

the
 

training
 

approach
 

of
 

the
 

self-supervised
 

Mo-
mentum

 

Contrast
 

(MoCo)
 

model
 

and
 

integrating
 

high-level
 

semantic
 

information
 

with
 

low-level
 

semantics
 

through
 

the
 

Variational
 

Autoencoder
 

(VAE)
 

model’s
 

decoder,
 

the
 

paper
 

in-
troduces

 

the
 

Momentum
 

Contrast
 

Semantic
 

Encoder
 

(MoCoSE)
 

model
 

tailored
 

for
 

semantic
 

communication.
 

For
 

the
 

semantic
 

de-
coding

 

sub-process,
 

to
 

enhance
 

the
 

quality
 

of
 

generated
 

images,
 

this
 

paper
 

establishes
 

a
 

mapping
 

relationship
 

from
 

high-level
 

se-
mantic

 

features
 

to
 

pixel
 

information
 

of
 

the
 

image
 

using
 

the
 

classi-
fier-free

 

diffusion
 

model.
 

Simulation
 

results
 

demonstrate
 

that
 

un-
der

 

low
 

CRs
 

and
 

SNR
 

conditions,
 

the
 

model
 

proposed
 

in
 

this
 

pa-

per
 

outperforms
 

four
 

state-of-the-art
 

models
 

in
 

semantic
 

infor-
mation

 

transmission
 

and
 

restoration,
 

generating
 

images
 

with
 

more
 

promising
 

visual
 

quality.
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