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面向上下位关系预测的词嵌入投影模型
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摘　要　上下位关系是自然语言处理领域中的重要概念，用于描述概念之间的从属关系．上下位关系的精准预测，
有助于挖掘概念之间的内在层次结构，是构建大规模语义网络、知识本体、知识图谱等知识密集型系统的重要基
石．传统上下位关系的预测算法大多依赖较为固定的语言模式，因而具有低覆盖度、高人工干预等缺陷．此外，语言
模式与语言本身的特性高度相关，在中文等表述灵活的语言中预测精度较低．随着深度学习技术在自然语言处理
领域迅猛发展，词嵌入技术被广泛应用于建模词之间的语义关系．特别地，词嵌入投影模型学习如何将下位词的词
向量投影到上位词的词向量，显式地建模了上下位关系的关系表示．基于已有经典研究以及最新成果，本文详细论
述了词嵌入投影模型的发展过程和最新研究进展，包括基于迭代学习、转导学习、对抗学习等深度学习技术在词嵌
入投影模型上的改进．在实验中，我们对多个词嵌入投影模型在中文和英文的公开数据集上进行充分详细的评测，
探讨了不同的词嵌入投影模型在不同学习场景下的优缺点．最后，在面向特定领域和长尾上下位关系抽取等问题
上探讨了未来的研究展望．
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ｍｏｄｅｌｓｕｎｄｅｒａｕｎｉｆｉｅｄｆｒａｍｅｗｏｒｋ，ｉｎｃｌｕｄｉｎｇｍｕｌｔｉｐｌｅｇｅｎｅｒａｌｄｏｍａｉｎａｎｄｄｏｍａｉｎｓｐｅｃｉｆｉｃ
ｂｅｎｃｈｍａｒｋｄａｔａｓｅｔｓｉｎＥｎｇｌｉｓｈａｎｄＣｈｉｎｅｓｅｌａｎｇｕａｇｅｓ．Ｗｅａｌｓｏｃｏｍｐａｒｅｔｈｅａｄｖａｎｔａｇｅｓａｎｄｄｉｓ
ａｄｖａｎｔａｇｅｓｏｆｔｈｅｓｅｐｒｏｊｅｃｔｉｏｎｌｅａｒｎｉｎｇｍｏｄｅｌｓｕｎｄｅｒｄｉｆｆｅｒｅｎｔｌｅａｒｎｉｎｇｃｉｒｃｕｍｓｔａｎｃｅｓ．Ｆｉｎａｌｌｙ，
ｔｈｅｆｕｔｕｒｅｒｅｓｅａｒｃｈｄｉｒｅｃｔｉｏｎｓｏｆｔｈｉｓｗｏｒｋａｒｅｄｉｓｃｕｓｓｅｄ，ｗｈｉｃｈｆｏｃｕｓｏｎｄｏｍａｉｎｓｐｅｃｉｆｉｃａｎｄ
ｌｏｎｇｔａｉｌｈｙｐｅｒｎｙｍｙｐｒｅｄｉｃｔｉｏｎ．

犓犲狔狑狅狉犱狊　ｈｙｐｅｒｎｙｍｙｒｅｌａｔｉｏｎ；ｗｏｒｄｅｍｂｅｄｄｉｎｇ；ｗｏｒｄｅｍｂｅｄｄｉｎｇｐｒｏｊｅｃｔｉｏｎｍｏｄｅｌ；ｒｅｌａｔｉｏｎ
ｅｘｔｒａｃｔｉｏｎ；Ｃｈｉｎｅｓｅｌａｎｇｕａｇｅｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

１　引　言
上下位关系（Ｈｙｐｅｒｎｙｍｙ）是一种基本的语义

关系，用以描述概念之间的层次隶属关系．例如，在
“哺乳动物动物”这一对概念中，“哺乳动物”被称为
“动物”的下位词（Ｈｙｐｏｎｙｍ），而“动物”是“哺乳动物”
的上位词（Ｈｙｐｅｒｎｙｍ）．上下位关系不但是知识分
类体系、知识图谱等知识密集型系统的重要组成部
分［１２］，而且也常作为重要的语义资源，用以提升自
然语言处理（ＮａｔｕｒａｌＬａｎｇｕａｇｅＰｒｏｃｅｓｓｉｎｇ，ＮＬＰ）和
信息检索中诸多下游任务的准确度，例如自然语言
推理［３］、个性化推荐［４］、互联网查询理解［５］．

由于上下位关系具有广泛的应用价值，这一类

关系的精准预测成为ＮＬＰ研究中重要的基础性
任务．然而，上下位关系的预测具有很大的挑战性．
这由于上下位关系的语义内涵比较丰富，包括实体
与概念之间的“ｉｓｉｎｓｔａｎｃｅｏｆ”关系（例如“ｉＰｈｏｎｅ
Ｘ手机”）和概念与概念之间的“ｓｕｂｃｌａｓｓｏｆ”关系
（例如“手机通讯工具”）等．这些知识一般属于人类
的常识（Ｃｏｍｍｏｎｓｅｎｓｅｋｎｏｗｌｅｄｇｅ），对于机器而言，
获取和推理这些知识的能力较弱．在现有的研究中，
上下位关系预测方法一般分为两个主要类别：模式
匹配法和分布式学习法［６］．模式匹配法最早可以追
溯至ＭａｒｔｉＨｅａｒｓｔ教授１９９２年的发表研究工作［７］．
她人工制定多个固定的英语语言模式（被称为
“Ｈｅａｒｓｔｐａｔｔｅｒｎｓ”），用文本匹配法在语料库中自动
抽取英语上的上下位关系．例如，在句子“ａｎｉｍａｌｓ
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ｓｕｃｈａｓｄｏｇｓａｎｄｃａｔｓ”中可以利用“…ｓｕｃｈａｓ…”
模式匹配出两个上下位关系实例“ｄｏｇａｎｉｍａｌ”和
“ｃａｔａｎｉｍａｌ”．后续的研究工作大多在此基础上提升
模式匹配的精准度和覆盖率．一个典型的研究工作
是Ｎａｋａｓｈｏｌｅ等人设计的ＰＡＴＴＹ系统［８］，这个系
统利用词性标注、知识本体类别和通配符匹配等额
外信息对固定的上下位关系模式进行扩展．在提升
精准度方面，Ｌｕｕ等人［９］加入了句子的语法结构信
息来限制关系抽取的过程．值得指出的是，尽管模式
匹配法在知识抽取任务中应用广泛，它仍然具有低
覆盖率等诸多缺陷．此外，这些方法与目标语言本身
的特性关系密切，往往不具有高语言迁移性．例如，
由于中文表达灵活多变，语言模式不固定，Ｆｕ等
人［１０］和我们的研究工作［１１］都显示出，模式匹配法在
中文中的表现不理想，精准度和覆盖率都比较低，难
以满足实际的应用需求．

为了解决上述问题，分布式学习法利用两个概
念的分布式表示（也称为词向量、词嵌入等），推断这
两个概念是否具有上下位关系．因为分布式表示可
以从整个语料库学习到，而不是局部的语言模式，这
种方法避免了模式匹配法的低覆盖率问题．其中，上
下位关系度量（Ｈｙｐｅｒｎｙｍｙｍｅａｓｕｒｅ）是一种主流的
无监督式学习方法，用于建模两个概念具有上下位关
系的程度．典型的上下位关系度量包括ＷｅｅｄｓＰｒｅｃ［１２］、
ＳＬＱＳ［１３］、ＨｙｐｅｒＳｃｏｒｅ［１４］等．然而，这一方法仅利用
一个指标进行判断，且不直接利用标注数据进行优
化，因此它们精度相对较低．

与之不同，监督式的上下位关系分类直接利用
两个概念的分布式表示作为分类模型的原始输入，
预测这两个概念的语义关系（上下位或非上下位关
系）．代表性的研究工作有Ｒｏｌｌｅｒ等人提出的ａｓｙｍ
模型［１５］、Ｔｕｒｎｅｙ和Ｍｏｈａｍｍａｄ提出的ｓｉｍＤｉｆｆ模
型［１６］以及Ｙｕ等人提出的最大间隔神经网络模型［１７］

等．这些方法在精度上优势明显．然而，正如Ｌｅｖｙ等
人的研究［１８］所指出，监督式的上下位关系分类方法
存在“词汇记忆”（Ｌｅｘｉｃａｌｍｅｍｏｒｉｚａｔｉｏｎ）问题，影响
了实际预测的准确度．这个问题发生的原因在于，关
系预测分类器往往学习词嵌入在不同维度的权重．
它很可能学习到哪些词是典型的上位词，而非两个
概念是否具有上下位关系．例如，当训练集中有正例
“狗动物”、“猫动物”、“熊动物”等，分类器极有可
能会认为只要出现“动物”这一典型的上位词，输入
的概念对即有上下位关系，从而错误预测“桌子动
物”也是上下位关系．所以，如果不显式地建模两个
概念之间的语义关系，当训练集和测试集中的词汇
在语义上差别较大时，这一类方法的测试误差会显
著增大．

词嵌入投影模型是分布式学习方法的一种．它
在词嵌入模型的基础上，建模如何将下位词的词
向量投影至上位词的词向量，以训练上下位关系预
测分类模型．这一思路在保持分布式方法的优点同
时，通过显式地建模关系在词嵌入空间的表达，克服
了“词汇记忆”问题．这一类模型的发展框架如图１
所示．

图１　词嵌入投影模型发展框架

词嵌入投影模型的研究起源于Ｆｕ等人提出的线
性投影模型［１０］，包括单投影模型（ＳｉｎｇｌｅＰｒｏｊｅｃｔｉｏｎ
Ｍｏｄｅｌ，ＳＰＭ）和分段投影模型（ＰｉｅｃｅｗｉｓｅＰｒｏｊｅｃｔｉｏｎ

Ｍｏｄｅｌ，ＰＰＭ）．其主要思想为学习线性投影矩阵，使
得下位词的词向量投影至其对应上位词的词向量
的误差最小．迭代式投影模型（ＩｔｅｒａｔｉｖｅＰｒｏｊｅｃｔｉｏｎ
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Ｍｏｄｅｌ，ＩＰＭ）［１１］改进了Ｆｕ等人的工作，考虑到不同
领域中的上下位关系在词嵌入空间中往往具有不同
的表示，采用迭代、半监督的方式学习多个从下位词
到上位词的关系投影矩阵．此外，ＩＰＭ考虑了中文
语言的特性对算法进行优化，它利用中文上下位关
系模式和同下位词关系（Ｃｏｈｙｐｏｎｙｍｙ）模式在海量
语料库中的聚合统计量来监督这一迭代学习过程，
以保证迭代过程中预测精度不下降，避免半监督关
系抽取中的“语义漂移”问题［１９］．

另一个改进方向同时利用正负例（即上下位和
非上下位关系元组）训练投影模型．Ｙａｍａｎｅ等人提
出协同训练式投影模型（ＪｏｉｎｔｌｙＴｒａｉｎｅｄＰｒｏｊｅｃｔｉｏｎ
Ｍｏｄｅｌ，ＪＴＰＭ）［２０］．它同时学习拟合一个训练集所
需的线性投影模型的数量及其相应参数．这一模型
在优化过程中采用了机器自动生成的伪负例．我们
提出的转导式投影模型（ＴｒａｎｓｄｕｃｔｉｖｅＰｒｏｊｅｃｔｉｏｎ
Ｍｏｄｅｌ，ＴＰＭ）［２１］不采用正则化的方式，而是同时学
习上下位关系和非上下位关系的投影矩阵，并且考
虑了训练集和测试集中概念分布的不同，引入基于
ＴｒａｎｓＬＰ框架［２２］的转导学习正则项，来建模上下位
关系映射中的非线性因子．分段投影的技术也能和
上述方法结合起来．ＭｕｌｔｉＷａｈｂａ投影模型（Ｍｕｌｔｉ
ＷａｈｂａＰｒｏｊｅｃｔｉｏｎＭｏｄｅｌ，ＭＷＰＭ）［２３］综合考虑了
这两种投影学习方法的建模优点．它假设在上下位
关系和非上下位关系中都具有犓个不同的关系分
量，需要分别进行投影建模．它扩展经典的Ｗａｈｂａ
问题，把每个分量看成在整个数据集上的概率分布，
学习模糊投影矩阵，并且在投影过程中加入投影矩
阵的正交性约束，使得模型投影学习的优化目标更
合理．

随着深度神经网络技术的发展，神经网络能学习
上下位关系和非上下位关系在词嵌入空间的非线性
映射．基于神经网络的投影模型（ＮｅｕｒａｌＰｒｏｊｅｃｔｉｏｎ
Ｍｏｄｅｌ，ＮＰＭ）用深度神经网络代替ＴＰＭ中的线性
投影矩阵．由于现有分类体系（如英语的Ｐｒｏｂａｓｅ［１］、
中文的ＣＮＰｒｏｂａｓｅ［２４］、ＷｉｋｉＴａｘ［２５］）中有大量上下
位关系，这些资源可以用于增加现有投影模型的效
果．基于对抗学习的投影模型（ＡｄｖｅｒｓａｒｉａｌＬｅａｒｎｉｎｇ
ｂａｓｅｄＰｒｏｊｅｃｔｉｏｎＭｏｄｅｌ，ＡＬＰＭ）［２６］在ＮＰＭ的基础
上同时在已有分类体系的数据和训练集上学习两个
基于神经网络的投影模型，并且通过训练数据源鉴
别分类器，使得前述两个神经网络相互对抗，达到知
识融合、模型互相学习增强的效果．

虽然词嵌入投影模型已有不少研究，但是仍然
缺乏系统化的实验分析．Ｂｉｅｍａｎｎ等人［２７］通过上位
词排序检索（ＨｙｐｅｒｎｙｍＲａｎｋｅｄＲｅｔｒｉｅｖａｌ）来评估
其算法精度；模型［２１，２３］则更多考虑上下位关系和非
上下位关系的分类．本文在对现有上下位关系预测
方法最新研究成果进行综述性分析的基础上，对
这一系列基于词嵌入投影模型在统一的数学框架
下进行概述和总结．在实验中，我们进一步对这些
方法和经典基线方法进行横向综合对比实验，探
讨了不同的词嵌入投影模型在不同学习场景下的
优缺点．最后，本文探讨了面向特定领域的以及长
尾上下位关系预测等研究挑战，提出了未来的研
究展望．

本文第２节概述近年来上下位关系预测的新研
究进展；第３节建立统一的数学框架，介绍一系列基
于词嵌入的投影模型；第４节综合比较各种模型在
基准数据集上的表现；第５节讨论现有研究的不足
和未来的研究展望，并且给出本文的结束语．

２　上下位关系预测的最新研究进展
上下位关系预测在ＮＬＰ领域有广泛的研究，早

期研究可以参考参见汇总性文献［２８］．２０１０年以来
的研究可参考本课题组的综述论文［６］．不失一般性
地，本节从模式匹配法和分布式学习法出发，概述从
海量文本中预测上下位关系的最新研究进展，并且
进行深入讨论．
２１　模式匹配法

几乎所有模式匹配法的研究都可以追溯至１９９２
年提出的Ｈｅａｒｓｔｐａｔｔｅｒｎｓ［７］．即使在近几年，这些模
式仍然被广泛应用于构建大规模分类体系，例如
Ｐｒｏｂａｓｅ［１］、ＷｅｂＩｓＡＤＢ［２９］等．基于Ｈｅａｒｓｔｐａｔｔｅｒｎｓ
的改进工作主要着眼于两个出发点：提升精准度和
覆盖率．为了提升精准度，研究者常常针对抽取出来
的上下位关系候选元组设计置信度评分，以过滤低
置信度的关系候选元组．例如在Ｐｒｏｂａｓｅ中［１］，作者
采用似然性比率从候选概念集中来筛选出最有可能
的上位词和下位词．Ｌｕｕ等人［９］考虑了句子中的语
法结构信息并进行过滤，从而减少关系抽取的错误．
研究者也常常利用分类器对抽取出的候选关系元组
进行进一步判别．例如，Ｂａｎｓａｌ等人［３０］使用一个概
念对中两个词本身的特征，以及他们在维基百科语
料库中的统计信息作为特征，预测这两个词具有上
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下位关系的可能性．
由于Ｈｅａｒｓｔｐａｔｔｅｒｎｓ具有高度的固定性，更多

的研究工作旨在提高模式匹配的覆盖率．一种常见的
方法称为“模式泛化”，即采用更为泛化的语言模式来
取代固定的Ｈｅａｒｓｔｐａｔｔｅｒｎｓ．Ｎａｖｉｇｌｉ和Ｖｅｌａｒｄｉ［３１］提
出“Ｓｔａｒｐａｔｔｅｒｎ”的概念，利用通配符来取代模式中
最频繁的词．在ＰＡＴＴＹ系统中［８］，作者加入了更
多额外信息，实现模式泛化，包括词性标注、知识
本体类别等．莫媛媛等人［３２］考虑了在部分上下位
关系的表述中，上位词和下位词距离较远的境况，
这些情况很难被现有算法捕获，于是设计了基于层叠
条件随机场（ＣａｓｃａｄｅｄＣｏｎｄｉｔｉｏｎａｌＲａｎｄｏｍＦｉｅｌｄ，
ＣＣＲＦ）的模型，解决长距离依赖问题．陈金栋和肖
仰华［３３］使用了约束较低的弱模板和概念信息，构
建语义模板，同时结合强句法模板，在精准抽取上
下位关系的同时，保持了抽取的高召回率．另一种
重要的思路为迭代式抽取，即以少量“种子”作为
系统输入，交替挖掘出新的关系元组及语言模式．
Ｋｏｚａｒｅｖａ和Ｈｏｖｙ［３４］设计了半监督学习系统，从网络
数据中自动抽取上下位关系．Ｃａｒｌｓｏｎ等人［１９］在迭代
过程中利用多视图学习算法避免了“语义漂移”
问题．

此外，概念本身的语言模式也为上下位关系抽
取提出了额外的信息．例如，从“哺乳动物”的中心词
“动物”，我们可以推断出“哺乳动物”和“动物”具有
上下位关系．这些概念本身的语言模式在很多分类
体系构建系统中频繁使用，例如Ｔａｘｉｆｙ系统［３５］，以
及Ｇｕｐｔａ等人的研究工作［３６］．我们先前基于维基百
科类别的关系抽取研究［３７］也利用了上述规则，来提
高上下位关系抽取的召回率．

值得注意的是，由于中文语言模式灵活多变，简
单的模式匹配方法不能取得满意的效果［１０１１］．因此，
常常综合利用模式匹配的各种改进技巧，以取得较
好的抽取效果．程韵如［３８］综合利用模式匹配、基于
依存句法分析和语义角色特征的条件随机场，以及
子句间的并列关系，设计新型混合上下位关系抽取
算法．王长有和杨增春［３９］叠加了ＣＣＲＦ和支持向量
机模型，实现了基于句子结构特征的上下位关系抽
取分类模型．与针对英语语境下上下位研究工作相
对比，中文的研究工作还需要进一步深入．
２２　分布式学习法

匹配法的最大缺陷在于，只有当两个概念在一
句句子中同时出现时，相关的上下位关系才能被抽
取出来．为了解决概念之间的共现稀疏性问题，分布
式学习法直接利用两个概念的分布式表示来推断这

两个概念是否具有上下位关系．
根据学习方法的不同，分布式学习法可分为非

监督的上下位关系度量和监督的上下位关系分类
器．对于任意一个概念对，上下位关系度量计算出一
个评分，用于衡量它们是否有上下位关系可能性．经
典的关系度量包括ＷｅｅｄｓＰｒｅｃ［１２］、ＳＬＱＳ［１３］等．由于
篇幅限制，本文不再列举经典的研究工作．读者可参
考Ｓａｎｔｕｓ等人［４０］对这些度量的评测工作．实验结
果表明，在这些经典的度量中，并没有一个在所有
的数据集中比其他方法全都取得更好的效果的
度量．

近年来，新的研究工作一般致力于学习上下位
关系嵌入（Ｈｙｐｅｒｎｙｍｙｅｍｂｅｄｄｉｎｇ），即设计特别的
词嵌入学习算法，使得概念的表示更加有利于上
下位关系的预测．ＨｙｐｅｒＳｃｏｒｅ［１４］度量采用基于负采
样的上下位关系嵌入学习模型ＨｙｐｅｒＶｅｃ．Ｃｈａｎｇ
等人［４１］提出了分布式包含嵌入模型（Ｄｉｓｔｒｉｂｕｔｉｏｎａｌ
ｉｎｃｌｕｓｉｏｎｅｍｂｅｄｄｉｎｇ）．这一工作考虑到如下现象：
上位词的上下文一般在语义上包含下位词的上下
文．由于上下位关系一般具有传递性，可以组织成层
次化的结构．诸多研究工作旨在把概念嵌入在双曲
嵌入空间中（Ｈｙｐｅｒｂｏｌｉｃｅｍｂｅｄｄｉｎｇｓｐａｃｅ）．例如
Ｎｉｃｋｅｌ和Ｋｉｅｌａ［４２］提出利用Ｌｏｒｅｎｔｚ模型将层次化
的概念结构嵌入在双曲嵌入空间中．另一个类似
的工作由Ｇａｎｅａ等人［４３］提出．由于上位词的语义
“蕴含”下位词的语义，他们提出了双曲蕴含圆锥
（Ｈｙｐｅｒｂｏｌｉｃｅｎｔａｉｌｍｅｎｔｃｏｎｅ）的概念，用于同时
学习上位词和下位词的词嵌入表示．在中文领域，
刘燊［４４］利用中文语义词典《大词林》中大量上下位
关系，提出基于字信息的词嵌入学习模型，并且以此
为基础，学习上下位关系的向量表示．

监督的上下位关系分类器直接利用两个概念的
分布式表示作为分类模型的原始输入，训练二分类
的关系分类器．经典的算法直接利用这两个概念的
词向量，或者对其进行简单的算术运算作为分类器
的特征［４５］．近年来，Ｒｏｌｌｅｒ等人提出ａｓｙｍ模型［１５］，
同时利用词向量的差值和平方差值作为分类器的特
征，更好地利用了上下位关系的反对称性．Ｔｕｒｎｅｙ
和Ｍｏｈａｍｍａｄ［１６］提出了ｓｉｍＤｉｆｆ模型，分别计算两
个概念与其他词之间的语义相似度，然后把两个语
义相似度向量的差值当成特征．Ｙｕ等人［１７］利用
Ｐｒｏｂａｓｅ［１］中的海量上下位关系数据源，对一个概念
分别学习它作为上位词和下位词时不同的分布式
表示，并且提出一个最大间隔神经网络模型，用于上
下位关系分类．此外，前述由上下位关系嵌入模型生
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成的词向量，也常常用于上下位关系分类器的输
入［１４］，此处不再赘述．如第１节所述，这一类方法往
往存在“词汇记忆”问题［１８］，限制了其进一步广泛应
用．因此，如何综合利用模式匹配法和分布式学习
法，并进行改进成了一大研究焦点．
２３　更多讨论

从上述概述可以看出，模式匹配法和分布式学
习法各有优劣．学术界对于哪种方式对上下位关系
的预测最有效并无明确定论［６］．

值得指出的是，这两大类方法的分类不是非黑即
白的关系，而是互相结合、互相吸收．其中，Ｓｈｗａｒｔｚ
等人［４６］采用长短期记忆网络（ＬｏｎｇＳｈｏｒｔＴｅｒｍ
Ｎｅｔｗｏｒｋ，ＬＳＴＭ）来学习上下位关系的语言模式，
同时加入两个概念的词向量作为特征，协同训练混
合神经网络进行分类．马晓军等人［４７］将基于词向量
的分类方法与基于模式的迭代学习方法进行结合，
用于领域上下位关系的获取．孙佳伟等人［４８］提出一
个新的词模式嵌入模型，将词嵌入模型和语言模式
有效结合，用于解决语言模式稀疏性问题．

此外，语言模式也能和上下位关系度量结合．
Ｒｏｌｌｅｒ等人［４９］计算某概念对在海量语料库中与
Ｈｅａｒｓｔｐａｔｔｅｒｎｓ的匹配统计量，并以此提出基于
Ｈｅａｒｓｔｐａｔｔｅｒｎｓ的上下位度量，其精度超过了多个
经典上下位度量．Ｌｅ等人［５０］进一步改进了Ｒｏｌｌｅｒ
等人［４９］的工作，将基于Ｈｅａｒｓｔｐａｔｔｅｒｎｓ的统计量与
双曲空间的词向量结合起来．上述这些方法都可以把
模式匹配法和分布式学习法融合到同一个算法中．

在分布式学习框架下解决“词汇记忆”的问题的
另一类方法为基于投影的学习方法．Ｆｕ等人提出的
线性投影模型［１０］是这个方向的开创性工作．这一方

法学习多个线性模型，学习如何将下位词的词向量
投影至上位词的词向量．在模型预测阶段，对于具
有上下位关系的概念对，该模型可以较为精准地
通过一个概念的词向量推算出另一个概念的词向
量；反之，对于不具有上下位关系的概念对，该模
型的预测偏差则较大．所以，上述投影方法可以实
现上下位关系分类．Ｙａｍａｎｅ等人［２０］改进了上述方
法，同时学习需要线性投影模型的数量及其参数．
Ｂｉｅｍａｎｎ等人［２７］利用负采样，在学习上下位关系投
影的同时，建模了非上下位关系的语义，从而使关系
分类的决策边界更为清晰．我们的研究工
作［１１，２１，２３，２６］也属于这一方向，分别从不同角度提升
投影学习的效果．随着词嵌入学习技术的飞速发展，
它在上下位关系预测中起的作用将越来越大．

３　词嵌入投影模型
本节介绍用于上下位关系预测的投影模型．本

节首先给出问题定义，之后详细介绍这一系列模型．
３１　问题定义

记一个概念对为（狓犻，狔犻），狓犻和狔犻分别为狓犻和狔犻
的词嵌入表示．犇犘、犇犖和犇犝为三个概念对数据集，
分别表示上下位关系集合（训练集正例）、非上下位
关系集合（训练集负例）和关系未知的概念对集合．
本文关注的上下位关系预测任务的定义如下所示：

定义１．　上下位关系预测．给定两个训练集
犇犘和犇犖作为输入，上下位关系预测的目标是训练
模型犳，使得犳在测试集犇犝上做出准确预测．

下文详述词嵌入投影模型定义及其优化．表１
给出了各模型在多个维度上的对比．

表１　词嵌入投影模型在多个维度上的比较
模型 投影模型数量 是否采用负样本 是否学习非线性投影 是否考虑中文语言特性 是否利用额外知识源
ＳＰＭ １ 否 否 否 否
ＰＰＭ 犓 否 否 否 否
ＩＰＭ 犓 否 否 是 是
ＪＴＰＭ 犓 仅采用伪负样本 否 否 否
ＴＰＭ ２ 是 是 是 是
ＭＷＰＭ ２犓 是 否 否 否
ＮＰＭ ２ 是 是 否 否
ＡＬＰＭ ４ 是 是 否 是

３２　单投影模型（犛犘犕）
ＳＰＭ是Ｆｕ等人［１０］最早使用的基线投影模型，

它采用基本的线性模型假设，即通过线性投影，下位
词的词向量可以投影至上位词的词向量．令犕为投
影矩阵，ＳＰＭ的优化目标犑ＳＰＭ定义为

犑ＳＰＭ＝１
犇犘∑

狘犇犘狘

犻＝１
犕狓犻－狔犻２．

３３　分段投影模型（犘犘犕）
Ｆｕ等人［１０］进一步发现，涉及不同主题的上下

位关系的语义表示往往不同，例如“狗动物”和
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“沙发家具”的对应的投影矩阵差别较大．ＰＰＭ
假设存在犓个潜在语义关系分量，每个分量对应不
同的投影矩阵．在ＰＰＭ中，先将训练集犇犘中的概
念对按特征狓犻－狔犻利用犓Ｍｅａｎｓ聚成犓个簇．对于
每个簇，有犕犽狓犻≈狔犻，其中，犕犽为第犽个投影矩阵．
设第犽个簇为犆犽，ＰＰＭ的整体优化目标犑ＰＰＭ定
义为

犑ＰＰＭ＝１犓∑
犓

犽＝１ ∑（狓犻，狔犻）∈犆犽犕犽狓犻－狔犻
２．

３４　迭代式投影模型（犐犘犕）
ＩＰＭ的优化目标与犑ＰＰＭ相似，它额外加入了犫犽

作为偏置向量，定义为
犑ＩＰＭ＝１犓∑

犓

犽＝１∑（狓犻，狔犻）∈犆犽犕犽狓犻＋犫犽－狔犻
２．

根据定义１，上下位关系预测的目标在于对犇犝
的关系类别进行准确预测．然而，当犇犝中概念对的
语义分布与犇犘显著不同时，预测精度将会明显下
降．ＩＰＭ采用迭代式、半监督学习方法渐进式更新
参数的值，其算法思想如图２所示．

图２　迭代式投影模型算法框架

设狋为迭代序数，迭代学习过程的参数初始化
值通过梯度下降优化犑ＩＰＭ得到．当狋＞１时，给定已
训练的模型，对犇犝中的未标注概念对进行预测．同
时，利用中文语料库，计算这些概念对匹配相关语言
模式的统计量，选择出最为可信的上下位关系概念
对作为增量的训练数据．在第狋个迭代中，令选出的
增量数据集为犇（狋），训练数据集相应的更新规则为：
犇犘←犇犘∪犇（狋）．更新数据集犇犘后，ＩＰＭ也增量更新
其模型参数．设犮（狋＋１）犽 为第狋个迭代第犽个簇的中
心，其更新规则如下：
犮（狋＋１）犽 ←犮（狋）犽＋λ１

犇（狋）
犽
∑

（狓犻，狔犻）∈犇
（狋）
犽

（狓犻－狔犻－犮（狋）犽），

其中犇（狋）
犽为犇（狋）中属于第犽个簇的概念对集合，λ为

更新率．根据更新后簇中心，重新分配聚类结果，并
优化犑ＩＰＭ以求得犕犽和犫犽的更新值．当迭代结束后，
可得到适应犇犝的线性投影模型．

在此研究工作中，我们针对中文语言的特性进

行定制．尽管中文语言具有高度灵活性，但仍有部分
语言模式可以为选择高置信度的概念对提供有效
的统计量．表２列举了一部分中文语言模式，其中
ＩｓＡ和ＳｕｃｈＡｓ模式为两个概念对存在上下位关
系提供了正面证据；同下位词关系模式则相反，表征
这两个概念可能都是某概念的下位词，因而他们之
间极有可能不存在上下位关系．对于数据集犇犝中
概念对（狓犻，狔犻），根据上述模式在语料库的统计量，
计算正向得分犘犛（狓犻，狔犻）和负向得分犖犛（狓犻，狔犻）．
从犇犝中选择犇（狋）这一关系选择的过程被建模成带
成本的最大覆盖问题（Ｂｕｄｇｅｔｅｄｍａｘｉｍｕｍｃｏｖｅｒａｇｅ
ｐｒｏｂｌｅｍ）［５１］．这一问题可以通过贪心算法进行近似
优化．算法的实现细节请参阅文献［１１］．

表２　犐犘犕中采用的中文语言模式示例
模式类别 示例
ＩｓＡ模式

针对一个概念对（狓犻，狔犻）
狓犻是一种狔犻
狓犻是狔犻之一

ＳｕｃｈＡｓ模式
针对多个概念对（狓犻，狔）、（狓犼，狔）

狔，例如狓犻、狓犼
狔，特别是狓犻、狓犼
狓犻、狓犼等狔

同位词关系模式
针对一个概念对（狓犻，狓犼）

狓犻、狓犼等
狓犻和狓犼
狓犻以及狓犼

３５　协同训练式投影模型（犑犜犘犕）
由于ＰＰＭ和ＩＰＭ都采用启发式的方法对上下

位关系元组进行聚类，学习多个投影矩阵，这两个步
骤分别计算，不能保证全局最优．于是Ｙａｍａｎｅ等
人［２０］提出了ＪＴＰＭ方法，能动态地对这两个步骤进
行迭代计算．其中，一个上下位关系元组（狓犻，狔犻）与
簇犆犽的相似度采用内积计算，定义为

狊犻犿犽（狓犻，狔犻）＝σ（犕犽狓犻·狔犻＋犫犽），
其中，σ（·）是Ｓｉｇｍｏｉｄ函数．此外，ＪＴＰＭ采用机器
自动生成的伪负例来改进投影学习的结果．其目标
函数犑ＪＴＰＭ如下所示：

犑ＪＴＰＭ＝１犓∑
犓

犽＝１ ∑（狓犻，狔犻）∈犆（犽ｌｏｇ狊犻犿犽狓犻，狔（ ）犻＋

∑
犕

犿＝１
ｌｏｇ（１－狊犻犿犽（狓犻，狔（犿）犻 ））），

其中，对于每个上下位关系对（狓犻，狔犻），算法都自动
生成犕个伪负例（狓犻，狔（１）犻），…，（狓犻，狔（犕）犻 ）．这一目
标在优化正例投影学习的同时，增加了正例和负例
的区分度．
３６　转导式投影模型（犜犘犕）

虽然前述模型刻画了上下位关系在词嵌入空间
的投影，但是它的投影仅限于线性，非线性投影分量
没有得到有效建模．例如，如果已知“美国国家”是上
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下位关系，由于“美国”和“加拿大”语义高度相似，在
预测时，模型应该也可推断“加拿大国家”是上下位
关系．在这个例子中，模型需要将“美国”和“加拿大”
的这两个不同但相似的词向量都映射到“国家”的词
向量．因此，在现有模型中引入非线性投影分量是极
度必要的．

ＴＰＭ方法采用了转导学习的框架，建模了上下
位关系的线性投影和非线性映射关系，并且允许加
入专家制定的语言规则．其算法框架图如图３所示．

图３　转导式投影模型算法框架

在初始学习阶段，分别学习两个线性投影矩阵．
对于（狓犻，狔犻）∈犇犘，线性投影模型为犕犘狓犻≈狔犻；对于
（狓犻，狔犻）∈犇犖，类似地，我们有犕犖狓犻≈狔犻．根据学习
到的两个投影矩阵犕犘和犕犖，我们对未标注概念对
（狓犻，狔犻）∈犇犝进行预测评分狊犻∈（－１，１）：

狊犻＝ｔａｎｈ（犕犖狓犻－狔犻－犕犘狓犻－狔犻），
其中，狊犻越高，犕犖狓犻－狔犻越大，犕犘狓犻－狔犻越小．
这表示狓犻和狔犻具有上下位关系的可能性越大．

在转导学习阶段，我们同时考虑训练集和测试集
中概念对的相似度．设狆犻＝（狓犻，狔犻）和狆犼＝（狓犼，狔犼）
为两个概念对，定义其上下位关系的相似度为

狊犻犿（狆犻，狆犼）＝ｃｏｓ
（狓犻，狓犼），狔犻＝狔犼

０， 狔犻≠狔烅烄烆 犼
．

由此可见，狊犻犿（狆犻，狆犼）可以建模“美国国家”和
“加拿大国家”在关系预测中类别的内在关联性．

设犉为训练集犇犘、犇犖和测试集犇犝中所有概
念对中存在上下位关系的最终预测向量，维度为
犇犘＋犇犖＋犇犝，每个元素的取值范围为
［－１，１］．犛是初始预测值向量，对于任一概念对
（狓犻，狔犻）∈犇犘∪犇犖∪犇犝，根据训练数据的人工标注
结果和模型初始预测，我们设定如下：

狊犻＝
１， （狓犻，狔犻）∈犇犘
－１， （狓犻，狔犻）∈犇犖
ｔａｎｈ（犕犖狓犻－狔犻－犕犘狓犻－狔犻），（狓犻，狔犻）∈犇
烅
烄

烆 犝
，

其中，犠用于调节训练数据和测试数据的相对权
重，犚是基于语言学规则的预测值向量（详述见下

文）．ＴＰＭ的整体优化目标是最小化如下函数的值：
犑ＴＰＭ＝犠（犉－犛）２＋犉－犚２＋

μ１
２犉

ＴΦ－１犉＋μ２２犉２，
在上式中，μ１和μ２为预定义的正则化参数．Φ为
基于ＴｒａｎｓＬＰ框架［２２］的非线性正则化矩阵，其中
Φ犻，犼＝狊犻犿（狆犻，狆犻）．这一框架假设犉满足协方差为Φ
的多维高斯分布．因此，正则项犉ＴΦ－１犉以转导学
习的方式加入了上下位关系的非线性映射，在不知
道数据集犇犝中概念对标签的情况下，也能实现模
型的推理．

此外，在ＴＰＭ中，犉－犚２的存在可以允许这
个模型加入任意语言学规则．例如，对于需要预测得
分的概念对“哺乳动物动物”，假设当前模型预测评
分犳犻＝０．７．同时，这一概念对匹配了人为制定的规
则“如果一个概念的中心词和另一个概念相同，则有
上下位关系”，其置信得分为狉犻＝０．９５（一般可以在
训练集中学到，或由专家制定）．优化犉－犚２会使
最终评分更接近０．９５．如果测试集中某一概念对不
匹配任何语言规则，只要锁定狉犻＝犳犻，这一项就不必
优化．详情可以参考文献［２１］．
３７　犕狌犾狋犻犠犪犺犫犪投影模型（犕犠犘犕）

ＭＷＰＭ结合了分段投影的技术和ＴＰＭ对于
正负例的投影建模方法，是经典Ｗａｈｂａ问题
（Ｗａｈｂａ’ｓｐｒｏｂｌｅｍ）的拓展［５２］．它作出如下假设：上
下位关系和非上下位关系中都存在多个不同的关系
分量，需要进行投影建模．与ＩＰＭ中的采用的“硬聚
类”不同，在ＭＷＰＭ中，训练集中的每个概念对对
于每个分量具有不同的权重．

以学习上下位关系的投影为例．首先使用
犓Ｍｅａｎｓ算法对犇犘的概念对聚类．令犮犽为第犽个
簇的中心．概念对（狓犻，狔犻）∈犇犘属于第犽个簇的权
重为

犪犘犻，犽＝ ｃｏｓ（狓犻－狔犻，犮犽）
∑

（狓犼，狔犼）∈犇
犘
ｃｏｓ（狓犼－狔犼，犮犽）

．

之后，ＭＷＰＭ学习犓个模糊投影矩阵犕犘
１，…，

犕犘
犓，用于上下位关系投影．此外，当使用的词向量归
一化后，如果投影矩阵为正交矩阵，投影之后的向量
也是归一化的［５３］．所以，在本研究工作中，我们加入
投影矩阵正交性约束．ＭＷＰＭ对于上下位关系投
影学习的目标函数犑犘ＭＷＰＭ可以定义为

犑犘ＭＷＰＭ＝１２∑
犓

犽＝１ ∑（狓犻，狔犻）∈犇犘
犪犘犻，犽犕犘

犽狓犻－狔犻２

ｓ．ｔ．犕犘Ｔ
犽犕犘犽＝犐（犽＝１，…，犓）
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其中，犐表示单位矩阵．值得注意的是，犑犘ＭＷＰＭ的优化
结果对于不同的犽是完全独立的．所以，我们只需要
分别计算每个投影矩阵犕犘

犽（犽＝１，…，犓）的值即可．
在应用数学领域，这个问题可以看成三维Ｗａｈｂａ问
题（Ｗａｈｂａ’ｓｐｒｏｂｌｅｍ）在高维空间的拓展［５２］．我们
拓展文献［５４］中基于ＳＶＤ的闭式解，如算法１所示．

算法１．　ＭＷＰＭ投影矩阵计算算法．
输入：所有（狓犻，狔犻）∈犇犘的词向量（狓犻，狔犻），权重犪犘犻，犽
输出：投影矩阵犕犘

犽

１．犅犽＝∑
（狓犻，狔犻）∈犇犘

犪犘犻，犽狔犻狓Ｔ犻

２．犛犞犇（犅犽）＝犝犽Σ犽犞Ｔ犽
３．犚犽＝ｄｉａｇ（１，…，１，ｄｅｔ（犝犽）ｄｅｔ（犞犽））
４．犕犘

犽＝犝犽犚犽犞Ｔ犽．
这一算法的正确性证明详见文献［２３］．

与之类似，ＭＷＰＭ对同样犇犖中的概念对进行
聚类，并计算每个概念对（狓犻，狔犻）∈犇犖的权重犪犖犻，犽．
之后，它学习非上下位关系的犓个模糊投影矩阵
犕犖
１，…，犕犖

犓．其优化目标犑犖ＭＷＰＭ定义如下：

犑犖ＭＷＰＭ＝１２∑
犓

犽＝１ ∑（狓犻，狔犻）∈犇犖
犪犖犻，犽犕犖

犽狓犻－狔犻２

ｓ．ｔ．犕犖Ｔ
犽犕犖

犽＝犐（犽＝１，…，犓）
犑犖ＭＷＰＭ的优化过程与优化犑犘ＭＷＰＭ相同．

当犕犘
１，…，犕犘

犓和犕犖
１，…，犕犖

犓学习完成后，
ＭＷＰＭ训练一个神经网络分类器用于关系分类．
对于任意一个概念对（狓犻，狔犻）∈犇犘∪犇犖，都进行两
种关系的投影计算：犕犘

１狓犻，…，犕犘
犓狓犻和犕犖

１狓犻，…，
犕犖
犓狓犻，并且计算其差值犕犘

１狓犻－狔犻，…，犕犘
犓狓犻－狔犻和

犕犖
１狓犻－狔犻，…，犕犖

犓狓犻－狔犻作为特征训练基于前馈神
经网络的关系分类器．

根据犑犘ＭＷＰＭ和犑犖ＭＷＰＭ的定义，如果（狓犻，狔犻）∈犇犘，
向量犕犘

１狓犻－狔犻，…，犕犘
犓狓犻－狔犻元素的值较小；反之，

如果（狓犻，狔犻）∈犇犖，向量犕犖
１狓犻－狔犻，…，犕犖

犓狓犻－狔犻元
素的值较小．所以，这一特征计算算法能较好地区分
上下位关系与非上下位关系．ＭＷＰＭ的神经网络
示意图如图４．

图４　模糊正交投影模型神经网络示意图

３８　基于神经网络的投影模型（犖犘犕）
随着深度学习的进一步发展，深度神经网络可

以有效地学习上下位关系和非上下位关系的复杂非
线性投影．图５展示了文献［２６］中采用了基础神经
网络投影模型．这一模型同时在训练集犇犘和犇犖上
进行训练．它的损失函数犔犇定义为

犔犇＝犈（狓犻，狔犻）～犇犘犎（狓犻；θ犘犇）－狔犻２＋
犈（狓犻，狔犻）～犇犖犎（狓犻；θ犖犇）－狔犻２，

其中犈表示期望，犎（狓犻；θ犘犇）和犎（狓犻；θ犖犇）分别为投
影模型学习的狓犻的上位词和非上位词的预测词向
量，θ犘犇和θ犖犇为相应模型参数．由此可见，ＮＰＭ使用
多任务学习技术，同时使上下位关系和非上下位关
系投影的误差最小化．

图５　神经网络投影模型示意图

最后，对于训练集犇犘和犇犖，根据表３所列举
特征，训练用于上下位关系分类的ＳＶＭ分类器，从
而在测试集上完成预测．

表３　犛犞犕采用的特征列表
词嵌入 词嵌入的范数
狓犻－狔犻 狓犻－狔犻１、狓犻－狔犻２

犎（狓犻；θ犘犇）－狔犻 犎（狓犻；θ犘犇）－狔犻１、犎（狓犻；θ犘犇）－狔犻２
犎（狓犻；θ犖犇）－狔犻 犎（狓犻；θ犖犇）－狔犻１、犎（狓犻；θ犖犇）－狔犻２

３９　基于对抗学习的投影模型（犃犔犘犕）
ＮＰＭ直接使用人工标注的数据作为训练数

据，而自动构建的大规模分类体系中有大量上下位
关系，将分类体系中的上下位关系融入投影模型，可
以从知识迁移的角度提升预测精度．

ＡＬＰＭ采用分类体系增强的对抗学习框架［２６］，
它在已有分类体系的上下位关系数据和训练集上学
习两个同构的基于神经网络的投影模型，并且通过
训练两个数据源鉴别分类器，使得前述两个投影神
经网络相互对抗，从而使在训练集上学习的投影神
经网络逐步融合分类体系中的知识．其神经网络架
构图如图６所示．
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图６　基于分类体系增强的对抗学习神经网络

具体而言，这一神经网络模型包括了两个子网
络：基础神经网络和分类体系增强的神经网络．基础
神经网络同ＮＰＭ．与此同时，通过对分类体系中的
数据进行采样，获得上下位关系和非上下位关系训
练集犜犘和犜犖．分类体系增强的神经网络的损失函
数定义为

犔犜＝犈（狓犻，狔犻）～犜犘犎（狓犻；θ犘犜）－狔犻２＋
犈（狓犻，狔犻）～犜犖犎（狓犻；θ犖犜）－狔犻２，

其中，θ犘犜和θ犖犜为模型在犜犘和犜犖上学习的参数．
为了实现对抗学习的效果，模型同时训练两个

对抗分类器．给定一个概念的词嵌入作为输入，分类
器的目标是区分一个实体的上位词或者非上位词的
词嵌入是通过哪一个子网络产生的．这两个分类的
训练思想类似条件对抗生成网络［５５］．在下式中，犔犘
描述了上位词对抗分类器的二分类损失函数，用于
区分给定狓犻生成的上位词词嵌入的来源（基础神经
网络或分类体系增强神经网络）；犔犖为非上位词对
抗分类器的损失函数：
犔犘＝犈（狓犻，狔犻）～犇犘ｌｏｇ（１－δ（犎（狓犻；θ犘犇），狓犻））＋

犈（狓犻，狔犻）～犜犘ｌｏｇδ（犎（狓犻；θ犘犜），狓犻），
犔犖＝犈（狓犻，狔犻）～犇犖ｌｏｇ（１－δ（犎（狓犻；θ犖犇），狓犻））＋

犈（狓犻，狔犻）～犜犖ｌｏｇδ（犎（狓犻；θ犖犜），狓犻）．
上述投影神经网络和对抗分类器迭代训练，直

到这两个对抗分类器无法区分词嵌入来自于哪个投
影神经网络为止．当这一模型训练终止后，在犇犘和
犇犖上训练ＳＶＭ分类器，这一步骤与ＮＰＭ相同，此
处不再赘述．

４　综合实验评测与分析
在本节中，我们对词嵌入投影模型在多个数据

集上进行综合横向评测，并且把这些方法与诸多基

线方法对比．此外，我们旨在探索不同词嵌入投影模
型在不同学习场景下的优劣性．
４１　数据集与实验设置

由于中文维基百科数据集比较小，所训练的词
嵌入模型质量较低，所以我们从百度百科中获得更
大的中文语料库．我们首先爬取中文百度百科的词
条正文，一共获得包括分词后约１０亿词的中文语料
库．我们用此语料库训练中文词级别的Ｗｏｒｄ２Ｖｅｃ
的ＳｋｉｐＧｒａｍ模型［５６］，词向量的维度为１００．由于
英语语言的构词法对学习英语的词嵌入有很大帮
助，我们在英语维基百科语料库上，训练ｆａｓｔＴｅｘｔ
词嵌入模型［５７］，其维度为３００．

本研究使用公开的数据集对上下位关系预测模
型的效果进行评测．其中，英语使用两个通用领域的
数据集ＢＬＥＳＳ［５８］和ＥＮＴＡＩＬＭＥＮＴ［５９］、三个特定
领域的数据集：ＡＮＩＭＡＬ、ＰＬＡＮＴ和ＶＥＨＩＣＬＥ．
这三个数据集来自Ｖｅｌａｒｄｉ等人构建的领域分类体
系［６０］，由Ｌｕｕ等人采样的得到包括正负例的数据
集［９］．中文使用两个公开数据集：ＦＤ和ＢＫ，分别由
Ｆｕ等人［１０］和我们的研究［１１］所构建．这些数据集的
统计数据汇总信息见表４．

表４　评测数据集统计信息汇总
数据集 ＃上下位关系 ＃非上下位关系

英语数据集（通用领域）
ＢＬＥＳＳ １３３７ １３２１０

ＥＮＴＡＩＬＭＥＮＴ １３８５ １３８５
英语数据集（特定领域）

ＡＮＩＭＡＬ ４１６９ ８４７１
ＰＬＡＮＴ ２２６６ ４５２０
ＶＥＨＩＣＬＥ ２８３ ５８６

中文数据集
ＦＤ １３９１ ４２９４
ＢＫ ３８７０ ３５８２

４２　英语通用数据集上的实验结果与分析
由于ＩＰＭ和ＴＰＭ两个模型为中文语言进行

了定制，为了在英语数据集上进行评测，我们去除了
ＩＰＭ中的中文模式统计计算模块和ＴＰＭ的优化项
犉－犚２，把他们用于英语数据集的评测．我们把这
两种模型记为ＩＰＭＥＮ和ＴＰＭＥＮ．我们在
ＢＬＥＳＳ和ＥＮＴＡＩＬＭＥＮＴ这两个英语基准数据集
上用相同的词向量作为输入，评测所有词投影模型
的实验效果．同时，我们也将Ｍｉｋｏｌｏｖ等人［５８］、Ｙｕ等
人［１７］、Ｌｕｕ等人［９］及Ｎｇｕｙｅｎ等人［１４］提出的算法作
为基线算法．基线方法的具体的实验设置参见文献
［９，１４］．实验采用ＬｅａｖｅＯｎｅＯｕｔ的实验方法进行
评测，其评测指标是准确度（Ａｃｃｕｒａｃｙ），具体步骤与
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文献［１４］等中的方法保持一致．
ＰＰＭ、ＩＰＭＥＮ、ＪＴＰＭ和ＭＷＭＰ需要设置参

数犓的值，我们设置默认值犓＝４，并且在下文中汇
报参数变化对实验效果的影响．ＩＰＭ默认运行１０个
迭代，ＪＴＰＭ的默认设置为犕＝５．我们采用Ａｄａｍ
算法训练ＭＷＰＭ、ＮＰＭ和ＡＬＰＭ中神经网络，在
ＮＰＭ和ＡＬＰＭ的神经网络中只使用一层隐藏层，
ＳＶＭ分类器采用ＲＢＦ核函数．读者可以在参考文
献［２３，２６］中查阅参数和实验设置对性能的影响．
ＡＬＰＭ采用ＭｉｃｒｏｓｏｆｔＣｏｎｃｅｐｔＧｒａｐｈ（Ｐｒｏｂａｓｅ系
统的公开数据集［１］）中的上下位关系（包括２８４万个
上下位关系元组）和ＭｉｃｒｏｓｏｆｔＣｏｎｃｅｐｔＧｒａｐｈ中的
随机匹配词对作为正负例，训练分类体系增强神经
网络，并通过对抗学习改进基础神经网络的效果．

表５汇总了所有投影模型以及所有基线方法在
所有这两个英语数据集上的实验效果．其中Ｎｇｕｙｅｎ
等人［１４］的方法取得了非投影算法的最佳效果，分别
为０．９４和０．９１．通过分析实验结果，我们可以发
现，在这些投影模型中，ＭＷＰＭ、ＮＰＭ和ＡＬＰＭ都
在ＢＬＥＳＳ数据集上超过了非投影算法的最佳效果，
而ＴＰＭＥＮ的实验效果与非投影算法的最佳效果
比较接近．在ＥＮＴＡＩＬＭＥＮＴ数据集上，ＭＷＰＭ
和ＡＬＰＭ也超过了Ｎｇｕｙｅｎ等人［１４］的方法，而
ＮＰＭ和ＴＰＭＥＮ取得了类似的实验效果．这一实
验结果可以验证上述词嵌入投影模型的有效性．另
外，通过对比经典词嵌入投影模型ＳＰＭ、ＰＰＭ等与
ＭＷＰＭ、ＮＰＭ和ＡＬＰＭ等新提出的模型，也可以
看出，前文概述的改进措施（如采用负样本和更复杂
的投影学习方式）是高度有效的．
表５　词嵌入投影模型在英语通用数据集上的精准度评测

方法 ＢＬＥＳＳ ＥＮＴＡＩＬＭＥＮＴ
非词嵌入投影方法

Ｍｉｋｏｌｏｖ等人 ０．８４ ０．８３
Ｙｕ等人 ０．９０ ０．８７
Ｌｕｕ等人 ０．９３ ０．９１
Ｎｇｕｙｅｎ等人 ０．９４ ０．９１

词嵌入投影模型
ＳＰＭ ０．７８ ０．７６
ＰＰＭ ０．８０ ０．７８
ＩＰＭＥＮ ０．８５ ０．８４
ＪＴＰＭ ０．８６ ０．８４
ＴＰＭＥＮ ０．９０ ０．８９
ＭＷＰＭ ０９７ ０９２
ＮＰＭ ０９６ ０．９０
ＡＬＰＭ ０９７ ０９２

在图７中，我们给出了参数犓对于ＰＰＭ、ＩＰＭ
ＥＮ、ＪＴＰＭ和ＭＷＭＰ的实验性能的影响．从中可
以看出，这四个模型对于参数犓的变化并不非常敏

感．当犓的设置过于小时，模型会退化成ＳＰＭ，导
致预测精准度下降；当犓过大时，模型的参数空间
显著增大，可能会导致模型过拟合．所以，预测精度
随着犓的增大，呈现先轻微上升后轻微下降趋势．

图７　参数犓对于模型性能在两个英语数据集上的影响

４３　英语领域数据集上的实验结果与分析
我们进一步分析不同的模型在英语领域数据集

上的实验效果．在ＡＮＩＭＡＬ、ＰＬＡＮＴ和ＶＥＨＩＣＬＥ
三个领域数据集中，有部分概念由多个英语单词组
成（例如Ａｍｅｒｉｃａｎｔｒｅｅ、ｈａｌｆｔｒａｃｋ等），而不是词
语，因此我们采用Ｌｕｕ等人［９］的做法，将词组中各
个词的词向量进行平均，作为这个词组在词嵌入空
间的表示．我们采用与通用数据集上实验相同的实
验设置和调参方法进行实验．我们同样采用Ｌｅａｖｅ
ＯｎｅＯｕｔ的评测方法，细节详见文献［９］．实验结果
和基线方法的结果汇总于表６．
表６　词嵌入投影模型在英语领域数据集上的精准度评测

方法 ＡＮＩＭＡＬ ＰＬＡＮＴ ＶＥＨＩＣＬＥ
非词嵌入投影方法

Ｍｉｋｏｌｏｖ等人 ０．８０ ０．８１ ０．８２
Ｙｕ等人 ０．６７ ０．６５ ０．７０
Ｌｕｕ等人 ０．８９ ０．９２ ０．８９
Ｎｇｕｙｅｎ等人 ０．８３ ０．９１ ０．８３

词嵌入投影模型
ＳＰＭ ０．７９ ０．７６ ０．７５
ＰＰＭ ０．８２ ０．８２ ０．７６
ＩＰＭＥＮ ０．８５ ０．８７ ０．７８
ＪＴＰＭ ０．８６ ０．８４ ０．８２
ＴＰＭＥＮ ０．８９ ０．９０ ０．８４
ＭＷＰＭ ０９２ ０．９２ ０．８７
ＮＰＭ ０．８９ ０．９２ ０９２
ＡＬＰＭ ０９２ ０９４ ０９３
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从实验结果中可以看出，ＭＷＰＭ、ＮＰＭ、ＡＬＰＭ
等模型的实验效果超过了文献中汇报的非词嵌入投
影方法（即Ｌｕｕ等人［９］的方法）中的最高实验效果．
我们进一步分析各模型在不同类型数据集上的预
测精度差异性．ＭＷＰＭ对通用领域数据集更为有
效，这是因为ＭＷＰＭ学习的投影矩阵的参数空间
比较大，而通用领域一般有较大的训练集．与之不
同，ＡＬＰＭ的对抗学习技术对较小的数据集（例如
ＶＥＨＩＣＬＥ）的效果提升比较明显，因为其分类体系
增强神经网络的训练可以使用Ｐｒｏｂａｓｅ中的额外数
据源，起到了数据增强的效果．综上所述，我们提出
的多个词嵌入投影模型的预测精度不仅超越了经典
模型（如ＳＰＭ、ＰＰＭ等），还高于现有的其他种类的
上下位关系预测算法．
４４　中文数据集上的实验结果与分析

我们在两个公开的中文数据集ＢＫ和ＦＤ上评
测了词嵌入投影模型的预测精度．在这组实验中，我
们采用文献［１１］的实验设置，将这两个数据集随机
分成５等份，分别作为测试集进行５折交叉验证，最
后将实验预测结果平均，用犘狉犲犮犻狊犻狅狀、犚犲犮犪犾犾和犉１
作为评测指标．我们首先利用两个概念词向量的拼
接、相减和相加作为特征训练关系预测分类器．他们
也在文献［１３，４５４６］等中作为强基线方法．这些方
法在表５中分别记为Ｃｏｎｃａｔ、Ｏｆｆｓｅｔ和Ａｄｄｉｔｉｏｎ，我
们也采用Ｌｉ等人［２４］提出的中文上下位关系预测算
法作为基线方法．对于本文提出的算法，ＩＰＭ的参
数设置为狋＝５，每次选出Ｔｏｐ５０个元组作为候选
增量数据，加入数据集．在ＴＰＭ中，我们设置μ１＝
μ２＝１０－４，实验细节和参数调整参见文献［１１］．我们
同样调整模型ＰＰＭ、ＩＰＭ、ＪＴＰＭ和ＭＷＰＭ中参数
犓的值，实验结果参见图８．因为中文分类体系的规
模一般不大，不适合运用于ＡＬＰＭ的模型，所以这
个模型退化为ＮＰＭ，下文不再讨论．其余模型与中
文的语言特性无关，所以我们采取与英语实验相同
的设置．实验结果见表７．

从实验结果中，我们可以看出ＴＰＭ、ＭＷＰＭ
和ＮＰＭ比所有基线算法在两个数据集上都有明显
的提升．特别地，与英语实验结果进行对比，ＴＰＭ在
中文上的提升最为明显；这是因为ＴＰＭ模型中可
以加入中文语言规则．ＩＰＭ在上下位关系分类的精
度比ＴＰＭ、ＭＷＭＰ等模型低．与文献［１１］中的实验
对比可以发现，ＩＰＭ更适合在仅有少量正例、有大量
未标注数据的ＰＵ学习（ＰｏｓｉｔｉｖｅＵｎｌａｂｅｌｅｄＬｅａｒｎｉｎｇ）

图８　参数犓对于模型性能在两个中文数据集上的影响

表７　词嵌入投影模型在中文数据集上的综合评测
（单位：％）

方法 数据集：ＦＤ
犘狉犲犮犻狊犻狅狀犚犲犮犪犾犾 犉１

数据集：ＢＫ
犘狉犲犮犻狊犻狅狀犚犲犮犪犾犾 犉１

非词嵌入投影方法
Ｃｏｎｃａｔ６７．７ ７５２ ６９．７ ８０．３ ７５．９ ７８．０
Ｏｆｆｓｅｔ７１．９ ６０．６ ６５．７ ７８．４ ６０．７ ６８．４
Ａｄｄｉｔｉｏｎ６５．３ ６０．７ ６２．９ ７２．７ ６５．６ ６８．９
Ｌｉ等人 ５４．３ ３８．４ ４５．０ ６１．２ ４７．５ ５３．５

词嵌入投影模型
ＳＰＭ ６４．１ ５６．０ ５９．８ ７１．４ ６４．８ ６７．９
ＰＰＭ ６６．４ ５９．３ ６２．６ ７２．７ ６７．５ ７０．０
ＩＰＭ ６９３ ６４．５ ６６．９ ７３．９ ６９．８ ７１．８
ＪＴＰＭ ６５．２ ６２．３ ６３．７ ７０．９ ６５．４ ６８．０
ＴＰＭ ７２８ ７０．５ ７１６ ８３６ ８０６ ８２１
ＭＷＰＭ７１３ ６９．８ ７０５ ８２５ ８１２ ８１８
ＮＰＭ ７１８ ６８．８ ７０３ ８４１ ８１３ ８２７

的情况；而ＴＰＭ、ＭＷＭＰ等模型更适合传统的关系
二分类任务．综合比较ＴＰＭ、ＭＷＰＭ和ＮＰＭ，这三
个方法在犉１上相差不大．其中，ＴＰＭ在ＦＤ数据集
表现最好，而ＮＰＭ更适合ＢＫ数据集．与多个基线方
法（例如Ｃｏｎｃａｔ、Ｏｆｆｓｅｔ和Ａｄｄｉｔｉｏｎ［１３，４５４６］）和针对
中文数据的算法（例如Ｌｉ等人［２５］）相比，我们提出
的ＴＰＭ、ＭＷＰＭ和ＮＰＭ等模型也有明显的优势．
４５　对实验结果的综合分析与讨论

综合分析各个词嵌入投影模型在中英文数据集
上的实验结果，我们可以得出以下结论：

（１）ＭＷＰＭ、ＮＰＭ较复杂的投影模型无论在
中文还是英语数据集上效果都明显优于强基线算
法，说明这些方法对上下位关系预测高度有效；

（２）整体而言，上下位关系预测算法在英语数据
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集上比中文更精确．其原因在于中文在语言模式上更
加灵活，而由于其语法的灵活性，词嵌入学习的效果
也比英语更差．这一现象也在文献［１０１１，２１，６１］等
中也有相关实验验证与充分讨论；

（３）比较不同词嵌入投影模型在相同数据集上
的效果，可以发现通过引入图１中所示的改进技术，
词嵌入投影模型的精准度从最初的ＳＰＭ、ＰＰＭ到
ＭＷＰＭ、ＮＰＭ、ＡＬＰＭ等不断提高；

（４）考虑ＩＰＭ和ＴＰＭ两个为中文定制的投影
模型．ＩＰＭ主要用于半监督学习，在完全监督的上
下位关系分类任务中精度不高；而ＴＰＭ加入了中
文语言规则，尽管投影模型的参数量比ＭＷＰＭ等
模型更小，在中文数据集上也能取得较好的效果．这
说明中文语言学规则对中文上下位关系的预测仍有
较大的贡献；

（５）通过引入外部知识源，ＡＬＰＭ的精度比较
ＮＰＭ有较大提升，说明额外的知识源对模型学习
有帮助．目前这一工作仅在英语环境下有详细的研
究，对于中文语言仍然需要更多探索．

５　结论与未来研究展望
在本文中，我们概述了一系列基于词嵌入的投

影模型，用于上下位关系预测．这些基于词嵌入的投
影模型包括经典的模型ＳＰＭ、ＰＰＭ、ＩＰＭ、ＪＴＰＭ，乃
至新提出的模型ＴＰＭ、ＭＷＰＭ、ＮＰＭ、ＡＬＰＭ．这
些模型学习上下位关系在词嵌入空间的投影，利用
投影结果进行上下位关系关系分类．在实验中，我们
在多个中文和英语的基准数据集上对这些模型在统
一的实验环境下利用相同词向量进行评测，实验结
果证实了基于词嵌入的投影模型对上下位关系预测
是高度有效的．此外，由于中文语言的复杂性，中文
上下位关系预测往往不够精确，本文也在实验结果
的基础上做了更多的讨论．

然而，值得指出的是，这些方法仍然有一定的局
限性．尽管ＭＷＰＭ、ＮＰＭ、ＡＬＰＭ等模型在多个英
语数据集中取得了Ｓｔａｔｅｏｆｔｈｅａｒｔ的效果，在中文
和其他语言上的表现还有很大提升的空间．此外，我
们的方法仍然需要相当数量的人工标注数据集作为
训练数据，以训练投影模型．与文献［３５，６２］等的结
论一致，在处理特定领域或者长尾概念的上下位关
系时，由于相关概念词频出现较低，这些词的词向量
学习质量会降低，这也会进一步影响投影模型的学
习．目前，在ＮＬＰ的研究中，文献［６２６３］都旨在解

决特定领域的、长尾关系抽取问题，这些研究也对未
来上下位关系预测的研究起到了指导作用．本文的
研究工作仅限于两个概念间的上下位关系判别，没
有涉及整个分类体系或者概念层次网络的构建．目
前仅有少量研究工作将这两个任务统一到一个端到
端的模型中［６４］，服务于大数据知识系统［６５］，这个问
题今后也值得进一步研究．

作者声明：本文部分内容为本课题组研究成
果［１１，２１，２３，２６］的总结和扩展。
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