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收稿日期：２０２１１１２６；在线发布日期：２０２２０９３０．本课题得到国家自然科学基金（６１７３２０１８、６１９０２４１５、６１９７２４０９）和重点实验室开放基
金（ＷＤＺＣ２０２０５５００１０４）资助．孙正伦，博士研究生，中国计算机学会（ＣＣＦ）会员，主要研究方向为智能计算（强化学习、深度学习等）、高
性能计算（并行计算等）．Ｅｍａｉｌ：ｚｈｅｎｇｌｕｎ＿ｓｕｎ＠ｎｕｄｔ．ｅｄｕ．ｃｎ．乔　鹏（通信作者），博士，助理研究员，主要研究方向为高性能计算（并行
计算、异构计算等）、智能计算（强化学习、分布式机器学习等）、人工智能应用（计算机视觉）．Ｅｍａｉｌ：ｐｅｎｇｑｉａｏ＠ｎｕｄｔ．ｅｄｕ．ｃｎ．窦　勇，博
士，研究员，国家杰出青年科学基金入选者，中国计算机学会（ＣＣＦ）会士，主要研究领域为高性能计算、智能计算（机器学习、深度学习）．
李青青，硕士研究生，主要研究方向为人工智能应用（自然语言处理等）、智能计算（强化学习等）．李荣春，博士，副研究员，中国计算机学
会（ＣＣＦ）会员，主要研究方向为高性能计算、智能计算（深度学习）、人工智能应用（人脸识别、视频理解等）．

面向执行学习者的在线强化学习并行训练方法
孙正伦　乔　鹏　窦　勇　李青青　李荣春

（国防科技大学并行与分布处理国家重点实验室　长沙　４１００７３）

摘　要　近年来，深度强化学习（ＤｅｅｐＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ，ＤＲＬ）已经成为了人工智能领域中的研究热点．为了
加速ＤＲＬ训练，人们提出了分布式强化学习方法用于提升训练速度．目前分布式强化学习可以分为同策略方法、异
策略方法以及最新的近同策略方法．近同策略方法改善了同策略方法和异策略方法的问题，但是由于其共享内存
并行模型的限制，近同策略模型难以扩展到以网络互连的计算集群上，低可扩展性限制了近同策略方法能够利用
的资源数量，增加了计算节点的负载，最终导致训练耗时增加．为了提升近同策略方法的可扩展性，提升收敛速度，
本文提出了一种以消息传递为基础，使用Ｇｏｓｓｉｐ算法与模型融合方法的并行执行者学习者训练框架（Ｐａｒａｌｌｅｌ
ＡｃｔｏｒＬｅａｒｎｅｒＡｒｃｈｉｔｅｃｔｕｒｅ，ＰＡＬＡ），这一方法通过增强训练的并行性和可扩展性来提升收敛速度．首先，该框架以
Ｇｏｓｓｉｐ算法作为通信基础，借助全局数据代理并使用消息传递模型创建了一套可扩展的多个并行单智能体训练方
法．其次，为了保证探索利用的同策略性，维持训练稳定，本文创建了一套可以用于多机之间进行隐式同步的进程
锁．其次，本文面向含有ＣＵＤＡ张量的模型数据，提出了一种序列化方法，以保证模型数据能够通过节点间网络传
递、聚合．最后，本文使用模型聚合方法对训练进行加速．基于上述优化和改进，ＰＡＬＡ训练方法能够将负载均衡地
映射到整个计算集群上，减少由于高负载而造成的长等待时间，提升收敛速度．实验表明，相较于之前使用共享内
存模式的方法，ＰＡＬＡ训练的智能体在达到相同水平时，训练时间缩减了２０％以上，同时，ＰＡＬＡ还有着较好的可
扩展性，ＰＡＬＡ可以扩展的硬件资源数量是原有方法的６倍以上．与其他方法相对比，ＰＡＬＡ训练的智能体最终策
略在几乎所有测试环境中达到了最优水平．
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ＰＡＬＡｏｕｔｐｅｒｆｏｒｍｓｆｏｒｍｅｒｍｅｔｈｏｄｓｂｙｕｐｔｏ９０％．ＷｅａｌｓｏｅｖａｌｕａｔｅｄｔｈｅｒｅａｓｏｎｗｈｙＰＡＬＡ
ｒｅａｃｈｈｉｇｈｅｒｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｅｄｗｉｔｈｏｔｈｅｒｍｅｔｈｏｄ．

犓犲狔狑狅狉犱狊　Ｇｏｓｓｉｐａｌｇｏｒｉｔｈｍ；ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ；ｏｎｐｏｌｉｃｙ；ｄｉｓｔｒｉｂｕｔｅｄｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ；
ｐａｒａｌｌｅｌｔｒａｉｎｉｎｇ

１　引　言
深度强化学习是一种融合了深度学习（Ｄｅｅｐ

Ｌｅａｒｉｎｇ，ＤＬ）与强化学习（ＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ，
ＲＬ）的人工智能算法．近年来，深度强化学习取得了
重大进展［１］．在即时战略游戏、围棋等复杂领域，深度
强化学习取得了丰硕成果．２０１９年，由ＤｅｅｐＭｉｎｄ提
出的ＡｌｐｈａＳｔａｒ［２］在实时战略游戏《星际争霸２》中超
越了９９．８％参与过排位赛的人类选手．针对围棋提
出的智能体ＡｌｐｈａＧｏ［３４］同样战胜了人类职业选手．

但是，在深度强化学习中，训练这些智能体对计
算资源的需求量极高并且耗时很长，本质的原因是
智能体对于样本的利用率较低［５］导致训练样本的需
求量很大．以在《星际争霸２》中训练ＡｌｐｈａＳｔａｒ为
例，为了训练ＡｌｐｈａＳｔａｒ，ＤｅｅｐＭｉｎｄ使用的计算资
源超过了４０００个ＣＰＵ和１２８个ＴＰＵ，整个训练过
程超过了十个月．目前，为了提升训练效率，常用的
方法之一是使用并行训练方法，即通过并行大量的
执行者、学习者，加速采样和训练，改善训练所需要
的时间或者步数．

深度强化学习主要由智能体组成，智能体分为
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两个功能模块，分别是执行者（Ａｃｔｏｒ）和学习者
（ｌｅａｒｎｅｒ）．在训练中，执行者和学习者交替执行，执
行者使用执行策略搜集样本，学习者则利用样本更
新自身的目标策略，策略通常使用一个神经网络表
示．同策略（Ｏｎｐｏｌｉｃｙ）算法的执行策略和目标策略
相同，异策略（Ｏｆｆｐｏｌｉｃｙ）算法的执行策略和目标策
略不同．

为了提升强化学习训练的训练速度，Ｍｎｉｈ等人
提出了被称作异步优势执行评价者算法［６］（Ａｓｙｎ
ｃｈｒｏｎｏｕｓＡｄｖａｎｃｅｄＡｃｔｏｒｃｉｒｉｔｃＡｌｇｏｒｉｔｈｍ，Ａ３Ｃ）
的同策略算法提升了训练的并行度．Ａ３Ｃ使用多个
执行者探索环境，异步地计算参数并更新网络，提升
了样本采集的效率，极大地缩减了训练时间．Ｈｏｒｇａｎ
等人提出了ＡｐｅＸ［７］算法，相较于同策略算法，异
策略算法ＡｐｅＸ使用了带有优先级的重放缓存，将
多个并行的执行者搜集到的样本放入重放缓存中，
学习者从重放缓存中依据优先级取用样本进行训
练．由于使用了缓存，这一方法具有比较好的可扩展
性．不同于之前的同策略和异策略算法，Ａｓｓｒａｎ等
人提出了基于Ｇｏｓｓｉｐ算法的执行学习者训练框
架［８］（ＧｏｓｓｉｐｂａｓｅｄＡｃｔｏｒｌｅａｒｎｅｒＡｒｃｈｉｔｅｃｔｕｒｅｓｆｏｒ
ＤｅｅｐＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ，ＧＡＬＡ）．ＧＡＬＡ方
法以Ｇｏｓｓｉｐ算法作为节点间的通信模式，使用模型
聚合（ＭｏｄｅｌＡｖｅｒａｇｅ）［９］这一分布式梯度下降方法
加速收敛．这一方法属于近同策略算法，通过放松同
策略算法的一致性限制，减少了数据依赖，得到了比
较好的可扩展性．ＧＡＬＡ算法在Ａｔａｒｉ２６００游戏环
境中成功加速了训练并且得到了更高的分数．

上述的并行深度强化学习训练方法分别关注三
个方面，第一是使用重放缓存作为并行执行中的缓
存来提升并行性；第二是异步并行多个单智能体来
提升并行性；第三是放松异步并行中策略的限制来
提升并行性．ＡｐｅＸ属于第一类，它通过使用带有
优先级的重放缓存作为各个并行执行者的缓存，学
习者在重放缓存中采样，减少了并行所需要的同步．
在ＡｐｅＸ中通常含有一个学习者和多个执行者．
Ａ３Ｃ则属于第二类，它异步地并行多个使用相同策
略的执行者进行采样，不需要使用缓存．在Ａ３Ｃ中
通常含有一个学习者和多个执行者．ＧＡＬＡ则属于
第三类，它通过异步地并行多个使用不同策略的单智
能体，以共享内存方式连接这些智能体，这些智能体
使用模型聚合方式求整体梯度，加速训练．它在第二
类的基础上放松了策略一致性的限制，即不要求执行
策略与目标策略完全相同，减少了策略一致性的限

制．ＧＡＬＡ中通常含有多个学习者和多个执行者．
虽然近同策略方法可以避免同策略学习方法对

于执行策略和目标策略的一致性要求，也可以避免
异策略学习方法中的训练不稳定［１０］和锁冲突问题．
但是由于其共享内存并行模型的限制，导致其难以
扩展到以网络互连的整个集群上，如实验中分析．因
此，针对这一问题，本文从训练的并行模型入手，提
出了一种基于消息传递模型的并行单智能体在线策
略分布式训练方法．原有并行框架使用的共享内存
模型难以扩展到以网络进行互联的集群上，这就导
致智能体在有限的计算资源下需要进行等待来获取
资源．本文采用了一种基于消息传递模型的并行训
练方法，这种并行训练方法能够将每个智能体所需
的信息以消息传递的模式发送到各个以网络互联的
计算节点上．另一方面，以智能体组成的训练框架使
用模型聚合来加速收敛，即智能体在每次迭代中接
受其他智能体发送的模型参数并取平均，框架内的
智能体之间不涉及合作与竞争，这要求训练框架能
够在网络间传输含有ＣＵＤＡ张量的模型，并使用可
跨节点的锁并保证聚合过程维持次序．本文使用循
环等待方法作为跨节点锁的实现方式，并附加参数
序列化方法保证跨节点参数传递正常进行．实验表
明相较于共享内存中的锁，循环等待锁的效率并没
有对总体性能造成太大影响．

在实现中，ＰＡＬＡ使用优势演员评论员算法
（ＡｄｖａｎｔａｇｅＡｃｔｏｒｃｒｉｔｉｃＡｌｇｏｒｉｔｈｍ，Ａ２Ｃ）作为框架
中的智能体，称为ＰＡＬＡＡ２Ｃ，这些智能体被分散
地部署在集群的各个节点上．我们将ＰＡＬＡＡ２Ｃ与
ＧＡＬＡＡ２Ｃ、Ａ２Ｃ、ＩＭＰＡＬＡ［１１］在六个常用的Ａｔａｒｉ
游戏［１２］上进行比较．

本文的贡献主要包括三个方面：
（１）相较于旧有方法，ＰＡＬＡ的训练效率得到

了显著提升．通过提升可扩展性，ＰＡＬＡ部署的大
量智能体可以对环境进行充分地探索，使得相同训
练步数下ＰＡＬＡ的训练耗时更短，得分更高．与
ＧＡＬＡＡ２Ｃ相比，ＰＡＬＡ在训练到相同水平时可以
节约超过２０％的训练时间．

（２）相较于ＧＡＬＡＡ２Ｃ在单个计算节点内部
进行训练，使用消息传递模型的ＰＡＬＡＡ２Ｃ有效地
提升了其在集群内部的可扩展性．实验表明ＰＡＬＡ
可以利用的计算资源６倍于ＧＡＬＡ．

（３）ＰＡＬＡ最终训练出的策略可以在绝大多数游
戏上超越其他方法．实验结果表明，训练２５０万步的
ＰＡＬＡ已经优于其他方法训练４００万步后的结果．
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２　相关工作
最初的深度强化学习算法如深度Ｑ网络（Ｄｅｅｐ

ＱＮｅｔｗｏｒｋ，ＤＱＮ）和执行评价者算法（ＡｃｔｏｒＣｒｉｔｉｃ
ａｌｇｏｒｉｔｈｍ，ＡＣ）［１３］基本都是单线程的．显然，当训练
环境复杂度提高之后，智能体从环境中获得样本的
时间更长，单线程的训练方法无法满足训练时间的
需求．
２０１６年，Ｍｎｉｈ等人则提出了Ａ３Ｃ算法，Ａ３Ｃ是

在Ａ２Ｃ的基础上开发的异步版本．Ａ３Ｃ使用多个执
行者同时进行采样，为ＡＣ算法提供了一种并行训
练的方法，这一方法将训练时间缩短到了ＤＱＮ的
八分之一．
２０１８年，ＩＭＰＡＬＡ针对强化学习训练出来的

智能体通用性不强的问题，提出多任务训练的概念，
即使用同一套神经网络控制不同的任务．ＩＭＰＡＬＡ
属于异策略学习算法，使用Ｖｔｒａｃｅ对样本进行权
值更新．其中执行者和学习者异步执行．
２０１８年，Ｈｏｒｇａｎ等人提出了ＡｐｅＸ算法．ＡｐｅＸ

为ＤＱＮ算法提供了并行训练策略，它通过并发多
个执行者进行采样，使用全局重放缓存作为样本的
存储空间，通过提升并行度和可扩展性提升了计算
效率．
２０１９年谷歌提出ＳＥＥＤＲＬ［１４］．ＳＥＥＤＲＬ旨在

提升推理速度，降低参数传递所需的带宽并充分利
用计算资源，ＳＥＥＤＲＬ使用专用硬件对神经网络进
行推理，并确保参数保持在本地以便节约带宽．同时
使用Ｖｔｒａｃｅ等方法对样本进行修正和动作重放．

鉴于Ａ３Ｃ作为同策略异步架构在并行方面的
优秀表现，很多学者在Ａ３Ｃ的基础上进行了许多改
进，如Ａｓｓｒａｎ等人在并行多个执行者的同时并行多
个学习者，使用模型平均这种分布式求梯度方法，创
造了ＧＡＬＡ算法．ＧＡＬＡ算法同时并行多个智能
体，多个智能体之间使用全连接，以Ｇｏｓｓｉｐ算法进
行交互，在提升采样能力的同时提升了总体的学习
能力．在ＧＡＬＡ的实验中，它在一个含有４８个ＣＰＵ
核与１个ＧＰＵ单机进行部署和训练．ＧＡＬＡ算法
使用的共享内存模型限制了其可扩展性，在节点间
以网络进行互联的集群中，ＧＡＬＡ算法较难进行有
效扩展．

针对执行评价者这一强化学习框架，目前也存
在一些强化学习方法针对其中参数敏感的问题进行
优化．ＳｅｌｆＴｕｎｉｎｇＡｃｔｏｒＣｒｉｔｉｃ［１５］（ＳＴＡＣ）方法通过

对可微分的超参数进行自动调优，在相关任务中取
得了２～３倍的性能提升．

３　背　景
３１　强化学习

强化学习的目的在于让智能体从一个复杂环境
中获得最高的奖励值［１６］．深度强化学习中的智能体
会在状态狊使用动作犪，然后迁移到下一个状态并
且得到奖励值狉，通过这个过程，智能体在环境中不
断探索和学习．目前强化学习大致可以分为两条发
展路径，分别是基于价值的求解方法和基于策略的
求解方法．基于价值的求解方法会显式学习一个用
于刻画环境状态好坏的价值函数犞（狊；θ），用于指导
智能体的行为．基于策略的求解方法则要显式地学
习一个策略π（犪狋｜狊狋，ω），策略在得知当前观测的环
境状态后会返回使用不同动作的概率．

智能体在环境中采取动作并搜集状态转移轨迹
作为训练样本．在离散的时间步狋时，智能体处于状
态狊狋．环境在接受到智能体的动作时会给予智能体
相应的奖励值狉狋作为反馈，为了最大化奖励回报，智
能体会根据策略π（犪狋｜狊狋，ω）或者价值函数犞（狊；θ）选
择合适的动作犪狋，其中ω代表策略网络的参数．在
智能体动作执行完成之后就进入到下一个状态狊狋＋１
并且根据环境得到奖励狉狋．（狊狋，犪，狊狋＋１，狉狋）组成了一
个用于训练的轨迹样本，神经网络使用轨迹样本进
行训练来更新策略．

在搜集完成样本后，智能体需要使用样本训练
网络．为了获得最大的得分，智能体会利用策略梯度
方法［１７］（ＰｏｌｉｃｙＧｒａｄｉｅｎｔ，ＰＧ）进行梯度上升来优化
网络参数ω、ＰＧ方法以奖励值作为权重，动作的奖
励值越高，这个样本的权重越大．依据这个方法，ＰＧ
方法会促使梯度向得分更高的方向前进，进而促使
智能体得到更高的得分．
３２　并行强化学习的训练架构

智能体与模拟器交互并采样所用的时间是训练
速度提升的瓶颈之一．并行强化学习的主要思路是
通过并行多个执行者增加采样效率，从而提升收敛
性．近年来，使用基于策略的强化学习方法得到了长
足的发展，为其提供扩展性高的并行训练方法成为
重要需求之一．基于策略的强化学习方法会学习一
个策略，将智能体选择动作转化为一个分类问题：策
略网络的输入是环境，输出是要选择的动作．策略网
络使用智能体搜集到的样本进行训练，使用ＰＧ算
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法求梯度．
ＡＣ算法是一种结合了价值函数与策略梯度的

强化学习算法，这一算法内部包括了两个网络，分别
是代表当前奖励期望值的Ｑ网络和作为基线的价
值函数犞．如果当前的奖励期望值高于基线，那么在
求策略梯度时就给予其正向权重，反之则给予负向
权重．通过这种方法，策略梯度不断促使策略网络参
数向得分更高的方向移动．ＡＣ算法的架构图如图１
所示．

图１　ＡＣ算法架构图

Ａ２Ｃ算法和Ａ３Ｃ算法则是在ＡＣ算法基础上
衍生而出的同策略并行训练方法．为了提升样本采
集效率，这两种算法都同时并行了多个执行者用于
搜集样本，执行者在搜集完样本后会在本地网络计
算梯度，随后使用自己的梯度更新全局网络．Ａ２Ｃ
和Ａ３Ｃ的区别在于，对于全局网络的更新，Ａ２Ｃ是
同步的，Ａ３Ｃ则是异步的．Ａ２Ｃ会等待所有执行者都
算出梯度后进行汇总，求得平均之后再传给全局网
络，Ａ３Ｃ则是当某一个执行者算出梯度后就对全局网
络进行更新．并行ＡＣ算法的架构图如图２所示．

图２　并行ＡＣ算法架构图

近同策略算法ＧＡＬＡ与Ａ２Ｃ和Ａ３Ｃ不同，它
通过同时并行多个Ａ２Ｃ智能体来增强并行度．这些
智能体内部含有一个学习者和多个执行者，学习者
之间通过模型聚合方法做全局梯度，加速训练．
３３　并行强化学习方法的训练流程

并行强化学习目前有两种训练流程分别是：分
散执行加中心训练、分散执行加分散训练．以Ａ２Ｃ
这个分散执行加中心训练算法为例，多个执行者并
行执行动作，等待执行者与环境交互完成后，每个执
行者将自己搜集到的轨迹（狊狋，犪，狉，狊狋＋１）交给学习者
进行训练．学习者使用ω（－ｌｏｇπ（犪狋｜狊狋；ω）犃狋）来更
新参数θ．其中犃狋＝犌犖狋－犞（狊狋；θ狋），犌犖狋是从当前状态
执行犖步的奖励值，犞（狊狋；θ狋）是价值函数．

ＧＡＬＡ算法则是属于分散执行加分散训练．
ＧＡＬＡ框架中含有多个Ａ２Ｃ智能体，每个Ａ２Ｃ智
能体下的执行者并行采集样本，每个智能体内的学
习者异步通信，使用模型平均进行全局梯度计算．模
型平均会对当前通信的节点模型参数求平均．这种
方法可以显著加快梯度下降．ＧＡＬＡ在增加了框架
整体采样能力的同时还增加了学习能力，提升了训
练速度和训练效果．
３４　并行编程模型

并行编程模型主要用于编写大规模并行程序［１８］．
目前常用的并行编程模型有共享内存模式、消息传
递模式［１９］、多线程模式［２０］以及数据并行模式［２１］．

在拥有全局内存时，可以使用共享内存模式［２２］

编写大规模并行程序．在共享内存模式中，所有处理
器共享一个内存空间．ＧＡＬＡ使用的便是这种方
法，它使用单个节点的４８个ＣＰＵ核与１个ＧＰＵ进
行训练．这一方法有着编程方式简单的优势，但是可
扩展性不强，难以被用来构建大规模系统．

消息传递模式主要用于所有处理器无法共享相
同的内存空间时．在消息传递模式中，处理器之间通
过网络进行互联．相较于共享内存模式，这一编程模
型有着比较好的可扩展性，符合并行强化学习对于
算力扩展的需求．本文使用消息传递模式构建了并
行强化学习训练框架ＰＡＬＡ．
３５　犌狅狊狊犻狆算法

Ｇｏｓｓｉｐ算法［２３］通常在一些端到端的网络中被
用于实现异步通信［２４］求平均．假设整体的网络中存
在狀个需要进行通信的节点，每个节点有一个参数
向量狓犻（犻＝１，…，狀），这些节点以端到端的网络进行
连接．Ｇｏｓｓｉｐ算法的目的就在于计算出所有参数
向量的平均值１狀∑

狀

犻＝１
狓犻．Ｇｏｓｓｉｐ的迭代形式为犡犽＋１＝
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犘犽犡犽，其中犡是各个节点的参数向量按行拼接形成
的矩阵，犘是聚合矩阵，犽代表第犽次迭代．聚合矩
阵犘定义了网络的拓扑结构，每次迭代中，节点狏犻
只需要与聚合矩阵元素狆犻，犼不等于０的狏犼通信即
可．Ｇｏｓｓｉｐ算法能够减少通信量，并且减少同步次
数，提升计算效率．

Ｇｏｓｓｉｐ算法是一个最终一致性算法．使用Ｇｏｓｓｉｐ
算法的节点在经过有限次迭代后，各个节点包含的
信息仍然存在一定的差异，这种差异导致ＧＡＬＡ和
ＰＡＬＡ的策略模式属于近同策略．在强化学习场景
中，策略传递与模型融合对于一致性的要求不是很
强，因此可以使用Ｇｏｓｓｉｐ算法．

４　多个智能体并行的分布式强化学习
框架

　　本节将对ＧＡＬＡ进行简要的概述，并阐明ＰＡＬＡ
的相关细节．

４１　基于犌狅狊狊犻狆算法的执行学习者算法
ＧＡＬＡ的架构如图３所示．ＧＡＬＡＡ２Ｃ在单节

点上设置狀个Ａ２Ｃ智能体，每个Ａ２Ｃ智能体包含
１个学习者和多个执行者，这些智能体狏含有策略网
络π（犪狋｜狊狋；ω犻）和价值函数犞（狊狋；θ狋）．智能体通过环
境交互，收集样本并更新策略与价值函数．在ＧＡＬＡ
Ａ２Ｃ中，每个智能体依照聚合矩阵与其他智能体相
连，使用Ｇｏｓｓｉｐ方法从与其相连的节点获取模型参
数并聚合．ＧＡＬＡ在实现上使用了稀疏的拓扑结构
和Ｇｏｓｓｉｐ算法，在理论上能够将各个智能体的参数
差距限制范围在一定范围内．通过移除严格的策略
一致性限制，ＧＡＬＡ提升了可扩展性和计算效率．

ＧＡＬＡＡ２Ｃ的伪代码如算法１所示．狆犻，犼是聚合
矩阵犘中的元素，犘定义了智能体互联的拓扑结构．
智能体狏犻仅需要和狆犻，犼≠０的智能体狏犼交互信息．狏犻
将从!

ｉｎ
犻··＝｛狏犼｜狆犻，犼＞０｝集合中得到最新的模型参数

并聚合，并对!

ｏｕｔ
犻··＝｛狏犼｜狆犼，犻＞０｝集合中的节点发送

模型参数以及其他信息．

图３　使用环状方式连接的ＧＡＬＡ架构图
算法１．使用Ａ２Ｃ作为智能体的ＧＡＬＡＡ２Ｃ．
输入：初始化可训练参数狓犻＝（ω犻，θ犻）
１．ＦＯＲ狋＝０，１，２，…，ＤＯ
２．根据策略πω犻采取犖步动作并存储轨迹（狊狋，犪狋，狉狋，狊狋＋１）．

３．计算犌犖狋＝∑
犖－１

犻＝０
γ犻狉狋＋犻＋γ犖犞（狊狋＋狀，θ犻）和优势函数犃狋＝

∑
犖－１

犻＝０
γ犻狉狋＋犻＋γ犖犞（狊狋＋狀，θ犻）－犞（狊狋，θ犻）．

４．利用θ（犌犖狋－犞（狊狋；θ））２及策略梯度［２５］，使用参数狓犻

执行Ａ２Ｃ的优化步骤．
５．将新参数狓犻广播给所有传出节点!

ｏｕｔ
犻．

６．ＩＦ缓存含有来自传入节点!

ｉｎ
犻中狏犼的信息犿犼ＴＨＥＮ

７．　　狓犻＝ １
１＋｜!ｉｎ犻｜狓犻＋∑犼犿（ ）犼

８．　ＥＮＤＩＦ
９．ＥＮＤＦＯＲ
输出：训练完成的参数狓′犻＝（ω′犻，θ′犻）
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ＧＡＬＡ的共享内存模型导致其难以在没有共
享内存的节点间传递信息，因此部署ＧＡＬＡ的最优
方法是将其部署在含有多个ＧＰＵ的单节点上．
４２　犘犃犔犃的算法与结构

通过提升并行性和可扩展性可以提升强化学
习算法的收敛速度．局限于单个计算节点的强化
学习算法会受到计算资源不足的影响而导致采样
效率受限．ＰＡＬＡ通过提升可扩展性增强了收敛效
率．为了能够在集群内部没有共享内存的条件下

扩展到所有节点并利用全局计算资源，本文使用
消息传递模型构建了以Ｇｏｓｓｉｐ模式进行消息交换
的ＰＡＬＡ．ＰＡＬＡ的架构图如图４所示，算法如算
法２所示．相比与算法１，ＰＡＬＡＡ２Ｃ算法使用一
个中心服务器来管理所有的参数和锁．这些参数
和锁存储在位于中心服务器的数据代理中，数据代
理的主要作用是协助智能体在网络之间传递消息．
在训练逻辑上，ＰＡＬＡ和ＧＡＬＡ等价以便保证计算
收敛．

图４　ＰＡＬＡ架构图

算法２．　使用Ａ２Ｃ作为智能体的ＰＡＬＡＡ２Ｃ．
输入：初始化可训练的参数狓犻＝（ω犻，θ犻），存储于服务

器中的数据代理犛以及连接拓扑犜
１．从拓扑图犜中得到消息传入节点的索引!

ｉｎ
犻以及消

息传出节点的索引!

ｏｕｔ
犻

２．ＦＯＲ狋＝０，１，２，…，ＤＯ
３．使用策略πω犻，执行犖步动作｛犪狋｝并存储（狊狋，犪狋，狉狋，狊狋＋１）

４．计算犌犖狋＝∑
犖－１

犻＝０
γ犻狉狋＋犻＋γ犖犞（狊狋＋狀，θ犻）的返回值以及

优势函数犃狋＝∑
犖－１

犻＝０
γ犻狉狋＋犻＋γ犖犞（狊狋＋狀，θ犻）－犞（狊狋，θ犻）

５．执行θ（犌犖狋－犞（狊狋；θ））２来优化θ并且执行大数据
批的梯度下降来优化ω

６．将模型参数狓犻发送给犛并插入到数据代理犛［!ｏｕｔ犻］中
７．ＩＦ数据代理犛包含来自传入节点狏犼的模型犿犼ＴＨＥＮ
８．　　狓犻＝ １

１＋｜!ｉｎ犻｜狓犻＋∑犼犿（ ）犼
９．ＥＮＤＩＦ
１０．ＥＮＤＦＯＲ
输出：训练完成的参数狓′犻＝（ω′犻，θ′犻）
证明ＰＡＬＡ计算收敛的关键在于证明ＰＡＬＡ

在经过犽步迭代后，所有智能体的参数堆叠而成向
量犡和全局智能体参数的平均值堆叠而成的向量
珚犡犽的差距能够缩减在一个范围内．如果他们的差异
过大，那么就不能收敛．
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ＰＡＬＡ和ＧＡＬＡ均使用Ｇｏｓｓｉｐ方法进行参数
传递和共享．ＰＡＬＡ使用跨节点进程组织训练并使
用数据代理在进程之间传递消息，由于通过网络，因
此节点之间变为了消息传递模式而非共享内存模
式，切换并行编程模型后ＰＡＬＡ仍然符合ＧＡＬＡ
证明中的收敛条件．

在ＧＡＬＡ的收敛性证明中有以下几个条件：首
先，连接各个节点的图是有向且连续的，节点之间按
照有向图方向存在收发顺序；其次，消息的传递存
在延迟，在第犽次迭代发送出来的参数信息会在第
犽′（犽′＞犽）次迭代被接受；再次，用于定义节点之间通
信拓扑图的聚合矩阵犘是行随机的（每行元素非负且
求和值为１）．设所有节点的参数堆叠而成向量犡，所
有的参数更新量堆叠成向量犌，α代表学习率，β（０
β１）代表迭代过程中通信拓扑图的联合谱半径．在这
些条件限制下，ＧＡＬＡ证明得到犡（犽＋１）－珡犡（犽＋１）
α∑

犽

狊＝０
β犽＋１－狊犌（狊），犡（犽＋１）表示所有智能体在犽＋１步

时的参数值，珡犡（犽＋１）表示所有智能体在犽＋１步时的
参数平均值．这个结果表明，随着训练不断开展，各个
智能体的差距可以缩减到一个越来越小的边界内．
ＰＡＬＡ为了维持可收敛性，在训练逻辑上和ＧＡＬＡ

保持一致，主要增加了分布式实现方式，其中ＰＡＬＡ
使用了环状有向图，切换了并行编程模型，仍然使用
Ｇｏｓｓｉｐ方法作为通信机制．环状有向图符合ＧＡＬＡ
论证中图是有向的这一要求，并且代表有向环的聚
合矩阵犘仍然是行随机的．同样的，ＰＡＬＡ使用的并
行编程模型在信息传递中也存在通信延迟．这证明
ＰＡＬＡ在模型的可收敛性上保持了相同的条件，可
以使用ＧＡＬＡ的结论．
ＰＡＬＡ内含有设置狀个Ａ２Ｃ个智能体，每个智

能体按照顺序进行通信并组织成环状，智能体之间
使用Ｇｏｓｓｉｐ算法进行通信，使用模型融合方法求整
体梯度．

智能体直接面向数据代理收发信息．在实现上，
数据代理以全局可访问的列表进行实现，每个智能
体会根据相应的索引在列表中查询信息．由于每次
传递的数据量较小，因此使用一个中心服务器对消
息进行管理是可行的．数据代理位于中心服务器中，
使用数据代理能够简化消息传递模型的实现，保证
多机之间构建通信的简便性．智能体使用存储在!

ｉｎ
犻

与!

ｏｕｔ
犻中的节点索引来找到执行模型聚合的节点．通

过使用消息传递模型，ＰＡＬＡ能够扩展到整个集群并
且部署更多智能体从而加速训练．为了在收敛上得到

理论保证，除了并行模型外，ＰＡＬＡ在Ｇｏｓｓｉｐ算法
等方面与ＧＡＬＡ在逻辑上等价．

在实现细节上，中心服务器中的数据代理的构
建使用Ｐｙｔｈｏｎ库中多线程库进行实现，多进程库
中存在以列表形式存储的数据代理ＬｉｓｔＰｒｏｘｙ，这种
数据代理可以在多机传递信息的同时提供数据操
作．多进程库可以直接兼容数据列表并进行读写．同
时，数据代理对于数据格式有着比较好的兼容性，
ＰＡＬＡ通过在数据代理上自定义了一套锁方法实现
了消息传递的有序性．当前的一些分布式库如Ｒｅｄｉｓ
等在多机之间难以定义进程锁，而锁在维持模型聚
合顺序上是必须的，如果没有锁维持模型聚合顺序，
ＰＡＬＡ的收敛条件之一就会被打破从而无法收敛．
因此本文没有采用Ｒｅｄｉｓ等分布式数据库．
ＰＡＬＡ会在智能体发送与接受模型时对模型参

数与锁进行序列化和解序列化．实现中使用Ｐｉｃｋｌｅ
和Ｂａｓｅ６４［２６］进行编码和解码．序列化的目的在于使
其能够通过网络进行传输并且符合ＣＵＤＡ的要求．
在发送模型参数时，参数需要从ＧＰＵ中导出并且
进行序列化，在接受时则需要解序列化参数并将其
导入ＧＰＵ．序列化过程的本质是将模型参数转换为
网络内部可以传输的字符串，在其他节点接受到序
列化后的模型参数后再对其进行解序列化并加载进
入ＧＰＵ中．

锁用于维持智能体的沟通顺序和通信延迟，即
智能体在其他节点读取完成后才能对其发送信息，
在本身的聚合操作完成后才能读取新一轮信息．原
始的锁实现形式无法满足网络传输的需求，我们重
新设计了可以在网络之间进行传输的锁，用于触发
进程的行为．锁使用循环等待来维持先后顺序，每一
个智能体使用布尔类型的标志触发锁．采用这一方
式的主要原因是传统的锁会由于线程不安全等问题
无法使用网络进行传输，使用循环等待在保证了安
全的同时使用了最简单的基础数据类型来保证符合
数据代理要求．

实验结果表明，通过将智能体分散到集群上降
低单个节点负载，并且增加智能体数量，ＰＡＬＡ达
到了更好的时钟表现，在相同训练步数下得到了更
高的得分．

算法２中存在智能体狏犻对!

ｉｎ
犻和!

ｏｕｔ
犻的隐式等

待．对于智能体狏犻，它会在!

ｉｎ
犻中的所有智能体完成

写入之后再进行模型平均，而对于在!

ｏｕｔ
犻中的节点

狏犼，狏犻会在狏犼读取完上一轮所有的信息后再发送新
的信息．在ＰＡＬＡ中，读写顺序必须存在，没有这些
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顺序，Ｇｏｓｓｉｐ过程以及更多的智能体就不能带来增
益．因此，为了维持这一顺序并且实现高效的训练，
隐式等待是必须的．

５　多个智能体并行的分布式强化
学习框架

５１　实验设置
实验在含有４个计算节点的集群上进行，每个

计算节点含有两个Ｉｎｔｅｌ（Ｒ）ＸＥＯＮ（Ｒ）５２２０ＣＰＵ，
共７２个ＣＰＵ核，一块ＮＶＩＤＩＡＴｅｓｌａＶ１００ＧＰＵ，
２５６ＧＢ内存．节点之间以千兆网互联．节点运行的
操作系统为Ｕｂｕｎｔｕ１６．０４．４．ＮＶＩＤＩＡＧＰＵ驱动版
本为４４０．３３．１．ＣＵＤＡ计算库的版本为１０．２．使用
ＰｙＴｏｒｃｈ１．３．１［２７］实现ＰＡＬＡ以及要对比的方法．

在实验安排上，本文以ＰＡＬＡＡ２Ｃ与ＧＡＬＡ
Ａ２Ｃ、Ａ２Ｃ、ＩＭＰＡＬＡ进行比较．ＩＭＰＡＬＡ与Ａ２Ｃ通
过Ｒａｙ１．１．０［２８］、ＲＬｌｉｂ［２９］和Ｔｕｎｅ［３０］实现，这些方法
作为基线用于对比．ＲＬｌｉｂ是一个开源的强化学习库，
有较高的可扩展性．比较性能表现的环境为六个常
用的Ａｔａｒｉ２６００游戏．六个游戏分别为ＢｅａｍＲｉｄｅｒ、
Ｂｒｅａｋｏｕｔ、Ｐｏｎｇ、Ｑｂｅｒｔ、Ｓｅａｑｕｅｓｔ、ＳｐａｃｅＩｎｖａｄｅｒｓ．由
于其自身的设计，ＧＡＬＡＡ２Ｃ与Ａ２Ｃ将在单节点
上对其进行训练；ＰＡＬＡＡ２Ｃ与ＩＭＰＡＬＡ使用集
群上的所有节点进行训练．ＰＡＬＡＡ２Ｃ训练时首先
设定好本次训练的节点数量，节点编号等参数，启动
中心服务器，再启动其他分布于集群上各个计算节
点的训练节点，此时训练开始正常进行．实验结果图
的曲线取三次实验的平均结果，实验结果表中的结
果为１０次实验的平均结果及其标准差，实验中的步
数指代训练时间步．

在超参数设置中，ＰＡＬＡＡ２Ｃ与ＧＡＬＡＡ２Ｃ
使用相同的配置．

通过实验表明，大的数据批（ｂａｔｃｈｓｉｚｅ）能够有
效稳定训练并且提升计算效率［３１］．因此在超参数设
置中对ＰＡＬＡＡ２Ｃ与ＧＡＬＡＡ２Ｃ都使用了较大的
数据批．在智能体的设置方面，ＰＡＬＡＡ２Ｃ与ＧＡＬＡ
Ａ２Ｃ保持相同，每个智能体含有１个学习者与１６个
执行者．优化器均为ＲＭＳＰｒｏｐ．Ａ２Ｃ与ＩＭＰＡＬＡ的
超参数设置与ＲＬｌｉｂ中的默认设置相同．

为了探究不同超参数对于训练效果的影响，
本文设计了一系列消融实验．消融实验主要由两
部分组成：计算负载的影响以及增加智能体数量
的影响．

对比实验主要对比了不同方法之间的时间效率
以及最终产出策略的得分．ＰＡＬＡＡ２Ｃ以及对比方
法将被训练５．５ｈ并分析时间效率．在训练４千万步
之后，本文将取出每种方法最后产出的策略进行对比．
５２　消融实验

本节主要分为两部分：第一部分将展示随着智
能体数量增加计算负载提升所带来的影响，实验结
果表明高工作负载会降低计算效率；第二部分将展
示智能体数量增加对于训练效果带来的提升．本节
也将分析在增加智能体数量时，隐式等待所带来的
影响．
５．２．１　计算负载的影响

更多的智能体并行地探索环境，收集更多不同
类型的样本对于训练是有益的，但是过高的计算负
载会影响计算效率．ＧＡＬＡ使用的共享内存模式导
致其难以扩展，增加更多智能体带来的负载无法被
均衡给其他节点，从而导致训练时间增加并且抵消一
部分智能体增加带来的效果．由于ＰＡＬＡ使用可扩
展性更强的消息传递模式，因此增加节点数量时带来
的负载，能够均衡地分散到集群上的各个节点上．

为了分析计算负载的边界，本文设计了ＰＡＬＡ
Ａ２Ｃ使用１４４个ＣＰＵ核与２个ＧＰＵ在游戏Ｐｏｎｇ
中训练智能体的实验，通过使用三种不同的情况
来对比分析计算负载带来的影响．三种情况分别
是：ＧＡＬＡＡ２Ｃ的计算负载不同；ＰＡＬＡＡ２Ｃ和
ＧＡＬＡＡ２Ｃ负载相同且ＰＡＬＡＡ２Ｃ不使用负载均
衡；ＰＡＬＡＡ２Ｃ和ＧＡＬＡＡ２Ｃ框架内总的负载相
同但是ＰＡＬＡＡ２Ｃ使用负载均衡．

在图５（ａ）中可以发现，随着智能体数量的增
加，收敛所需要的训练步数更少，意味着更多的智能
体对环境进行探索可以为训练带来正向收益．

图５（ｂ）表示，当节点负载相同时，ＰＡＬＡＡ２Ｃ
与ＧＡＬＡＡ２Ｃ的时间表现基本一致．即，在单机低
负载的情况下，ＰＡＬＡＡ２Ｃ和ＧＡＬＡＡ２Ｃ的时间
表现没有很大差距．在节点负载不同，但总的智能体
数量相同时，通过图５（ｃ）可以发现，同样拥有１６个
智能体的ＰＡＬＡＡ２Ｃ与ＧＡＬＡＡ２Ｃ的时间表现
出现了差距，ＰＡＬＡＡ２Ｃ的训练速度更快，耗时更
短．ＧＡＬＡＡ２Ｃ由于无法利用额外的计算节点，因
此在使用１６个智能体时，单个节点承载了更高的工
作负载，降低了时间表现．ＰＡＬＡＡ２Ｃ通过将负载
均衡地分布到多个节点上降低了单个节点的工作负
载，提升了训练效率．当训练结果的得分达到２０时，
ＰＡＬＡＡ２Ｃ相较于ＧＡＬＡＡ２Ｃ能够加速２５％．
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图５　不同计算负载的结果

实验结果表明过重的工作负载对时间效率有负
向的影响，而ＰＡＬＡ则通过将整体负载均衡分散到
整个集群上提升了时间表现．负载过重导致效率降低
的原因是高负载情况下会需要更多时间完成Ｇｏｓｓｉｐ
流程，从而使隐式同步的时间变长，直观的表现是在
循环等待锁上消耗的时间更长．如果将所有智能体部
署在单个节点上，那么智能体需要等待其他智能体释
放资源之后再占用，从而需要更长的时间完成Ｇｏｓｓｉｐ
流程，而ＰＡＬＡ通过提升可扩展性得到了更多可用
的计算资源，使得智能体不需要再耗时等待资源释
放．下一节将分析负载过重带来的具体影响．
５．２．２　智能体数量增加带来的影响

在取得良好的时间性能的同时，ＰＡＬＡ可以在
框架内部署更多的智能体，实验表明更多的智能体
可以保证ＰＡＬＡ在相同的训练步数下取得更好的
训练结果．

这一实验使用２８８个ＣＰＵ核与４个ＧＰＵ来观
测增加智能体所带来的影响，在游戏ＢｅａｍＲｉｄｅｒ上
进行训练．使用更多的结算节点可以保证框架在部
署更多的智能体时能够维持较低的负载．在本节的
实验中，整个框架的智能体从８到３２个不等．

图６表明，当集群中智能体数量增加时，训练的效
果也可以得到相应的增益．在图６中可以发现，当框架
中智能体的数量增加，相同步数下的得分也会增长．

图６　增加智能体数量后的训练步数得分图

ＰＡＬＡＡ２Ｃ中的智能体设置与ＧＡＬＡＡ２Ｃ保
持一致，都含有一个学习者和１６个执行者．框架内
的智能体增多会导致探索环境的执行者数量增多，
从而采样出来更加丰富的轨迹．使用不同情况下的
轨迹可以让智能体掌握多种不同的能力，让其更好
地适应环境．同时，并行更多的执行者可以极大提升
采样效率，满足训练需求．
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在Ｇｏｓｓｉｐ过程方面，ＰＡＬＡ和ＧＡＬＡ是逻辑上等价
的，ＰＡＬＡ也需要加入隐式等待．框架内含１６个智能体
与１２个智能体时的时间表现基本一致，但是当节点数
量增加到２４个时，时间效率出现了衰减．如图７所示．

图７　在不同拓扑结构下增加智能体的时间效率图

智能体数量增加导致时间效率衰减的原因如
图８所示．实验表明，当框架内设置了超过２４个智
能体时，进行模型聚合所需的时间相比部署１６或
１２个智能体几乎翻倍．在互联的网络环境限制下，一
次迭代中，由于没有显式同步，当智能体数量过多时，
消息到达的时间方差就会变大．如前文所述，Ｇｏｓｓｉｐ
过程需要使用锁来维持一定的顺序，否则智能体数
量的增加就不会产生增益．智能体狏犻需要等待!

ｉｎ
犻集

合中的智能体消息全部到达后才能开始聚合．大的
到达时间方差会导致智能体狏犻等待时间变长，直观
表现就是锁的占用时间更长．

在实际的设置中，当我们需要把聚合时间控制
到较低水平时，智能体数量的设置存在一个边界．在
当前的网络条件限制下，智能体数量带来的性能边
界为１６．当超过这一边界时，聚合所需的时间会随
着节点数量的增长而增长．

图８　训练过程中不同步骤消耗的时间占比

５３　与当前分布式深度强化学习方法的比较
本节将ＰＡＬＡＡ２Ｃ的收敛效率以及训练完成

后的策略表现与ＧＡＬＡＡ２Ｃ、Ａ２Ｃ和ＩＭＰＡＬＡ进
行比较．结果如图９和表１所示．

图９　ＰＡＬＡ、ＧＡＬＡ、ＩＭＰＡＬＡ和Ａ２Ｃ的训练时间效率比较
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表１　犃２犆、犐犕犘犃犔犃、犌犃犔犃犃２犆和犘犃犔犃犃２犆的最终策略水平对比
Ｓｔｅｐｓ ＢｅａｍＲｉｄｅｒ Ｂｒｅａｋｏｕｔ Ｐｏｎｇ Ｑｂｅｒｔ Ｓｅａｑｕｅｓｔ ＳｐａｃｅＩｎｖａｄｅｒｓ

ＩＭＰＡＬＡ ４０Ｍ ７８３３±１９６ ２４８±５　 ２１±０ １３７９６±４５９ １７５１±１１７ ２７１６±２６７
Ａ２Ｃ ４０Ｍ ９８２９±１３５５ ４９５±５７　 ２１±０ １９９２８±９９　 １８９４±６　 ３０２１±３６　

ＧＡＬＡＡ２Ｃ ２５Ｍ ９５００±１０２０ ６９０±７２　 ２１±０ １８８１０±３７　 １８７４±４　 ２７２６±１８９
ＧＡＬＡＡ２Ｃ ４０Ｍ １０１８８±１３１６ ６９０±７２　 ２１±０ ２０１５０±２８　 １８９２±６　 ３０７４±６９　
ＰＡＬＡＡ２Ｃ ２５Ｍ １３３９４±４３１７ ７９８±１２７ ２１±０ ２６３５０±３５３ ２６３８±６　 ２９８５±８３　
ＰＡＬＡＡ２Ｃ ４０Ｍ １４１２５±３６４５ ８４８±４５　 ２１±０ ２６３７５±１３３ ２７２０±２１　 ２９８７±１１７

５．３．１　时间效率
如图９所示，相较于ＧＡＬＡＡ２Ｃ，ＰＡＬＡＡ２Ｃ

缩减了训练时间．ＧＡＬＡＡ２Ｃ与Ａ２Ｃ在一个计算
节点上进行扩展，而ＰＡＬＡＡ２Ｃ和ＩＭＰＡＬＡ则可
以扩展到整个集群．在这个实验中，并行训练框架均
使用１４４个ＣＰＵ核与２个ＧＰＵ进行实验，ＧＡＬＡ
Ａ２Ｃ和Ａ２Ｃ使用７２个ＣＰＵ核与１个ＧＰＵ进行
实验．ＰＡＬＡＡ２Ｃ与ＧＡＬＡＡ２Ｃ均使用１６个智能
体．每个Ａｔａｒｉ２６００游戏都被训练约５．５ｈ．

在六个游戏中，ＰＡＬＡＡ２Ｃ都超过了ＧＡＬＡ
Ａ２Ｃ．结果表明，在达到相同的水平下，相比于ＧＡＬＡ
Ａ２Ｃ，ＰＡＬＡＡ２Ｃ能节约约２０％的训练时间．通过
使用消息传递模型并利用基于Ｇｏｓｓｉｐ算法的通信
模式，ＰＡＬＡＡ２Ｃ得到了更好的计算效率．
５．３．２　最终策略表现

这一部分将比较训练完成后的策略水平．
图９表明，ＰＡＬＡＡ２Ｃ有着良好的计算性能．

在训练完成后，选择每种方法最优的策略作为最终
策略，通过１０次验证迭代来分析其最终表现．表１
展示了最终评估的平均得分以及在１０次验证迭代
中的标准差．

相比与其他方法，ＰＡＬＡＡ２Ｃ的最终策略几乎
在每个游戏中都得到了最高的得分．值得注意的是，
ＰＡＬＡＡ２Ｃ的智能体在训练２５００万步时就已经取
得了和ＧＡＬＡＡ２Ｃ训练４０００万步相同的得分．综合
这些实验结果，得出的结论是，相比于ＧＡＬＡ，ＰＡ
ＬＡ成功地减少了至少约２０％的训练时间，并且相
比于其他训练方法，其最终的结果表现更优．

在基础算法相同的情况下，ＰＡＬＡＡ２Ｃ通过突
破样本局限性带来的局部最优取得了更好的效果．
原因可以参考样本图．如图１０所示．以Ｓｅａｑｕｅｓｔ环
境为例，在Ｓｅａｑｕｅｓｔ环境中，智能体控制潜艇在水
下射击目标，潜艇在水下不断消耗氧气，上浮则可以
补充氧气．潜艇射中目标则得分，潜艇被攻击则死
亡，同时如果潜艇氧气耗尽同样会死亡．在ＧＡＬＡ
Ａ２Ｃ的训练过程中，由于潜艇在水下射击到目标时

才会得分，而上浮会一直消耗氧气，因此智能体只会
采样潜艇在水下攻击的样本，很难采集到的潜艇上
浮补充氧气的样本．这意味着智能体受限于局部最
优，潜艇只会在下面射击拿到局部最优值，而不会上
浮，因为上浮样本在局部会带来负向奖励．ＧＡＬＡ
Ａ２Ｃ仅仅会采样到很少的上浮样本，因此这些样本
无法对训练起到决定性影响，而这些样本的缺失会
导致智能体受限于局部最优．在不会上浮的情况下，
智能体最高可以得到约１８００分．

图１０　Ｓｅａｑｕｅｓｔ游戏中潜艇补充氧气样例

而ＰＡＬＡＡ２Ｃ由于可以扩展到整个集群，因此
ＰＡＬＡＡ２Ｃ可以同时并行数量更多的智能体，这些
智能体并行采样，采样到更多潜艇上浮的样本，这些
样本可以帮助智能体克服局部最优，从而使得智能
体控制的潜艇学会上浮．学会上浮的潜艇可以在整
个训练过程中执行多次下潜攻击上浮补充氧气的
过程，从而使用有限的生命得到更多分数．
５４　关于实验结果的讨论与分析

ＰＡＬＡ能够在提升时间效率的同时增强训练
效果的原因在于，ＰＡＬＡ能够使用更多的计算资
源，从而允许更多的智能体同时对环境进行探索．通
过使用更多的智能体与不同的环境交互，收集更多
样本，智能体能够快速的提升自身的策略．

需要指出的一点是，学习者的数量需要和执行
者的数量相匹配，即深度强化学习中整个框架的学
习能力需要与采样的能力相匹配．由于ＰＡＬＡＡ２Ｃ
在逻辑上与ＧＡＬＡＡ２Ｃ等价，我们使用ＧＡＬＡ
Ａ２Ｃ来验证学习者的数量需要伴随执行者的增加
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而增加．
实验采用了两种设置，分别是２５６个执行者加

４个学习者与１２８个执行者加８个学习者．使用
ＢｅａｍＲｉｄｅｒ作为训练环境．结果如图１１所示．

图１１　对ＧＡＬＡＡ２Ｃ设置４个到８个含有不同执行者
数量的智能体

从图中可以发现，更多的执行者并没有对设置
４个智能体的框架带来更多收益．伴随着采样能力
的增加，学习能力也需要随之增加，单纯增加采样能
力不会带来很高的收益．
ＰＡＬＡ能够同时增加执行者与学习者的数量

并保持其数量匹配．ＰＡＬＡ通过将负载均衡地分散
到计算集群中平衡了同时增加执行者与学习者带来
的大量的工作负载，提升了计算效率．这也就是ＰＡ
ＬＡ能够使用更短的计算时间达成更好的训练效果
的原因．

在消融实验中我们可以发现，随着智能体数量
的增加，训练步数得分得到了正向的影响而训练时
间得分会受到负向影响．在不同的硬件条件限制
下，我们需要设置不同的智能体数量以便平衡这两
个指标．当拥有更好的计算资源和网络条件时，框架
内可以设置更多的智能体，从而在不损害时间效率
的条件下提升训练步数得分这一指标．

如图８所展示的，聚合时间占据了训练时间的
主要部分．聚合时间主要受到两部分影响：智能体数
量以及网络环境．聚合时间主要用于维持写入和聚
合顺序并保证读写的安全．维持写入和聚合顺序是
必要的，一旦破坏这一顺序，ＰＡＬＡＡ２Ｃ的表现将
会等同于Ａ２Ｃ．

聚合时间同样受到网络带宽影响．过多的智能
体数量会完全填满带宽，从而导致等待．在未来，我
们将会让ＰＡＬＡ具备拓扑敏感的特性，这一特性有
助于减少节点之间消息传递的代价．

在超参数的设置上，数据批的大小是影响训练
结果的关键参数．更大的数据批可以稳定训练并且
提升效率．图１２表明，当数据批的大小小于１５时，
时间效率会随着数据批的增大而增大．而在数据批
的大小超过１５时，更大的数据批将不会带来增益．
数据批的大小需要按照实际情况进行设定，过大的
数据批不会带来更多的增益，而如果数据批过小，则
需要更多训练步数来达到相同水平．通过实验表明，
最合适的数据批大小在１５．

图１２　使用不同数据批大小时的时间性能表现

６　结束语
本文提出了一种并行执行学习者强化学习训

练方法．这一方法能够有效加速深度强化学习模型
的训练．与其他同策略学习方法不同，ＰＡＬＡ主要
集中于将并行的智能体分布到远程节点上．我们的
实验表明，ＰＡＬＡ能够有效地在集群内部进行扩
展．ＰＡＬＡ通过优化并行模型，实现多节点共享的
锁和模型序列化方法，让其能够使用多个计算节点
平衡负载，从而在降低单节点工作负载的同时增加
智能体数量，实现减少总体训练时间、提升训练效果
的目标．

参考文献

［１］ＶｏｌｏｄｙｍｙｒＭ，ＫｏｒａｙＫ，ＤａｖｉｄＳ，ｅｔａｌ．Ｈｕｍａｎｌｅｖｅｌｃｏｎｔｒｏｌ
ｔｈｒｏｕｇｈｄｅｅｐｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ．Ｎａｔｕｒｅ，２０１５，５１８（７５４０）：
５２９５３３

［２］ＶｉｎｙａｌｓＯ，ＢａｂｕｓｃｈｋｉｎＩ，ＣｚａｒｎｅｃｋｉＷＭ，ｅｔａｌ．Ｇｒａｎｄｍａｓｔｅｒ
ｌｅｖｅｌｉｎＳｔａｒＣｒａｆｔＩＩｕｓｉｎｇｍｕｌｔｉａｇｅｎｔｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ．
Ｎａｔｕｒｅ，２０１９，５７５（７７８２）：３５０３５４

［３］ＳｉｌｖｅｒＤ，ＨｕａｎｇＡ，ＭａｄｄｉｓｏｎＣＪ，ｅｔａｌ．Ｍａｓｔｅｒｉｎｇｔｈｅｇａｍｅ
ｏｆＧｏｗｉｔｈｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋｓａｎｄｔｒｅｅｓｅａｒｃｈ．Ｎａｔｕｒｅ，

１４２２期 孙正伦等：面向执行学习者的在线强化学习并行训练方法

《
 计

 算
 机

 学
 报

 》



２０１６，５２９（７５８７）：４８４４８９
［４］ＳｉｌｖｅｒＤ，ＨｕｂｅｒｔＴ，ＳｃｈｒｉｔｔｗｉｅｓｅｒＪ，ｅｔａｌ．Ａｇｅｎｅｒａｌｒｅｉｎ

ｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇａｌｇｏｒｉｔｈｍｔｈａｔｍａｓｔｅｒｓｃｈｅｓｓ，ｓｈｏｇｉ，ａｎｄ
Ｇｏｔｈｒｏｕｇｈｓｅｌｆｐｌａｙ．Ｓｃｉｅｎｃｅ，２０１８，３６２（６４１９）：１１４０１１４４

［５］ＴｅｂｂｅＪ，ＫｒａｕｃｈＬ，ＧａｏＹ，ｅｔａｌ．Ｓａｍｐｌｅｅｆｆｉｃｉｅｎｔｒｅｉｎ
ｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｉｎｒｏｂｏｔｉｃｔａｂｌｅｔｅｎｎｉｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ２０２１ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＲｏｂｏｔｉｃｓａｎｄ
Ａｕｔｏｍａｔｉｏｎ（ＩＣＲＡ）．Ｘｉ’ａｎ，Ｃｈｉｎａ，２０２１：４１７１４１７８

［６］ＺｈａｎｇＹ，ＣｌａｖｅｒａＩ，ＴｓａｉＢ，ｅｔａｌ．Ａｓｙｎｃｈｒｏｎｏｕｓｍｅｔｈｏｄｓ
ｆｏｒｍｏｄｅｌｂａｓｅｄｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：
１９１０．１２４５３，２０１９

［７］ＨｏｒｇａｎＤ，ＱｕａｎＪ，ＢｕｄｄｅｎＤ，ｅｔａｌ．Ｄｉｓｔｒｉｂｕｔｅｄｐｒｉｏｒｉｔｉｚｅｄ
ｅｘｐｅｒｉｅｎｃｅｒｅｐｌａｙ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１８０３．００９３３，２０１８

［８］ＡｓｓｒａｎＭ，ＲｏｍｏｆｆＪ，ＢａｌｌａｓＮ，ｅｔａｌ．Ｇｏｓｓｉｐｂａｓｅｄａｃｔｏｒｌｅａｒｎｅｒ
ａｒｃｈｉｔｅｃｔｕｒｅｓｆｏｒｄｅｅｐｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆｔｈｅ３３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ
ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．Ｖａｎｃｏｕｖｅｒ，Ｃａｎａｄａ，２０１９：１３３２０１３３３０

［９］ＹｕＨ，ＹａｎｇＳ，ＺｈｕＳ．ＰａｒａｌｌｅｌｒｅｓｔａｒｔｅｄＳＧＤｗｉｔｈｆａｓｔｅｒ
ｃｏｎｖｅｒｇｅｎｃｅａｎｄｌｅｓｓｃｏｍｍｕｎｉｃａｔｉｏｎ：Ｄｅｍｙｓｔｉｆｙｉｎｇｗｈｙｍｏｄｅｌ
ａｖｅｒａｇｉｎｇｗｏｒｋｓｆｏｒｄｅｅｐｌｅａｒｎｉｎｇ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＡＡＡＩ
ＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．Ｈａｗａｉｉ，ＵＳＡ，２０１９，
３３（１）：５６９３５７００

［１０］ＦｕｊｉｍｏｔｏＳ，ＨｏｏｆＨ，ＭｅｇｅｒＤ．Ａｄｄｒｅｓｓｉｎｇｆｕｎｃｔｉｏｎａｐｐｒｏｘ
ｉｍａｔｉｏｎｅｒｒｏｒｉｎａｃｔｏｒｃｒｉｔｉｃｍｅｔｈｏｄｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｓｔｏｃｋｈｏｌｍ，
Ｓｗｅｄｅｎ，２０１８：１５８７１５９６

［１１］ＥｓｐｅｈｏｌｔＬ，ＳｏｙｅｒＨ，ＭｕｎｏｓＲ，ｅｔａｌ．ＩＭＰＡＬＡ：Ｓｃａｌａｂｌｅ
ｄｉｓｔｒｉｂｕｔｅｄｄｅｅｐＲＬｗｉｔｈｉｍｐｏｒｔａｎｃｅｗｅｉｇｈｔｅｄａｃｔｏｒｌｅａｒｎｅｒ
ａｒｃｈｉｔｅｃｔｕｒｅｓ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ
ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｓｔｏｃｋｈｏｌｍ，Ｓｗｅｄｅｎ，２０１８：１４０７１４１６

［１２］ＭａｃｈａｄｏＭＣ，ＢｅｌｌｅｍａｒｅＭＧ，ＴａｌｖｉｔｉｅＥ，ｅｔａｌ．Ｒｅｖｉｓｉｔｉｎｇ
ｔｈｅａｒｃａｄｅｌｅａｒｎｉｎｇｅｎｖｉｒｏｎｍｅｎｔ：Ｅｖａｌｕａｔｉｏｎｐｒｏｔｏｃｏｌｓａｎｄ
ｏｐｅｎｐｒｏｂｌｅｍｓｆｏｒｇｅｎｅｒａｌａｇｅｎｔｓ．ＪｏｕｒｎａｌｏｆＡｒｔｉｆｉｃｉａｌＩｎｔｅｌ
ｌｉｇｅｎｃｅＲｅｓｅａｒｃｈ，２０１８，６１：５２３５６２

［１３］ＫｏｎｄａＶＲ．Ａｃｔｏｒｃｒｉｔｉｃａｌｇｏｒｉｔｈｍｓ．ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌ
ＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，２０００，１２：１００８１０１４

［１４］ＥｓｐｅｈｏｌｔＬ，ＭａｒｉｎｉｅｒＲ，ＳｔａｎｃｚｙｋＰ，ｅｔａｌ．ＳｅｅｄＲＬ：Ｓｃａｌａ
ｂｌｅａｎｄｅｆｆｉｃｉｅｎｔｄｅｅｐＲＬｗｉｔｈａｃｃｅｌｅｒａｔｅｄｃｅｎｔｒａｌｉｎｆｅｒｅｎｃｅ．
ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１９１０．０６５９１，２０１９

［１５］ＺａｈａｖｙＴ，ＸｕＺ，ＶｅｅｒｉａｈＶ，ｅｔａｌ．Ａｓｅｌｆｔｕｎｉｎｇａｃｔｏｒｃｒｉｔｉｃ
ａｌｇｏｒｉｔｈｍ．ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓ
ｔｅｍｓ，２０２０，３３：２０９１３２０９２４

［１６］ＳｕｔｔｏｎＲ，ＢａｒｔｏＡ．ＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ：ＡｎＩｎｔｒｏｄｕｃｔｉｏｎ．
Ｃａｍｂｒｉｄｇｅ，ＵＫ：ＭＩＴＰｒｅｓｓ，１９９８

［１７］ＳｕｔｔｏｎＲＳ．Ｐｏｌｉｃｙｇｒａｄｉｅｎｔｍｅｔｈｏｄｓｆｏｒｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ
ｗｉｔｈｆｕｎｃｔｉｏｎａｐｐｒｏｘｉｍａｔｉｏｎ．ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ
ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ，２０００，１２：１０５７１０６３

［１８］ＭｃｂｒｙａｎＯＡ．Ａｎｏｖｅｒｖｉｅｗｏｆｍｅｓｓａｇｅｐａｓｓｉｎｇｅｎｖｉｒｏｎ
ｍｅｎｔｓ．ＰａｒａｌｌｅｌＣｏｍｐｕｔｉｎｇ，１９９４，２０（４）：４１７４４４

［１９］ＳｋｉｌｌｉｃｏｒｎＤＢ，ＴａｌｉａＤ．Ｍｏｄｅｌｓａｎｄｌａｎｇｕａｇｅｓｆｏｒｐａｒａｌｌｅｌ
ｃｏｍｐｕｔａｔｉｏｎ．ＡＣＭＣｏｍｐｕｔｉｎｇＳｕｒｖｅｙｓ，１９９８，３０（２）：１２３１６９

［２０］ＧｒａｈａｍＲＬ．Ｂｏｕｎｄｓｏｎｍｕｌｔｉｐｒｏｃｅｓｓｉｎｇｔｉｍｉｎｇａｎｏｍａｌｉｅｓ．
ＳＩＡＭＪｏｕｒｎａｌｏｎＡｐｐｌｉｅｄＭａｔｈｅｍａｔｉｃｓ，１９６９，１７（２）：４１６
４２９

［２１］ＨｉｌｌｉｓＷＤ，ＳｔｅｅｌｅＧ．Ｄａｔａｐａｒａｌｌｅｌａｌｇｏｒｉｔｈｍｓ．Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ
ｏｆｔｈｅＡＣＭ，１９８６，２９：１２（１２）：１１７０１１８３

［２２］ＤａｇｕｍＬ，ＭｅｎｏｎＲ，ｅｔａｌ．ＯｐｅｎＭＰ：Ａｎｉｎｄｕｓｔｒｙｓｔａｎｄａｒｄ
ＡＰＩｆｏｒｓｈａｒｅｄｍｅｍｏｒｙｐｒｏｇｒａｍｍｉｎｇ．ＣｏｍｐｕｔａｔｉｏｎａｌＳｃｉｅｎｃｅ＆
Ｅｎｇｉｎｅｅｒｉｎｇ，１９９８，５（１）：４６５５

［２３］ＳｈａｈＤ．Ｎｅｔｗｏｒｋｇｏｓｓｉｐａｌｇｏｒｉｔｈｍｓ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＡｃｏｕｓｔｉｃｓ，Ｓｐｅｅｃｈ，ａｎｄＳｉｇｎａｌ
Ｐｒｏｃｅｓｓｉｎｇ（ＩＣＡＳＳＰ２００９）．Ｔａｉｐｅｉ，Ｃｈｉｎａ，２００９：３６７３３６７６

［２４］ＢｏｙｄＳ，ＧｈｏｓｈＡ，ＰｒａｂｈａｋａｒＢ，ｅｔａｌ．Ｇｏｓｓｉｐａｌｇｏｒｉｔｈｍｓ：
Ｄｅｓｉｇｎ，ａｎａｌｙｓｉｓａｎｄａｐｐｌｉｃａｔｉｏｎｓ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ
２４ｔｈＡｎｎｕａｌＪｏｉｎｔＣｏｎｆｅｒｅｎｃｅｏｆｔｈｅＩＥＥＥＣｏｍｐｕｔｅｒａｎｄＣｏｍ
ｍｕｎｉｃａｔｉｏｎｓＳｏｃｉｅｔｉｅｓ．Ｍｉａｎｉ，ＵＳＡ，２００５，３：１６５３１６６４

［２５］ＤｈａｒｉｗａｌＰ，ＨｅｓｓｅＣ，ＫｌｉｍｏｖＯ，ｅｔａｌ．ＯｐｅｎＡＩｂａｓｅｌｉｎｅｓ．
ｈｔｔｐｓ：／／ｇｉｔｈｕｂ．ｃｏｍ／ｏｐｅｎａｉ／ｂａｓｅｌｉｎｅｓ，２０１７

［２６］ＭｕａＷ，ＬｅｍｉｒｅＤ．ＦａｓｔｅｒＢａｓｅ６４ｅｎｃｏｄｉｎｇａｎｄｄｅｃｏｄｉｎｇ
ｕｓｉｎｇＡＶＸ２ｉｎｓｔｒｕｃｔｉｏｎｓ．ＡＣＭＴｒａｎｓａｃｔｉｏｎｓｏｎｔｈｅＷｅｂ
（ＴＷＥＢ），２０１８，１２（３）：１２６

［２７］ＰａｓｚｋｅＡ，ＧｒｏｓｓＳ，ＣｈｉｎｔａｌａＳ，ｅｔａｌ．Ａｕｔｏｍａｔｉｃｄｉｆｆｅｒｅｎｔｉａｔｉｏｎ
ｉｎＰｙＴｏｒｃｈ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ
ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓＷｏｒｋｓｈｏｐＡｕｔｏＤｉｆｆ
Ｓｕｂｍｉｓｓｉｏｎ．ＬｏｎｇＢｅａｃｈ，ＵＳＡ，２０１７：１４

［２８］ＭｏｒｉｔｚＰ，ＮｉｓｈｉｈａｒａＲ，ＷａｎｇＳ，ｅｔａｌ．Ｒａｙ：Ａｄｉｓｔｒｉｂｕｔｅｄ
ｆｒａｍｅｗｏｒｋｆｏｒｅｍｅｒｇｉｎｇＡＩａｐｐｌｉｃａｔｉｏｎｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
１３ｔｈＵＳＥＮＩＸＳｙｍｐｏｓｉｕｍｏｎＯｐｅｒａｔｉｎｇＳｙｓｔｅｍｓＤｅｓｉｇｎａｎｄ
Ｉｍｐｌｅｍｅｎｔａｔｉｏｎ（ＯＳＤＩ１８）．Ｃａｒｌｓｂａｄ，ＵＳＡ，２０１８：５６１５７７

［２９］ＬｉａｎｇＥ，ＬｉａｗＲ，ＮｉｓｈｉｈａｒａＲ，ｅｔａｌ．ＲＬｌｉｂ：Ａｂｓｔｒａｃｔｉｏｎｓ
ｆｏｒｄｉｓｔｒｉｂｕｔｅｄｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｓｔｏｃｋｈｏｌｍ，
Ｓｗｅｄｅｎ，２０１８：３０５３３０６２

［３０］ＬｉａｗＲ，ＬｉａｎｇＥ，ＮｉｓｈｉｈａｒａＲ，ｅｔａｌ．Ｔｕｎｅ：Ａｒｅｓｅａｒｃｈ
ｐｌａｔｆｏｒｍｆｏｒｄｉｓｔｒｉｂｕｔｅｄｍｏｄｅｌｓｅｌｅｃｔｉｏｎａｎｄｔｒａｉｎｉｎｇ．ａｒＸｉｖ
ｐｒｅｐｒｉｎｔａｒＸｉｖ：１８０７．０５１１８，２０１８

［３１］ＳｔｏｏｋｅＡ，ＡｂｂｅｅｌＰ．Ａｃｃｅｌｅｒａｔｅｄｍｅｔｈｏｄｓｆｏｒｄｅｅｐｒｅｉｎｆｏｒｃｅ
ｍｅｎｔｌｅａｒｎｉｎｇ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１８０３．０２８１１，２０１８

附录１．
　　Ａ２Ｃ和ＩＭＰＡＬＡ使用的关键超参数为：Ａ２Ｃ：学习率为
０．０００１，使用ｒｅｗａｒｄ裁剪，每个环境使用１６个ｗｏｒｋｅｒ，数
据批大小为２００．ＩＭＰＡＬＡ：学习率为０．０００５，每个环境使用

１６个ｗｏｒｋｅｒ，数据批大小为５００，使用ａｄａｍ作为优化器，学
习率衰减率为０．９９，不使用动量．其他参数设置与１．０．０版
本相同．

２４２ 计　　算　　机　　学　　报 ２０２３年

《
 计

 算
 机

 学
 报

 》



犛犝犖犣犺犲狀犵犔狌狀，Ｐｈ．Ｄ．ｃａｎｄｉｄａｔｅ．
Ｈｉｓｒｅｓｅａｒｃｈａｒｅａｓａｒｅｉｎｔｅｌｌｉｇｅｎｔｃｏｍｐｕ
ｔｉｎｇ（ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，ｄｅｅｐｌｅａｒｎ
ｉｎｇ，ｅｔｃ．），ｈｉｇｈｐｅｒｆｏｒｍａｎｃｅｃｏｍｐｕｔｉｎｇ
（ｐａｒａｌｌｅｌｃｏｍｐｕｔｉｎｇ，ｅｔｃ．）．

犙犐犃犗犘犲狀犵，Ｐｈ．Ｄ．，ａｓｓｉｓｔａｎｔｒｅｓｅａｒｃｈｅｒ．Ｈｉｓｒｅｓｅａｒｃｈ
ａｒｅａｓａｒｅｈｉｇｈｐｅｒｆｏｒｍａｎｃｅｃｏｍｐｕｔｉｎｇ（ｐａｒａｌｌｅｌｃｏｍｐｕｔｉｎｇ，
ｈｅｔｅｒｏｇｅｎｅｏｕｓｃｏｍｐｕｔｉｎｇ，ｅｔｃ．），ｉｎｔｅｌｌｉｇｅｎｔｃｏｍｐｕｔｉｎｇ（ｒｅｉｎ
ｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，ｄｉｓｔｒｉｂｕｔｅｄｍａｃｈｉｎｅｌｅａｒｎｉｎｇ，ｅｔｃ．），ａｒｔｉｆｉｃｉａｌ

ｉｎｔｅｌｌｉｇｅｎｃｅａｐｐｌｉｃａｔｉｏｎｓ（ｃｏｍｐｕｔｅｒｖｉｓｉｏｎ）．
犇犗犝犢狅狀犵，Ｐｈ．Ｄ．，ｒｅｓｅａｒｃｈｅｒ．Ｈｉｓｒｅｓｅａｒｃｈｆｏｃｕｓｅｓｏｎ

ｈｉｇｈｐｅｒｆｏｒｍａｎｃｅｃｏｍｐｕｔｉｎｇ，ｉｎｔｅｌｌｉｇｅｎｔｃｏｍｐｕｔｉｎｇ（ｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇ，ｄｅｅｐｌｅａｒｎｉｎｇ，ｅｔｃ．）．

犔犐犙犻狀犵犙犻狀犵，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．Ｈｅｒｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ
ｉｎｃｌｕｄｅａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉｇｅｎｃｅａｐｐｌｉｃａｔｉｏｎｓ（ｎａｔｕｒａｌｌａｎｇｕａｇｅｐｒｏ
ｃｅｓｓｉｎｇ），ｉｎｔｅｌｌｉｇｅｎｔｃｏｍｐｕｔｉｎｇ（ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ）．

犔犐犚狅狀犵犆犺狌狀，Ｐｈ．Ｄ．，ａｓｓｏｃｉａｔｅｒｅｓｅａｒｃｈｅｒ．Ｈｉｓｒｅｓｅａｒｃｈ
ｉｎｔｅｒｅｓｔｓｆｏｃｕｓｏｎｈｉｇｈｐｅｒｆｏｒｍａｎｃｅｃｏｍｐｕｔｉｎｇ，ｉｎｔｅｌｌｉｇｅｎｔ
ｃｏｍｐｕｔｉｎｇ（ｄｅｅｐｌｅａｒｎｉｎｇ），ａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉｇｅｎｃｅａｐｐｌｉｃａｔｉｏｎｓ
（ｆａｃｅｒｅｃｏｇｎｉｔｉｏｎ，ｖｉｄｅｏｕｎｄｅｒｓｔａｎｄｉｎｇ，ｅｔｃ）．

犅犪犮犽犵狉狅狌狀犱
　　ＤｅｅｐＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ（ＤＲＬ）ｈａｓａｃｈｉｅｖｅｄｇｒｅａｔ
ｓｕｃｃｅｓｓｉｎｒｅｃｅｎｔｙｅａｒｓａｎｄｅｖｅｎｏｕｔｐｅｒｆｏｒｍｓｈｕｍａｎｓｉｎｓｅｖｅｒａｌ
ｄｏｍａｉｎｓ．Ｂｕｔｉｔ’ｓａｃｏｍｐｕｔａｔｉｏｎａｌｒｅｓｏｕｒｃｅｃｏｎｓｕｍｉｎｇａｎｄ
ｔｉｍｅｃｏｎｓｕｍｉｎｇｔａｓｋ．

ＴｏｓｐｅｅｄｕｐｔｈｅｔｒａｉｎｉｎｇｏｆＤＲＬａｇｅｎｔｓ，ｍａｎｙｄｉｓｔｒｉｂｕｔｅｄ
ＤＲＬａｒｃｈｉｔｅｃｔｕｒｅｓａｒｅｐｒｏｐｏｓｅｄ．

Ｈｏｗｅｖｅｒ，ｓｙｎｃｈｒｏｎｉｚｅ，ｐｏｌｉｃｙｃｏｎｓｉｓｔｅｎｃｙ，ａｎｄｓｃａｌａｂｉｌｉｔｙ
ｒｅｍａｉｎｓａｐｒｏｂｌｅｍ．

ＯｎｅｏｆｔｈｅｐｒｅｖｉｏｕｓＤＲＬａｒｃｈｉｔｅｃｔｕｒｅＧＡＬＡ（Ｇｏｓｓｉｐ
ｂａｓｅｄＡｃｔｏｒｌｅａｒｎｅｒＡｒｃｈｉｔｅｃｔｕｒｅ）ｐｒｏｖｉｄｅｓａｗａｙｔｏｓｙｎｃｈｒｏｎｉｚｅ
ａｎｄｐｏｌｉｃｙｃｏｎｓｉｓｔｅｎｃｙｐｒｏｂｌｅｍｓｂｕｔｏｎｌｙｓｃａｌｅｏｎａｓｉｎｇｌｅ
ｎｏｄｅ．

Ｔｏｉｍｐｒｏｖｅｔｈｅｓｃａｌａｂｉｌｉｔｙ，ｗｅｐｒｏｐｏｓｅｄｐａｒａｌｌｅｌａｃｔｏｒ
ｌｅａｒｎｅｒａｒｃｈｉｔｅｃｔｕｒｅ（ＰＡＬＡ）．

ＢｙｕｓｉｎｇｔｈｅＧｏｓｓｉｐａｌｇｏｒｉｔｈｍａｎｄｍｅｓｓａｇｅｐａｓｓｉｎｇ
ｐｒｏｇｒａｍｍｉｎｇｍｏｄｅｌ，ＰＡＬＡｃａｎｒｅａｃｈａｌｌｎｏｄｅｓｏｆｔｈｅｃｌｕｓｔｅｒ
ｗｈｅｎｔｈｅｒｅｉｓｎｏｓｈａｒｅｄｍｅｍｏｒｙｃｏｎｎｅｃｔｉｎｇｅａｃｈｏｔｈｅｒ．

Ｗｅａｌｓｏｐｒｏｐｏｓｅｄａｗａｙｔｏｔｒａｎｓｆｅｒｍｏｄｅｌｐａｒａｍｅｔｅｒｓ

ａｎｄｅｖｅｎｔｔｈｒｏｕｇｈｔｈｅｎｅｔｗｏｒｋｗｈｉｃｈｒｅｄｕｃｅｔｈｅｃｏｍｐｌｅｘｉｔｙ
ｏｆｂｕｉｌｄｉｎｇａｄｉｓｔｒｉｂｕｔｅｄＤＲＬｆｒａｍｅｗｏｒｋ．

ＬｉｋｅＧＡＬＡ，ＰＡＬＡａｌｌｏｗｓｔｈｅｐｏｌｉｃｙｏｆｅａｃｈａｇｅｎｔｔｏ
ｒｅｍａｉｎｃｌｏｓｅｂｕｔｎｏｔｔｈｅｓａｍｅ，ｒｅｍｏｖｉｎｇｔｈｅｌｉｍｉｔｏｆｆｒｅｑｕｅｎｔ
ｓｙｎｃｈｒｏｎｉｚｅｗｈｉｌｅｄｉｓｔｒｉｂｕｔｉｎｇａｇｅｎｔｓｉｎｒｅｍｏｔｅｎｏｄｅｓ．

Ａｓａｐｒａｃｔｉｃａｌａｌｇｏｒｉｔｈｍ，ｗｅｕｓｅＡ２Ｃ（Ａｄｖａｎｃｅｄａｃｔｏｒｃｒｉｔｉｃ
ａｌｇｏｒｉｔｈｍ）ａｓｔｈｅａｇｅｎｔｉｎＰＡＬＡａｎｄｐｒｏｐｏｓｅｄＰＡＬＡＡ２Ｃ．

Ａｓｅｒｉｅｓｏｆｅｘｐｅｒｉｍｅｎｔｓａｒｅｄｅｓｉｇｎｅｄｔｏｅｖａｌｕａｔｅｔｈｅ
ｓｃａｌａｂｉｌｉｔｙａｎｄｐｅｒｆｏｒｍａｎｃｅｏｆＰＡＬＡ．

Ｃｏｍｐａｒｅｄｗｉｔｈｐｒｅｖｉｏｕｓｗｏｒｋ，ＰＡＬＡｒｅｄｕｃｅｔｈｅｔｒａｉｎｉｎｇ
ｔｉｍｅｂｙｍｏｒｅｔｈａｎ２０％ａｎｄｒｅａｃｈｔｈｅｂｅｓｔｆｉｎａｌｐｏｌｉｃｙｉｎ
ａｌｍｏｓｔｅｖｅｒｙＡｔａｒｉ２６００ｅｎｖｉｒｏｎｍｅｎｔ．

ＴｈｉｓｐａｐｅｒｉｓｓｕｐｐｏｒｔｅｄｂｙｔｈｅＮａｔｉｏｎａｌＮａｔｕｒａｌＳｃｉｅｎｃｅ
ＦｏｕｎｄａｔｉｏｎｏｆＣｈｉｎａｕｎｄｅｒＧｒａｎｔＮｏ．６１７３２０１８，６１９０２４１５，
６１９７２４０９ａｎｄｔｈｅＯｐｅｎＦｕｎｄｏｆＳｃｉｅｎｃｅａｎｄＴｅｃｈｎｏｌｏｇｙｏｎ
ＰａｒａｌｌｅｌａｎｄＤｉｓｔｒｉｂｕｔｅｄＰｒｏｃｅｓｓｉｎｇＬａｂｏｒａｔｏｒｙ（ＰＤＬ）ｕｎｄｅｒ
ＧｒａｎｔＮｏ．ＷＤＺＣ２０２０５５００１０４．

３４２２期 孙正伦等：面向执行学习者的在线强化学习并行训练方法

《
 计

 算
 机

 学
 报

 》




