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用户生成内容场景下角色导向图神经推荐方法

娄铮铮　朱军娇　张万闯　吴　宾
（郑州大学计算机与人工智能学院　郑州　４５０００１）

摘　要　近年来互联网的飞速发展不断改变着信息的生产和传递方式，随之出现了用户使用互联网的新方式———

用户生成内容（ＵｓｅｒＧｅｎｅｒａｔｅｄＣｏｎｔｅｎｔ，ＵＧＣ）．该场景中内容以传播速度快、获取成本低等优势迅速占据互联网信

息传播的重要地位．不同于传统推荐场景，ＵＧＣ场景下用户同时扮演生产者和消费者双重角色，这使得在构建推

荐模型时既需要考虑消费者与内容之间的交互信息，也需关注内容生产者对于消费者决策的影响．因此，ＵＧＣ场

景下个性化推荐算法研究的关键在于如何充分挖掘消费者内容和消费者生产者之间的关联关系．在面向 ＵＧＣ

场景的推荐研究中，比较有代表性的模型为ＣＰＲｅｃ，该模型虽取得一定进展，但仍存在两点不足之处．其一，在模型

构建层面，未能显式建模消费者内容与消费者生产者之间的高阶连通关系，难以学习出高质量的节点表征．其二，

在模型优化层面，无法区分每个观测数据在不同训练阶段的贡献度，将影响推荐结果的质量．为此，本文提出一种

新颖的角色导向图神经推荐方法ＲＧＮＲｅｃ（ＲｏｌｅＧｕｉｄｅｄＧｒａｐｈＮｅｕｒａｌＲｅｃｏｍｍｅｎｄａｔｉｏｎ）用于 ＵＧＣ场景的个性化

排序任务．特别地，基于用户的历史行为数据与内容的创作者信息分别构建了消费者内容交互图和消费者生产者

交互图．进一步，为了显式捕获两种交互图中的高阶连通信息，构建一种双通道线性传播模块，同时刻画了消费者

兴趣与内容生产者影响的扩散过程．最终，提出设计一种自适应的正样本权重生成策略，将其融入非采样损失函

数，并建立双层优化机制来学习模型的参数．本文的核心贡献包括：（１）引入双通道线性传播模块，以显式解耦出

自身兴趣与内容生产者效应对于用户偏好建模的不同贡献度；（２）提出权重自适应的非采样损失函数，以解决不同

观测样例在模型不同训练阶段贡献不同的问题．本文分别采用经典的和最先进的图神经网络方法作为基准，在

３个ＵＧＣ场景Ｐｉｎｔｅｒｅｓｔ、Ｒｅｃｉｐｅｓ和Ｒｅｄｄｉｔ下进行了实验对比．在整体推荐性能方面，无论模型精度亦或训练效率

上均优于各基准方法，尤其在犘狉犲犮犻狊犻狅狀＠１０指标上获得了４．３１％～１７．８３％的提升；然后通过消融实验验证了双

通道线性传播模块和权重自适应优化机制的合理性与必要性；最后通过实验验证了本文方法在缓解数据稀疏和用

户冷启动方面的优越性．
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ｓｃｅｎａｒｉｏｓ：Ｐｉｎｔｅｒｅｓｔ，Ｒｅｃｉｐｅｓ，Ｒｅｄｄｉｔ．Ｉｎｔｅｒｍｓｏｆｏｖｅｒａｌｌｐｅｒｆｏｒｍａｎｃｅｃｏｍｐａｒｉｓｏｎ，ＲＧＮＲｅｃ

ｃｏｎｓｉｓｔｅｎｔｌｙａｎｄｓｉｇｎｉｆｉｃａｎｔｌｙｓｕｒｐａｓｓｅｓａｌｌｂａｓｅｌｉｎｅｓｉｎｍｏｄｅｌｅｆｆｅｃｔｉｖｅｎｅｓｓａｎｄｔｒａｉｎｉｎｇｅｆｆｉｃｉｅｎｃｙ，

ｅｓｐｅｃｉａｌｌｙｉｍｐｒｏｖｉｎｇ犘狉犲犮犻狊犻狅狀＠１０ｂｙ４．３１％－１７．８３％．Ｔｈｅｎ，ａｂｌａｔｉｏｎｓｔｕｄｉｅｓｖａｌｉｄａｔｅｔｈｅ

ｒａｔｉｏｎａｌｉｔｙａｎｄｎｅｃｅｓｓｉｔｙｏｆｔｈｅｄｕａｌｃｈａｎｎｅｌｌｉｎｅａｒｐｒｏｐａｇａｔｉｏｎ ｍｏｄｕｌｅａｎｄｔｈｅｏｐｔｉｍｉｚａｔｉｏｎ

ｍｅｃｈａｎｉｓｍｗｉｔｈａｎａｄａｐｔｉｖｅｗｅｉｇｈｔｓｔｒａｔｅｇｙ．Ｆｉｎａｌｌｙ，ｔｈｅｒｅｌａｔｅｄｅｘｐｅｒｉｍｅｎｔｓｄｅｍｏｎｓｔｒａｔｅｔｈｅ

ｓｔｒｅｎｇｔｈｓｏｆｏｕｒｐｒｏｐｏｓｅｄｍｅｔｈｏｄｉｎａｌｌｅｖｉａｔｉｎｇｄａｔａｓｐａｒｓｉｔｙａｎｄｕｓｅｒｃｏｌｄｓｔａｒｔｉｓｓｕｅｓ．

犓犲狔狑狅狉犱狊　ｒｅｃｏｍｍｅｎｄｅｒｓｙｓｔｅｍｓ；ｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋｓ；ｕｓｅｒｇｅｎｅｒａｔｅｄｃｏｎｔｅｎｔ；ｄｕａｌｒｏｌｅｓ；

ｎｏｎｓａｍｐｌｉｎｇｌｅａｒｎｉｎｇ

１　引　言

在当今大数据时代，推荐系统已成为缓解信息

过载问题的有效技术，是各大应用领域的核心组件，

如电子商务、短视频和兴趣点推荐等［１３］．个性化推荐

的深入研究不仅能够改善用户的体验，而且可以帮助

商家获取丰厚的利润．在众多推荐方法中，协同过滤

（ＣｏｌｌａｂｏｒａｔｉｖｅＦｉｌｔｅｒｉｎｇ，ＣＦ）因不依赖于物品的内

容信息而广受欢迎，其变革过程为从初期基于邻域

的方法［４］、早期矩阵分解模型（ＭａｔｒｉｘＦａｃｔｏｒｉｚａｔｉｏｎ，

ＭＦ）
［５８］、中期神经协同过滤方法［９１０］到近期图神经

网络（ＧｒａｐｈＮｅｕｒａｌＮｅｔｗｏｒｋｓ，ＧＮＮ）
［１１１４］．尽管

ＣＦ方法已取得显著进展，但因其仅依靠用户与物品

的交互数据而面临着数据稀疏和冷启动问题［１５］．

近些年，社交媒体的发展不断改变着信息生产与

传递的方式，普通用户便可作为内容生产者来创作内

容并上传平台．这种用户与系统产生交互的新形式
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亦被称为用户生成内容（ＵｓｅｒＧｅｎｅｒａｔｅｄＣｏｎｔｅｎｔ，

ＵＧＣ）
［１６］场景，以传播速度快、获取成本低等优势迅

速占据信息传播的重要地位．不同于电子商务应用，

ＵＧＣ场景下用户同时担任两种角色：消费者和生产

者；该场景中用户与内容之间的交互行为不仅源于自

身的喜好，而且会明显受到内容生产者的影响［１７］．因

此，合理建模消费者与内容生产者之间的交互关系

有助于更加准确地预测用户喜好，为缓解ＣＦ面临

的两大问题带来些许曙光．

当前部分工作已尝试将用户的双重角色信息引

入到传统ＣＦ方法．Ｗａｎｇ等人
［１８］对评分与评论两

种行为进行建模，引入评论者和打分者双重角色来

提升推荐系统的评分预测精度．与本文最相关的工

作，Ｋａｎｇ等人
［１９］研究了用户担任消费者和生产者

双重角色对于用户隐式反馈行为的影响，并将其融

入传统矩阵分解模型．这些工作虽验证了 ＵＧＣ场

景下显式建模用户双重角色的必要性，但从模型构建

层面仍存在两点不足：其一，它们均未显式探讨消费

者与内容之间的高阶连通关系，难以为不流行内容学

习出高质量的表征．从图１可观测出，存在高阶连通

路径狌１→犻２→狌４→犻５．倘若显式建模该路径，那么即

便消费者狌１未曾访问过内容犻５，其相应的信息仍有

助于犻５的表征学习．其二，上述两种方法未能显式建

模消费者与生产者的高阶连通关系，导致难以为不

活跃生产者刻画出高质量表征．直观上，我们可以将

消费者内容生产者构成一个三部图并直接运用

ＧＮＮ学习节点的表征．然而，同一用户作为消费者

与作为生产者时却存在信息富有度的差异，即消费

行为通常远多于创作行为．这可能导致模型训练过

多拟合消费行为数据，而无法充分挖掘用户作为创作

者的信息．在模型优化方面，主要包括两种学习策略：

基于负采样［８，１２］和基于非采样［５，２０］．前者基于特定的

数据分布（如均匀分布）来选取负样本，并与观测样

本来构建训练样例，但负样本的选取质量对于模型

精度有着较大影响．为了避免负采样过程，后者将所

有观测数据归为正样本，将所有未观测数据视为负

样本，并将个性化排序任务转化为机器学习的回归

优化问题．早期的非采样策略
［５］依赖交替最小二乘

法优化推荐模型参数，但矩阵求逆运算的存在使得

时间复杂度与表征维度的三次方成正比．后续，文献

［２０２２］研究了基于梯度下降的非采样学习策略，并

分别用于 ＭＦ和ＧＮＮ的优化．尽管已取得不错效

果，但这些工作在模型的不同训练阶段为每个正样

本均赋予相同的权重，导致推荐精度趋向次优．

图１　ＵＧＣ场景下食谱推荐示意图

为了解决上述问题，本文提出一种角色导向图

神经推荐方法（ＲｏｌｅＧｕｉｄｅｄＧｒａｐｈＮｅｕｒａｌＲｅｃｏｍ

ｍｅｎｄａｔｉｏｎ，ＲＧＮＲｅｃ）用于 ＵＧＣ场景的个性化排

序任务．具体而言，首先引入两个权重矩阵将每个用

户的初始表征映射为双重角色表征，避免了因分别

初始化角色表征而带来大量模型参数．随后，引入一

种双通道线性传播模块，不仅解耦了内容的生产者

对于消费者喜好的影响，而且捕获了消费者内容交

互图与消费者生产者交互图中的高阶连通信息．进

一步，为了满足于工业场景的需求，引入一种权重自

适应的非采样学习机制来优化ＲＧＮＲｅｃ的模型参

数．该训练方式不仅能够充分发挥 ＧＰＵ的矩阵运

算能力，而且保留了从全部数据样本中学习模型参

数的优势．

本文的主要贡献可概括为：

（１）强调了用户生成内容场景下显式建模用户

双重角色信息的重要性，并提出一种角色导向图神

经推荐方法．

（２）设计双通道线性传播模块，不仅解耦出内

容的创作者对于消费者决策的影响，而且捕获了两

个交互图中节点之间的高阶连通信息．

（３）引入一种权重自适应的非采样损失函数，

并运用双层优化机制来学习模型参数．

（４）在３个ＵＧＣ场景下的实验结果表明，ＲＧＮＲｅｃ

不论推荐精度亦或训练效率均显著优于最先进的推

荐方法．

２　相关工作

与本文紧密相关的工作主要涉及传统推荐方

法、ＵＧＣ推荐方法和推荐系统的模型优化３部分．
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２．１　传统推荐方法

传统推荐方法侧重于如何基于用户与物品的交

互信息刻画用户的喜好，期望向用户提供精准的个

性化服务，这种技术亦称为ＣＦ．在ＣＦ的初期时代，

主要探索基于邻域的方法［４］，即依靠近邻用户（物

品）与目标物品（用户）之间的相关性来预测目标用

户对于特定物品的喜好程度．受 Ｎｅｔｆｌｉｘ大赛的影

响，基于 ＭＦ的推荐模型广受业界关注
［５８］，其基本

原理为：为每个用户与物品学习一个向量化表征，并

采用内积函数建模该用户对于此物品的喜好程度．

受多层感知机理论上可以拟合任意函数的启发，Ｈｅ

等人［９］提出神经协同过滤（ＮｅｕｒａｌＣｏｌｌａｂｏｒａｔｉｖｅ

Ｆｉｌｔｅｒｉｎｇ，ＮＣＦ），并采用多层感知机增强 ＭＦ中内

积函数的建模能力．随后，Ｈｅ等人
［１０］进一步提出

卷积协同过滤方法 （ＣｏｎｖｏｌｕｔｉｏｎａｌＣｏｌｌａｂｏｒａｔｉｖｅ

Ｆｉｌｔｅｒｉｎｇ，ＣｏｎｖＣＦ），采用向量外积取代内积，并运

用卷积神经网络来捕获用户与物品之间的复杂交互

关系．然而，这些方法将每个交互行为视为一个独立

的训练实例，未能显式捕获用户与物品之间的协作

信号，从而无法有效缓解数据稀疏问题．

随着ＧＮＮ的快速发展，许多学者倾向于将其

应用于推荐系统［２３２５］，旨在使用图中拓扑结构信息

来学习高质量的用户与物品表征．例如，受经典图卷

积网络的启发，Ｗａｎｇ等人
［１２］提出一种神经图协同

过滤方法（ＮｅｕｒａｌＧｒａｐｈＣｏｌｌａｂｏｒａｔｉｖｅＦｉｌｔｅｒｉｎｇ，

ＮＧＣＦ），通过嵌入多个消息传播层来显式捕获用户

物品交互图的高阶连通信息．后续，Ｈｅ等人
［１３］通过

消融实验发现 ＮＧＣＦ的特征变换和非线性激活操

作对模型训练未能起到积极作用，并提出轻量化图

卷积网络（ＬｉｇｈｔＧｒａｐｈＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｔｗｏｒｋ，

ＬｉｇｈｔＧＣＮ）．鉴于负样本的选择质量直接决定着模

型精度，Ｈｕａｎｇ等人
［１４］首先通过插值方法向普通负

样本中添加正样本信息以合成难负样本，然后基于

池化操作将多个难负样本进行结合，最终生成高质

量的虚拟负样本来训练ＬｉｇｈｔＧＣＮ方法．为了缓解

物品的长尾分布问题，Ｗｕ等人
［２６］提出自监督图学

习方法（ＳｅｌｆｓｕｐｅｒｖｉｓｅｄＧｒａｐｈＬｅａｒｎｉｎｇ，ＳＧＬ），使

得学习的用户与物品表征具有较高鲁棒性．为了缓

解用户物品二部图中的噪声问题，Ｆａｎ等人
［２７］提出

图趋势过滤网络（ＧｒａｐｈＴｒｅｎｄＦｉｌｔｅｒｉｎｇＮｅｔｗｏｒｋｓ，

ＧＴＮ），以生成高质量的用户与物品表征．

２．２　犝犌犆推荐方法

伴随社交媒体平台的飞速发展，涌现出用户使

用互联网的一种新方式，即通过互联网平台既可获

取他人的创作内容，同时可以对自己生产的内容进

行传播．如在Ｐｉｎｔｅｒｅｓｔ网站中，每位用户既可以上

传自己创作的图片，也可以浏览、点赞以及评论其他

用户所上传的作品．Ｋｒｕｍｍ等人
［１６］将这种用户使

用互联网的新方式统称为ＵＧＣ场景．

不同于电子商务领域，ＵＧＣ场景下用户同时承

担内容的生产者和消费者两种角色，这使得传统推

荐方法无法在该场景中获得满意的个性化服务．针

对这一挑战，Ｗａｎｇ等人
［１８］开创性探索了用户分别

作为评论者和打分者对于评分预测任务的影响，并提

出了一种融合双重角色信息的推荐模型用于评分预

测任务．Ｋａｎｇ等人
［１９］讨论了用户作为消费者和生

产者两种角色对于用户隐式反馈行为的影响，并提

出一种角色信息增强的矩阵分解模型用于个性化排

序任务．最近，Ｈｕａｎｇ等人
［２８］提出一种深度交互属

性生成模型（ＤｅｅｐＩｎｔｅｒａｃｔｉｏｎＡｔｔｒｉｂｕｔｅＧｅｎｅｒａｔｉｏｎ，

ＤＩＡＧ），同时将用户与物品的交互关系、用户与物

品的生成关系以及物品的属性信息整合到一个统一

的框架．上述３种推荐方法一定程度上取得了一些

进展，验证了在 ＵＧＣ场景下考虑角色信息的必要

性．然而，这些工作仅使用了消费者内容及消费者

生产者之间的直接交互关系，而未能显式捕获节点

之间的高阶连通信息．

２．３　推荐系统的模型优化

在真实推荐场景中，用户、物品及交互记录的数

量通常达到百万甚至亿级规模，因此如何学习模型

参数将直接影响着算法的效率和精度．从模型优化

角度，一个推荐模型在学习策略上主要包括：负采

样［２９］和非采样［５］．前者基于特定数据分布选取合适

的负样本，并协同正样本学习模型的参数［３０３１］．其中，

最具代表性的工作是贝叶斯个性化排序（Ｂａｙｅｓｉａｎ

ＰｅｒｓｏｎａｌｉｚｅｄＲａｎｋｉｎｇ，ＢＰＲ）
［８］，其假定用户对已交

互物品的喜好要强于未观测数据，并通过均匀分布

选取负样本．然而，物品的长尾分布问题使得负样本

选取的质量和数量直接影响着模型精度与收敛性．

更甚者，由于负采样过程的存在，使得模型训练面临

ＣＰＵ与ＧＰＵ之间频繁切换的问题，导致无法充分

发挥ＧＰＵ的利用率．

基于非采样的学习策略通常将所有观测数据归

为正样本，将所有未观测数据视为负样本，并将物品

排序任务转化为机器学习的回归优化问题．典型的

工作是Ｈｕ等人
［５］提出的权重矩阵分解模型，其采
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用交替最小二乘法（ＡｌｔｅｒｎａｔｉｎｇＬｅａｓｔＳｑｕａｒｅｓ，

ＡＬＳ）优化模型参数．然而，这种优化方式由于矩阵

求逆运算的存在，使得算法的时间复杂度与表征

维度的立方成正比，导致难以实现大规模工业部

署．为了解决ＡＬＳ的效率问题，Ｈｅ等人
［３２］提出一

种元素级ＡＬＳ用于学习 ＭＦ的模型参数．Ｃｈｅｎ等

人提出基于小批量梯度下降法的非采样优化器，

分别用于矩阵分解［２０］和因子分解机模型［３３］的参

数学习．近期，Ｗｕ等人提出快速非采样学习策略，

分别用于社会化推荐［２１］和长尾物品推荐［２２］任务，

最大程度发挥了ＧＰＵ的矩阵运算能力．尽管这些

工作缓解了非采样学习策略的效率问题，却无法

在模型训练过程中为每个正样本分配自适应的

权重．

３　角色导向的图神经推荐模型

本节首先引入与本文密切相关的一些形式化定

义；其次详细阐述了角色导向的图神经推荐模型，包

含３个组件：表征初始化、双通道线性传播以及模型

预测，其可视化如图２所示．最后详细介绍了模型优

化过程．

图２　ＲＧＮＲｅｃ框架图

３１　相关定义

定义１．　消费者内容交互图．

消费者内容交互图定义为犌犮＝（!∪ !

，
"

），其

中!＝｛犮１，犮２，…，犮｜!｜｝表示消费者集；!＝｛犻１，犻２，…，

犻｜!｜｝表示内容集合；"表示消费者与内容存在交

互行为的边集．交互矩阵犚犮为｜!｜×｜!｜的矩阵，且

狉犮犻＝１表示消费者犮访问过内容犻．

定义２．　消费者生产者交互图．

消费者生产者交互图定义为犌狆＝（!∪#

，
"′），

其中!同定义１，#＝｛狆１，狆２，…，狆｜#｜｝表示生产者集

合．"′表示消费者与生产者之间的边集．交互矩阵

犚狆为｜!｜×｜#｜的矩阵，且狉犮狅＝１表示消费者犮访问

过生产者狆所创作的内容．

定义３．　高阶连通性．

针对交互图中的任意两个节点，如果经过犔３

次传递可达，则视为这两个节点具有高阶连通性．以

交互图犌犮为例，三阶连通犮１→犻１→犮２→犻２表示消费者

犮１尽管未访问过内容犻２但可能对其感兴趣，由于兴

趣相投的消费者犮２曾访问过内容犻２．

定义４． 个性化排序任务描述．

给定消费者犮∈!

，内容集合 !

，消费者内容交互

图犌犮及消费者生产者交互图犌狆．本文的推荐目标是

为消费者犮提供一个排序好的个性化内容列表，这

些内容从未浏览过但却存在感兴趣的潜在可能性．

３２　表征初始化

本文采用列向量犲狌∈!

犇和狇犻∈!

犇来分别初始

化用户狌和内容犻的表征，其中犇 为表征向量的维

度；相应地，所有用户和内容的表征向量可构成表征

矩阵犈∈!

｜"｜×犇和犙∈!

｜!｜×犇：

犈＝［犲Ｔ１，犲
Ｔ
２，…，犲

Ｔ

｜"｜
］，犙＝［狇

Ｔ
１，狇

Ｔ
２，…，狇

Ｔ

｜!｜
］（１）

在ＵＧＣ场景下，每个用户承担两种角色，倘若

共用一个向量，将导致难以刻画图犌狆中消费者与生

产者之间关系的有向性．直观上，可为每种角色单独

初始化一个向量，但该方式额外引入了大量的模型

参数．同一用户在两个交互图中节点度的富有程度

显著不同，上述方式可能导致无法为每种角色学习

出高质量的表征．为此，本文对每个用户的两种角色

共享一个初始向量，并通过两个转换矩阵映射到不

同的角色空间：

犺狌＝犠犮犲狌，狆狅＝犠狆犲狌 （２）
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其中犠犮，犠狆∈!

犇×犇，采用上述方式仅引入少量的参

数便实现了每个用户的角色自适应．

３３　双通道线性传播模块

由第３．１节可知，ＵＧＣ场景中包括消费者内

容交互图和消费者生产者交互图，如何建模二者是

精确建模用户喜好的关键所在．直观上，我们可将其

合为一个复杂异构图，然后采用异构图神经网络学

习每个节点的表征．然而，这种方式无法显式解离出

不同因素对于用户喜好的影响．在 ＵＧＣ场景下，用

户的决策通常受两部分影响．其一，消费者自身兴

趣，用于回答“消费者喜欢什么类型内容”的问题，可

通过建模消费者内容交互图进行学习．其二，内容

生产者效应，用于回答“消费者青睐于何种生产者风

格”的问题，可通过建模消费者生产者交互图进行

捕获．鉴于此，本节设计一种双通道线性传播模块，

用于分别建模消费者内容交互图和消费者生产者

交互图．两种通道输入不同但结构相似，均由两个核

心组件构成：邻居聚合和表征读出，可显式解耦出自

身兴趣与内容生产者对于用户偏好的不同贡献度．

３．３．１　邻居聚合

为了显式捕获图中节点之间的高阶连通信息，

ＧＮＮ成为一种流行技术，并在节点分类、链路预测

以及计算机视觉任务领域得到广泛运用［１１］．ＧＮＮ

的核心思想是通过执行多个图传播层为每个节点生

成高质量的表征［３４］．换言之，大多数ＧＮＮ方法通过

聚合近邻节点特征来生成目标节点的局部表达，这

种操作亦称为邻居聚合．以消费者生产者交互图为

例，给定消费者狌在第犾层表征向量犺
（犾）
狌 ，这种邻居

聚合的过程可抽象为下式：

犺
（犾＋１）
狌 ＝犳（犺

（犾）
狌 ，｛狆

（犾）
狅 ｜狅∈#狌｝） （３）

其中#狌表示与消费者狌 存在交互行为的生产者集

合，这里犺
（０）
狌 表示用户狌的初始化表征经过式（２）转

换得到的消费者表征向量犺狌；狆
（０）
狅 是由式（２）得到的

生产者表征向量狆狅；犳（·）用于聚合邻居节点特征的

消息聚合函数，有多种方式实现如 ＧＣＮ的权重平

均［３５］和ＮＧＣＦ的双交互聚合器
［１２］．

近期，Ｈｅ等人
［１３］通过消融实验发现ＧＮＮ中的

两个常规操作———特征转换和非线性激活不仅增加

了模型的复杂度而且极大降低了模型精度．鉴于此，

本文沿用ＬｉｇｈｔＧＣＮ所设计的线性聚合器作为传播

规则：

犺
（犾＋１）
狌 ＝∑

狅∈#狌

１

｜#狌｜｜#狅槡 ｜
狆
（犾）
狅 ，

狆
（犾＋１）
狅 ＝∑

狌∈#狅

１

｜#狅｜｜#狌槡 ｜
犺
（犾）
狌 （４）

其中#狅表示消费过生产者狅所生产内容的用户集合．

１／ ｜#狌｜｜#狅槡 ｜为归一化项，用于避免多次聚合操作

而导致表征值过大．

类似地，基于消费者内容交互图可得出以下传

播规则：

犿
（犾＋１）
狌 ＝∑

犻∈$狌

１

｜$狌｜｜$犻槡 ｜
狇
（犾）
犻 ，

狇
（犾＋１）
犻 ＝∑

狌∈$犻

１

｜$犻｜｜$狌槡 ｜
犿
（犾）
狌 （５）

这里犿
（０）
狌 ＝犺狌，狇

（０）
犻 ＝狇犻，$狌表示消费者狌浏览过的

内容集合，$犻表示浏览过内容犻的用户集合．

３．３．２　表征读出

在经过犔次邻居聚合操作后，可从消费者生

产者交互图中为每个消费者狌和生产者狅获取多个

表征向量，即｛犺
（０）
狌 ，…，犺

（犔）
狌 ｝和｛狆

（０）
狅 ，…，狆

（犔）
狅 ｝．类似

地，可从消费者内容交互图中获取消费者狌和内容

犻的每层表征向量，即｛犿
（０）
狌 ，…，犿

（犔）
狌 ｝和｛狇

（０）
犻
，…，

狇
（犔）
犻
｝．为了捕获多跳邻居信息并缓解过平滑问题，

ＧＮＮ通常整合由不同传播层所生成的表征来获取

节点的最终表征．实验中，本文尝试了注意力机制、

ＬＳＴＭ等多种整合方式，但其性能均弱于最简单的

平均池化操作．因此，为了保持模型的简单性，本节

使用平均池化生成节点的最终表征：

犺狌＝
１

犔＋１∑
犔

犾＝０

犺
（犾）
狌 ，狆


狅＝

１

犔＋１∑
犔

犾＝０

狆
（犾）
狅 ，

犿
狌＝

１

犔＋１∑
犔

犾＝０

犿
（犾）
狌 ，狇


犻＝

１

犔＋１∑
犔

犾＝０

狇
（犾）
犻

（６）

这里犺狌 用于捕获消费者狌对于不同生产者的偏好，

狆

狅 用于捕获生产者狅对于不同题材内容创作的偏

好，犿
狌 用于捕获消费者狌 对于不同题材内容的喜

好，狇犻 用于捕获内容犻隶属于不同题材内容的分布．

需说明的是，对于同一用户而言，犺狌，狆

狅，犿


狌三者关

联一个核心向量犲狌，且犺

狌，犿


狌 基于相同的初始向量

犺狌分别在图犌狆，犌犮进行表征传播所得到．犺

狌，狆


狅 用

于建模消费者对于内容生产者的欣赏度，而犿
狌，狇


犻

用于刻画消费者对于内容的喜好度．

本文基于双通道线性传播模块学习４个表征向

量的意义在于，不仅整合了用户的双重角色信息，而

且能够显式解离消费者自身兴趣与内容创作者对于

用户最终决策的贡献度．

３．３．３　矩阵计算形式

上述双通道线性传播模块均是向量之间的运算

操作，这将导致无法充分发挥 ＧＰＵ设备的矩阵加

速计算优势．为了提升模型效率，有必要探讨该模块

的矩阵计算形式．给定消费者内容交互图犌犮和对

应的矩阵犚犮，可得出该图的邻接矩阵为

３９２１６期 娄铮铮等：用户生成内容场景下角色导向图神经推荐方法



犃犮＝
０ 犚犮

犚Ｔ犮

烄

烆

烌

烎０
（７）

　　假定犅
（０）
∈!

（｜!｜＋｜犐｜）×犇表示图犌犮中所有节点初

始表征进行拼接得到的矩阵，那么信息在该图中进

行传播的矩阵化形式如下：

犅
（犾＋１）＝珟犃犮犅

（犾），珟犃犮＝犇
－
１
２

犮 犃犮犇
－
１
２

犮 （８）

其中 珟犃犮为对称归一化矩阵．犇犮为 ｜!｜＋｜!（ ）｜ ×

｜!｜＋｜!（ ）｜ 的对角矩阵，每个元素犇狋狋表示邻接矩阵

犃犮中第狋行的非零项数目．迭代式（８）犔次，可得出：

犅＝
１

犔＋１
（犅

（０）＋犅
（１）＋…＋犅

（犔））

＝
１

犔＋１
（犐＋珟犃犮＋珟犃

２
犮＋…＋珟犃

犔
犮）犅

（０）

＝
１

犔＋１∑
犔

犾＝０

珟犃犾犮犅
（０） （９）

　　同样地，消费者生产者交互图犌狆上的信息传

播过程亦被写为矩阵计算形式：

犉
（犾＋１）＝珟犃狆犉

（犾），珟犃狆＝犇
－
１
２

狆 犃狆犇
－
１
２

狆 ，

犉＝
１

犔＋１∑
犔

犾＝０

珟犃犾狆犉
（０） （１０）

其中犃狆∈!

（｜!｜＋｜#｜）×（｜!｜＋｜#｜）为图犌狆的邻接矩阵，犉
（０）
∈

!

（｜!｜＋｜#｜）×犇为图犌狆中消费者和生产者节点初始表征

进行拼接得到的矩阵．

３４　模型优化

３．４．１　权重自适应的非采样损失函数

在模型优化阶段，当前的图神经推荐方法大都

依赖基于负采样的学习策略．然而，文献［１４］的研究

已经表明该策略所得到的模型精度高度敏感于负样

本的选取质量，且负采样过程的存在使得ＣＰＵ与

ＧＰＵ之间频繁切换，进而导致ＧＰＵ的较低利用率．

为了避免这些问题，本文选择使用非采样策略来优

化ＲＧＮＲｅｃ的模型参数．遵循已有的非采样学习策

略［２１２２］，本节采用平方损失函数作为优化目标，分

别学习两种交互图，如式（１１）所示：

%＝∑
狌∈!

∑
犻∈!

犮狌犻（狉狌犻－狉^狌犻）
２＋β∑

狌∈!

∑
狅∈#

犮狌狅（狉狌狅－狉^狌狅）
２（１１）

其中狉^狌犻＝犿
Ｔ
狌狇


犻，狉^狌狅＝犺

Ｔ
狌 狆


狅 分别表示用户狌对内

容犻的喜好度及对生产者狅的欣赏度．犮狌犻，犮狌狅用于控

制不同的训练样本对于模型训练的贡献．

直接计算上述目标函数的时间复杂度为犗（｜!｜

（｜!｜＋｜#｜）犇），这显然不切实际．展开式（１１）可得出：

%＝∑
狌∈!

∑
犻∈!

犮狌犻狉^
２
狌犻－２犮狌犻狉^狌犻狉狌犻＋犮狌犻狉

２
狌犻＋

β∑
狌∈!

∑
狅∈#

犮狌狅狉^
２
狌狅－２犮狌狅狉^狌狅狉狌狅＋犮狌狅狉

２
狌狅 （１２）

这里狉狌犻，狉狌狅∈｛０，１｝，将其代入上式可得：

%＝∑
狌∈!

∑
犻∈$狌

犮＋狌犻狉^
２
狌犻－２犮

＋
狌犻狉^狌犻＋犮

＋
狌犻＋∑

狌∈!

∑
犻∈!＼$狌

犮－狌犻狉^
２
狌犻＋

β∑
狌∈!

∑
狅∈#狌

犮＋狌狅狉^
２
狌狅－２犮

＋
狌狅狉^狌狅＋犮

＋
狌狅＋β∑

狌∈!

∑
狅∈#＼#狌

犮－狌狅狉^
２
狌狅 （１３）

其中犮＋狌犻，犮
－
狌犻分别用于控制正负样本对于模型训练的

贡献度．

整理上式可得：

%＝∑
狌∈!

∑
犻∈$狌

犮＋狌犻－犮
－（ ）狌犻 狉^

２
狌犻－２犮

＋
狌犻狉^狌犻＋犮

＋
狌犻＋

β∑
狌∈!

∑
狅∈#狌

（犮＋狌狅－犮
－
狌狅）狉^

２
狌狅－２犮

＋
狌狅狉^狌狅＋犮

＋
狌狅＋

∑
狌∈!

∑
犻∈!

犮－狌犻狉^
２
狌犻＋β∑

狌∈!

∑
狅∈#

犮－狌狅狉^
２
狌狅 （１４）

在当前的非采样学习策略研究中，通常将正样

本的权重值设定为一个超参数［２１２２］或基于物品的

流行度设定负样本的权重值［３２］．对于前者而言，主

要缺陷在于无法区分不同的正样本对于模型训练的

贡献度．如图３（ａ）所示，正样本犼在推荐列表的排

名位置更接近于底部，如果与正样本犻赋予相同的

权重，这将导致模型收敛缓慢．更甚者，这两种设定

方式均无法在模型训练过程为每个正样本自适应赋

予一个权重值．对比图３（ａ）和图３（ｂ）可知，正样本犻

在前者应被赋予更大的权重值．本文首先遵循文献

［２１２２］设定负样本权重值为１的做法，然后基于两

层神经网络设计一种权重自适应的方式用于控制每

个正样本对于模型训练的贡献度，其计算方式如下：

狕狌犻＝ｔａｎｈ（犠１·［犿

狌，狇


犻，犿


狌⊙狇


犻］＋犫１），

犮＋狌犻＝ｓｏｆｔｐｌｕｓ（犠２·狕狌犻＋犫２） （１５）

其中｛犠１，犫１，犠２，犫２｝为可学习的模型参数．相似地，

犮＋狌狅可由下式得出：

狕狌狅＝ｔａｎｈ（犠３·［犺

狌，狆


狅，犺


狌⊙狆


狅］＋犫３）

犮＋狌狅＝ｓｏｆｔｐｌｕｓ（犠４·狕狌狅＋犫４） （１６）

图３　不同训练时刻下物品之间的相对排名

基于矩阵迹的性质Ｔｒ（犡犢）＝Ｔｒ（犢犡），并加上

正则化项，式（１４）可被改写为本文提出的权重自适

４９２１ 计　　算　　机　　学　　报 ２０２４年



应非采样损失函数：

%＝∑
狌∈!

∑
犻∈$狌

（犮＋狌犻－１）狉^
２
狌犻－２犮

＋
狌犻狉^狌犻＋犮

＋
狌犻＋　

β∑
狌∈!

∑
狅∈#狌

（犮＋狌狅－１）狉^
２
狌狅－２犮

＋
狌狅狉^狌狅＋犮

＋
狌狅＋

Ｔｒ（（犎Ｔ
狌 犎


狌）（犘

Ｔ
狅 犘


狅））＋λΘ

２＋

βＴｒ（（犕
Ｔ
狌 犕


狌）（犙

Ｔ
犻 犙


犻））＋λ′Φ

２ （１７）

其中Θ＝｛犈，犙，犠犮，犠狆｝，Φ＝｛犠１，犠２，犠３，犠４，犫１，

犫２，犫３，犫４｝为模型参数，λ和λ′为正则化系数．

３．４．２　双层优化机制

对于式（１７），直观上可以对模型参数Θ、Φ进行

联合优化．由于权重相关项被嵌入在损失函数中，持

续最小化权重值是最小化损失函数的最直接方式．

然而，这将导致权重值趋向非常小的值甚至为零．因

此，联合最小化上述损失函数将难以获取期望的自

适应权重值．受自动化机器学习的启发，本文将推荐

模型与权重自适应生成的学习过程视为一个双层优

化问题［３６］：

　
ｍｉｎ
Φ

&ｏｕｔｅｒ（Θ
（Φ））··＝%

（Θ（Φ））

ｓ．ｔ．Θ
（Φ）＝ａｒｇｍｉｎ

Θ

&ｉｎｎｅｒ（Θ，Φ）
·
·＝%

（Θ，Φ）
（１８）

其中Θ为模型结构相关的参数，Φ为权重自适应相

关的参数，更详细的优化流程如算法１所示．

算法１．　模型优化的详细过程．

输入：消费者内容交互图犌犮，消费者生产者交互图

犌狆，学习率η，正则化系数λ，λ′，平衡系数β

输出：Θ，Φ

１．初始化Θ，Φ中的所有参数

２．ＷＨＩＬＥ连续１０次迭代内模型精度有提升 ＤＯ

３．　ＦＯＲ狌∈' ＤＯ

４．　　犺狌＝犠犮犲狌，狆狌＝犠狆犲狌

５．　ＥＮＤＦＯＲ

６．　／／步骤１：学习Θ

７．　ＦＯＲ犾∈｛０，…，犔－１｝ＤＯ

８．　　根据式（８）和（１０）计算犅
（犾＋１）和犉

（犾＋１）；

９．　ＥＮＤＦＯＲ

１０．　根据式（９）和（１０）生成犅和犉；

１１．　固定Φ，通过优化 &ｉｎｎｅｒ（Θ，Φ）来更新Θ

１２．　／／步骤２：学习Φ

１３．　固定Θ，通过优化 &ｏｕｔｅｒ（Θ
（Φ））来更新Φ

１４．ＥＮＤＷＨＩＬＥ

３．４．３　模型讨论

（１）模型参数量．本文模型需学习的参数包括

两部分：所有用户和内容的初始化表征向量｛犈，犙｝

以及权重参数｛犠，犫｝．前者的参数量与用户和内

容的数量呈线性相关，即（'＋!

）犇，'＝!∪#

，这与

最先进的推荐方法ＳＧＬ和ＬｉｇｈｔＧＣＮ一致．后者对

于所有用户和内容共享，即８犇２＋４犇．考虑到犇 的

取值通常远小于用户及内容的数量，因此这些额外

的空间成本几乎可忽略不计．

（２）时间复杂度．ＲＧＮＲｅｃ的计算量主要源于

双通道线性传播模块、正样本权重的生成及损失函

数的计算．第１部分时间复杂度为Ο（（｜ε｜＋｜ε′｜）

犇犔），第２部分为Ο（（｜ε｜＋｜ε′｜）犇
２），第３部分为

Ο（（｜ε｜＋｜ε′｜）犇＋（｜'｜＋｜!｜）犇
２）．因此，ＲＧＮＲｅｃ

的整体时间复杂度为Ο（（｜ε｜＋｜ε′｜）犇（犔＋犇＋１）＋

（｜'｜＋｜!｜）犇
２）．

３．４．４　模型预测

在模型训练完成后，可得出消费者狌的表征

犺
狌，犿


狌，内容犻的表征狇


犻 以及生产者狅的表征狆


狅．

在ＵＧＣ场景下，用户的决策通常由两部分决定：用

户自身兴趣和内容生产者影响．为此，本文在模型推

理阶段基于下式来估计目标用户狌访问内容犻的可

能性：

Ｐｒ（犻｜狌，狅）＝（１－α）犺
Ｔ

狌 狆


烐烏 烑
狅

用户自身兴趣

＋α犿
Ｔ
狌狇



烐烏 烑
犻

内容生产者效应

（１９）

其中α控制内容生产者效应对用户决策的贡献度．

４　实验结果及分析

４１　数据集介绍

本文选取了 ＵＧＣ场景下３个不同规模的数据

集进行实验：Ｐｉｎｔｅｒｅｓｔ、Ｒｅｃｉｐｅｓ以及 Ｒｅｄｄｉｔ．其中

Ｐｉｎｔｅｒｅｓｔ数据集收集了Ｐｉｎｔｅｒｅｓｔ网站中用户上传、

喜欢和收藏的图像；Ｒｅｄｄｉｔ数据集收集了 Ｒｅｄｄｉｔ

网站２０１７年３月所有的内容信息及相应评论；

Ｒｅｃｉｐｅｓ数据集收集了用户上传的食谱信息及对其

他食谱的评论信息．上述３个数据集中的每个内容

仅关联一位生产者．在对数据集进行预处理时，本文

保留了数据集的３个主要特征：用户编号、内容编号

以及内容生产者编号．

表１从６个维度分析了３个数据集的统计特

性．由表中数值可知，消费者内容之间的直接交互

关系极度稀疏，即矩阵犚犮中绝大部分为缺失值；相

似地，可知矩阵犚狆中绝大部分也为缺失值．因此，仅

考虑两者之间的直接交互关系难以为交互图中每个

节点学习出高质量的表征．进一步，图４以Ｒｅｃｉｐｅｓ

数据集为例，从３个角度展示了Ｒｅｃｉｐｅｓ的数据分

布情况，其中图４（ａ）与图４（ｂ）为两个交互图相关的

分布图．通过分析结果可知，消费者内容交互数
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据的均值与方差为（３，３４８），消费者生产者交互数

据的均值与方差为（１．５，１０）．进一步，从图４（ａ）和

图４（ｂ）可观测出大多数消费者仅有极少量的内容

与生产者存在交互行为．图４（ｃ）则探讨了传播层数

目犔与式（１０）中珦犃犔犮和式（１１）中珦犃
犔
狆的关系．不难看

出，节点间的直接交互关系（犔＝１）的密度极低，但

随着传播层数的增加，其密度值显著变大．其他两个

数据集上虽未在图中展示，但也具有同样趋势．上述

分析较好说明了显式捕获节点之间高阶连通信息的

必要性．

表１　数据集的统计特性

数据集 用户数量 内容数量 生产者数量 用户内容交互记录 消费者内容交互稀疏度／％ 消费者生产者交互稀疏度／％

Ｐｉｎｔｅｒｅｓｔ １２１１６６ １７８２４７ ７５４３９ ５７２０９６ ９９．９９ ９９．９９

Ｒｅｃｉｐｅｓ ７１６７５ ８９４７７ ４０６４ ２１８８８９ ９９．９９ ９９．９６

Ｒｅｄｄｉｔ １５９２５ １３６８５０ １４４５４ ４２５１３９ ９９．９８ ９９．８９

图４　Ｒｅｃｉｐｅｓ数据集交互特性分析

４２　评价指标

由于３个实验数据集均未提供用户访问内容时

的时间戳，因此随机选取每个用户７０％的浏览记录

作为训练数据，１０％作为验证集，剩余２０％作为测

试集．在构建消费者生产者交互图时，本文仅考虑

训练数据，用于避免数据泄露的发生．

为了评估ＲＧＮＲｅｃ在个性化推荐任务中的性

能表现，本文采用常见的准确率（犘狉犲犮犻狊犻狅狀）、召回率

（犚犲犮犪犾犾）、平均准确率（犕犃犘）和归一化折损累计增

益（犖犇犆犌）四者作为评价指标
［３７３８］，其计算方式如

式（２０）．式中犾狌狉犲犮表示系统向用户狌 提供的推荐列

表，犾狌狋犲狊表示用户狌 在测试集中真实交互的内容列

表；犘狌（犪）表示用户狌的Ｔｏｐ犖 推荐列表中前犪个

位置的准确率；δ狌（犪）为一个指示函数，即用户狌与

推荐列表第犪个内容有交互为１，否则为０．

　犘狉犲犮犻狊犻狅狀＠犖＝
１

｜'｜∑
狘'狘

狌＝１

｜犾
狌
狉犲犮∩犾

狌
狋犲狊｜

犖
，

犚犲犮犪犾犾＠犖＝
１

｜'｜∑
狘'狘

狌＝１

｜犾
狌
狉犲犮∩犾

狌
狋犲狊｜

｜犾
狌
狋犲狊｜

，

犕犃犘＠犖＝
１

｜'｜∑
狘'狘

狌＝１

∑
犖

犪＝１

犘狌（犪）δ狌（犪）

ｍｉｎ｛犖，｜犾
狌
狋犲狊｜｝

，

犖犇犆犌＠犖＝
１

｜'｜∑
狘'狘

狌＝１

∑
犖

犪＝１

２δ狌
（犪）－１

ｌｏｇ２（犪＋１）

∑

ｍｉｎ｛犖，狘犾
狌
狋犲狊狘

｝

犪＝１

１／ｌｏｇ２（犪＋１）

（２０）

　　需注意，文献［９１０］为了加快评测速度，通常选

取一部分负样本（如９９个）与测试集中真实访问过

的物品构成候选集，并仅在该候选集上进行评测．然

而，近期文献［３９］研究表明评估阶段在采样环境下

得出的结论存在与真实环境得出结论不一致的情

况．为了保证结论可靠性，本文选择全样本评测，即

每个用户狌在 !＼$狌上进行测试．

４３　基准方法及实验设置

为了验证ＲＧＮＲｅｃ的性能，本文选择了６个推

荐方法来进行比较，并在表２中提供了各推荐方法

在４个属性方面上的差异性．

（１）ＢＰＲＭＦ
［８］．一种经典的成对排序推荐方

法，采用ＢＰＲ损失函数来优化矩阵分解模型，基于

用户对内容的相对偏好生成一个排序列表．

（２）ＣＰＲｅｃ
［１９］．首次讨论了角色信息对于个性

化排序任务的影响，使用矩阵分解分别建模用户内

容交互信息及捕获用户对生产者的欣赏，初步验证

了角色信息有助于提升个性化推荐的质量．

（３）ＥＮＭＦ
［２０］．一种基于非采样学习策略的推

荐方法，采用批梯度下降法优化神经矩阵分解模型，

缓解了权重矩阵分解模型［５］因矩阵求逆操作而导致

时间复杂度高的问题．

（４）ＬｉｇｈｔＧＣＮ
［１３］．一种基于ＧＮＮ的协同过滤

方法，在ＮＧＣＦ基础上去除特征转换和非线性激活

两种常规操作，采用轻量化的线性图卷积模块作为
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消息传播规则来捕获节点之间的高阶连通信息．

（５）ＧＴＮ
［２７］．为了缓解用户行为数据中的噪声

问题，Ｆａｎ等人提出一种图趋势协同过滤方法，使得

能够自适应捕获用户与物品之间的交互强度．

（６）ＭｉｘＧＣＦ
［１４］．一种负采样增强的图神经推荐

方法，通过插值方法向普通负样本中添加正样本信

息以合成难负样本，并基于池化操作将多个难负样

本整合，进而合成虚拟的负样本来训练ＬｉｇｈｔＧＣＮ．

（７）ＳＧＬ
［２６］．一种为了缓解长尾问题而提出的

自监督图学习框架，通过运用节点暂退、连边暂退和

随机游走３种方式为节点生成不同视图，以达到数

据增广的目的．需注意的是，本文仅将ＳＧＬ用于消

费者内容交互图的建模．

为了公平起见，本文所有实验方法均基于开源

推荐算法库ＮｅｕＲｅｃ来实现．实验中，设置表征维度

犇为６４，学习速率的取值范围为｛０．００１，０．００５，

０．０１，０．０５｝，正则化系数的选取范围为｛１ｅ５，１ｅ４，

１ｅ３，１ｅ２，０．１，１｝．ＥＮＭＦ特有的超参数α选取范

围为｛０．００５，０．０１，０．０５，０．１，０．２，０．５，１｝．ＲＧＮＲｅｃ

中各超参数的取值将在４．４．６节进行详细讨论．

表２　基准方法属性对比

属性 ＢＰＲＭＦ ＣＰＲｅｃ ＥＮＭＦ ＬｉｇｈｔＧＣＮ ＧＴＮ ＭｉｘＧＣＦ ＳＧＬ ＲＧＮＲｅｃ

考虑高阶信息        

引入角色信息        

使用全样本        

权重自适应        

４４　实验结果与分析

４．４．１　与基准方法的推荐性能对比

表３展示了各推荐方法的模型参数量和４个评

价指标上的结果．此外，ＲＧＮＲｅｃ与最佳基准进行

了成对（ｐａｉｒｗｉｓｅ）的Ｔ检验，结果表明所有的性能

提升具有统计稳定性，而“”和“”分别表示

狆＜０．０１和狆＜０．００１．从表中可得出结论为：

（１）在３个数据集上，ＥＮＭＦ均优于ＢＰＲＭＦ，

这说明基于全样本数据的策略更易学习出较优的模

型参数．

（２）相比ＢＰＲＭＦ，考虑角色信息的ＣＰＲｅｃ的

性能均得到显著提升．这验证了在 ＵＧＣ场景下，显

式区分用户的消费者与生产者两种角色的必要性．

（３）在模型参数量相同的情形下，ＬｉｇｈｔＧＣＮ在

３个数据集上的推荐性能均优于ＢＰＲＭＦ，这说明显

式捕获消费者内容之间的高阶连通信息有助于消

费者与内容的表征学习．

（４）ＧＴＮ取代了ＬｉｇｈｔＧＣＮ的线性图卷积而采

用图趋势过滤器来实现节点表征传播，一定程度缓

解了交互数据的噪声问题，因此获得更高推荐精度．

此外，ＭｉｘＧＣＦ通过插值方法来合成难负样本以改

善ＬｉｇｈｔＧＣＮ的模型训练过程，这也验证了负样本

的选择对于模型精度有较大的影响．

（５）采用相同的信息传播规则，ＳＧＬ在３个数

据集上的推荐精度均优于ＬｉｇｈｔＧＣＮ，这是因为基

于自监督学习的数据增广技术有助于提升模型的稳

健性并缓解长尾分布问题．

（６）有趣的是，ＣＰＲｅｃ在Ｒｅｄｄｉｔ数据集上的实

验结果在多个指标上明显优于ＳＧＬ．由表１可知，

Ｒｅｄｄｉｔ数据集中生产者与消费者重叠度高达百分

之九十之多，而其他两个数据集上的重叠度相对较

低，因此仅考虑消费者生产者间的直接关系带来非

常有限的性能增益．

（７）相比最佳基准方法，ＲＧＮＲｅｃ仅额外引入

了少量的参数，却在所有指标上均取得了最好的实

验结果．以 犕犃犘＠１０为例，在Ｐｉｎｔｅｒｅｓｔ、Ｒｅｃｉｐｅｓ、

Ｒｅｄｄｉｔ上分别取得４２．９２％、６．２４％和２２．９８％的提

升幅度．这些显著的性能提升源于两方面：其一，设

计的双通道线性传播模块，不仅能够解耦出内容的生

产者对于消费者喜好的影响，而且显示捕获了两个交

互图中节点之间的高阶连通信息；其二，权重自适应

的非采样优化机制更易学习出较优的模型参数．

４．４．２　不同推荐列表长度下的推荐性能对比

表３展示了各方法在推荐列表长度为１０的实

验结果，但无法确认在不同长度列表下的性能如何．

为此，图５讨论了犖∈｛５，１０，１５，２０｝下各推荐方法

的性能比较，并得出３个结论：

（１）ＲＧＮＲｅｃ与其他基准方法在３个数据集上

呈现相同的变化趋势，即随着犖 的增加，犘狉犲犮犻狊犻狅狀

值逐渐减小而犚犲犮犪犾犾值逐渐变大．

（２）相比于ＢＰＲＭＦ，ＣＰＲｅｃ在不同推荐列表长

度下均获得更好的实验结果，这再次验证了引入角

色信息有助于更为准确地捕捉用户喜好．

（３）ＲＧＮＲｅｃ依然获得了最佳性能，这验证了

消费者内容交互图和消费者生产者交互图两者之

间的互补性，以及探索交互图中节点之间高阶连通

信息的必要性．
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表３　在３个数据集上的实验结果（所有指标结果均乘以１００）

数据集 评价指标（犖＝１０） ＢＰＲＭＦ ＥＮＭＦ ＣＰＲｅｃ ＬｉｇｈｔＧＣＮ ＧＴＮ ＭｉｘＧＣＦ ＳＧＬ ＲＧＮＲｅｃ 相对提升／％

Ｐｉｎｔｅｒｅｓｔ

＃犘犪狉犪犿（Ｍ） １８．２０８５ １８．２０８６ １８．４９３１ １８．２０８５ １８．２０８５ １８．２０８５ １８．２０８５ １８．３０６３　 —

犘狉犲犮犻狊犻狅狀 ０．０８３１ ０．１２６４ ０．１３０８ ０．２１６３ ０．２４６６ ０．２５２２ ０．２６３５ ０３１０５!! １７．８３

犚犲犮犪犾犾 ０．４４６４ ０．６０６９ ０．７６９７ １．２６５３ １．３５３３ １．４０１７ １．４７４１ ２１０６８!! ４２．９２

犖犇犆犌 ０．２８２８ ０．３５７２ ０．４３２８ ０．７４３４ ０．８１２４ ０．８２０３ ０．８８２３ １２１２１!!! ３７．３７

犕犃犘 ０．１９２０ ０．２１７７ ０．２７８８ ０．４９２２ ０．５２３６ ０．５２７９ ０．５８１１ ０８２７６!!! ４２．４１

Ｒｅｃｉｐｅｓ

＃犘犪狉犪犿（Ｍ） ９．８３５９ ９．８３６０ ９．９８９６ ９．８３５９ ９．８３５９ ９．８３５９ ９．８３６１ ９．８６７４　 —

犘狉犲犮犻狊犻狅狀 ０．２４６３ ０．３０９９ ０．２８３１ ０．３４８４ ０．３９３７ ０．４３２２ ０．３８８７ ０４５６８!! ５．６９

犚犲犮犪犾犾 １．０１８３ １．４８７５ １．１８０３ １．６８２７ １．６８１８ １．８１２５ １．７５９５ １９２５７!!! ６．２４

犖犇犆犌 ０．６７２６ ０．９０６９ ０．７２９７ ０．９５４１ １．０６２０ １．１９２２ ０．９８８７ １２１８７!! ２．２２

犕犃犘 ０．４２７８ ０．５６６７ ０．４１９０ ０．５３８２ ０．６４４２ ０．７１５６ ０．５８８２ ０７４５８!! ４．２２

Ｒｅｄｄｉｔ

＃犘犪狉犪犿（Ｍ） ９．３２４６ ９．３２４７ ９．４７０３ ９．３２４６ ９．３２４６ ９．３２４６ ９．３２４６ ９．３５２２　 —

犘狉犲犮犻狊犻狅狀 ２．２５７０ ２．４１８８ ２．８１０４ ２．５１０１ ２．５９１５ ３．０５７３ ２．９８３８ ３１８９２!! ４．３１

犚犲犮犪犾犾 ４．８２３４ ４．８７３１ ７．５８７４ ５．５０６１ ５．９２９１ ６．５４７７ ６．０１３６ ９３３１１!!! ２２．９８

犖犇犆犌 ４．１５７７ ４．２７３５ ６．０５９５ ４．５４５３ ４．６９４６ ５．５４１６ ５．２９５６ ７０１２５!! １５．７２

犕犃犘 ２．３２３０ ２．３３８７ ３．５６２１ ２．４３７３ ２．５６６４ ３．０４６３ ２．９１６１ ４２２８６!!! １８．７１

图５　不同推荐列表长度下各基准方法与ＲＧＮＲｅｃ的实验结果对比

４．４．３　消融实验

为验证本文方法各关键部分对推荐结果的影

响，本实验设计４个变种，表４展示了在３个数据集

上的消融实验．其中，ＲＧＮＲｅｃｗ／ｏＲＣ表示去除了

角色转换步骤并对用户的两种角色共享一个初始向

量，ＲＧＮＲｅｃｗ／ｏＲＤ表示去除了双线性传播模块，

ＲＧＮＲｅｃｗ／ｏＵＮ表示使用ＢＰＲ损失函数来优化

本文的模型参数，而ＲＧＮＲｅｃｗ／ｏＡＷ 则是使用文

献［２１］中快速非采样策略替换权重自适应非采样策

略．由表４可得出３个结论：

（１）ＲＧＮＲｅｃ略优于ＲＧＮＲｅｃｗ／ｏＲＣ，验证了

角色自适应转换的必要性．事实上，消费者与生产者

之间的关系具备有向性，两种角色共享一个初始化

向量不仅无法有效捕获该性质，而且难以解离出用

户自身兴趣与生产者对于用户决策的影响．

（２）相比于本文方法，ＲＧＮＲｅｃｗ／ｏＲＤ在３个

数据集上的推荐结果显著下降．这是因为消费者与

内容交互矩阵和消费者与生产者交互矩阵极度稀

疏，仅依赖两两之间的直接交互关系难以学习高质

量的节点表征，进而导致无法准确预测用户的兴趣．

（３）ＲＧＮＲｅｃｗ／ｏＡＷ的实验结果要远好于基

于负采样学习策略的ＲＧＮＲｅｃｗ／ｏＵＮ变种，这是

因为前者采用全样本数据学习策略更有助于学习出

较优的模型参数，该结论与文献［２９］的发现一致．进
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表４　消融实验（犖＝１０）

方法
Ｐｉｎｔｅｒｅｓｔ

犘狉犲犮犻狊犻狅狀 犖犇犆犌

Ｒｅｃｉｐｅｓ

犘狉犲犮犻狊犻狅狀 犖犇犆犌

Ｒｅｄｄｉｔ

犘狉犲犮犻狊犻狅狀 犖犇犆犌

ＲＧＮＲｅｃｗ／ｏＲＣ ０．２９０２（－６．９％） １．１６４８（－４．１％） ０．３９６７（－１５．１％）０．９６０３（－２６．９％） ２．８９７９（－１０．１％）６．５５９１（－６．９１％）

ＲＧＮＲｅｃｗ／ｏＲＤ ０．２０１５（－５４．０％）０．７２３９（－６７．４％） ０．３３８６（－３４．９％）０．９４０２（－２９．６％） ２．８５６１（－１１．６％）６．３７１１（－１０．１％）

ＲＧＮＲｅｃｗ／ｏＵＮ ０．２３０９（－３４．４％）０．８２７８（－４６．４％） ０．４１９７（－８．８％） １．１４３２（－６．６％） ２．８５１６（－１１．８％）６．２８９５（－１１．５％）

ＲＧＮＲｅｃｗ／ｏＡＷ ０．２９６６（－４．６％） １．１９１５（－１．７％） ０．４３５６（－４．８％） １．１９６９（－１．８％） ３．１５０２（－１．２％） ６．９４２３（－１．１％）

ＲＧＮＲｅｃ ０．３１０５ １．２１２１ ０．４５６８ １．２１８７ ３．１８９２ ７．０１２５

一步，采用权重自适应的ＲＧＮＲｅｃ获得了最佳的结

果，这验证了图３假设的成立．

４．４．４　冷启动用户实验分析

一个推荐方法在冷启动用户上的推荐质量将直

接决定在工业场景中的实用性，因此有必要探讨

ＲＧＮＲｅｃ在这类用户上的推荐精度．对于每个数据

集，本文将训练集中浏览内容数量少于５的消费者

视为冷启动用户．表５提供了各推荐方法在冷启动

用户集上犘狉犲犮犻狊犻狅狀＠１０的结果，分析可得：

（１）在冷启动用户集上，ＣＰＲｅｃ的准确率均优

于ＢＰＲＭＦ，这说明额外融入内容的生产者信息有

助于缓解用户的冷启动问题．

（２）在冷启动用户集上，ＢＰＲＭＦ和ＥＮＭＦ的

推荐精度均显著差于ＬｉｇｈｔＧＣＮ和ＳＧＬ，这说明仅

依赖于消费者自身的行为信息难以为冷启动用户学

习高质量的表征，而显式建模消费者与内容之间的

高阶连通信息有助于改善这些用户的表征学习．

（３）在３个冷启动用户集上，ＲＧＮＲｅｃ均显著

优于其他基准方法，说明联合使用消费者内容和消

费者生产者之间高阶连通信息的必要性．此外，在

Ｐｉｎｔｅｒｅｓｔ和Ｒｅｄｄｉｔ数据集上冷启动用户的受益要多

于在Ｒｅｃｉｐｅｓ数据集上．细微观察表１可知，Ｒｅｃｉｐｅｓ

中生产者占比（５．６％）远低于其他两个数据集，这使

得内容生产者对于消费者决策影响较小．

表５　冷启动用户上各推荐方法的犘狉犲犮犻狊犻狅狀＠１０比较

数据集 用户集 ＢＰＲＭＦ ＥＮＭＦ ＣＰＲｅｃ ＬｉｇｈｔＧＣＮ ＭｉｘＧＣＦ ＳＧＬ ＲＧＮＲｅｃ 相对提升／％

Ｐｉｎｔｅｒｅｓｔ
全体用户 ０．０８３１ ０．１２６４ ０．１３０８ ０．２１６３ ０．２５２２ ０．２６３５ ０．３１０５ １７．８３

冷启动用户 ０．０３５２ ０．０４０４ ０．１２３０ ０．１１２０ ０．１２０６ ０．１２７９ ０．１５３５ ２０．０１

Ｒｅｄｄｉｔ
全体用户 ２．２５７０ ２．４１８８ ２．８１０４ ２．５１０１ ３．０５７３ ２．９７１２ ３．１８９２ ４．３１

冷启动用户 ０．８０２１ ０．３８９２ １．４３３４ ０．８５４９ ０．９６１７ ０．９３６１ １．８０６１ ２６．００

Ｒｅｃｉｐｅｓ
全体用户 ０．２４６３ ０．３０９９ ０．２８３１ ０．３４８４ ０．４３２２ ０．３８８７ ０．４５６８ ５．６９

冷启动用户 ０．１３４０ ０．１６７１ ０．１２８２ ０．２２９３ ０．２３５６ ０．２２２６ ０．２５３７ ７．６８

４．４．５　训练效率分析

当前大多数推荐方法专注于推荐性能的提升，

而忽略了模型训练效率．鉴于一个推荐方法的运行

时间将决定着大规模工业部署的可能性，本实验讨

论了ＲＧＮＲｅｃ与各基准方法的训练效率．为了对比

公平，本节所有实验均在同一台机器上进行，其运行

时间与显存占用情况如表６所示．其中，ＮＶ表示模

型训练时显存的占用大小，ＰＥ表示单次迭代的时

间，ＴＴ表示达到最佳性能时总运行时间，表中的单

位ｓ、ｍ、ｈ分别代表秒、分、时：

（１）基于相同的采样策略优化推荐模型，Ｌｉｇｈｔ

ＧＣＮ占用的显存多于ＢＰＲＭＦ，这是因为前者采用

三层图卷积来修正用户和物品表征的学习．尽管

ＲＧＮＲｅｃ额外建模了消费者生产者交互图，但相比

ＬｉｇｈｔＧＣＮ仅多使用了较少的显存消耗，这说明了

本文方案的合理性．

（２）每个推荐方法在Ｐｉｎｔｅｒｅｓｔ数据集上的总训

练时间比在其他数据集上更长，这是因为该数据集

的交互记录要多于其他数据集．

　　（３）由于图卷积模块的引入，ＬｉｇｈｔＧＣＮ的单次

迭代时间要多于ＢＰＲＭＦ．ＣＰＲｅｃ在每个数据集上

的运行时间也要多于ＢＰＲＭＦ，这是因为角色信息

的融入额外增加了模型的计算量．

（４）尽管 ＲＧＮＲｅｃ引入了双通道线性传播模

块，但无论单次迭代亦或总训练时间均显著少于其

他基准方法．这么显著的模型训练效率主要得益于

本文所设计的权重自适应非采样学习机制，其能够

最大程度发挥ＧＰＵ的矩阵运算能力．总而言之，本

文的ＲＧＮＲｅｃ方法能够在精确度和训练效率之间

达到较好的权衡，为大规模工业部署带来了曙光．
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表６　各推荐方法在３个数据集上的效率对比

方法
Ｐｉｎｔｅｒｅｓｔ

ＮＶ ＰＥ ＴＴ

Ｒｅｄｄｉｔ

ＮＶ ＰＥ ＴＴ

Ｒｅｃｉｐｅｓ

ＮＶ ＰＥ ＴＴ

ＢＰＲＭＦ １３５犌犅 ２．６５ｓ １２．３７ｍ ０８５犌犅 １．８２ｓ １．８２ｍ ０８４犌犅 １．００ｓ １２．００ｓ

ＥＮＭＦ ２１．９３ＧＢ ０．１８ｓ ４５．１８ｓ ２３．０４ＧＢ ０．０８ｓ ３３．６８ｓ １６．８５ＧＢ ０．１２ｓ ５７．２４ｓ

ＣＰＲｅｃ １．６０ＧＢ ５．４７ｓ ３４．７３ｍ １．１１ＧＢ ２．５４ｓ ２０．３２ｍ １．１１ＧＢ ２．０４ｓ ２．１５ｍ

ＬｉｇｈｔＧＣＮ ２．６０ＧＢ ７．３２ｓ ３５．５０ｍ １．６０ＧＢ ３．３７ｓ ２１．２９ｍ １．６０ＧＢ １．９７ｓ ７．８８ｓ
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图６　３个数据集上超参数犔，β，α的敏感性分析

４．４．６　超参数敏感性分析

对于ＲＧＮＲｅｃ而言，超参数犔，α，β直接影响着

推荐结果的准确率，有必要讨论在不同取值下的性

能，其中犔的取值范围为｛１，２，３，４，５，６，７｝，β的取

值范围为｛０，１ｅ４，１ｅ３，１ｅ２，１ｅ１，１｝，α的取值范

围为｛０，０．１，０．２，０．３，０．４，０．５，０．６，０．７，０．８，０．９｝．

图６对３个超参数进行了敏感性分析，由实验结果

可知：

（１）犔的取值直接决定着各节点表征的学习质量，

其推荐精度呈现先增加后减小趋势．这表明过少的

图传播层难以学习出高质量的节点表征，而过大的犔

值将使得节点表征的可区分性降低导致过平滑问题．

（２）β的取值决定着模型训练阶段生产者角色

对于用户表征学习的贡献度．取值为０意味着模型

参数的学习仅依赖消费者内容交互图，而随着取值

增大内容生产者的影响增强．但取值过大将会导致

模型参数的学习过度依赖消费者生产者交互图．

（３）α的取值决定着模型预测阶段消费者自身

００３１ 计　　算　　机　　学　　报 ２０２４年
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度．α取值为０意味着模型预测阶段仅依赖消费者

自身的兴趣，而随着取值增大内容生产者效应趋向

增强．但取值过大将导致模型预测过度依赖于内容

生产者效应而丧失了自身的品味．因此，合理的取值

是ＲＧＮＲｅｃ取得最佳推荐结果的关键．

５　总结与展望

在倡导个性化、用户主导信息生产与传播的时

代，ＵＧＣ推荐方法以引入角色信息打破了传统推荐

方法完全依赖于用户物品历史交互建模用户偏好

的固有模式．针对当前 ＵＧＣ推荐方法存在的不足

之处，本文提出了一种角色导向图神经推荐方法

ＲＧＮＲｅｃ，其主要包括角色自适应转换和双通道线

性传播模块．前者基于一个核心向量实现同一用户

的双重角色身份转换，后者用于显式捕获消费者内

容与消费者生产者两种交互图中的高阶连通信息．

为了使得ＲＧＮＲｅｃ拥有部署在大规模工业场景中

的潜力，进一步设计了权重自适应的非采样学习机

制来优化模型参数．在３个数据集上的综合实验表

明，本文方法在推荐精确度及训练效率上均显著优

于经典的和最先进的推荐方法．

本文提出的 ＵＧＣ推荐方法潜在假设消费者的

行为之间是无序的，而未能关注用户兴趣的动态变

化［４０４２］．静态的行为建模方式可能难以准确识别出

消费者的真实意图，因此如何设计一种序列推荐方

法用于ＵＧＣ场景是一个值得研究的问题．其次，本

文的研究重心主要在图结构数据上，而未能考虑内

容相关的非结构数据（如文本［４３］、图像［４４］）．这些非

结构化数据中含有丰富的语义关联信息，因此如何

耦合这些数据辅助消费者行为建模也是一个值得探

索的方向［４５４６］．
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