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收稿日期：２０１７０７１７；在线出版日期：２０１８０５１５．本课题得到国家自然科学基金项目“面向中文的看图造句若干关键问题研究”
（６１６７２５２３）、“基于社会网络计算的企业舆情管理新理论新方法”（７１５３１０１２）资助．蓝玮毓，女，１９９３年生，硕士研究生，主要研究方向为
图像理解．Ｅｍａｉｌ：ｂｂｌｕｅｙ＠１２６．ｃｏｍ．王晓旭，女，１９９３年生，硕士研究生，主要研究方向为图像检索．杨　刚，男，１９７９年生，博士，讲师，
主要研究领域为人工智能．李锡荣（通信作者），男，１９８３年生，博士，副教授，博士生导师，中国计算机学会（ＣＣＦ）会员，主要研究领域为
多媒体内容分析与检索．Ｅｍａｉｌ：ｘｉｒｏｎｇ．ｌｉ＠ｇｍａｉｌ．ｃｏｍ．

标签增强的中文看图造句
蓝玮毓　王晓旭　杨　刚　李锡荣

（中国人民大学数据工程与知识工程教育部重点实验室　北京　１００８７２）
（中国人民大学信息学院多媒体计算实验室　北京　１００８７２）

摘　要　图像数据飞速增多，而计算机与人对图像数据的理解间存在语义鸿沟．如何有效地理解、管理和组织图像
数据是学术界和工业界面临的一个重大挑战．利用计算机自动生成能够描述图像内容的自然语言描述有助于弥合
语义鸿沟，从而提升对图像数据的理解．现有工作致力于英文句子生成．与之不同的是，该文实现了一个面向中文的
看图造句系统．通过大规模机器翻译克服了中文训练数据缺乏的问题，同时提出了结合中文标签自动预测，对深度模
型预测句子进行重排序的增强方法，改善句子生成质量．在两个中文图像句子数据集Ｆｌｉｃｋｒ８ｋｃｎ和Ｆｌｉｃｋｒ３０ｋｃｎ
上的实验表明，该文提出的标签增强方法可以有效改善现有两种看图造句模型（Ｇｏｏｇｌｅ模型和Ａｔｔｅｎｔｉｏｎ模型）所
生成句子的质量．标签增强使得Ｇｏｏｇｌｅ模型在Ｆｌｉｃｋｒ８ｋｃｎ测试集上的ＣＩＤＥｒ指标从０．４７４提高到０．５０３，
Ｆｌｉｃｋｒ３０ｋｃｎ测试集上的ＣＩＤＥｒ指标从０．３２５提高到０．３５６．通过标签增强，Ａｔｔｅｎｔｉｏｎ模型在这两个数据集上的
ＣＩＤＥｒ分别从０．５１０提高到０．５３６，从０．３９２提高到到０．４１１．

关键词　图像句子生成；中文模型；中文标签预测；深度学习；机器翻译
中图法分类号ＴＰ１８　　　犇犗犐号１０．１１８９７／ＳＰ．Ｊ．１０１６．２０１９．００１３６

犐犿狆狉狅狏犻狀犵犆犺犻狀犲狊犲犐犿犪犵犲犆犪狆狋犻狅狀犻狀犵犫狔犜犪犵犘狉犲犱犻犮狋犻狅狀
ＬＡＮＷｅｉＹｕ　ＷＡＮＧＸｉａｏＸｕ　ＹＡＮＧＧａｎｇ　ＬＩＸｉＲｏｎｇ

（犕犗犈犓犲狔犔犪犫狅犳犇犪狋犪犈狀犵犻狀犲犲狉犻狀犵犪狀犱犓狀狅狑犾犲犱犵犲犈狀犵犻狀犲犲狉犻狀犵，犚犲狀犿犻狀犝狀犻狏犲狉狊犻狋狔狅犳犆犺犻狀犪，犅犲犻犼犻狀犵　１００８７２）
（犕狌犾狋犻犿犲犱犻犪犆狅犿狆狌狋犻狀犵犔犪犫狅狉犪狋狅狉狔，犛犮犺狅狅犾狅犳犐狀犳狅狉犿犪狋犻狅狀，犚犲狀犿犻狀犝狀犻狏犲狉狊犻狋狔狅犳犆犺犻狀犪，犅犲犻犼犻狀犵　１００８７２）

犃犫狊狋狉犪犮狋　Ｈｏｗｔｏｅｆｆｅｃｔｉｖｅｌｙａｎｎｏｔａｔｅ，ｏｒｇａｎｉｚｅａｎｄｃｏｎｓｅｑｕｅｎｔｌｙｍａｎａｇｅｔｈｅｉｎｃｒｅａｓｉｎｇ
ａｍｏｕｎｔｓｏｆｉｍａｇｅｓｈａｓｂｅｅｎａｇｒａｎｄｃｈａｌｌｅｎｇｅｆｏｒｂｏｔｈａｃａｄｅｍｉａａｎｄｉｎｄｕｓｔｒｙ．Ｏｎｏｎｅｈａｎｄ，ｔｈｅ
ｒａｐｉｄｇｒｏｗｔｈｏｆｔｈｅｉｍａｇｅｓｍａｋｅｓｉｔｉｍｐｏｓｓｉｂｌｅｔｏｍａｎｕａｌｌｙａｎｎｏｔａｔｅｔｈｅｄａｔａ．Ｏｎｔｈｅｏｔｈｅｒ
ｈａｎｄ，ｔｈｅｓｅｍａｎｔｉｃｇａｐ，ｉ．ｅ．，ｔｈｅｌａｃｋｏｆｃｏｒｒｅｓｐｏｎｄｅｎｃｅｂｅｔｗｅｅｎｌｏｗｌｅｖｅｌｉｎｆｏｒｍａｔｉｏｎａ
ｃｏｍｐｕｔｅｒｅｘｔｒａｃｔｄｉｒｅｃｔｌｙｆｒｏｍｔｈｅｖｉｓｕａｌｃｏｎｔｅｎｔａｎｄｔｈｅｉｎｔｅｒｐｒｅｔａｔｉｏｎｔｈａｔｔｈｅｓａｍｅｃｏｎｔｅｎｔｈａｓ
ｆｏｒａｇｉｖｅｎｕｓｅｒ，ｍａｋｅｓａｕｔｏｍａｔｅｄａｎｎｏｔａｔｉｏｎｂｙｃｏｍｐｕｔｅｒｃｈａｌｌｅｎｇｉｎｇ．Ｉｍａｇｅｃａｐｔｉｏｎｉｎｇ，ｗｈｉｃｈ
ａｉｍｓｔｏａｕｔｏｍａｔｉｃａｌｌｙｇｅｎｅｒａｔｅａｎａｔｕｒａｌｌａｎｇｕａｇｅｄｅｓｃｒｉｐｔｉｏｎｆｏｒａｇｉｖｅｎｉｍａｇｅ，ｈｅｌｐｓｂｒｉｄｇｅｔｈｅ
ｓｅｍａｎｔｉｃｇａｐａｎｄｃｏｎｓｅｑｕｅｎｔｌｙｉｍｐｒｏｖｅｓｔｈｅｍａｎａｇｅｍｅｎｔａｎｄａｃｃｅｓｓｉｂｉｌｉｔｙｏｆｉｍａｇｅｄａｔａａｔａ
ｓｅｍａｎｔｉｃｌｅｖｅｌ．Ｗｉｔｈｆｅｗｅｘｃｅｐｔｉｏｎｓ，ｔｈｅｔａｓｋｏｆｉｍａｇｅｃａｐｔｉｏｎｉｎｇｈａｓｓｏｆａｒｂｅｅｎｅｘｐｌｏｒｅｄｏｎｌｙｉｎ
ｔｈｅＥｎｇｌｉｓｈｌａｎｇｕａｇｅｓｉｎｃｅｐｕｂｌｉｃｌｙａｖａｉｌａｂｌｅｄａｔａｓｅｔｓａｒｅｍｏｓｔｌｙｉｎｔｈｉｓｌａｎｇｕａｇｅ．Ｔｈｅａｐｐｌｉｃａｔｉｏｎ
ｏｆｉｍａｇｅｃａｐｔｉｏｎｉｎｇ，ｈｏｗｅｖｅｒ，ｓｈｏｕｌｄｎｏｔｂｅｂｏｕｎｄｅｄｂｙｌａｎｇｕａｇｅ．Ｅｘｔｅｎｄｉｎｇｔｈｅｓｔｕｄｙｏｆｉｍａｇｅ
ｃａｐｔｉｏｎｉｎｇｉｎｔｈｅｄｉｍｅｎｓｉｏｎｏｆｌａｎｇｕａｇｅｉｓｅｓｓｅｎｔｉａｌｆｏｒａｌａｒｇｅｐｏｐｕｌａｔｉｏｎｉｎｔｈｅｐｌａｎｅｔｗｈｏｃａｎｎｏｔ
ｓｐｅａｋＥｎｇｌｉｓｈ．ＤｉｆｆｅｒｅｎｔｆｒｏｍｔｈｅｍａｉｎｓｔｒｅａｍｓｔｈａｔｆｏｃｕｓｏｎＥｎｇｌｉｓｈｓｅｎｔｅｎｃｅｇｅｎｅｒａｔｉｏｎ，ｔｈｉｓ
ｐａｐｅｒｄｅｖｅｌｏｐｓａｎｉｍａｇｅｃａｐｔｉｏｎｉｎｇｓｙｓｔｅｍｔｈａｔｄｅｓｃｒｉｂｅｓｉｍａｇｅｓｉｎｔｈｅＣｈｉｎｅｓｅｌａｎｇｕａｇｅ．Ｏｎｌｙ
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ｆｅｗｓｔｕｄｉｅｓｈａｖｅｂｅｅｎｃｏｎｄｕｃｔｅｄｆｏｒｉｍａｇｅｃａｐｔｉｏｎｉｎｇｉｎａｃｒｏｓｓｌｉｎｇｕａｌｓｅｔｔｉｎｇ，ｍｏｓｔｏｆｗｈｉｃｈ
ｔａｃｋｌｅｔｈｉｓｐｒｏｂｌｅｍｂｙｃｏｎｓｔｒｕｃｔｉｎｇｎｅｗｄａｔａｓｅｔｓｉｎｔｈｅｔａｒｇｅｔｌａｎｇｕａｇｅｓ．Ｓｕｃｈａｎａｐｐｒｏａｃｈｉｓ
ｃｏｎｓｔｒａｉｎｅｄｂｙｔｈｅａｖａｉｌａｂｉｌｉｔｙｏｆｍａｎｕａｌａｎｎｏｔａｔｉｏｎａｎｄｔｈｕｓｄｉｆｆｉｃｕｌｔｔｏｓｃａｌｅｕｐ．Ｉｎｓｔｅａｄｏｆ
ｂｕｉｌｄｉｎｇｌａｒｇｅｄａｔａｓｅｔｓｉｎａｎｅｗｌａｎｇｕａｇｅｍａｎｕａｌｌｙ，ｗｅｍａｋｅｔｈｅｂｅｓｔｕｓｅｏｆｅｘｉｓｔｉｎｇＥｎｇｌｉｓｈ
ｄａｔａｓｅｔｓｔｏｃｏｎｓｔｒｕｃｔＣｈｉｎｅｓｅｃａｐｔｉｏｎｉｎｇｄａｔａｓｅｔｓｂｙｍａｃｈｉｎｅｔｒａｎｓｌａｔｉｏｎ．Ｍｏｒｅｏｖｅｒ，ｔｏｉｍｐｒｏｖｅ
ｔｈｅｑｕａｌｉｔｙｏｆｇｅｎｅｒａｔｅｄＣｈｉｎｅｓｅｓｅｎｔｅｎｃｅｓ，ｗｅｐｒｏｐｏｓｅｔｏｅｘｐｌｏｉｔａｕｔｏｍａｔｅｄｔａｇｇｉｎｇｏｆＣｈｉｎｅｓｅ
ｗｏｒｄｓｔｏｐｒｏｖｉｄｅｅｘｔｅｒｎａｌｉｎｆｏｒｍａｔｉｏｎｆｏｒｓｅｎｔｅｎｃｅｇｅｎｅｒａｔｉｏｎ．ＦｒｏｍＥｎｇｌｉｓｈｄａｔａｓｅｔｓｗｅｔｒａｉｎａ
ＭｕｌｔｉｌａｙｅｒＰｅｒｃｅｐｔｒｏｎ（ＭＬＰ）ｍｏｄｅｌｔｈａｔｃａｎｄｉｒｅｃｔｌｙｐｒｅｄｉｃｔＣｈｉｎｅｓｅｔａｇｓｆｏｒａｔｅｓｔｉｍａｇｅ．Ｐｅｒ
ｔｒａｉｎｉｎｇｉｍａｇｅｗｅｏｂｔａｉｎｉｔｓＣｈｉｎｅｓｅｔａｇｓｂｙｆｉｒｓｔｅｘｔｒａｃｔｉｎｇｎｏｕｎ，ｖｅｒｂａｎｄａｄｊｅｃｔｉｖｅｗｏｒｄｓｆｒｏｍ
ｉｔｓｏｒｉｇｉｎａｌＥｎｇｌｉｓｈｄｅｓｃｒｉｐｔｉｏｎｓａｎｄｔｈｅｎｐｅｒｆｏｒｍｉｎｇｄｉｃｔｉｏｎａｒｙｂａｓｅｄｔｒａｎｓｌａｔｉｏｎ．Ｆｏｒｔｈｅｃａｐｔｉｏｎ
ｇｅｎｅｒａｔｉｏｎｍｏｄｅｌ，ｗｅｆｏｌｌｏｗａｐｏｐｕｌａｒＣＮＮ＋ＲＮＮａｐｐｒｏａｃｈ．Ｄｕｒｉｎｇｔｈｅｂｅａｍｓｅａｒｃｈｆｏｒｇｅｎｅｒａｔｉｎｇａ
ｓｅｎｔｅｎｃｅ，ｔｈｅｃａｐｔｉｏｎｉｎｇｍｏｄｅｌｃａｎｃｈｏｏｓｅｓｅｖｅｒａｌｃａｎｄｉｄａｔｅｗｏｒｄｓａｎｄｔｈｅｒｅｆｏｒｅｃｏｎｓｔｒｕｃｔｓｅｖｅｒａｌ
ｃａｎｄｉｄａｔｅｓｅｎｔｅｎｃｅｓ．Ｕｓｉｎｇｔｈｅｐｒｅｄｉｃｔｅｄｔａｇｓ，ｗｅｐｒｏｐｏｓｅｔｏｉｍｐｒｏｖｅｔｈｅｑｕａｌｉｔｙｏｆｔｈｅｆｉｎａｌ
ｇｅｎｅｒａｔｅｄＣｈｉｎｅｓｅｓｅｎｔｅｎｃｅｂｙｒｅｒａｎｋｉｎｇｔｈｅｃａｎｄｉｄａｔｅｗｏｒｄｓｏｒｓｅｎｔｅｎｃｅｓｉｎｔｅｒｍｓｏｆｔｈｅｉｒ
ｍａｔｃｈｅｓｗｉｔｈｔｈｅｔａｇｓｐｒｅｄｉｃｔｅｄｂｙｔｈｅＭＬＰｍｏｄｅｌ．Ｔｏｅｖａｌｕａｔｅｔｈｅｅｆｆｅｃｔｉｖｅｎｅｓｓｏｆｏｕｒｐｒｏｐｏｓｅｄ
ａｐｐｒｏａｃｈ，ｗｅｃｏｎｄｕｃｔｅｘｐｅｒｉｍｅｎｔｓｏｎｔｗｏＣｈｉｎｅｓｅｃａｐｔｉｏｎｉｎｇｄａｔａｓｅｔｓ，ｎａｍｅｌｙＦｌｉｃｋｒ８ｋｃｎａｎｄ
Ｆｌｉｃｋｒ３０ｋｃｎ，ｕｓｉｎｇｔｗｏｍｏｄｅｌｓ，ｗｈｉｃｈａｒｅ（１）ｔｈｅＧｏｏｇｌｅｍｏｄｅｌｔｈａｔｄｉｒｅｃｔｌｙｕｓｅｓｆｕｌｌｉｍａｇｅ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎ；（２）ａｎＡｔｔｅｎｔｉｏｎｍｏｄｅｌｔｈａｔｌｅａｒｎｓｔｏｆｏｃｕｓｏｎｓｐｅｃｉｆｉｃｒｅｇｉｏｎｓｏｆｔｈｅｉｍａｇｅｔｈａｔ
ａｒｅｄｅｅｍｅｄｔｏｂｅｓａｌｉｅｎｔａｃｃｏｒｄｉｎｇｔｏｔｈｅａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ．Ｔｈｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｓｈｏｗ
ｔｈａｔ，ｗｈｉｌｅｒｅｒａｎｋｉｎｇｃａｎｄｉｄａｔｅｗｏｒｄｓｄｏｅｓｎｏｔｂｒｉｎｇｅｘｔｒａｉｍｐｒｏｖｅｍｅｎｔ，ｒｅｒａｎｋｉｎｇｃａｎｄｉｄａｔｅ
ｓｅｎｔｅｎｃｅｓｕｓｉｎｇｐｒｅｄｉｃｔｅｄｔａｇｓｉｍｐｒｏｖｅｓｔｈｅｐｅｒｆｏｒｍａｎｃｅｏｆｂｏｔｈｔｈｅＧｏｏｇｌｅｍｏｄｅｌａｎｄｔｈｅ
Ａｔｔｅｎｔｉｏｎｍｏｄｅｌ．Ｓｐｅｃｉｆｉｃａｌｌｙ，ｏｕｒｓｅｎｔｅｎｃｅｒｅｒａｎｋｉｎｇｓｔｒａｔｅｇｙｉｍｐｒｏｖｅｓｔｈｅＣＩＤＥｒｓｃｏｒｅｆｒｏｍ
０．４７４ｔｏ０．５０３ｏｎｔｈｅｔｅｓｔｓｅｔｏｆＦｌｉｃｋｒ８ｋｃｎ，ｆｒｏｍ０．３２５ｔｏ０．３５６ｏｎｔｈｅｔｅｓｔｓｅｔｏｆＦｌｉｃｋｒ３０ｋｃｎ
ｆｏｒｔｈｅＧｏｏｇｌｅｍｏｄｅｌ．ＡｓｆｏｒｔｈｅＡｔｔｅｎｔｉｏｎｍｏｄｅｌ，ｔｈｅｓｔｒａｔｅｇｙｉｍｐｒｏｖｅｓｔｈｅＣＩＤＥｒｓｃｏｒｅｆｒｏｍ
０．５１０ｔｏ０．５３６ｏｎＦｌｉｃｋｒ８ｋｃｎ，ｆｒｏｍ０．３９２ｔｏ０．４１１ｏｎＦｌｉｃｋｒ３０ｋｃｎ．Ｆｏｒｓｔａｔｅｏｆｔｈｅａｒｔ
ｐｅｒｆｏｒｍａｎｃｅｏｎＣｈｉｎｅｓｅｉｍａｇｅｃａｐｔｉｏｎｉｎｇ，ｗｅｓｕｇｇｅｓｔｔｈｅｕｓｅｏｆｔｈｅＡｔｔｅｎｔｉｏｎｍｏｄｅｌｗｉｔｈ
ｓｅｎｔｅｎｃｅｒｅｒａｎｋｉｎｇｕｓｉｎｇｐｒｅｄｉｃｔｅｄｔａｇｓ．

犓犲狔狑狅狉犱狊　ｉｍａｇｅｃａｐｔｉｏｎｉｎｇ；Ｃｈｉｎｅｓｅｍｏｄｅｌ；Ｃｈｉｎｅｓｅｉｍａｇｅｔａｇｇｉｎｇ；ｄｅｅｐｌｅａｒｎｉｎｇ；ｍａｃｈｉｎｅ
ｔｒａｎｓｌａｔｉｏｎ

１　引　言
图像数据正处于爆炸式增长的阶段．由于计算

机直接从图像像素中获取的信息与特定用户对于图
像内容的解读之间存在着天然的语义鸿沟，处理图
像较处理文本更具挑战性．如何有效地理解、管理和
组织不断增加的图像数据已是学术界和工业界面临
的一个重要挑战．

根据图像内容自动生成文字描述被认为是弥合
语义鸿沟的一种有效途径［１］．通过在大量带标注图
像数据上进行（深度）学习，计算机可以对图像进行
词语级别标签的标注，或者给出一句话的文字描述．

看图造句①（ＩｍａｇｅＣａｐｔｉｏｎｉｎｇ）是一个连接了

多媒体分析、计算机视觉与自然语言处理领域的研
究课题．句子有更丰富的语义信息，比起孤立的标签
能够更形象、准确地描述图片内容，有助于对图像数
据进行更好的理解和管理．如何自动生成高质量的
描述图像的句子是一个吸引了许多研究者关注的、
具有挑战性的问题．看图造句模型需要同时具备理
解图像内容，检测物体、场景等概念的能力，以及将
抽象的视觉信息组织为完整的自然语言句子的能
力．目前主流的构建看图造句模型的方法是在大型
的图像句子对应数据集上利用反向回馈训练深度神

７３１１期 蓝玮毓等：标签增强的中文看图造句

①目前国内并没有对ＩｍａｇｅＣａｐｔｉｏｎｉｎｇ的中文翻译达成共
识．本文认为“看图造句”是一个能够清楚表述该问题（即计
算机根据图像内容自动生成自然语言句子）的翻译，比起
“图像描述”等宽泛的翻译更合适．
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经网络．现有的看图造句工作以研究如何为图像生
成英文句子为主［２６］．显然，此项研究不应该受限于
语言．将看图造句扩展到母语使用人口最多的中文
环境，不仅能够拓宽该项研究的边际，也将产生更大
的社会价值．
１１　本文贡献

本文研究面向中文的看图造句．截止本文投稿
时，文献［７］是仅有的尝试用机器翻译得到的中文句
子，在现有英文模型框架下训练中文看图造句模型．
但是，现有深度学习模型的优化目标主要是基于当
前图像和已经生成的词语，使预测的下一个单词是
正确单词的概率最大化，一定程度上忽略了最终生
成句子整体语义与图像内容的关联度．针对此问题，
本文提出了一种标签增强方法，通过自动预测的中
文标签优化预测句子语义与图像内容关联度，改进
最终生成的句子质量．

之前的工作如文献［８９］对利用自动预测的标
签改进句子生成展开了有益的探索，但还是针对英
语．现有的图像分类模型也都是预测英语标签，不能
直接用于中文看图造句任务．就本文作者知识所及，
目前尚无公开的可用于训练多标签图像分类模型的
中文数据集．为此，本文提供了一个解决方案，基于
英文数据集训练一个可为一张图预测多个中文标签
的图像分类模型．此外，本文进行了比之前的工作更
全面的实验，验证了标签增强方法对于不同看图造
句模型均能有效提升生成句子的质量．

本文第２节将回顾看图造句方面的相关工作；
第３节描述如何获得大量的中文图像句子训练数
据；第４节介绍面向中文的句子生成模型、标签模型
以及利用标签信息改进句子的方法，并在第５节中
展示实验结果；第６节中将给出结论．

２　相关工作
现有的看图造句的方法主要有以下三个类别．
（１）基于搜索的方法．比如，Ｈｏｄｏｓｈ等人［２］提

出查找与当前测试图像最相似的训练图像，把训练
集中的描述句子作为候选答案；文献［１０１２］则提出
在视觉和文本的共同映射空间中对训练集的描述句
子进行排序．这种方法对于不在训练集中的概念组
合无法给出新的描述．

（２）基于模板或语言模型的方法．得益于物体
检测方面的进展，也有一些研究［１３１４］通过使用人为
定义的模板或者语法，根据测试图像中物体的属性

和位置等信息生成描述．在最近的研究中［１５］，研究
者使用ＣＮＮ（卷积神经网络）预测一组可能出现在
图像描述中的词语，并利用最大熵语言模型生成描
述图像的句子．由于这种方法需要依赖于事先定义
的物体、属性、场景等概念，限制了所产生的描述句
子的丰富性．

（３）深度学习相关的方法．受到ＲＮＮ（循环神经
网络）在机器翻译领域的成功应用的启发，在最近的
一些研究工作中［３４］，结合ＣＮＮ和ＲＮＮ的模型被
用于自动为图像生成描述性句子，取得了很好的效
果．图像首先通过在ＩｍａｇｅＮｅｔ上预先训练好的ＣＮＮ
提取视觉特征，该特征经过基于仿射变换的语义映
射，作为ＲＮＮ的初始输入．之后，ＲＮＮ依次输出单
词序列，组成一个描述图像内容的自然语言句子．

基于这种ＣＮＮ＋ＲＮＮ的框架，Ｘｕ等人［５］提出
了Ａｔｔｅｎｔｉｏｎ（注意）机制，进一步优化了模型的效
果．Ａｔｔｅｎｔｉｏｎ机制使用ＣＮＮ低层的保留图像空间
信息的卷积层特征，在预测单词序列过程中始终作
为视觉信息输入到ＲＮＮ中．在每一轮预测单词后，
模型重新聚焦于图像某些位置，得到新的视觉信息
作为ＲＮＮ的输入，以预测下一个单词．相似的，把
语义相关注意机制［１６］、场景信息［１７］或高层次语义信
息［１８］作为图像的视觉特征来预测句子的方法也使
模型的效果得到了优化．

最新工作尝试将强化学习（Ｒｅｉｎｆｏｒｃｅｍｅｎｔ
Ｌｅａｒｎｉｎｇ）应用于训练看图造句的模型［６］．考虑到现
有模型的训练目标是使正确的词语序列被预测的概
率最大，而这个目标与预测时的评价指标并不是一
致的．基于强化学习的方法在训练时直接优化评价
指标，获得了更好的效果．

仅有少数的工作研究了面向非英语语种的图像
句子生成．文献［１９］提出通过结合图像以及图像原
有的英语描述句子来生成新的目标语言句子．但是
在实际的跨语言看图造句时，对于任意测试图像，并
没有正确的源语言的描述句子可以用于辅助产生新
的目标语言句子．因此该方法的应用范围相当受限．
文献［７］提出了利用机器翻译得到的中文数据集可
以用于构建面向中文的图像自动描述系统．但该工
作只是用中文数据重新训练了Ｇｏｏｇｌｅ模型，并没有
针对中文改进算法．图像标签级别的信息比起句子
更容易获取，并且标签比句子更容易翻译成其他的
语言，因此本文提出了结合标签级信息来改进跨语
言看图造句的方法．此前利用自动预测的标签改进
句子生成的一些工作［８９］则只是针对英语的，没有考
虑跨语言的问题．这些工作自然也未考虑如何构建
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中文标签预测模型．并且，上述工作都是以Ｇｏｏｇｌｅ
模型做为句子生成模块．目前尚不清楚自动预测的
标签对于更先进的引入了Ａｔｔｅｎｔｉｏｎ机制的模型是
否同样有效．以上这些问题在本文中都进行了探索．

３　中文句子集的获取
深度学习相关的图像看图造句方法的发展得益

于现有的包含成对图像与自然语言句子的公开数据
集．这些数据集含有大量来自图像共享网站Ｆｌｉｃｋｒ
的用户照片，每张图片有对应的多个由英语母语人
士给出的描述图像内容的句子．其中有较多研究的
一些数据集包括：包含８千张图像、４万个英语句子
的Ｆｌｉｃｋｒ８ｋ［２］；基于Ｆｌｉｃｋｒ８ｋ扩展的含有３万张图
像、１５万个英语句子的Ｆｌｉｃｋｒ３０ｋ［２０］；包含约１２万
张图像、６０万个英语句子的ＭＳＣＯＣＯ［２１］数据集．然
而这些数据集都是单语言的数据集，无法得到跨语言
的看图造句模型，限制了看图造句应用的语言环境．

为了把英语的数据集扩展为中文的数据集，文
献［７］中采用了两种方法，一是采用众包的方式，对于
数据集中的图像，请中文母语者写出描述图像内容
的中文语句，每张图像有五个人写出的描述性句子．
另一种方法是采用机器翻译，将Ｆｌｉｃｋｒ８ｋ图像句子
数据集中的英语描述语句直接翻译成中文语句，并
且人工翻译测试集中的描述句子作为标准答案．通
过两种方式扩展得到了Ｆｌｉｃｋｒ８ｋ的中文版，称为

Ｆｌｉｃｋｒ８ｋｃｎ．文献［２２］中对Ｆｌｉｃｋｒ３０ｋ进行了汉化，
通过机器翻译将Ｆｌｉｃｋｒ３０ｋ训练集和验证集中的句
子从英文变为中文，通过人工翻译将Ｆｌｉｃｋｒ３０ｋ测
试集的句子从英文变为中文，构建了Ｆｌｉｃｋｒ３０ｋｃｎ．

用众包的方式重新构建中文的图像句子数据
集，需要花费较多的时间和资源，并且很难扩展到更
大的数据集，比如包含约６０万个句子的ＭＳＣＯＣＯ
数据集．而通过机器翻译，从现有的英语图像句子数
据集扩展为中文的数据集，虽然翻译质量并不总是
很理想，但扩展性更好，更容易生成大量的中文训练
数据．之前的实验［７］也表明，使用机器翻译将现有的
数据集的英语句子翻译成中文，在此基础上训练中
文的图像句子生成模型，直接生成的中文句子，比将
英语模型的预测结果翻译得到的中文句子的更好，
并且表现出了与原来英语模型的句子生成效果相似
的水平．因此，本文也采用机器翻译得到的中文数据
训练看图造句模型．

本文使用的这两个中文数据集相关的统计信息
见表１．

表１　本文实验使用的两个中文数据集
Ｆｌｉｃｋｒ８ｋｃｎ［６］

训练 验证 测试
Ｆｌｉｃｋｒ３０ｋｃｎ［２２］

训练 验证 测试
图像 ６０００１０００１０００ ２９７８３１０００１０００

机器翻译
句子 ３００００５０００ — １４８９１５５０００ —

人工翻译
句子 — — ５０００ — — ５０００

图１　标签增强的中文看图造句框架（本系统为测试图片预测一组标签，对句子生成模块预测的候选词语或候选句子进行
重排序，改进生成句子的质量）
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４　面向中文的句子生成
为了描述一张给定的测试图片犐，本文拟为其预

测一个中文标签集合｛犜犻｝，并生成一个中文句子犛．令
中文词表为犞．句子犛由一个词语序列｛狑１，狑２，…，
狑狀｝组成，狑犼∈犞；标签犜犻与犞中的单词对应，即
犜犻∈犞．如图１所示，本文提出的标签增强方法是结
合自动预测的标签，对候选词语或句子进行重新排
序，得到最终的预测句子．

由于中文语句缺乏自然分隔符，调用了
ＢｏｓｏｎＮＬＰ［２３］的服务对中文句子进行分词，得到词语
序列．本文在接下来将分别介绍中文句子生成和中文
标签预测的模型，以及结合两者进行重排序的算法．
４１　中文句子生成

本文采用了基于深度学习的结合ＣＮＮ与ＲＮＮ
的两种生成式模型为图片自动生成一句话的中文描
述．这两种模型是（１）直接利用图像全局特征的
Ｇｏｏｇｌｅ模型［４］；（２）加入Ａｔｔｅｎｔｉｏｎ机制的利用图像
局部特征的Ａｔｔｅｎｔｉｏｎ模型［６］．
４．１．１　Ｇｏｏｇｌｅ模型

Ｇｏｏｇｌｅ模型由文献［４］提出．模型结构如图１
句子生成模块所示．对于给定的图片，概率模型根据
图像全局视觉特征给出词语序列的后验概率．令模
型的参数为θ，则句子的概率表示为狆（犛｜犐），将句子
展开表示为词语序列，并且为了计算方便对概率取
对数，可以得到以下的表达式

ｌｏｇ狆（犛狘犐；θ）＝∑
狀＋１

狋＝１
ｌｏｇ狆（狑狋狘犐，狑０，…，狑狋－１；θ）（１）

其中狑０＝狑狀＋１＝犛犜犃犚犜／犈犖犇，是一个表示句子
的开始或结束的特殊符号．

概率的估计由ＲＮＮ计算得出．图像犐经过ＣＮＮ
得到特征表示，与映射矩阵犈犐相乘后作为ＲＮＮ的
初始输入提供视觉信息，ＲＮＮ再生成对应的句子．
ＲＮＮ是一种循环的具有记忆功能的神经网络．它在
每一轮接收一个输入向量，给出一个输出向量，并通
过更新自身状态向量以记忆此前的信息．输入的单
词由一位有效向量（ｏｎｅｈｏｔｖｅｃｔｏｒ）表示，经过映射
矩阵犈狑映射到与视觉信息相同的向量空间中，从而
可以作为ＲＮＮ的输入．更具体地，ＲＮＮ首先接收
图像视觉信息，忽略这一轮的输出；然后输入一个特
殊的开始符号ＳＴＡＲＴ后，ＲＮＮ给出单词表犞中
的每个词语被预测的概率的估计，每次选取被生成
的概率最大的词语作为本轮输出；再把这一个词语

作为模型下一轮的输入，继续预测下一个可能的单
词，直到预测出结束符号ＥＮＤ．ＲＮＮ模型训练时的
目标是在给定图像的情况下，使正确描述的句子，即
正确的词语序列被预测的概率最大．模型使用随机
梯度下降的算法进行训练．

本文中ＲＮＮ的结构选择了ＬＳＴＭ（ＬｏｎｇＳｈｏｒｔ
ＴｅｒｍＭｅｍｏｒｙ）网络［２４］，ＬＳＴＭ的单元中含有控制
是否忘记此前信息（ｆｏｒｇｅｔｇａｔｅ犳）、是否接受新的输
入（ｉｎｐｕｔｇａｔｅ犻）以及是否输出当前信息（ｏｕｔｐｕｔ
ｇａｔｅ狅）的“闸门”．闸门是通过ｓｉｇｍｏｉｄ层来实现的，
数值在［０，１］之间，将闸门与目标数据对应相乘达到
控制数据流通的效果．这些闸门有效地解决了普通
ＲＮＮ的梯度消失的问题．

在具体实现中，本文使用的ＬＳＴＭ结构与文献
［４］中使用的ＬＳＴＭ结构基本相同，使用Ｔｅｎｓｏｒ
Ｆｌｏｗ中ＢａｓｉｃＬＳＴＭＣｅｌｌ的实现，增加了ｆｏｒｇｅｔｇａｔｅ
的ｂｉａｓ以减少模型训练初期的忘记部分．ＬＳＴＭ单
元包含有单元向量犮（ｃｅｌｌｖｅｃｔｏｒ）和隐藏状态向量犺
（ｈｉｄｄｅｎｓｔａｔｅｖｅｃｔｏｒ），可以处理并记忆当前输入的
信息．在每一个时间节点狋，ＬＳＴＭ单元计算三个闸
门的取值，再根据闸门对单元自身的向量进行更新：

狓狋＝犈狑狑狋－１ｆｏｒ狋＞０，狓０＝犈犐犆犖犖（犐）
犻狋＝σ（犠犻狓狋＋犝犻犺狋－１）
犳狋＝σ（犠犳狓狋＋犝犳犺狋－１＋犫犳）
狅狋＝σ（犠狅狓狋＋犝狅犺狋－１）
犮狋＝犳狋⊙犮狋－１＋犻狋⊙ｔａｎｈ（犠犮狓狋＋犝犮犺狋－１）
犺狋＝狅狋⊙犮狋

（２）

其中狓狋是ＬＳＴＭ的输入，σ是ｓｉｇｍｏｉｄ激活函数，⊙
表示对应向量与闸门取值的乘积，犠、犝和犫是
ＬＳＴＭ结构中需要训练的模型参数．
４．１．２　Ａｔｔｅｎｔｉｏｎ模型

本文使用的第二种模型是基于Ａｔｔｅｎｔｉｏｎ机制
的模型．与Ｇｏｏｇｌｅ模型相比，该模型使用了卷积神
经网络低层的保留了图像空间信息的卷积层特征，
并且在预测单词序列过程中始终作为视觉信息输入
到ＲＮＮ．在每一轮预测单词后，Ａｔｔｅｎｔｉｏｎ模型重新
计算图像不同位置的权重以聚焦图像的某些区域并
作为ＲＮＮ的输入．具体地，本文使用的Ａｔｔｅｎｔｉｏｎ
模型是文献［６］中提出的Ａｔｔ２ｉｎ模型．与最初的
Ａｔｔｅｎｔｉｏｎ模型［５］相比，主要的区别是，此模型把由
Ａｔｔｅｎｔｉｏｎ机制计算得出的加权图像特征只作为
ＬＳＴＭ的单元向量犮（ｃｅｌｌｖｅｃｔｏｒ）的输入，而不是同
时作为ＬＳＴＭ的三个门和单元向量的输入．

上述的模型更新过程用公式表示如下：
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狓狋＝犈狑狑狋－１
犻狋＝σ（犠犻狓狋＋犝犻犺狋－１＋犫犻）
犳狋＝σ（犠犳狓狋＋犝犳犺狋－１＋犫犳）
狅狋＝σ（犠狅狓狋＋犝狅犺狋－１＋犫狅）
犮狋＝犳狋⊙犮狋－１＋犻狋⊙Φ（犠犮狓狋＋犠狕犐狋＋犝犮犺狋－１＋犫犮）
犺狋＝狅狋⊙ｔａｎｈ（犮狋）

（３）

其中，是ｍａｘｏｕｔ（最大输出）非线性激活函数，犐狋为
Ａｔｔｅｎｔｉｏｎ模型计算得出的狋时刻的权重加权得到的
图像特征．给定犖个位置的卷积层特征｛犐１，犐２，…，
犐犖｝，犐狋的计算方式如下：

犐狋＝∑
犖

犼＝１
α犼狋犐犼

α狋＝狊狅犳狋犿犪狓犪狋＋犫（ ）α
犪犼狋＝犠狋犪狀犺犠犪犐犐犼＋犠犪犺犺狋－１＋犫（ ）犪

（４）

式（３）中的单元向量和隐藏状态向量的初始值，即
犮０和犺０设为零向量．
４２　中文标签预测

为预测图像的中文标签，本文训练了一个多标
签图像分类模型．如图２所示，本文从描述图像的英
文句子中为图像获取中文标签作为训练数据．

图２　从描述图像的英语句子中获取中文标签

考虑到机器翻译对英文句子的翻译可能会有歧
义或漏翻译的部分，本文选择先从原始英语句子通
过自动词性标注筛选出具有描述能力的英文标签．
再通过人工翻译将英文标签替换为相应的中文标签．

在Ｆｌｉｃｋｒ８ｋ和Ｆｌｉｃｋｒ３０ｋ数据集中，每个图像
对应了５个英文句子．为了保证标签能够有效地描
述图像，本文仅保留词性为名词、形容词或者动词的
词汇作为图像的标签；同时为了排除人工标注句子
主观性导致的与图像内容无关的词汇，仅保留在同
一张图片对应的５个句子中出现了至少２次的词
语．本文用斯坦福大学自然语言研究小组提供的语

法解析工具［２５］对英文句子进行词性标注．被保留的
英文词汇的词性分布统计见图３．

图３　被保留英文词汇的词性分布统计

为了保证每个标签有足够的训练样本，对于每
个数据集，本文经验地保留出现次数不小于２０次的
词汇，并对其进行人工翻译．经过筛选，Ｆｌｉｃｋｒ８ｋｃｎ
和Ｆｌｉｃｋｒ３０ｋｃｎ中无中文标签的图像数目分别为９
和１４．无标签的图像不能用来训练和测试，所以在
后续实验中将这些图像去除．表２给出了两个数据
集每张图像获得的中文标签的数目统计．

表２　数据集中每张图像对应的中文标签个数统计
数据集 平均值 最大值 最小值

Ｆｌｉｃｋｒ８ｋｃｎ ４．６４ １２ １
Ｆｌｉｃｋｒ３０ｋｃｎ ５．７２ １９ １

４．２．１　多标签预测模型
本文的多标签预测模型由特征提取模块和分类

模块构成．其中，特征提取模块采用预训练的ＣＮＮ
网络提取图像特征．因此，该部分与之前的句子生成
模块共享，如图１所示．

分类模块由一个多层感知器（ＭＬＰ）实现．其输
入层的神经元个数等同于ＣＮＮ图像特征的维度，
输出层的神经元个数与中文标签数目相同，中间层
的神经元个数经验地取为１０２４．注意到这是个多标
签问题，即一个图像可以同时被多个不同标签所描
述．因此，输出层的激活函数选用ｓｉｇｍｏｉｄ而非图像
分类中常用的ｓｏｆｔｍａｘ．同时相关的损失函数的计
算方式也变为对应的多标签的计算方式，即二元交
叉熵损失函数（ｂｉｎａｒｙｃｒｏｓｓｅｎｔｒｏｐｙｌｏｓｓ）．

为了用相对少的时间获得更好的模型，本文采用
的训练策略如下．在用Ｆｌｉｃｋｒ８ｋｃｎ（或Ｆｌｉｃｋｒ３０ｃｎ）
训练模型时，每个ｅｐｏｃｈ之后都在相应的验证集上
评测其性能．若连续５个ｅｐｏｃｈ在验证集上的准确
率都没有提高，则将学习速率减半．若调整后的学习
速率低于预先指定的阈值（本文取１ｅ８）则结束训练．

对于每一个测试图像，提取ＣＮＮ特征并输入
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到训练好的ＭＬＰ中，通过前向计算获得每一个标
签的概率．按照概率值对标签降序排序，取排名前
１０的标签作为预测结果．
４３　候选序列重排

生成句子时，基于ＣＮＮ＋ＲＮＮ结构的看图造
句模型，包括本文所采用的两种模型，均可以利用集
束搜索（ｂｅａｍｓｅａｒｃｈ）策略，根据预测概率选择多个
不同的候选单词，并获得多个候选句子．具体的集束
搜索过程如下：在每个时间节点考虑犫个目前的最
优候选序列，并在此基础上对每个序列考虑犫个候
选单词以扩展该序列，保留所有得到的扩展序列中
最优的犫个候选序列，直到产生犫个完整的候选句
子．该方法最终预测得出的句子是在集束搜索产生
的候选句子中的最优序列，即由看图造句模型计算
得出被预测概率最大的句子

而如前所述，这种深度学习模型的优化目标均
是基于当前图像和已经生成的词语，使预测的下一
个单词是正确单词的概率最大化，忽略了最终生成
句子整体语义与图像内容的关联度．本文通过自动
预测得到标签信息，提出了两种利用标签提升句子
整体语义与图像内容的关联度，从而改进句子生成
质量的方法，分别是对预测候选词语和候选句子进
行重排序．
４．３．１　重排序候选词语

第一种方法是重排序候选词语．为一张测试图
像产生预测句子时，在每个时刻，看图造句模型中的
ＬＳＴＭ结构会对单词表犞中的每个词语给出被预
测的概率狆ｌｓｔｍ狑（）犻的估计；标签预测模型则会给出
标签集合中每个词语与图像相关的概率狆ｔａｇ狑（）犻的
估计．

利用预测图像标签重排序候选词语方法的具体
步骤为，在每个时刻，对每个候选单词狑犻，同时考虑
看图造句模型与标签预测模型的预测概率，对加权
概率进行排序，将加权概率更高的词语作为候选词
语加入集束搜索的序列中，以获得最终预测句子．用
公式表述为

狆狑（）犻＝狆ｌｓｔｍ狑（）犻＋β·狆ｔａｇ狑（）犻 （５）
　　对于在句子单词表犞中，而不在候选标签集合
中的词语狑犼，狆ｔａｇ狑（）犼＝０．式（５）中，β是一个可调
整的权重值．通过在验证集上进行搜索，选取在验证
集上取得最好效果的β，取β＝０．１．
４．３．２　重排序候选句子

第２种方法是重排序候选句子．对于一张测试
图像，看图造句模型直接利用集束搜索得到多个候

选句子，模型本身评价候选句子优劣的方式是根据
该模型计算得出的不同句子被预测概率的大小．候
选句子犛由模型给出的预测分数用公式表述如下，
为了计算方便对概率取对数：
　　狊犮狅狉犲ｌｓｔｍ（犛）＝ｌｏｇ狆犛｜（ ）犐

＝∑
狀＋１

狋＝１
ｌｏｇ狆狑狋｜犐，狑０，…，狑狋（ ）－１ （６）

　　结合预测标签对候选句子进行重排序的步骤如
下，统计候选句子中的词语与标签预测模型预测标
签重合的词语，计算这些词语的标签预测分数之和，
与看图造句模型本身计算得到的句子得分狊犮狅狉犲ｌｓｔｍ（犛）
相加，作为新的分数对句子进行排序，即

（）狊犮狅狉犲犛＝∑狑犻∈｛犜犼｝∩犛
狆ｔａｇ狑（）犻＋狊犮狅狉犲ｌｓｔｍ（）犛（７）

　　得分最高的候选句子作为最后的模型输出．
在本文接下来的实验部分，将会分析比较这两

种方法是否能够改善生成的中文句子质量．

５　实　验
本文的实验使用单块ＴｉｔａｎＸＰａｓｃａｌＧＰＵ，在

深度学习框架ＴｅｎｓｏｒＦｌｏｗ及ＰｙＴｏｒｃｈ上进行实验．
５１　标签预测
５．１．１　实验设置

为了验证标签预测模型的有效性，本文在两个测
试集上对图像进行中文标签预测．测试集上中文标签
的答案是从Ｆｌｉｃｋｒ８ｋｃｎ和Ｆｌｉｃｋｒ３０ｋｃｎ中的人工翻
译的句子获取的．其获取方式为，利用ＢｏｓｏｎＮＬＰ的
中文语义ＡＰＩ对人工翻译的句子进行分词和词性
预测，仅保留其中的名词、动词、形容词．表３给出了
部分测试图像的中文标签答案（在表中用“ＧＴ标
签”标识）．

本文采用了预先训练好的卷积神经网络ＲｅｓＮｅｔ
１５２［２６］来抽取图像特征，这是一个在ＩｍａｇｅＮｅｔ和
ＭＳＣＯＣＯ的图像分类、检测竞赛中获得了当前最好
结果的网络结构．残差网络（ＲｅｓＮｅｔ）中的残差结构
可以根据网络每层的输入学习残差函数，这种残差
函数有效解决了深层网络模型难以训练的问题，能
大大增加网络深度的同时获得高精准度．具体地，本
文使用ＲｅｓＮｅｔ１５２的ｐｏｏｌ５层，得到的图像特征是
一个２０４８维的向量，并对特征进行了Ｌ２范数归一化．

训练时，利用验证集对ＭＬＰ模型的一系列超
参数进行调优，最终采用的设置是：ｂａｔｃｈ大小为
２５６，初始学习率为０．００１．
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表３　犌狅狅犵犾犲模型利用预测标签重排序的实例（犌犜标签、犕犔犘预测标签及其得分也展示在表格中）

Ｇｏｏｇｌｅ模型 一只黑色的狗跳进水里 两个人坐在岩石上俯瞰大海
ＧＴ标签 水狗湖跳码头黑色 山人顶部

ＭＬＰ标签 水０．９７狗０．９６跳０．２２黑色０．１２河０．１０
大０．０６木０．０６玩０．０６湖０．０５

男人／男士０．５６坐０．３０山０．３０岩石０．１８
女人／女士０．１８人０．１６看０．１５顶部０．１１

词重排ＭＬＰ 水里的一只狗 坐在岩石上的人
句重排ＭＬＰ 一只黑色的狗跳进水里 两个人坐在一座山上的岩石上

Ｇｏｏｇｌｅ模型
ＧＴ标签
ＭＬＰ标签
词重排ＭＬＰ

句重排ＭＬＰ

两只黑色的狗在草地上玩耍
狗黑色
狗０．９４草／草地０．７４黑色０．６４玩０．３８
玩具０．２７田野０．２５跑０．２０棕色０．１３
两只黑色的狗在草地上玩耍
一只黑色的狗和一只棕色的狗在草地上玩耍

两只狗在草地上玩耍
棕色玩球狗绿色白色草／草地
狗０．９９草／草地０．７８球０．７５棕色０．５０
白色０．３３玩０．３３跑０．２６红色０．１８
一只狗在草地上跑
一只棕色和白色的狗在草地上玩球

Ｇｏｏｇｌｅ模型
ＧＴ标签
ＭＬＰ标签

词重排ＭＬＰ
句重排ＭＬＰ

戴眼镜的人
衬衫帽子黑色男人
男人／男士０．９２穿／戴０．５８黑色０．４９
女人／女士０．４５标志０．３１拿着０．２６
衬衫０．１５蓝色０．１３帽子０．１０
一个人戴着一顶黑色的帽子拿着一根烟
一个男人穿着一件蓝色的衬衫和黑色的帽子

一个戴着墨镜的女人看了看相机
衬衫黄色墨镜女孩
女人／女士０．８８女孩０．８３微笑０．６１
墨镜０．４６穿／戴０．４０年轻０．３１头发０．１９
相机０．１５衬衫０．１１眼镜０．０９
一个微笑的女人
一个女人和一个年轻的女孩微笑

　　本文采用的评价指标是多标签分类中常用的三
项指标：Ｐｒｅｃｉｓｉｏｎ＠犽、Ｒｅｃａｌｌ＠犽和Ｆ１＠犽．其中，
Ｐｒｅｃｉｓｉｏｎ＠犽表示前犽个预测标签的准确率，即在
前犽个预测标签中正确的标签个数除以犽；Ｒｅｃａｌｌ＠
犽表示前犽个预测标签的召回率，即在前犽个预测
标签中正确的标签个数除以答案中的总标签个数；
Ｆ１＠犽表示对前犽个预测标签的准确率和召回率计
算加权调和平均．
５．１．２　实验结果

为了进一步验证ＭＬＰ模型的有效性，本文加

入犓近邻（ＫＮＮ）作为对比模型．文献［１］的图像标
签预测实验表明，基于深度特征的ＫＮＮ虽然简单，
仍是一个很强的基线模型．参考文献［１］，本文选用
余弦距离作为距离函数．近邻个数取值为２５．ＫＮＮ
使用的图像特征与ＭＬＰ相同，即ＲｅｓＮｅｔ１５２特征．

表４和表５中展示了在两个测试集上采用不同
方法预测多标签的实验结果．在两个数据集上，
ＭＬＰ的准确率都比ＫＮＮ要高．在Ｆｌｉｃｋｒ８ｋｃｎ上，
ＫＮＮ的召回率高于ＭＬＰ．注意到ＭＬＰ需要学习
的参数远多于ＫＮＮ，因此前者更适合大规模数据
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集．这一点在Ｆｌｉｃｋｒ３０ｋｃｎ上得到了验证．在该数据
集上，ＭＬＰ的三项指标均优于ＫＮＮ．
　　　表４　犉犾犻犮犽狉８犽犮狀上中文标签预测性能（单位：％）

犽 模型 Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

１ ＫＮＮ ６８．５ ８２ １４４
ＭＬＰ ７０５ ７．７ １３．６

５ ＫＮＮ ４７．９ ２７５ ３３．７
ＭＬＰ ５１９ ２７．２ ３４４

１０ ＫＮＮ ３３．２ ３７．２ ３３．８
ＭＬＰ ４００ ４０６ ３８８

　　　表５　犉犾犻犮犽狉３０犽犮狀上中文标签预测性能（单位：％）
犽 模型 Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

１ ＫＮＮ ６８．５ ４７ ８７
ＭＬＰ ７２６ ４７ ８７

５ ＫＮＮ ４７．０ １５．３ ２２．５
ＭＬＰ ５０４ １５５ ２３２

１０ ＫＮＮ ３６．０ ２３．１ ２７．３
ＭＬＰ ４１０ ２４８ ３００

　　对于ＭＬＰ模型，两个数据集的前５个预测标
签的准确率分别达到了５１．９％和５０．４％．通过观察
图像，可以发现有些预测错误是标准答案不完备导
致的．以表３右侧第１张图像为例．前５个预测标签
分别是“男人／男士”、“坐”、“山”、“岩石”、“女人／女
士”．而图像的英文句子中没有对应的词汇，因此提
取的中文标签中没有包含“男人／男士”、和“女人／
女士”．因此，标签预测的实际性能要好于目前报告
的结果．

总体看，无论是ＭＬＰ还是ＫＮＮ，召回率较准
确率明显偏低．需要在未来工作中继续探索改进．
５２　句子生成
５．２．１　实验设置

在Ｇｏｏｇｌｅ模型的实验中使用了与５．１节标签
预测任务中相同的ＲｅｓＮｅｔ１５２特征．Ａｔｔｅｎｔｉｏｎ模
型实验中使用的是ＲｅｓＮｅｔ１０１的最后一层卷积层
特征，并且使用了平均池化（ａｖｅｒａｇｅｐｏｏｌｉｎｇ），得到
维度为１４×１４×２０４８的特征．

两个模型的实验均采用了单层的ＬＳＴＭ，图像
和词语的映射向量的维度以及ＬＳＴＭ的隐藏层的
大小都设置为５１２．对于训练集中出现次数小于五
次的词语，用一个特殊的“未知”符号代替．

实验采用了被广泛用于评价看图造句效果的评
价指标来衡量中文看图造句模型预测句子的质量，
即ＢＬＥＵ４、ＲＯＵＧＥＬ以及ＣＩＤＥｒ．ＢＬＥＵ是设计
用于评测机器翻译结果的评价方法，它的计算基

于预测结果与多个参考答案中的狀ｇｒａｍ准确度以
及预测结果的长度罚分比（惩罚太短的预测句子）．
ＢＬＥＵ４即考虑了１ｇｒａｍ到４ｇｒａｍ的多元片段的
重合度的得分．ＲＯＵＧＥＬ通过计算基于最长子序
列的犉值来评价生成句子的质量．ＣＩＤＥｒ是专门设
计用于测评看图造句模型的评价指标，它考虑由
句子的每个狀ｇｒａｍ的ＴＦＩＤＦ（ＴｅｒｍＦｒｅｑｕｅｎｃｙ
ＩｎｖｅｒｓｅＤｏｃｕｍｅｎｔＦｒｅｑｕｅｎｃｙ）指标组成的向量，通
过计算预测句子与参考答案的平均余弦距离来评价
句子，对于句子中的重要的成分给予更大的权重．以
上的指标都是得分越高表示效果越好．本文采用了
ＭＳＣＯＣＯ比赛的评价计算代码来计算这些指标．
５．２．２　实验１：不同排序方法的对比

本文提出了两种结合词语级标签信息，通过重
排序改善生成句子质量的方法，即词重排与句重排．
首先，本文在Ｇｏｏｇｌｅ模型上进行了对比实验，以对
比这两种不同排序方法的效果．

为了验证本文提出的标签重排序方法的有效
性，与不进行重排序的基线方法进行了比较：基线方
法的预测句子是在集束搜索产生的候选句子中由模
型本身计算得出的被预测概率最大的句子．实验中
使用了由两种方式得到的标签进行重排序：（１）使
用本文提出的ＭＬＰ模型预测的标签进行重排序，
记为词重排ＭＬＰ与句重排ＭＬＰ；（２）使用答案标签
对预测候选词语、句子进行重排序，记为词重排ＧＴ
与句重排ＧＴ．

表６、表７中分别展示了在两个中文数据集
Ｆｌｉｃｋｒ８ｋｃｎ和Ｆｌｉｃｋｒ３０ｋｃｎ上，两种方法，即重排序
候选词语与重排序候选句子的效果以及与基线方法
结果的对比．其中基线方法记为Ｇｏｏｇｌｅ模型．与未
重排的Ｇｏｏｇｌｅ模型相比，不论是使用ＭＬＰ模型的
预测标签，还是使用答案标签，重排序候选词语的方
法均没有带来改善．而重排序候选句子方法，在使用
答案标签进行重排时，在两个数据集上、每个指标上
都有了很大的提升．比如ＣＩＤＥｒ指标在Ｆｌｉｃｋｒ８ｋｃｎ
上由基线方法的４７．４提升到５９．５，在Ｆｌｉｃｋｒ３０ｋｃｎ
上由基线方法的３２．５提升到４２．１．这表明，当标签
信息质量很高时，句重排方法可以有效地提高预测
句子的质量．同时，如表格所示，使用本文提出的
ＭＬＰ模型预测标签的句重排方法，与基线方法对
比，每个指标都有更高的得分，也有效地提升了预测
句子的质量，是所有不使用答案的方法中效果最好
的方法．
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表６　犉犾犻犮犽狉８犽犮狀上标签增强对于犌狅狅犵犾犲模型的影响
方法 ＢＬＥＵ４ ＲＯＵＧＥＬ ＣＩＤＥｒ

Ｇｏｏｇｌｅ模型 ２３．６ ４４．８ ４７．４
词重排ＭＬＰ ２３．４ ４４．９ ４７．２
词重排ＧＴ ２３．６ ４５．０ ４７．３
句重排ＭＬＰ ２４７ ４５８ ５０３
句重排ＧＴ ２８６ ４８９ ５９５

表７　犉犾犻犮犽狉３０犽犮狀上标签增强对于犌狅狅犵犾犲模型的影响
方法 ＢＬＥＵ４ ＲＯＵＧＥＬ ＣＩＤＥｒ

Ｇｏｏｇｌｅ模型 １８．２ ４０．０ ３２．５
词重排ＭＬＰ １８．０ ３９．９ ３２．５
词重排ＧＴ １８．２ ４０．０ ３２．８
句重排ＭＬＰ ２００ ４１９ ３５６
句重排ＧＴ ２３３ ４５０ ４２１

表３中展示了利用ＭＬＰ模型预测标签对Ｇｏｏｇｌｅ
模型预测句子进行重排序的一些实例．通过观察预
测句子可以发现，词重排的方法使某些预测标签词
语更早地出现在句子中，限制了有更丰富语义信息
的句子的生成．比如表格中的第一张图片，预测标签
中概率最大的词语是“水”，重排序候选词语时选中
了“水”作为预测序列中的句首词语，使得“跳进”
等动词无法被组织进预测句子中，最终生成的句子
“水里的一只狗”，相对其他方法的“一只黑色的狗跳
进水里”而言，描述句子的完整度和丰富度受到了影
响．而句重排的方法，既保证了句子的完整度，也使
得预测标签更多的出现在预测句子中，生成了更丰
富、准确的预测句子．
５．２．３　实验２：句重排方法对于不同模型的提升

利用标签对候选句子进行重排序是一种对于可
以进行集束搜索的看图造句模型的通用改善方法．
因此，为了进一步验证句重排方法的有效性，本文在
不同模型，即Ｇｏｏｇｌｅ模型与Ａｔｔｅｎｔｉｏｎ模型上进行
了对比实验．重排序Ｇｏｏｇｌｅ模型的候选句子的实验
结果展示在表６、表７中．与实验１相同，实验２中
也使用了由两种方式得到的标签，即答案标签与
ＭＬＰ模型预测标签进行重排序，记号同上．

表８、表９中展示了在中文数据集Ｆｌｉｃｋｒ８ｋｃｎ
和Ｆｌｉｃｋｒ３０ｋｃｎ上，对Ａｔｔｅｎｔｉｏｎ看图造句模型的候
选句子，利用不同的标签进行重排序得到的结果的
评价指标得分．
表８　犉犾犻犮犽狉８犽犮狀上标签增强对于犃狋狋犲狀狋犻狅狀模型的影响

方法 ＢＬＥＵ４ ＲＯＵＧＥＬ ＣＩＤＥｒ
Ａｔｔｅｎｔｉｏｎ模型 ２５．８ ４６．８ ５１．０
句重排ＭＬＰ ２５．３ ４８．０ ５３．６
句重排ＧＴ ３０．４ ５０．１ ６３．０

表９　犉犾犻犮犽狉３０犽犮狀上标签增强对于犃狋狋犲狀狋犻狅狀模型的影响
方法 ＢＬＥＵ４ ＲＯＵＧＥＬ ＣＩＤＥｒ

Ａｔｔｅｎｔｉｏｎ模型 ２０．２ ４１．９ ３９．２
句重排ＭＬＰ ２０．５ ４３．８ ４１．１
句重排ＧＴ ２６．７ ４７．７ ５３．２

表６、表７中的结果表明，使用Ｇｏｏｇｌｅ模型预
测看图造句时，利用标签信息对候选句子进行重排
序，有效地提升了预测句子的质量．

从表８和表９中的数据可以看出，当使用更复
杂、预测句子质量更高的Ａｔｔｅｎｔｉｏｎ模型来产生图
像描述时，结合预测标签对候选句子进行重排序同
样可以改善最终生成句子的质量．具体表现为，利用
ＭＬＰ模型预测的标签对句子重排序后，与未排序的
句子相比，在Ｆｌｉｃｋｒ８ｋｃｎ数据集上，ＣＩＤＥｒ指标由
５１．０提升至５３．６，在Ｆｌｉｃｋｒ３０ｋｃｎ数据集上，ＣＩＤＥｒ
指标由３９．２提升至４１．１．

综合以上实验，不论是使用Ｇｏｏｇｌｅ模型还是性
能更好的Ａｔｔｅｎｔｉｏｎ模型，重排序候选句子的方法
均可以改善最终生成的描述句子的质量．
５３　讨　论

理论上，物体检测（ｏｂｊｅｃｔｄｅｔｅｃｔｉｏｎ）也可用于
给图像打上标签．但其词汇限于提供实体类名词．本
文的标签集合中还包括动词和形容词，描述更为丰
富，因此更适合用于看图造句任务．

表１０中展示了利用ＭＬＰ预测标签对Ａｔｔｅｎｔｉｏｎ
模型预测句子进行重排序的实例，预测标签为最终
生成的句子提供了更多语义信息，使最终得到的句
子更准确、丰富．但是从表１０中最后一排的例子中
可以看出，当标签预测不准确时，也会引入一定的噪
音，影响最终预测句子的准确性．同时，如表８、表９
所示，当使用答案标签对Ａｔｔｅｎｔｉｏｎ模型预测的候
选句子进行重排序，句子质量可以获得更进一步的
改善．这表明，本文提出的句重排方法仍有很大的提
升潜力，采用性能更好的标签预测模块可以进一步
提升重排序方法带来的效果改善．

６　总结与展望
本文使用机器翻译得到的大规模中文数据集建

立了一个面向中文的看图造句系统，并且针对跨语
言看图造句数据不足的问题，提出了结合使用中文
标签级别信息改善生成句子质量的方法．在两个中
文数据集Ｆｌｉｃｋｒ８ｋｃｎ和Ｆｌｉｃｋｒ３０ｋｃｎ上的实验表
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表１０　犃狋狋犲狀狋犻狅狀模型利用预测标签重排序候选句子的实例（犌犜标签、犕犔犘预测标签及其得分也展示在表格中）

Ａｔｔｅｎｔｉｏｎ模型
ＧＴ标签

一个滑板的人
坡道滑板滑板者男人／男士

一个骑自行车的人
自行车技巧男人／男士

ＭＬＰ标签 黄色０．４０红色０．３０男人／男士０．２７滑板０．１５
穿／戴０．１４男孩０．１４衬衫０．１３白色０．１１跳０．１１

自行车０．６２男人／男士０．５５山０．３８跳／跳跃０．３１
空中０．２１人０．１２泥土０．１０山丘０．１０技巧０．０７

句重排ＭＬＰ 一个穿着红色衬衫的人在一个黄色的滑板上跳下来 一个骑自行车的人在一座山上跳跃

Ａｔｔｅｎｔｉｏｎ模型
ＧＴ标签

一个戴着帽子的人站在一头奶牛旁边
马坡背／后背男人／男士

两只狗在雪地里玩耍
玩狗雪黑色男人／男士

ＭＬＰ标签 男人／男士０．７７马０．６９衬衫０．２６棕色０．２２
黑色０．２１帽子０．２０墙０．１３蓝色０．１１穿／戴０．０９

雪０．７６狗０．５７黑色０．５５男人／男士０．３０
穿／戴０．１５蓝色０．１２山０．０８外套０．０７红色０．０６

句重排ＭＬＰ 一个戴着帽子的人站在一匹棕色的马旁边 一个男人和一只黑色的狗在雪地里玩耍

Ａｔｔｅｎｔｉｏｎ模型
ＧＴ标签
ＭＬＰ标签

新娘和新郎在婚礼上跳舞
结婚教堂气球拿情侣新郎新娘
人０．４３白色０．２７群０．２３男人／男士０．２２
女人／女士０．２０婚礼０．１９站０．１９４走０．１８
新郎０．１４穿／戴０．１２

一个人坐在长椅上
商店咖啡女人／女士年轻帽子
男人／男士０．６２坐０．６１女人／女士０．５４
白色０．３６海滩０．３２衬衫０．１３
公园０．１３看０．１１年轻０．１１女孩０．１０

句重排ＭＬＰ 一群穿着白色衣服的男人和一个穿着白衣服的女人 一个男人和一个女人坐在一张桌子上看书

明，不论是Ｇｏｏｇｌｅ模型还是Ａｔｔｅｎｔｉｏｎ模型，利用
预测的标签对系统产生的多个候选句子进行重新排
序有效地改善了最终预测句子的质量．在目前性能
较好的Ａｔｔｅｎｔｉｏｎ模型的基础上，Ｆｌｉｃｋｒ８ｋｃｎ测试
集上的ＣＩＤＥｒ指标从５１．０提升到５３．６，Ｆｌｉｃｋｒ３０ｋｃｎ
测试集上ＣＩＤＥｒ指标提升从３９．２提升到４１．１．同
时，实验显示利用答案标签对模型预测的候选句子
进行重排序可以进一步改善最终预测句子的质量，
表明本系统仍有很大的提升空间，因此在未来的工
作中，将继续提升标签预测模型的效果．预测标签信

息除了用于句子重排序，还可以通过其他方式结合
到句子生成过程中改进效果，这也是未来的研究工
作．此外，后续工作将尝试对目前在学界更流行的
ＣＯＣＯ数据集进行汉化．

参考文献

［１］ＬｉＸ，ＵｒｉｃｃｈｉｏＴ，ＢａｌｌａｎＬ，ｅｔａｌ．Ｓｏｃｉａｌｉｚｉｎｇｔｈｅｓｅｍａｎｔｉｃ
ｇａｐ：Ａｃｏｍｐａｒａｔｉｖｅｓｕｒｖｅｙｏｎｉｍａｇｅｔａｇａｓｓｉｇｎｍｅｎｔ，ｒｅｆｉｎｅｍｅｎｔ
ａｎｄｒｅｔｒｉｅｖａｌ．ＡＣＭＣｏｍｐｕｔｉｎｇＳｕｒｖｅｙｓ，２０１６，４９（１）：
１４：１１４：３９

６４１ 计　　算　　机　　学　　报 ２０１９年

《
 计
 算
 机
 学
 报
 》



［２］ＨｏｄｏｓｈＭ，ＹｏｕｎｇＰ，ＨｏｃｋｅｎｍａｉｅｒＪ．Ｆｒａｍｉｎｇｉｍａｇｅ
ｄｅｓｃｒｉｐｔｉｏｎａｓａｒａｎｋｉｎｇｔａｓｋ：Ｄａｔａ，ｍｏｄｅｌｓａｎｄｅｖａｌｕａｔｉｏｎ
ｍｅｔｒｉｃｓ．ＪｏｕｒｎａｌｏｆＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅＲｅｓｅａｒｃｈ，２０１３，
４７（１）：８５３８９９

［３］ＫａｒｐａｔｈｙＡ，ＦｅｉＦｅｉＬ．Ｄｅｅｐｖｉｓｕａｌｓｅｍａｎｔｉｃａｌｉｇｎｍｅｎｔｓｆｏｒ
ｇｅｎｅｒａｔｉｎｇｉｍａｇｅｄｅｓｃｒｉｐｔｉｏｎｓ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．
Ｂｏｓｔｏｎ，ＵＳＡ，２０１５：３１２８３１３７

［４］ＶｉｎｙａｌｓＯ，ＴｏｓｈｅｖＡ，ＢｅｎｇｉｏＳ，ＥｒｈａｎＤ．Ｓｈｏｗａｎｄｔｅｌｌ：Ａ
ｎｅｕｒａｌｉｍａｇｅｃａｐｔｉｏｎｇｅｎｅｒａｔｏｒ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ
ＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．
Ｂｏｓｔｏｎ，ＵＳＡ，２０１５：３１５６３１６４

［５］ＸｕＫ，ＢａＪ，ＫｉｒｏｓＲ，ｅｔａｌ．Ｓｈｏｗ，ａｔｔｅｎｄａｎｄｔｅｌｌ：Ｎｅｕｒａｌ
ｉｍａｇｅｃａｐｔｉｏｎｇｅｎｅｒａｔｉｏｎｗｉｔｈｖｉｓｕａｌａｔｔｅｎｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｌｉｌｌｅ，
Ｆｒａｎｃｅ，２０１５：２０４８２０５７

［６］ＲｅｎｎｉｅＳ，ＭａｒｃｈｅｒｅｔＥ，ＭｒｏｕｅｈＹ，ｅｔａｌ．Ｓｅｌｆｃｒｉｔｉｃａｌ
ｓｅｑｕｅｎｃｅｔｒａｉｎｉｎｇｆｏｒｉｍａｇｅｃａｐｔｉｏｎｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉ
ｔｉｏｎ．Ｈａｗａｉｉ，ＵＳＡ，２０１７：７００８７０２４

［７］ＬｉＸ，ＬａｎＷ，ＤｏｎｇＪ，ＬｉｕＨ．ＡｄｄｉｎｇＣｈｉｎｅｓｅｃａｐｔｉｏｎｓｔｏ
ｉｍａｇｅｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１６ＡＣＭｏｎＩｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＭｕｌｔｉｍｅｄｉａＲｅｔｒｉｅｖａｌ．ＮｅｗＹｏｒｋ，ＵＳＡ，
２０１６：２７１２７５

［８］ＤｏｎｇＪ，ＬｉＸ，ＬａｎＷ．Ｅａｒｌｙｅｍｂｅｄｄｉｎｇａｎｄｌａｔｅｒｅｒａｎｋｉｎｇ
ｆｏｒｖｉｄｅｏｃａｐｔｉｏｎｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１６ＡＣＭｏｎ
ＭｕｌｔｉｍｅｄｉａＣｏｎｆｅｒｅｎｃｅ．Ａｍｓｔｅｒｄａｍ，ＴｈｅＮｅｔｈｅｒｌａｎｄｓ，２０１６：
１０８２１０８６

［９］ＬｉＸ，ＪｉｎＱ．Ｉｍｐｒｏｖｉｎｇｉｍａｇｅｃａｐｔｉｏｎｉｎｇｂｙｃｏｎｃｅｐｔｂａｓｅｄ
ｓｅｎｔｅｎｃｅｒｅｒａｎｋｉｎｇ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＡｄｖａｎｃｅｓｉｎＭｕｌｔｉｍｅｄｉａ
ＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＰａｃｉｆｉｃＲｉｍＣｏｎｆｅｒｅｎｃｅｏｎＭｕｌｔｉｍｅｄｉａ．
Ｘｉ’ａｎ，Ｃｈｉｎａ，２０１６：２３１２４０

［１０］ＦｒｏｍｅＡ，ＣｏｒｒａｄｏＧ．Ｓ，ＳｈｌｅｎｓＪ，ｅｔａｌ．Ｄｅｖｉｓｅ：Ａｄｅｅｐｖｉｓｕａｌ
ｓｅｍａｎｔｉｃｅｍｂｅｄｄｉｎｇｍｏｄｅｌ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＡｄｖａｎｃｅｓｉｎ
ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．ＬａｋｅＴａｈｏｅ，ＵＳＡ，
２０１３：２１２１２１２９

［１１］ＪｉａＹ，ＳａｌｚｍａｎｎＭ，ＤａｒｒｅｌｌＴ．Ｌｅａｒｎｉｎｇｃｒｏｓｓｍｏｄａｌｉｔｙ
ｓｉｍｉｌａｒｉｔｙｆｏｒｍｕｌｔｉｎｏｍｉａｌｄａｔａ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１１
ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｂａｒｃｅｌｏｎａ，
Ｓｐａｉｎ，２０１１：２４０７２４１４

［１２］ＳｏｃｈｅｒＲ，ＫａｒｐａｔｈｙＡ，ＬｅＱＶ，ｅｔａｌ．Ｇｒｏｕｎｄｅｄｃｏｍｐｏｓｉ
ｔｉｏｎａｌｓｅｍａｎｔｉｃｓｆｏｒｆｉｎｄｉｎｇａｎｄｄｅｓｃｒｉｂｉｎｇｉｍａｇｅｓｗｉｔｈ
ｓｅｎｔｅｎｃｅｓ．ＴｒａｎｓａｃｔｉｏｎｓｏｆｔｈｅＡｓｓｏｃｉａｔｉｏｎｆｏｒＣｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓ，２０１４，２（１）：２０７２１８

［１３］ＦａｒｈａｄｉＡ，ＨｅｊｒａｔｉＭ，ＳａｄｅｇｈｉＭ，ｅｔａｌ．Ｅｖｅｒｙｐｉｃｔｕｒｅｔｅｌｌｓ
ａｓｔｏｒｙ：Ｇｅｎｅｒａｔｉｎｇｓｅｎｔｅｎｃｅｓｆｒｏｍｉｍａｇｅｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ１１ｔｈＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｂｅｒｌｉｎ，
Ｇｅｒｍａｎ，２０１０：１５２９

［１４］ＬｉＳ，ＫｕｌｋａｒｎｉＧ，ＢｅｒｇＴＬ，ｅｔａｌ．Ｃｏｍｐｏｓｉｎｇｓｉｍｐｌｅｉｍａｇｅ
ｄｅｓｃｒｉｐｔｉｏｎｓｕｓｉｎｇｗｅｂｓｃａｌｅ狀ｇｒａｍｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ＦｉｆｔｅｅｎｔｈＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔａｔｉｏｎａｌＮａｔｕｒａｌＬａｎｇｕａｇｅ
Ｌｅａｒｎｉｎｇ．Ｐｏｒｔｌａｎｄ，ＵＳＡ，２０１１：２２０２２８

［１５］ＦａｎｇＨ，ＧｕｐｔａＳ，ＩａｎｄｏｌａＦ，ｅｔａｌ．Ｆｒｏｍｃａｐｔｉｏｎｓｔｏｖｉｓｕａｌ
ｃｏｎｃｅｐｔｓａｎｄｂａｃｋ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．Ｂｏｓｔｏｎ，ＵＳＡ，
２０１５：１４７３１４８２

［１６］ＹｏｕＱ，ＪｉｎＨ，ＷａｎｇＺ，ｅｔａｌ．Ｉｍａｇｅｃａｐｔｉｏｎｉｎｇｗｉｔｈｓｅｍａｎｔｉｃ
ａｔｔｅｎｔｉｏｎ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒ
ＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．ＬａｓＶｅｇａｓ，ＵＳＡ，２０１６：
４６５１４６５９

［１７］ＬｉＸ，ＳｏｎｇＸ，ＨｅｒｒａｎｚＬ，ｅｔａｌ．Ｉｍａｇｅｃａｐｔｉｏｎｉｎｇｗｉｔｈｂｏｔｈ
ｏｂｊｅｃｔａｎｄｓｃｅｎｅｉｎｆｏｒｍａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１６ＡＣＭ
ｏｎＭｕｌｔｉｍｅｄｉａＣｏｎｆｅｒｅｎｃｅ．Ａｍｓｔｅｒｄａｍ，ＴｈｅＮｅｔｈｅｒｌａｎｄｓ，
２０１６：１１０７１１１０

［１８］ＷｕＱ，ＳｈｅｎＣ，ＬｉｕＬ，ｅｔａｌ．Ｗｈａｔｖａｌｕｅｄｏｅｘｐｌｉｃｉｔｈｉｇｈ
ｌｅｖｅｌｃｏｎｃｅｐｔｓｈａｖｅｉｎｖｉｓｉｏｎｔｏｌａｎｇｕａｇｅｐｒｏｂｌｅｍｓ？／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄ
ＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．ＬａｓＶｅｇａｓ，ＵＳＡ，２０１６：２０３２１２

［１９］ＥｌｌｉｏｔｔＤ，ＦｒａｎｋＳ，ＨａｓｌｅｒＥ．Ｍｕｌｔｉｌｉｎｇｕａｌｉｍａｇｅｄｅｓｃｒｉｐｔｉｏｎ
ｗｉｔｈｎｅｕｒａｌｓｅｑｕｅｎｃｅｍｏｄｅｌｓ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１５１０．
０４７０９，２０１５

［２０］ＹｏｕｎｇＰ，ＬａｉＡ，ＨｏｄｏｓｈＭ，ｅｔａｌ．Ｆｒｏｍｉｍａｇｅｄｅｓｃｒｉｐｔｉｏｎｓ
ｔｏｖｉｓｕａｌｄｅｎｏｔａｔｉｏｎｓ：Ｎｅｗｓｉｍｉｌａｒｉｔｙｍｅｔｒｉｃｓｆｏｒｓｅｍａｎｔｉｃ
ｉｎｆｅｒｅｎｃｅｏｖｅｒｅｖｅｎｔｄｅｓｃｒｉｐｔｉｏｎｓ．ＴｒａｎｓａｃｔｉｏｎｓｏｆｔｈｅＡｓｓｏｃｉａｔｉｏｎ
ｆｏｒＣｏｍｐｕｔａｔｉｏｎａｌＬｉｎｇｕｉｓｔｉｃｓ，２０１４，２：６７７８

［２１］ＬｉｎＴＹ，ＭａｉｒｅＭ，ＢｅｌｏｎｇｉｅＳ，ｅｔａｌ．Ｍｉｃｒｏｓｏｆｔｃｏｃｏ：Ｃｏｍｍｏｎ
ｏｂｊｅｃｔｓｉｎｃｏｎｔｅｘｔ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅ
ｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｚｕｒｉｃｈ，Ｓｗｉｔｚｅｒｌａｎｄ，２０１４：７４０７５５

［２２］ＬａｎＷ，ＬｉＸ，ＤｏｎｇＪ．Ｆｌｕｅｎｃｙｇｕｉｄｅｄｃｒｏｓｓｌｉｎｇｕａｌｉｍａｇｅ
ｃａｐｔｉｏｎｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１７ＡＣＭｏｎＭｕｌｔｉｍｅｄｉａ
Ｃｏｎｆｅｒｅｎｃｅ．ＭｏｕｎｔａｉｎＶｉｅｗ，ＵＳＡ，２０１７：１５４９１５５７

［２３］ＭｉｎＫ，ＭａＣ，ＺｈａｏＴ，ｅｔａｌ．ＢｏｓｏｎＮＬＰ：Ａｎｅｎｓｅｍｂｌｅ
ａｐｐｒｏａｃｈｆｏｒｗｏｒｄｓｅｇｍｅｎｔａｔｉｏｎａｎｄＰＯＳｔａｇｇｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆｔｈｅＮａｔｉｏｎａｌＣＣＦＣｏｎｆｅｒｅｎｃｅｏｎＮａｔｕｒａｌＬａｎｇｕａｇｅ
ＰｒｏｃｅｓｓｉｎｇａｎｄＣｈｉｎｅｓｅＣｏｍｐｕｔｉｎｇ．Ｎａｎｃｈａｎｇ，Ｃｈｉｎａ，
２０１５：５２０５２６

［２４］ＨｏｃｈｒｅｉｔｅｒＳ，ＳｃｈｍｉｄｈｕｂｅｒＪ．Ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ．
ＮｅｕｒａｌＣｏｍｐｕｔａｔｉｏｎ，１９９７，９（８）：１７３５１７８０

［２５］ＣｈｅｎＤ，ＭａｎｎｉｎｇＣＤ．Ａｆａｓｔａｎｄａｃｃｕｒａｔｅｄｅｐｅｎｄｅｎｃｙ
ｐａｒｓｅｒｕｓｉｎｇｎｅｕｒａｌｎｅｔｗｏｒｋｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１４
ＣｏｎｆｅｒｅｎｃｅｏｎＥｍｐｉｒｉｃａｌＭｅｔｈｏｄｓｉｎＮａｔｕｒａｌＬａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ．Ｃｏｐｅｎｈａｇｅｎ，Ｄｅｎｍａｒｋ，２０１４：７４０７５０

［２６］ＨｅＫ，ＺｈａｎｇＸ，ＲｅｎＳ，ｅｔａｌ．Ｄｅｅｐｒｅｓｉｄｕａｌｌｅａｒｎｉｎｇｆｏｒ
ｉｍａｇｅｒｅｃｏｇｎｉｔｉｏｎ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥＣｏｎｆｅｒｅｎｃｅｏｎ
ＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎＲｅｃｏｇｎｉｔｉｏｎ．ＬａｓＶｅｇａｓ，
ＵＳＡ，２０１６：７７０７７８

７４１１期 蓝玮毓等：标签增强的中文看图造句
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犔犃犖犠犲犻犢狌，ｂｏｒｎｉｎ１９９３，Ｍ．Ｓ．
ｃａｎｄｉｄａｔｅ．Ｈｅｒｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｆｏｃｕｓ
ｏｎｉｍａｇｅｃｏｎｔｅｎｔｕｎｄｅｒｓｔａｎｄｉｎｇ．

犠犃犖犌犡犻犪狅犡狌，ｂｏｒｎｉｎ１９９３，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．Ｈｅｒ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｆｏｃｕｓｏｎｉｍａｇｅｓｅａｒｃｈ．

犢犃犖犌犌犪狀犵，ｂｏｒｎｉｎ１９７９，Ｐｈ．Ｄ．，ｌｅｃｔｕｒｅｒ．Ｈｉｓ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｆｏｃｕｓｏｎｍａｃｈｉｎｅｌｅａｒｎｉｎｇ．

犔犐犡犻犚狅狀犵，ｂｏｒｎｉｎ１９８３，Ｐｈ．Ｄ．，ａｓｓｏｃｉａｔｅｐｒｏｆｅｓｓｏｒ．
Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｍｕｌｔｉｍｅｄｉａａｎａｌｙｓｉｓａｎｄ
ｒｅｔｒｉｅｖａｌ．

犅犪犮犽犵狉狅狌狀犱
　　Ｉｍａｇｅｃａｐｔｉｏｎｉｎｇ，ｗｈｉｃｈｔａｒｇｅｔｓａｔａｕｔｏｍａｔｉｃａｌｌｙｄｅｓｃｒｉｂｉｎｇ
ｔｈｅｐｉｃｔｏｒｉａｌｃｏｎｔｅｎｔｏｆａｎｉｍａｇｅｂｙａｎａｔｕｒａｌｌａｎｇｕａｇｅ
ｓｅｎｔｅｎｃｅ，ｉｓａｆｕｎｄａｍｅｎｔａｌｐｒｏｂｌｅｍｔｈａｔｃｏｎｎｅｃｔｓｃｏｍｐｕｔｅｒ
ｖｉｓｉｏｎｗｉｔｈｎａｔｕｒａｌｌａｎｇｕａｇｅｐｒｏｃｅｓｓｉｎｇ．Ｔｈｅｒｅｃｅｎｔｄｏｍｉｎａｎｔ
ａｐｐｒｏａｃｈｉｎｉｍａｇｅｃａｐｔｉｏｎｉｎｇ，ｉｎｓｐｉｒｅｄｂｙｔｈｅｓｕｃｃｅｓｓｏｆｄｅｅｐ
ｌｅａｒｎｉｎｇｉｎｉｍａｇｅｃｌａｓｓｉｆｉｃａｔｉｏｎａｎｄｍａｃｈｉｎｅｔｒａｎｓｌａｔｉｏｎ，ｉｓｔｏ
ａｐｐｌｙｄｅｅｐｎｅｕｒａｌｎｅｔｗｏｒｋｓｗｈｉｃｈｃｏｎｔａｉｎａＣＮＮａｎｄａｎ
ＲＮＮｔｏａｕｔｏｍａｔｉｃａｌｌｙｇｅｎｅｒａｔｅｎｅｗｃａｐｔｉｏｎｓｆｏｒｉｍａｇｅｓ．
ＴｈｉｓｈａｓｓｏｆａｒｂｅｅｎｅｘｐｌｏｒｅｄｍｏｓｔｌｙｉｎＥｎｇｌｉｓｈ，ａｓｍｏｓｔ
ａｖａｉｌａｂｌｅｄａｔａｓｅｔｓａｒｅｉｎｔｈｉｓｌａｎｇｕａｇｅ．Ｈｏｗｅｖｅｒ，ｔｈｅ
ａｐｐｌｉｃａｔｉｏｎｏｆｉｍａｇｅｃａｐｔｉｏｎｉｎｇｓｈｏｕｌｄｎｏｔｂｅｒｅｓｔｒｉｃｔｅｄｂｙ
ｌａｎｇｕａｇｅ．Ｏｎｌｙｆｅｗｓｔｕｄｉｅｓｈａｖｅｂｅｅｎｃｏｎｄｕｃｔｅｄｆｏｒｉｍａｇｅ
ｃａｐｔｉｏｎｉｎｇｉｎａｃｒｏｓｓｌｉｎｇｕａｌｓｅｔｔｉｎｇ．Ｔｈｉｓｐａｐｅｒｅｘｔｅｎｄｓ
ｒｅｓｅａｒｃｈｏｎａｕｔｏｍａｔｅｄｉｍａｇｅｃａｐｔｉｏｎｉｎｇｉｎｔｈｅｄｉｍｅｎｓｉｏｎｏｆ
ｌａｎｇｕａｇｅ，ｌｅａｒｎｉｎｇａＣｈｉｎｅｓｅｉｍａｇｅｃａｐｔｉｏｎｉｎｇｍｏｄｅｌｆｒｏｍ
ｍａｃｈｉｎｅｔｒａｎｓｌａｔｅｄｓｅｎｔｅｎｃｅｓａｎｄｅｎｈａｎｃｉｎｇｔｈｅｍｏｄｅｌｂｙ
ａｕｔｏｍａｔｅｄｉｍａｇｅｔａｇｇｉｎｇ．

ＴｈｉｓｗｏｒｋｗａｓｓｕｐｐｏｒｔｅｄｂｙｔｈｅＮａｔｉｏｎａｌＮａｔｕｒａｌ
ＳｃｉｅｎｃｅＦｏｕｎｄａｔｉｏｎｏｆＣｈｉｎａ（Ｎｏｓ．６１６７２５２３，７１５３１０１２）．
Ｔｈｅｐｒｏｊｅｃｔａｉｍｓｔｏｄｅｖｅｌｏｐｎｏｖｅｌａｌｇｏｒｉｔｈｍｓｔｈａｔｅｎａｂｌｅ
ｌｅａｒｎｉｎｇａｎｉｍａｇｅｃａｐｔｉｏｎｉｎｇｍｏｄｅｌｆｏｒａｔａｒｇｅｔｌａｎｇｕａｇｅ
ｏｔｈｅｒｔｈａｎＥｎｇｌｉｓｈ，ｗｉｔｈｍｉｎｉｍａｌｌａｂｅｌｉｎｇｅｆｆｏｒｔ．

ＴｈｅＭｕｌｔｉｍｅｄｉａＣｏｍｐｕｔｉｎｇＬａｂ（ＭＭＣ）ａｔＲｅｎｍｉｎ
ＵｎｉｖｅｒｓｉｔｙｏｆＣｈｉｎａｉｓｄｏｉｎｇｃｕｔｔｉｎｇｅｄｇｅｒｅｓｅａｒｃｈｉｎｔｈｅ
ｂｒｏａｄａｒｅａｏｆｍｕｌｔｉｍｅｄｉａｃｏｍｐｕｔａｔｉｏｎａｎｄａｐｐｌｉｃａｔｉｏｎｓ．Ｗｅ
ｐｕｂｌｉｓｈｐａｐｅｒｓｉｎｐｒｅｓｔｉｇｉｏｕｓｊｏｕｒｎａｌｓａｎｄｃｏｎｆｅｒｅｎｃｅｓｉｎｔｈｅ
ｍｕｌｔｉｍｅｄｉａｆｉｅｌｄ，ｅ．ｇ．，ＩＥＥＥＴＭＭ，ＴＡＳＬＰ，ＡＣＭＭＭ，
ＩＣＭＲ，ＳＩＧＩＲａｎｄＩＣＡＳＳＰ．ＴｈｅＭＭＣＬａｂｈａｓｂｅｅｎｔｏｐ
ｐｅｒｆｏｒｍｅｒｉｎａｎｕｍｂｅｒｏｆｉｎｔｅｒｎａｔｉｏｎａｌｃｏｍｐｅｔｉｔｉｏｎｓａｎｄ
ｂｅｎｃｈｍａｒｋｅｖａｌｕａｔｉｏｎｓｆｏｒｉｍａｇｅａｎｄｖｉｄｅｏｃａｐｔｉｏｎｉｎｇ，
ｉｎｃｌｕｄｉｎｇＴＲＥＣＶＩＤ２０１６／２０１７ＶｉｄｅｏｔｏＴｅｘｔｔａｓｋｓ，ＭＳＲ
ＶＴＴＣｈａｌｌｅｎｇｅａｔＡＣＭＭＭ２０１６／２０１７，ａｎｄＩｍａｇｅＣＬＥＦ
２０１５ＩｍａｇｅＳｅｎｔｅｎｃｅＧｅｎｅｒａｔｉｏｎｔａｓｋ．
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