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摘　要　Ｗｅｂ２．０时代，标签作为Ｗｅｂ资源管理和检索的有效方式已成为近年的热点研究对象．开发者通常为新
的Ｍａｓｈｕｐ人工指定若干与功能性相关的标签，以便于用户理解、检索以及实现Ｍａｓｈｕｐ资源的分类管理．然而，手
动指定标签十分繁琐且费时，自动生成Ｍａｓｈｕｐ标签十分必要但缺乏有效方法．针对该问题，文中提出一种基于主
题模型的方法进行Ｍａｓｈｕｐ标签的自动推荐．该方法首先建立Ｍａｓｈｕｐｓ与ＷｅｂＡｐｐｌｉｃａｔｉｏｎＰｒｏｇｒａｍｍｉｎｇＩｎｔｅｒ
ｆａｃｅｓ（ＡＰＩｓ）的描述文档以及Ｍａｓｈｕｐｓ与ＡＰＩｓ之间的组合关系模型，然后寻找与待推荐标签Ｍａｓｈｕｐ的描述文档
主题分布相似的ＷｅｂＡＰＩｓ，并将它们与该Ｍａｓｈｕｐ直接组合的ＡＰＩｓ合并，采用一种带权重的ＰａｇｅＲａｎｋ算法，从
中挑选出最重要的ＡＰＩｓ，最后将它们已有标签推荐给该Ｍａｓｈｕｐ．同时，针对所提方法文中设计实现一种标签排序
算法，该算法优先推荐那些与Ｍａｓｈｕｐ主题最相关的标签．根据使用从ＰｒｏｇｒａｍｍａｂｌｅＷｅｂ收集的真实数据进行实
验可知，文中所提出的方法明显优于其他自动化标签推荐方法．
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１　引　言
随着Ｗｅｂ２．０技术的兴起，标签（Ｔａｇ）作为资

源管理和检索的有效方式成为近些年的热点研究对
象［１４］．互联网上的各种资源比如网页、文献、博客、
图片、音乐、视频等通常允许作者或其他用户为其关
联若干描述性的词汇，也就是标签．标签和关键词相
似，都体现了对标注资源的描述和概括．但是，标签
是用户根据自己的理解为资源指定的描述性词汇，
它具有随意性和语义模糊性等特点，这为标签的自
动推荐带来了巨大的挑战［１２］．

近些年，许多网站如ＰｒｏｇｒａｍｍａｂｌｅＷｅｂ①和
Ｓｅｅｋｄａ②已经允许用户为Ｍａｓｈｕｐ资源关联若干标
签，以便于人们理解、检索以及实现Ｍａｓｈｕｐ资源的
分类管理．如在ＰｒｏｇｒａｍｍａｂｌｅＷｅｂ中，为Ｍａｓｈｕｐ
指定若干相关的标签将有助于用户快速检索出需要
的Ｍａｓｈｕｐ服务．图１所示为ＰｒｏｇｒａｍｍａｂｌｅＷｅｂ③
上名为“Ｍａｓｈｉｔ”的Ｍａｓｈｕｐ实例，该Ｍａｓｈｕｐ有
４个标签和一个描述文档．为进一步说明标签的作
用，取其中两个标签“Ｃｏｌｏｒ”与“Ｆｏｎｔｓ”作为关键词
检索ＰｒｏｇｒａｍｍａｂｌｅＷｅｂ的Ｍａｓｈｕｐｓ资源库，图２
所示为检索结果．从结果可以看出，名称为“Ｍａｓｈｉｔ”
的Ｍａｓｈｕｐ排在最前面．然而，人工为Ｍａｓｈｕｐｓ资
源指定标签是一件比较繁琐且浪费时间的任务．因
此需要一种方法为Ｍａｓｈｕｐｓ资源自动推荐标签，同
时规范标签的使用．目前已经存在一些为Ｗｅｂ服务
进行标注的方法［３６］．在这些标签推荐方法中，基于
词共现的方法被广泛使用［７８］．例如为了解决Ｗｅｂ
服务标签分配不均匀等问题，Ｃｈｅｎ等人［７８］使用基
于词共现的方法为标签数较少的Ｗｅｂ服务扩充标
签．基于词共现的方法挖掘已有标签数据中标签之
间的关联关系，用以有效地扩充Ｗｅｂ服务的现有标
签．但当服务标签较少或者当Ｗｅｂ服务没有标签
时，基于词共现的方法通常工作效果不好［９１０］．基于
聚类的方法也被用于Ｗｅｂ服务的标签推荐［４，６，１１］，
例如Ｆａｎｇ等人［４］提出了一种自动Ｗｅｂ服务标签推
荐方法，该方法使用了两种策略：标签扩展和标签抽

取．他们首先基于ＷＳＤＬ文档将Ｗｅｂ服务进行聚
类，然后将同一个类中其他服务的标签推荐给指定
服务．但是仅仅使用基于ＷＳＤＬ的匹配技术忽略了
文档的隐含语义信息［６］且存在词汇稀疏的问题［１２］．
因此有方法研究基于主题模型来发现Ｗｅｂ服务的
隐含主题信息．例如Ａｚｎａｇ等人［５］首先基于主题模
型从Ｗｅｂ服务中抽取出若干候选标签，随后这些标
签被用于训练一个分类器，然后基于该分类器将最
相关的标签推荐给新的服务．然而，大部分基于主题
模型的标签推荐方法仅仅依赖于Ｗｅｂ服务的文本
描述信息［１２，４］．当描述信息较少或者标签矩阵很稀
疏时，往往无法取得较好的效果［９］．因此需要其他辅
助信息以提高推荐标签的准确率．众所周知，Ｗｅｂ
服务之间往往存在链接（或组合）关系．研究表明，如
果两个文档之间存在链接关系，它们则很可能具有
相似的主题分布信息［１３１４］，而隐含主题分布相似的
Ｗｅｂ服务则表明它们的功能性描述文档相似，进一
步说明它们可能共享某些相同或者相似的标签．所
以，在服务描述信息或者标签信息较少时，充分利用
这些服务之间构成的网络信息有助于提高标签推荐
的准确度．基于此，本文提出了一种同时将Ｍａｓｈｕｐｓ
文档描述信息以及Ｍａｓｈｕｐｓ与ＡＰＩｓ之间的链接关
系进行建模的方法用于Ｍａｓｈｕｐｓ标签的自动推荐．

图１　ＰｒｏｇｒａｍｍａｂｌｅＷｅｂ上名为“Ｍａｓｈｉｔ”的Ｍａｓｈｕｐ实例

图２　用关键词“Ｃｏｌｏｒ”与“Ｆｏｎｔｓ”检索得到的结果
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图３展示了Ｍａｓｈｕｐｓ、Ｔａｇｓ、ＡＰＩｓ三者之间的
链接关系网，实线表示标签与Ｍａｓｈｕｐｓ或者ＡＰＩｓ
之间存在标注关系，虚线表示Ｍａｓｈｕｐｓ由若干
ＡＰＩｓ组合而成．从图中可以看出，某些Ｍａｓｈｕｐｓ及
ＡＰＩｓ由一些共同的标签进行标注，当某一Ｍａｓｈｕｐ
和某一ＡＰＩ包含共同的标签时，该Ｍａｓｈｕｐ和ＡＰＩ
很有可能是组合关系．以往的研究表明，当Ｍａｓｈｕｐ
与ＡＰＩ存在组合关系时，它们的功能性描述文档是
相似的［１５］．也就是说，当某一Ｍａｓｈｕｐ和ＡＰＩ具有
相同或者相似的功能性描述文档时，很有可能包含
有相同的标签．基于以上观察，本文提出了一种基于
主题模型的Ｍａｓｈｕｐ标签推荐方法，该主题模型同
时将Ｍａｓｈｕｐｓ与ＡＰＩｓ的描述文档以及Ｍａｓｈｕｐｓ
与ＡＰＩｓ之间的组合关系进行建模．基于该模型，该
方法首先寻找与指定Ｍａｓｈｕｐ描述文档主题分布相
似的若干ＡＰＩｓ（可能不包含与指定Ｍａｓｈｕｐ直接组
合的ＡＰＩｓ）．接下来，将这些ＡＰＩｓ和那些与该
Ｍａｓｈｕｐ直接组合的ＡＰＩｓ合并为一个ＡＰＩｓ集合，
采用一种带权重的ＰａｇｅＲａｎｋ算法，从该ＡＰＩｓ集合
中进一步挑选出若干最重要的ＡＰＩｓ（最可能与指定
Ｍａｓｈｕｐ共享标签的若干ＡＰＩｓ）．最后，将这些ＡＰＩｓ

已有标签推荐给该Ｍａｓｈｕｐ．下面举例说明该过程．
如图３所示，任务为给名称为“ＷｈｅｒｅＡｍｌ．Ａｔ”的
Ｍａｓｈｕｐ推荐若干标签（起初该Ｍａｓｈｕｐ并没有任何
标签），首先系统选择名称为“Ｓｈｏｏｐｉｎｇ．ｃｏｍ”的ＡＰＩ
作为该Ｍａｓｈｕｐ的相似ＡＰＩｓ，接着将这个相似ＡＰＩ
与名称为“ＧｏｏｇｌｅＭａｐｓ”与“Ｆｌｉｃｋｒ”的两个ＡＰＩｓ
合并为一个ＡＰＩｓ集合（该实例集合中只包含３个
ＡＰＩｓ，实际中可能包含多个ＡＰＩｓ），显而易见，这两
个ＡＰＩｓ与Ｍａｓｈｕｐ“ＷｈｅｒｅＡｍｌ．Ａｔ”是直接组合关
系（虚线表示）．然后使用改进的ＰａｇｅＲａｎｋ算法进
一步选择出最重要的ＡＰＩｓ，最后将这些ＡＰＩｓ的标
签推荐给“ＷｈｅｒｅＡｍｌ．Ａｔ”．本文在寻找与Ｍａｓｈｕｐ
相似的ＡＰＩｓ时，使用了一种概率主题模型方法，
该模型同时考虑Ｍａｓｈｕｐｓ的文本描述信息以及
Ｍａｓｈｕｐｓ与ＡＰＩｓ之间的链接关系．同时，由于待推
荐标签集较大，而Ｍａｓｈｕｐｓ真实标签数目通常有限，
因此本文设计实现了一种标签排序算法用于进一步
排序待推荐的标签集合，该算法优先推荐那些与
Ｍａｓｈｕｐ主题最相关的标签．使用从Ｐｒｏｇｒａｍｍａｂｌｅ
Ｗｅｂ收集的真实数据进行实验表明，本文所提出的
方法明显优于其他标签推荐方法．

图３　Ｍａｓｈｕｐｓ、Ｔａｇｓ、ＡＰＩｓ三者之间的链接关系网

２　相关工作
本小节主要介绍相关的标签推荐技术及本文研

究所涉及的ＰａｇｅＲａｎｋ技术．
在Ｗｅｂ２．０背景下，标签被广泛地用于对Ｗｅｂ

资源进行有效的组织和管理．目前针对社会化标
签推荐方面的研究较多，总体来说，可分为如下
３类［１６］：基于内容的标签推荐方法、基于词共现的标
签推荐方法以及混合标签推荐方法．基于内容的推
荐方法仅仅利用物品（如Ｍａｓｈｕｐ）的文本描述信

息［１７１８］，然后从中抽取标签．这些方法通常能够推荐
非常相关的标签，但是当物品没有丰富的文本内容
时效率将不会很好［１９］．基于词共现的方法通过挖掘
标签之间的共现关系来扩展物品的标签集［１８，２０］．然
而仅仅利用标签的共现信息不能很好地处理标签的
主题漂移问题［２１］．混合的标签推荐方法同时利用物
品的内容信息和物品标签矩阵信息［９，２２］，通常能取
得较满意的效果．但是当缺乏物品的内容信息或者
当物品标签矩阵很稀疏时，推荐效果通常不会很
好，因此需要利用其他辅助信息如社会网络（例如
Ｗｅｂ服务之间的组合关系）等来进一步改善标签推
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荐的准确度．在混合标签推荐方法中，充分利用物品
的隐含主题信息对于提高推荐结果的准确度至关
重要［９］．因此基于主题模型的标签推荐方法被广泛
采用［１２，１０］．如Ｋｒｅｓｔｅｌ等人［１］提出一种基于主题模
型的标签推荐方法，该方法寻找与物品已有标签主
题最相关的标签用于推荐．Ｓｉ等人［２］基于Ｌａｔｅｎｔ
ＤｉｒｉｃｈｌｅｔＡｌｌｏｃａｔｉｏｎ（ＬＤＡ）模型提出一种新的主题
模型ＴａｇＬＤＡ用于标签推荐．虽然ＴａｇＬＤＡ推荐
效果优于ＬＤＡ，但是它没有考虑社会网络信息（如
Ｗｅｂ服务之间相互链接关系）．

对Ｗｅｂ服务进行标签推荐也是一个研究热
点［３６］．在这些标签推荐方法中，基于词共现的方法
被广泛使用［７８］．例如为了解决Ｗｅｂ服务标签分配
不均匀等问题，Ｃｈｅｎ等人［７８］基于词共现的方法为
标签数较少的Ｗｅｂ服务扩充标签．基于词共现的方
法挖掘已有标签数据中的关联规则关系，用以有效
地扩充Ｗｅｂ服务的现有标签．但当服务标签较少或
者当Ｗｅｂ服务没有标签时，基于词共现的方法通常
工作效果不好［９１０］．基于聚类的Ｗｅｂ服务标签推荐
方法过去也被广泛采用［４，６，１１］．例如Ｆａｎｇ等人［４］提
出了一种自动Ｗｅｂ服务标签推荐方法，该方法使用
了两种策略：标签扩展和标签抽取．他们首先基于
ＷＳＤＬ文档将Ｗｅｂ服务进行聚类，然后将同一个类
中其他服务的标签推荐给指定服务．但是仅仅使
用基于ＷＳＤＬ的匹配技术忽略了文档的隐含语义
信息［６］且存在词汇稀疏的问题［１２］．过去一些机器学
习技术也被用于解决标签推荐的问题［５６］．例如
Ａｚｎａｇ［５］等人首先基于主题模型从Ｗｅｂ服务中抽
取出若干候选标签，随后这些标签被用于训练一个
分类器，然后基于该分类器将最相关的标签推荐给
新的服务．然而，大部分基于主题模型的标签推荐方
法仅仅依赖于物品的文本描述信息［１２，４］．当物品描
述信息较少或者物品的标签矩阵很稀疏时，往往无
法取得较好的效果［９］．因此需要其他辅助信息，比如
Ｗｅｂ服务之间的组合关系，以改善推荐标签的准确
度．在有些推荐系统中，物品之间常常存在着某种联
系，如网页之间的互相链接的关系、Ｍａｓｈｕｐｓ与ＡＰＩｓ
之间互相组合的关系以及科学论文之间的互相引用
关系等．当物品之间存在链接关系时，它们的描述文
档可能具有相似的主题分布［１３１４］．因此，充分利用上
述社会网络等信息将有助于标签推荐性能的提高．
ＰａｇｅＲａｎｋ算法主要用于计算网页的重要性，在

搜索引擎中应用十分广泛［２３］．ＰａｇｅＲａｎｋ算法通过
研究网页的相互链接来确定网页的排序情况．其基
本思想是：当网页Ａ有一个链接指向网页Ｂ，就认
为Ｂ获得了Ａ对它贡献的分值，该分值的多少取决

于网页Ａ本身的重要程度，即网页Ａ的重要性越
大，网页Ｂ获得的贡献值就越高．因此一个网页的
重要性由３个因素决定［２４］：链接指向该网页的网页
数量、链接指向该网页的网页质量以及从这些网页
链接出的网页数量．然而，传统的ＰａｇｅＲａｎｋ算法依
据网页的链出结构，将ＰａｇｅＲａｎｋ值均匀分配给链
出的网页节点，使得权威性高的网页不能快速上浮．
Ｘｉｎｇ等人［２５］综合考虑网页的链入、链出结构提出一
种带权重的ＰａｇｅＲａｎｋ算法（ＷｅｉｇｈｔｅｄＰａｇｅＲａｎｋ，
ＷＰＲ），即为网页的链入和链出赋予相应的权重因
子．实验表明ＷＰＲ改善了传统ＰａｇｅＲａｎｋ算法平均
分配的不足，能有效改善排序的结果［２６］．

３　犕犪狊犺狌狆标签推荐方法
本节首先定义标签推荐问题，然后分别介绍使用

的两种主题模型技术和ＰａｇｅＲａｎｋ算法，继而详细
描述提出的Ｍａｓｈｕｐ标签推荐方法．为了阅读方便，
表１总结了本文所使用的常用符号及其含义说明．

表１　常用符号及其含义说明
符号 含义说明
犿 表示一个Ｍａｓｈｕｐ
犿′ 表示一个待推荐标签的新Ｍａｓｈｕｐ
犪 表示一个ＡＰＩ
犠（犿） 表示犿的功能性描述文档
犠（犪） 表示犪的功能性描述文档
θ（犿） 犠（犿）的主题分布向量
θ（犪） 犠（犪）的主题分布向量
犜 表示主题模型中主题的数目
狕（犿） 大小为犜的主题集合，用于犠（犿）中词汇的主题抽样
狕（犪） 大小为犜的主题集合，用于犠（犪）中词汇的主题抽样
犖 语料库中词汇的总数目
犐狋犲狉 主题模型训练时的迭代次数
 维度为犜的一维向量，表示对应主题下所有词汇的概

率分布
狌 有向带权图中的顶点（网页或ＡＰＩ）
λ 本文提出的增强相似度计算公式中惩罚项的惩罚力度

犘犚（狌）顶点狌的ＰａｇｅＲａｎｋ值
犅狌 链向顶点狌（网页或ＡＰＩ）的顶点集合
犱 ＰａｇｅＲａｎｋ概率参数
狋 表示一个待推荐标签
犘（狋）标签狋的流行度
μ 标签得分计算公式的平滑参数
犃 与犿′最相似的ＡＰＩ集合，该集合可能不包含全部Ｍａｓｈｕｐ

直接组合的ＡＰＩｓ
狋犪犵狊狉 推荐的标签集合
狋犪犵狊犿 Ｍａｓｈｕｐ犿的真实标签集合
犛 未排序的待推荐标签集
犛′ 已排序的待推荐标签集

３１　问题定义
通常一个Ｍａｓｈｕｐ犿由一个简短描述文档对其

提供的服务进行描述，描述文档可表示为犠（犿）＝
｛狑１，狑２，…，狑｜犠（犿）｜｝，其中狑犻表示文档中第犻个词
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汇，犠（犿）表示描述文档的词汇数目．用于标注
Ｍａｓｈｕｐ的标签集合表示为犚（犿）＝｛狋１，狋２，…，狋｜犚（犿）｜｝，
其中狋犻表示第犻个标签，犚（犿）表示Ｍａｓｈｕｐ犿的标
签个数．相似的，一个ＡＰＩ犪由一个简短的文档对其
提供的功能服务进行描述，描述文档表示为犠（犪）＝
｛狑１，狑２，…，狑｜犠（犪）｜｝，其中狑犻表示文本中第犻个词
汇，犠（犪）表示描述文本的词汇数目．用于标注ＡＰＩ犪
的标签集合表示为犚（犪）＝｛狋１，狋２，…，狋｜犚（犪）｜｝，其中狋犻
表示第犻个标签，犚（犪）表示ＡＰＩ犪的标签个数．在
对某一Ｍａｓｈｕｐ犿′进行标签推荐的过程中，开发者
用一个简短的文本犠犿′对Ｍａｓｈｕｐ所提供的功能服
务进行描述，然后Ｍａｓｈｕｐ标签推荐系统能自动为
该新创建的Ｍａｓｈｕｐ推荐若干相关的标签．
３２　概率主题模型

本文在寻找与Ｍａｓｈｕｐ文档描述相似的ＡＰＩｓ
时分别使用了两种主题模型技术，下面分别对它们
进行详细介绍．
３．２．１　ＬＤＡ模型

ＬＤＡ模型［２７］是一种文档主题生成模型，包含
文档、主题和词三层结构．ＬＤＡ假设每篇文档由若
干隐含的主题组成，每个主题下有一系列与主题相
关的词汇．当要生成一篇文档时，是通过以一定的概
率选择某个主题，然后再以一定的概率选择主题下
的某个词语．ＬＤＡ是一种非监督机器学习技术，可
以用来发现大规模文档集合或者语料库中隐含的主
题分布信息．与关键词匹配技术相比较，ＬＤＡ主题
模型更关注文档或语料的语义信息，它将文档归纳
出若干主题，然后根据文档主题分布向量计算文档
之间的相似性，因此，ＬＤＡ主题模型是一种语义层
次的匹配技术．ＬＤＡ模型可以使用蒙特卡罗马尔科
夫链等方法学习得到．本文在学习ＬＤＡ模型时使
用的是吉布斯抽样方法［２８］．

图４　ＬＤＡ模型

图４为ＬＤＡ的模型图．假设犜表示待训练主
题的数目，犖表示语料库中词汇的总数目．则θ（犿）是
一个维度为犜的一维向量，表示文档犠（犿）的主题分
布向量．是一个维度为犖的一维向量，表示对应主

题下所有词汇的概率分布．将所有Ｍａｓｈｕｐｓ与
ＡＰＩｓ的描述文档作为输入，参数θ（犿）、和狕（犿）可通
过吉布斯抽样方法训练得到［２８］．ＬＤＡ训练过程中，
吉布斯抽样方法为描述文档中的每个词进行多次迭
代，每次迭代都以下列式（１）为词犠（犿）

犻采样一个新
的主题，直到ＬＤＡ模型的参数收敛为止．

　狆（狕（犿）犻＝犼｜狑，狕（犿）﹁犻）∝
犆（犠（犿）犻）
犼，﹁犻＋β
犆（·）
犼，﹁犻＋犖β

×犆
（犠（犿））
犼，﹁犻＋α

犆（犠（犿））
·，﹁犻＋犜α

（１）

其中，犆（犠（犿）犻）
犼，﹁犻与犆（犠（犿））

犼，﹁犻表示两个矩阵，分别记录了词
语犠（犿）

犻归入主题犼的次数和文档犠（犿）中归入主题犼
的词汇的数目；犆（·）

犼，﹁犻表示归入主题犼的词汇数量；
犆（犠（犿））
·，﹁犻表示文档犠（犿）中所有词汇的数量；狕（犿）﹁犻表示
除当前主题外的主题向量；狑表示语料库中所有的
词汇向量．α和β是狄利克雷先验的超参数，用于平
滑模型．式（１）的后验概率可以由下列式（２）和式（３）
计算得出

狆（狕（犿）犻＝犼｜犠（犿））＝犆
（犠（犿））
犼 ＋α

犆（犠（犿））
· ＋犜α

（２）

狆（犠（犿）
犻｜狕（犿）犻＝犼）＝犆

（犠（犿）犻）
犼 ＋β
犆（·）
犼＋犖β

（３）
式（２）表示文档的主题分布，式（３）表示主题的词分
布．通过式（２）、（３）可确定Ｍａｓｈｕｐｓ和ＡＰＩｓ描述文
档的主题分布及各主题下词的分布．
３．２．２　ＲＴＭ模型

图５　ＲＴＭ模型

关系主题模型（ＲｅｌａｔｉｏｎＴｏｐｉｃＭｏｄｅｌ，ＲＴＭ）
最早由Ｃｈａｎｇ等人［２９］提出，是一种层次概率主题模
型．ＲＴＭ不仅仅考虑文档的内容，同时还考虑文档
之间的链接关系，比如科学论文之间的引用关系或
以及网页之间的链接关系等．Ｌｉ等人［１５］将ＲＴＭ模
型用于ＡＰＩ推荐问题，该模型在训练文档主题分布
的过程中同时考虑Ｍａｓｈｕｐｓ与ＡＰＩｓ之间的组合
关系．图５为ＲＴＭ的模型图．θ（犿）与θ（犪）分别表示
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Ｍａｓｈｕｐ文档与ＡＰＩ文档的主题分布向量．狔犿，犪是一
个通过观察得到的Ｍａｓｈｕｐ与ＡＰＩ文档之间的链
接关系变量．对于每一对Ｍａｓｈｕｐ与ＡＰＩ文档都会
有这样一个变量狔犿，犪，此变量由它们的文档主题分
布向量与平滑参数η决定．ＲＴＭ模型在训练的过程
中不仅考虑Ｍａｓｈｕｐｓ与ＡＰＩｓ的文档信息，同时在
抽样文档主题时还考虑了与当前抽样文档有链接
（或组合）关系文档的主题分布情况．ＲＴＭ模型的
详细训练过程如算法１所示．

算法１．　ＲＴＭ模型训练过程．
输入：ＡＰＩｓ的标签、Ｍａｓｈｕｐｓ和ＡＰＩｓ描述文档以及它

们之间的组合关系
输出：θ（犿），θ（犪），，狕（犿）和狕（犪）等隐含参数
１．对于Ｍａｓｈｕｐ或ＡＰＩ描述文档中的每一个隐含主

题，根据Ｄｉｒｉｃｈｌｅｔ分布犇犻狉犻犮犺犾犲狋（β）得到该主题上的一个词
多项式分布向量～犇犻狉犻犮犺犾犲狋（β）．

２．对于每一个Ｍａｓｈｕｐ描述文档，根据Ｄｉｒｉｃｈｌｅｔ分布
犇犻狉犻犮犺犾犲狋（α）得到一个主题分布概率向量θ（犿）α～犇犻狉犻犮犺犾犲狋（α）．

３．对于每一个ＡＰＩ描述文档，执行同步骤２过程．
４．对于Ｍａｓｈｕｐ描述文档中每一个词汇狑（犿）

犻：
（１）从Ｍａｓｈｕｐ描述文档的主题分布概率向量
θ（犿）中为该词汇抽样一个主题狕（犿）犻 θ（犿）～
犕狌犾狋犻狀狅犿犻犪犾（θ（犿））；

（２）从上述主题狕（犿）犻 中抽样一个词汇狑（犿）
犻 狕（犿）犻，

１：犜～犕狌犾狋犻狀狅犿犻犪犾（狕（犿）犻）．
５．对于ＡＰＩ描述文档中的每一个词汇狑（犪）

犻，执行同
步骤４过程．

６．对于每一对Ｍａｓｈｕｐ与ＡＰＩ描述文档，刻画一个它
们之间的链接关系变量：狔犿，犪狕（犿），狕（犪）～ψ（·狕（犿），狕（犪），λ），
其中狕（犿）＝｛狕（犿）１，狕（犿）２，…，狕（犿）犜｝，狕（犪）＝｛狕（犪）１，狕（犪）２，…，狕（犪）犜｝．
狔犿，犪＝１表示Ｍａｓｈｕｐ与ＡＰＩ之间存在链接（或

组合）关系．通过函数ψ可以得到Ｍａｓｈｕｐｓ与ＡＰＩｓ
描述文档之间的相似性或者链接可能性大小．函
数ψ的计算依赖于Ｍａｓｈｕｐｓ与ＡＰＩｓ描述文档的主
题分布概率向量．本文提出一种增强的余弦相似度
计算公式来计算Ｍａｓｈｕｐｓ与ＡＰＩｓ文档之间的相
似性或者链接（或组合）可能性概率，定义如式（４）
所示：
ψ（狔犿，犪＝１）＝

∑
犜

犽＝１

１
犲λ｜狕

（犿）
犽－狕（犪）犽｜狕（犿）犽·狕（犪）犽

（狕（犿）１）２＋…＋（狕（犿）犜）槡 ２ （狕（犪）１）２＋…＋（狕（犪）犜）槡 ２
（４）

该相似度计算公式引入一个惩罚项．即对于两个参
与计算的主题向量狕（犿）和狕（犪），如果它们向量之间对
应位置元素差越大，则惩罚也越大，参数λ表征该差

值的惩罚程度，当设置λ＝０时，该相似度计算公式
转变为普通的余弦相似度计算公式．第４节实验证
明了该改进相似度计算方法的有效性．

将所有ＡＰＩｓ的标签、Ｍａｓｈｕｐｓ和ＡＰＩｓ文档以
及它们之间的组合关系狔作为输入，通过蒙特卡
罗马尔科夫链方法进行抽样便可训练出θ（犿），θ（犪），
，狕（犿）和狕（犪）等隐含参数．在吉布斯抽样过程中，
Ｍａｓｈｕｐ描述文档中词汇主题的更新规则如式（５）
所示［１５］：

狆（狕（犿）犻＝犼｜狕（犿）﹁犻，狑，狔）∝∏犪∈犃ｅｘｐη
狑（犿）·狕（犪）（ ）犼 ·

狆（狕（犿）犻＝犼｜狑，狕（犿）﹁犻）（５）
其中

狆（狕（犿）犻＝犼｜狑，狕（犿）﹁犻）∝
犆（狑（犿）犻）
犼，﹁犻＋β
犆（·）
犼，﹁犻＋犠β×

犆（狑（犿））
犼，﹁犻＋α

犆（狑（犿））
·，﹁犻＋犜α

（６）

狑表示所有词汇的向量，狔表示所有Ｍａｓｈｕｐｓ与
ＡＰＩｓ之间的链接（或组合）关系，犃表示所有与
Ｍａｓｈｕｐ犿有组合关系的ＡＰＩｓ，狕（犪）犼表示ＡＰＩ犪的描
述文档中对应主题犼的概率值．平滑参数η表示
Ｍａｓｈｕｐ与ＡＰＩ描述文档之间链接关系因素的重要
程度．上述更新规则同样适用于ＡＰＩ文档词汇主题
的抽样，在这种情况下，犃表示与ＡＰＩ犪所有存在组
合关系的Ｍａｓｈｕｐｓ．ＲＴＭ模型的后验文档主题分
布和主题下词的分布分别由式（２）和（３）计算得出．
３．２．３　ＰａｇｅＲａｎｋ算法

ＰａｇｅＲａｎｋ算法主要用于计算网页的重要性，在
搜索引擎中应用十分广泛［２３］．ＰａｇｅＲａｎｋ通过网页
之间的超链接关系来确定一个页面的重要性程度
（等级）．当网页Ａ有一个链接指向网页Ｂ，就认为Ｂ
获得了Ａ对它贡献的分值，该分值的多少取决于
网页Ａ本身的重要程度，即网页Ａ的重要性越大，
网页Ｂ获得的贡献值就越高．也就是说，一个网页
的重要性由３个因素决定［２４］：链接指向该网页的网
页数量、链接指向该网页的网页质量以及从这些网
页链出的网页数量．网页的重要性称为ＰａｇｅＲａｎｋ
值［２３］．ＰａｇｅＲａｎｋ建立在随机冲浪者模型［２６］上，通
常在一个浏览者浏览网页的过程当中，为了防止该
浏览者跟随链接浏览网页时形成闭环，因此赋予该
浏览者一个随机跳到一个新的起点网页的概率值
（１－犱）（犱通常取值为０．８５）．对于一个网页狌，其
ＰａｇｅＲａｎｋ值可由如下公式计算得到

犘犚（狌）＝（１－犱）＋犱∑狏∈犅狌
犘犚（狏）
｜犉狏｜ （７）

式中，犅狌表示链接指向狌的网页集合；犉狏表示从
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狌链出的网页的数目．通常，设置每个网页的初始
ＰａｇｅＲａｎｋ值为１，然后通过式（７）迭代计算各网页
的ＰａｇｅＲａｎｋ值，直到每个网页的ＰａｇｅＲａｎｋ值趋于
稳定．
３３　基于主题模型的犕犪狊犺狌狆标签推荐方法

本小节详细介绍本文提出的方法．如图６所示，
针对Ｍａｓｈｕｐ的标签推荐流程分为３个步骤．首先，
对数据集进行预处理，筛选出Ｍａｓｈｕｐｓ描述文档、
ＡＰＩｓ描述文档以及标签集等信息；接下来对上一步

筛选出的信息分别采用两种主题模型进行训练；第
３步进行标签的推荐．当针对一个新的Ｍａｓｈｕｐ犿′
进行标签推荐时，首先用训练后的模型对犿′的描
述文档进行抽样，确定其主题分布情况，然后寻找与
犿′主题分布相似的ＡＰＩｓ，由于这些ＡＰＩｓ可能不完
全包含犿′直接组合的ＡＰＩｓ，因此接着将这些相似
ＡＰＩｓ与犿′直接组合的ＡＰＩｓ合并为一个整体的
ＡＰＩｓ集合．最后使用ＰａｇｅＲａｎｋ算法，将集合中
ＡＰＩｓ的标签推荐给犿′．

图６　Ｍａｓｈｕｐ标签推荐的执行流程

具体来说，假设通过模型训练后得到第犼个
ＡＰＩ描述文档的主题分布为狕（犪犼）＝（狕（犪犼）１，狕（犪犼）２，…，
狕（犪犼）犜）．对于一个新的无标签Ｍａｓｈｕｐ犿′．可以抽样
得到它的主题分布向量犣＝（狕（犿′）１ ，狕（犿′）２ ，…，狕（犿′）犜）．
然后通过式（４），获取该Ｍａｓｈｕｐ描述文档与每个
ＡＰＩ描述文档的相似性．最后根据上述计算得到的
相似性值对ＡＰＩｓ由高到低排序．选出Ｍａｓｈｕｐ犿′的
若干最相似ＡＰＩｓ，表示为犃＝｛犪１，犪２，犪３，犪４，…｝．

通过上述步骤，选择出了与Ｍａｓｈｕｐ犿′最相似
的ＡＰＩｓ．基于图３的观察，如果Ｍａｓｈｕｐ与ＡＰＩ存
在直接组合关系，则说明它们的功能性描述文档相
似，即它们可能会共享某些标签．然而，上述选出的
与Ｍａｓｈｕｐ犿′最相似的ＡＰＩｓ可能没有全部包含与
犿′直接组合的ＡＰＩｓ．因此，接着将上述相似ＡＰＩｓ和
那些与犿′直接组合的ＡＰＩｓ合并为一个ＡＰＩ集合
犃′＝｛犪１，犪２，犪３，犪４，…，犫１，犫２，…｝．最后，基于一种带
权重的ＰａｇｅＲａｎｋ算法，从ＡＰＩ集合犃′中进一步筛

选出最重要的ＡＰＩｓ．
图７所示为由一个示例集合犃′中的ＡＰＩｓ构成

的有向带权网络，其中网络中的顶点表示ＡＰＩ，一
个ＡＰＩ犃狌指向另一个ＡＰＩ犃狏则表示犃狏是一个与
犃狌主题分布相似的ＡＰＩ，该相似性值由式（４）计算
得到．由犃狌指向犃狏的边的权重由如式（８）计算得到

狑犲犻犵犺狋（犃狌，犃狏）＝狊犻犿（犃狌，犃狏）
∑狋∈犘狌狊犻犿（犃狌，犃狋）

（８）

图７　由ＡＰＩｓ构成的有向带权网络

式中，犘狌表示由犃狌链出的ＡＰＩｓ集合；狊犻犿（犃狌，犃狏）
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表示犃狌与犃狏根据式（４）计算得到的相似性值．每条
边赋予一个权重值后，每个ＡＰＩ顶点的ＰａｇｅＲａｎｋ
值可由式（９）计算：
犘犚（狌）＝（１－犱）＋犱∑狏∈犅狌

犘犚（狏）
｜犉狏｜·狑犲犻犵犺狋（犃狌，犃狏）（９）

通过式（９），获取集合犃′中每个ＡＰＩ的ＰａｇｅＲａｎｋ值．
接着，将ＡＰＩ依据ＰａｇｅＲａｎｋ值由高到低排序．最
后，选择若干ＰａｇｅＲａｎｋ值最高的ＡＰＩｓ，并将它们
的标签作为待推荐的标签集合，表示为犛＝｛狋１，狋２，
狋３，狋４，…｝．

通过上述步骤，已经选择出与Ｍａｓｈｕｐ犿′最相
关的ＡＰＩ集合，并抽取它们的标签作为待推荐标签
集．但是，通过对真实Ｍａｓｈｕｐ数据集标签的统计
（见第４节介绍）可知，待推荐标签集中的标签数目
依然大于真实的Ｍａｓｈｕｐ标签数量．因此，本文设计
一种标签排序算法用于进一步过滤出最相关的标
签．该排序过程如算法２所示．

算法２．　标签排序算法．
输入：未排序的待推荐标签集犛＝｛狋１，狋２，狋３，…｝，Ｍａｓｈｕｐ

犿′的主题分布向量犣＝（狕（犿′）１ ，狕（犿′）２ ，…，狕（犿′）犜 ）
输出：已排序的待推荐标签集犛′＝｛狋２，狋１，狋６，狋３，…｝
１．将犣＝（狕（犿′）１ ，狕（犿′）２ ，…，狕（犿′）犜 ）进行排序得到降序的

序列犣′＝（狕（犿′）３ ，狕（犿′）１ ，狕（犿′）犽 ，…，狕（犿′）犜 ）（注意此时主题编号顺
序发生了改变）．

２．按式（１０）为集合犛中的每个标签计算一个推荐得分：

犛犮狅狉犲狋犻＝１－ｓｉｎμ狆犼
狆犼＋１

π（ ）（ ）２·狕（犿′）犼·狋犻，犼 （１０）
３．根据步骤２计算出的标签推荐得分对标签进行排序

得到降序的标签集犛′＝｛狋２，狋１，狋６，狋３，…｝．最后推荐该集合
中前犕个标签给Ｍａｓｈｕｐ犿′．

式（１０）中，狋犻，犼表示标签狋犻属于主题犼的概率值；
狕（犿′）犼 表示集合犣′中属于主题犼的元素；狆犼表示元素
狕（犿′）
犼 在集合犣′中的位置，例如元素狕（犿′）３ 在集合犣′中
的位置为１．变量μ为平滑参数，用于协调标签推荐
得分受Ｍａｓｈｕｐ主题影响的程度．

此外通过分析数据集发现有些标签被功能相似
的Ｍａｓｈｕｐ频繁使用，因此认为流行的标签应该得
到优先推荐．标签的流行度由式（１１）［１５］计算得出

犘（狋）＝犖狋＋犮犖狋＋１ （１１）
其中，犮为控制参数，实验中取固定值犮＝０．１．图８
所示为随机选取的１０００个测试Ｍａｓｈｕｐｓ标签的流
行度变化曲线，其中，横坐标犖狋表示标签在所有
ＡＰＩｓ（而不是Ｍａｓｈｕｐｓ）标签中被使用的次数，纵坐
标犘（狋）表示标签流行度值．从图中可以看出，标签

被使用次数越多，其流行度越大，因此被推荐的可能
性也越大．考虑标签流行度后推荐得分由式（１２）计
算得出

犛犮狅狉犲狋犻＝１－ｓｉｎμ狆犼
狆犼＋１

π（ ）（ ）２·狕（犿′）犼·狋犻，犼·犘（狋）（１２）
通过式（４）和式（１２），本文最终推荐出的标签与

Ｍａｓｈｕｐ犿′既相关且比较流行．第４节评估结果表
明本文提出的方法能取得较好的推荐效果．

图８　标签的流行度变化曲线

３４　算法复杂度分析
本文提出的标签推荐算法中，主要涉及两个部

分的算法：主题模型的训练过程以及通过ＰａｇｅＲａｎｋ
算法找出最重要的ＡＰＩｓ．其中主题模型ＬＤＡ和
ＲＴＭ的训练使用的是Ｇｉｂｂｓ抽样方法，其训练过
程中单次迭代的时间复杂度为犗（犜·犖），其中犜表
示训练的主题数目，犖表示语料库中词汇总数．假
设主题模型的迭代次数为犐狋犲狉，则训练ＬＤＡ或者
ＲＴＭ模型的复杂度为犗（犜·犖·犐狋犲狉）．然而，ＬＤＡ
和ＲＴＭ主题模型的训练采用的是一种离线计算的
方式，实际应用中，可以离线训练得到模型，然后用
于在线标签推荐的过程．因此该部分时间不在本文
的考虑范围之内．而本文采用的ＰａｇｅＲａｎｋ算法使用
幂迭代法求解，每次迭代依次修改顶点的ＰａｇｅＲａｎｋ
值，当ＰａｇｅＲａｎｋ值不再显著变化或者趋近收敛时，
迭代算法结束．由于本文ＡＰＩ构成的网络顶点数目
较少，因此该算法能够较快地收敛结束，其算法复杂
度为犗（犽·犽·犐狋犲狉狆），其中犽表示网络顶点数目，
犐狋犲狉狆表示ＰａｇｅＲａｎｋ算法的迭代次数．

４　实验评估
实验评估的数据来自一个提供基于互联网的

ＡＰＩｓ资源发布和检索的权威平台．截止２０１６年，该
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平台中Ｍａｓｈｕｐ的数量已经超过７０００，ＷｅｂＡＰＩｓ的
数量突破１４０００个．本文从ＰｒｏｇｒａｍｍａｂｌｅＷｅｂ爬
取包括Ｍａｓｈｕｐｓ和ＡＰＩｓ的描述文档及Ｍａｓｈｕｐｓ
和ＡＰＩｓ的标签信息等数据①，去掉没有标签的
Ｍａｓｈｕｐｓ和ＡＰＩｓ后，数据集包含６６９３个Ｍａｓｈｕｐｓ
和９１２２个ＡＰＩｓ．本节首先对收集的数据进行了统
计分析；接着使用这些数据训练主题模型；然后使用
本文设计的方法进行标签推荐；最后对实验结果进
行评估并与６种最新水平的标签推荐方法进行分析
比较．
４１　数据集分析

图９所示为６６９３个Ｍａｓｈｕｐｓ的标签分布情
况．由图中可以看出，在真实数据中，９９％以上的
Ｍａｓｈｕｐｓ标签数目为１到６个，因此本文在进行方
法比较时只推荐１到６个标签．本文将６６９３个
Ｍａｓｈｕｐｓ平均分成五等份，然后采用五折交叉验证
对本文提出的方法及其他方法的推荐效果进行评
估，然后取五次评估结果的平均值．每一次评估实验
中，首先将测试集中Ｍａｓｈｕｐｓ的真实标签去掉，然
后基于本文进行比较的６种方法为测试集中的
Ｍａｓｈｕｐｓ分别推荐１到６个相关的标签，最后将推
荐出的相关标签与Ｍａｓｈｕｐｓ的真实标签集进行比
较，对测试集中每一个Ｍａｓｈｕｐ，分别计算其犚犲犮犪犾犾、
犘狉犲犮犻狊犻狅狀和犉ｍｅａｓｕｒｅ值，最后求它们的平均值即
为最终的推荐评估结果．

图９　６６９３个Ｍａｓｈｕｐｓ的标签分布情况

４２　方法比较
本文采用６种方法作为基线系统进行评估和对

比分析，分别介绍如下：
（１）ＴＦ［２，３０］．该方法直接从Ｍａｓｈｕｐ描述文档

中抽取词频最高的关键词汇作为标签用于推荐．
（２）ＴＦＩＤＦ．该方法基于描述文档的词频逆文

档频率寻找与当前Ｍａｓｈｕｐ描述文档最相似的
ＡＰＩｓ，并将这些ＡＰＩｓ的标签用于推荐．

（３）ＬＤＡＳＡ［１］．该方法使用基本的ＬＤＡ模型．

首先基于本文提出的增强的相似度计算方法（式（４））
选择与指定Ｍａｓｈｕｐ最相似的ＡＰＩｓ，然后对这些相
似ＡＰＩｓ的标签进行排序，最后选择若干最相关的
标签用于推荐．

（４）ＲＴＭＳＡ［１５］．该方法使用ＲＴＭ模型训练得
到Ｍａｓｈｕｐｓ与ＡＰＩｓ文档的隐含主题．与ＬＤＡＳＡ
方法相比，该模型在抽样主题的过程中同时考虑了
Ｍａｓｈｕｐｓ与ＡＰＩｓ文档之间的链接（或组合）关系．
该方法剩余推荐步骤同ＬＤＡＳＡ方法．

（５）ＲＴＭＣＳ．该方法使用ＲＴＭ模型训练得到
Ｍａｓｈｕｐｓ与ＡＰＩｓ文档的隐含主题．首先基于本文提
出的增强的相似度计算方法选择与指定Ｍａｓｈｕｐ最
相似的ＡＰＩｓ，接着将这些相似ＡＰＩｓ与Ｍａｓｈｕｐ直
接组合的ＡＰＩｓ合并为一个整体的ＡＰＩｓ集合．然后
对集合中ＡＰＩｓ的标签进行排序，最后推荐若干最相
关的标签．注意该方法未使用ＰａｇｅＲａｎｋ算法进一步
从上述合并后的ＡＰＩｓ集合中寻找出最重要的ＡＰＩｓ．

（６）ＲＴＭＰＲ．本文提出的方法．首先使用ＲＴＭ
模型训练得到Ｍａｓｈｕｐｓ与ＡＰＩｓ文档的隐含主题．
接着基于本文提出的ＰａｇｅＲａｎｋ算法与排序算法，
为Ｍａｓｈｕｐ推荐若干最相关的标签．

本文在训练ＬＤＡ与ＲＴＭ模型时设置主题数
犜为１０，迭代次数犐狋犲狉为１０００，超参数α＝２．０以及
β＝０．１．式（１１）中控制参数取固定值犮＝０．１．此外，
训练ＲＴＭ模型时设置η＝３［１５］．
４３　评估标准

本文采用如下评估标准：召回率、准确率以及
犉ｍｅａｓｕｒｅ．分别定义如下．

召回率表示推荐的相关标签占所有相关标签的
比例，计算如式（１３）所示：

犚犲犮犪犾犾＝狋犪犵狊狉∩狋犪犵狊犿狋犪犵狊犿 （１３）
狋犪犵狊狉表示推荐的标签集合，狋犪犵狊犿表示Ｍａｓｈｕｐ真实
的标签集合．

准确率表示推荐的标签集中相关标签所占的比
例，计算如式（１４）所示：

犘狉犲犮犻狊犻狅狀＝狋犪犵狊狉∩狋犪犵狊犿狋犪犵狊狉 （１４）
犉ｍｅａｓｕｒｅ融合了召回率和准确率，是它们两

者的调和平均值，其计算如式（１５）所示：
犉ｍｅａｓｕｒｅ＝２×犚犲犮犪犾犾×犘狉犲犮犻狊犻狅狀犚犲犮犪犾犾＋犘狉犲犮犻狊犻狅狀 （１５）
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犚犲犮犪犾犾和犘狉犲犮犻狊犻狅狀分别由式（１３）和（１４）计算得出．
４４　实验结果

本小节首先对比分析６种标签推荐方法的效
果．接着分析本文提出的改进的余弦相似度计算方
法的性能．最后进一步分析本文所提方法中涉及到
的参数对推荐结果的影响．

图１０、图１１、图１２分别表示了本文提出的方法
与ＴＦ、ＴＦＩＤＦ、ＬＤＡＳＡ、ＲＴＭＳＡ及ＲＴＭＣＳ这
５种方法推荐性能的比较．从图中可以看出，对于本
文采用的３种评估标准，基于主题模型的方法（包括
ＲＴＭＰＲ、ＲＴＭＣＳ、ＲＴＭＳＡ以及ＬＤＡＳＡ）比基于
关键词匹配技术的方法（包括ＴＦＩＤＦ和ＴＦ）推荐
效果好．这是由于标签通常有两个基本的特点：用户
标注的随意性与标签的语义模糊性，这两种特性阻
碍了推荐系统推荐出既相关且准确的标签［３１］．基于
关键词匹配技术的标签推荐方法仅仅使用了文档或
者文档之间的统计信息，这种方式可能会丢失一些
比较有用的信息，比如文档的隐含主题信息等．而基
于语义层次的方法充分利用了文档的隐含主题信
息，在标签推荐系统中，充分利用文档的隐含主题信
息对于改善推荐效果至关重要［９］．这一结果同时也
与前人的研究结果相一致［１２］．从图中同时可以看
出，本文提出的基于主题模型的方法在推荐１到６
个标签时，其召回率、准确率以及犉ｍｅａｓｕｒｅ均明显
优于其他３种方法．当推荐标签个数逐渐增加时，所
有方法的召回率都不断增加，这是因为推荐的正确
标签数目越来越多，同时，由于Ｍａｓｈｕｐ真实标签数
目有限，可以预测召回率随着推荐标签个数的增多逐
渐趋于稳定．与此相反，基本上所有方法随着标签个
数的增加准确率逐渐变小，这是因为推荐了越来越多
的不准确的标签．推荐１到６个标签，本文提出的方法
效果平均犉ｍｅａｓｕｒｅ值分别比ＲＴＭＣＳ、ＲＴＭＳＡ、
ＬＤＡＳＡ、ＴＦＩＤＦ和ＴＦ的提高了３．９％、１３．６％、２３．１％、
７８．４％与３８２．０％．

图１０　召回率比较

图１１　准确率比较

图１２　犉ｍｅａｓｕｒｅ值比较
为了进一步说明本文提出方法的有效性，下

面将基于主题模型的方法分成３组比较和分析推
荐效果：分别为ＬＤＡＳＡ与ＲＴＭＳＡ、ＲＴＭＳＡ与
ＲＴＭＣＳ以及ＲＴＭＣＳ与ＲＴＭＰＲ．从图１０、图１１、
图１２可以看出，ＲＴＭＳＡ方法使用３种评估标准都
比ＬＤＡＳＡ推荐效果好，这是因为与ＬＤＡＳＡ方法
相比较，ＲＴＭＳＡ方法在抽样Ｍａｓｈｕｐｓ和ＡＰＩｓ文
档词汇主题时，同时考虑了文档之间的链接（或组合）
关系．通常来说，如果两个文档之间存在链接（或组合）
关系，它们则很可能具有相似的主题分布向量［１３１４］，
对于Ｍａｓｈｕｐｓ与ＡＰＩｓ文档而言，ＲＴＭＳＡ模型使
得具有链接（或组合）关系的Ｍａｓｈｕｐｓ与ＡＰＩｓ训练
出的主题分布更加接近，因此会取得比ＬＤＡＳＡ方
法更好的效果．从图中同样可以看出，使用３种不同
的评估方法，ＲＴＭＣＳ方法推荐效果都比ＲＴＭＳＡ
好．这一结果说明如果仅仅使用第一步找出的相似
ＡＰＩｓ的标签进行推荐，则会忽略了Ｍａｓｈｕｐ直接组
合ＡＰＩｓ的标签，而在真实情况下，Ｍａｓｈｕｐ与其直
接组合的ＡＰＩｓ也可能会共享某些标签．当然，将
Ｍａｓｈｕｐ最相似的ＡＰＩｓ与Ｍａｓｈｕｐ组合的ＡＰＩｓ直
接合并为一个整体的ＡＰＩｓ集合，然后将它们的标
签用于推荐也存在一定缺陷，因为该方法认为ＡＰＩｓ
集合中的所有ＡＰＩｓ都具有相同的重要性（ＲＴＭＣＳ）．
由图１０～图１２可以看出，ＲＴＭＰＲ方法推荐性能比
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ＲＴＭＣＳ好，这是因为在真实世界中，Ｍａｓｈｕｐ的标签
数目通常比较少，因此需要进一步选择集合中合适的
ＡＰＩｓ，将最重要的ＡＰＩｓ的标签用于推荐．使用本文
提出的带权重的ＰａｇｅＲａｎｋ算法能够完成这一任务．

从图１０、图１１、图１２同时可以看出，３种基线
方法中，ＴＦＩＤＦ方法推荐效果比ＴＦ方法要好，原
因可能是部分标签只存在于Ｍａｓｈｕｐｓ标签集合中
而不在ＡＰＩｓ标签集合中，这导致ＴＦ方法无法推荐
Ｍａｓｈｕｐｓ标签集中有而ＡＰＩｓ标签集中没有的标签，
因此召回率不高．６种方法中，ＴＦ方法效果最差，可
能由于标签具有语义模糊性和用户标注时的随意性
等特点，而简单提取关键词的方法恰恰忽略了标签
的上述这些特点，从而导致召回率和准确率不高．

图１３展示了本文提出的增强的文档相似度计
算方法（式（４））和一般余弦相似度计算方法（式（４）
中设置λ＝０）之间性能的比较．图中横坐标表示推
荐的标签数目，纵坐标表示犉ｍｅａｓｕｒｅ值．结果表
明，改进的文档相似度计算方法（图中表示为增强余
弦）要优于一般的余弦相似度（图中表示为普通余
弦）计算方法（式（４）中设置λ＝０），即不考虑参与计
算的两个向量对应元素之间值的差异性．推荐标签
数目范围１到６个，本文所提方法平均犉ｍｅａｓｕｒｅ
提高了７．１％，这是因为改进的相似度计算方法引
入了一个惩罚项，也就是说，对于两个参与计算的主
题向量，如果它们对应位置元素差越大，则惩罚越
大，参数λ表征该差值的惩罚程度，当设置λ＝０时，
该相似度计算公式变为普通的余弦相似度计算公
式．实验结果证明了这一公式改进的合理性．

图１３　相似度算法性能比较

图１４展示了对标签集排序和不排序的比较
结果，横坐标表示推荐的标签数目，纵坐标表示
犉ｍｅａｓｕｒｅ值．由图１４可看出，对待推荐标签集合
进行排序将显著提高推荐标签的准确度．推荐标签
范围１到６个，其平均犉ｍｅａｓｕｒｅ值提高了６６．１％．
这是因为待推荐标签集合内标签的数目通常远大于

Ｍａｓｈｕｐ真实的标签数目（大部分为１到６个），如
果简单将其作为推荐效果不佳．排序后得分高的标
签优先得到推荐，即优先推荐那些与Ｍａｓｈｕｐ主题
最相关的标签，实验结果证明标签排序算法的有效
性．与此同时，与不考虑标签流行度（式（１１）设置
犮＝１）的推荐方法相比，考虑标签流行度在一定程度
上能提高推荐标签的准确度（图１５），其中纵坐标表
示考虑流行度后犉ｍｅａｓｕｒｅ值的提升．

图１４　标签集排序和不排序的对比

图１５　考虑标签流行度的影响

综上所述，本文所提出的基于主题模型的方法
明显优于传统的基于关键词匹配等的标签推荐方
法．同时对标签进行排序将显著提高推荐标签的准
确度，考虑优先推荐流行标签能在一定程度上提高
推荐的精度．此外ＲＴＭ模型比ＬＤＡ模型推荐效果
更好，说明考虑Ｍａｓｈｕｐ与ＡＰＩ之间的历史组合关
系能提高推荐标签的准确度．实验结果也表明通过
ＰａｇｅＲａｎｋ算法筛选出最重要的ＡＰＩｓ，也能进一步
改善标签推荐的性能．
４５　算法参数的影响

本文提出的增强的余弦相似度计算方法引入了
平滑参数λ（式（４）），用于表示参与计算的两个向量
之间对应元素差异性的惩罚权重．为了测试该参数
变量的敏感度，本文设置λ的取值范围为０到５，递
增区间长度为０．５．从图１６中可以看出，随着λ的
增加，犚犲犮犪犾犾、犘狉犲犮犻狊犻狅狀以及犉ｍｅａｓｕｒｅ值随之上升
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随后缓慢下降．当设置λ＝２时取得的推荐效果最
好．这一变化趋势进一步表明改进的相似度计算方
法的合理性．同样为了测试式（１０）中μ取值的变化
对推荐精度的影响，实验设置μ取值范围为０到１，递
增区间长度为０．１．从图１７可以看出，当μ＝０．３时，
召回率、准确率以及犉ｍｅａｓｕｒｅ均达到峰值．

图１６　λ的影响（狋犪犵狊＝４，μ＝０．３）

图１７　μ的影响（狋犪犵狊＝４λ＝２）

４６　标签推荐案例分析
图１８、图１９分别表示使用本文提出的方法

（ＲＴＭＰＲ）以及基于ＲＴＭＳＡ的方法为名称为
“Ａｎｙｖｉｔｅ”的Ｍａｓｈｕｐ推荐标签的详细过程．ＲＴＭＰＲ
方法推荐标签的过程包括：根据式（４）寻找与Ｍａｓｈｕｐ
最相似的ＡＰＩｓ集合；将上述最相似的ＡＰＩｓ与该

Ｍａｓｈｕｐ
名称：Ａｎｙｖｉｔｅ

描述文档：ａｎｙｖｉｔｓｔｒａｉｇｈｔｆｏｒｗａｒｄｓｅｒｖｉｃｃｒｅａｔｏｎｌｉｎｉｎｖｉｔｉｎｔｅｇｒａｐｉｇｏｏｇｌｍａｐｆｌｉｃｋｒｐｌａｘｏ
ｔｗｉｔｔｅｒｙｏｕｔｕｂ

真实标签集：ｅｖｅｎｔｍａｐｍｅｓｓａｇｐｈｏｔｏｖｉｄｅｏ
ＡＰＩ名称 ＡＰＩ包含的标签 与Ｍａｓｈｕｐ的相似度（递减）

与Ｍａｓｈｕｐ最相似的ＡＰＩｓ

Ｓｏｃｉａｌｉｇｈｔ ｍｏｂｉｌｍａｐｓｏｃｉａｌｐｌａｃｅ ０．９５４２６７２００１６０３０９１
ＧｏｏｇｌｅＰｌｕｓＨｉｓｔｏｒｙ ｓｏｃｉａｌｓｈａｒｅｉｎｔｅｒｎｅｔｃｏｎｔａｃｔ ０．９４９３９００３９４７５１７４１
ＭｙＮｅｗｓｄｅｓｋ ｐｕｂｌｉｃｒｅｌａｔｎｅｗ ０．９４６３７７７９３０８４１８２６

ＣｏｍｍｕｎｉｔｙＭｅｇａｐｈｏｎｅ ｅｖｅｎｔｓｏｃｉａｌ ０．９３７３３８２９４７６８１３７７
Ｎａｐｓｔｅｒ ｍｕｓｉｃｓｔｒｅａｍｍｐ３ｄｅａｄｐｏｏｌ ０．９３６０６９０００２５８６８８１
Ｐｉｋｅｏ ｐｈｏｔｏｄｅａｄｐｏｏｌ ０．９３１３５１０９１６６６６１０８
ＡＰＩ名称 ＡＰＩ包含的标签

与Ｍａｓｈｕｐ直接组合的ＡＰＩｓ

Ｆｌｉｃｋｒ ｐｈｏｔｏｖｉｄｅｏ
ＧｏｏｇｌｅＭａｐｓ ｍａｐｐｌａｃｅｖｉｅｗｅｒｄｉｓｐｌａｉ
Ｐｌａｘｏ ｏｆｆｉｃｅｎｔｅｒｐｒｉｓｏｐｅｎｓｏｃｉｄｅａｄｐｏｏｌ
Ｔｗｉｔｔｅｒ ｓｏｃｉａｌｍｉｃｒｏｂｌｏｇ
ＹｏｕＴｕｂｅ ｍｅｄｉａｖｉｄｅｏ

合并后的ＡＰＩ集合 Ｓｏｃｉａｌｉｇｈｔ，ＧｏｏｇｌｅＰｌｕｓＨｉｓｔｏｒｙ，ＭｙＮｅｗｓｄｅｓｋ，ＣｏｍｍｕｎｉｔｙＭｅｇａｐｈｏｎｅ，Ｎａｐｓｔｅｒ，Ｐｉｋｅｏ
Ｆｌｉｃｋｒ，ＧｏｏｇｌｅＭａｐｓ，Ｐｌａｘｏ，Ｔｗｉｔｔｅｒ，ＹｏｕＴｕｂｅ

ＰａｇｅＲａｎｋ算法选出的最重要的ＡＰＩ Ｓｏｃｉａｌｉｇｈｔ，ＣｏｍｍｕｎｉｔｙＭｅｇａｐｈｏｎｅ，Ｐｉｋｅｏ，ＹｏｕＴｕｂｅ，Ｆｌｉｃｋｒ，Ｔｗｉｔｔｅｒ
待推荐的标签集合 ｍｏｂｉｌｍａｐｓｏｃｉａｌｐｌａｃｅｅｖｅｎｔｓｏｃｉａｌｐｈｏｔｏｄｅａｄｐｏｏｌｍｅｄｉａｖｉｄｅｏｐｈｏｔｏｖｉｄｅｏｓｏｃｉａｌｍｉｃｒｏｂｌｏｇ

标签 推荐得分（递减）

标签集合中标签的推荐得分
（去掉集合中重复的标签）

ｍａｐ ０．００４１３９３５９２３７７２５２３７
ｐｈｏｔｏ ０．００３２４２１４０７１１６９６６９１
ｓｏｃｉａｌ ０．００３１１２１３５１５８２５２０４２
ｖｉｄｅｏ ０．００２６９６８６５４６４３６８３４７
ｅｖｅｎｔ ０．００１１２４６１８９８０６８５３９８３
ｄｅａｄｐｏｏｌ ０．００１０８２４７７３９５０１３８４７

推荐标签数目 推荐标签 召回率／％ 准确率／％
１ ｍａｐ ２０ １００．０
２ ｍａｐｐｈｏｔｏ ４０ １００．０
３ ｍａｐｐｈｏｔｏｓｏｃｉａｌ ４０ ６６．６
４ ｍａｐｐｈｏｔｏｓｏｃｉａｌｖｉｄｅｏ ６０ ７５．０
５ ｍａｐｐｈｏｔｏｓｏｃｉａｌｖｉｄｅｏｅｖｅｎｔ ８０ ８０．０
６ ｍａｐｐｈｏｔｏｓｏｃｉａｌｖｉｄｅｏｅｖｅｎｔｄｅａｄｐｏｏｌ ８０ ６６．６

图１８　基于ＲＴＭＰＲ方法为名称为“Ａｎｙｖｉｔｅ”的Ｍａｓｈｕｐ推荐标签案例
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Ｍａｓｈｕｐ
名称：Ａｎｙｖｉｔｅ

描述文档：ａｎｙｖｉｔｓｔｒａｉｇｈｔｆｏｒｗａｒｄｓｅｒｖｉｃｃｒｅａｔｏｎｌｉｎｉｎｖｉｔｉｎｔｅｇｒａｐｉｇｏｏｇｌｍａｐｆｌｉｃｋｒｐｌａｘｏｔｗｉｔｔｅｒ
ｙｏｕｔｕｂ

真实标签集：ｅｖｅｎｔｍａｐｍｅｓｓａｇｐｈｏｔｏｖｉｄｅｏ
ＡＰＩ名称 ＡＰＩ包含的标签 与Ｍａｓｈｕｐ的相似度（递减）

与Ｍａｓｈｕｐ最相似的ＡＰＩｓ

Ｓｏｃｉａｌｉｇｈｔ ｍｏｂｉｌｍａｐｓｏｃｉａｌｐｌａｃｅ ０．９５４２６７２００１６０３０９１
ＧｏｏｇｌｅＰｌｕｓＨｉｓｔｏｒｙ ｓｏｃｉａｌｓｈａｒｅｉｎｔｅｒｎｅｔｃｏｎｔａｃｔ ０．９４９３９００３９４７５１７４１
ＭｙＮｅｗｓｄｅｓｋ ｐｕｂｌｉｃｒｅｌａｔｎｅｗ ０．９４６３７７７９３０８４１８２６

ＣｏｍｍｕｎｉｔｙＭｅｇａｐｈｏｎｅ ｅｖｅｎｔｓｏｃｉａｌ ０．９３７３３８２９４７６８１３７７
Ｎａｐｓｔｅｒ ｍｕｓｉｃｓｔｒｅａｍｍｐ３ｄｅａｄｐｏｏｌ ０．９３６０６９０００２５８６８８１
Ｐｉｋｅｏ ｐｈｏｔｏｄｅａｄｐｏｏｌ ０．９３１３５１０９１６６６６１０８

待推荐的标签集合 ｍｏｂｉｌｍａｐｓｏｃｉａｌｐｌａｃｅｓｏｃｉａｌｓｈａｒｅｉｎｔｅｒｎｅｔｃｏｎｔａｃｔｐｕｂｌｉｃｒｅｌａｔｎｅｗｅｖｅｎｔｓｏｃｉａｌｍｕｓｉｃ
ｓｔｒｅａｍｍｐ３ｄｅａｄｐｏｏｌｐｈｏｔｏｄｅａｄｐｏｏｌ

标签 推荐得分（递减）

标签集合中标签的推荐得分
（去掉集合中重复的标签）

ｍａｐ ０．００４１０７９００４３９４８９３８５
ｓｏｃｉａｌ ０．００３９０２６０３４７１６６２１０２
ｐｈｏｔｏ ０．００３８９６５０３５２６９１５２５９６
ｍｕｓｉｃ ０．００２８９４６２４３９５７７７１８１
ｅｖｅｎｔ ０．００２４７４６８７３２０９２３３５９
ｍｏｂｉｌ ０．００１８６１９７４０２２７２９０６９

推荐标签数目 推荐标签 召回率／％ 准确率／％
１ ｍａｐ ２０ １００．０
２ ｍａｐｓｏｃｉａｌ ２０ ５０．０
３ ｍａｐｓｏｃｉａｌｐｈｏｔｏ ４０ ６６．６
４ ｍａｐｓｏｃｉａｌｐｈｏｔｏｍｕｓｉｃ ４０ ５０．０
５ ｍａｐｓｏｃｉａｌｐｈｏｔｏｍｕｓｉｃｅｖｅｎｔ ６０ ６０．０
６ ｍａｐｓｏｃｉａｌｐｈｏｔｏｍｕｓｉｃｅｖｅｎｔｍｏｂｉｌ ６０ ５０．０

图１９　基于ＲＴＭＳＡ方法为名称为“Ａｎｙｖｉｔｅ”的Ｍａｓｈｕｐ推荐标签案例

Ｍａｓｈｕｐ直接组合的ＡＰＩｓ合并为一个整体的ＡＰＩｓ
集合；接着，通过本文带权重的ＰａｇｅＲａｎｋ算法从合
并后的ＡＰＩｓ集合中进一步筛选出最重要的ＡＰＩｓ；
然后抽取它们的标签作为待推荐标签集；最后对待
推荐标签集中每个标签计算推荐得分，根据推荐得
分为该Ｍａｓｈｕｐ推荐若干最相关的标签．ＲＴＭＳＡ
方法推荐标签的过程包括：根据式（４）寻找与Ｍａｓｈｕｐ
最相似的ＡＰＩｓ集合；接着抽取它们的标签作为待
推荐标签集；最后对待推荐标签集中每个标签计算
推荐得分，根据推荐得分为该Ｍａｓｈｕｐ推荐若干最
相关的标签．

从图１８中可以看出，名称为“Ａｎｙｖｉｔｅ”的
Ｍａｓｈｕｐ真实的标签同时分布在相似的ＡＰＩｓ标签
集合与Ｍａｓｈｕｐ直接组合的ＡＰＩｓ标签集合中，因
此合并上述两个集合可以提高召回率．而使用
ＲＴＭＳＡ方法，其待推荐标签集中不包含Ｍａｓｈｕｐ
直接组合的ＡＰＩｓ中有的标签，如“ｖｉｄｅｏ”标签只
存在于Ｍａｓｈｕｐ直接组合的ＡＰＩｓ中．这种情况下，
ＲＴＭＳＡ方法无法推荐“ｖｉｄｅｏ”标签给该Ｍａｓｈｕｐ，
因此导致推荐效果没有ＲＴＭＳＡ方法好．上述两个
案例进一步说明，如果仅仅使用第一步找出的相似
ＡＰＩｓ的标签进行推荐，则会忽略了那些与Ｍａｓｈｕｐ

直接组合ＡＰＩｓ的标签，而真实情况下Ｍａｓｈｕｐ与其
直接组合的ＡＰＩｓ也可能会共享某些标签，因此需
要合并上述两种标签集．

５　总　结
本文提出一种基于主题模型的Ｍａｓｈｕｐ标签推

荐方法．该方法由两个连续的过程组成：ＡＰＩ选择阶
段和标签排序阶段．首先基于ＲＴＭ主题模型收集并
通过一种带权重的ＰａｇｅＲａｎｋ算法找寻与Ｍａｓｈｕｐ
最相关的ＡＰＩｓ，然后根据主题相关性对这些ＡＰＩｓ
的标签进行排序，最后推荐若干最相关的标签给该
Ｍａｓｈｕｐ．本文分别采用３种评估标准，比较了６种
标签推荐方法的性能，实验结果表明，与基于关键词
匹配技术的方法相比较，基于主题模型的推荐方法
具有明显的优势．合并Ｍａｓｈｕｐ最相似的ＡＰＩｓ与
Ｍａｓｈｕｐ直接组合的ＡＰＩｓ能提高最终的推荐标签
的准确度，同时，使用本文提出的ＰａｇｅＲａｎｋ算法筛
选出最重要的ＡＰＩｓ将进一步提高标签推荐标签的
准确度．本文还设计实验比较了本文提出的增强的
相似度计算方法与普通相似度计算方法的性能，结
果表明，在计算两个向量的相似度时，对向量中对应
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元素值的差异性引入惩罚项将显著地改善标签推荐
的效果．最后，本文对相关的平滑参数（λ与μ）进行
了敏感度测试实验，实验结果表明推荐标签的准确
度对参数的变化比较敏感，因此进一步证明了本文
提出方法的合理性．

未来工作将考虑融合多种社会网络关系进一步
改进标签推荐的性能，如标签与ＡＰＩｓ或者Ｍａｓｈｕｐｓ
之间的标注关系以及ＡＰＩｓ与Ｍａｓｈｕｐｓ之间的组合
关系等．此外，Ｍａｓｈｕｐ数量也在不断增长，未来在
大数据背景下，模型的训练无疑需要更多的时间．因
此考虑在开源分布式框架（如ＭａｐＲｅｄｕｃｅ）上实现
本文的算法也是未来感兴趣的方向．

致　谢　在此，对本文工作给予帮助与建议的老师
和同学以及提出宝贵评审意见的审稿专家表示衷心
的感谢！

参考文献

［１］ＫｒｅｓｔｅｌＲ，ＦａｎｋｈａｕｓｅｒＰ，ＮｅｊｄｌＷ．Ｌａｔｅｎｔｄｉｒｉｃｈｌｅｔａｌｌｏｃａｔｉｏｎ
ｆｏｒｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ３ｒｄＡＣＭ
ＣｏｎｆｅｒｅｎｃｅｏｎＲｅｃｏｍｍｅｎｄｅｒＳｙｓｔｅｍｓ．ＮｅｗＹｏｒｋ，ＵＳＡ，
２００９：６１６８

［２］ＳｉＸＨ，ＳｕｎＭＳ．ＴａｇＬＤＡｆｏｒｓｃａｌａｂｌｅｒｅａｌｔｉｍｅｔａｇｒｅｃｏｍ
ｍｅｎｄａｔｉｏｎ．ＴｈｅＪｏｕｒｎａｌｏｆＩｎｆｏｒｍａｔｉｏｎ＆Ｃｏｍｐｕｔａｔｉｏｎａｌ
Ｓｃｉｅｎｃｅ，２００９，６（１）：２３３１

［３］ＧａｗｉｎｅｃｋｉＭ，ＣａｂｒｉＧ，ＰａｐｒｚｙｃｋｉＭ，ＧａｎｚｈａＭ．ＷＳＣｏｌａｂ：
Ｓｔｒｕｃｔｕｒｅｄｃｏｌｌａｂｏｒａｔｉｖｅｔａｇｇｉｎｇｆｏｒｗｅｂｓｅｒｖｉｃｅｍａｔｃｈｍａｋｉｎｇ
／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＷｅｂ
ＩｎｆｏｒｍａｔｉｏｎＳｙｓｔｅｍｓａｎｄＴｅｃｈｎｏｌｏｇｉｅｓ．Ｖａｌｅｎｃｉａ，Ｓｐａｉｎ，
２０１０：７０７７

［４］ＦａｎｇＬ，ＷａｎｇＬＪ，ＬｉＭ，ＺｈａｏＪＦ．Ｔｏｗａｒｄｓａｕｔｏｍａｔｉｃ
ｔａｇｇｉｎｇｆｏｒｗｅｂｓｅｒｖｉｃｅｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１９ｔｈＩｎｔｅｒｎａｔｉｏｎａｌ
ＣｏｎｆｅｒｅｎｃｅｏｎＷｅｂＳｅｒｖｉｃｅｓ．Ｈｏｎｏｌｕｌｕ，ＵＳＡ，２０１２：
５２８５３５

［５］ＡｚｎａｇＭ，ｅｔａｌ．Ｍｕｌｔｉｌａｂｅｌｌｅａｒｎｉｎｇｆｏｒａｕｔｏｍａｔｉｃｗｅｂ
ｓｅｒｖｉｃｅｓｔａｇｇｉｎｇ．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＡｄｖａｎｃｅｄＣｏｍｐｕｔｅｒ
Ｓｃｉｅｎｃｅ＆Ａｐｐｌｉｃａｔｉｏｎｓ，２０１４，５（８）：４９１０４９１４

［６］ＬｉｎＭ，ＣｈｅｕｎｇＤＷ．Ａｕｔｏｍａｔｉｃｔａｇｇｉｎｇｗｅｂｓｅｒｖｉｃｅｓｕｓｉｎｇ
ｍａｃｈｉｎｅｌｅａｒｎｉｎｇｔｅｃｈｎｉｑｕｅｓ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／ＷＩＣ／
ＡＣＭＩｎｔｅｒｎａｔｉｏｎａｌＪｏｉｎｔＣｏｎｆｅｒｅｎｃｅｓｏｎＷｅｂＩｎｔｅｌｌｉｇｅｎｃｅ
（ＷＩ）ａｎｄＩｎｔｅｌｌｉｇｅｎｔＡｇｅｎｔＴｅｃｈｎｏｌｏｇｉｅｓ（ＩＡＴ）．Ｗａｓｈｉｎｇｔｏｎ，
ＵＳＡ，２０１４：２５８２６５

［７］ＣｈｅｎＬ，ＨｕＬ，ＷｕＪ，ｅｔａｌ．ＷＴｃｌｕｓｔｅｒ：Ｕｔｉｌｉｚｉｎｇｔａｇｓｆｏｒ
ｗｅｂｓｅｒｖｉｃｅｃｌｕｓｔｅｒｉｎｇ／／ＫａｐｐｅｌＧ，ＭａａｍａｒＺ，Ｍｏｔａｈａｒｉ
ＮｅｚｈａｄＨＲｅｄｓ．ＳｅｒｖｉｃｅＯｒｉｅｎｔｅｄＣｏｍｐｕｔｉｎｇ．Ｂｅｒｌｉｎ
Ｈｅｉｄｅｌｂｅｒｇ：Ｓｐｒｉｎｇｅｒ，２０１１：２０４２１８

［８］ＣｈｅｎＬ，ＷａｎｇＹ，ＹｕＱ，ｅｔａｌ．ＷＴＬＤＡ：Ｕｓｅｒｔａｇｇｉｎｇ
ａｕｇｍｅｎｔｅｄＬＤＡｆｏｒｗｅｂｓｅｒｖｉｃｅｃｌｕｓｔｅｒｉｎｇ／／ＢａｓｕＳ，Ｐａｕｔａｓｓｏ
Ｃ，ＺｈａｎｇＬ，ＦｕＸｅｄｓ．ＳｅｒｖｉｃｅＯｒｉｅｎｔｅｄＣｏｍｐｕｔｉｎｇ．Ｂｅｒｌｉｎ
Ｈｅｉｄｅｌｂｅｒｇ：Ｓｐｒｉｎｇｅｒ，２０１３：１６２１７６

［９］ＷａｎｇＨ，ＳｈｉＸ，ＹｅｕｎｇＤＹ．Ｒｅｌａｔｉｏｎａｌｓｔａｃｋｅｄｄｅｎｏｉｓｉｎｇ
ａｕｔｏｅｎｃｏｄｅｒｆｏｒｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２９ｔｈ
ＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．Ａｕｓｔｉｎ，ＵＳＡ，
２０１５：３０５２３０５８

［１０］ＷａｎｇＨ，ＣｈｅｎＢ，ＬｉＷ．Ｃｏｌｌａｂｏｒａｔｉｖｅｔｏｐｉｃｒｅｇｒｅｓｓｉｏｎｗｉｔｈ
ｓｏｃｉａｌｒｅｇｕｌａｒｉｚａｔｉｏｎｆｏｒｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅ２３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．
Ｂｅｉｊｉｎ，Ｃｈｉｎａ，２０１３：２７１９２７２５

［１１］ＡｚｍｅｈＺ，ＦａｌｌｅｒｉＪＲ，ＨｕｃｈａｒｄＭ，ＴｉｂｅｒｍａｃｉｎｅＣ．
Ａｕｔｏｍａｔｉｃｗｅｂｓｅｒｖｉｃｅｔａｇｇｉｎｇｕｓｉｎｇｍａｃｈｉｎｅｌｅａｒｎｉｎｇａｎｄ
ＷｏｒｄＮｅｔｓｙｎｓｅｔｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ６ｔｈＷｅｂＩｎｆｏｒｍａｔｉｏｎ
ＳｙｓｔｅｍｓａｎｄＴｅｃｈｎｏｌｏｇｉｅｓ．Ｖａｌｅｎｃｉａ，Ｓｐａｉｎ，２０１０：４６５９

［１２］ＦｅｒｎａｎｄｅｚＡ，ＨａｙｅｓＣ，ＬｏｕｔａｓＮ，ｅｔａｌ．Ｃｌｏｓｉｎｇｔｈｅｓｅｒｖｉｃｅ
ｄｉｓｃｏｖｅｒｙｇａｐｂｙｃｏｌｌａｂｏｒａｔｉｖｅｔａｇｇｉｎｇａｎｄｃｌｕｓｔｅｒｉｎｇ
ｔｅｃｈｎｉｑｕｅｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ７ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＳｅｍａｎｔｉｃ
ＷｅｂＣｏｎｆｅｒｅｎｃｅ．Ｋａｒｌｓｒｕｈｅ，Ｇｅｒｍａｎｙ，２００８：１１５１２８

［１３］ＬｉＷＪ，ＹｅｕｎｇＤＹ，ＺｈａｎｇＺ．ＰｒｏｂａｂｉｌｉｓｔｉｃｒｅｌａｔｉｏｎａｌＰＣＡ／／
Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２３ｒｄＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ
ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．ＨｙａｔｔＲｅｇｅｎｃｙ，Ｖａｎｃｏｕｖｅｒ，Ｃａｎａｄａ，
２００９：１１２３１１３１

［１４］ＬｉＷＪ，ＺｈａｎｇＺ，ＹｅｕｎｇＤＹ．Ｌａｔｅｎｔｗｉｓｈａｒｔｐｒｏｃｅｓｓｅｓｆｏｒ
ｒｅｌａｔｉｏｎａｌｋｅｒｎｅｌｌｅａｒｎｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ１２ｔｈＩｎｔｅｒｎａ
ｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅａｎｄＳｔａｔｉｓｔｉｃｓ．
ＣｌｅａｒｗａｔｅｒＢｅａｃｈ，Ｆｌｏｒｉｄａ，ＵＳＡ，２００９：３３６３４３

［１５］ＬｉＣ，ＺｈａｎｇＲ，ＨｕａｉＪＰ，ＳｕｎＨＬ．Ａｎｏｖｅｌａｐｐｒｏａｃｈｆｏｒ
ａｐｉｒｅｃｏｍｍｅｎｄａｔｉｏｎｉｎｍａｓｈｕｐｄｅｖｅｌｏｐｍｅｎｔ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＷｅｂＳｅｒｖｉｃｅｓ．Ａｎｃｈｏｒａｇｅ，
ＵＳＡ，２０１４：２５１２５８

［１６］ＷａｎｇＭ，ＮｉＢ，ＨｕａＸＳ，ＣｈｕａＴＳ．Ａｓｓｉｓｔｉｖｅｔａｇｇｉｎｇ：Ａ
ｓｕｒｖｅｙｏｆｍｕｌｔｉｍｅｄｉａｔａｇｇｉｎｇｗｉｔｈｈｕｍａｎｃｏｍｐｕｔｅｒｊｏｉｎｔ
ｅｘｐｌｏｒａｔｉｏｎ．ＡＣＭＣｏｍｐｕｔｉｎｇＳｕｒｖｅｙｓ，２０１２，４４（４）：２５

［１７］ＬｉｕＺ，ＣｈｅｎＸ，ＳｕｎＭ．Ａｓｉｍｐｌｅｗｏｒｄｔｒｉｇｇｅｒｍｅｔｈｏｄｆｏｒ
ｓｏｃｉａｌｔａｇｓｕｇｇｅｓｔｉｏｎ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＡｓｓｏｃｉａｔｉｏｎｆｏｒ
ＣｏｍｐｕｔａｔｉｏｎａｌＬｉｎｇｕｉｓｔｉｃｓ．Ｓｔｒｏｕｄｓｂｕｒｇ，ＵＳＡ，２０１１：１５７７
１５８８

［１８］ＢｅｌéｍＦＭ，ＭａｒｔｉｎｓＥＦ，ＡｌｍｅｉｄａＪＭ，ＧｏｎａｌｖｅｓＭＡ．
Ｐｅｒｓｏｎａｌｉｚｅｄａｎｄｏｂｊｅｃｔｃｅｎｔｅｒｅｄｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎｍｅｔｈｏｄｓ
ｆｏｒＷｅｂ２．０ａｐｐｌｉｃａｔｉｏｎｓ．ＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇ＆Ｍａｎａｇｅ
ｍｅｎｔ，２０１４，５０（４）：５２４５５３

［１９］ＰｕｊａｒｉＭ，ＫａｎａｗａｔｉＲ．Ｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎｂｙｌｉｎｋｐｒｅｄｉｃｔｉｏｎ
ｂａｓｅｄｏｎｓｕｐｅｒｖｉｓｅｄｍａｃｈｉｎｅｌｅａｒｎｉｎｇ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ６ｔｈ
ＩｎｔｅｒｎａｔｉｏｎａｌＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＷｅｂｌｏｇｓａｎｄＳｏｃｉａｌＭｅｄｉａ．
Ｄｕｂｌｉｎ，Ｉｒｅｌａｎｄ，２０１２：５４７５５０

［２０］ＭｅｎｅｚｅｓＧＶ，ＡｌｍｅｉｄａＪＭ，ＢｅｌéｍＦｅｔａｌ．Ｄｅｍａｎｄｄｒｉｖｅｎ
ｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎ／／ＢａｌｃｚａｒＪＬ，ＢｏｎｃｈｉＦ，ＧｉｏｎｉｓＡ，
ＳｅｂａｇＭｅｄｓ．ＭａｃｈｉｎｅＬｅａｒｎｉｎｇａｎｄＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙｉｎ
Ｄａｔａｂａｓｅｓ．ＢｅｒｌｉｎＨｅｉｄｅｌｂｅｒｇ：Ｓｐｒｉｎｇｅｒ，２０１０：４０２４１７

［２１］ＺｈａｏＷ，ＧｕａｎＺ，ＬｉｕＺ．Ｒａｎｋｉｎｇｏｎｈｅｔｅｒｏｇｅｎｅｏｕｓ
ｍａｎｉｆｏｌｄｓｆｏｒｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎｉｎｓｏｃｉａｌｔａｇｇｉｎｇｓｅｒｖｉｃｅｓ．
Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，２０１５，１４８：５２１５３４

［２２］ＢａｏＹ，ＦａｎｇＨ，ＺｈａｎｇＪ．ＴｏｐｉｃＭＦ：Ｓｉｍｕｌｔａｎｅｏｕｓｌｙｅｘｐｌｏｉｔｉｎｇ
ｒａｔｉｎｇｓａｎｄｒｅｖｉｅｗｓｆｏｒｒｅｃｏｍｍｅｎｄａｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
２８ｔｈＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．Ｑｕéｂｅｃ
Ｃｉｔｙ，Ｃａｎａｄａ，２０１４：２８

［２３］ＢｒｉｎＳ，ＰａｇｅＬ．Ｒｅｐｒｉｎｔｏｆ：ｔｈｅａｎａｔｏｍｙｏｆａｌａｒｇｅｓｃａｌｅ
ｈｙｐｅｒｔｅｘｔｕａｌｗｅｂｓｅａｒｃｈｅｎｇｉｎｅ．ＣｏｍｐｕｔｅｒＮｅｔｗｏｒｋｓａｎｄ
ＩＳＤＮＳｙｓｔｅｍｓ，１９９８，３０（１）：１０７１１７

３３５２期 刘建勋等：基于主题模型的Ｍａｓｈｕｐ标签推荐方法



［２４］ＳｈａｏＪ，ＬｉＢ，ＬｉｕＨ．ＰａｇｅＲａｎｋｉｍｐｒｏｖｅｄａｌｇｏｒｉｔｈｍａｄｊｕｓｔ
ｍｅｎｔｄａｍｐｉｎｇｆａｃｔｏｒ．ＭａｔｈｅｍａｔｉｃａＡｐｐｌｉｃａｔａ，２００８：Ｓ１

［２５］ＸｉｎｇＷ，ＧｈｏｒｂａｎｉＡ．Ｗｅｉｇｈｔｅｄｐａｇｅｒａｎｋａｌｇｏｒｉｔｈｍ／／
ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＣｏｍｍｕｎｉｃａｔｉｏｎＮｅｔｗｏｒｋｓａｎｄＳｅｒｖｉｃｅｓ
Ｒｅｓｅａｒｃｈ．Ｎ．Ｂ．，Ｃａｎａｄａ，２００４：３０５３１４

［２６］ＴｙａｇｉＮ，ＳｈａｒｍａＳ．Ｃｏｍｐａｒａｔｉｖｅｓｔｕｄｙｏｆｖａｒｉｏｕｓｐａｇｅｒａｎｋｉｎｇ
ａｌｇｏｒｉｔｈｍｓｉｎＷｅｂＳｔｒｕｃｔｕｒｅＭｉｎｉｎｇ．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆ
ＩｎｎｏｖａｔｉｖｅＴｅｃｈｎｏｌｏｇｙａｎｄＥｘｐｌｏｒｉｎｇＥｎｇｉｎｅｅｒｉｎｇ，２０１２，
１（１）：２２７８３０７５

［２７］ＢｌｅｉｄＤＭ，ＮｇＡＹ，ＪｏｒｄａｎＭＩ．Ｌａｔｅｎｔｄｉｒｉｃｈｌｅｔａｌｌｏｃａｔｉｏｎ．
ＪｏｕｒｎａｌｏｆＭａｃｈｉｎｅＬｅａｒｎｉｎｇＲｅｓｅａｒｃｈ，２００３，３（１）：９９３１０２２

［２８］ＨｅｉｎｒｉｃｈＧ．Ｐａｒａｍｅｔｅｒｅｓｔｉｍａｔｉｏｎｆｏｒｔｅｘｔａｎａｌｙｓｉｓ．ｖｓｏｎｉｘ．
ＧｍｂＨａｎｄＵｎｉｖｅｒｓｉｔｙｏｆＬｅｉｐｚｉｇ，Ｇｅｒｍａｎｙ：ＴｅｃｈｎｉｃａｌＲｅｐｏｒｔ

ＣＳ６７９，２００４
［２９］ＣｈａｎｇＺ，ＢｌｅｉＤＭ．Ｒｅｌａｔｉｏｎａｌｔｏｐｉｃｍｏｄｅｌｓｆｏｒｄｏｃｕｍｅｎｔ

ｎｅｔｗｏｒｋｓ／／Ｐｒｏｃｅｅｄｉｎｇｏｆｔｈｅ１２ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ
ｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅａｎｄＳｔａｔｉｓｔｉｃｓ．Ｆｌｏｒｉｄａ，ＵＳＡ，２００９：
８１８８

［３０］ＷａｎｇＪ，ＨｏｎｇＬＪ，ＤａｖｉｓｏｎＢＤ．Ｔａｇｒｅｃｏｍｍｅｎｄａｔｉｏｎｕｓｉｎｇ
ｋｅｙｗｏｒｄｓａｎｄａｓｓｏｃｉａｔｉｏｎｒｕｌｅｓ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＡＣＭ
ＳＩＧＫＤＤＣｏｎｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓｃｏｖｅｒｙａｎｄＤａｔａ
Ｍｉｎｉｎｇ．Ｂｌｅｄ，Ｓｌｏｖｅｎｉａ，２００９：２６１２７４

［３１］ＦｏｎｔＦ，ＳｅｒｒＪ，ＳｅｒｒａＸ．Ａｎａｌｙｓｉｓｏｆｔｈｅｉｍｐａｃｔｏｆａｔａｇ
ｒｅｃｏｍｍｅｎｄａｔｉｏｎｓｙｓｔｅｍｉｎａｒｅａｌｗｏｒｌｄｆｏｌｋｓｏｎｏｍｙ．ＡＣＭ
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