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基于深度学习的二维人体姿态估计：现状及展望
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摘　要　二维人体姿态估计旨在从摄像机拍摄的图像中识别并定位每个行人的人体关键点．作为行人分析和理解

领域的基础任务之一，人体姿态估计能够为多个下游任务和应用提供支持．近年来，随着深度学习技术的进步，人

体姿态估计的研究迎来快速发展．基于图像包含的行人数量，人体姿态估计可以分为单人姿态估计和多人姿态估

计两大类．本文首先介绍人体姿态估计的研究背景、问题定义、任务难点以及当前方法中的关键点表示方法．在此

基础上，本文进一步总结和介绍了具有代表性的单人姿态估计和多人姿态估计方法．单人姿态估计方法包括回归

法和检测法，主要关注于网络结构设计、热力图编解码、多任务学习等．对于多人姿态估计，本文分别介绍了基于热

力图预测的方法和基于向量场回归的方法．随后，本文总结了当前常用的代表性数据集和性能度量方法，总结了代

表性方法在几个常用数据集上的性能，对它们的预测错误的场景进行了详细分析和对比．最终，本文分析了现有二

维人体姿态估计算法仍未有效解决的难题，对未来研究进行了展望．
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１　引　言

人体姿态估计（ＨｕｍａｎＰｏｓｅＥｓｔｉｍａｔｉｏｎ）旨在

从单目摄像机拍摄的二维图像中预测每个行人的人

体关键点坐标．作为行人分析与理解领域的基础任

务，人体姿态估计技术能够为计算机视觉领域的多

个下游任务提供支持，比如行人重识别［１３］、人体解

析［４］和动作识别［５６］等．由于基于计算机视觉的人体

姿态估计不需要额外的穿戴设备，该技术比传统的

穿戴式动作捕捉技术成本更加低廉且灵活性更高，

因此被广泛地用于各类现实应用，包括虚拟现实、人

机交互和数字娱乐等．基于以上原因，人体姿态估计

任务已经成为计算机视觉领域重要的基础任务之

一，吸引了许多研究者们的关注．

根据图像中出现行人的数量，人体姿态估计任

务可以分为单人姿态估计（ＳｉｎｇｌｅＰｅｒｓｏｎＰｏｓｅＥｓｔｉ

ｍａｔｉｏｎ，ＳＰＰＥ）和多人姿态估计（ＭｕｌｔｉｐｌｅＰｅｒｓｏｎ

ＰｏｓｅＥｓｔｉｍａｔｉｏｎ，ＭＰＰＥ）两大类．单人姿态估计处

理的图像仅包含单一行人且场景较为简单，只需预

测人体关键点的位置，无需预测关键点的归属行人．

多人姿态估计往往面向开放场景，处理的图片包含

不定数量的行人，需要同时预测每个人体关键点的

位置和其归属行人．与单人姿态估计相比，多人姿态

估计面临行人遮挡、表观相似行人难以区分等难题，

更具挑战性．

早期的研究者们主要通过设计手工特征的方式

实现单人姿态估计［７８］．然而，基于手工特征方法的

准确率和泛化性明显不足，难以应用于实际场景．近

年来，随着深度学习技术（ＤｅｅｐＬｅａｒｎｉｎｇ，ＤＬ）的兴

起和大规模数据集的发布，计算机视觉领域迎来了

迅速的发展．深度学习被应用在计算机视觉的各个

任务当中，包括图像分类［９１０］、目标检测［１１１２］、图像

分割［１３１５］、图像检索［１６１７］和图像生成［１８１９］等．深度

学习方法可以基于任务导向的目标函数从大规模数

据中自动学习特征，在多个计算机视觉任务上均取

得了优异的性能．研究者们同样将深度学习技术应

用在人体姿态估计当中，并在多个公开数据集上持

续刷新着最佳性能．图１总结了近年来具有代表性

的人体姿态估计方法．

图１　当前单人／多人姿态估计算法总结

近几年，基于深度学习的二维人体姿态估计研

究取得了新进展．然而，学术界却缺乏中文综述性文

章对近期进展进行总结和讨论．现有的综述文章可

以划分为两类．第一类综述
［２０２１］重点关注二维人体

姿态估计，如其中的单人姿态估计［２０］．此类综述的

特点是方法介绍较为详细，有优缺点分析，但是未能

关注最新的研究进展，没有介绍近期流行的单阶段

回归方法和基于Ｔｒａｎｓｆｏｒｍｅｒ的方法．另一类综述

关注于总结人体动作捕捉技术［２２２４］．该类综述不仅

总结了二维人体姿态估计方法，还涵盖了三维人体
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姿态估计以及基于人体模型的方法．由于篇幅限制，

该类综述往往只会做简单的方法介绍，没有详细的

优缺点分析．此外，现有的综述文章主要停留于方法

介绍阶段，没有通过深入分析和对比来指出难点问

题．本文聚焦于二维人体姿态估计领域，对近期的深

度学习方法做了系统介绍和总结．同时，本文旨在解

决现有综述文献不足，通过分析和对比代表性工作

指出该任务仍未解决的难点问题，并对未来研究方

向进行展望．

基于上述分析，本文对近期的二维人体姿态估

计任务工作进行了总结，从每类方法中选取了有代

表性的工作进行了详细的分析和对比，并对人体姿

态估计领域未来可能的研究方向进行了展望．本文

各章节具体组织如下：第１节介绍人体姿态估计任

务的研究背景和意义；第２节介绍人体姿态估计的

任务定义，当前面临的难点问题和人体关键点的不

同表示方法；第３节和第４节分别按类别总结单人

姿态估计和多人姿态估计的近期工作；第５节介绍

当前常用的人体姿态估计数据集和人体姿态估计的

性能度量标准，对最近方法在多个数据集上的性能

进行对比；第６节对每一类中的代表性方法在不同

场景下的性能进行详细对比，并分析不同方法的优

缺点；最后，第７节和第８节对人体姿态估计领域的

未来研究进行展望，并对全文进行总结．

２　任务介绍

本节主要介绍人体姿态估计任务的定义、难点

和人体关键点的不同表示方式．

２．１　问题定义

人体姿态估计任务定义人体姿态由一系列关键

点坐标组成，对于一个定义了狀个人体关键点的数

据集，其中每个行人的关键点集合!可以表示为

!＝｛犽１，犽２，…，犽狀｝ （１）

其中犽犻＝（狓犻，狔犻，狏犻）为第犻个关键点，（狓犻，狔犻）为关

键点的二维坐标，狏犻为关键点的可见性，通常情况下

狏犻＞０表示关键点可见，狏犻＝０表示在图像中不可见．

单人姿态估计任务需要预测图像中单个行人的狀个

关键点坐标，多人姿态估计任务除了预测图像中所

有行人的关键点坐标外，还需要预测每个关键点的

行人归属．人体姿态估计任务的优化目标可以表示

为最小化预测关键点坐标和关键点真实坐标之间的

距离，

ｍｉｎ∑
犿

犻＝１
∑
狀
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（狓　－犻犼－狓
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犼
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犼
）槡
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其中（狓犻犼，狔
犻
犼
）和（狓　－犻犼－狔

　－犻
犼
）分别为第犻个行人的第犼个

关键点的预测坐标和真实坐标，狀是关键点数量，犿

为图像中的行人数量．在单人姿态估计任务中犿＝１，

多人姿态估计任务中犿１．

２．２　任务难点

人体姿态估计面临一系列的难点问题．首先，单

人姿态估计中，复杂背景和干扰会增加关键点定位

难度．由于人体是非刚体，人体姿态变化会使关键点

难以被精准定位．此外，姿态估计任务的应用场景对

实时性要求较高，而准确率和速度通常互相矛盾，因

此目前的方法难以在准确率和效率之间取得平衡．

例如，准确率较高方法往往速度较低，而专注速度提

升的轻量化模型难以取得高准确率．

除了以上问题，多人姿态估计还面临一系列新问

题．首先，为了区分图像中不同的人，多人姿态估计需

要设计额外算法分离不同人．此外，多人场景中往往

存在拥挤和遮挡的现象，使不同人的关键点位置接

近且互相遮挡．同时，不同行人可能外观相似，难以

区分．表１总结了每个难点问题对应的代表性方法．

表１　当前单人／多人姿态估计算法所关注的问题和代表性方法

单人／多人 针对的难点问题 代表性方法

单人
关键点定位精度 Ｉｎｔｅｇｒａｌ

［２６］，ＳａｍｐｌｉｎｇＡｒｇｍａｘ
［２７］，ＲＬＥ［２８］，ＨＲＮｅｔ［３１］，ＤＡＲＫ［３４］，ＰＩＬ［３５］

模型推理速度 ＰｏｓｅＮＡＳ［３２］，ＬｉｔｅＨＲＮｅｔ［３７］，ＦＰＤ［３８］，ＯＫＤＨＰ［３９］

多人

区别不同人 ＭａｓｋＲＣＮＮ［１４］，ＤｅｅｐＣｕｔ
［４４］，Ｏｐｅｎｐｏｓｅ

［４６］，ＰｉｆＰａｆ［４７］，ＡｓｓｏｃｉａｔｉｖｅＥｍｂｅｄｄｉｎｇ
［４９］

遮挡和密集场景 ＪＣＳＰＰＥ［４１］，ＰＩＮｅｔ［５６］

关键点定位精度 ＨｉｇｈｅｒＨＲＮｅｔ
［５０］，ＳＷＡＨＲ［５１］，ＤＥＫＲ［５５］，ＳＰＭ［５７］，ＰｏｉｎｔＳｅｔＡｎｃｈｏｒ［５８］，ＰＲＴＲ［６０］

模型推理速度 ＩｎｓＰｏｓｅ［４２］，ＦＣＰｏｓｅ［４３］

２．３　人体姿态表示形式

研究者提出了多种关键点!表示方法．现有方

法可以分为三类：二维坐标表示、空间热力图表示以

及空间向量场表示．这些关键点的表示形式特点不

同，各有优劣．

二维坐标．人体关键点可以简单的利用二维坐
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标表示，即（狓，狔）．此类方法形式简洁，无需后处理，

可以直接提供给后续任务或应用．然而从输入图像

到估计关键点坐标需要建立高度非线性映射，使得

模型难以被优化，限制了关键点定位精度．

空间热力图．为了降低关键点坐标估计难度，

同时更好地利用卷积神经网络的空间特征学习能

力，研究者提出了利用空间热力图来编码二维关键

点坐标，即（狓，狔）→"．其中空间热力图"∈!

犎×犠是

一个编码关键点出现概率的概率图，通常采用高斯

核在对应关键点坐标位置生成．该方法可以将复杂

的回归问题转化为较为简单的分类问题，对卷积神

经网络更加友好．因此，这种表示形式被广泛应用于

关键点定位中，并取得了很高的关键点定位准确率．

然而空间热力图也有其缺点．首先，它存在量化误

差，即定位的精度受到热力图空间大小的限制，为了

提高定位准确率需要使用高分辨率的热力图．其次，

相比于二维坐标，热力图占用的存储更多，所需的计

算量也更大，处理高分辨率输入数据的效率较低．

空间向量场．空间向量场表示可以认为是上述

两种表示方法的融合．该方法采用一个向量场#∈

!

犎×犠×犆来编码关键点的位置信息．向量场中每个空

间位置是一个向量狏＝#

（犻，犼）＝（犮，δ狓，δ狔），其中犮

表示点（犻，犼）的置信度，（δ狓，δ狔）表示关键点坐标相

对于当前点（犻，犼）的偏置．基于上述信息，关键点可

以通过寻找向量场上置信度犮最大的位置（犻，犼），

然后加上其对应偏置求得，即（犻＋δ狓，犼＋δ狔）．

向量场表示结合了坐标表示和热力图表示的优点，

避免了热力图中的量化误差，同时向量场本身的空

间分辨率无需很大，在计算量上比热力图更具优势．

但是向量场表示法形式复杂，需应对回归和分类优

化冲突问题，在关键点定位精度上往往稍逊于空间

热力图表示法．

３　单人姿态估计

本节主要介绍单人姿态估计的相关工作．单人姿

态估计的假设是每张输入图像犐只包含单个行人，

因此研究重点是如何准确定位该行人的关键点，即

!＝ＳＰＰＥ（犐） （３）

其中ＳＰＰＥ（·）为单人姿态估计模型，!为模型预测

的狀个人体关键点．单人姿态估计的早期方法大都

使用基于模板匹配的传统方法，近年来随着深度学

习的兴起，研究者们开始专注深度学习方法，本节将

分别介绍这两类方法．

３．１　传统方法

早期研究者使用手工设计特征实现单人姿态估

计．Ｆｉｓｃｈｌｅｒ等人
［７］提出了用于单人姿态估计的图

形结构（ＰｉｃｔｏｒｉａｌＳｔｒｕｃｔｕｒｅ）．该方法在空间先验的

基础上利用模板匹配思想进行关键点预测．对于模

板关系，提出了著名的弹簧形变模型，合理约束了整

体模型和人体部件间的空间相对位置．图２（ａ）展示

了如何使用弹簧形变模型对人体关键点进行预测．

在后续研究中，Ｙａｎｇ等人
［８］基于弹簧形变模型提出

将每个肢体结构切分成更小的区域，使其能够模拟

更复杂的姿态变化，从而提高模版匹配效果．但由于

实际场景中行人姿态变化复杂，行人尺度变化大，且

容易发生遮挡，导致早期基于手工特征的方法准确

率和鲁棒性较差．

３．２　深度学习方法

近期的研究主要关注于深度学习方法．根据对

关键点建模方式的不同，深度学习方法可以进一步

分为直接回归法和检测法两大类．

３．２．１　直接回归法

直接回归法将关键点的坐标作为模型输出，使

用深度模型建立从图像到坐标的非线性映射．Ｄｅｅｐ

Ｐｏｓｅ
［２５］是第一个使用深度神经网络直接回归人体

关键点的工作．该方法提出了一个级联模型来回归

关键点二维坐标，同时构建了一个大型的单人姿态

估计数据集 ＭＰＩＩ
［６１］，为后续的人体姿态估计工作

奠定了基础．为了缓解从图像到坐标高度非线性映

射难以优化的问题，研究者们进行了许多尝试与改

进．Ｓｕｎ等人
［２６］提出了一个基于热力图积分的回归

方法ｓｏｆｔａｒｇｍａｘ．该方法首先通过归一化函数将热

力图归一化为概率分布，然后使用积分计算关键点

坐标，在一定程度上降低了关键点回归难度，提升了

回归方法准确率．之后的研究中，Ｌｉ等人
［２７］发现使

用ｓｏｆｔａｒｇｍａｘ会导致学习到多峰的概率分布，降

低关键点回归的准确率和置信度，因此提出了基于

采样的积分方法ｓａｍｐｌｉｎｇａｒｇｍａｘ．该方法通过使

用吉布斯采样来约束关键点概率分布的学习，取得

了更好的性能．

此外，直接使用Ｌ１或Ｌ２损失函数约束回归模

型的学习可以认为是假设在高斯分布或拉普拉斯分

布下的极大似然估计．而这些预先定义的分布往往不

能正确反映关键点的真实分布，导致极大似然估计

失败．为了解决这个问题，研究者提出了残差对数似
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然估计（ＲＬＥ）
［２８］，通过使用归一化流（ｎｏｒｍａｌｉｚｉｎｇ

ｆｌｏｗ）来估计关键点的真实分布，以此来调整极大似

然估计的先验，在人体姿态估计任务上取得了优异

的性能．

近期有一些工作基于Ｔｒａｎｓｆｏｒｍｅｒ来进行关键

点的回归和估计，利用Ｔｒａｎｓｆｏｒｍｅｒ的全局注意力

机制来缓解直接回归困难问题．ＴｏｋｅｎＰｏｓｅ
［６２］使用

关键点标志（ｋｅｙｐｏｉｎｔｔｏｋｅｎ）表示关键点，使用自注

意力机制将ｔｏｋｅｎ和输入图像进行交互来回归对应

关键点的坐标．后续工作中，Ｌｕｄｗｉｇ等人
［６３］使用可

读的关键点向量来代替ｔｏｋｅｎ，通过插值来回归任

意的中间关键点，解决了之前方法只能检测固定个

数关键点的问题．

３．２．２　检测法

图２　单人姿态估计方法

基于检测的方法不直接回归关键点坐标，而是

首先在图像中寻找有可能存在关键点的区域，进而通

过检测这些区域来解码出关键点的坐标．其中一个

代表性工作是热力图预测［２９，６４］．其核心思想是将二

维关键点坐标编码为空间概率分布图，即预测每个

像素位置存在某个类型关键点的概率，进而选择概

率最大的位置作为该类关键点的空间坐标．Ｗｅｉ等

人［２９］在２０１４年提出的卷积姿态机（Ｃｏｎｖｏｌｕｔｉｏｎａｌ

ＰｏｓｅＭａｃｈｉｎｅ，ＣＰＭ），是首个将人体姿态估计定义

为热力图预测任务的方法．图２（ｂ）展示了ＣＰＭ 的

框架图，ＣＰＭ通过全卷积网络预测一个多通道的热

力图来表示图像中人体关键点的位置．由于人体姿

态估计需要大范围的上下文信息，因此ＣＰＭ 设计

了序列结构．该结构包含多阶段卷积神经网络，每个

阶段的感受野逐步增大，使网络输出层可以具有全

局感受野，能够更加准确地预测图像中的人体关键

点．此外，该方法还在网络的中间层加入了监督信

息，来应对深度网络训练过程中的梯度消失问题．

后续工作进一步研究如何基于热力图提升关键

点坐标定位准确率，主要思路包括（１）设计更好的网

络结构、（２）引入多任务优化、（３）设计更好的热力图

编解码方法等．本节按照每个方法的主要特点将这

些方法分为网络结构设计、多任务学习辅助、热力图

编码三类．由于许多方法同时涉及多个类别，难以进

行完全互斥的分类．同时，一些方法关注模型的测试

时微调和推理效率等，难以单独分类，被分为其他

方法．

网络结构设计．该类方法主要关注于设计更

好的深度网络实现更加准确的热力图预测，以应

对复杂背景和姿态变化等问题．图２（ｃ）展示了单

人姿态估计中的代表性神经网络结构，包括沙漏

网络（Ｈｏｕｒｇｌａｓｓ）
［３３］、级联网络［６５］简单基准网络

（ＳｉｍｐｌｅＢａｓｅｌｉｎｅ，ＳＢＬ）
［３０］以及高分辨率网络（Ｈｉｇｈ

ＲｅｓｏｌｕｔｉｏｎＮｅｔｗｏｒｋ，ＨＲＮｅｔ）
［３１］等．Ｎｅｗｅｌｌ等人设

计的对称沙漏网络［３３］用于恢复较高分辨率的特征，

并通过跳跃链接（ｓｋｉｐｃｏｎｎｅｃｔｉｏｎ）将同分辨率的浅
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层特征与深层特征相连．该网络虽然性能优异，但是

参数量巨大，推理效率低．Ｘｉａｏ等人
［３０］为了简化网

络结构，提出在通用图像分类网络结构后加入三个

级联的反卷积层用于恢复语义和高分辨率特征．该

结构简单且高效，取得了较好的性能．Ｃｈｅｎ等人
［６５］

设计了级联金字塔网络，该网络包含一个全局网络分

支和一个精炼网络分支，分别用于关键点预测和预

测结构改良，兼顾了人体关键点的局部信息以及全

局信息．为了生成更高分辨率的热力图，Ｓｕｎ等人
［３１］

设计了高分辨率网络（ＨｉｇｈＲｅｓｏｌｕｔｉｏｎＮｅｔｗｏｒｋ，

ＨＲＮｅｔ）．该网络的核心思想是整个模型维持一个高

分辨率的分支，同时利用并联的低分辨率分支来扩

大感受野并增强高分辨率分支的语义信息．ＨＲＮｅｔ

最终使用高分辨率的热力图定位图中的人体关键

点．相比于之前的模型，该模型显著降低了低分辨率

热力图带来的量化误差，提高了关键点预测准确率．

此外，神经网络搜索方法也被用于姿态估计任务中

的网络设计［３２］．

多任务学习辅助．多个任务协同学习可以有效

提升特征的表达能力，进而提高每个任务的性能．受

此启发，研究者们设计了多任务学习模型［４，３５３６，６６］．

Ｎｉｅ等人
［３５］提出了一个人体解析（Ｈｕｍａｎｐａｒｓｉｎｇ）

指导的学习器用于提取人体部件信息，然后动态生

成姿态模块的参数用于人体姿态估计，取得了更高

的姿态估计准确率．Ｚｈａｎｇ等人
［４］提出将姿态估计、

人体解析和边缘检测三个任务统一到一个模型当

中，通过学习３个任务之间的相关性同时提升多个

任务的性能．

热力图编解码．由于检测类方法所输出热力图

的分辨率往往小于输入图像的分辨率，此类方法往

往只能实现较低分辨率下的关键点定位，无法在亚

像素级别下精准定位关键点坐标．提高网络的输出

分辨率可以在一定程度上缓解该问题，但模型计算

量会显著增加，且不能精确定位连续值的坐标．为了

降低量化误差，研究者设计了一系列热力图解码方

法来提高关键点定位的准确率．Ｎｅｗｅｌｌ等人
［３３］提出

了一个经验性的改进方案．他们在热力图上寻找最

大值和第二大值的坐标，然后将最大值坐标向次大

值坐标偏移０．２５得到处理后的关键点坐标．Ｚｈａｎｇ

等人［３４］进一步提出了无偏的关键点编解码方法

（ＤｉｓｔｒｉｂｕｔｉｏｎＡｗａｒｅｃｏｏｒｄｉｎａｔｅＲｅｐｒｅｓｅｎｔａｔｉｏｎｏｆ

Ｋｅｙｐｏｉｎｔｓ，ＤＡＲＫ），构建了无偏的关键点热力图用

于模型训练．ＤＡＲＫ编码缓解了热力图量化误差对

关键点编码的影响，使得关键点预测更加精准．

其他方法．考虑到人体关键点之间的关联以及

人体结构信息，Ｔａｎｇ等人
［６４］提出将人体关键点划

分为几个组合，然后每一个组合单独学习一个特征

用于对应的关键点热力图估计，而不像之前的方法

对所有关键点共享一个特征．作者首先在数据集

ＭＰＩＩ
［６１］上使用互信息估计每两个关键点之间的信

息熵，进而将一个人的关键点划分为５个组，并采用

一个多分支的网络来为每个组关键点学习特定特

征，从而估计对应的热力图．

Ｋａｍｅｌ等人
［６７］提出了一个增强和纠正混合估

计姿态的方法 ＨｙｂｉｒｄＰｏｓｅ．该方法使用两个独立

的沙漏网络进行热力图估计．其中一个网络保持正

常的上下采样，用于关键点增强估计．另一个网络使

用不同的上下采样策略，来探索不同特征用于关键

点纠正．该方法通过两个网络的协同实现了姿态估

计准确率的显著提升．

有一些方法通过在测试时微调模型来提升其

泛化性能．常用方法大多是在训练集上训练模型，在

测试时将模型固定，但难以应对测试数据和训练数

据之间的领域鸿沟．为此Ｌｉ等人
［６８］提出了一个基

于Ｔｒａｎｓｆｏｒｍｅｒ的测试微调框架．该框架通过监督

学习和自监督学习得到两个姿态估计结果，利用

Ｔｒａｎｓｆｏｒｍｅｒ建立联系，并在测试时微调自监督模

块来提升模型性能．

此外，研究者们还考虑了模型的推理效率问题．

为了提升模型的推理速度并维持原有的准确率，研

究者将模型蒸馏［３８３９］引入到热力图估计中．通过使

用较深的教师模型来指导轻量级学生模型训练，这

类方法能有效提升模型推理速度．另外，Ｙｕ等人
［３７］

提出了轻量级的高分辨率网络ＬｉｔｅＨＲＮｅｔ，在保

持高分辨率的同时，使用随机交换模块和条件通

道加权模块来进行高效的信息交互，从而提升关键

点定位性能．Ｗａｎｇ等人
［６９］通过收缩实验发现了高

分辨率网络中的冗余，提出了一个轻量级的网络

ＬｉｔｅＰｏｓｅ．该网络包含融合反卷积头，并使用了大尺

寸卷积核来提升姿态估计性能，在显著减少参数量

的同时维持了较高的姿态估计准确率．

４　多人姿态估计

多人姿态估计需要同时预测人体关键点的位置

和归属行人．根据关键点的建模方式，当前基于深度
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学习的多人姿态估计方法可以分为两类：基于热力

图预测的方法和基于向量场回归的方法．

４．１　基于热力图预测的方法

多人姿态估计需要预测人体关键点位置和其归

属．根据这两个步骤的先后顺序，基于热力图预测的

方法可以分为自顶向下和自底向上两类方法．这两

类方法采取不同策略来区分不同人体．自顶向下方

法首先使用行人检测器检测图像中出现的行人，生

成行人位置信息如检测框，然后从原图中剪裁出行

人区域并应用单人姿态估计算法进行姿态估计．自

底向上方法首先预测出图像中所有行人的关键点，

然后通过后处理聚类等方法将关键点组合成不同的

行人．本节将分别介绍两类方法．

４．１．１　自顶向下的方法

自顶向下的方法［１４，２６，３１，３３，４０，６５，７０７１］首先使用行人

检测器检测图像中出现的所有行人，并利用检测信

息得到单个行人信息用于单人姿态估计．具体来说，

给定一张输入图像犐，自顶向下的方法可以表示为

犔狅犮＝Ｄｅｔ（犐），　　　

!犻＝ＳＰＰＥ（犐，犔狅犮犻） （４）

其中Ｄｅｔ为行人检测器，犔狅犮＝｛犔狅犮１，犔狅犮２，…，犔狅犮狀｝

是行人检测器预测的狀个行人位置信息，如检测框

或中心点，!犻为第犻个人的姿态估计结果，ＳＰＰＥ是

单人姿态估计模型．根据是否联合训练行人检测器

Ｄｅｔ和姿态估计模型ＳＰＰＥ，已有方法可以分为分

离模型和联合模型两大类．

分离模型．早期方法
［７２］使用分离的行人检测器

和单人姿态估计算法实现多人姿态估计．常用的行

人检测器包括ＦａｓｔｅｒＲＣＮＮ
［１１］、ＹＯＬＯ

［７３］等．基于

检测出的行人检测框，该类方法使用第３节中的单

人姿态估计算法进行姿态估计．行人检测器产生的

误差会使行人身体被截断，导致身体部件丢失．为了

应对行人检测器的检测误差，Ｆａｎｇ等人
［４０］提出了

对称空间变换网络（ＳｙｍｍｅｔｒｉｃＳｐａｔｉａｌＴｒａｎｓｆｏｒｍｅｒ

Ｎｅｔｗｏｒｋ，ＳＳＴＮ），通过预测仿射变换参数对检测框

进行修正．此外，为了消除拥挤场景下检测框内的冗

余关键点，Ｆａｎｇ等人
［４０］还设计了参数化的非极大值

抑制方法，通过参数化的人体关键点距离去除冗余预

测．Ｌｉ等人
［４１］针对拥挤场景下行人重叠问题，设计

了候选关键点损失函数（ＪｏｉｎｔＣａｎｄｉｄａｔｅｓｌｏｓｓ），对

包含多个人的检测框预测多峰热力图，防止关键点

漏检，然后建立行人关节图对关键点进行匹配，消

除冗余的关键点．该方法的缺点是需要后处理的匹

配操作，无法进行端到端优化．

与单人姿态估计相比，多人姿态估计的场景更

加复杂，不同行人之间往往存在遮挡，降低了行人检

测准确率．此外，分离模型中的行人检测器和单人姿

态估计模型需要单独训练，不能端到端地联合优化，

限制了分离模型的性能和推理效率．针对以上问题，

研究者们设计了自顶向下的联合模型用于多人姿态

估计．

联合模型．联合模型使用单一模型同时实现行

人检测和姿态估计，通过共享特征来联合优化检测

和姿态估计任务，从而可以使模型能够学习更好的特

征．此外共享特征能够减少模型的计算量，提升模型

的效率．Ｈｅ等人
［１４］提出了 ＭａｓｋＲＣＮＮ，在行人检

测器ＦａｓｔｅｒＲＣＮＮ
［１１］的基础上添加了用于单人姿

态估计的网络分支，可以对行人检测任务和单人姿态

估计任务进行联合优化．图３（ａ）展示了 ＭａｓｋＲＣＮＮ

模型的示意图．ＭａｓｋＲＣＮＮ的优势是降低了分离

模型的参数量，使多人姿态估计能实时进行．然而该

方法依然使用检测框来分离不同的人，因此也难以

处理前文提到的遮挡等问题．

上述方法需要感兴趣区域池化（ＲＯＩＰｏｏｌｉｎｇ）

或者感兴趣区域对齐（ＲＯＩＡｌｉｇｎ）操作从特征图中

剪裁出单人特征图用于单人姿态估计．但是裁剪操作

容易丢失图像中的上下文信息．此外，ＲＯＩＰｏｏｌｉｎｇ和

ＲＯＩＡｌｉｇｎ操作的引入会增加模型的部署难度．因此

有研究者提出无检测框的自顶向下方法．Ｓｈｉ等人
［４２］

设计了全卷积的自顶向下姿态估计方法ＩｎｓＰｏｓｅ．

该方法通过全卷积架构为图像中的每个行人生成

３个动态卷积核．动态卷积核作用于全局特征图生

成对应行人的关键点热力图用于姿态估计．相似地，

Ｍａｏ等人
［４３］提出了基于全卷积架构的ＦＣＰｏｓｅ．在

动态卷积的基础上，ＦＣＰｏｓｅ在每个行人的热力图计

算过程中并联了额外的相对坐标为模型提供空间

先验．

自顶向下的方法在多个姿态估计数据集上取得

了较高的性能．然而，自顶向下的方法需要额外的行

人检测器，并且大多数方法会对检测到的行人进行

裁剪、缩放等操作，然后对每个行人进行单人姿态估

计．此过程显著增加了自顶向下模型的计算量和推

理时间，使得自顶向下方法效率低下．此外，在拥挤

场景下难以准确检测行人，进一步影响了后续的单

人姿态估计准确性．
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图３　基于热力图的多人姿态估计方法

４．１．２　自底向上的方法

与自顶向下方法的流程相反，自底向上的方

法［４６，４９５０，５３］首先定位图像中所有的人体关键点，然

后通过聚类将关键点组合成不同行人．具体来说，给

定一张输入图像犐，自底向上的方法可以表示为

犓＝ＭＰＰＥ（犐），　

!＝Ｇｒｏｕｐ（犓） （５）

其中 ＭＰＰＥ为关键点检测算法，用于检测图中出现

的所有人体关键点，Ｇｒｏｕｐ为关键点聚类算法，用于

将所有检测到的关键点分组为不同行人．自底向上

方法的核心是设计更加准确高效的聚类算法对关键

点进行聚类．自底向上的方法不需要额外的行人检

测和单人姿态估计，可以在一定程度上将模型的推

理时间与图片中的行人数量解耦，提升推理速度．

整数线性规划．Ｐｉｓｈｃｈｕｌｉｎ等人提出的 Ｄｅｅｐ

Ｃｕｔ
［４４］是最早的自底向上的方法之一．ＤｅｅｐＣｕｔ首

先使用改进的ＦａｓｔＲＣＮＮ
［７４］检测图像中行人的身

体部件，然后使用整数线性规划（ＩｎｔｅｇｅｒＬｉｎｅａｒ

Ｐｒｏｇｒａｍ，ＩＬＰ）算法对关键点进行匹配．基于ＤｅｅｐＣｕｔ，

Ｉｎｓａｆｕｔｄｉｎｏｖ等人设计了ＤｅｅｐｅｒＣｕｔ
［４５］．ＤｅｅｐｅｒＣｕｔ使

用了更深的ＲｅｓＮｅｔ
［１０］作为人体部件检测器，并设计

了额外的图像条件化的匹配项（ＩｍａｇｅＣｏｎｄｉｔｉｏｎｅｄ

ＰａｉｒｗｉｓｅＴｅｒｍｓ），通过引入额外的空间信息降低候

选部件的数量，提升匹配效率．然而，整数线性规划

算法计算复杂，且不能和关键点检测模型联合优化．

因此，后续方法设计了可学习的关键点匹配策略，包

括人体部件关联场（ＰａｒｔＡｆｆｉｎｉｔｙＦｉｅｌｄｓ，ＰＡＦｓ）和

关联特征．

部件关联场．基于部件关联场的方法将关键

点之间的关联定义为身体部件，基于每对关键点之

间身体部件的置信度对关键点进行聚类．Ｃａｏ等人

在２０１６年提出了自底向上的多人姿态估计算法

Ｏｐｅｎｐｏｓｅ
［４６］．Ｏｐｅｎｐｏｓｅ包含两路网络分支分别预

测行人关键点和部件关联场．Ｏｐｅｎｏｐｓｅ通过在姿态

关联场中计算每一对关键点连线路径上的积分得到

该对关键点的相关系数用于聚类．Ｋｒｅｉｓｓ等人
［４７］提

出了ＰｉｆＰａｆ，同时预测了部件强度场（ＰａｒｔＩｎｔｅｎｓｉｔｙ

Ｆｉｅｌｄ，ＰＩＦ）和部件关联场（ＰａｒｔＡｓｓｏｃｉａｔｉｏｎＦｉｅｌｄ，

ＰＡＦ）．其中ＰＩＦ用于在低分辨率下精确定位人体关

键点，ＰＡＦ用于关键点聚类．基于ＰＡＦ，Ｈｉｄａｌｇｏ等

人［７５］提出了首个全身姿态估计方法，通过自底向上

的方式同时预测行人的身体、脸部、手部和脚的关键

点．Ｌｉ等人
［４８］提出新的身体部件编码方式用于编码

关键点之间的联系，并设计了恒等映射的沙漏网络

用于热力图的预测，在模型训练过程中加入了多尺

度的中间监督信号．部件关联场能快速确定关键点

之间的连接信息，因此具有较快的组装速度．例如，

Ｏｐｅｎｐｏｓｅ是典型的实时多人姿态估计方法．然而这

一类方法需要设计复杂的匹配算法进行关键点组

装，同时也容易受到遮挡等问题的影响．

关联特征．基于关联特征的方法对每个关键

点预测一个额外的向量或标量特征用于关键点分

组．Ｎｅｗｅｌｌ等人
［４９］在２０１７年提出了基于关联特征

（ＡｓｓｏｃｉａｔｉｖｅＥｍｂｅｄｄｉｎｇ，ＡＥ）的双路模型，用于同
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时预测关键点的热力图和关联特征．图３（ｄ）展示了

ＡＥ算法的具体流程．ＡＥ算法首先从关键点分支选

取高响应值的关键点，并将关联特征分支中关键

点对应位置的关联特征用于关键点聚类．相比于

部件关联场方法，关联特征的计算更加简洁高效．

行人尺度变化会对姿态估计产生影响．Ｃｈｅｎｇ等

人［５０］设计了能够适应行人尺度变化的超高分辨率

网络 ＨｉｇｈｅｒＨＲＮｅｔ．ＨｉｇｈｅｒＨＲＮｅｔ包含多个不同

分辨率的网络分支，网络的每个阶段对不同分辨率

分支的特征进行交互，并全程保持了高分辨的特征

图，最终将多个分支特征融合用于关键点热力图预

测．ＨｉｇｈｅｒＨＲＮｅｔ能够更好地适应行人的尺度变

化，可以通过输出的高分辨率热力图降低量化误差，

取得了优异的性能．由于图像中每个人的关键点的

尺度不同，且人工标注存在歧义，使用固定的均值和

方差对关键点进行编码会影响模型的训练．Ｌｕｏ等

人［５１］针对这一问题提出了尺度权重自适应热力图

回归（ＳｃａｌｅＷｅｉｇｈｔＡｄａｐｔｉｖｅＨｅａｔｍａｐＲｅｇｒｅｓｓｉｏｎ，

ＳＷＡＨＲ）．该方法在训练过程中自适应地调整关键

点编码的高斯核标准差和训练权重，不需要额外

的尺度标注，能够有效减小尺度变化和标注误差

的影响．

其他聚类方法．Ｊｉｎ等人
［５２］提出了用于关键点

聚类的层次图聚类（ＨｉｅｒａｒｃｈｉｃａｌＧｒａｐｈＧｒｏｕｐｉｎｇ，

ＨＧＧ）算法．ＨＧＧ将人体关键点作为结点构建图，

并训练边判别器（ＥｄｇｅＤｉｓｃｒｉｍｉｎａｔｏｒ）判定２个结

点是否来自同一个人．ＨＧＧ通过结点合并和图修

建操作将所有结点组合成不同行人．相比较于ＡＥ，

ＨＧＧ的聚类通过网络前传完成，因此具有较高的

推理效率．Ｂｒａｓó等人
［５３］提出了基于 Ｔｒａｎｓｆｏｒｍｅｒ

的特征聚类方法 ＣｅｎｔｅｒＧｒｏｕｐ．ＣｅｎｔｅｒＧｒｏｕｐ使用

Ｔｒａｎｓｆｏｒｍｅｒ对人体中心点和关键点位置的特征向

量进行交互，然后基于交互后的中心点特征和关键

点特征之间的相似度进行聚类．ＣｅｎｔｅｒＧｒｏｕｐ的聚

类过程只需要计算中心点特征和关键点特征之间的

相似度，因此具有更高的效率．

４．２　基于向量场回归的方法

基于向量场回归的方法［５４，５６５８］将行人的关键点

表示成人体中心点和人体关键点相对于中心点之间

的偏移，进而设计单阶段的模型以同时预测人体中

心点和回归偏移值．该类方法中人体关键点可以表

示为

（狓犻，狔犻）＝（狓犮，狔犮）＋（δ狓犻，δ狔犻） （６）

其中（狓犻，狔犻）是行人第犻个关键点坐标，（狓犮，狔犮）为行

人中心点的坐标，（δ狓犻，δ狔犻）是行人第犻个关键点相

对于行人中心点（狓犮，狔犮）的偏移值．

直接回归方法．Ｚｈｏｕ等人
［５４］提出了直接回归关

键点偏移的ＣｅｎｔｅｒＮｅｔ模型．ＣｅｎｔｅｒＮｅｔ模型包含三

个分支，分别用于预测图像中行人的中心点、关键点

相对于中心点的偏移以及关键点的热力图．在模型

推理阶段，ＣｅｎｔｅｒＮｅｔ将回归结果匹配到热力图上

最近的关键点预测作为最终结果．ＣｅｎｔｅｒＮｅｔ仅基

于人体中心点位置的特征回归关键点，难以关注到

不同关键点附近丰富的上下文信息．因此 Ｇｅｎｇ等

人［５５］提出了解耦关键点回归的方法（ＤｉｓＥｎｔａｎｇｌｅｄ

ＫｅｙｐｏｉｎｔＲｅｇｒｅｓｓｉｏｎ，ＤＥＫＲ）．ＤＥＫＲ对每个关键

点使用单独的分支进行回归，并加入了变型卷积［７６］

使每个分支更好地关注对应关键点附近的上下文信

息．在拥挤场景下，人体中心点可能被遮挡，导致人

体中心点无法准确检测出．Ｗａｎｇ等人
［５６］提出了基

于直接姿态推理的多人姿态估计模型（Ｐｏｓｅｌｅｖｅｌ

ＩｎｆｅｒｅｎｃｅＮｅｔｗｏｒｋ，ＰＩＮｅｔ）．图４（ａ）展示了ＰＩＮｅｔ

整体框检图．ＰＩＮｅｔ基于多个部件中心点对关键点

进行回归，并将多个中心点的回归结果组合成最终

的姿态估计结果．该方法有效解决了密集场景下人

的区分和关键点漏检问题．

多阶段回归方法．图像中行人的尺度变化增大

了人体关键点偏移的变化范围，增加了回归难度，使

基于向量场回归的方法难以准确回归关键点的坐

标．Ｎｉｅ等人
［５７］提出了单阶段多人姿态机（Ｓｉｎｇｌｅ

ｓｔａｇｅｍｕｌｔｉｐｅｒｓｏｎＰｏｓｅＭａｃｈｉｎｅｓ，ＳＰＭ），将关键

点偏移的回归任务分解为多层次短距离回归．图４

（ｂ），展示了ＳＰＭ 算法的整体框架图．ＳＰＭ 将人体

关键点划分为多个层次，从人体中心点开始逐层次

回归，从而降低了每次回归的长度．Ｗｅｉ等人
［５８］提

出了设置关键点锚点（ＰｏｉｎｔＳｅｔＡｎｃｈｏｒ，ＰＳＡ）的方

法降低回归难度．ＰＳＡ将数据集中关键点聚类生成

多组锚点，对每个检测到的行人中心点，从最近的锚

点回归关键点偏移．此外，ＰＳＡ还通过多阶段精炼

模块对回归的结果进一步精炼，使得回归的结果更

加准确．

基于犜狉犪狀狊犳狅狉犿犲狉的回归方法．最近的一些工

作将特征变换器（Ｔｒａｎｓｆｏｒｍｅｒ）引入姿态估计任务

用于直接回归关键点坐标．Ｌｉ等人
［６０］设计了端到端

的多人姿态估计 Ｔｒａｎｓｆｏｒｍｅｒ，同时进行行人检测

和关键点回归．相比于基于热力图的姿态估计方法，

基于回归的方法可以同时预测行人的中心点和关键

点偏移．Ｓｈｉ等人
［７７］提出了一个多层次Ｔｒａｎｓｆｏｒｍｅｒ
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图４　基于向量场回归的多人姿态估计方法

模型，包括一个姿态解码器来得到粗粒度的人体姿

态以及一个关键点解码器来对粗粒度姿态进行增强

与优化．得益于 Ｔｒａｎｓｆｏｍｅｒ大模型的强大表征能

力，该模型在多个姿态估计数据集上取得了优异的

性能．

４．３　数据集

目前广泛使用的人体姿态估计数据集有６个，

包括单人数据集ＬＳＰ
［７８］、ＬＳＰＥｘｔｅｎｄｅｄ

［７９］、ＭＰＩＩ

Ｓｉｎｇｌｅ
［６１］和多人数据集 ＭＰＩＩＭｕｌｔｉｐｌｅ

［６１］、ＣＯＣＯ
［８０］

以及包括拥挤场景的ＯＣＨｕｍａｎ
［８１］和ＣｒｏｗｄＰｏｓｅ

［４１］．

表２按照发布时间汇总了当前人体姿态估计数据集

的信息．其中４个多人姿态估计数据集的详细信息

如下：

（１）ＭＰＩＩＭｕｌｔｉｐｌｅ
［６１］数据集一共包含５５００张

图片，共标注了１４１８４个行人，每个行人被标注了

１６个关键点，包括头顶、脖子、肩膀、手肘、手腕、胸

腔、骨盆、臀部、膝盖和脚踝等．每个关键点标注了空

间坐标和可见性．ＭＰＩＩＭｕｌｔｉｐｌｅ数据集的图片被划

分为训练集和测试集，分别包含３８００和１７００张图

片．ＭＰＩＩＭｕｌｔｉｐｌｅ数据集的测试基准为ＰＣＫｈ．

（２）ＣＯＣＯ
［８０］数据集一共包含约８２０００张图

片，共标注了２３００００个行人，是当前最大的多人姿

态估计数据集．每个行人被标注了１７个关键点，包括

鼻子、眼睛、耳朵，肩膀、手肘、手腕、臀部、膝盖和双

脚等．每个关键点标注了空间坐标和可见性．ＣＯＣＯ

数据集的图片被划分为训练、验证和测试３个子集，

分别包含约５７０００张，５０００张和２００００张图片．

ＣＯＣＯ数据集的测试基准为基于关键点相似度

犗犓犛（ＯｂｊｅｃｔＫｅｙｐｏｉｎｔＳｉｍｉｌａｒｉｔｙ）的平均准确率

犃犘（ＡｖｅｒａｇｅＰｒｅｃｉｓｉｏｎ）．

（３）ＯＣＨｕｍａｎ
［８１］数据集是最近新提出的多人

姿态估计数据集，包含更具挑战性的场景．行人检测

框的平均交并比（犐狅犝）为６７％．ＯＣＨｕｍａｎ数据集

和ＣＯＣＯ一样标注了１７个人体关键点．与ＣＯＣＯ
［８０］

和ＣｒｏｗｄＰｏｓｅ
［４１］数据集不同，ＯＣＨｕｍａｎ数据集不

包含训练集，仅提供了验证集和测试集．该数据集一

共包含４７３１张图像，其中２５００张为验证集，２２３１张

为测试集．该数据集的测试基准为犃犘．

（４）ＣｒｏｗｄＰｏｓｅ
［４１］数据集是针对更具有挑战性

的拥挤场景下的多人姿态估计任务提出的．该数据

集包含２００００张图片，一共标注了约８００００个行人．

每个行人标注了１４个关键点，包括头顶、脖子，肩膀、

手肘、手腕、臀部、膝盖和双脚等．每个关键点标注了

坐标和可见性．ＣｒｏｗｄＰｏｓｅ数据集被划分为训练、

验证和测试３个子集，分别包含１００００张、２０００张

和８０００张图片．该数据集的测试基准同样为犃犘．

表２　人体姿态估计数据集信息对比

数据集 发布年份 类型
图片数／ｋ

训练 验证 测试
行人数量 关键点数量 标注信息 测试标准

ＬＳＰ［７８］ ２０１０ 单人 １．０ － １．０ ２ １４ 坐标＋可见性 犘犆犘

ＬＳＰＥｘｔｅｎｄｅｄ［７９］ ２０１０ 单人 １０．０ － － １０ １４ 坐标＋可见性 犘犆犘

ＭＰＩＩＳｉｎｇｌｅ
［６１］ ２０１４ 单人 ２９．０ － １２．０ ４１ １６ 坐标＋可见性 犘犆犓犺

ＭＰＩＩＭｕｌｔｉｐｌｅ
［６１］ ２０１４ 多人 ３．８ － １．７ １４ １６ 坐标＋可见性 犃犘

ＣＯＣＯ［８０］ ２０１６ 多人 ５７．０ ５．０ ２０．０ ２３０ １７ 坐标＋可见性 犃犘

ＯＣＨｕｍａｎ［８１］ ２０１９ 多人 － ２．５ ２．２ ８ １７ 坐标＋可见性 犃犘

ＣｒｏｗｄＰｏｓｅ［４１］ ２０１９ 多人 １０．０ ２．０ ８．０ ８０ １４ 坐标＋可见性 犃犘

图５展示了４个多人姿态估计数据集中的图片样

本．从图中可以看到，ＯＣＨｕｍａｎ
［８１］和ＣｒｏｗｄＰｏｓｅ

［４１］

数据集中的图片包含了更加拥挤的场景，行人间的

遮挡严重，给姿态估计带来了更大的挑战．

４．４　测试基准

基于人体关键点坐标!

，研究者们定义了多种

性能度量方式，本节将详细介绍３种常用的人体姿

态估计的性能度量．
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图５　多人姿态估计数据集图片样例：ＭＰＩＩ
［６１］、ＣＯＣＯ

［８０］、ＯＣＨｕｍａｎ
［８１］和ＣｒｏｗｄＰｏｓｅ

［４１］

５　数据集和性能度量标准

５．１　身体部件正确百分比

早期的研究工作主要使用身体部件正确百分比

犘犆犘（ＰｅｒｃｅｎｔａｇｅｏｆＣｏｒｒｅｃｔＰａｒｔｓ）衡量单人姿态估

计算法的准确率．犘犆犘以肢体长度的一半作为参考

值，计算关键点预测位置和真实位置之间距离小于

该参考值的关键点的比例，主要用于衡量人体四肢

关键点的预测准确率，通常表示为犘犆犘＠０．５．对于

每张包含单个行人的图片，其犘犆犘的计算过程为

犘犆犘＠０．５＝
∑
狀

犻＝１

δ
犱犻
犾犻犿犫犻

０．（ ）５δ（狏犻＞０）

∑
狀

犻＝１

δ（狏犻＞０）

（７）

其中犱犻为第犻个关键点的预测坐标和真实坐标的距

离，通常为欧式距离，犾犻犿犫犽为对应的肢体长度．对于每

个行人，犘犆犘 通常只计算其可见的关键点．犘犆犘 的

数值越高表示性能越好．由于不同视角下看到的人体

肢体长度会发生变化，导致犘犆犘度量稳定性较差．

５．２　关键点正确百分比

在ＭＰＩＩ
［６１］数据集上 研究者提出了关键点正确

百分比犘犆犓（ＰｅｒｃｅｎｔａｇｅｏｆＣｏｒｒｅｃｔＫｅｙｐｏｉｎｔｓ）用

以衡量姿态估计算法的准确性．犘犆犓 同样将预测位

置和真实位置距离小于一定阈值的关键点视为正确

预测，并计算正确预测关键点的比例．犘犆犓 通常选

用躯干长度作为阈值，例如犘犆犓＠０．２表示阈值为

０．２倍躯干长度．犘犆犓 的计算过程为

犘犆犓＠τ＝
∑
狀

犻＝１

δ
犱犻
犜
（ ）τδ（狏犻＞０）

∑
狀

犻＝１

δ（狏犻＞０）

（８）

其中犜是该行人的躯干长度，τ为阈值，犘犆犓 同样只

计算可见关键点．犘犆犓犺＠０．５为犘犆犓 的改进版本，

其阈值选取为行人头部长度的０．５倍．通过对犘犆犓

设置不同的阈值，可以得到包围曲线 犃犝犆（Ａｒｅａ

ＵｎｄｅｒｔｈｅＣｕｒｖｅ）用以衡量算法的性能．

５．３　平均准确率

为了统一目标检测、实例分割和姿态估计三个

任务的性能度量，研究者们在ＣＯＣＯ数据集上提出

了基于目标关键点相似度犗犓犛（ＯｂｊｅｃｔＫｅｙｐｏｉｎｔ

Ｓｉｍｉｌａｒｉｔｙ）的平均准确率 犃犘 和平均召回率犃犚

（ＡｖｅｒａｇｅＲｅｃａｌｌ）．对于关键点犘，其犗犓犛定义为

犗犓犛（犘）＝
∑
狀

犻＝１

ｅｘｐ（犱
２
犻／２犛α

２
犻）δ（狏犻＞０）

∑
狀

犻＝１

δ（狏犻＞０）

（９）

其中犛为行人在图像中的面积，α犻是每个关键点的

归一化系数．

基于犗犓犛，一些工作定义了不同阈值下的准确

率和召回率，对于数据集中第犻张图像，其准确率

犘狉犲犮和召回率犚犲犮犪犾犾为

犘狉犲犮τ（犻）＝
犜犘

犜犘＋犉犘
，　

犚犲犮犪犾犾τ（犻）＝
犜犘

犜犘＋犉犖
（１０）

其中τ为犗犓犛的阈值，犜犘、犉犘和犉犖的含义具体如下：

真实的正样本犜犘（ＴｒｕｅＰｏｓｉｔｉｖｅ）：表示预测关

键点中与标注关键点之间犗犓犛大于或等于阈值τ

的数量．该数值的取值范围为［０，犖］，其中犖 为图

片中行人的数量．

错误的正样本犉犘（ＦａｌｓｅＰｏｓｉｔｉｖｅ）：表示预测关

键点中与标注关键点之间犗犓犛小于阈值τ的数量．

理论上由于预测的关键点的数量可以有无限个，所

以该数值的取值范围为［０，＋∞］．

错误的负样本犉犖（ＦａｌｓｅＮｅｇａｔｉｖｅ）：表示标注

关键点中与预测关键点之间的犗犓犛小于阈值τ的
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数量．该数值的取值范围为［０，犖］．

整个数据集在阈值τ下的平均准确率犃犘τ和平

均召回率犃犚τ定义为

犃犘τ＝
１

犕∑
犕

犻＝１

犘狉犲犮τ（犻），

犃犚τ＝
１

犕∑
犕

犻＝１

犚犲犮犪犾犾τ（犻） （１１）

其中犕 为数据集中图片的数量．

在ＣＯＣＯ数据集上的评价指标犃犘 和犃犚 定

义为不同犗犓犛阈值下的平均准确率和平均召回率

的均值，

犃犘＝
１

１０∑
１０

犻＝０

犃犘０．５＋犻×０．０５，　

犃犚＝
１

１０∑
１０

犻＝０

犃犚０．５＋犻×０．０５ （１２）

即犃犘为阈值τ从０．５开始到０．９５一共１０个阈值

下平均准确率的均值．同样的，犃犚 为１０个阈值下

平均召回率的均值．

此外，研究者在ＣＯＣＯ数据集上还定义了不同

尺度下的平均准确率犃犘犕和犃犘犔，分别表示中等尺

度的行人和大尺度行人的姿态估计平均准确率．其

中中等尺度的行人定义为该行人的检测框面积

犪狉犲犪∈［３２
２，９６２］，大尺度行人的检测框面积为犪狉犲犪∈

（９６２，＋∞）．在ＣｒｏｗｄＰｏｓｅ数据集上研究者还定义

了不同场景下的平均准确率犃犘犈、犃犘犕和犃犘犎，分

别用于衡量算法在简单场景、中等难度场景和拥挤

场景下的平均准确率．

为了综合对比不同姿态估计算法的性能，本节

总结了最近所提出的算法在３个大规模数据集上的

性能，包括 ＭＰＩＩ、ＣＯＣＯ和ＣｒｏｗｄＰｏｓｅ数据集，并

对结果进行分析．

５．４　性能对比和分析

５．４．１　ＭＰＩＩ

表３总结了最近所提出的方法在 ＭＰＩＩ数据集

上的性能．ＭＰＩＩ数据集中的行人遮挡较少，姿态估计

相对简单．因此，现有基于深度学习的方法在该数据

集上的准确率较高，早期深度学习方法如ＤｅｅｐＰｏｓｅ
［２５］

和ＩＥＦ
［８４］实现了近８０％的犘犆犓犺＠０．５准确率．从

表中还可以看出，２０１６年ＣＰＭ
［２９］的提出显著提升

了 ＭＰＩＩ数据集上的性能．当前性能最高的方法为

ＢＰＮ
［６４］，实现了９２．７％的犘犆犓犺＠０．５准确率．

表３　犕犘犐犐数据集上的性能对比

方法名称 发表时间 主干网络 输入尺寸 ＰＣＫｈ０．５ 关键词

基于回归的方法

Ｄｅｅｐｐｏｓｅ
［２５］ ＣＶＰＲ２０１４ ＡｌｅｘＮｅｔ ２２０×２２０ ７９．６ 直接回归，多阶段精炼

Ｉｎｔｅｇｒａｌ
［２６］ ＥＣＣＶ２０１８ ＰｏｉｎｔＮｅｔ＋＋ ２５６×２５６ ９１．０ 可微积分回归

ＲＬＥ［２８］ ＩＣＣＶ２０２１ ＲｅｓＮｅｔ５０ ２５６×２５６ ８５．５ 残差对数似然估计

基于检测的方法

ＨｙｂｒｉｄＣｏｎｖＮｅｔ
［８２］ ＮｅｕＩＰＳ２０１４ ＡｌｅｘＮｅｔ ２２０×２２０ ７９．６ 马尔可夫随机场，多尺度输入

ＣａｓｃａｄｅＣｏｎｖＮｅｔｓ［８３］ ＣＶＰＲ２０１５ ＡｌｅｘＮｅｔ ２５６×２５６ ８２．０ 空间随机失活，由粗到细级联结构

ＩＥＦ［８４］ ＣＶＰＲ２０１６ ＧｏｏｇＬｅＮｅｔ ２２４×２２４ ８１．３ 迭代错误反馈

ＲＧｓ［８５］ ＣＶＰＲ２０１６ ＶＧＧ ２２４×２２４ ８２．４ 层次矫正高斯模型，二次规划

ＣＰＭ［２９］ ＣＶＰＲ２０１６ 自己设计 ３６８×３６８ ９０．９ 热力图预测，中间层监督

ＳｔａｃｋｅｄＨｏｕｒｇｌａｓｓ
［３３］ ＥＣＣＶ２０１６ Ｈｏｕｒｇｌａｓｓ ２５６×２５６ ９０．９ 沙漏模型，中间层监督

ＰｏｓｅＮｅｔ［８６］ ＩＣＣＶ２０１７ Ｅｎｃｏｄｅｒ／Ｄｅｃｏｄｅｒ ２５６×２５６ ９１．９ 人体结构信息，对抗学习

ＰＲＭ［８７］ ＩＣＣＶ２０１７ Ｈｏｕｒｇｌａｓｓ ２５６×２５６ ９２．０ 多尺度特征金字塔

ＭＳＳＮｅｔ［８８］ ＥＣＣＶ２０１８ Ｈｏｕｒｇｌａｓｓ ２５６×２５６ ９２．１ 多尺度监督，多尺度回归网络

ＤＬＣＭ［８９］ ＥＣＣＶ２０１８ Ｈｏｕｒｇｌａｓｓ ２５６×２５６ ９２．３ 层次组合模型，骨架分割

ＨＲＮｅｔ［３１］ ＣＶＰＲ２０１９ ＨＲＮｅｔＷ３２ ２５６×２５６ ９２．３ 高分辨率，多尺度融合

ＢＰＮ［６４］ ＣＶＰＲ２０１９ Ｈｏｕｒｇｌａｓｓ ２５６×２５６ ９２．７ 数据驱动的关键点分组，身体部件分支

５．４．２　ＣＯＣＯ

表４总结了最近的方法在ＣＯＣＯｔｅｓｔｄｅｖ数据集

上的性能．从表格中可以看出，自顶向下分离模型方

法在ＣＯＣＯ数据集上实现了最好的性能．可能的原

因包括（１）ＣＯＣＯ数据集中图像所含的拥挤场景较

少，行人检测器能够准确检测出没有被遮挡的行人；

（２）分离模型方法在剪裁放大后的单人图像上进行

姿态估计．基于高分辨图像进行姿态估计能够降低

热力图预测的量化误差，使结果更加准确．联合模型

（自顶向下、自底向上和向量场回归）的输入为包含

多人的原始图像．用于定位关键点的热力图分辨率

相对较低，因此在准确率上不具有优势．然而，联合模

型不需要额外的行人检测器，且可以将运行效率和图

像中行人的数量解耦，因此效率更高．从表格中还可

以看出，最近的方法大多使用 ＨＲＮｅｔ
［３１］作为主干网

络，并实现了优异的性能．这说明了高分辨率的热力

图更加有助于关键点的定位．图６展示了典型的自顶

向下方法在ＣＯＣＯ数据集上的可视化结果对比．

２４２ 计　　算　　机　　学　　报 ２０２４年



表４　犆犗犆犗测试集上单尺度测试的性能对比

方法名称 发表时间 主干网络 输入尺寸 犃犘 犃犘５０ 犃犘７５ 犃犘犕 犃犘犔 关键词

自顶向下

分离模型

ＧＲＭＩ［７２］ ＣＶＰＲ２０１７ ＲｅｓＮｅｔ１０１ ３５３×２５７ ６４．９ ８５．５ ７１．３ ６２．３ ７０．０ 亚像素回归，关键点相似度ＮＭＳ

ＲＭＰＥ［４０］ ＩＣＣＶ２０１７ Ｈｏｕｒｇｌａｓｓ ３２０×２５６ ６１．８ ８３．７ ６９．８ ５８．６ ６７．６ 对称空间变换网络，参数化ＮＭＳ

ＳｉｍｐｌｅＢａｓｅｌｉｎｅ
［３０］ ＥＣＣＶ２０１８ ＲｅｓＮｅｔ１５２ ３８４×２８８ ７３．７ ９１．９ ８１．８ ７０．３ ８０．０ 基线模型，反卷积

Ｉｎｔｅｇｒａｌ
［２６］ ＥＣＣＶ２０１８ ＲｅｓＮｅｔ１０１ ２５６×２５６ ６７．８ ８８．２ ７４．８ ６３．９ ７４．０ 可微积分回归

ＣＰＮ［６５］ ＣＶＰＲ２０１８ ＲｅｓＮｅｔＩｎｃｅｐｔｉｏｎ ３８４×２８８ ７２．１ ９１．４ ８０．０ ６８．７ ７７．２ 级联金字塔网络，在线难例挖掘

ＪＣＳＰＰＥ［４１］ ＣＶＰＲ２０１９ ＲｅｓＮｅｔ１０１ ３２０×２５６ ７０．９ － － － － 候选关键点

ＨＲＮｅｔＷ３２［３１］ ＣＶＰＲ２０１９ ＨＲＮｅｔＷ３２ ３８４×２８８ ７４．９ ９２．５ ８２．８ ７１．３ ８０．９ 高分辨率，多尺度特征融合

ＨＲＮｅｔＷ４８［３１］ ＣＶＰＲ２０１９ ＨＲＮｅｔＷ４８ ３８４×２８８ ７５．５ ９２．５ ８３．３ ７１．９ ８１．５ 高分辨率，多尺度特征融合

ＤＡＲＫ［３４］ ＣＶＰＲ２０２０ ＨＲＮｅｔＷ４８ ３８４×２８８ ７６．２ ９２．５ ８３．６ ７２．５ ８２．４ 无偏热力图编解码

ＲＳＮ［９０］ ＥＣＣＶ２０２０ ＲＳＮ５０ ３８４×２８８ ７８．６ ９４．３ ８６．６ ７５．５ ８３．３ 残差阶梯网络，层内融合

ＲＬＥ［２８］ ＣＶＰＲ２０２１ ＨＲＮｅｔＷ４８ ２５６×２５６ ７５．７ ９２．３ ８２．９ ７２．３ ８１．３ 残差似然估计

ＴｏｋｅｎＰｏｓｅ［６２］ ＩＣＣＶ２０２１ ＨＲＮｅｔＷ４８ ２５６×１９２ ７５．８ ９０．３ ８２．５ ７２．３ ８２．７ 自注意力，关联约束

联合模型

ＭａｓｋＲＣＮＮ［１４］ ＩＣＣＶ２０１７ ＲｅｓＮｅｔ５０＋ＦＰＮ ８００ ６３．１ ８７．３ ６８．７ ５７．８ ７１．４ 多任务学习，联合模型

ＦＣＰｏｓｅ［４３］ ＣＶＰＲ２０２１ ＲｅｓＮｅｔ１０１ ８００ ６５．６ ８７．９ ７２．６ ６２．１ ７２．３ 全卷积架构，端到端

ＩｎｓＰｏｓｅ［４２］ ＡＣＭＭＭ２０２１ ＨＲＮｅｔＷ３２ ８００ ６９．３ ９０．３ ７６．０ ６４．８ ７６．１ 动态卷积，端到端

自底向上

Ｏｐｅｎｐｏｓｅ
［４６］ ＣＶＰＲ２０１７ 自己设计 ３６８ ６１．８ ８４．９ ６７．５ ５７．１ ６８．２ 部件关联场，多阶段模型

ＡＥ［４９］ ＮｅｕｒＩＰ２０１７ Ｈｏｕｒｇｌａｓｓ ５１２ ６２．８ ８４．６ ６９．２ ５７．５ ７０．６ 关联特征，聚类后处理

ＰｅｒｓｏｎＬａｂ［９１］ ＥＣＣＶ２０１８ ＲｅｓＮｅｔ１５２ １４０１　 ６６．５ ８８．０ ７２．６ ６２．４ ７２．３ 多尺度偏移预测，偏移聚类

ＭｕｌｔｉＰｏｓｅＮｅｔ［９２］ ＥＣＣＶ２０１８ ＲｅｓＮｅｔ１０１ ４８０ ６９．６ ８６．３ ７６．６ ６５．０ ７６．３ 多任务学习，姿态残差网络

ＰｉｆＰａｆ［４７］ ＣＶＰＲ２０１９ ＲｅｓＮｅｔ１５２ ４０１ ６６．７ － － ６２．４ ７２．３ 部件强度场，部件关联场

ＨＧＧ［５２］ ＥＣＣＶ２０２０ Ｈｏｕｒｇｌａｓｓ ８００ ６０．４ ８３．０ ６６．２ － － 层次图聚类

ＨｉｇｈｅｒＨＲＮｅｔ
［５０］ ＣＶＰＲ２０２０ ＨＲＮｅｔＷ４８ ６４０ ６８．４ ８８．２ ７５．１ ６４．４ ７４．２ 超高分辨率，多尺度融合

ＣｅｎｔｅｒＧｒｏｕｐ
［５３］ ＩＣＣＶ２０２１ ＨＲＮｅｔＷ４８ ５１２ ６９．６ ８９．７ ７６．０ ６４．９ ７６．３ 基于注意力的聚类

ＳＷＡＨＲ［５１］ ＣＶＰＲ２０２１ ＨＲＮｅｔＷ４８ ６４０ ７２．０ ９０．７ ７８．８ ６７．８ ７７．７ 自适应尺度的热力图回归

向量场回归

ＣｅｎｔｅｒＮｅｔ［５４］ Ａｒｘｉｖ２０１９ Ｈｏｕｒｇｌａｓｓ１０４ ５１２ ６３．０ ８６．８ ６９．６ ５８．９ ７０．４ 基于中心点的直接回归

ＳＰＭ［５７］ ＩＣＣＶ２０１９ Ｈｏｕｒｇｌａｓｓ ３８４ ６６．９ ８８．５ ７２．９ ６２．６ ７３．１ 基于中心点的层次回归

Ｅｎｄ２ｅｎｄＰＲＴＲ［６０］ ＣＶＰＲ２０２１ ＨＲＮｅｔＷ４８ － ６４．９ ８７．０ ７１．７ ６０．２ ７２．５ 级联Ｔｒａｎｓｆｏｒｍｅｒ

ＰｏｉｎｔＳｅｔＡｎｃｈｏｒ［５８］ ＥＣＣＶ２０２０ ＨＲＮｅｔＷ４８ ８００ ６６．３ ８７．７ ７３．４ ６４．９ ７０．０ 关键点锚点，多阶段回归

ＰＩＮｅｔ［５６］ ＮｅｕｒＩＰ２０２１ ＨＲＮｅｔＷ３２ ５１２ ６６．７ ８８．０ ７４．０ ６１．９ ７４．８ 部件姿态回归，拥挤场景

ＤＥＫＲ［５５］ ＣＶＰＲ２０２１ ＨＲＮｅｔＷ４８ ６４０ ７０．０ ８９．４ ７７．３ ６５．７ ７６．９ 关键点独立分支，自适应卷积

注：分离模型的输入尺寸为单人姿态估计模型输入图像尺寸，其他方法为原始视频帧短边长度．
表示使用额外单人姿态估计模型改善预测结果．

图６　不同方法在ＣＯＣＯ
［８０］数据集上的可视化对比（从左到右依次是：直接回归、ＲＬＥ

［２８］、ＳｉｍｐｌｅＢａｓｅｌｉｎｅ
［３０］以及 ＨＲＮｅｔ

［３１］）

３４２１期 李佳宁等：基于深度学习的二维人体姿态估计：现状及展望



５．４．３　ＣｒｏｗｄＰｏｓｅ

ＣｒｏｗｄＰｏｓｅ数据集上近期方法的性能总结如

表５所示．由于ＣｒｏｗｄＰｏｓｅ数据集是最近发布的

数据集，因此在该数据集上汇报性能的方法相对

较少．表５总结了截至目前为止，所有在该数据集

上汇报了性能的方法．从表５中可以看到，这些方

法在ＣｒｏｗｄＰｏｓｅ上的性能低于在ＣＯＣＯ上的性能．

这显示出ＣｒｏｗｄＰｏｓｅ数据集更具挑战性．从表格中

还可以看出，针对遮挡场景设计的ＰＩＮｅｔ
［５６］虽然在

ＣＯＣＯ数据集上性能明显低于ＤＥＫＲ
［５５］（犃犘低了

３．３％），但是在ＣｒｏｗｄＰｏｓｅ数据集上的性能实现了

反超．

表５　犆狉狅狑犱犘狅狊犲数据集上的性能对比

方法名称 发表时间 主干网络 输入尺寸 犃犘 犃犘５０ 犃犘７５ 犃犘犈 犃犘犕 犃犘犎

自顶向下

ＭａｓｋＲＣＮＮ［１４］ ＩＣＣＶ２０１７ ＲｅｓＮｅｔ５０＋ＦＰＮ ８００ ５７．２ ８３．５ ６０．３ ６９．４ ５７．９ ４５．８

ＲＭＰＥ［４０］ ＩＣＣＶ２０１７ Ｈｏｕｒｇｌａｓｓ ３２０×２５６ ６１．０ ８１．３ ６６．０ ７１．２ ６１．４ ５１．１

ＳｉｍｐｌｅＢａｓｅｌｉｎｅ
［３０］ ＥＣＣＶ２０１８ ＲｅｓＮｅｔ１５２ ３８４×２８８ ６０．８ ８４．２ ７１．５ ７１．４ ６１．２ ５１．２

ＪＣＳＰＰＥ［４１］ ＣＶＰＲ２０１９ ＲｅｓＮｅｔ１０１ ３２０×２５６ ６６．０ ８４．２ ７１．５ ７５．５ ６６．３ ５７．４

自底向上

Ｏｐｅｎｐｏｓｅ
［４６］ ＣＶＰＲ２０１７ 自己设计 ３６８ － － － ６２．７ ４８．７ ３２．３

ＨｉｇｈｅｒＨＲＮｅｔ
［５０］ ＣＶＰＲ２０２０ ＨＲＮｅｔＷ４８ ６４０ ６５．９ ８６．４ ７０．６ ７３．３ ６６．５ ５７．９

ＳＷＡＨＲ［５１］ ＣＶＰＲ２０２１ ＨＲＮｅｔＷ４８ ６４０ ７１．６ ８８．５ ７７．６ ７８．９ ７２．４ ６３．０

向量场回归

ＤＥＫＲ［５５］ ＣＶＰＲ２０２１ ＨＲＮｅｔＷ４８ ６４０ ６７．３ ８６．４ ７２．２ ７４．６ ６８．１ ５８．７

ＰＩＮｅｔ［５６］ ＮｅｕｒＩＰＳ２０２１ ＨＲＮｅｔＷ３２ ５１２ ６８．９ ８８．７ ７４．７ ７５．４ ６９．６ ６１．５

注：分离模型的输入尺寸为单人姿态估计模型输入图像尺寸，其他方法为原始帧短边尺寸．

６　代表性方法分析与讨论

本节选取了多人姿态估计的代表性方法，包括

自顶向下方法中的 ＨＲＮｅｔ、ＭａｓｋＲＣＮＮ，自底向上

方法中的 ＨｉｇｈｅｒＨＲＮｅｔ、ＣｅｎｔｅｒＧｒｏｕｐ以及向量场

回归中的ＤＥＫＲ和ＰＩＮｅｔ．我们首先对比了这些方

法的准确率和效率，通过误差分析讨论它们在不同

关键点定位上的表现，最后在密集场景下测试它们

对于遮挡的鲁棒性．

６．１　性能与误差分析

我们在常用的ＣＯＣＯ验证集上测试以上方法

的性能并分析其误差，结果如表６与图７所示．

表６　犆犗犆犗验证集上的性能对比

方法名称 ＦＰＳ 犃犘 犃犘５０ 犃犘７５ 犃犚 犃犘５０ 犃犚７５

自顶向下

ＨＲＮｅｔ［３１］ ２．０ ７６．４ ９３．６ ８３．７ ７９．３ ９４．４ ８５．７

ＭａｓｋＲＣＮＮ［１４］ １１．２ ６６．４ ８７．９ ７２．４ ７３．１ ９１．９ ７８．４

自底向上

ＨｉｇｈｅｒＨＲＮｅｔ
［５０］ ２．５ ６７．２ ８６．３ ７３．１ ７１．８ ８８．５ ７６．８

ＣｅｎｔｅｒＧｒｏｕｐ
［５３］ ５．６ ６９．１ ８７．７ ７４．４ ７３．４ ９０．７ ７８．１

向量场回归

ＤＥＫＲ［５５］ １５．８ ６８．１ ８６．８ ７４．５ ７３．０ ８９．８ ７８．４

ＰＩＮｅｔ［５６］ １３．４ ６７．０ ８６．６ ７４．０ ７３．１ ９０．５ ７９．０

每个方法在多人检测指标犃犘和犃犚 上的表现

如表６所示．除了使用分离模型的 ＨＲＮｅｔ，其他方

法的犃犘和犃犚 性能指标较为相似，集中在６５％～

６８％之间．这说明不同的人体区分方法在普通场景

下取得了相似性能．使用分离模型的 ＨＲＮｅｔ取得

的准确率显著高于联合模型．一方面是由于分离模

型中的网络只需要进行关键点定位这一任务，相比

于联合模型中同时进行人体检测和关键点定位的任

务会更加简单也更加容易优化．另一方面，分离模型

会将裁剪的单人区域缩放到统一大小，作为模型输

入．因此这类方法能有效处理人的尺度变化问题，对

大尺寸和小尺寸的人体都有良好的表现．而联合模

型往往以原始图像作为输入，其中人体的尺度往往

变化较大，导致模型性能降低．因此一个可行的研究

方向是将分离模型处理尺度变化的方法结合进联合

模型中，提升联合模型对于尺度变化的鲁棒性．

为了进一步分析不同方法对关键点检测的准确

率，我们使用Ｒｏｎｃｈｉ等人
［９３］提供的分析工具对每

个方法进行关键点定位误差分析，结果如图７所示．

我们主要关注四种误差：

（１）抖动（ｊｉｔｔｅｒ）．预测的关键点与真实值的距

离处于下界α与上界β之间．

（２）漏检（ｍｉｓｓ）．预测的关键点与真实值的距

离大于下界α．

（３）倒置（ｉｎｖｅｒｓｉｏｎ）．预测的关键点对于真实

值来说是漏检，但是对于这个人的其他关键点来说

是处于抖动或者更好的状态．

（４）交换（ｓｗａｐ）．预测的关键点对于真实值来

说是漏检，但是对于其他人的关键点来说是处于抖
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图７　关键点定位误差分析（其中Ｇｏｏｄ表示准确定位的比例，而Ｊｉｔ．等表示四种误差所占比例，详情见６．１节）

动或者更好的状态．

以上四种误差中，前两个关注模型对于关键点

定位的精度，后两个则更加关注模型区分相似人体

部件关键点的能力，即模型是否可以克服左右对称

以及重叠人的干扰等影响．

从图７中我们可以发现，基于热力图的自顶向

下和自底向上方法，在抖动和漏检方面要比基于向

量场回归的方法要好．这说明检测法比回归法可

以取得更高的关键点定位精度．在处理交换误差

方面，向量场回归的ＤＥＫＲ和ＰＩＮｅｔ性能显著高于

ＭａｓｋＲＣＮＮ和 ＨｉｇｈｅｒＨＲＮｅｔ．这说明单阶段回归

方法将每个人的姿态视为一个整体来进行回归，使

其不容易受到相邻人和相似部件关键点的影响．此

外，这类方法处理倒置的能力相对更好，说明回归方

法在处理左右对称和重叠人的干扰两方面具有优势．

６．２　效率对比

表６比较了三类方法的推理效率，表中的ＦＰＳ

值是在ＲＴＸ３０９０ＧＰＵ和单尺度测试场景下测得．

可以发现，基于热力图的两阶段方法，包括自顶向下

和自底向上法，推理速率普遍较低．例如，经典的

ＨＲＮｅｔ和ＨｉｇｈｅｒＨＲＮｅｔ的推理速度均低于３ＦＰＳ．

这一结果表明两阶段算法复杂度较高，难以实现高

效的人体姿态估计．基于向量场的单阶段回归方法

能直接得到多人姿态估计结果，具有更好的推理效

率．例如，ＤＥＫＲ可以实现１５ＦＰＳ以上的推理速度．

后续研究可以结合热力图的高定位准确率以及回归

方法的高推理效率．

６．３　遮挡鲁棒性分析

实际应用场景中往往会出现人与人、人与物之

间的遮挡，对模型的遮挡鲁棒性提出了更高的要求．

之前的研究主要在非拥挤场景下进行评测，无法很

好地反映模型的抗遮挡能力．我们将现有方法在

密集场景下的多人姿态估计数据集ＣｒｏｗｄＰｏｓｅ和

ＯＣＨｕｍａｎ上进行了测试，得到了如表７所示的结果．

表７　密集场景下的性能对比

方法
ＣｒｏｗｄＰｏｓｅ

犃犘 犃犘犈 犃犘犕 犃犘犎

ＯＣＨｕｍａｎ

犃犘

ｔｅｓｔ 犃犘ｖａｌ 犃犘ｔｅｓｔ

自顶向下

ＨＲＮｅｔ［３１］ ６９．３ － － － － ３７．８ ３７．２

ＭａｓｋＲＣＮＮ［１４］ ５７．２ ６９．４ ５７．９ ４５．８ ２０．２ － －

自底向上

ＨｉｇｈｅｒＨＲＮｅｔ
［５０］ ６５．９ ７３．３ ６６．５ ５７．９ ２７．７ ４０．０ ３９．４

ＣｅｎｔｅｒＧｒｏｕｐ
［５３］ ７０．０ ７６．８ ７０．７ ６２．２ － － －

向量场回归

ＤＥＫＲ［５５］ ６５．７ ７３．０ ６６．４ ５７．５ ５２．２ ３７．８ ３６．４

ＰＩＮｅｔ［５６］ ６８．９ ７５．４ ６９．６ ６１．５ ５９．８ ３８．４ ３７．２

注：表示在ＯＣＨｕｍａｎ验证集上训练，测试集测试的性能；否则是表示在ＣＯＣＯ训练集训练，在ＯＣＨｕｍａｎ上测试的性能．
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从表７可以看出，在密集场景下自顶向下方法

表现比较差．此类方法使用检测框来区分不同行人，

因此对遮挡干扰较为敏感，容易在人和人发生重叠

时导致漏检．而自底向上和基于向量场回归的方法

无需单人区域检测，因此在密集场景下也展现出了

较好的性能．其中，向量场方法在 ＯＣＨｕｍａｎ数据

集上取得了显著的性能优势．因此，基于向量场的方

法在效率和对遮挡鲁棒性上均有优异的表现．后续

研究可以关注进一步提升此类方法的定位性能．

７　未来研究方向展望

目前人体姿态估计研究虽然取得了许多进展，

但是仍面临着很多挑战．未来工作可以进一步对这

些挑战开展深入研究．包括

（１）严重拥挤场景．现实应用往往需要应对和

处理多人互相遮挡的拥挤场景．目前大多数工作仅

关注如何在非拥挤场景下提升姿态估计性能，尚未

专门考虑和处理拥挤问题．为提升算法在现实应用

中的性能，未来的研究应该关注严重拥挤场景下的

多人姿态估计问题，提出新的方法和新的数据集．

（２）视频中连续姿态估计和跟踪．现有的基于

单帧的方法能直接扩展到视频姿态估计任务中，如

ＳｉｍｐｌｅＢａｓｅｌｉｎｅ
［３０］等方法．目前视频姿态估计的主

流方法也大多应用了单帧姿态估计方法．但是这些

方法无法利用视频中的前后帧信息，通过追踪来快

速定位关键点，效率较为低下．此外，视频中存在更

多的遮挡与拥挤场景，这对视频中的多人姿态估计

提出了新挑战．如何设计算法来有效利用前后帧关

联处理遮挡问题是有价值的研究方向．

（３）全身姿态估计．现有的姿态估计方法主要

关注预定义的十多个身体关键点，难以预测更加细

微的人体姿态，如面部、手部和脚部等关键点．可以

对更加全面的全身姿态估计开展研究，通过预测更

多的人体关键点，提供更加细致的人体姿态信息．在

此任务中，如何处理粗粒度关键点和细粒度关键点

是一个重要问题．另外，更大数量的关键点对模型设

计也提出了新的挑战，例如需要高效关联关键点，并

快速编解码大量关键点的位置．

（４）算法实时性．目前很多姿态估计算法已经

在多个数据集上取得了较高的准确率．然而这些算

法往往具有较高的复杂度．如表６所示，目前准确率

较高的方法在ＧＰＵ上的推理速度仍然难以达到实

时的效果，也难以在算力较低的边缘设备上部署．未

来的研究同样需要关注算法的效率问题，通过设计

轻量化的姿态估计框架，引入模型压缩和蒸馏等方

法提升姿态估计算法的实时性．

（５）数据域适应．当前人体姿态估计数据集中

的图像均为 ＲＧＢ图像，且训练集和测试集来源一

致．实际应用可能需要基于红外图像、绘画和动漫等

跨模态的数据实现姿态估计．领域差异会导致训练

数据缺乏和跨域性能降低等问题．目前，人体姿态估

计领域尚未对领域差异问题开展研究．研究相关领

域适应算法，在不同数据分布之间实现姿态估计模

型迁移同样是有价值的研究方向．

（６）三维姿态估计．目前的二维人体姿态估计

技术已经相对成熟．未来可以考虑更具挑战性的三

维姿态估计任务．三维姿态估计可以基于图像预测

人体关键点的三维坐标，能够更好地辅助下游任务

和应用．未来的研究可以将二维姿态估计方法推广

到三维姿态估计问题中，解决其面临的尺度变化、开

放环境下的遮挡、计算复杂度高等问题．

８　总　结

近年来随着深度学习技术的进步，人体姿态估

计方法迎来了快速发展．本文系统地总结了近些年

来二维姿态估计任务的研究进展，将现有方法按照

关键点建模方式分类，并对每类方法进行了详细介

绍．本文还介绍了常用的姿态估计数据集和测评标

准，总结和对比了近期方法在不同数据集上的性能．

最后，本文选取了代表性多人姿态估计方法，开展了

详细的对比和分析，并对不同方法的错误预测和原

因进行了讨论．目前姿态估计研究还面临许多难点

和挑战，我们希望这篇综述可以为姿态估计领域的

未来研究带来启发．

作者贡献声明 李佳宁、王东凯对本文贡献相同，为

共同第一作者．
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９４２１期 李佳宁等：基于深度学习的二维人体姿态估计：现状及展望
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