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收稿日期：２０１６０８３１；在线出版日期：２０１７０１１９．本课题得到国家自然科学基金（６１４７２２６２，６１３０３１０８，６１３７３０９４，６１５０２３２３，６１５０２３２９，

６１７７２３５５）、苏州市应用基础研究计划工业部分（ＳＹＧ２０１４２２，ＳＹＧ２０１３０８）资助．刘　全，男，１９６９年生，博士，教授，博士生导师，中国计

算机学会（ＣＣＦ）高级会员，主要研究领域为强化学习、深度强化学习和自动推理．Ｅｍａｉｌ：ｑｕａｎｌｉｕ＠ｓｕｄａ．ｅｄｕ．ｃｎ．翟建伟，男，１９９２年生，

硕士研究生，主要研究方向为强化学习、深度学习和深度强化学习．章宗长，男，１９８５年生，博士，副教授，中国计算机学会（ＣＣＦ）会员，主

要研究方向为部分感知的马尔可夫决策过程、强化学习和多Ａｇｅｎｔ系统．钟　珊，女，１９８３年生，博士研究生，主要研究方向为机器学习

和深度学习．周　倩，女，１９９２年生，硕士研究生，主要研究方向为强化学习．章　鹏，男，１９９２年生，硕士研究生，主要研究方向为连续空

间强化学习．徐　进，男，１９９１年生，硕士研究生，主要研究方向为连续空间深度强化学习．

深度强化学习综述

刘 全　翟建伟　章宗长　钟 珊　周 倩　章 鹏　徐 进
１）（苏州大学计算机科学与技术学院　江苏 苏州　２１５００６）

２）（软件新技术与产业化协同创新中心　南京　２１００００）

摘　要　深度强化学习是人工智能领域的一个新的研究热点．它以一种通用的形式将深度学习的感知能力与强化

学习的决策能力相结合，并能够通过端对端的学习方式实现从原始输入到输出的直接控制．自提出以来，在许多需

要感知高维度原始输入数据和决策控制的任务中，深度强化学习方法已经取得了实质性的突破．该文首先阐述了

三类主要的深度强化学习方法，包括基于值函数的深度强化学习、基于策略梯度的深度强化学习和基于搜索与监

督的深度强化学习；其次对深度强化学习领域的一些前沿研究方向进行了综述，包括分层深度强化学习、多任务迁

移深度强化学习、多智能体深度强化学习、基于记忆与推理的深度强化学习等．最后总结了深度强化学习在若干领

域的成功应用和未来发展趋势．
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１　引　言

近年来，深度学习（ＤｅｅｐＬｅａｒｎｉｎｇ，ＤＬ）作为机

器学习领域一个重要的研究热点［１］，已经在图像分

析［２３］、语音识别［４５］、自然语言处理［６７］、视频分类［８］

等领域取得了令人瞩目的成功．ＤＬ的基本思想是

通过多层的网络结构和非线性变换，组合低层特征，

形成抽象的、易于区分的高层表示，以发现数据的分

布式特征表示［９］．因此ＤＬ方法侧重于对事物的感

知和表达．强化学习（ＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ，ＲＬ）

作为机器学习领域另一个研究热点，已经广泛应用

于工业制造［１０］、仿真模拟［１１］、机器人控制［１２］、优化

与调度［１３１４］、游戏博弈［１５１６］等领域．ＲＬ的基本思想

是通过最大化智能体（ａｇｅｎｔ）从环境中获得的累计

奖赏值，以学习到完成目标的最优策略［１７］．因此ＲＬ

方法更加侧重于学习解决问题的策略．随着人类社

会的飞速发展，在越来越多复杂的现实场景任务中，

需要利用ＤＬ来自动学习大规模输入数据的抽象表

征，并以此表征为依据进行自我激励的ＲＬ，优化解

决问题的策略．由此，谷歌的人工智能研究团队

ＤｅｅｐＭｉｎｄ创新性地将具有感知能力的ＤＬ和具有

决策能力的ＲＬ相结合，形成了人工智能领域新的

研究热点，即深度强化学习（ＤｅｅｐＲｅｉｎｆｏｒｃｅｍｅｎｔ

Ｌｅａｒｎｉｎｇ，ＤＲＬ）．此后，在很多挑战性领域中，Ｄｅｅｐ

Ｍｉｎｄ团队构造并实现了人类专家级别的ａｇｅｎｔ．这

些ａｇｅｎｔ对自身知识的构建和学习都直接来自原始

输入信号，无需任何的人工编码和领域知识．因此

ＤＲＬ是一种端对端（ｅｎｄｔｏｅｎｄ）的感知与控制系

统，具有很强的通用性．其学习过程可以描述为：

（１）在每个时刻ａｇｅｎｔ与环境交互得到一个高维度

的观察，并利用ＤＬ方法来感知观察，以得到具体的

状态特征表示；（２）基于预期回报来评价各动作的

价值函数，并通过某种策略将当前状态映射为相应

的动作；（３）环境对此动作做出反应，并得到下一个

观察．通过不断循环以上过程，最终可以得到实现目

标的最优策略．ＤＲＬ原理框架如图１所示．

图１　ＤＲＬ原理框架图
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目前ＤＲＬ技术在游戏
［１８２０］、机器人控制［２１２３］、

参数优化［２４２５］、机器视觉［２６２７］等领域中得到了广泛

的应用，并被认为是迈向通用人工智能（Ａｒｔｉｆｉｃｉａｌ

ＧｅｎｅｒａｌＩｎｔｅｌｌｉｇｅｎｃｅ，ＡＧＩ）的重要途径．本文对ＤＲＬ

的研究历程和发展现状进行了详细的阐述．整体架

构如图２所示．

图２　本文的整体架构

２　预备知识

２１　深度学习

ＤＬ的概念源于人工神经网络（ＡｒｔｉｆｉｃｉａｌＮｅｕｒａｌ

Ｎｅｔｗｏｒｋ，ＡＮＮ）．含多隐藏层的多层感知器（Ｍｕｌｔｉ

ＬａｙｅｒＰｅｒｃｅｐｔｒｏｎ，ＭＬＰ）是ＤＬ模型的一个典型范

例．ＤＬ模型通常由多层的非线性运算单元组合而

成．其将较低层的输出作为更高一层的输入，通过这

种方式自动地从大量训练数据中学习抽象的特征表

示，以发现数据的分布式特征［２８］．与浅层网络相比，

传统的多隐藏层网络模型有更好的特征表达能力，

但由于计算能力不足、训练数据缺乏、梯度弥散等原

因，使其一直无法取得突破性进展．直到２００６年，深

度神经网络的研究迎来了转机．Ｈｉｎｔｏｎ等人
［２９］提

出了一种训练深层神经网络的基本原则：先用非监

督学习对网络逐层进行贪婪的预训练，再用监督学

习对整个网络进行微调．这种预训练的方式为深度

神经网络提供了较理想的初始参数，降低了深度神

经网络的优化难度．此后几年，各种ＤＬ模型被相继

提出．包括堆栈式自动编码器
［３０３１］（ＳｔａｃｋｅｄＡｕｔｏ

Ｅｎｃｏｄｅｒ，ＳＡＥ）、限制玻尔兹曼机
［３２３３］（Ｒｅｓｔｒｉｃｔｅｄ

Ｂｏｌｔｚｍａｎｎ Ｍａｃｈｉｎｅ，ＲＢＭ）、深度信念网络
［３３３４］

（ＤｅｅｐＢｅｌｉｅｆＮｅｔｗｏｒｋ，ＤＢＮ）、循环神经网络
［３５３６］

（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ，ＲＮＮ）等．

随着训练数据的增长和计算能力的提升，卷积

神经网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）开

始在各领域中得到广泛应用．Ｋｒｉｚｈｅｖｓｋｙ等人
［２］在

２０１２年提出了一种称为 ＡｌｅｘＮｅｔ的深度卷积神经

网络，并在当年的ＩｍａｇｅＮｅｔ图像分类竞赛中，大幅

度降低了图像识别的ｔｏｐ５错误率．此后，卷积神经

网络朝着以下４个方向迅速发展：

（１）增加网络的层数．在２０１４年，视觉几何组

（ＶｉｓｕａｌＧｅｏｍｅｔｒｙＧｒｏｕｐ，ＶＧＧ）的 Ｓｉｍｏｎｙａｎ等

人［３７］提出了ＶＧＧＮｅｔ模型，进一步降低了图像识

别的错误率．Ｈｅ等人
［３８］提出了一种扩展深度卷积

神经网络的高效方法；

（２）增加卷积模块的功能．Ｌｉｎ等人
［３９］利用多

层感知卷积层替代传统的卷积操作，提出了一种称

为ＮｅｔｗｏｒｋｉｎＮｅｔｗｏｒｋ（ＮＩＮ）的深度卷积网络模型．

Ｓｚｅｇｅｄｙ等人
［４０］在现有网络模型中加入一种新颖的

Ｉｎｃｅｐｔｉｏｎ结构，提出了ＮＩＮ的改进版本ＧｏｏｇｌｅＮｅｔ，

并在２０１４年取得了ＩＬＳＶＲＣ物体检测的冠军；

（３）增加网络层数和卷积模块功能．Ｈｅ等人
［４１］

提出了深度残差网络（ＤｅｅｐＲｅｓｉｄｕａｌＮｅｔｗｏｒｋ，ＤＲＮ），

并在２０１５年取得了ＩＬＳＶＲＣ物体检测和物体识别

的双料冠军．Ｓｚｅｇｅｄｙ等人
［４２］进一步将Ｉｎｃｅｐｔｉｏｎ结

构与ＤＲＮ相结合，提出了基于Ｉｎｃｅｐｔｉｏｎ结构的深

度残差网络（ＩｎｃｅｐｔｉｏｎＲｅｓｉｄｕａｌＮｅｔｗｏｒｋ，ＩＲＮ）．

此后，Ｈｅ等人
［４３］提出了恒等映射的深度残差网络

（ＩｄｅｎｔｉｆｙＭａｐｐｉｎｇＲｅｓｉｄｕａｌＮｅｔｗｏｒｋ，ＩＭＲＮ），进

一步提升了物体检测和物体识别的准确率；

（４）增加新的网络模块．向卷积神经网络中加

入循环神经网络［４４］（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ，

ＲＮＮ）、注意力机制
［４５］（ＡｔｔｅｎｔｉｏｎＭｅｃｈａｎｉｓｍ，ＡＭ）

等结构．

２２　强化学习

ＲＬ是一种从环境状态映射到动作的学习，目

３１期 刘　全等：深度强化学习综述

《
 计
 算
 机
 学
 报
 》



标是使ａｇｅｎｔ在与环境的交互过程中获得最大的

累积奖赏［１７］．马尔可夫决策过程（ＭａｒｋｏｖＤｅｃｉｓｉｏｎ

Ｐｒｏｃｅｓｓ，ＭＤＰ）可以用来对ＲＬ问题进行建模．通常

将 ＭＤＰ定义为一个四元组（犛，犃，ρ，犳），其中：

（１）犛为所有环境状态的集合．狊狋∈犛表示ａｇｅｎｔ

在狋时刻所处的状态；

（２）犃为ａｇｅｎｔ可执行动作的集合．犪狋∈犃表示

ａｇｅｎｔ在狋时刻所采取的动作；

（３）ρ：犛×犃→犚为奖赏函数．狉狋～ρ（狊狋，犪狋）表示

ａｇｅｎｔ在状态狊狋执行动作犪狋获得的立即奖赏值；

（４）犳：犛×犃×犛→［０，１］为状态转移概率分布

函数．狊狋＋１～犳（狊狋，犪狋）表示ａｇｅｎｔ在状态狊狋执行动作

犪狋转移到下一状态狊狋＋１的概率．

在ＲＬ中，策略π：犛→犃 是状态空间到动作空

间的一个映射．表示为ａｇｅｎｔ在状态狊狋选择动作犪狋，

执行该动作并以概率犳（狊狋，犪狋）转移到下一状态狊狋＋１，

同时接受来自环境反馈的奖赏狉狋．假设未来每个时

间步所获的立即奖赏都必须乘以一个折扣因子γ，

则从狋时刻开始到犜 时刻情节结束时，奖赏之和定

义为

犚狋＝∑
犜

狋′＝狋

γ
狋′－狋狉狋′ （１）

其中，γ∈［０，１］，用来权衡未来奖赏对累积奖赏的

影响．

状态动作值函数犙
π（狊，犪）指的是在当前状态狊

下执行动作犪，并一直遵循策略π到情节结束，这一

过程中ａｇｅｎｔ所获得的累积回报表示为

犙
π（狊，犪）＝ !

［犚狋｜狊狋＝狊，犪狋＝犪，π］ （２）

　　对于所有的状态动作对，如果一个策略π的期

望回报大于或等于其它所有策略的期望回报，那么

称策略π
为最优策略．最优策略可能不只一个，但

它们共享一个状态动作值函数：

犙（狊，犪）＝ｍａｘ
π

!

［犚狋｜狊狋＝狊，犪狋＝犪，π］ （３）

式（３）被称为最优状态动作值函数，且最优状态动

作值函数遵循贝尔曼最优方程（Ｂｅｌｌｍａｎｏｐｔｉｍａｌｉｔｙ

ｅｑｕａｔｉｏｎ）．即

犙（狊，犪）＝!狊′～犛［狉＋γｍａｘ
犪′
犙（狊′，犪′）｜狊，犪］（４）

　　在传统的ＲＬ中，一般通过迭代贝尔曼方程求

解犙值函数：

犙犻＋１（狊，犪）＝!狊′～犛［狉＋γｍａｘ
犪′
犙犻（狊′，犪′）｜狊，犪］（５）

其中，当犻→∞时，犙犻→犙
．即通过不断地迭代会使

状态动作值函数最终收敛，从而得到最优策略：π＝

ａｒｇｍａｘ
犪∈犃

犙（狊，犪）．然而对于实际问题来说，通过迭

代式（５）求解最优策略显然是不可行的，因为在大状

态空间下，用迭代贝尔曼方程求解犙值函数的方法

计算代价太大．针对此问题，在ＲＬ算法中，通常使

用线性函数逼近器来近似表示状态动作值函数，即

犙（狊，犪｜θ）≈犙（狊，犪）．此外，也可以用深度神经网络

等非线性函数逼近器去近似表示值函数或策略．然而

将ＲＬ与深度神经网络相结合可能会出现算法不稳

定等问题［４６］，这一直阻碍着ＤＲＬ的发展与应用．

２３　深度强化学习的起步

ＤＲＬ兴起之前已经开展了一些前期工作，但由

于训练数据和计算能力的欠缺，这些工作仅利用深

度神经网络对高维度输入数据降维，以便于传统的

ＲＬ算法对其进行处理．Ｒｉｅｄｍｉｌｌｅｒ等人
［４７］最先使

用一个多层感知器来近似表示犙值函数，并提出了

神经拟合Ｑ迭代（ＮｅｕｒａｌＦｉｔｔｅｄＱＩｔｅｒａｔｉｏｎ，ＮＦＱ）

算法．Ｌａｎｇｅ等人
［４８］结合ＤＬ模型和ＲＬ方法，提出

了一种深度自动编码器（ＤｅｅｐＡｕｔｏＥｎｃｏｄｅｒ，ＤＡＥ）

模型．然而ＤＡＥ只适用于以视觉感知为输入信号

且状态空间维度较小的控制问题．Ａｂｔａｈｉ等人
［４９］用

深度信念网络作为传统ＲＬ中的函数逼近器，极大

地提高了ａｇｅｎｔ的学习效率，并成功地应用于车牌

图像字符分割任务中．Ｌａｎｇｅ等人
［５０］又进一步提出

了深度拟合Ｑ学习算法（ＤｅｅｐＦｉｔｔｅｄＱＬｅａｒｎｉｎｇ，

ＤＦＱ），并将该算法应用于车辆控制中．Ｋｏｕｔｎíｋ等

人［５１］将神经演化（ＮｅｕｒａｌＥｖｏｌｕｔｉｏｎ，ＮＥ）方法与

ＲＬ算法相结合，应用于一款视频赛车游戏中，实现

了对赛车的自动驾驶．

３　基于值函数的深度强化学习

３１　深度犙网络

Ｍｎｉｈ等人
［１８１９］将卷积神经网络与传统ＲＬ中

的Ｑ学习
［５２］算法相结合，提出了深度Ｑ网络（Ｄｅｅｐ

ＱＮｅｔｗｏｒｋ，ＤＱＮ）模型．该模型用于处理基于视觉

感知的控制任务，是ＤＲＬ领域的开创性工作．

３．１．１　模型结构

ＤＱＮ模型的输入是距离当前时刻最近的４幅

预处理后的图像．该输入经过３个卷积层和２个全

连接层的非线性变换，最终在输出层产生每个动作

的犙值．图３表示ＤＱＮ的模型架构．

图３　ＤＱＮ的模型结构
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３．１．２　训练算法

图４描述了ＤＱＮ的训练流程．为缓解非线性

网络表示值函数时出现的不稳定等问题，ＤＱＮ主要

对传统的Ｑ学习算法做了３处改进．

图４　ＤＱＮ的训练流程

（１）ＤＱＮ在训练过程中使用经验回放机制
［５３］

（ｅｘｐｅｒｉｅｎｃｅｒｅｐｌａｙ），在线处理得到的转移样本犲狋＝

（狊狋，犪狋，狉狋，狊狋＋１）．在每个时间步狋，将ａｇｅｎｔ与环境

交互得到的转移样本存储到回放记忆单元 犇＝

｛犲１，…，犲狋｝中．训练时，每次从犇中随机抽取小批量的

转移样本，并使用随机梯度下降（ＳｔｏｃｈａｓｔｉｃＧｒａｄｉｅｎｔ

Ｄｅｓｃｅｎｔ，ＳＧＤ）算法更新网络参数θ．在训练深度网

络时，通常要求样本之间是相互独立的．这种随机采

样的方式，大大降低了样本之间的关联性，从而提升

了算法的稳定性．

（２）ＤＱＮ除了使用深度卷积网络近似表示当前

的值函数之外，还单独使用了另一个网络来产生目标

犙值．具体地，犙（狊，犪｜θ犻）表示当前值网络的输出，用

来评估当前状态动作对的值函数；犙（狊，犪｜θ
－
犻 ）表示

目标值网络的输出，一般采用犢犻＝狉＋γｍａｘ
犪′
犙（狊′，

犪′｜θ
－
犻 ）近似表示值函数的优化目标，即目标犙 值．

当前值网络的参数θ是实时更新的，每经过犖 轮迭

代，将当前值网络的参数复制给目标值网络．通过最

小化当前犙值和目标犙 值之间的均方误差来更新

网络参数．误差函数为

犔（θ犻）＝!狊，犪，狉，狊′［（犢犻－犙（狊，犪θ犻））
２］ （６）

对参数θ求偏导，得到以下梯度：

θ犻犔（θ犻）＝!狊，犪，狉，狊′［（犢犻－犙（狊，犪｜θ犻））θ犻犙（狊，犪｜θ犻）］

（７）

引入目标值网络后，在一段时间内目标犙值是保持

不变的，一定程度上降低了当前犙值和目标犙 值之

间的相关性，提升了算法的稳定性．

（３）ＤＱＮ将奖赏值和误差项缩小到有限的区

间内，保证了犙值和梯度值都处于合理的范围内，

提高了算法的稳定性．实验表明，ＤＱＮ在解决诸如

Ａｔａｒｉ２６００游戏等类真实环境的复杂问题时，表现

出与人类玩家相媲美的竞技水平［１９］，甚至在一些难

度较低的非战略性游戏中，ＤＱＮ的表现超过了有经

验的人类玩家．在解决各类基于视觉感知的ＤＲＬ任

务时，ＤＱＮ使用了同一套网络模型、参数设置和训

练算法，这充分说明ＤＱＮ方法具有很强的适应性

和通用性．

３２　深度犙网络训练算法的改进

３．２．１　深度双Ｑ网络

在ＤＱＮ中使用犢犻＝狉＋γｍａｘ
犪′
犙（狊′，犪′｜θ

－
犻 ）近

似表示值函数的优化目标时，每次都选取下一个状

态中最大犙值所对应的动作．选择和评价动作都是

基于目标值网络的参数θ
－，这会引起在学习过程中

出现过高估计犙值的问题．

ｖａｎＨａｓｓｅｌｔ等人
［５４］基于双Ｑ学习算法

［５５］（ｄｏｕｂｌｅ

Ｑｌｅａｒｎｉｎｇ），提出了深度双Ｑ网络（ＤｅｅｐＤｏｕｂｌｅ

ＱＮｅｔｗｏｒｋ，ＤＤＱＮ）算法．在双 Ｑ学习中有两套不

同的参数：θ和θ
－．其中θ用来选择对应最大犙 值

的动作，θ
－用来评估最优动作的犙值．两套参数将

动作选择和策略评估分离开，降低了过高估计犙值

的风险．因此ＤＤＱＮ使用当前值网络的参数θ来选

择最优动作，使用目标值网络的参数θ
－来评估该最

优动作．目标犙值的形式如下：

犢
ＤＤＱＮ
犻 ＝狉＋γ犙（狊′，ａｒｇｍａｘ

犪
犙（狊′，犪｜θ犻），θ

－
犻 ）（８）

ＤＤＱＮ在其它方面都与ＤＱＮ保持一致．实验表明，

ＤＤＱＮ能够估计出更加准确的犙值，在一些 Ａｔａｒｉ

２６００游戏中可获得更稳定有效的策略．

３．２．２　基于优势学习的深度Ｑ网络

根据３．２．１节可知，降低犙值的评估误差可以

提升性能．Ｂｅｌｌｅｍａｒｅ等人
［５６］在贝尔曼方程中定义

新的操作符，来增大最优动作值和次优动作值之间

的差异，以减小每次都选取下一状态中最大犙值对

应动作所带来的评估误差．具体的改进如下：

基于采样得到的样本计算均方误差Δ犙（狊，犪）
２，

其中误差项定义为

Δ犙（狊，犪）＝狉＋γ犞（狊′）－犙（狊，犪） （９）

根据优势学习［５７］（ＡｄｖａｎｔａｇｅＬｅａｒｎｉｎｇ，ＡＬ）定义两

种新的操作符，并将这两种操作符运用到上式中，分

别得到 ＡＬ误差项和一致性优势学习（Ｐｅｒｓｉｓｔｅｎｔ

ＡｄｖａｎｔａｇｅＬｅａｒｎｉｎｇ，ＰＡＬ）误差项．其中ＡＬ误差项

定义为

ΔＡＬ犙（狊，犪）＝Δ犙（狊，犪）－α［犞（狊）－犙（狊，犪）］（１０）

为了定义ＰＡＬ误差项，构造出下式：

ΔＡＬ犙′（狊，犪）＝Δ犙（狊，犪）－α［犞（狊′）－犙（狊′，犪）］（１１）

５１期 刘　全等：深度强化学习综述

《
 计
 算
 机
 学
 报
 》



得到ＰＡＬ误差项的具体形式：

ΔＰＡＬ犙（狊，犪）＝ｍａｘ｛ΔＡＬ犙（狊，犪），ΔＡＬ犙′（狊，犪）｝（１２）

　　实验表明，用ＡＬ和ＰＡＬ误差项来替代贝尔曼

方程中的误差项，可以有效地增加最优和次优动作

对应值函数之间的差异，从而获得更加精确的犙

值．即在ＤＱＮ中加入 ＡＬ和ＰＡＬ误差项，可以有

效地减小评估犙值时的偏差，促进学习效果的进一

步提升，在许多Ａｔａｒｉ２６００游戏中取得了更好的表

现．其中，采用ＰＡＬ误差项时，最优和次优动作对应

值函数之间的差异更大，犙值的评估也更加精确．

３．２．３　基于优先级采样的深度Ｑ网络

ＤＱＮ为了消除转移样本犲狋＝（狊狋，犪狋，狉狋，狊狋＋１）之

间的相关性，使用经验回放机制在线地存储和使用

ａｇｅｎｔ与环境交互得到的历史样本．在每个时刻，

经验回放机制从样本池中等概率地抽取小批量的

样本用于训练．然而等概率采样并不能区分不同

样本的重要性，同时由于样本池犇 的存储量有限，

某些样本还未被充分利用就已经被舍弃．针对该问

题，Ｓｃｈａｕｌ等人
［５８］在ＤＤＱＮ的基础上提出了一种

基于比例优先级采样的深度双Ｑ网络（ｄｏｕｂｌｅｄｅｅｐ

Ｑｎｅｔｗｏｒｋｗｉｔｈｐｒｏｐｏｒｔｉｏｎａｌｐｒｉｏｒｉｔｉｚａｔｉｏｎ）．该方

法用基于优先级的采样方式来替代均匀采样，提高

一些有价值样本的采样概率，从而加快最优策略的

学习．具体的改进如下：

该抽样方法将每个样本的时间差分（Ｔｅｍｐｏｒａｌ

Ｄｉｆｆｅｒｅｎｃｅ，ＴＤ）误差项作为评价优先级的标准．该

误差为狉＋γｍａｘ
犪′
犙（狊′，犪′｜θ

－）－犙（狊，犪｜θ），并且其

绝对值越大，对应样本被采样的概率越高．在抽样过

程中该方法使用随机比例化（ｓｔｏｃｈａｓｔｉｃｐｒｉｏｒｉｔｉｚａｔｉｏｎ）

和重要性采样权重（ｉｍｐｏｒｔａｎｃｅｓａｍｐｌｉｎｇｗｅｉｇｈｔｓ）

两种技巧．其中，随机比例化操作不仅能充分利用较

大ＴＤ误差项对应的样本，而且保证了抽取样本的

多样性．重要性采样权重的使用放缓了参数更新的

速度，保证了学习的稳定性．实验表明，基于该抽样

方式的深度双Ｑ网络可以提升训练速度，并在很多

Ａｔａｒｉ２６００游戏中获得了更高的分数．

另外，Ｌａｋｓｈｍｉｎａｒａｙａｎａｎ等人
［５９］使用动态跳帧

的方式来替代ＤＱＮ中每个时刻重复犽次的动作，提

出了动态跳帧的ＤＱＮ（ＤｙｎａｍｉｃＦｒａｍｅＳｋｉｐＤｅｅｐ

ＱＮｅｔｗｏｒｋ，ＤＦＤＱＮ）算法．实验表明，ＤＦＤＱＮ在

一些 Ａｔａｒｉ２６００游戏中取得了更好的性能；ｖａｎ

Ｈａｓｓｅｌｔ等人
［６０］使用一种称为ＰｏｐＡｒｔ的动态归一

化操作来替代传统ＤＱＮ中的区间裁剪方法．在不

流失重要状态信息的前提下，统一了不同任务中目

标犙值的量级，提高了ａｇｅｎｔ在很多 Ａｔａｒｉ２６００游

戏中的表现；ＦｒａｎｏｉｓＬａｖｅｔ等人
［６１］在 ＤＱＮ 中使

用自适应的折扣因子和学习率，加速了深度网络收

敛的速度．

３３　犇犙犖模型结构的改进

对ＤＱＮ模型的改进一般是通过向原有网络中

添加新的功能模块来实现的．例如，可以向ＤＱＮ模

型中加入循环神经网络结构，使得模型拥有时间轴

上的记忆能力．本节主要介绍两种重要的ＤＱＮ模

型的改进版本，分别是基于竞争架构的ＤＱＮ和深度

循环Ｑ网络（ＤｅｅｐＲｅｃｕｒｒｅｎｔＱＮｅｔｗｏｒｋ，ＤＲＱＮ）．

３．３．１　基于竞争架构的ＤＱＮ

在很多基于视觉感知的ＤＲＬ任务中，受不同动

作的影响，状态动作对的值函数是不同的．然而在

某些状态下，值函数的大小是与动作无关的．利用上

述思想，Ｗａｎｇ等人
［６２］设计了一种竞争网络结构

（ｄｕｅｌｉｎｇｎｅｔｗｏｒｋ），并将其加入到ＤＱＮ网络模型

中．如图５，该网络结构与ＤＱＮ模型的不同之处在

于：ＤＱＮ 将 ＣＮＮ 提取的抽象特征经过全连接层

后，直接在输出层输出对应动作的犙 值，而引入竞

争网络结构的模型则将ＣＮＮ提取的抽象特征分流

到两个支路中，其中一路代表状态值函数，另一路代

表依赖状态的动作优势函数（ａｄｖａｎｔａｇｅｆｕｎｃｔｉｏｎ）．

通过该种竞争网络结构，ａｇｅｎｔ可以在策略评估过

程中更快地识别出正确的行为．

图５　基于竞争架构的ＤＱＮ模型结构

具体地，状态值函数表示为犞^（狊｜θ，β），动作优

势函数表示为 犃^（狊，犪｜θ，α）．通过一种聚合操作将状

态值流和动作优势流相结合：

犙（狊，犪｜θ，α，β）＝犞^（狊｜θ，β）＋犃^（狊，犪｜θ，α）（１３）

其中，α、β和θ分别代表状态值流、动作优势流和模

型剩余部件的参数．然而在实际操作中，一般要将动

作优势流设置为单独动作优势函数值减去某状态下

所有动作优势函数的平均值．该技巧不仅可以保证

该状态下各动作的优势函数相对排序不变，而且可

以缩小犙值的范围，去除多余的自由度．实验表明，

在ＤＱＮ中加入竞争网络可以使得值函数的估计更

加精确．在频繁出现ａｇｅｎｔ采取不同动作但对应值
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函数相等的情形下，竞争架构的ＤＱＮ模型性能提

升最为明显．

３．３．２　深度循环Ｑ网络

在传统的ＲＬ方法中，状态信息的部分可观察

性一直是个亟待解决的难题．ＤＱＮ通过堆叠离当前

时刻最近的４幅历史图像组成输入状态，虽然有效

缓解了状态信息的部分可观察问题，却增加了网络

的计算和存储负担．针对此问题，Ｈａｕｓｋｎｅｃｈｔ等

人［６３］利用循环神经网络结构来记忆时间轴上连续

的历史状态信息，提出了ＤＲＱＮ模型．

图６　ＤＲＱＮ模型结构

如图６所示，ＤＲＱＮ将ＤＱＮ中第１个全连接

层的部件替换成了２５６个长短期记忆单元（Ｌｏｎｇ

ＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＬＳＴＭ）．此时模型的输入仅

为当前时刻的一幅图像，减少了深度网络感知图像

特征所耗费的计算资源．实验表明，在部分状态可观

察的情况下，ＤＲＱＮ表现出比ＤＱＮ更好的性能．因

此ＤＲＱＮ模型适用于普遍存在部分状态可观察问

题的复杂任务．

随着ＤＬ领域中各种新颖网络模块的提出，未

来ＤＲＬ模型会朝着结构多样化、模块复杂化的方向

发展．例如，可以利用深度残差网络所具备的强大感

知能力来提高ａｇｅｎｔ对复杂状态空间的表征效果；

另外，可以在模型中加入视觉注意力机制［４５］（Ｖｉｓｕａｌ

ＡｔｔｅｎｔｉｏｎＭｅｃｈａｎｉｓｍ，ＶＡＭ），使得ａｇｅｎｔ在不同状

态下将注意力集中到有利于做出决策的区域，从而

加速学习的进程．

４　基于策略梯度的深度强化学习

策略梯度是一种常用的策略优化方法，它通过

不断计算策略期望总奖赏关于策略参数的梯度来更

新策略参数，最终收敛于最优策略［６４］．因此在解决

ＤＲＬ问题时，可以采用参数为θ的深度神经网络来

进行参数化表示策略，并利用策略梯度方法来优化

策略．值得注意的是，在求解ＤＲＬ问题时，往往第一

选择是采取基于策略梯度的算法．原因是它能够直

接优化策略的期望总奖赏，并以端对端的方式直接

在策略空间中搜索最优策略，省去了繁琐的中间环

节．因此与ＤＱＮ及其改进模型相比，基于策略梯度

的ＤＲＬ方法适用范围更广，策略优化的效果也更好．

４１　深度策略梯度的起源与发展

策略梯度方法是一种直接使用逼近器来近似表

示和优化策略，最终得到最优策略的方法．该方法优

化的是策略的期望总奖赏：

ｍａｘ
θ

!

［犚｜πθ］ （１４）

其中，犚＝∑
犜－１

狋＝０

狉狋表示一个情节内所获得的奖赏总和．

策略梯度最常见的思想是增加总奖赏较高情节出现

的概率．策略梯度方法的具体过程如下：

假设一个完整情节的状态、动作和奖赏的轨迹

为τ＝（狊０，犪０，狉０，狊１，犪１，狉１，…，狊犜－１，犪犜－１，狉犜－１，狊犜）．

则策略梯度表示为如下的形式：

犵＝犚θ∑
犜－１

狋＝０

ｌｏｇπ（犪狋｜狊狋；θ） （１５）

利用该梯度调整策略参数：

θ←θ＋α犵 （１６）

其中，α是学习率，控制着策略参数更新的速率．式（１５）

中的θ∑
犜－１

狋＝０

ｌｏｇπ（犪狋｜狊狋；θ）梯度项表示能够提高轨迹τ

出现概率的方向，乘上得分函数犚之后，可以使得单

个情节内总奖赏越高的τ越“用力拉拢”概率密度．

即如果收集了很多总奖赏不同的轨迹，通过上述训

练过程会使得概率密度向总奖赏更高的轨迹方向移

动，最大化高奖赏轨迹τ出现的概率．

然而在某些情形下，每个情节的总奖赏犚都不

为负，那么所有梯度犵的值也都是大于等于０的．此

时在训练过程中遇到每个轨迹τ，都会使概率密度

向正的方向“拉拢”，很大程度减缓了学习速度．这会

使得梯度犵的方差很大．因此可以对犚使用某种标

准化操作来降低梯度犵的方差．该技巧使得算法能

提高总奖赏犚较大的轨迹τ的出现概率，同时降低

总奖赏犚 较小的轨迹τ的出现概率．根据上述思

想，Ｗｉｌｌｉａｍｓ等人
［６５］提出了ＲＥＩＮＦＯＲＣＥ算法，将

策略梯度的形式统一为

犵＝θ∑
犜－１

狋＝０

ｌｏｇπ（犪狋｜狊狋；θ）（犚－犫） （１７）

其中，犫是一个与当前轨迹τ相关的基线，通常设置

为犚的一个期望估计，目的是减小犚的方差．可以

看出，犚超过基准犫越多，对应的轨迹τ被选中的概

率越大．因此在大规模状态的ＤＲＬ任务中，可以通

过深度神经网络参数化表示策略，并采用传统的策

略梯度方法来求解最优策略．
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此外，优化策略的另一种思路是增加“好”的动

作出现的概率．在ＲＬ中一般是通过优势函数评价

动作的好坏，因此可以利用优势函数项来构造策略

梯度：

犵＝θ∑
犜－１

狋＝０

犃^狋ｌｏｇπ（犪狋｜狊狋；θ） （１８）

其中，犃^狋表示状态动作对（狊狋，犪狋）优势函数的一个估

计，通常构造成如下形式：

犃^
γ
狋 ＝狉狋＋γ狉狋＋１＋γ

２狉狋＋２＋…－犞（狊狋） （１９）

其中，γ∈［０，１］表示折扣因子．此时带折扣的奖赏之

和狉狋＋γ狉狋＋１＋γ狉狋＋２＋…相当于式（１７）中的犚，带折

扣的状态值函数犞（狊狋）相当于式（１７）中的基准犫．当

犃^
γ
狋＞０时，会增加对应动作被选择的概率，而 犃^

γ
狋＜０

时，会减小对应动作被选择的概率．

另外，Ｈａｆｎｅｒ等人
［６６］使用值函数来估计带折

扣的奖赏和，进一步地缩小了梯度项的方差．此时一

步截断的 犃^
γ
狋
表示为

犃^
γ
狋 ＝狉狋＋γ犞（狊狋＋１）－犞（狊狋） （２０）

类似地，两步截断的 犃^γ狋表示为

犃^
γ
狋 ＝狉狋＋γ狉狋＋１＋γ

２犞（狊狋＋２）－犞（狊狋） （２１）

然而使用值函数估计带折扣的奖赏和，也会产生

一定的估计偏差．为了缩小方差的同时还能保证

偏差较小，Ｓｃｈｕｌｍａｎ等人
［６７］提出了广义优势函数

（ｇｅｎｅｒａｌｉｚｅｄａｄｖａｎｔａｇｅｆｕｎｃｔｉｏｎ）：

犃^
γ
狋＝δ狋＋（γλ）δ狋＋１＋（γλ）

２
δ狋＋２＋…＋（γλ）

犜－狋－１
δ犜－１

（２２）

其中，δ狋＝狉狋＋γ犞（狊狋＋１）－犞（狊狋）．λ是一个调节因子，

范围大小为０＜λ＜１．当λ接近于０时，犃^
γ
狋
是低方

差、高误差的；当λ接近于１时，犃^
γ
狋
是高方差、低误

差的．基于广义优势函数的策略梯度方法的不足

之处在于：在利用式（１６）全局优化策略的过程中，

很难确定一个合理的步长参数α来保证学习的稳

定性．针对此问题，Ｓｃｈｕｌｍａｎ等人
［６８］提出了一种被

称为区域信赖的策略最优化（ＴｒｕｓｔＲｅｇｉｏｎＰｏｌｉｃｙ

Ｏｐｔｉｍｉｚａｔｉｏｎ，ＴＲＰＯ）方法．ＴＲＰＯ的核心思想是：

强制限制同一批次数据上新旧两种策略预测分布的

ＫＬ差异，从而避免导致策略发生太大改变的参数

更新步．为了将应用范围扩展到大规模状态空间的

ＤＲＬ任务中，ＴＲＰＯ算法使用深度神经网络来参数

化策略，在只接收原始输入图像的情况下实现了端

对端的控制．实验表明，ＴＲＰＯ在一系列２Ｄ场景下

的机器人控制和 Ａｔａｒｉ２６００游戏任务中都表现优

异．此后，Ｓｃｈｕｌｍａｎ等人
［６７］又尝试将广义优势函数

与ＴＲＰＯ方法相结合，在一系列３Ｄ场景下的机器

人控制任务中取得了突破．

此外，深度策略梯度方法的另一个研究方向是

通过增加额外的人工监督来促进策略搜索．例如著

名的ＡｌｐｈａＧｏ围棋机器人，先使用监督学习从人类

专家的棋局中预测人类的走子行为，再用策略梯度

方法针对赢得围棋比赛的真实目标进行精细的策略

参数调整［２０］．然而在某些任务是缺乏监督数据的，

比如现实场景下的机器人控制，可以通过引导式策

略搜索［６９］（ｇｕｉｄｅｄｐｏｌｉｃｙｓｅａｒｃｈ）方法来监督策略搜

索的过程．在只接受原始输入信号的真实场景中，引

导式策略搜索实现了对机器人的操控．

４２　基于行动者评论家的深度策略梯度方法

４．１节中深度策略梯度方法的基本思想是通过

各种策略梯度方法直接优化用深度神经网络参数化

表示的策略．这类方法在每个迭代步，都需要采样批

量大小为犖 的轨迹｛τ犻｝
犖

犻＝１
来更新策略梯度．然而在

许多复杂的现实场景中，很难在线获得大量训练数

据．例如在真实场景下机器人的操控任务中，在线收

集并利用大量训练数据会产生十分昂贵的代价，并

且动作连续的特性使得在线抽取批量轨迹的方式无

法达到令人满意的覆盖面．以上问题会导致局部最

优解的出现．针对此问题，可以将传统ＲＬ中的行动

者评论家（ＡｃｔｏｒＣｒｉｔｉｃ，ＡＣ）框架拓展到深度策略

梯度方法中．图７展示了基于ＡＣ框架的深度策略

梯度方法的学习结构．

图７　基于ＡＣ框架的深度策略梯度方法的学习结构

下面阐述一种重要的基于ＡＣ框架的深度策略

梯度算法．Ｌｉｌｌｉｃｒａｐ等人
［２１］利用ＤＱＮ扩展Ｑ学习

算法的思路对确定性策略梯度［７０］（Ｄｅｔｅｒｍｉｎｉｓｔｉｃ

ＰｏｌｉｃｙＧｒａｄｉｅｎｔ，ＤＰＧ）方法进行改造，提出了一种

基于ＡＣ框架的深度确定性策略梯度（ＤｅｅｐＤｅｔｅｒ

ｍｉｎｉｓｔｉｃＰｏｌｉｃｙＧｒａｄｉｅｎｔ，ＤＤＰＧ）算法，该算法可用

于解决连续动作空间上的ＤＲＬ问题．ＤＤＰＧ分别使

用参数为θμ和θ
犙的深度神经网络来表示确定性策
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略犪＝π（狊｜θμ）和值函数犙（狊，犪｜θ
犙）．其中，策略网络

用来更新策略，对应ＡＣ框架中的行动者；值网络用

来逼近状态动作对的值函数，并提供梯度信息，对应

ＡＣ框架中的评论家．在ＤＤＰＧ中，目标函数被定义

为带折扣的奖赏和：

犑（θμ）＝ !θ
μ［狉１＋γ狉２＋γ

２狉３＋…］ （２３）

然后，采用随机梯度下降方法来对目标函数进行端

对端的优化．Ｓｉｌｖｅｒ等人
［７０］证明了目标函数关于θμ

的梯度等价于犙 值函数关于θμ的期望梯度：

犑（θμ）

θμ
＝!狊

犙（狊，犪｜θ
犙）

θ［ ］μ
（２４）

根据确定性策略犪＝π（狊｜θμ）可得

犑（θμ）

θμ
＝!狊

犙（狊，犪｜θ
犙）

犪
π（狊｜θμ）

θ［ ］μ
（２５）

通过ＤＱＮ中更新值网络的方法来更新评论家网

络，此时梯度信息为

犔（θ
犙）

θ
犙 ＝!狊，犪，狉，狊′～犇 （狔－犙（狊，犪｜θ

犙））犙
（狊，犪｜θ

犙）

θ［ ］犙

（２６）

其中，狔＝狉＋γ犙（狊′，π（狊′｜θ^μ）｜θ^
犙），θ^μ和θ^

犙分别表示

目标策略网络和目标值网络的参数．ＤＤＰＧ使用经

验回放机制从犇中获得训练样本，并将由犙值函数

关于动作的梯度信息从评论家网络传递给行动者网

络．并依据式（２５）沿着提升犙值的方向更新策略网

络的参数．

实验表明，ＤＤＰＧ不仅在一系列连续动作空间

的任务中表现稳定，而且求得最优解所需要的时间

步也远远少于ＤＱＮ．与基于值函数的ＤＲＬ方法相

比，基于ＡＣ框架的深度策略梯度方法优化策略效

率更高、求解速度更快．

然而在有噪声干扰的复杂环境下，策略一般都

具有一定的随机性．ＤＤＰＧ使用确定性的策略梯度

方法．对于随机环境的场景，该方法并不适用．针对

此问题，Ｈｅｅｓｓ等人
［７１］提出了一种适用于连续动作

空间任务的通用框架，称为随机值梯度（Ｓｔｏｃｈａｓｔｉｃ

ＶａｌｕｅＧｒａｄｉｅｎｔ，ＳＶＧ）方法．ＳＶＧ使用“再参数化”

（ｒｅｐａｒａｍｅｔｅｒｉｚａｔｉｏｎ）
［７２］的数学技巧来学习环境

动态性的生成模型，将确定性策略梯度方法扩展为

一种随机环境下的策略优化过程．Ｂａｌｄｕｚｚｉ等人
［７３］

基于相容的值函数逼近器（ｃｏｍｐａｔｉｂｌｅｆｕｎｃｔｉｏｎ

ａｐｐｒｏｘｉｍａｔｉｏｎ）理论，提出了值梯度反向更新（Ｖａｌｕｅ

ＧｒａｄｉｅｎｔＢａｃｋｐｒｏｐａｇａｔｉｏｎ，ＧＰｒｏｐ）方法．Ｐｅｎｇ等

人［７４］融合多个策略网络和对应的值网络，提出了一

种基于混合型行动者评论家指导（ＭｉｘｔｕｒｅｏｆＡｃｔｏｒ

ＣｒｉｔｉｃＥｘｐｅｒｔｓ，ＭＡＣＥ）的深度策略梯度方法．该方

法在自适应机器人控制任务中取得了实质性的进

展．ＭＡＣＥ相比于单个ＡＣ框架指导的深度策略梯

度方法，有着更快的学习速度．随后，Ｈｅｅｓｓ等人
［７５］

使用循环神经网络，进一步扩展了 ＤＰＧ 和ＳＶＧ

算法的适用范围，提出了循环确定性策略梯度

（ＲｅｃｕｒｒｅｎｔＤｅｔｅｒｍｉｎｉｓｔｉｃＰｏｌｉｃｙＧｒａｄｉｅｎｔ，ＲＤＰＧ）

和循环随机值梯度（ＲｅｃｕｒｒｅｎｔＳｔｏｃｈａｓｔｉｃＶａｌｕｅ

Ｇｒａｄｉｅｎｔ，ＲＳＶＧ）方法．ＲＤＰＧ和 ＲＳＶＧ可以处理

一系列部分可观察场景下连续动作的控制任务．

Ｈａｕｓｋｎｅｃｈｔ等人
［７６］进一步将深度策略梯度方法

扩展到了参数化的连续动作空间问题中．此后，

Ｓｃｈｕｌｍａｎ等人
［７７］提出了一种形式化的随机计算图

模型（ｓｔｏｃｈａｓｔｉｃｃｏｍｐｕｔａｔｉｏｎｇｒａｐｈｓ），开展了同时

包含随机性和确定性操作的复杂深度策略梯度的

研究．

４３　异步的优势行动者评论家算法

不同类型的深度神经网络为ＤＲＬ中策略优化

任务提供了高效运行的表征形式．为了缓解传统策

略梯度方法与神经网络结合时出现的不稳定性，各

类深度策略梯度方法（如ＤＤＰＧ、ＳＶＧ等）都采用了

经验回放机制来消除训练数据间的相关性．然而

经验回放机制存在两个不足之处：（１）ａｇｅｎｔ与环境

的每次实时交互都需要耗费很多的内存和计算力；

（２）经验回放机制要求ａｇｅｎｔ采用离策略（ｏｆｆｐｏｌｉｃｙ）

方法来进行学习，而离策略方法只能基于旧策略生成

的数据进行更新．针对这些问题，Ｍｎｉｈ等人
［７８］根据异

步强化学习（ＡｓｙｎｃｈｒｏｎｏｕｓＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ，

ＡＲＬ）的思想，提出了一种轻量级的ＤＲＬ框架，该

框架可以使用异步的梯度下降法来优化网络控制

器的参数，并可以结合多种ＲＬ算法．其中，异步的

优势行动者评论家算法（ＡｓｙｎｃｈｒｏｎｏｕｓＡｄｖａｎｔａｇｅ

ＡｃｔｏｒＣｒｉｔｉｃ，Ａ３Ｃ）在各类连续动作空间的控制任

务上表现的最好．

具体地，Ａ３Ｃ算法利用ＣＰＵ 多线程的功能并

行、异步地执行多个ａｇｅｎｔ．因此在任意时刻，并行

的ａｇｅｎｔ都将会经历许多不同的状态，去除了训练

过程中产生的状态转移样本之间的关联性．因此这

种低消耗的异步执行方式可以很好地替代经验回放

机制．

Ａ３Ｃ算法在训练时降低了对硬件的要求．深度

策略梯度算法十分依赖计算能力很强的图形处理器

（ＧｒａｐｈｉｃｓＰｒｏｃｅｓｓｉｎｇＵｎｉｔ，ＧＰＵ），而 Ａ３Ｃ算法在

实际的操作过程中只需要一个标准的多核ＣＰＵ．由

表１可知，Ａ３Ｃ算法通过应用多线程技术，降低了

９１期 刘　全等：深度强化学习综述

《
 计
 算
 机
 学
 报
 》



模型对硬件的需求，在训练时间更少的情况下，Ａ３Ｃ

算法在Ａｔａｒｉ２６００游戏任务上的平均性能有明显提

升．而且Ａ３Ｃ算法能够只根据原始的视觉输入学习

到行走３Ｄ迷宫的有效策略．此外，Ａ３Ｃ算法还可以

广泛应用于各种连续动作空间问题．综上所述，Ａ３Ｃ

算法能够广泛应用于各种２Ｄ、３Ｄ离散和连续动作

空间的任务，并且在这些任务中都取得了最佳的效

果．这说明 Ａ３Ｃ是目前最通用和最成功的一种

ＤＲＬ算法．当然，将Ａ３Ｃ与近期的一些深度策略梯

度算法相结合可能会进一步提升其性能．

表１　不同犇犚犔模型在５７个犃狋犪狉犻游戏上的

平均训练耗时及游戏性能的提升

模型 训练条件 训练时间／天 平均性能提升／％

ＤＱＮ ＧＰＵ ８ １２１．９

Ｇｏｒｉｌａ １００台主机 ４ ２１５．２

ＤＤＱＮ ＧＰＵ ８ ３３２．９

ＤｕｅｌｉｎｇＤＤＱＮ ＧＰＵ ８ ３４３．８

ＰｒｉｏｒｉｔｉｚｅｄＤＱＮ ＧＰＵ ８ ４６３．６

Ａ３Ｃ，ＦＦ ＣＰＵ １ ３４４．１

Ａ３Ｃ，ＦＦ ＣＰＵ ４ ４９６．８

Ａ３Ｃ，ＬＳＴＭ ＣＰＵ ４ ６２３．０

５　基于搜索与监督的深度强化学习

除了基于值函数的ＤＲＬ和基于策略梯度的ＤＲＬ

之外，还可以通过增加额外的人工监督来促进策略

搜索的过程，即为基于搜索与监督的ＤＲＬ的核心思

想．蒙特卡洛树搜索
［７９］（ＭｏｎｔｅＣａｒｌｏＴｒｅｅＳｅａｒｃｈ，

ＭＣＴＳ）作为一种经典的启发式策略搜索方法，被广

泛用于游戏博弈问题中的行动规划．因此在基于搜

索与监督的 ＤＲＬ方法中，策略搜索一般是通过

ＭＣＴＳ来完成的．本章所介绍的 ＡｌｐｈａＧｏ围棋算

法［２０］将深度神经网络和 ＭＣＴＳ相结合，并取得了

卓越的成就．

５１　结合深度神经网络和 犕犆犜犛

在ＡＩ领域中，由于围棋存在状态空间巨大且

精确评估棋盘布局、走子困难等原因，开发出一个能

够精通围棋游戏的ａｇｅｎｔ，一直被认为是最有挑战

性的难题．直到Ｓｉｌｖｅｒ等人将ＣＮＮ与 ＭＣＴＳ相结

合，提出了一种被称作为 ＡｌｐｈａＧｏ的围棋算法，在

一定程度上解决了这一难题．ＡｌｐｈａＧｏ的主要思想

有两点：（１）使用 ＭＣＴＳ来近似估计每个状态的值

函数；（２）使用基于值函数的ＣＮＮ来评估棋盘的当

前布局和走子．ＡｌｐｈａＧｏ完整的学习系统主要由以

下４个部分组成：

（１）策略网络（ｐｏｌｉｃｙｎｅｔｗｏｒｋ）．又分为监督学

习的策略网络和ＲＬ的策略网络．策略网络的作用

是根据当前的局面来预测和采样下一步走棋．

（２）滚轮策略（ｒｏｌｌｏｕｔｐｏｌｉｃｙ）．目标也是预测下

一步走子，但是预测的速度是策略网络的１０００倍．

（３）估值网络（ｖａｌｕｅｎｅｔｗｏｒｋ）．根据当前局面，

估计双方获胜的概率．

（４）ＭＣＴＳ．将策略网络、滚轮策略和估值网络

融合进策略搜索的过程中，以形成一个完整的系统．

首先，在训练 ＡｌｐｈａＧｏ的第１阶段，通过围棋

对弈服务器ＫＧＳ上的带标签的对局数据，来训练监

督学习的策略网络犘σ，最终目标是模拟当前棋盘状

态狊下人类玩家的走法犪：

Δσ∝
ｌｏｇ犘σ（犪狊）

σ
（２７）

其中，σ表示监督学习的策略网络的参数．策略网络

是一个１３层的深度卷积网络，具体的训练方式为梯

度下降法．训练结束后，在测试集上使用所有输入特

征，预测人类专业棋手走子动作的准确率为５７．０％．

只使用棋盘位置和历史走子记录作为输入时，预测

的准确率也达到了５５．７％．另外，使用局部特征匹

配与线性回归的方式来训练滚轮策略网络，预测人

类专业棋手走子动作的准确率为２４．２％．

其次，在训练ＡｌｐｈａＧｏ的第２阶段通过策略梯

度方法来训练ＲＬ的策略网络犘ρ，以进一步提高策

略网络的走子能力，最终最大化整局棋的期望奖赏：

Δρ∝
ｌｏｇ犘ρ（犪狋狊狋）

ρ
狕狋 （２８）

其中，ρ表示ＲＬ的策略网络的参数；狕狋表示一局棋

最终所获得的收益，胜为＋１，负为－１．具体的训练

方式是：随机选择先前迭代轮的策略网络和当前的

策略网络犘ρ相互对弈，并利用策略梯度方法来更新

参数，最终得到增强的策略网络．犘ρ在结构上与犘σ

是完全相同的．通过训练后，增强的犘ρ在对抗犘σ时

胜率超过了８０％，对抗Ｐａｃｈｉ（一种围棋算法）时达

到８５％的胜率．

然后，在训练 ＡｌｐｈａＧｏ的第３阶段，主要关注

的是对当前局面的价值评估．在训练时，通过最小化

估值网络输出狏θ（狊）和收益狕之间的均方误差来训

练估值网络：

Δθ∝
狏θ（狊）

θ
（狕－狏θ（狊）） （２９）

估值网络所采用的网络结构与策略网络类似，两者

的不同之处在于：估值网络在输出层只输出单一的

预测值狏θ（狊），用于估计黑棋或白棋获胜的概率，而

０１ 计　　算　　机　　学　　报 ２０１８年

《
 计
 算
 机
 学
 报
 》



策略网络输出的是可能走子动作的一个概率分布．

最后，ＡｌｐｈａＧｏ将 ＭＣＴＳ算法与策略网络、估

值网络相结合，并通过超前的搜索来选择走子动作．

在每个时间步狋，从状态狊狋中选择一个走子动作犪狋：

犪狋＝ａｒｇｍａｘ
犪

（犙（狊狋，犪）＋狌（狊狋，犪）） （３０）

其中，狌（狊狋，犪）表示额外的奖励，目的是在鼓励探索

的前提下最大化走子动作的值：

狌（狊，犪）∝
犘（狊，犪）

１＋犖（狊，犪）
（３１）

其中，犘（狊，犪）＝犘σ（犪｜狊），表示用策略网络的输出作

为先验概率；犖（狊，犪）表示状态动作对的访问次数．

狌（狊，犪）与先验概率成正比，与访问次数成反比．随

后，当遍历犔步后到达一个叶节点犛犔时，综合估值

网络狏θ（狊犔）和滚轮策略网络两种评估方式来获得叶

子节点的值：

犞（狊犔）＝ （１－λ）狏θ（狊犔）＋λ狕犔 （３２）

其中，狕犔表示棋局终止时所获的奖赏．而后，更新状

态动作对的访问次数和对应的动作值：

犖（狊，犪）＝∑
犖

犻＝１

１（狊，犪，犻），

犙（狊，犪）＝
１

犖（狊，犪）∑
犖

犻＝１

１（狊，犪，犻）犞（狊
犻

犔
） （３３）

其中，１（狊，犪，犻）与状态动作对（狊，犪）是否在第犻次模

拟中被访问到有关，具体为被访问到时值设置为１，

没被访问到时值设置为０；狊
犻

犔
表示第犻次模拟时的叶

子状态节点．一旦搜索完成，ａｇｅｎｔ从根节点的位置

开始选择访问次数最多的走子动作．

训练完成后的 ＡｌｐｈａＧｏ先后战胜了一位欧洲

冠军和一位世界冠军棋手，充分证明了基于ＤＲＬ算

法的计算机围棋算法已经达到了人类顶尖棋手的水

准．ＡｌｐｈａＧｏ的成功对于通用人工智能的发展具有

里程碑式的意义．

６　分层深度强化学习

在一些复杂的ＤＲＬ任务中，直接以最终目标为

导向来优化策略，效率很低．因此可以利用分层强化

学习（ＨｉｅｒａｒｃｈｉｃａｌＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ，ＨＲＬ）

将最终目标分解为多个子任务来学习层次化的策

略，并通过组合多个子任务的策略形成有效的全局

策略［８０］．本章将主要介绍３种具有代表性的分层

ＤＲＬ算法．

６１　基于时空抽象和内在激励的分层深度强化学习

在一些复杂的目标导向型任务中，稀疏反馈的

问题一直阻碍着ａｇｅｎｔ性能的提升．现有的各种

ＤＲＬ模型（ＤＱＮ、ＤＲＱＮ等）在面对操作难度很大

的 Ｍｏｎｔｅｚｕｍａ’ｓＲｅｖｅｎｇｅ游戏时，并不能表现出任

何的智能行为．这是由于在学习过程中，ａｇｅｎｔ得到

的反馈信号极少，导致其对某些重要状态空间的探

索很不充分．若要在此类复杂的环境中进行有效的

学习，ａｇｅｎｔ必须感知出层次化时空抽象（ｔｅｍｐｏｒａｌ

ａｂｓｔｒａｃｔｉｏｎ）的知识表达，并在此基础上通过某些内

在激励来促进其探索［８１］．Ｋｕｌｋａｒｎｉ等人
［８２］基于以上

思想，提出了一种层次化的ＤＱＮ算法（ｈｉｅｒａｒｃｈｉｃａｌ

ＤｅｅｐＱＮｅｔｗｏｒｋ，ｈＤＱＮ）．ｈＤＱＮ是一种基于时

空抽象和内在激励的分层ＤＲＬ算法，通过在不同的

时空尺度上设置子目标来层次化值函数．顶层的值

函数用于确定ａｇｅｎｔ的决策，以得到下一个内在激

励的子目标，而底层的值函数用于确定ａｇｅｎｔ的行

动，以满足顶层的子目标．

如图８所示，ｈＤＱＮ模型是通过两个层次的模

块来进行决策的：

图８　层次化的ＤＱＮ模型结构图

顶层控制器（ｍｅｔａｃｏｎｔｒｏｌｌｅｒ）在上一个子目

标完成或者到达终止状态之后，接受来自环境的输

入，并通过最大化未来累计外部奖赏犚
狋
犿犮＝∑

狋＋犖

狋′＝狋

犳狋′＋

γｍａｘ
犵′
犙
犿犮（狊狋＋犖，犵′）的期望来确定新的子目标．其

中，犖 代表完成当前子任务所需要的步长，犵′表示在

状态狊狋＋犖时确定的新的子目标，犳狋′表示从环境中得

到的外部奖赏信号，犙
犿犮表示顶层控制器在狋时刻的
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最优值函数：

犙
犿犮（狊，犵）＝ｍａｘ

π犵

!

（犚
狋

犿犮｜狊狋＝狊，犵狋＝犵，π犵）（３４）

其中，π犵表示在状态狊下子目标犵的一个概率分布．

在当前子目标完成或者到达终止状态之前，底

层模块（ｃｏｎｔｒｏｌｌｅｒ）都是根据当前的状态和犖 个时

间步内固定的子目标来决定ａｇｅｎｔ的动作，并通过

最大化未来累计内部奖赏犚
狋

犮＝狉狋＋γｍａｘ
犪狋＋１
犙
犮（狊狋＋１，

犪狋＋１；犵）的期望来优化底层模块：

犙
犮 （狊，犪｜犵）＝ｍａｘ

π犪犵

!

（犚
狋

犮｜狊狋＝狊，犪狋＝犪，犵狋＝犵，π犪犵）

（３５）

其中，犚
狋

犮
中的犙

犮 表示底层模块在狋时刻的最优值函

数，狉狋表示从环境中得到的外部奖赏，犵表示在状态

狊时ａｇｅｎｔ的子目标．而式（３５）中的π犪犵表示在当前

状态和子目标下ａｇｅｎｔ可采取动作的分布．在训练

过程中，ｈＤＱＮ通过不同时空尺度上的批量梯度下

降法（ＢａｔｃｈＧｒａｄｉｅｎｔＤｅｓｃｅｎｔ，ＢＧＤ）来更新两个模

块的参数．其中，顶层控制器每隔犖 时刻，存储转移

序列（狊狋，犵狋，犳狋，狊狋＋犖）到样本池犇犿犮中．不同的是，底

层模块在当前子目标完成或者到达终止状态之前的

每个时刻狋，都要将转移序列（狊狋，犪狋，犵狋，狉狋，狊狋＋１）存储

到样本池犇犮中．上述训练过程体现了不同时空尺度

的特性．

与ＤＱＮ的参数更新方式类似，ｈＤＱＮ也是通

过非线性的深度卷积神经网络来近似表示犙 值函

数犙（狊，犵）≈犙（狊，犵｜θ）．两个层次模块的值函数

犙∈｛犙犿犮，犙犮｝可以分别通过最小化各自的损失函数

来训练．其中，低层次的值函数犙犮对应的损失函数

形式为

犔犮（θ犮，犻）＝!（狊，犪，犵，狉，狊′）～犇犮
［（狔犮，犻－犙犮（狊，犪｜θ犮，犻，犵））

２］（３６）

其中，狔犮，犻＝狉＋γｍａｘ
犪′
犙犮（狊′，犪′｜θ犮，犻－１，犵）表示目标值

函数，θ犮，犻－１表示目标值网络的参数．确定完损失函

数之后，即可通过对当前网络参数求偏导得到梯度

信息，从而更新参数．高层次的值函数犙犿犮的更新方

式与之类似．

实验表明，ｈＤＱＮ模型可以在存在严重稀疏反

馈问题的ＤＲＬ任务中，保持高效地探索，从而提升了

ａｇｅｎｔ在面对复杂任务时的性能表现．针对ｈＤＱＮ

模型，还可以开展的未来工作如下：

（１）通过ＣＮＮ提取的抽象状态缺乏结构化和

复合化的表示．因此可以将深度生成式模型
［８３］

（ＤｅｅｐＧｅｎｅｒａｔｉｖｅＭｏｄｅｌ，ＤＧＭ）与ｈＤＱＮ相结合

来区分输入图像中不同的构成因子（如物体、姿态、

位置信息等），以获得结构化和复合化的表示；

（２）将循环神经网络模块加入ｈＤＱＮ，以缓解

环境中存在的部分可观察和延迟反馈的问题；

（３）采用情节式记忆模型
［８４］来扩展ｈＤＱＮ的

适用范围．

６２　基于内部犗狆狋犻狅狀的分层深度强化学习

ｈＤＱＮ模型需要在不同时空尺度上人工设置

一些中间目标来促进ａｇｅｎｔ的探索．然而人工设定

中间目标的方式也限制了 ｈＤＱＮ 的适用场景．

针对此问题，Ｋｒｉｓｈｎａｍｕｒｔｈｙ等人
［８５］提出了一种

基于内部Ｏｐｔｉｏｎ的深度Ｑ学习（ｄｅｅｐｉｎｔｒａｏｐｔｉｏｎ

Ｑｌｅａｒｎｉｎｇ）模型．该模型结合时空抽象和深度神经

网络，自动地完成子目标的学习，同时可以在给定抽

象状态和扩展动作集的前提下获得当前任务的一个

层次化描述．该分层ＤＲＬ方法省去了特定的内在激

励和人工设定中间目标这两个环节，加速了ａｇｅｎｔ

的学习进程，并增强了模型在其他任务上的泛化

能力．

受动力学系统启发，基于内部Ｏｐｔｉｏｎ的深度Ｑ

学习模型利用一种被称作ＰＣＣＡ＋的聚类算法
［８６］．

该算法可以在状态空间中寻求亚稳定的区域并将其

与抽象状态相关联．这种关联性信息可以产生对应

问题的学习技巧（也称为 Ｏｐｔｉｏｎ）．例如，在著名的

出租车问题中［８７］，其中的一组抽象状态是出租车起

始和乘客所处的位置，那么此时Ｏｐｔｉｏｎ就是从出租

车起始位置到乘客所处位置的一系列动作组合．很

明显，生成的Ｏｐｔｉｏｎ相当于ｈＤＱＮ模型中设定的

中间目标，省去了复杂的人工设定中间目标的过程，

并使得学习到的Ｏｐｔｉｏｎ与具体的学习任务无关．因

此在相同的状态空间下，该模型具有很强的泛化性．

６３　深度后续强化学习

一般地，在只给定原始输入观察和奖赏值的

情况下，通过基于模型（ｍｏｄｅｌｂａｓｅｄ）或者模型无

关（ｍｏｄｅｌｆｒｅｅ）的ＤＲＬ算法可以学习到鲁棒的值

函数．后续状态表示法（ＳｕｃｃｅｓｓｏｒＲｅｐｒｅｓｅｎｔａｔｉｏｎ，

ＳＲ）为学习值函数提供了第３种选择．ＳＲ将值函数

分解为两个部分：后续状态映射图（ｓｕｃｃｅｓｓｏｒｍａｐ）

和立即奖赏指示器（ｒｅｗａｒｄｐｒｅｄｉｃｔｏｒ）．后续状态映

射图表示在给定当前状态下到达未来某一状态占有

率的期望．立即奖赏指示器表示从状态到奖赏值的

映射．在ＳＲ中，这两个部分以内积的形式构成值函

数．基于上述理论知识，Ｋｕｌｋａｒｎｉ等人
［８８］将ＳＲ的应

用范围扩展到大规模状态空间的ＤＲＬ问题中，提出

了深度后续强化学习（ＤｅｅｐＳｕｃｃｅｓｓｏｒＲｅｉｎｆｏｒｃｅｍｅｎｔ

Ｌｅａｒｎｉｎｇ，ＤＳＲＬ）．
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在ＳＲ中，后续状态映射图代表给定当前状态狊

下到达未来某一状态狊′的占有率的期望：

犕（狊，狊′，犪）＝! ∑
∞

狋＝０

γ
狋１［狊狋＝狊′］狊０＝狊，犪０＝［ ］犪 （３７）

其中当括号项里的表达式为真时，１［·］取值为１，否

则取值为０．依据贝尔曼方程的构造形式可得

犕（狊，狊′，犪）＝１［狊狋＝狊′］＋γ!

［犕（狊狋＋１，狊′，犪狋＋１）］（３８）

因此在ＳＲ中，犙值函数可以表示为式（３８）与立即

奖赏的内积：

犙
π（狊，犪）＝∑

狊′∈犛

犕（狊，狊′，犪）犚（狊′） （３９）

　　对于大规模ＤＲＬ问题，直接用式（３９）表示和学

习犙值函数是不切实际的．因此ＤＳＲＬ使用了多个

深度神经网络来近似表示各项模块．如图９所示，

ＤＳＲＬ首先使用了一个参数为θ的深度卷积编码器

将状态狊近似表示为犇 维的特征狊；然后基于狊使

用另一个参数为α的深度神经网络狌ζ来近似表示后

续状态映射图犿狊犪≈狌ζ（狊，犪），并使用线性回归来近

似立即奖赏犚（狊）≈狊·狑，其中狑∈"

犇表示权值向

量．另外，由于在很多问题中奖赏是十分稀疏的，因

此ＤＳＲＬ算法使用参数为θ
－深度卷积解码器来训练

一种基于内在奖励的指示器犚犻（狊）＝犵θ－ （狊）．最终，

ＤＳＲＬ中的犙值函数可以表示为两大部件的内积：

犙
π（狊，犪）≈犿狊犪·狑 （４０）

图９　ＤＳＲＬ模型的结构

　　ＤＳＲＬ将犙值函数分解为后续状态映射图和立

即奖赏指示器的内积，这种新颖的值函数构造方式

使得ａｇｅｎｔ对突出奖赏（ｄｉｓｔａｌｒｅｗａｒｄ）的变化值更

加敏感，这样ａｇｅｎｔ就可以在随机策略的情形下分

解出更有价值的子目标．例如在出租车问题中，接到

乘客就能获得突出奖赏．ＤＳＲＬ为分层ＤＲＬ提供了

一个理想的分解子目标的方法．通过阶段性地分解

子目标和学习子目标策略，ＤＳＲＬ一定程度上增强

了对未知状态空间的探索力度，使得ａｇｅｎｔ更加适

应那些存在延迟反馈的任务．

７　多任务迁移深度强化学习

在传统ＤＲＬ方法中，每个训练完成后的ａｇｅｎｔ

只能解决单一任务．然而在一些复杂的现实场景中，

需要ａｇｅｎｔ能够同时处理多个任务，此时多任务学

习和迁移学习就显得异常重要．在ＲＬ领域，Ｗｉｌｓｏｎ

等人［８９］利用层次化的混合贝叶斯模型来提供关于新

任务的先验知识，使得ａｇｅｎｔ能更好适应新的任务场

景；Ｌｉ等人
［９０］针对部分可观察的随机多任务场景，

提出区域化的策略表示（ｒｅｇｉｏｎａｌｉｚｅｄｐｏｌｉｃｙｒｅｐｒｅ

ｓｅｎｔａｔｉｏｎ）用于刻画ａｇｅｎｔ在不同任务场景下的行

为．该方法利用狄利克雷过程（Ｄｉｒｉｃｈｌｅｔｐｒｏｃｅｓｓ）中

包含的聚类性质来共享相似任务间的训练情节，并

在不同任务间传递有价值的信息．与单任务学习模

式相比，这种多任务ＲＬ的方法在格子世界导航和

多目标分类任务上都取得了更突出的表现；Ｔａｙｌｏｒ

等人［９１］提出了一种在不同任务之间迁移值函数的

方式；Ｆｅｒｎｎｄｅｚ等人
［９２］使用一种反映ａｇｅｎｔ当前

与过去状态动作对关系的映射，使得过去学习到的

策略能够及时迁移到新的任务中；Ｗａｎｇ等人
［９３］总

结出ＲＬ中的迁移分为两大类：行为上的迁移和知

识上的迁移，这两大类迁移也被广泛应用于多任务

ＤＲＬ算法中．

７１　行为模拟的多任务迁移深度强化学习

ＤＱＮ在解决多个游戏任务时，保持着一致的网

络结构和参数设置．不过该方法也存在着局限性：每

个网络一次只能解决一种游戏任务．因此可以尝试

训练出一次完成多种任务的网络．该网络必须要充

分挖掘多个任务之间的相似性，并可以在相似的任

务之间泛化知识．Ｐａｒｉｓｏｔｔｏ等人
［９４］提出了一种基于

行为模拟（ａｃｔｏｒｍｉｍｉｃ）的多任务迁移 ＤＲＬ方法，

它可以基于一组相关的源任务预训练一个深度策略

网络．该方法的基本思想是通过监督信号的指导，使

得单一的策略网络学会各自任务相对应的策略，并

将学习到的知识迁移到相似的新任务中．下面介绍

基于行为模拟的多任务迁移ＤＲＬ方法的具体工作

原理．

（１）为了训练出一个可以同时解决多个任务的

策略网络，设定多个源任务为犛１，…，犛犖，对应的指

导网络为犈１，…，犈犖．为了便于理解，用于多任务的

策略网络可看作是学习网络（ｓｔｕｄｅｎｔｎｅｔｗｏｒｋ），

犈１，犈２，…，犈犖可看作是指导网络（ｅｘｐｅｒｔｎｅｔｗｏｒｋ）．

ａｃｔｏｒｍｉｍｉｃ方法的基本思想是强制学习网络去模拟

指导网络在每个状态下所选择的行为．该方法根据

输出犙值的波尔兹曼分布（Ｂｏｌｔｚｍａｎｎｄｉｓｔｒｉｂｕｔｉｏｎ）

将每个指导网络转换成一个策略网络：
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π犈犻
（犪｜狊）＝

犲
τ
－１犙犈

犻
（狊，犪）

∑
犪′∈犃犈

犻

犲
τ
－１
犙犈
犻
（狊，犪′）

（４１）

其中τ表示温度因子，犃犈犻表示指导网络犈犻的动作

空间．对于源任务犛犻中的每一个状态狊，ａｃｔｏｒｍｉｍｉｃ

根据多任务网络策略与指导网络策略之间的交叉熵

（ｃｒｏｓｓｅｎｔｒｏｐｙ）定义一个策略回归目标函数：

犔犻狆（θ）＝∑
犪∈犃犈

犻

π犈犻
（犪｜狊）ｌｏｇπＡＭＮ（犪｜狊；θ） （４２）

其中，πＡＭＮ（犪｜狊；θ）表示用于模拟指导者行为的多任

务策略网络．指导者网络的输出策略是一个稳定的

监督训练信号，不断指导多任务网络的行为向指导

网络的行为靠拢．

（２）通过优化特征回归目标函数可以获得专家

网络的进一步指导．犺ＡＭＮ（狊）表示多任务网络，犺犈犻（狊）

表示第犻个指导网络最后一个隐藏层的激活值．

犳犻（犺ＡＭＮ（狊））定义为第犻个特征回归网络，表示在状

态狊下，根据犺ＡＭＮ（狊）预测特征值犺犈犻（狊）．网络犳犻可

以通过如下的特征回归损失函数来进行训练：

犔
犻

犉犚
（θ，θ犳犻）＝ 犳犻（犺ＡＭＮ（狊；θ）；θ犳犻）－犺犈犻（狊）

２

２
（４３）

其中θ表示多任务网络的参数，θ犳犻表示第犻个特征

回归网络的参数．通过反向传播算法将误差从特征

回归网络回馈给多任务网络，迫使多任务网络完成

对指导网络特征信息的预测．训练完成后，指导网络

的特征信息都包含在多任务网络的特征中．

（３）将策略回归和特征回归目标函数相结合来

定义整体行为模拟的目标函数：

犔
犻

ＡＭ
（θ，θ犳犻）＝犔

犻
狆（θ）＋β×犔

犻

ＦＲ
（θ，θ犳犻） （４４）

其中β是控制两个不同目标函数相对权重的缩放因

子．直观上，可以将策略回归目标函数当作老师（指

导网络），指导学生（多任务策略网络）如何执行动

作．特征回归目标函数可以类比为一个老师指导学

生去理解为什么选择执行此动作．通过犔
犻

ＡＭ
对参数

求偏导，再利用梯度下降法训练出一个擅长解决多

任务的ａｇｅｎｔ．

７２　基于策略蒸馏的多任务迁移深度强化学习方法

Ｒｕｓｕ等人
［９５］提出一种新颖的多任务迁移ＤＲＬ

方法，称作策略蒸馏（ｐｏｌｉｃｙｄｉｓｔｉｌｌａｔｉｏｎ）．该方法根

据学习网络和指导网络犙值的偏差来确定犙 值回

归目标函数，引导学习网络逼近指导网络的值函数

空间．

具体地，策略蒸馏是一种从指导模型犜向学习

模型犛迁移知识的方法．指导模型犜用于产生训练

数据集犇犜＝｛（狊犻，狇犻）｝
犖

犻＝０
，其中每个样本包含一个

简短的观察序列狊犻和未标准化的犙 值向量．首先，最

简单的迁移犙值函数的方式是将固定策略下全部

的犙 值直接迁移到学习模型中．因此可以使用均方

误差损失函数来训练学习模型犛的参数：

犔
ＭＳＥ

犇
犜 （θ犛）＝∑

狘犇狘

犻＝１

（狇
犜
犻 －狇

犛
犻）θ狊

２

２
（４５）

其中，狇
犜表示指导网络犜 的犙 值向量，狇

犛表示学习

网络犛的犙 值向量．由于不同任务中犙值函数的量

级相差很多，直接迁移犙值函数可能会使学习过程

很不稳定，并且所需的计算资源也较多．

另外一种迁移犙 值函数的方式是只从犜 中

将最大犙 值所对应的动作犪犻，ｂｅｓｔ＝ａｒｇｍａｘ
犪

狇（ ）犻 迁移

到犛 中．此时使用负对数似然损失（ＮｅｇａｔｉｖｅＬｏｇ

Ｌｉｋｅｌｉｈｏｏｄ，ＮＬＬ）函数来预测相同的最优动作值，

以训练学习模型犛的参数：

　 　犔
ＮＬＬ

犇
Ｔ θ（ ）犛 ＝－∑

狘犇狘

犻＝１

ｌｏｇ犘（犪犻＝犪犻，ｂｅｓｔ 狓犻，θ狊）（４６）

不过由于很多动作的值函数可能是相差无几的，只

迁移最大犙值对应的动作也是不充分的．

因此可以通过 Ｈｉｎｔｏｎ等人
［９６］提出的蒸馏

（ｄｉｓｔｉｌｌａｔｉｏｎ）方法来迁移犙 值函数，利用 ＫＬ散度

（ＫｕｌｌｂａｃｋＬｅｉｂｌｅｒＤｉｖｅｒｇｅｎｃｅ，ＫＬＤ）定义损失函数：

犔
ＫＬ

犇
犜（θ犛）＝∑

狘犇狘

犻＝１

ｓｏｆｔｍａｘ
狇
犜
犻 θ狊（ ）τ

ｌｎ

ｓｏｆｔｍａｘ
狇
犜
犻｜θ狊（ ）τ

ｓｏｆｔｍａｘ狇
犛
犻｜θ（ ）狊

（４７）

其中ｓｏｆｔｍａｘ函数表示多元回归操作，可以将任意

数值元素组成的犇维向量转换成另一个犇 维向量．

转换后的向量中各维度元素大小范围为（０，１），并且

所有元素之和为１．另外，τ表示温度调节因子，升高

τ使得更多的次要知识从犜 迁移到犛．实验表明，基

于ＫＬ散度的迁移方式训练的学习模型在解决

ＤＲＬ问题时表现出的效果最优．

图１０描述了多任务的策略蒸馏过程．首先，使

用多个训练完成的单任务ＤＱＮ模型来产生输入状

态、任务ｉｄ和目标输出，并将其存储到各自的回放

单元中．其中，任务ｉｄ用来标识不同任务的指导模

型．不同任务有着不同的动作集合和独立的输出

层，因此在训练和评估模型的过程中必须使用ｉｄ

区分出不同的任务．然后，每个情节都按次序分别

从各自的回放单元中采样狀个训练样本，并基于

这些训练样本来构造损失函数，以指导学习模型

的训练．
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图１０　多任务的策略蒸馏过程

７３　基于渐进式神经网络的迁移深度强化学习

７．１节和７．２节分别介绍了两种用于解决ＤＲＬ

问题的迁移学习方法．然而这两种迁移学习方法都

存在一定的局限性：在迁移知识之前，都需要耗费大

量的训练样本来指导模型的训练．虽然训练样本的

获取对于视频游戏任务是没有难度的，但一些真

实场景下的机器人控制任务就很难在线获取大量

的训练数据．在这类消耗资源较多的场景中，试错

学习会造成较大的损失．总之，上述两种迁移ＤＲＬ

的方法还不能将知识迁移到真实场景中．针对上述

问题，Ｒｕｓｕ等人
［９７］提出了一种基于渐进式神经网

络（ｐｒｏｇｒｅｓｓｉｖｅｎｅｕｒａｌｎｅｔｗｏｒｋｓ）的迁移 ＤＲＬ 方

法．该渐进式神经网络可以通过逐层存储迁移知识

和提取有价值特征，解决从仿真环境中迁移知识到

真实环境的难题．

图１１　一个简单的３列渐进式网络结构

图１１描述了一个简单的渐进式神经网络．其中

标记为犪的灰白盒子表示适配器（ａｄａｐｔｅｒｓ），作用

是保持前列的隐藏层激活值与原始输入的维度一

致．渐进式神经网络的构成过程可以描述为：

（１）在第１列构造１个深度神经网络来训练某

一任务；

（２）为了训练第２个任务，通过以下方式构造

第２列深度神经网络：固定第１列神经网络的参数，

并将其网络中各个隐藏层的激活值通过适配器处理

之后连接到第２列神经网络的对应层，以作为额外

输入；

（３）为了训练第３个任务，通过以下方式构建

第３列神经网络：固定前两列神经网络的参数，前两

列网络各个隐藏层的激活值通过适配器处理之后，

组合连接到当前神经网络的对应层以作为额外的输

入．另外，图１１中所有的神经网络均通过Ａ３Ｃ算法

来训练参数．

渐进式神经网络在一系列序列任务中，通过逐

层推进的方式来存储迁移知识和提取有价值特征，

完成了对知识的迁移．这种基于渐进式神经网络的

迁移ＤＲＬ方法的优势在于
［９８］：针对新的任务，在训

练时保留了之前训练模型的隐藏层状态，层次性地

组合之前网络中每一隐藏层的有用特征，使得迁移

学习拥有一个长期依赖的先验知识．

另外，Ｓｃｈａｕｌ等人
［９８］提出了一种同时泛化状态

和目标空间的通用值函数逼近器（ＵｎｉｖｅｒｓｅＶａｌｕｅ

ＦｕｎｃｔｉｏｎＡｐｐｒｏｘｉｍａｔｏｒｓ，ＵＶＦＡｓ）．利用 ＵＶＦＡｓ

可以将已学习到的知识迁移到那些环境动态性相

同，但目标不同的新任务中．Ｔｅｓｓｌｅｒ等人
［９９］结合深

度技巧网络（ＤｅｅｐＳｋｉｌｌＮｅｔｗｏｒｋｓ，ＤＳＮｓ）提出了层

次化 ＤＲＬ网络（ＨｉｅｒａｒｃｈｉｃａｌＤｅｅｐＲｅｉｎｆｏｒｃｅｍｅｎｔ

ＬｅａｒｎｉｎｇＮｅｔｗｏｒｋ，ＨＤＲＬＮ）．该网络通过学习可

重复利用的技巧和历史扩展的 Ｏｐｔｉｏｎ来完成相似

任务间知识的迁移，形成针对最终目标的完整策略．

８　多犃犵犲狀狋深度强化学习

在面对一些真实场景下的复杂决策问题时，单

ａｇｅｎｔ系统的决策能力是远远不够的．例如在拥有

多玩家的Ａｔａｒｉ２６００游戏中，要求多个决策者之间

存在相互合作或竞争的关系．因此在特定的情形下，

需要将ＤＲＬ模型扩展为多个ａｇｅｎｔ之间相互合作、

通信及竞争的多ａｇｅｎｔ系统．

８１　深度强化学习中多犃犵犲狀狋的合作与竞争

在多ａｇｅｎｔＲＬ算法中，大多数情况下采取为每

个ａｇｅｎｔ单独分配训练机制的学习方式．例如，采取

相互独立的 Ｑ学习算法来训练每个ａｇｅｎｔ．上述分

布式的学习架构降低了实施学习的难度和计算的复

杂度．对于大规模状态空间的ＤＲＬ问题，用ＤＱＮ算

法替代Ｑ学习算法来单独训练每个ａｇｅｎｔ，就可以构
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造出一个简易的多ａｇｅｎｔ的ＤＲＬ系统．Ｔａｍｐｕｕ等

人［１００］利用上述思想，并根据不同目标动态调整奖

赏模式，提出了一种多ａｇｅｎｔ之间可以相互合作与

竞争的ＤＲＬ模型．

为了说明该方法可以实现多个ａｇｅｎｔ之间的竞

争与合作．选取了经典的Ｐｏｎｇ游戏作为验证该方

法有效性的平台．实验中，通过不同的奖励模式来验

证模型具备的不同功能．具体地，当奖励模式设置为

赢方＋１分，输方－１分时，系统最终学到多个ａｇｅｎｔ

完全相互竞争的策略．而如果将奖赏模式设置为不

论每次结果如何赢方输方都为－１分时，多个ａｇｅｎｔ

就可以学到一种完全相互协作的策略．那么可以设

置这样一个奖赏模式：赢方获得ρ∈［－１，１］的奖

励，输方获得－１的惩罚．当ρ越大时，学习到的策

略越偏向于体现ａｇｅｎｔ之间的竞争关系；而ρ越小

时，学习到的策略越偏向于体现ａｇｅｎｔ之间的合作

关系．因此将ρ的大小设置到［－１，１］内，系统就可

以学会多个ａｇｅｎｔ之间相互竞争与合作的策略．综

上，该方法互不干扰地为每个ａｇｅｎｔ单独训练自身

的犙值函数，并针对不同任务调整奖赏函数模式，

实现了一种通用的多ａｇｅｎｔ相互合作与竞争的ＤＲＬ

方法．

８２　基于通信协议的分布式深度循环犙网络

在面对一类需要多ａｇｅｎｔ之间相互沟通的推理

式任务时，通常ＤＱＮ模型并不能学习到有效的策

略．针对此问题，Ｆｏｅｒｓｔｅｒ等人
［１０１］提出了一种称为

分布式深度循环Ｑ网络（ＤｅｅｐＤｉｓｔｒｉｂｕｔｅｄＲｅｃｕｒｒｅｎｔ

ＱＮｅｔｗｏｒｋｓ，ＤＤＲＱＮ）的模型，解决了状态部分可

观察的多ａｇｅｎｔ通信与合作的挑战性难题．

ＤＤＲＱＮ 采取为每个ａｇｅｎｔ单独分配 ＤＲＱＮ

训练模块的方式来构建多ａｇｅｎｔ系统．此时犙值函

数的表示形式为犙犿（狅犿狋，犺
犿
狋－１，犪

犿；θ
犿
犻）．其中，狅

犿
狋表示

狋时刻编号为犿 的ａｇｅｎｔ的观察，犺
犿
狋－１表示狋－１时

刻编号为犿的ａｇｅｎｔ对应的ＬＳＴＭ隐藏层状态，犪
犿

表示编号为犿 的ａｇｅｎｔ对应的动作，θ
犿
犻 表示第犻轮

迭代编号为犿 的ａｇｅｎｔ对应的网络参数．该方法为

每个ａｇｅｎｔ单独分配一个犙值网络，所消耗的计算

和存储资源太大．实验表明，对于状态部分可观察下

的多ａｇｅｎｔ问题，这种训练方式提供的基于记忆的

沟通信息也是远远不够的．因此 ＤＤＲＱＮ 进行了

３处改进：

（１）在任何时刻，对每个ａｇｅｎｔ都在输入中增加

上一时刻的动作信息，使得每个ａｇｅｎｔ可以近似地

估计状态动作历史序列；

（２）多ａｇｅｎｔ之间共享网络参数，但每个ａｇｅｎｔ

的策略是基于自身历史信息产生的．通过这种参数

共享的方式，大幅度减少了网络中可学习参数的数

目，加快了学习的速度；

（３）改进后的ＤＤＲＱＮ模型对应的犙值函数的

表示形式为犙（狅犿狋，犺
犿
狋－１，犿，犪

犿
狋－１，犪

犿
狋；θ犻）．其中，犿 表

示当前处理的ａｇｅｎｔ的索引，犪
犿
狋－１表示状态动作历史

序列中的一部分，犪犿狋表示根据当前犙 值网络的估计

值所选出的动作．

通过ＤＤＲＱＮ模型，解决了经典的红蓝帽子问

题．实验表明，经过训练的ＤＤＲＱＮ模型最终在多

ａｇｅｎｔ之间达成了一致的通信协议．这使得ＤＲＬ算

法成功地学习到一种通信协议，对于解决多ａｇｅｎｔ

的协作式任务具有较深远的意义．因此未来可以通

过ＤＤＲＱＮ模型来对物联网和移动智能设备上的

通信协议进行学习和优化，以使其能够更好地适应

不同的应用场景．

９　基于记忆与推理的深度强化学习

传统的基于视觉感知的ＤＲＬ方法在解决更高

层次的认知启发式任务（ｃｏｇｎｉｔｉｏｎｉｎｓｐｉｒｅｄｔａｓｋｓ）

时，其表现比起人类还相差甚远．即在解决一些高层

次的 ＤＲＬ任务时，ａｇｅｎｔ不仅需要很强的感知能

力，也需要具备一定的记忆与推理能力，才能学习到

有效的决策．因此赋予现有ＤＲＬ模型主动记忆与推

理的能力就显得十分重要．

近年来外部存储的神经网络模型研究取得了实

质性的进展．Ｇｒａｖｅｓ等人
［１０２］提出了一种被称为神

经图灵机的记忆结构（ＮｅｕｒａｌＴｕｒｉｎｇ Ｍａｃｈｉｎｅｓ，

ＮＴＭ），该结构在读写数据的同时，通过随机梯度

下降方式来更新记忆结构的参数，优化记忆的内

容．通过增加 ＮＴＭ，使得神经网络模型具备完成

复制、反转、加减法等一些简单任务的能力，说明了

深度神经网络模型有了初步的记忆与推理能力．此

后，Ｓｕｋｈｂａａｔａｒ等人
［１０３］又基于ＮＴＭ提出了一种应

用于问答系统和语言建模任务上的记忆网络模型，

进一步提升了网络的长期记忆能力．因此在现有的

ＤＲＬ模型中加入这些外部记忆模块可以赋予网络

一定的长期记忆、主动认知、推理等高层次的能力．

另外，近年来认知神经科学的发展也一定程度推动

了人工智能领域的发展．人们正在模拟人类大脑的
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辅助学习系统［１０４］，以构造一个可以自主记忆、学习

和决策的ａｇｅｎｔ．

９１　基于记忆网络的深度强化学习模型

由于传统的ＤＲＬ模型不具备记忆、认知、推理

等高层次的能力，因此在面对状态部分可观察和延

迟奖赏的情形时，ＤＱＮ和ＤＲＱＮ等模型表现出的

性能远远比不上人类．Ｏｈ等人
［１０５］通过在传统的

ＤＲＬ模型中加入外部的记忆网络部件，并通过学习

使模型拥有了一定的记忆和推理能力．根据是否

加入ＲＮＮ部件和反馈控制机制，可以分为以下几

种模型：记忆深度 Ｑ 网络（ＭｅｍｏｒｙＱＮｅｔｗｏｒｋ，

ＭＱＮ）、记忆深度循环 Ｑ网络（ＲｅｃｕｒｒｅｎｔＭｅｍｏｒｙ

ＱＮｅｔｗｏｒｋ，ＲＭＱＮ）、基于反馈控制机制的记

忆深度循环Ｑ网络（ＦｅｅｄｂａｃｋＲｅｃｕｒｒｅｎｔＭｅｍｏｒｙ

ＱＮｅｔｗｏｒｋ，ＦＲＭＱＮ）．

图１２　几种经典模型的结构对比图

图１２刻画了几种典型的ＤＲＬ模型，其中狓狋表

示狋时刻的原始观察图像．从图中可以看出，ＭＱＮ、

ＲＭＱＮ和ＦＲＭＱＮ与传统的ＤＱＮ、ＤＲＱＮ模型的

区别主要在于是否添加了记忆网络的结构．传统的

ＤＱＮ直接基于ＣＮＮ感知的上下文特征来逼近动

作犙值，此时上下文向量表示从输入图像中提取的

有价值信息；ＤＲＱＮ则是通过ＬＳＴＭ构成的循环网

络来存储一定长度内的时序信息，以缓解状态部分

可观察问题，此时的上下文向量应改为ＬＳＴＭ 单元

中的隐藏层状态向量；ＭＱＮ模型加入记忆模块，使

得ａｇｅｎｔ拥有类似于人类大脑的记忆、认知与推理

能力．该记忆模块可以通过ＣＮＮ提取的特征向量

来确定相关记忆的地址，并通过训练不断调整输入

状态对应记忆的位置信息．即该记忆模块可以动态

获取与当前时刻输入信息相关的那部分记忆，从而

更好地帮助网络逼近动作值函数；ＭＲＱＮ类似于

ＤＲＱＮ，在 ＭＱＮ基础上加入由ＬＳＴＭ 部件构成的

循环神经网络，进一步提升模型在时间轴上的记忆

能力；ＦＲＭＱＮ则同时加入循环神经网络和反馈控

制机制．通过反馈机制该模型在构成当前ＬＳＴＭ 单

元上下文向量犺狋的输入时，增加了上一时刻检索的

记忆信息狅狋－１，使得ＦＲＭＱＮ随着时间的推移逐步

拥有越来越强大的自主推理能力．当前时刻构成犺狋

的输入应包括：当前时刻编码得到的特征犲狋、上一时

刻记忆的信息狅狋－１、当前时刻ＬＳＴＭ 单元中的上下

文向量犺狋和记忆细胞状态犮狋．最终，ＦＲＭＱＮ模型通

过整合当前检索的记忆狅狋和上下文向量犺狋来逼近动

作值函数：

狇狋 ＝φ
狇（犺狋，狅狋） （４８）

其中，狇狋∈"

犪表示动作值函数的逼近，φ
狇表示一个多

层的感知器．具体的操作为犵狋＝犳（犠
犺犺狋＋狅狋），狇狋＝

犠狇
犵狋，其中犳（·）为矫正线性函数

［１０６］．

通过上述分析可知，ＦＲＭＱＮ模型不仅拥有很

好的视觉感知能力，在加入ＬＳＴＭ 和记忆网络之后

也具备了一定的记忆与推理功能．另外，通过反馈控

制机制，ＦＲＭＱＮ整合过去存储的有价值的记忆和

当前时刻的上下文状态，评估动作值函数，做出正确

的决策．这种整合了感知、记忆、推理和反馈功能的

网络结构初步模拟了人类的主动认知与推理能力，

并完成了一些高层次的认知任务．由表２可知：在一

些训练过程中经常遇到的启发式认知任务上，经过

训练后的 ＭＱＮ、ＲＭＱＮ和ＦＲＭＱＮ模型与ＤＱＮ

和ＤＲＱＮ模型相比，能够取得更好的表现．在一些

未经过训练的任务中，ＦＲＭＱＮ模型表现出了很强

的泛化能力．综上所述，未来ＤＲＬ模型正向模块复

杂化、结构多样化、层次深入化的方向发展，目的是

更好地模拟人类的主动认知与推理能力．相对人类

所具有的智能水平，目前ＤＲＬ模型仍处于很低级的

阶段，但随着计算和存储能力的不断提升以及模型

的主动认知和推理能力的不断增强，通用人工智能

会得到进一步发展．

表２　各网络模型在不同场景下的迷宫中
成功到达目标位置的概率

模型 熟悉场景／％ 陌生场景／％

ＤＱＮ ６２．９（±３．４） ６０．１（±３．４）

ＤＲＱＮ ４９．７（±０．２） ４９．２（±０．２）

ＭＱＮ ９９．０（±０．２） ６９．３（±１．５）

ＲＭＱＮ ８２．５（±２．５） ６２．３（±１．５）

ＦＲＭＱＮ １００．０（±０．０） ９１．８（±１．０）

９２　模型无关的情节式控制器

由认知神经科学可知，哺乳动物的学习系统包

括两个部分：一部分用于缓慢学习结构化的知识；

另一部分用于快速存储感知到的信息，并通过大

脑中的海马体结构回放存储信息．这两部分构成
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一个完整的学习结构化知识的系统．基于上述理

论，Ｂｌｕｎｄｅｌｌ等人
［８４］设计出一种模型无关的情节式

控制器（ＭｏｄｅｌＦｒｅｅＥｐｉｓｏｄｅＣｏｎｔｒｏｌ，ＭＦＥＣ）．该控

制器可以快速存储和回放状态转移序列，并将回放

的序列整合到结构化知识的系统中，使得ａｇｅｎｔ在

面对一些较复杂的时序决策任务时，能够在更短的

时间周期内达到人类玩家的水平．

现有的ＤＲＬ算法都需要ａｇｅｎｔ与环境经过上

千万次的交互才能到达人类的表现水平．这些方法

都需要大量的训练数据，并通过大量的梯度更新步

去完善最终的策略参数，因此学习的效率很低．

ＭＦＥＣ则提供了一种辅助方法，能够不断回放一系

列动作中带来最高的那些状态转移序列，有效提高

了ａｇｅｎｔ的学习速度．对于大规模状态空间的ＤＲＬ

问题，为了减小计算负担，可以通过一定的方式来泛

化未访问到的状态动作空间．因此 ＭＦＥＣ通过一种

非参数化的最佳近邻方法来泛化那些从未被访问过

的状态动作对的值函数：

犙^ＥＣ（狊，犪）＝

１

犽∑
犽

犻＝１

犙
ＥＣ（狊犻，犪），犙（狊，犪）犙

ＥＣ

犙
ＥＣ（狊，犪），

烅

烄

烆 其他

（４９）

其中｛狊１，狊２，…，狊犽｝表示与状态狊距离最近的犽个状

态的集合，犙ＥＣ（狊，犪）表示在状态狊下执行动作犪所

获得的最大回报．

在 ＭＦＥＣ中状态动作值函数犙
ＥＣ（狊，犪）不再是

未来累计折扣奖赏的一个估计值，而是在特定状态

动作对下一个潜在的最大回报值的估计，并且该估

计值是由过去经历的转移序列（狊狋，犪狋，狉狋，狊狋＋１）构造

的．因此 ＭＦＥＣ通过反向经验回放，使ａｇｅｎｔ拥有

初步的情节式记忆．实验表明，基于 ＭＦＥＣ方法的

ＤＲＬ模型不仅可以在 Ａｔａｒｉ２６００游戏中学习到有

效策略，还可以在一些３Ｄ场景下的复杂任务中表

现出与人类玩家相媲美的性能．

１０　深度强化学习中的探索与利用

在基于视觉感知的ＤＲＬ任务中，ａｇｅｎｔ在与未

知环境交互时面临着如何平衡探索与利用的难题．

尤其在一些接近真实场景的复杂问题中，缺乏有效

的探索会导致ａｇｅｎｔ无法充分利用环境中的许多关

键信息，学习不到有效的控制策略．随着ＤＲＬ的快速

发展，各种有效的、可扩展的探索方法也相继被提出．

１０１　利用深度预测模型来激励探索

在传统的ＤＲＬ方法中，通常通过εｇｒｅｅｄｙ策

略来平衡ａｇｅｎｔ的探索与利用．然而当ａｇｅｎｔ面临

一些较复杂的决策任务时，仅通过简单的启发式策

略来探索环境中的未知信息是远远不够的．另外，常

规的汤普森采样（Ｔｈｏｍｐｓｏｎｓａｍｐｌｉｎｇ）
［１０７］、玻尔兹

曼探索（Ｂｏｌｔｚｍａｎｎｅｘｐｌｏｒａｔｉｏｎ）
［１０８］和贝叶斯探索

奖励（ＢａｙｅｓｉａｎＥｘｐｌｏｒａｔｉｏｎＢｏｎｕｓｅｓ，ＢＥＢ）
［１０９］等激

励探索方法并不适用于大规模状态空间的ＤＲＬ任

务．针对上述问题，Ｓｔａｄｉｅ等人
［１１０］利用训练过程中

不断完善的深度预测模型来评估状态的新颖度，来

分配不同状态下的探索奖励．

具体地，构造编码后的状态特征和深度预测模

型输出的状态特征之间的均方误差项：

犲（狊狋，犪狋）＝ σ（狊狋＋１）－犕（σ（狊狋），犪狋）
２

２
（５０）

其中，σ（狊狋）和σ（狊狋＋１）表示将高维度的输入状态编码

转化为低维度的特征表示，σ（·）表示一个总计８层

的自动编码器，犕：σ（犛）×犃→σ（犛）表示参数为的

环境动态性预测模型，该模型用于预测下一状态的

特征，其网络结构为３层的全连接网络．将之前所有

时刻计算出的误差项归一化：

犲^（狊狋，犪狋）＝
犲（狊狋，犪狋）

ｍａｘ
犪狋

犲（狊狋，犪狋）
（５１）

根据归一化后的误差项，得到一个衡量状态新颖度

的函数：

犖（狊狋，犪狋）＝
犲^（狊狋，犪狋）

狋×犆
（５２）

其中，犆表示一个延迟常量．将此新颖度函数加到奖

赏函数后，得到

犚Ｂｏｎｕｓ（狊，犪）＝犚（狊，犪）＋β
犲^（狊狋，犪狋）

狋×（ ）犆
（５３）

由式可知，误差项犲^（狊狋，犪狋）越大，对应状态狊狋的新颖

度越高，说明ａｇｅｎｔ对于该状态的认知不足，需要分

配更多的探索奖励来鼓励策略再次访问该状态．

实验表明，将基于深度预测模型的激励探索方

法应用到ＤＲＬ模型中，不仅提高了ａｇｅｎｔ学习的速

度，而且提升了ａｇｅｎｔ在复杂游戏任务中的性能．

１０２　通过引导型犇犙犖进行深度探索

针对常规探索方法［１０７１０９］不能适用于大规模空

间ＤＲＬ任务的问题，Ｏｓｂａｎｄ等人
［１１１］提出了引导型

深度 Ｑ 网络算法（ｂｏｏｔｓｔｒａｐｐｅｄＤＱＮ）．在学习过

程中，该算法利用多个分流网络来随机化值函数，
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临时扩展对状态空间的探索范围．图１３简单描述了

ｂｏｏｔｓｔｒａｐｐｅｄＤＱＮ模型的结构．

图１３　ｂｏｏｔｓｔｒａｐｐｅｄＤＱＮ模型的结构

如图１３所示，ｂｏｏｔｓｔｒａｐｐｅｄＤＱＮ算法在通过

深度卷积网络处理之后，在线、并行地产生犽个引导

式犙 值函数的估计值犙１，…，犙犽，并通过各自的ＴＤ

误差产生对量化值函数不确定性估计的临时扩展．

某个动作对应的值函数不确定性越高，探索该动作

带来的效益也越高．通过这种分布式的深度探索方

法，充分保证了ａｇｅｎｔ对各种不同策略的探索，产生

多样化的样本，使环境的动态信息更好地泛化到未

知的状态空间中．

实验表明：一方面通过引导型ＤＱＮ进行深度

探索提高了ａｇｅｎｔ在面对复杂的ＤＲＬ任务时的学

习速度，并在许多Ａｔａｒｉ２６００游戏中表现优异；另一

方面，引导型ＤＱＮ的性能明显优于利用深度预测

模型来激励探索的启发式方法．由于ｂｏｏｔｓｔｒａｐｐｅｄ

ＤＱＮ在网络模型中分流了多个值函数的支路，增加

了网络的计算负担．

１０３　基于状态“伪”访问次数的内在激励

在ＲＬ中，一般是通过经验样本的访问次数来

衡量状态（或状态动作对）的不确定性．当某个状态

被访问的次数越少时，其新颖度越高，此时需要给该

状态分配更多的探索奖励．然而某些复杂的ＤＲＬ任

务的状态空间十分庞大，此时基于经验的激励探索

方法并不适用．这是因为ａｇｅｎｔ无法访问到复杂环

境（例如著名的 Ｍｏｎｔｅｚｕｍａ’ｓｒｅｖｅｎｇｅ）中的所有状

态．如何定量表示这些从未被访问过的状态的新颖

度，成为解决这类复杂问题的突破口．

Ｂｅｌｌｅｍａｒｅ等人
［１１２］使用序列密度模型生成各未

知状态的“伪”访问次数（ｐｓｅｕｄｏｃｏｕｎｔ）．例如，一个

乘客每天早上出发前，都要观察３个因素：天气（狓１∈

犚犪犻狀，犛狌狀），时间（狓２∈犈犪狉犾狔，犔犪狋犲），拥挤程度

（狓３∈犅狌狊狔，犙狌犻犲狋）．假设该乘客有１０个观察：狊１＝

（犛狌狀，犔犪狋犲，犙狌犻犲狋），狊犻＝（犚犪犻狀，犈犪狉犾狔，犅狌狊狔），其中

犻＝２，…，１０．现在要衡量从未被观察过的状态狊ｎｏｖｅｌ＝

（犛狌狀，犔犪狋犲，犅狌狊狔）的不确定性．

通过如下所表示的序列密度模型来近似估计

狊ｎｏｖｅｌ被访问到的概率：

ρ狀（狊）＝∏
犽

犻＝１
μ（狊

犻；狊
犻
１：狀） （５４）

其中，μ（·；狊
犻
１：狀）是有关状态表示中第犻个因素的边缘

经验分布．尽管状态狊ｎｏｖｅｌ的访问次数是犖狀（狊ｎｏｖｅｌ）＝

０，但通过序列密度模型依旧可以为该状态分配非零

的概率ρ狀（狊ｎｏｖｅｌ）＝０．１
２×０．９＞０．基于此概率生成

一个合理的“伪”访问次数来替代基于经验统计的访

问次数犖狀．通过序列密度模型可得

ρ′狀（狊）＝Ｐｒρ（犛狀＋２＝狊ｎｏｖｅｌ｜犛１…犛狀＝狊１：狀，犛狀＋１＝狊ｎｏｖｅｌ）

（５５）

上式表示下一观察是狊ｎｏｖｅｌ的情况下，再次观察到

狊ｎｏｖｅｌ的概率大小．通过简单的推理，可以得到状态

狊ｎｏｖｅｌ的“伪”访问次数：

犖^狀（狊）＝
ρ狀（狊）（１－ρ′狀（狊））

ρ′狀（狊）－ρ狀（狊）
（５６）

例子中狊ｎｏｖｅｌ＝（犛狌狀，犔犪狋犲，犅狌狊狔）出现的概率为

ρ′狀（狊ｎｏｖｅｌ）＝（２／１１）
２（１０／１１）≈０．０３．因此根据上式求

得狊ｎｏｖｅｌ的“伪”访问次数为 犖^狀（狊ｎｏｖｅｌ）＝０．４１６．

通过状态的“伪”访问次数来定义探索奖励：

犚
＋
狀（狊，犪）＝β（犖^狀（狊）＋０．０１）

－１／２ （５７）

其中β＝０．０５．将该形式的探索奖励添加到奖赏函

数中：犚′（狊，犪）＝犚（狊，犪）＋犚
＋
狀 （狊，犪），并利用蒙特卡

洛回报与Ｑ值之间的差值来定义一种新的误差项：

Δ犙犕（狊狋，犪狋）＝∑
∞

犽＝０

γ
犽犚′（狊狋＋犽，犪狋＋犽）－犙（狊狋，犪狋）（５８）

将ＤＤＱＮ算法的误差项Δ犙ＤＤＱＮ（狊狋，犪狋）和新的误差

项相结合：

Δ犙（狊狋，犪狋）＝ （１－η）Δ犙ＤＤＱＮ（狊狋，犪狋）＋ηΔ犙犕（狊狋，犪狋）

（５９）

其中，η表示调节因子，用于控制两个误差项的相对

权重．通过式（５９）来构造误差函数，并用梯度下降法

来训练ａｇｅｎｔ．实验表明，在训练中加入基于状态

“伪”访问次数的内在激励，能显著提高ａｇｅｎｔ在面

对高难度任务时的探索力度，并获得了优异的性能．

另外，Ｏｈ等人
［２６］提出了一种基于高斯核（Ｇａｕｓｓｉａｎ

ｋｅｒｎｅｌ）的预测模型．该模型可预测训练过程中不

同视频帧被访问的频率．在视频游戏任务中，ａｇｅｎｔ

每执行一个动作，都会转移到下一个视频帧．通过这

种方式，可以大幅度降低ａｇｅｎｔ对未知、新颖状态

的不确定性，从而提升模型解决复杂ＤＲＬ问题的

能力．Ｈｏｕｔｈｏｏｆｔ等人
［１１３］提出了变分信息最大化

９１１期 刘　全等：深度强化学习综述

《
 计
 算
 机
 学
 报
 》



的探索方法（ＶａｒｉａｔｉｏｎａｌＩｎｆｏｒｍａｔｉｏｎ Ｍａｘｉｍｉｚｉｎｇ

Ｅｘｐｌｏｒａｔｉｏｎ，ＶＩＭＥ）．该方法通过贝叶斯神经网络

（Ｂａｙｅｓｉａｎｎｅｕｒａｌｎｅｔｗｏｒｋｓ）中的变分推理（ｖａｒｉａ

ｔｉｏｎａｌｉｎｆｅｒｅｎｃｅ）来近似环境动态模型的后验概率，

并将该动态模型所带来的信息增益作为内在的奖

赏，用来激励ａｇｅｎｔ对未知领域的探索．实验表明，

在许多连续动作的控制问题中，ＶＩＭＥ方法都具有

比传统的启发式探索方法更好的性能．Ｋｕｌｋａｒｎｉ等

人［８２］基于一种内在驱动（ｉｎｔｒｉｎｓｉｃｍｏｔｉｖａｔｉｏｎ）方法

提出了ｈＤＱＮ模型．在一定程度上，该模型也可以

提高ａｇｅｎｔ在复杂ＤＲＬ任务中的探索效率．

１１　深度强化学习的应用

在ＤＲＬ发展的最初阶段，ＤＱＮ算法主要被应

用于Ａｔａｒｉ２６００平台中的各类２Ｄ视频游戏中．随

后，研究人员分别从算法和模型两方面对ＤＱＮ进

行了改进，使得ａｇｅｎｔ在 Ａｔａｒｉ２６００游戏中的平均

得分提高了３００％，并在模型中加入记忆和推理模

块，成功地将ＤＲＬ应用场景拓宽到３Ｄ场景下的复

杂任务中．ＡｌｐｈａＧｏ围棋算法结合深度神经网络和

ＭＣＴＳ，成功地击败了围棋世界冠军．此外，ＤＲＬ在

机器人控制、计算机视觉、自然语言处理和医疗等领

域的应用也都取得了一定的成功．

１１１　深度强化学习在机器人控制领域的应用

在２Ｄ和３Ｄ的模拟环境中，基于策略梯度的

ＤＲＬ方法（ＴＲＰＯ、ＧＡＥ、ＳＶＧ、Ａ３Ｃ等）实现了对机

器人的行为控制．另外，在现实场景下的机器人控制

任务中，ＤＲＬ也取得了若干研究成果．Ｌｅｖｉｎｅ等

人［６９］利用深度ＣＮＮ来近似表示策略，并采用引导

式策略搜索来指导机器人完成一些简单的操作．

Ｚｈａｎｇ等人
［１１４］基于内部存储的引导式策略搜索完

成了一些机器人的操作和导航任务．Ｚｈａｎｇ等人
［１１５］

还利用ＤＱＮ技术对３个关节的机械手臂进行端对

端的控制．Ｌｅｖｉｎｅ等人
［１１６］使用深度神经网络模型

来预测机器人的动作，并在基于手眼协调（ｈａｎｄｅｙｅ

ｃｏｏｒｄｉｎａｔｉｏｎ）的机器人抓取任务中取得了不错的

效果．Ｆｉｎｎ等人
［１１７］将ＤＲＬ与逆最优控制（ｉｎｖｅｒｓｅ

ｏｐｔｉｍａｌｃｏｎｔｒｏｌ）方法相结合，完成了一些现实场景

下对机器人行为的操控．Ｌｅｎｚ等人
［１１８］使用一种在

线、实时的模型预测控制方法，完成了机器人的食品

加工任务．

然而在真实场景下机器人的训练数据十分缺

乏，上述工作几乎都是通过一些启发式的ＤＲＬ方法

来训练单个机器人，以完成相对比较简单的任务．随

着并行计算能力的提升，多个机器人的协同学习逐

渐成为主流．Ｇｕ等人
［１１９］利用多线程技术来收集不

同机器人的训练数据，通过训练不断地将网络参数传

递给每个机器人，以用于下一轮的采样．这种并行采

样及训练的方式，在一定程度上缓解了真实场景下缺

失训练数据的问题，并在没有任何人工干涉的情况

下让机器人学会了复杂的开门任务．Ｙａｈｙａ等人
［１２０］

提出了异步的引导式策略搜索算法（ｓｙｎｃｈｒｏｎｏｕｓ

ｇｕｉｄｅｄｐｏｌｉｃｙｓｅａｒｃｈ）．该算法过程可以描述为：多

个机器人在面对不同的场景时，分别利用局部策略

来优化各自的行为．然后每个机器人并行地将各自

的训练数据上传到服务器端，并在服务器上监督学

习全局的策略网络，更好地优化各自机器人的局部

策略．通过这种多 Ａｇｅｎｔ协同学习的方式，大大缩

短了训练的时间，并在一些真实场景下的机器人操

纵任务上拥有了更好的泛化能力．得益于云计算技

术的日益成熟，基于服务器端的多机器人协同学习

逐渐成为一种发展趋势．随着计算能力和训练数据

量的不断提升，融合了 ＤＲＬ方法的智能机器人，必

然会在生产和生活中扮演更加重要的角色．

１１２　深度强化学习在计算机视觉领域的应用

基于视觉感知的ＤＲＬ模型可以在只输入原始

图像的情况下，输出当前状态下所有可能动作的预

测回报．因此可以将ＤＲＬ模型应用到基于动作条件

的视频预测（ａｃｔｉｏｎｃｏｎｄｉｔｉｏｎａｌｖｉｄｅｏｐｒｅｄｉｃｔｉｏｎ）任

务中．Ｏｈ等人
［２６］通过ＤＲＬ模型控制动作的输入，

完成了高维度视频图像的长期预测任务．另外，

Ｃａｉｃｅｄｏ等人
［２７］结合使用预训练后的ＣＮＮ和ＤＱＮ

模型，并通过简单的动作变换来识别候选区域中目

标对象的正确位置，完成了一系列目标定位（ｏｂｊｅｃｔ

ｌｏｃａｌｉｚａｔｉｏｎ）的任务．Ｚｈｕ等人
［１２１］构造出了基于残

差网络的深度孪生行动者评论家模型（ｄｅｅｐｓｉａｍｅｓｅ

ａｃｔｏｒｃｒｉｔｉｃｍｏｄｅｌ）．针对不同的任务，该模型可以同

时接收观察图像和目标图像作为输入，并通过Ａ３Ｃ

算法来训练网络参数．

１１３　深度强化学习在自然语言处理领域的应用

最近，用于对话生成（ｄｉａｌｏｇｕｅｇｅｎｅｒａｔｉｏｎ）的神

经网络模型［１２２１２３］取得了不错的进展，这些模型可

以自动地生成应答的语句．然而这些网络模型存在

明显的缺陷：它们只考虑如何根据当前语境生成下

一时刻的响应，而忽略了该响应对未来对话产生的

后果．因此可以利用ＤＲＬ方法来衡量对话生成中的

一些指标．这种结合了ＤＲＬ的对话生成模型具有两
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《
 计
 算
 机
 学
 报
 》



项基本要求：（１）引入由人工定义的奖惩机制，从而

能够更好地模拟和完成对话；（２）充分衡量对话过

程中生成响应的长期影响．基于上述思想，Ｌｉ等

人［１２４］分别对对话生成中的易被响应程度、信息性

和语义连贯性这３个评价指标构造出具体的奖励函

数．首先，易于响应是维持一段长久对话的关键因素

之一，它保证了一段对话可以更好地向前发展．当对

话中出现一些意义不大的响应时，会阻碍对话的进

一步发展．此时，对于对话中出现的无意义回答，可

以通过一个负的奖励来对其进行惩罚．该种奖惩机

制通过自我强化学习，大幅度降低了对话系统产生

无意义回答的概率．另外，如果某些应答能开辟出新

的话题，那么这段对话就是可持续发展的．因此可以

采用信息性来衡量前后两句对话的相似度，并且前

后两句对话的相似度越低，在学习系统中设置的奖

赏值越大．为了保证信息性而设置的奖励很容易使

得系统产生与当前语义无关的各种响应，因此必须

将响应和先前对话状态的互信息设置为另一个奖励

因子，以保证系统能够产生语义连贯的对话．结合上

述３个指标可以建立一种较准确的评价对话质量的

标准，并利用ＤＲＬ中的策略梯度方法训练对话模

型，最终使模型生成更具连贯性、交互性和持续响应

的一系列对话．

另外，Ｇｕｏ
［１２５］以目标句子和能产生最大效益的

解码序列的相似度来确定当前时刻获得的奖赏值，

通过一种带有ＬＳＴＭ记忆单元的ＤＱＮ模型成功地

解决了文本分析（ｔｅｘｔａｎａｌｙｔｉｃ）和文本生成（ｔｅｘｔ

ｇｅｎｅｒａｔｉｏｎ）等问题．Ｓａｔｉｊａ等人
［１２６］将神经机器翻译

机（ｎｅｕｒａｌｍａｃｈｉｎｅｔｒａｎｓｌａｔｉｏｎ）和 ＤＱＮ 模型相结

合，实现了实时的机器翻译．Ｎａｒａｓｉｍｈａｎ等人
［１２７］首

次将ＤＲＬ模型用于一种文本类游戏中．

目前，ＤＲＬ方法已经成功地应用于文本分析、

对话生成、机器翻译、文本游戏等领域，表明 ＤＲＬ

在自然语言处理（ＮａｔｕｒａｌＬａｎｇｕａｇｅＰｒｏｃｅｓｓｉｎｇ，

ＮＬＰ）领域存在广泛的应用前景．

１１４　深度强化学习在参数优化中的应用

在传统的神经网络中，一般通过梯度下降法来

优化网络的参数．然而训练中反复调整学习率需

要耗费大量的人力和物力资源．因此在训练之前，如

果能通过某种学习机制，根据具体问题自动确定

相应的学习率，将极大地提升模型的训练效率．针对

此问题，Ｈａｎｓｅｎ等人
［２４］使用ＤＱＮ模型来控制优化

超参数的过程，提出了一种基于犙 值的梯度下降

（Ｑｇｒａｄｉｅｎｔｄｅｓｃｅｎｔ）方法．该方法可以根据不同

的任务自动学习相应的学习率．Ａｎｄｒｙｃｈｏｗｉｃｚ等

人［２５］提出了一种ａｇｅｎｔ自我学习模型．该模型通过

训练一个神经网络来学习优化其它神经网络的参

数．此外，谷歌利用ＤＲＬ算法来优化数据中心服务

器群的参数设置，并节省了４０％的电力能源．综上，

ＤＲＬ在优化参数方向的应用暂时还处于初步阶段，

但可以预见，未来通过ＤＲＬ模型自动学习超参数的

方法必定会广泛应用于各类优化任务中．

１１５　深度强化学习在博弈论领域的应用

求解博弈论问题一直是人工智能领域的难

题，早期在状态规模不大的博弈任务中，基于先验

领域知识的求解方法取得了一定的成功．然而在

一些复杂的博弈问题中，通过人工事先构造出相

关任务的抽象表达，利用该表达来求解纳什均衡

（Ｎａｓｈｅｑｕｉｌｉｂｒｉｕｍ）是相当困难的．

ＤＲＬ的不断发展为求解博弈论问题开辟了一

条新的道路．深度卷积网络具有自动学习高维输入

数据抽象表达的功能，可以有效解决复杂任务中领

域知识表示和获取的难题．目前，利用ＤＲＬ技术来

发展博弈论已经取得了不错的研究成果．Ｈｅｉｎｒｉｃｈ

等人［１２８］提出了一种称为神经虚拟自我对局（Ｎｅｕｒａｌ

ＦｉｃｔｉｔｉｏｕｓＳｅｌｆＰｌａｙ，ＮＦＳＰ）的博弈方法．在没有任

何先验知识的前提下，该方法将ＤＲＬ和虚拟自我对

局技术向结合，并使用端对端的方式从自我博弈中

学习求解问题的近似纳什均衡．实验表明，ＮＦＳＰ通

过自我学习成功掌握了玩德州扑克游戏的技巧，其

表现已经接近人类专家的水平．其他的相关工作包

括Ｃｕａｙｈｕｉｔｌ等人
［１２９］利用 ＤＲＬ模型来优化策略

型对话式ａｇｅｎｔ的行为，并在一种经典的对话式桌

游中表现优异．

１２　结束语

ＤＲＬ作为当前人工智能领域最热门的研究方

向之一，已经吸引了越来越多学术界和工业界人士

对其进行不断地研究与发展．本文详述了ＤＲＬ当前

的研究现状和发展趋势，介绍了基于值函数、策略梯

度、搜索与监督３大类ＤＲＬ方法．这３类ＤＲＬ方法

可以成功解决众多具有挑战性的问题，比如视频游

戏、围棋和机器人的操纵等．然后介绍了几个ＤＲＬ

前沿的研究方向，包括分层ＤＲＬ、多任务迁移ＤＲＬ、

多ａｇｅｎｔ的 ＤＲＬ、基于记忆与推理的 ＤＲＬ 以及

ＤＲＬ中探索与利用的平衡问题．从中可以发现

ＤＲＬ技术正向更加通用、灵活、智能的方向发展，这
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体现在：（１）通过分层ＤＲＬ方法可以将复杂、困难

的整体任务分解为若干规模较小的子任务；（２）多

任务迁移ＤＲＬ的研究，通过训练单独的模型来完成

多个任务变得可能；（３）多ａｇｅｎｔ的ＤＲＬ模型已经

能够初步应对一些需要合作、竞争与通信的难题；

（４）通过向ＤＲＬ模型中加入外部的记忆组件，使得

ａｇｅｎｔ具有了初步的主动认知与推理能力；（５）ＤＲＬ

模型正在尝试模拟人类大脑辅助学习系统的工作方

式，以构造一个可以自主记忆、学习和决策的ａｇｅｎｔ；

（６）ＤＲＬ模型在复杂场景中的探索效率正逐步提

高，并在一些高难度的任务中取得了不错的表现；最

后，本文介绍了ＤＲＬ技术几个重要的实际应用．

综上所述，各类ＤＲＬ方法的成功主要得益于大

幅度提升的计算能力和训练数据量．本质上，这些

ＤＲＬ算法还不具备如人类般的自主思考、推理与学

习能力．为了进一步接近通用人工智能的终极目标，

未来ＤＲＬ会朝着如下的几个方向发展：（１）更加趋

于通过增量式、组合式的学习方式来训练ＤＲＬ模

型；（２）无监督的生成模型（ｇｅｎｅｒａｔｉｖｅｍｏｄｅｌ）将会

在ＤＲＬ方法中扮演更加重要的角色；（３）开发出完

备和高效的计算图模型（ｃｏｍｐｕｔａｔｉｏｎａｌｇｒａｐｈ），以

方便地向ＤＲＬ网络中加入注意力机制、记忆单元、

反馈控制等辅助结构；（４）在ＤＲＬ模型中整合不同

种类的记忆单元，如ＬＳＴＭ、内存堆栈记忆、ＮＴＭ

等模型，使得ａｇｅｎｔ的记忆功能更加趋于完善，以提

高其主动推理与认知的能力；（５）进一步加强认知

神经科学对ＤＲＬ的启发，使ａｇｅｎｔ逐渐掌握如人类

大脑所拥有的记忆、聚焦、规划和学习等功能；

（６）迁移学习将会被更多地应用到ＤＲＬ方法中，以

缓解真实任务场景中训练数据缺乏的问题；（７）借

助于云服务器端的多ａｇｅｎｔ协同学习将成为一种新

趋势；（８）迁移学习、协同学习和目标驱动等方法使

ＤＲＬ模型的通用性更好．可以预见的是，随着ＤＲＬ

理论和方法研究的不断深入，人类将会在不久的将

来实现ＤｅｅｐＭｉｎｄ提出的“解决智能，并用智能解决

一切”的理想目标．
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