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收稿日期：２０１９０６０１；在线发布日期：２０１９１１０５．本课题得到国家自然科学基金（６１６３２０１６）、国家“九七三”重点基础研究发展规划项目
基金（２０１５ＣＢ３５８７００）资助．李国良，博士，教授，中国计算机学会（ＣＣＦ）会员，主要研究领域为数据库、大数据等．Ｅｍａｉｌ：ｌｉｇｕｏｌｉａｎｇ＠ｔｓ
ｉｎｇｈｕａ．ｅｄｕ．ｃｎ．周煊赫，博士研究生，主要研究方向为数据库与人工智能的交叉技术．孙　佶，博士研究生，主要研究方向为字符串相似
度匹配、数据库与人工智能的交叉技术．余　翔，博士研究生，主要研究方向为数据库与人工智能的交叉技术．袁海涛，博士研究生，主要
研究方向为路网、数据库与人工智能的交叉技术．刘佳斌，硕士研究生，主要研究方向为数据库与人工智能的交叉技术．韩　越，博士研
究生，主要研究方向为数据库与人工智能的交叉技术．

基于机器学习的数据库技术综述
李国良　周煊赫　孙　佶　余　翔　袁海涛　刘佳斌　韩　越

（清华大学计算机系　北京　１０００８４）

摘　要　大数据时代下，面对不断膨胀的数据信息、复杂多样的应用场景、异构的硬件架构和参差不齐的用户使用
水平，传统数据库技术很难适应这些新的场景和变化．机器学习技术因其较强的学习能力，逐渐在数据库领域展现
出了潜力和应用前景．论文首先给出一个高效、高可靠、高可用、自适应性强的数据库系统需要涵盖的方面，包括数
据库运维、数据存储、查询优化等．其次，讨论机器学习算法与数据库技术结合过程中可能面临的挑战，包括训练数
据少、训练时间长、泛化能力有限、适应性差四个方面．然后，综述数据库技术与机器学习结合的现状以及具体技
术．其中，重点介绍数据库自动调参、查询基数估计、查询计划选择、索引和视图自动选择五个方向．自动调参技术
包括启发式算法、传统机器学习、深度强化学习三类．启发式算法从离散的参数空间中通过抽样探索最优子空间，
可以有效提高调参效率，但是难以保证在有效资源限制内找到合适配置；传统机器学习算法在经过降维的参数空
间中学习系统状态到指定负载模板的映射关系，一定程度上提升模型的适应性；深度强化学习在高维参数空间中
迭代的学习调优策略，并利用神经网络提升对高维数据的处理能力，有效降低训练数据的需求．查询基数估计包括
面向查询和面向执行计划两类．面向查询方法利用卷积神经网络学习表数据、查询条件、连接条件之间的关系，然
而在不同场景下需要大量训练而且泛化能力差；面向执行计划方法在物理算子层面做级联的代价估计，一定程度
上提高对不同查询的适应能力．查询计划选择包括深度学习和强化学习两类．深度学习方法融合数据库估计器的
代价值和数据特征，提高对每种计划代价估计的精度，但是结果严重依赖估计器的表现；强化学习基于最终目标迭
代生成查询计划，降低方法对查询代价的依赖性．自动索引推荐包括分类器、强化学习、遗传算法三类．分类算法根
据离散的表特征分析不同索引的创建开销和效率，通过结合遗传算法，提高对复合索引的推荐效率；强化学习进一
步提供增量式索引推荐的效率，实现在线索引选择．自动视图选择包括启发式算法、概率统计、强化学习三类．启发
式算法通过在视图构建的有向无环图上做贪心探索，提高选择效率，然而适应性差；基于概率统计的算法将视图选
择形式化成一个０１选择问题，有效降低图的探索开销；强化学习方法将视图的创建和删除统一成动态选择过程，
基于强化学习的训练策略进一步提高选择效率．最后，从八个方面展望机器学习将给数据库带来的革命性突破．
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１　引　言
１１　研究背景

传统数据库技术往往依赖于启发式算法或者人
工干预，例如数据库参数调优、故障诊断、索引推荐
等．然而在大数据时代，数据库实例越来越多、场景
越来越复杂、数据量越来越大，导致传统数据库技术
难以满足大数据的需求．例如云数据库具有百万级
别的数据库实例，各个实例的应用场景、用户的使用
水平都可能有很大差别，直接使用传统启发式算法
难以取得令人满意的结果，而人工干预也很难管理
这么多的实例．

机器学习通过从历史数据和行为中分析、学习
找到更好的设计方案，可以解放很多繁杂的手工工
作．因此机器学习技术已经被广泛的运用到多个科
研和生产领域［１３］．机器学习也为数据库优化技术带
来了新的机遇．传统机器学习模型，如线性感知器、
随机森林、支持向量机和集成学习等，能够在历史数
据中积累“经验”，提高模型解决复杂问题的能力．但
是由于传统机器学习模型相对简单（如线性感知器、
回归模型等），往往只能从单一的层次描述学习过
程，严重限制了其应用场景和优化能力．比如，简单
的线性回归模型很难解决像数据库调参这样有着高
维参数、连续空间的问题［４］．

随着算法的改进、计算能力的提升、大数据的变
革，深度学习和强化学习为数据库优化技术带来了
更大的优化空间．深度学习的核心思想是利用神经
网络强大的学习能力，通过调整神经元之间的连接
来拟合复杂的高维映射关系［５］．这类方法往往适用
于传统方法难以解决（如ＮＰｈａｒｄ问题）并存在大
量训练数据的场景．数据库有着复杂组件，并有大量
用户提供访问数据，为深度学习与数据库优化技术
的结合提供了很好的先决条件．强化学习通过与环
境进行交互获得的奖赏指导行为，以“试错”的方式
进行学习，不断修改从状态到动作的映射策略，以达
到优化系统性能的目的．通过结合深度学习和强化
学习，深度强化学习模型能够更好地适应工业界复
杂的应用场景［６８］．例如在调参场景下，Ｌｉ等人［８］提
出了一种基于深度强化学习的数据库调优系统，它
能利用少量样本高效地迭代学习，在高质量样本匮
乏的场景下仍然保持较好的性能．
１２　研究问题

如图１所示，本文从构建一个高效、高可靠、高

图１　基于机器学习的数据库技术

可用、自适应性强的数据库系统角度出发，从下面八
个方面来总结基于机器学习的数据库技术：
１．２．１　数据库运维

数据库运维指为保证数据库稳定工作而开展的
性能监控、配置优化、故障处理等服务．

（１）性能监控．监控数据库系统的状态，如每秒
批量请求数、用户连接数、网络收发效率等．类似于
监控人的健康指标，性能监控需要尽可能全面地反
映数据库的基本性能，大体上包括实时监控、定时监
控、分析报告、跟踪和收集数据四类方法．性能监控
不仅需要实时统计指标，而且需要根据这些指标理
解系统的运作状况．

（２）配置优化．数据库配置中涉及数百个可调
的系统参数，控制着数据库组件的多方面表现．配置
优化技术［４，８１０］通过选择合适的参数组合，提高数据
库对当前场景的适应性．比如通过为各类缓存区分
配合适的内存空间，尽可能减少磁盘ＩＯ次数；通过
更新优化器估计指标提高计划选择的表现等．

（３）故障处理与恢复．故障处理包括用于解决
事务、系统和硬件介质故障的各种策略．如当出现数
据错误、运算溢出或违反某些完整性限制的情况时，
系统需要及时撤销相应事务．故障恢复则指在发生
某种故障使数据库状态异常时，把数据恢复到上一
正确的历史状态（镜像）．目前数据库最常用的恢复
方法是预先记录操作日志，在发生故障时根据日志
回滚．

（４）容灾备份．在系统出现故障时仍然保证系
统能正常运行．一套数据往往需要在多个物理节点
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上备份，一旦一处节点因为意外停止工作，整个负载
可以迁移到另一处，仍然保证服务．

此外，数据库运维还包括数据迁移、版本管理、
统计信息管理等诸多方面．分布式场景下，多硬件集
群和高负载压力会导致故障率激增，给数据库运维
带来很大的挑战．
１．２．２　数据存储

数据存储涉及到数据的组织、存储和管理方式．
当前新的存储方式层出不穷．仅从软件和架构两个
角度总结，这方面的研究主要包括存储模型和数据
扩容两个方面．

（１）存储模型．对于关系型数据，存储模型分成
行式存储和列式存储；对于非关系型数据，存储模型
还包括键值对、图和时间序列等．存储模型的选择主
要与负载和数据类型相关．目前负载类型主要包括
联机事务处理（ＯＬＴＰ）、联机分析处理（ＯＬＡＰ）和混
合事务／分析处理（ＨＴＡＰ）三类．如对于ＯＬＡＰ型
负载，选择列式存储可以提高聚合操作的执行效率．
而不同的数据类型对存储模型的要求也可能不同，
例如采用表结构存储流数据会导致大量的空间浪
费．但是目前已知数据库中还没有实现存储模型的
自动选择，我们需要解决根据历史负载和当前数据
自动选择存储模型的问题．

（２）数据扩容．弹性扩容是对已有集群进行动
态的在线扩容．通过增减节点，弹性扩容可以有效解
决预分配空间不足的问题．但是传统行式数据库往
往很难支持在线动态扩容．首先，行式存储不仅模式
固定，而且维护着大量的索引和视图信息，传统增加
列的方法需要用新表替换旧表，开销很大．其次，行
式存储下需要将同一张表拆分成多个数据块，分发
到多个节点上，但是这些数据块有很大的可能性会
被一起访问，会严重加重节点间通信的负担．尽管列
式存储水平扩容非常方便，但是集群环境下事务处
理效率较低．而且两种方法都有负载均衡的问题，需
要研究动态扩容方法．
１．２．３　优化器与执行器

优化器主要负责为查询语句生成相应的执行计
划，执行器则根据选择的计划实际进行各类物理操
作，因而优化器和执行器表现对于数据库性能好坏
尤为重要．这方面的研究工作主要包括代价基数估
计、计划选择和分布式协同计算三个方面．

（１）基数估计．不论是用哪种算法来选择执行
计划，都必须依赖于代价估计技术，其重要性有时甚
至大于执行计划选择算法本身．传统的数据库代价

估计主要由两部分构成，基数估计器（ｃａｒｄｉｎａｌｉｔｙ
ｅｓｔｉｍａｔｏｒ）和代价模型（ｃｏｓｔｍｏｄｅｌ）．目前最先进的
用于生产环境中的基数估计器依然存在很大误差．
误差甚至能够达到几个数量级，严重影响计划选择
的表现．至于代价模型，尽管它一般以估计出来的基
数作为操作代价最主要的参考依据，但是还需要根
据估计基数和如硬件开销、缓存情况等其他的因素
给出操作代价，也是一件复杂的事情．

（２）计划选择．对于一个ＳＱＬ查询语句，数据
库的计划选择器会生成相应的连接计划．不同的查
询计划对于查询效率有非常大的影响．而且它的状
态空间的大小关于表的连接数量是指数级的，找到
最优查询计划是一个ＮＰｈａｒｄ问题．静态计划选择
方法以数据库的估计器为衡量指标，先用不同的算
法（启发式算法、动态规划等）在状态空间中抽样，最
后选择估计代价最低的计划．Ｔｚｏｕｍａｓ等人［１１］提出
了基于强化学习的计划选择方法，通过试错和迭代
反馈机制来优选查询计划．

（３）分布式协同机制．在分布式集群上，数据划
分和任务调度尤为重要．数据划分不均匀会造成负
载倾斜，导致系统性能下降．因此我们需要研究智能
数据划分，根据硬件状态来自动进行数据划分．此
外，因为不同工作节点经常要共同分担来自同一个
ＳＱＬ的执行任务，有效的协同机制需要同时考虑网
络开销和计算开销，均衡两个方面的表现．
１．２．４　查询优化

查询优化主要是关于ＳＱＬ层面上的优化工作，
旨在写出执行时友好的ＳＱＬ语句．这方面工作主要
有ＳＱＬ重写、索引推荐和自然语言查询三个方向．

（１）ＳＱＬ重写．ＳＱＬ重写是通过改变ＳＱＬ的书
写方式，帮助优化器选择更加高效的执行计划．从
ＳＱＬ的整个处理流程来看，可以分成外部ＳＱＬ重
写和内部ＳＱＬ重写．外部ＳＱＬ重写发生在把ＳＱＬ
传递给数据库执行前．这个阶段往往由人手动完成．
他们根据一定的ＳＱＬ书写原则对ＳＱＬ进行重写，
如尽量避免全表扫描（ＦｕｌｌＴａｂｌｅＳｃａｎ）；选有索引
的列作连接等．依赖人手工完成的ＳＱＬ优化有很大
的局限性．首先，书写高效的ＳＱＬ不仅需要一般原
则，还需要对相关数据和数据库有充分的理解，对人
来说费时费力．其次，一条ＳＱＬ往往有很多种优化
方案，而人的认知往往会受到当前ＳＱＬ结构的影
响，不能找到最优的ＳＱＬ写法．内部ＳＱＬ重写则
在优化器内完成．重写器会对解析出来的ＳＱＬ树进
行修改和替换，如用已有的物化视图代替原始表；去
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掉多余的连接操作．传统重写器只会做节点级别的
修改，即去除无用操作，替换已有的临时表．但是如
果重写器可以再自动对ＳＱＬ结构进行分析和优化，
应该会有更好的效果．

（２）索引推荐．索引对于提升复杂数据集上检
索任务的效率有着非常重要的意义．尤其是在处理
事务型负载时，建在合适列上的索引可以大大提升
处理效率［１２］．因此我们需要有效的索引技术来支持
数据库操作．但是传统数据库中常用的索引都是通
用的数据结构，它们没有对数据的分布进行分析和
利用，也没有利用现实世界中更流行更普遍的模型，
如深度学习模型．此外，数据集的增长也会导致索引
大小的增长，存在空间浪费的问题．

（３）视图推荐．给定一个查询集合，抽取其中的
高频子查询，并建立物化视图来提升查询效率，对于
提高数据库表现有着很大的帮助．一般而言，选择子
查询建立物化视图主要分为两大步骤：识别等价子
查询和选择子查询建立物化视图．我们首先识别出
不同查询语句之间的等价子查询，作为建立子查询
物化视图的候选集．然后我们根据实际情况中出
现的约束条件构建子查询的选择优化问题，设计
算法建立物化视图，从而提高批量执行ＳＱＬ查询的
效率．
１．２．５　数据库负载管理

数据库负载管理对于数据库的执行效率和系统
资源的合理配置有很重要的意义，它主要包括负载
分析、负载调度和负载预测与生成三个方面．

（１）负载分析．负载分析技术是各类负载调度
机制的基础．数据库中往往会从多个级别监控负载
的运行情况和资源开销，并记录在系统视图中．一方
面，这些信息帮助系统尽可能充分利用系统资源，避
免出现内存溢出、ＣＰＵ超负荷等资源不足的问题．
另一方面，预估查询代价可以帮助系统更合理地进
行资源调度．如基于读／写记录代价等物理信息．传
统的代价模型多基于经验公式，对不同的物理环境
适应能力较差．因而可以利用机器学习模型对当前
负载情况和未来负载开销做分析和评估，基于梯度
变化对外界环境动态适应．

（２）负载调度．负载调度技术涉及数据库系统的
多个方面，主要包括租户管理、资源调度、排队控制
和类型隔离．租户管理以用户为单位进行系统资源
的分配和隔离．针对传统优先级控制方法中的问题，
未来租户管理技术需要在保证高优先级用户服务质
量的同时均衡任务对资源的使用．资源调度主要指

从用户、任务、查询等多个级别进行资源控制．传统
数据库资源调度严重依赖于资源控制相关的参数，
如工作区大小、最大并发数目等．但是这些参数是静
态的，不合理的配置会导致查询执行失败，如缓冲区
溢出等，严重影响数据库性能．因此需要利用强化学
习等方法提供合理、健壮的调度机制．排队控制主要
发生在某些系统资源的利用率达到指定阈值．通过
限制允许同时执行的查询数目，我们一方面要保证
高优先级事务的执行，另一方面要避免超过系统负
荷，导致内存溢出、死锁等故障．类型隔离主要指对
于ＯＬＴＰ、ＯＬＡＰ等不同的负载类型，需要采用不同
的存储和执行方式．传统数据库多只专门负责一类负
载类型，如ＭｙＳＱＬ主要负责事务处理、ＭｏｎｇｏＤＢ
主要负责事务分析等．但是很多场景下，ＯＬＡＰ需要
ＯＬＴＰ产生的数据作为源，这时在不同数据库之间
进行数据传输开销过大，需要混合事务处理和分析
（ＨＴＡＰ）的数据库，统一调度ＯＬＴＰ和ＯＬＡＰ任务．

（３）负载预测和生成．负载预测技术基于当前
负载的变化规律对未来的变化情况进行分析和预
测，对于负载调度、资源预分配和系统配置都有着很
重要的意义．但在实际环境下，负载的变化情况是多
样的．传统负载预测方法往往由数据库专家根据统
计数据对负载特征进行总体把握，不能保证很高的
准确性．Ｍａ等人［１３］提出用机器学习的方法进行负
载预测．因为在不同硬件环境上使用ＣＰＵ、ＩＯ等系
统资源作为负载量度差异很大，所以他们提出用逻
辑量度对负载特征量化，从而保证预测的稳定性．
而负载生成技术的主要目的是生成高质量的负载样
本，对测试和机器学习训练有很重要的意义．传统负
载样本主要从更大的查询集合中随机取样组合．这
种方式导致生成的样本很难具有现实负载的查询分
布特性，随机噪声较多．而利用机器学习技术，如对
抗生成网络（ＧＡＮ）的ＧｅｎｅｒａｔｏｒＤｉｓｃｒｉｍｉｎａｔｏｒ机
制，可以由真实负载快速生成大量含典型分布特点
的样本．此外，利用利普希茨（Ｌｉｐｓｃｈｉｔｚｃｏｎｔｉｎｕｉｔｙ）
等正则化方法，可以提高负载样本的多样性．
１．２．６　数据库安全与隐私

数据库安全的基本目标是利用信息安全和密码
学技术，实现数据库数据的保密性、完整性和可用性
保护，拒绝非授权的访问，保证数据库系统的运行
安全．

（１）智能数据隐藏．根据数据的特点，智能隐藏
隐私数据，如身份证号等．数据隐藏技术主要包括
插入和替换两种方法．插入方法通过在要隐藏数

３２０２１１期 李国良等：基于机器学习的数据库技术综述

《
 计
 算
 机
 学
 报
 》



据前加一段冗余数据实现数据隐藏，接收方需要
根据特殊标识的位置信息找到隐藏的数据．而替
换方法通过字节替换或改变字节顺序实现数据隐
藏，接收方需要根据事先协商好的规则获得隐藏
的数据．现在有很多数据发现工具，能够根据数据
异常解析出隐藏的数据．归结原因还是因为隐藏
算法多使用简单的数据变化．智能隐藏技术则利
用神经网络内部高维的非线性数据变换机制帮助
提高数据隐藏的效果，比如在斯坦福大学与谷歌的
研究项目中，就曾将卫星图片转换成不易被察觉的
高频信号．

（２）智能审计．从数据预处理和动态分析两个
方面优化审计工作．首先，传统审计工作往往需要审
计人员获取大量业务数据，在对这些数据特征有了
较深理解之后，才能真正开展审计工作．智能审计将
提取信息的工作交给机器学习模型，不仅能节约人
力开销，而且可以帮助审计人员更好地决策．其次，
智能审计还要求机器学习模型能够根据用户行为来
智能防范用户对数据的窃取，基于时间序列预先防
范越权访问、修改等非法行为．

（３）安全漏洞自检测．能够自动发现系统的漏
洞．已知安全漏洞检测主要通过安全扫描检索，而未
知安全漏洞还需要做大量的测试工作，已有的未知
安全漏洞检测技术包括源代码扫描、反汇编扫描、环
境错误注入分析等等．其中软件环境错误注入分析
虽然是一种动态的检测技术，仍依赖于系统已知的
安全缺陷．Ｒｉｔｔｅｒ等人［１４］提出利用机器学习训练算
法从百万条推文中发现安全漏洞，不仅能检测出国
家漏洞数据库中大多数的已知漏洞，而且能够对潜
在漏洞进行预测和评级．
１．２．７　数据库自管理

数据库自管理技术主要指自动检测和修复数据
库中的各类软件、硬件和架构问题．其基本目标是从
管理层面提高数据库的稳定性．当前主要有自诊断、
自恢复和可视化管理工具三个方面．

（１）自诊断．自诊断指能够自动诊断数据库的
状态．一方面，要求实时监控可能发生的数据库损
坏，如块损坏、资料档案库完整性、健康检查等等．监
控的时效性关乎企业从故障中可挽回的损失．比如
由于没有提前做好恢复准备工作，２０１８年ＹｏｕＴｕｂｅ
宕机故障就曾导致超过１ｈ的服务中断．另一方面，
要求在对数据库用户干扰最低的条件下保证信息的
可用性．各类管理程序如果采样频率过于频繁，会与

用户争夺资源，反而影响数据库表现的稳定性．因
此，分布式数据库往往只保留与恢复工作密切相关
的管理进程，比如检查点（ｃｈｅｃｋｐｏｉｎｔ）、自动数据清
理（ａｕｔｏｖａｃｕｕｍ）机制等．

（２）自恢复．自恢复指数据库遇到问题时能够
自动恢复到上一健康状态．首先，数据库从开始部署
到提供服务的各个阶段都面临着各种软硬件隐患，
如配置文件丢失；数据丢失、损坏、被恶意访问；服务
器压力指数高时出现锁表、阻塞和大量慢查询等等．
我们需要选择合适的恢复和备份方式解决相应问
题．比如在Ｏｒａｃｌｅ的ＲＭＡＮ管理工具中，会对软硬
件故障进行评级（低｜高｜严重），对不同级别的故障
推荐相应的恢复策略，如严重故障就要求恢复到过
去时间点上的镜像．其次，自恢复问题往往与硬件直
接相关，需要在不同形态的数据库（单机／集群／虚拟
机）都有即时、精准的恢复能力．

（３）可视化的数据库管理工具．对于数据库管
理员（ＤＢＡ）来说，保持数据库运行在最佳状态需要
对突发问题做出迅速准确的反应．单靠ＤＢＡ人工
从大量日志数据中统计出管理信息是非常困难的．
数据库管理工具则能帮助简化数据库管理流程和日
常维护任务．从自管理工作的需求出发，这类工具至
少要具备四个方面的功能．①提供各类查询结构信
息．如ＲＤＢＭＳ给出触发器、视图、外键和存储过程
等信息；②提供负载信息．如当前正在执行的任务
信息、查询信息和算子信息等；③提供故障报告．将
各类软硬件故障和处理方法以合适的方式展示给用
户，并提供选择故障恢复策略的配置自由度；④提
供元数据查询，有效的组织系统视图，可视化当前数
据库状态，如分布式集群下各个节点的健康情况、元
组读写数目和ＩＯ负荷等等．
１．２．８　数据库支持机器学习

从以上的数据库技术中可以看出，相同的数据
库功能经常有多种方法或组件可供选择．例如数据
备份分冷／热／温三种；存储层支持多种存储引擎；优
化器提供多种计划选择策略；甚至针对不同的数据
和负载可选不同类型的数据库等等．但无论是静态
指定还是手工选择，对复杂多变的外界环境，我们都
难以只通过统计分析做出准确选择．相反，另一种思
路是将各个数据库方法乃至于整个数据库各自打包
组成组件仓库，由一套决策机制统一根据负载和数
据类型决定调用方法［１５１６］．

（１）机器学习作为用户定义函数（ＵＤＦ）．通过
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把用户自定义程序加载到数据库系统，机器学习算
法可以像内置函数一样由用户调用．ＵＤＦ在定制业
务逻辑中为用户提供了很大的灵活性．比如在机器
学习中用ＵＤＦ重载朴素贝叶斯、ＫＮＮ等分类算
法，方便数据库处理相应问题．

（２）机器学习作为物化视图．数据库也可以抽
象成一种类似马尔可夫的决策算法，其通过分析优
化器在生成查询计划中的整个流程，了解各阶段信
息的处理开销（估计器），并预测未来可能发生的变
化（缓存机制）．因此，我们可以用机器学习模型表示
数据库的处理流程，利用模型的自主学习能力对整
个流程进行优化．

（３）自动机器学习．现有数据库多是通用系统，
不能为用户的特定工作负载和数据特性选择合适的
算法．比如对于范围查询，基于Ｂ＋树查找要远远好
于其他传统索引．但是，对于Ｂ＋树、倒排索引等传
统数据结构，他们都是基于固定单一的规则存储数
据，不能根据数据分布动态地调整局部结构．因此，
更进一步，我们可以用学习模型代替传统数据库组
件，每次基于输入的数据（如离散、连续等特征）和输
出期望（如分类、回归、评估等）选择合适的学习模
型．然后利用合适的策略（如Ａｄａｍ、ＳＧＤ等）对预先
训练好的模型做快速优化（ｆｉｎｅｔｕｎｅ），最后达到提
供服务的水平．基于这个流程，我们便可以从组件调
度和操作执行两个层面实现一个基于学习的数据
库，将机器学习自动化．
１３　机器学习技术带来的挑战

机器学习技术给数据库发展带来新的机遇．但
是，由于机器学习算法对训练数据和时间有较高要
求，而且数据库技术本身存在诸多问题，二者在结合
过程中还面临着很多挑战．
１．３．１　高质量的训练数据少

机器学习算法多对训练数据有较高的要求，主
要体现在训练样本质量、训练样本数目和训练样本
多样性三个方面．

（１）样本质量．样本质量对于学习模型训练的
效果有着最为直接的影响．为了正确训练预测模型，
需要样本数据是正确、去重的．但是在数据库系统中
我们很难保证数据质量．首先，数据库系统虽然有丰
富的统计信息，但是这些信息很多不是实时更新的，
比如关系表的统计信息等．其次，这些数据会受到很
多因素的影响，比如在基数估计中，我们不仅需要考
虑数据分布信息，而且要考虑数据库各类物理操作
的执行代价．

（２）样本数目．光有高质量样本还不足以训练
出健壮的机器学习模型．以神经网络为例，如果训练
样本很小，连接权重更新次数少，模型能够探索的空
间也就非常有限，而且很可能出现过拟合的问题，缺
少对新场景的适应能力．但是很多数据库问题很难
提供足够多的训练样本．比如在负载预测中，真实场
景的用户数据往往被严格保护，难以拿到．如果不是
用于企业内部优化，很难提供足够多的负载样本给
模型训练．

（３）样本多样性．尽管成熟的机器学习模型具
备适应新问题的能力，但是多样的训练样本可以加
快模型的收敛速度，提高模型的准确性和适应性．然
而在数据库相关问题中，由于允许的训练时间有限，
往往在最初训练阶段很难获得足够多样的数据，需
要模型在较为单一的样本上先收敛到一个比较好的
状态，之后在实际场景中，面对各种情况再逐步优化
配置．比如在调参问题中，训练阶段往往只提供几种
典型的基准测试样本，需要学习模型有足够好的自
优化和探索能力．
１．３．２　训练时间过长

光有数据对机器学习来说还不够，学习模型需
要足够的训练时间来将较少的输入知识映射到输出
知识．因此，尽管原则上有更多的数据可以训练更复
杂的分类器，而实际上往往简单的分类器才能被广
泛使用．因为训练复杂的分类器需要很长的时间．同
样的，现实场景下数据库系统面临各种用户需求、上
线压力时，很难空闲足够长的时间等模型收敛．因而
数据库系统对机器学习算法的选择也有两个方面的
要求．其一，模型与业务场景适配．比如调参问题中，
很多参数都有连续的取值范围，再使用Ｑｌｅａｒｎｉｎｇ
等基于表方法的算法就要从极大规模的表中检索，浪
费时间和资源．其二，结合确定梯度下降（ＤＤＰＧ）、迁
移学习（ＴｒａｎｓｆｅｒＬｅａｒｎｉｎｇ）等提高训练效率的算
法．机器学习发展至今已经提出了很多优化训练效
率的算法．比如强化学习中ＡｃｔｏｒＣｒｉｔｉｃ算法［１７］，
利用Ｃｒｉｔｉｃ对Ａｃｔｏｒ的行为进行评估，可以加快整
体模型的收敛速度．
１．３．３　适应能力不足

机器学习算法的适应性（泛化能力）多基于测试
数据与训练数据符合相似的变化规律，如一个国家
不同地区的房价等．而当前数据库系统，面对多样的
硬件环境、用户负载和用户需求，对机器学习算法的
适应能力提出了更高的要求．

（１）多样的硬件环境．硬件环境的挑战体现在
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两个方面．①数据库处理事务的硬件环境．新的计
算、存储介质不断涌现，如ＳＳＤ、磁盘阵列、ＮＶＭ等
存储介质和ＡＭＰ、ＳＭＰ等多核ＣＰＵ架构；②针对
不同的预算、应用和负载特性等，人们往往会为数据
库配置不同的硬件环境．而不同的硬件环境能对机
器学习技术的实际表现产生很大的影响．比如，调参
技术中，很多参数与硬件强相关，如读／写元组的代
价、数据库算子开销等等．如果机器学习模型没有同
时考虑硬件特性和查询特点，对于一个新的环境，模
型需要花费较长时间纠正历史认知．

（２）多样的用户负载．用户负载多样性带来的
挑战也体现在两个方面．首先，针对不同的负载类
型，数据库不仅需要提供合适的运维策略、执行计
划、处理流程等，还要提供合适的架构存储数据．如
边缘侧（嵌入式、终端等场景），需要就近提供服务，
存在数据／服务迁移等问题；管道侧，比如流式汇聚
等场景，注重管道规划、有序性的维护，避免管道汇
聚出现拥塞等；云侧，云数据库要对数据统一管理，
维护分布式集群等．这要求机器学习技术前期充分
学习，过滤出负载中的重要因素，面对新的负载动态
调整策略．其次，混合业务的兴起增加了数据库管理
的复杂度．大量不同的负载类型往往对应着不同的
服务，如银行系统中不仅要提供交易、转账等事务型
业务，也需要进行用户数据审计、数据分析等分析型
业务．不同服务的融合导致数据库实例不能再仅仅
为某一类负载提供服务，如ＯＬＴＰ、ＯＬＡＰ等，而要
求能够支撑多种业务类型（如ＨＴＡＰ）．这类复合业
务对数据库的存储、处理和数据管理等各个方面都
有了更高的要求．

（３）多样的用户需求．不同类型的用户往往对
数据库的表现有不同的侧重．例如实时性业务需要
查询低延时；批处理业务要求较高的并行度、吞吐量
等．为了保证某一方面的性能，数据库常需要以牺牲
其他方面的表现为代价．例如，为了提升整体资源的
利用率，可以增加数据库并行连接数，但是会导致各
个连接分到的工作区减小，影响单个任务的执行效
率．在云数据库上，会存在各种用户“体验”的需求．
要使用机器学习优化数据库技术，需要机器学习模
型能够自动、快速适应不同用户的需求．并利用各种
统计、缓存、数据整理机制提高资源利用率和容错防
灾能力，进一步提升用户体验．
１．３．４　机器学习模型与数据库技术的匹配

数据库优化技术涉及到环境配置、查询优化和
缓存机制等诸多方面，发展至今仍然有很多亟待解

决的复杂问题．比如，调参方面，数据库系统中有大
量可调的系统参数，很多参数都有连续的取值空间，
而且参数之间存在复杂的隐式关系，如何找到最优
的系统配置是一个ＮＰｈａｒｄ问题；优化器方面，计
划选择的状态空间关于表的数量是指数级的，在这
样一个状态空间中找到最优计划也是一个ＮＰｈａｒｄ
问题；而索引方面，传统索引如位图、基于树的索引
等，由于本身数据结构的限制，无法有效检测“未知”
用户行为和数据［１２］，没有把用户习惯与索引的选择
关联起来．这些问题虽然都有相关的机器学习技术
可供使用，但真正将学习模型应用到实际场景下还
存在着特征选取、反馈函数设计等诸多问题．
１４　论文结构

为了帮助开发者和研究人员更好地把握当前基
于机器学习的数据库优化技术的发展情况，我们选
取五个研究较为充分而且具有现实意义的数据库研
究方向做进一步综述：

（１）第２节概要介绍数据库调参技术的研究情
况以及存在的问题和挑战；

（２）第３节概要介绍基数估计技术的研究情况
以及存在的问题和挑战；

（３）第４节概要介绍查询计划选择技术的研究
情况以及存在的问题和挑战；

（４）第５节概要介绍索引自动推荐技术的研究
情况以及存在的问题和挑战；

（５）第６节概要介绍物化视图自动选择技术的
研究情况以及存在的问题和挑战；

（６）第７节通过结合实际应用场景，进一步探
讨数据库与机器学习结合的研究前景和发展趋势．

２　数据库调参技术的研究
数据库调参技术是指通过调整系统配置优化

性能的一类技术．数据库调参是一个ＮＰｈａｒｄ问
题［４］．合适的参数配置会大幅度提高系统性能．例
如，在ＰｏｓｔｇｒｅＳＱＬ中，ＷｏｒｋＭｅｍ和Ｍａｉｎｔｅｎａｎｃｅ
ＷｏｒｋＭｅｍ等参数控制系统的内存分配方式．通过
为它们设置适当的值，我们可以有效地利用内存．随
着ＩｏＴ和云计算技术的快速演进和应用，对异质环
境下快速进行自动化调参的需求日益迫切．目前已
经有很多数据库调参方面的研究成果［４，８１０］．基于方
法本身能否从历史任务中学习的特点，我们可以将
这些方法分成传统的（非学习）调参方法和基于自学
习的调参方法（见表１）．
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表１　数据库调参技术的相关工作
领域 方法 优点 不足 适用场景 表现适应能力

数据库

专家决策 有经验保障；满足基本需求 手工配置耗时耗力；
难与实际场景同步 单机，负载单一 低 低

静态规则；统计学方法［１８］ 基于规则选择；易于实现 可应对的场景有限；
只能调少量参数 单机，负载单一 低 低

启发式搜索［４］ 自动调参；调参速度快
难以保证在资源限制
内找到合适配置；不
能记忆历史经验

单机，分析型负载 低 低

基于机器
学习技术

特征抽取、传统
机器学习［９］ 自动调参；记忆训练经验 管道式架构；有特征损

失；需要大量优质样本 单机，负载模式固定 中 高

深度强化学习［１０］ 自动调参；效率高；小样本 只支持负载级别调参；
没有考虑负载特征 云数据库 高 中

大数据
分析引擎

随机抽样；图论［１９］ 存储开销较小；调参速度快 调参方案少；不能利
用历史采样经验 单机，场景单一 低 低

基于机器
学习技术

递归搜索；传统
机器学习［２０］

不用实际跑负载测试；探索
速度快

可调参数少；启发式
算法，稳定性低 单机，分析型负载 中 低

随机森林；深度
学习［２１］

调参效率高；基于多个网络
的推荐结果，稳定性高

网络输入只考虑参数
的默认值

单机／分布式数据
库，负载模式固定 高 低

２１　传统调参技术
在传统生产场景下，数据库调参单纯依赖于数

据库管理员（ＤＢＡ）．这些专家先通过手工反复实验
得到统计数据，再根据经验决定配置方案．这里存在
两个问题．首先，数据库一般具有高维参数空间，在
有限资源下几乎不可能遍历整个空间来获得最优
解．而通过对高维空间合理抽样来获得最优子空间
对人来说是一件很困难的事情．此外，由于为每个参
数样本重跑负载需要耗费较长时间，数据库专家往
往需要数周的时间来最终得到合适的数据库配置．
这不仅导致了大量的人力、资源开销，而且难以与动
态变化的实际工作场景同步．因此有些人尝试用一
些经典算法和概率模型来解决这些问题．
２．１．１　辅助决策的调参工具

当下有很多数据库调参的辅助工具．按方法大
体可以分成两种：基于规则的调参工具和基于概率
模型的调参工具．

（１）基于规则的调参工具．这类工具往往是由
数据库厂商根据某一种数据库的特点设计出来．它
们负责捕获数据库状态、表现和关键参数对数据库
表现的影响程度，将结果呈现给用户，并给出参数调
整的意见．比如ＭｙＳＱＬＴｕｎｅｒ①，它能够收集数据库
的状态数据（如存储引擎信息、数据库活动等）．根据
这些数据，会用固定的规则推荐一些修改参数的策
略，例如“启用慢查询日志来排除错误查询”．这类工
具存在两个问题．首先，基于规则的算法能够处理
的场景是有限的．面对多变的数据库环境和复杂的
参数配置情况，难以保持很好的表现．此外，这类工
具一般不具有普适性．它们对调参对象的种类乃至

版本号都有固定的限制，而且维护起来非常耗时
耗力．

（２）基于经验模型的调参工具．另一种工具基
于经验模型，通过从大量测试中总结“模糊规则”，
发现数据库表现与配置间的相互关系，并通过可视
化的方法动态呈现响应曲线，帮助专家直观地选择
满足表现要求的配置．比如Ｗｅｉ等人［１８］提出的一种
基于模糊规则的调优工具，它主要包括三个阶段：其
一，他们从自动负载仓库（ＡｕｔｏｍａｔｉｃＷｏｒｋｌｏａｄ
ＲｅｐｏｓｉｔｏｒｙＡＷＲ）中提取调优相关的数据．ＡＷＲ
是Ｏｒａｃｌｅ的一个表现测试工具，他们利用ＡＷＲ获
取负载、数据库状态、表现统计等信息．其二，通过在
不同的配置下重复执行负载，他们观察表现量度与
不同配置之间的关系，总结出调优相关的“模糊规
则”．但是这些模糊规则不具有复用性．首先，在不同
场景下需要重新统计．其次，每次统计都要从头开
始，而不能基于历史经验进行．其三，基于得到的经
验模型，调优工具可以为数据库管理员针对性地推
荐参数．
２．１．２　基于启发式算法的自动调参系统

另一种办法则是利用启发式的算法自动化整个
调参过程．Ｚｈｕ等人［４］提出了一个基于搜索的调参
系统．其核心算法主要由两部分组成．首先，划分与
分治取样（ＤｉｖｉｄｅａｎｄＤｉｖｅｒｇｅＳａｍｐｌｉｎｇ）把整个犖
维参数空间离散化：每个参数的取值范围划分成犽
段，每一段随机取一个值．这样整个参数空间便转化
成由犽犖个点组成的样本空间，为了保证抽样的多样
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性，要求每个参数值只能被取样一次．然后，有界递
归搜索算法（ＲｅｃｕｒｓｉｖｅＢｏｕｎｄＳｅａｒｃｈ）每次在抽样
空间中随机选取犽个样本测试，得到表现最好的点
犆０．再以犆０为中心划分出下一次的抽样区域．这样
迭代，直到不能得到表现更好的点或者达到资源
限制．

以上方法主要体现了两类思路：（１）专家根据
经验给出有限的调参规则；（２）抽样探索参数空间，
在有限的资源下找到表现最好的区域．但问题是无
论是人还是经典非学习算法，解决这类复杂的ＮＰ
问题并不能达到令人满意的效果，往往只能得到固
定的次优解．此外，它们都没能充分利用历史数据．
也就是说，在每次重新启动调参过程后，都要从头开
始，而不能基于之前训练得到的经验进一步优化模
型．长期来看，这不仅会导致大量的资源和时间浪
费，而且使得调参能力滞留在较低水平．
２２　基于机器学习的调参技术

针对传统调参技术中的不足，越来越多的人转
向机器学习领域．不同于基于规则的传统编程方式，
成熟的机器学习技术从数据（训练样本）中学习输入
与输出之间的依赖关系，从而能对未知的输入做出
较为准确的预测．对于调参问题，由于很难给出一个
场景下的最优配置，获取大量的标签数据变得非常
棘手．所以选择合适的特征和学习模型变得十分重
要．已有的研究成果中，人们主要使用了传统机器学
习和深度强化学习两种技术．
２．２．１　基于传统机器学习的调参技术

传统机器学习包括线性回归、决策树等多种经
典模型．其利用大量样本进行模式分类、回归分析和
概率密度评估等．但这些模型在应用前往往要先进
行复杂的特征工程，来获取更好的训练数据特征．

在Ｄａｎａ等人［１０］基于大规模的机器学习方法提
出的调参系统ＯｔｔｅｒＴｕｎｅ中，他们就主要采用高斯
过程（ＧａｕｓｓｉａｎＰｒｏｃｅｓｓ）为当前负载推荐合适的参
数．为了在探索（获得新知识）和开发（根据现有知识
进行决策）之间权衡，高斯过程将参数与负载的关系
视作多元高斯联合分布．任意数据集中狀个观测量
狔＝｛狔１，…，狔狀｝都与一个随机变量关联，通过改变噪
声水平决定样本是根据最优策略生成（开发）还是随
机选择产生（探索）．此外，在默认情况下，高斯过程
提供了置信区间（ｃｏｎｆｉｄｅｎｃｅｉｎｔｅｒｖａｌ），即被测量参
数测量值的可信程度，决定把哪些学到的知识持久
化下来．整个调参过程可以分成特征抽取和参数学
习两个部分．

（１）特征抽取．特征抽取是指从原始的输入／输
出空间中，只选择与目标关系最紧密的一小部分特
征真正用于模型的输入／输出．由于ＯｔｔｅｒＴｕｎｅ主要
根据当前负载的特性来推荐参数，提取负载特征来
反映与参数之间的关联是非常重要的．ＯｔｔｅｒＴｕｎｅ
从两个方面进行了特征选择：第一种是逻辑特征，包
括查询语句和数据库ｓｃｈｅｍａ的特征．另一种是数
据库内部状态，即负载在执行时的状态变化量，如
读／写页数和查询缓存利用率等．对于这些特征，
ＯｔｔｅｒＴｕｎｅ首先利用因子分析（ＦａｃｔｏｒＡｎａｌｙｓｉｓ）过滤
无关特征，再利用简单的无监督学习方法犽ｍｅａｎｓ，
选择犓个与参数关系最密切的特征，作为调参模型
的真实输入．特征抽取只是帮助一些相对简单的算
法来处理调参这样的复杂问题．往往过滤掉的特征
中仍然具有大量的有用信息未被充分利用．

（２）参数学习．在抽取负载特征后，ＯｔｔｅｒＴｕｎｅ
将当前负载犠映射到一个最相似的负载模板犠′．
然后运行高斯过程模型，生成一组与输入相关联的
服从高斯分布的随机变量值，作为犠′的最优参数推
荐给数据库，用于执行犠．ＯｔｔｅｒＴｕｎｅ还会单独将
犠输入给调参模型，进一步优化模型．在训练阶段，
ＯｔｔｅｒＴｕｎｅ会提高高斯过程的噪声值，增大探索未
知参数空间的概率．

传统机器学习具有较强的泛化能力，使得这类
调参系统在不同的数据库环境下都有较好的表现．
此外，它能够有效利用在历史任务中学到的经验，应
用在未来的调参工作中．但是，这种方法也有很多不
足．首先，这类方法采用一种管道式架构，上一阶段
获得的最优解并不能保证是下一阶段的最优解，而
且不同阶段使用的模型未必可以很好地配合．其次，
它需要大量高质量的样本用于训练模型，而这些样
本是很难拿到的．比如，数据库表现受磁盘容量、
ＣＰＵ状态、负载等很多因素的影响，很难去大量复
现相似的场景．此外，仅仅使用高斯回归等模型很难
优化数据库调参这种有高维连续空间的问题．这
些问题也说明了引入功能更加强大的学习模型的必
要性．
２．２．２　基于深度强化学习的调参技术

强化学习（ＲＬ）开始是为了解决博弈论问题而提
出的．它本质上是提供了一种框架，使学习者（ａｇｅｎｔ）
能够在特定场景（ｅｎｖｉｒｏｎｍｅｎｔ）中采取行动，并按离
散时间在与环境的交互中学习．与传统监督学习不
同，ＲＬ不需要大量的标注数据．相反，通过尝试和
错误，ａｇｅｎｔ反复优化行为选择的策略，以最大化目
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标函数．通过探索和开发机制，ＲＬ可以在探索未知
空间和开发现有知识之间做出权衡．但是，由于传统
ＲＬ算法（如Ｑｌｅａｒｎｉｎｇ等）都是基于离散的动作，
如在Ｑｌｅａｒｎｉｎｇ中还需要专门存储每个行为的评
估值（Ｑｖａｌｕｅ），导致这类方法难以应对像调参这样
有高维连续输出的问题．因而Ｍｎｉｈ等人［１９］提出了
一种结合ＲＬ和深度学习方法的深度强化学习模型
（ＤｅｅｐＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ），以解决先验知识
有限、状态空间巨大的问题．
Ｚｈａｎｇ等人［１０］利用ＤＲＬ方法提出了一种端到

端的调参系统ＣＤＢＴｕｎｅ．它面向云数据库场景．在
收到用户在线调优请求后，它从用户处采集工作负
载，然后内部的ＤＲＬ模型根据当前数据库状态推荐
数据库参数，并在线下数据库中执行负载，记录当前
状态和性能用于训练ＤＲＬ模型．接下来，它使用通
过离线训练获得的模型进行在线调整，最终推荐那
些与在线调优中的最佳性能相对应的配置．如果优
化过程终止，还需要再次更新ＤＲＬ模型和内存池．

为了解决数据库调参这类有连续的输入／输出
空间的问题，ＣＤＢＴｕｎｅ采用一种基于策略的深度
强化学习方法：深度确定性策略梯度算法（Ｄｅｅｐ
ＤｅｔｅｒｍｉｎｉｓｔｉｃＰｏｌｉｃｙＧｒａｄｉｅｎｔ）．不同于ＤＱＮ等［２２］

其他ＤＲＬ方法，ＤＤＰＧ不需要为每个行为计算和存
储Ｑｖａｌｕｅ．它的ａｇｅｎｔ包括ａｃｔｏｒ和ｃｒｉｔｉｃ两个深
度神经网络．首先，它从数据库中获取负载、参数、表
现指标等数据，向量化成网络可以识别的张量．然
后，在不同负载下，ａｃｔｏｒ可以根据当前环境的状态
值直接给出合适的参数值，ｃｒｉｔｉｃ对每次行为进行评
估，对ａｃｔｏｒ进行更新．最后，ｃｒｉｔｉｃ基于每次推荐后
的反馈值进行更新．

利用ＤＲＬ模型高效的训练模式，这类调参技术
可以极大地提升调参效率．首先，ＤＲＬ不需要大量
的标签数据来训练网络．因为在一种负载下，就可以
迭代产生多个训练样本．其次，融合ＭＤＰ、Ｂｅｌｌｍａｎ
和梯度下降等思想，网络能够迅速向目标拟合．

然而，ＣＤＢＴｕｎｅ也有一些不足之处．首先，它是
负载级别的调参，而负载中不同语句之间往往会有
不同的最优参数空间，导致对总体优化效果的制衡．
此外，参数推荐只考虑了数据库状态，并没有直接结
合负载特征进行分析，有一定的局限性．

因此，Ｌｉ等人［８］提出了一种基于深度强化学习
的对查询感知的自动调参系统ＱＴｕｎｅ，从３个方面
解决ＣＤＢＴｕｎｅ中遗留的问题．其一，为了提高调参
对不同负载的适应能力，ＱＴｕｎｅ在查询计划级别对
负载特征（如读写比例、使用的关系表、执行代价等）

进行编码，对执行开销做预估计．其二，为了进一步
提高调参表现，ＱＴｕｎｅ采用了一种面向调参问题的
深度强化学习算法（ＤｏｕｂｌｅＳｔａｔｅＤｅｅｐＤｅｔｅｒｍｉｎｉｓｔｉｃ
ＰｏｌｉｃｙＧｒａｄｉｅｎｔ，ＤＳＤＤＰＧ），不仅基于ＡｃｔｏｒＣｒｉｔｉｃ
算法，提高训练效率；而且在强化学习的状态特征中
综合负载、数据库状态指标、当前参数值等特征，提
高调参策略的准确度和适应能力．其三，为了更好地
满足不同用户对数据库性能的需求（如低延迟、高吞
吐量等），ＱＴｕｎｅ增加Ｑｕｅｒｙ２Ｃｌｕｓｔｅｒ模块，先对所
有用户负载根据参数偏好进行聚类，然后对相同类
中的查询做批量调参和执行，从而平衡吞吐量和延
迟两方面的需求．然而目前ＱＴｕｎｅ仍然基于单机数
据库，没能解决在分布式集群上为多个实例进行调
参的问题．
２３　面向大数据分析引擎的调参技术

大数据时代，除了需要数据库在分布式架构下
面向不同的业务类型高速读写数据，提高分析引擎
处理数据的能力也是一个重要的方向．从实现大数
据并行计算的Ｈａｄｏｏｐ，到支持内存计算的Ｓｐａｒｋ，
再到现在广泛用于大规模流处理的Ｆｌｉｎｋ，分析引擎
不断融合新的组件和功能来迎合不同场景的大数据
处理需求．这也导致了分析引擎的内部配置更为复
杂．调参工作显得尤为重要．
２．３．１　基于经典算法的大数据分析引擎调参技术

目前在分析引擎调参领域主要涉及图论、启发
式算法和简单的机器学习模型等多种经典算法．
Ｇｏｕｎａｒｉｓ等人［２０］提出利用图解算法构建候选配置
空间．该空间用图的形式表示：每个点表示１５种固
定的可选调参方案（每种方案下只修改１～２个参
数），点之间的边表示方案的组合关系．算法每次首
先对１５种可选的调参方案随机组合，生成大量的配
置样本．然后在不同样本下运行代表性应用，选择最
好表现的参数组合添加到候选配置图中．该方法在
已有经验（１５种基本方案）基础上探索更加复杂的
调参模式来达到更好的效果．但它本身有很大的局
限性．首先，整个配置图只有１５个节点，相比于高维
的参数空间（如Ｓｐａｒｋ中有约１９０个可调参数）基数
过于小．其次，采用随机抽样的方法不能利用历史经
验，会造成大量没必要的时间和资源开销．

而Ｎｇｕｙｅｎ等人［２０］则将参数推荐定义为一种
搜索问题．他们首先使用拉丁超立方抽样（Ｌａｔｉｎ
ＨｙｐｅｒＣｕｂｅＳａｍｐｌｉｎｇ）减小搜索空间．然后利用简
单的机器学习方法（如ＤｅｃｉｓｉｏｎＴｒｅｅ、ＳＶＲ等）训练
出一个表现模型，其能够预估指定应用在推荐配
置下的运行时间．最后，使用递归随机搜索方法
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（ＲｅｃｕｒｓｉｖｅＲａｎｄｏｍＳｅａｒｃｈ），从样本空间中搜索最
佳参数配置．虽然这种方法也先做了参数过滤，但是
对保留的参数特征没有做范围限制，有利于探索表
现更好的子空间．其次，它利用表现模型预测运行时
间，避免了应用实际运行浪费的时间，从而大大提高
了训练效率．
２．３．２　基于深度学习的大数据分析引擎调参技术

目前学习算法在分析引擎中的应用还处于起步
阶段，相关研究主要使用深度神经网络模型完成调
参任务．Ｇｕ等人［２１］提出了一种参数预测模型与表
现模型相结合的方法：参数预测模型由犕个神经网
络组成．每次调参任务下，犕个网络根据默认配置
推荐犕套参数．表现模型是一个随机森林，它综合
考虑应用、系统资源和集群信息，对这犕套参数进
行评估，选择最好的参数实际用于应用执行．这种方
法利用神经网络强大的学习能力探索连续高维的参
数空间与应用表现之间的映射关系．但其不足之处
是，对于单个网络，输入仅有配置默认值，很难保证
网络能够学到合理的映射模式．

针对Ｓｐａｒｋ这类大数据分析引擎，以上方法并
没能利用分析引擎不同于传统数据库的两点重要特
性．首先，集群模式下，多个节点协同工作为一个应
用服务．调参工作应该同时考虑集群特性，以总体表
现作为优化目标．其次，分析引擎往往具有多个上层
组件，例如Ｓｐａｒｋ上的ＳｐａｒｋＳＱＬ、ＭＬｌｉｂ等，导致
Ｓｐａｒｋ配置中不仅包括整个集群共用的公有参数，
还有各个组件的私有参数．简单地将所有参数作为
模型的输出，很难探索或学习出这两类参数的依赖
关系．
２４　未来方向

随着时代发展，主流业务场景已经从原始的单
机作业向云端迁移．而且分布式的计算场景日益多
样化，诸如集群计算、边缘计算等．数据库调参技术
也不能单单考虑在单机数据库上的表现．相反，调参

技术在多粒度服务和环境适应性方面的表现正在成
为关注的热点［３］．多粒度服务指的是调参技术不单
单要能够以数据库作为调参对象，而且能够针对用
户、负载或者单条查询进行动态调参．甚至于可以快
速学习分析类查询的配置偏好，批量处理有相同配
置偏好的查询．而环境适应性指的是调参技术能够
快速适应用户、负载、硬件环境乃至数据库等多种级
别的迁移，保持足够好的表现．

３　基数估计技术的研究
代价估计是数据库查询优化的重要组成部分，

不论是枚举、动态规划还是启发式算法选择最优执
行计划，都必须依赖于准确的计划估计代价，其重要
性甚至大于执行计划选择算法本身．传统的数据库
查询代价估计组件主要由两部分构成，基数估计器
（ｃａｒｄｉｎａｌｉｔｙｅｓｔｉｍａｔｏｒ）和代价模型（ｃｏｓｔｍｏｄｅｌ）．基
数估计作为传统数据库查询优化的重要环节已经被
研究了数十年，但是目前最先进的用于生产环境中
的基数估计器依然存在很大误差．误差甚至能够达
到几个数量级．在如此大的基数估计误差的情况下，
查询优化器无法准确估计执行代价，从而使得构建
出来的执行计划无法达到很好的性能．根据Ｌｅｉｓ等
人［２３］在实际数据集上的测试，代价估计的挑战更多
来自于基数估计的准确性问题．至于代价模型，也是
在实际生产环境中被反复调整，部分系统运行的细
节已经被细致考虑，比如在ＰｏｓｔｇｒｅＳＱＬ中包含了
超过４０００行Ｃ语言代码来实现代价模型．即使这
样，数据库查询代价估计仍然面临两种挑战：（１）设
计一个更加准确健壮的基数估计器；（２）基于端到
端架构实现自动代价估计．下面我们分别从传统基
数估计和基于学习的基数估计两个方面对现有技术
进行介绍（见表２）．

表２　基数估计技术的相关工作
方法 优点 不足 使用场景 表现适应能力

基于统计的
基数估计技术

直方图统计［２４］ 简单，被广泛使用 折衷估计误差和时空代价 被广泛使用 中 高
数据画像，线性哈希
算法［２５２９］

实现对不同数据个数的
估计

需要额外的位图空间和精
心设计的哈希函数 单列数据估计 中 低

基于索引的采样估计［３０］ 更加精确估计，面向连
接查询的估计

需要额外的空间存放采样
数据；存在０ｔｕｐｌｅ问题 内存数据库 中 中

基于学习的
基数估计技术

对查询建模的监督
学习方法［３１］

目前最精确快速的基数
估计

需要大量训练；
泛化能力不足

离线训练，
在线估计 高 低

对执行计划建模的
学习方法［３２３５］

对查询的表达能力强；能
够同时估计基数和代价

需要大量训练；
泛化能力有限

离线训练，
在线估计 高 中
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３１　传统基数估计技术
目前已有的传统数据库基数估计技术分为直方图

（ｈｉｓｔｏｇｒａｍ），数据画像（ｓｋｅｔｃｈｉｎｇ）和采样（ｓａｍｐｌｉｎｇ）
三类方法．基于直方图的方法针对的是真实数据库
中，每一列值的分布并不是均匀的，为了拟合数据的
真实分布，维护一个直方图来保存每一个数据范围
的信息．基于画像的基数估计依赖于事先构建的数
据表统计信息，集合基数估计常用的方法是使用一
个哈希函数将数据映射到位图（ｂｉｔｍａｐ）上，然后对
位图进行基数估计，对这类算法的研究和改进包括
ＭｉｎＣｏｕｎｔ［３６］等．对于多表连接查询的基数估计则
采用经验公式，这种方式容易产生很大的基数估计
偏差．随着内存成本的下降，内存数据库兴起，基于
采样（Ｓａｍｐｌｉｎｇ）的基数估计方法被广泛研究，基本
的方法是将查询应用在从原始数据中采样出来的小
数据集上来获得对整体分布的估计，这种方法在内
存数据库Ｈｙｐｅｒ中已经被应用．
３．１．１　基于直方图（Ｈｉｓｔｏｇｒａｍ）的算法

基于直方图的算法［２４］根据边界［犫１，犫２，…，犫狀］
将列数据划分成若干份，并且统计如下信息，一个是
该属性位于犫犻－１和犫犻之间的元素行数，另一个是位
于此范围不同的元素行数，这种直方图间隔也被称
作是分桶．直方图被分为两种类型，等宽直方图和等
深直方图．等宽直方图是指所有的分桶都具有同样
的宽度，犫犻＝犫犻－１＋狑，狑对于所有的犻是一个定值．
等深的直方图指的是每个分桶中含有的元素行数是
一致的（但是宽度可能不同）．等深的直方图相比于
等宽而言更加适应倾斜的数据．

等宽直方图的桶宽计算方法如下，假设一列数
据的最大值是犕犃犡，最小值是犕犐犖，那么桶宽就
是（犕犃犡－犕犐犖＋１）／犖，其中犖是桶的个数．如果
查询条件是一个相等查询，那么我们可以用直方图
中存储的对应桶的行数除以桶的宽度来计算查询条
件过滤之后的基数．对于范围查询，叠加所有被查询
范围完全覆盖的桶的行数，对于范围边缘的桶，用覆
盖的宽度除以桶的宽度作为覆盖比，然后乘以桶的
基数和之前叠加的行数相加得到最终的估计的
基数．

等深直方图的深度计算方法如下，假设一列数
据一共有｜犚｜条元组，如果分成犖个桶，那么每个桶
中将近似包含｜犚｜／犖条元组．等深直方图能够突出
高频数据值的重要性，所以更加适应于倾斜分布的
数据．对于等值查询，估计的基数等于对应桶的总行
数除以桶的宽度（桶的范围）．对于范围查找，范围中

间桶的基数叠加，范围边缘的桶的基数按覆盖比例
叠加．

直方图方法中桶的宽度（深度）和直方图占用的
空间是一个折衷，宽度（深度）越小，那么数据刻画就
越精细，能够估计的基数就更加准确，但是直方图占
用的空间也更大，检索速度也更慢．
３．１．２　基于数据画像（Ｓｋｅｔｃｈｉｎｇ）的统计方法

这类算法主要针对的是数据集合中不同元素个
数的估计，实现这个估计最简单的方法是使用一个
容量等于全局元素数量的位图（Ｂｉｔｍａｐ）．这个位图
初始化为全零，之后扫描全表，将遇到的所有的元素
的对应位置标记为１．一遍扫描之后，只要计算位图
中１的个数就能得出准确的不同元素个数．这种方
法估计精确．但是需要的位图可能很大，而且全表扫
描的代价也是不能接受的．所以单纯使用位图的方
法是不可行的，但是位图在现行的方法中依然扮
演着举足轻重的角色．使用排序（Ｓｏｒｔｉｎｇ）取出重复
元素也是传统的统计不同元素个数的方法，但是排
序本身就是个昂贵的操作，所以对于当今的大数据
集也是不可用的．哈希法（Ｈａｓｈｉｎｇ）可以通过一次
扫描对数据进行去重，这样比排序要快很多，但是十
分消耗内存，为了减少碰撞，哈希表可能需要很大的
空间而难以放入内存．综合上面的方法，布隆过滤
（ＢｌｏｏｍＦｉｌｔｅｒ）结合了位图和哈希技术，维护一个保
存哈希的位图，但是这种方法也需要事先知道元素
个数的上界．

Ｔｓｃｈｏｒｓｃｈ等人［２５］提出了一种ＦＭ算法，他们
发现通过一个良好的哈希函数，可以将任意数据集
映射成服从均匀分布的随机值序列，然后利用随机
假设进行估计．进一步地，他们计算了哈希值后缀中
连续０的个数，发现在随机数集合中，如果哈希值的
二进制后缀有犽个连续的０值，则集合中大约有２犽
个不同的元素．ＦＭ的作者还指出使用随机平均
（ｓｔｏｃｈａｓｔｉｃａｖｅｒａｇｉｎｇ）可以将每个元素的处理时间
减少到犗（１）并且获得和ＦＭ同样的效果，这种算法
叫做随机平均概率计数（ＰＣＳＡ），该算法基本思想
是尽可能将所有不同的元素分到犿个桶中，然后通
过估计每个桶的基数近似估计全局．

但Ａｌｏｎ等人［２７］指出ＦＭ算法基于理想的随机
哈希函数假设是不现实的，取而代之的是，他们使
用线性哈希算法，并且使用位图中前置的０的个数
来估计不同元素个数，但是这种算法受到异常哈希
值的影响较大，效果不如ＦＭ算法．ＬｏｇＬｏｇ算法是
Ｄｕｒａｎｄ和Ｆｌａｊｏｌｅｔ提出的一种基于ＡＭＳ的算
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法［２８］，它使用ＰＣＳＡ算法解决基数高估问题而且该
算法只需要Ｌｏｇ２Ｌｏｇ２（犖）的内存．ＳｕｐｅｒＬｏｇＬｏｇ［２６］
是ＬｏｇＬｏｇ算法的一个优化变种，这种算法降低了基
数估计的方差并且减少了空间代价．ＨｙｐｅｒＬｏｇＬｏｇ［２６］
类似于ＬｏｇＬｏｇ算法，但是它使用调和平均数来降
低方差．

还有一类基于线性映射的方法，包括线性计数
（ＬＣ）［２７］和布隆过滤（ＢｌｏｏｍＦｉｌｔｅｒ）［２９］．基本思想是
使用线性哈希函数将数据均匀映射到位图上，根据
位图上每个位置被访问到的次数，利用极大似然对
基数进行估计．后者为了在有限的空间中减少哈希
结果碰撞，使用了多个独立的哈希函数，每个元素可
以被映射到固定数量（少于函数个数）的位置上，布
隆过滤的方法已经被广泛使用．
３．１．３　基于采样的方法

采样是一种能够替代基于统计法的基数估计方
法．它不依赖于特定假设，能够发现一些偶然的关联
从而获得更加准确的估计．尽管这种方法被研究了
几个世纪，还是很少有系统将其用于生产环境，究其
原因是磁盘输入输出代价过于昂贵．但是现在随着
内存价格的下降，出现了很多内存数据库，使得基于
采样的基数估计更加实用．简单的基于采样的方法
就是从数据集中随机采样一小部分数据，将查询语
句应用在小数据集上获得一些结果，然后根据采样
比估计出整体的结果数目．这种方式对于单数据集
估计是有效的，但是对于多表连接操作则面临很多
问题，比如有效采样可能会随着连接表数量的增加
而快速减少从而使得采样效果低下．针对这个问题，
Ｌｅｉｓ等人提出了一种基于索引的采样技术［３０］．这个
技术基本思想是使用基于索引的相关采样替代每个
表的独立采样．独立采样会造成有效采样衰减的问
题，所以对于犃表和犅表的连接，可以随机对犃采
样犖条，但是采样犅的时候，首先在犅索引中扫描
犃的采样值的键，生成出所有犅种和犃采样有关联
的元素，然后对这些元素进行采样，这样犃和犅连
接之后的采样依然可以保证是犖条而不会衰减．这
种方法的优点是效率高，准确性好，缺点是依赖于索
引，不够灵活．
３２　基于机器学习的基数估计

传统基于统计的基数估计的方法存在很大的误
差，基于采样的方法在估计多表查询时存在有效采
样衰减的问题，而基于索引的采样技术强依赖于索
引结构．近期的工作表明［３１３２］，利用机器学习可以实
现高效、准确、可靠的基数估计方法．使用机器学习

算法进行基数估计大致可以分为两类，一类是只利
用查询语句本身建模．这种方法仅从查询语句本身
抽取特征，不需要基数估计器访问数据表，也不需要
知道查询的具体执行方式．但是不能保证足够好的
准确性和稳定性．另一类是面向查询执行过程的建
模，它基于查询优化器，支持执行计划级别的基数估
计．此外，它也可以直接对执行计划的代价进行学
习，而不需要优化器的参与，从而节省了对代价模型
参数进行调节的环节，使基数估计模型在特定环境
中更加健壮，同时具有多环境的自动迁移能力．
３．２．１　面向查询的基数估计

传统线性的机器学习算法存在包括对高维数据
抽象能力不足等诸多缺点．最新的基于查询的基数
估计算法［３１］提出一个多集合卷积神经网络．该网络
由多个卷积神经网络堆叠而成，能够分别学习关系
表数据、查询条件、连接条件之间的关系，从而学习
一条查询语句的基数值．它利用神经网络估计整个
数据库中可能存在的查询的结果基数．实验显示该
算法模型估计出的结果基数远优于ＰｏｓｔｇｒｅＳＱＬ以
及基于采样的传统基数估计算法．首先，利用深度学
习技术，它可以高效地学习关系表数据、查询条件、
连接条件之间的关系，比较高效地预测小查询．其
次，查询不用预先分类，特征也不仅仅局限于数值型
的值，所有的查询中存在的信息都可以通过独热编
码和数值归一化表示出来，对于涉及到表的数量较
多的大查询也具有一定的泛化能力．但实验结果显
示，它对于复杂谓词的学习依然很困难．此外，数据
库查询多属于声明性语言（如ＳＱＬ），不包含具体的
物理操作，所以单纯依赖查询进行基数估计有着严
重的性能提升瓶颈．
３．２．２　面向执行计划的基数估计

研究人员试图进一步在执行计划中学习结果分
布［３２３５］．由于查询计划树的构建过程是分步的，所有
这类方案对于新一代的基于深度学习的优化器有很
大吸引力．最近的文章［３２］提出使用强化学习的方式
来学习，通过学习每个多表连接子树的表示获得一个
通用的状态表示．这种方法基于左深度（ＬｅｆｔＤｅｅｐ）
的查询计划构建方式，输入数据是经过独热编码的
执行计划（每个节点单独编码）．模型中每个神经网
络是一个单元，输入是已经执行的子查询计划的表
示犺狋和构建下一个查询计划所加入的新动作犪狋，输
出是新的查询计划的表示犺狋＋１，使用一层全连接神
经网络表示和学习这个映射犖犖ＳＴ：（犺狋，犪狋）→犺狋＋１．
除了状态转换映射犖犖ＳＴ之外还需要学习一个观测
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网络犖犖ｏｂｓｅｒｖｅｄ，利用每层对应的真实基数值，可以
很好地训练这两层网络．这种方式的优势在于网络
可以在不同长度的执行计划中被反复调整直到适应
所有的子查询，根据计划特性提供更精准的基数估
计．此外，通过解析执行计划，它对于不同类型查询
的适应能力也大大提升．劣势在于目前使用的神经
网络模型在一些场景下不适用，如不支持灌木丛
（ｂｕｓｈｙ）的计划构建方式．所以为了支持不同结构
的执行计划，Ｓｕｎ等人［３５］提出一种基于树形长短期
记忆网络的基数估计框架．首先，由于常见查询计划
都是二叉树结构，他们用一种树形模型来表示子查
询计划，每个节点是一个ＬＳＴＭ单元，通过传递中
间节点特征，可以同时学习查询基数和开销．其次，他
们在特征提取中同时考虑了查询特征（如过滤条件、
关系表）和物理操作（如算子、连接顺序）．我们将这些
特性嵌入到我们的树结构模型中，并利用一种有效的
字符串编码方法，提高谓词匹配的泛化能力．
３３　未来工作

之后的基数估计研究将着力于构建一个高效、
健壮、可用的面向查询优化的代价估计器．主要是基
于树形结构的模型，对查询执行计划进行特征工程，
包括考虑如何对谓词表达式，节点操作进行编码，其
中谓词表达式本身也是一个树形结构，而且表达式
种类很多，包括连接条件，过滤条件，条件中的值存
在数值类型，字符串类型等．复合表达式也包括多种

连接符和逻辑符号等，所以表达式的估计是当前基
数和代价估计的难点．目前工作将数据的ｂｉｔｍａｐ加
入特征向量中用于辅助学习，之后将寻找一种能够
不用借助采样就能够独立学习的模型．

此外，目前的基数估计和代价估计是两个不同
的阶段，这两个阶段都需要人去调整参数，存在较大
误差．后面的工作将寻找一种模型能够同时解决这
两个相关问题，让基数和代价能够互相帮助和调整，
最终为查询优化器提供高效可靠的优化依据．

４　查询计划选择技术的研究
数据库的计划选择器一直是数据库领域一个重

要的研究问题．对于一个查询语句，数据库的计划
选择器会生成相应的连接计划．不同的连接计划对
于查询效率有非常大的影响．ＳＱＬ的连接计划一般
以树的形式（ＪｏｉｎＴｒｅｅ）给出，它的状态空间的大小
关于表的连接数量是指数级的．在这样的一个状态
空间中，找到最好的计划是一个ＮＰｈａｒｄ的问题．
以数据库的估计器为衡量指标，不同的计划选择器
算法，通过不同的方法在状态空间中进行枚举，最后
选择估计代价最低的计划．目前已经有许多的计划
选择算法被提出，根据算法选择连接顺序使用的基
准不同，我们将算法分为传统的静态连接计划选择
算法和自适应性的Ｊｏｉｎ计划选择算法（见表３）．

表３　查询计划选择技术的相关工作
方法 优点 不足 适用场景 表现适应能力

静态的
计划选择

动态规划［３７］，右深树，
ｚｉｇｚａｇ，左深树

能给出理论上该搜索空间
最好的计划 计算开销大；选择时间长 有准确的代价估计器，且

关系表数量不多 中 低
随机采样，启发式
搜索［３８］ 节约时间 不能保证计划质量 有准确的代价估计器，且

关系表数量不多 低 高

基于学习的
计划选择

选择度估计，深度学
习［３９］

根据执行结果调整估计
器，提高代价器的准确度

准确度受估计器限制；要
存储历史计划，增加存储
开销

在估计器估计不准时准确，
采集运行结果进行微调 中 中

强化学习［１１，４０４２］
计划的性能不受限于估计
器；提高选择效率；直接以
运行时间为反馈，更加精准

传统ＲＬ方法泛化能力弱；
现有深度强化学习方法的
模型表征能力有待提高

关系表的数量较多；没有
精准的代价模型 高 中

４１　静态计划选择算法
连接计划选择算法在给定一个ＳＱＬ时决定执

行计划的连接计划，不同的连接计划会产生不同的
代价．静态的连接计划选择算法使用确定的估计器
作为连接计划的评估指标．这个估计器往往是人们
根据经验和实际情况设定的，涉及到对结果的基数
估计，ＣＰＵ和磁盘的访问代价估计等等．静态的连
接计划选择算法在对状态空间中的可能计划进行探
索，选取估计器上表现最好的计划作为输出．一个

ＳＱＬ可能的连接计划的状态空间数量是巨大的，完
全的枚举所有可能的计划是不可行的．不同的做法
使用了不同的搜索策略，从而对计划进行有效的搜
索．根据搜索策略的不同，我们将其分为了基于动态
规划的做法和基于启发式搜索的方法．
４．１．１　基于动态规划的计划搜索方法

基于动态规划的搜索方法的核心思想是通过对
冗余状态的合并，减小搜索空间的大小．它已经被用
在ＰｏｓｔｇｒｅＳＱＬ中［３７］．在搜索连接计划的时候，对于
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把同样的几个表连接起来的计划，我们只选取其中
代价最小的计划．比如犃犅犆犇，对于子计划
犃犅犆，我们有两种不同的连接计划：（犃犅）犆
和犃（犅犆），代价分别为１０和２０．我们保留
（犃犅）犆作为子计划犃犅犆的最佳计划．当
考虑（犃犅犆）犇，使用犃犅犆的连接计划
（犃犅）犆并连接得到（（犃犅）犆）犇为该状
态的结果．即我们考虑狀个表犛＝（犜１，犜２，…，犜狀）
的最佳Ｊｏｉｎ计划犅犲狊狋（犛）时，我们枚举它的一个子
集犛１＝（犜′１，犜′２，…，犜′犿），犛２＝犛－犛１，我们使用
犅犲狊狋（犛１）和犅犲狊狋（犛２）进行连接，得到犅犲狊狋（犛１）
犅犲狊狋（犛２）作为犅犲狊狋（犛）的一个候选计划．我们按照集
合的大小为顺序，对犅犲狊狋函数进行求解，对于一个
集合犛，枚举可能的左表集合犛１和右表集合犛２．容
易知道对于狀个表犛＝（犜１，犜２，…，犜狀）的连接来
讲，它有２狀种状态，同时该方法的计算代价为
犗（３狀）．

动态规划的做法仅仅是合并了冗余的状态，去掉
了明显不可能成为最优的连接计划，他仍然是在全部
状态空间上的搜索．动态规划通过遍历状态空间能够
给出估计器上最好的计划．虽然减少了搜索空间，但
动态规划的计算量仍然过大，从而影响了运行时间．
一些做法通过限制动态规划搜索树的形状来降低运
行时间．比如ｌｅｆｔｄｅｅｐ通过限制每次连接两表的右
表为一个简单表．即计算狀个表的Ｊｏｉｎ时，犛２＝犜狓，
犛１＝犛－（犛２）．该方法能够得到所有左深结构（右孩
子都为叶子节点）的ＪｏｉｎＴｒｅｅ的计划中最好的计
划．与之类似的还有Ｒｉｇｈｔｄｅｅｐ（连接的左表为简单
表，右深的树结构），ｚｉｇｚａｇ（左表或者右表，其中之
一为简单表），这三种做法都能够在犗（２狀）的时间内
得到该结构下估计器上最好的计划．
４．１．２　基于启发式算法的连接计划选择算法

基于启发式的连接计划算法，通过一定的搜索
策略对部分的状态空间进行启发式的搜索，对比动
态规划的遍历的做法它能够节约大量的时间，但是
不一定能够保证得到最好的计划．

基于随机的搜索算法具有一定的随机性，它通
过随机函数在状态空间中进行探索．最基础的做法
是ＱｕｉｃｋＰｉｃｋ１０００［３８］，它通过随机地生成１０００个
可行的连接计划，利用估计器进行评估得到这１０００
中最好的计划作为输出．ＱｕｉｃｋＰｉｃｋ１０００能够很快
地给出一个连接计划，同时由于它没有对搜索空间
进行限制，可能给出很差的计划．一些做法尝试使用

启发式的随机信息来指导计划的生成．基因优化
器［３７］的做法是一个优化的基于随机的做法，它同样
被采用于ＰｏｓｔｇｒｅＳＱＬ中．基因优化器主要用于解
析计划形式为左深（ｌｅｆｔｄｅｅｐ）的ＪｏｉｎＴｒｅｅ结构．对
于一棵左深的ＪｏｉｎＴｒｅｅ，我们可以使用一个序列来
表示．比如（（犃犅）犆）犇可以被表示成犃－
犅－犆－犇．与求解ＴＳＰ问题类似，基因优化器首先
生成犿个随机的序列来表示初始的犿个连接计划
犘犻．在之后的计划求解中，我们通过采样从目前的计
划中选取下一次迭代更新使用的计划．使用评估器
衡量每个计划的代价犮狅狊狋（犘犻），代价越低的计划，拥
有更高的被采样到的概率，比如设定１／犮狅狊狋（犘犻）为
采样的权重．在每一步的迭代中，我们选取两个采样
到的计划进行交叉匹配，从而生成新的计划．我们可
以使用不同的策略实现两个计划的交叉．一个可行
的方法是对于序列１３５２４和序列１２３４５，我们选定
位置２，并将２之前的序列进行交叉得到１２５２４，
１３３４５，对于两个序列位置２后重复出现的“２”和
“３”．我们将它们顺序替换得到１２５３４，１３２４５．由于
采样的概率随着计划的代价改变，我们期望随着迭
代次数的变多，每一步候选的计划越来越好．我们将
所有生成计划中代价最低的作为最后的计划返回．
爬山法［３７］通过随机产生了一个连接计划，它每次针
对一个计划进行调整得到下一个计划．我们同样针
对ｌｅｆｔｄｅｅｐ形式的状态进行求解，定义一个ｌｅｆｔｄｅｅｐ
的计划为一个序列．一个计划的邻接计划定义为随
机交换序列中的两个位置后产生的计划．我们选取
一个计划邻接计划中最小的计划作为后续计划，循
环直到后续计划大于当前计划，一次探索停止．通过
多次随机初始计划，完成多次探索，选取最好的计划
进行返回．

基于贪心做法的搜索搜索算法，根据贪心的思
路，设定一个局部评价标准，不断选取目前衡量下最
优的计划．是一种基于经验设计的算法，搜索状态空
间中可能成为最优结果那部分计划．ＧＯＯ是一种贪
心的策略．对于犖个表犛＝（犜１，犜２，…，犜狀）的连接，
当前局面下我们有狀２种可能的Ｊｏｉｎ操作，我们选取
两个表连接完成后产生的临时表最小的Ｊｏｉｎ操作
作为选择．连接完成后我们得到狀－１个表，比如选
取犜１和犜２，则犛′＝（犜１犜２，犜３，…，犜狀）．重复这一
过程直到犖个表都连接起来．每次连接两个表的复
杂度为犗（狀２），整个算法的复杂度为犗（狀３）．
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４２　基于机器学习的计划选择算法
静态的连接计划选择算法依赖于估计器的性

能．然而一个估计器上代价最小的计划在真实的运
行过程中不一定是运行时间最小的计划．因此静态
的连接计划选择算法的性能受限于估计器的效果．
而人工定义的估计器很难覆盖所有的情况，做出准
确的估计．因此研究者们使用执行时间作为反馈，来
指导选取更好的计划．根据反馈指导的方式不同，我
们将他们分为了基于估计器的适应性做法［３９］和基
于强化学习的适应性做法［４０４２］．
４．２．１　基于估计器的自适应性方法

这类做法主要认为连接计划的质量由估计器限
制，他们在执行计划的时候尝试去更新估计器的参
数，使估计器能更好地和真实运行的时间吻合．

一种实现方法是提高估计器在选择度（Ｓｅｌｅｃ
ｔｉｖｉｔｙ）上的估计．选择度是一个很重要的指标，用于
表示数据库一列上不同取值的数目估计．适应性的
选择度估计做法［３９］的思路是在数据库的运行过程
中，根据每个列得到的反馈进行建模，而对未来该列
的选择度估计提供帮助．考虑我们想到得到一个数
值型列在［犾，狉］上的选择度狊估计，我们考虑这个列
的数据分布为函数犳（狓）．该选择度为犳（狓）在［犾，狉］
上的积分，假定犳（狓）的原函数为犉（狓），则狊＝犉（犾）－
犉（狉）．我们把犉（狓）考虑成狀个提前选择函数的加
权和犉（狓）＝犪１犌１（狓）＋犪２犌２（狓）＋…＋犪狀犌狀（狓）．则
狊＝犪１（犌１（狉）－犌１（犾））＋犪２（犌２（狉）－犌２（犾））＋…＋
犪狀（犌狀（狉）－犌狀（犾）），犪犻为需要学习的参数．当一个ｓｑｌ
执行后我们可以得到区间［犾犻，狉犻］真实的选择度狊′犻和
估计的选择度狊犻．我们通过最小化误差（狊１－狊′１）２＋
（狊２－狊′２）２＋…，来更新参数犪犻．从而得到对于选择度
更好的估计，并选取出更好的计划．

还有一类做法是结合计划对估计器的参数进行
调整，像ＬＥＯ［３８］．ＬＥＯ对于执行过的计划，他能够
得到计划每一步的代价．连接计划是树结构（Ｊｏｉｎ
Ｔｒｅｅ）．ＬＥＯ将执行过的计划通过哈希（ｈａｓｈ）的方
式存放到哈希表中．在之后的学习过程中，对于一个
计划，它通过递归的方式对树进行遍历，并在哈希表
中查找相应的计划．找到匹配的计划之后，与目前的
估计进行对比，用于更新估计器的参数，并指导计划
的生成．
４．２．２　基于强化学习的适应性算法

强化学习（Ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ）的提出主要

是用于控制理论．针对一个ＲＬ问题，它由几个部分
组成：动作（ａｃｔｉｏｎｓ）空间用于表示这个问题中系统
可以采取的操作．状态（ｓｔａｔｅ）空间用于表示系统中
所有的状态．智能体（ａｇｅｎｔ）用于表示系统的智能单
元，常常包括一个策略函数（ｐｏｌｉｃｙｆｕｎｃｔｉｏｎ），策略
函数以状态为输入，操作为输出．奖励（Ｒｅｗａｒｄ）用
于表示智能体采取一个操作时得到的奖励．环境
（ｅｎｖｉｒｏｎｍｅｎｔ）用于与智能体交互，当智能体采取操
作时返回新的状态，并给出奖励．

Ｔｚｏｕｍａｓ等人［１１］提出了基于ＲＬ的优化器做
法．首先介绍了如何将ＲＬ中的概念和Ｊｏｉｎ问题进
行对应．将所有的Ｊｏｉｎ条件作为动作空间．状态空
间由执行Ｊｏｉｎ过程中的所有连接树（ＪｏｉｎＴｒｅｅ）组
成，每一步执行的代价作为奖励，数据管理系统为交
互的环境．我们的目标就是求解策略函数，即针对每
个状态下如何采取操作．策略函数是ＲＬ的重要部
分，通过定义长时奖励来求解它．一个长时奖励表示
从一个状态到终止状态每一步ｒｅｗａｒｄ的总和，它表
明了一个状态的全局的一个估计值，策略函数通过
最优化每一步的长时奖励得到．由于我们每一步使
用的是单步Ｊｏｉｎ的代价作为ｒｅｗａｒｄ，则长时奖励在
问题中就对应到这个Ｊｏｉｎ计划的未来的代价．一旦
我们的策略函数能够最小化长时奖励，根据策略函
数我们就能得到最小代价的Ｊｏｉｎ计划．

在这个问题中我们以系统的运行时间作为指
标，基于强化学习的连接选择器就可以不断地以运
行时间作为反馈，算法给出的计划的性能便不再受
限于估计器的性能．

有许多的ＲＬ算法被提出用于解决最小化总的
代价，给出策略函数．其中Ｔｚｏｕｍａｓ等人［１１］使用
Ｑｌｅａｒｎｉｎｇ完成了策略函数的求解．Ｑｌｅａｒｎｉｎｇ是
一种基础ＲＬ的做法．对于一个给定的状态，定义犙
值表示这个状态的长时奖励．Ｑｌｅａｒｎｉｎｇ使用一个
表格Ｑｔａｂｌｅ记录下每个状态的犙值．为了更新一
个状态狊的犙值，通过操作犪犻我们能够得到后续状
态犛犻，在所有的后续状态犛犻中犙（犛犻）＋狉犲狑犪狉犱（犪犻）
最小的那个作为我们选择的状态我们用来更新犙（狊）．
同时犘狅犾犻犮狔（犛）＝犪犻．算法的每一步需要检索最多
狀２个动作，因此它的复杂度为犗（狀３）．与ＧＯＯ有着
相同的复杂度和相似的思路，不同的是，Ｑｌｅａｒｎｉｎｇ
根据一个从目前到结果的最小的代价位标准而ＧＯＯ
仅仅选取当前Ｊｏｉｎ表的大小为标准．同时Ｑｌｅａｒｎｉｎｇ
能够根据运行的时间作为反馈来对犙值进行指导
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学习．
然而传统的强化学习方法存在一些问题．首先，

Ｑｌｅａｒｎｉｎｇ需要使用一个表格Ｑｔａｂｌｅ记录下所有
的状态．这个表格的大小很大，同时Ｑｌｅａｒｎｉｎｇ无
法很好地处理没有出现过的状态．近期的工作为了
解决这一问题，提出了基于深度强化学习（ＤＲＬ）的
做法，像ＤＱ［４０］和ＲｅＪＯＩＮ［４１］．与传统的强化学习
做法不同，深度强化学习做法使用神经网络来对
问题的状态、操作等进行表示．考虑Ｑｌｅａｒｎｉｎｇ的
深度学习做法深度Ｑ网络算法（ＤＱＮ），它的核心思
想是取消Ｑｔａｂｌｅ，使用一个网络Ｑｎｅｔｗｏｒｋ来代
替．对于一个状态狊，之前的做法是在Ｑｔａｂｌｅ里面
进行检索状态狊（Ｑｔａｂｌｅ中的数据是五元组〈当前
状态，行为，下一状态，反馈值，终止标志位〉，在训练
中自动生成），现在使用Ｑｎｅｔｗｏｒｋ来对狊进行计
算Ｑｎｅｔｗｏｒｋ（狊）．同时对于一个从执行器得到的反
馈用状态狊和长时奖励犙表示，记作（狊，犙）．我们将
犙作为Ｑｎｅｔｗｏｒｋ中狊的目标对网络进行学习．为
了能让网络对状态狊进行计算，我们需要先将状态狊
表示成一个向量，比如使用一个独热编码：１和０分
别来表示ＪｏｉｎＴｒｅｅ中每个点是否在树中，同时对于
每个列，使用选择度作为这个列的特征，从而构建出
这个状态（ＪｏｉｎＴｒｅｅ）的表示向量．得益于神经网络
强大的学习能力和泛化能力，它能够记录下曾经学
习过的犙值，并且对于没有见到的状态狊′，也可以
给出一个很好的预测．结合了神经网络的ＤＲＬ模型
在连接计划生成中得到了很好的结果．其次，以上方
法中使用的特征向量都是定长，需要人利用经验预
先设定好，这可能导致一些树的结构信息丢失（如相
同的子树结构可能有相同的特征向量），进而产生较
差的连接计划．所以Ｙｕ等人［４２］提出了一种结合树形
长短期记忆网络（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，
ＬＳＴＭ）和强化学习的优化器ＲＴＯＳ．ＲＴＯＳ主要在
两个方面对现有的ＤＲＬ方法进行改进：（１）ＲＴＯＳ
采用图神经网络捕获连接树的结构，提高对不同结
构的识别能力和优化程度；（２）很好地支持了数据
库模式和多别名表名的修改，提高连接决策的适应
能力．
４３　未来工作

结合神经网络的深度强化学习算法被证明可以
在连接计划问题中取得很好的结果．同时利用深度
强化学习从运行时间为反馈对模型进行调节，使得

模型性能不受限于估计器的性能．基于这个深度强
化学习的解决思路我们可以在三个方向继续工作使
得基于深度强化学习的连接计划算法得到进一步的
应用．

（１）更强大的数据表征方法．现在的工作使用
了简单的向量作为表示中间连接状态的工具．然而
我们知道中间的连接状态是一个树的结构．平面向
量很难表征这个结构．图神经网络（ＧＮＮ）在这几年
兴起，由于它对图结构的表示能力，被广泛地应用于
复杂结构的事物的学习中，比如社交网络和知识图
谱．我们可以使用图神经网络来对ＪｏｉｎＴｒｅｅ进行建
模获得更精确的表示．

（２）深度Ｑ网络算法的特点是直接学习评判策
略．但模型收敛需要网络一次次根据真实反馈值进
行参数调整，整个时间成本很高．因此，可以采用类
似于ａｃｔｏｒｃｒｉｔｉｃ的策略，用策略网络和评估网络联
合交叉训练的方式加速训练过程，减少与外界真实
交互花费的时间和资源．

（３）动态特性的支持．数据库元数据是会改变
的，当插入表和增加列的操作被执行时．数据库的结
构发生改变．而目前的神经网络设计依赖于固定长
度的特征向量表示．不能很好地支持这些动态的
操作．

（４）迁移算法．神经网络是一个基于学习的做
法，当一个数据库构建时，它不能很快地开始工作，
而需要进行一定时间的训练．而传统的连接计划选
择算法可以在任意时间开始工作．一个可行的思路
是利用迁移学习．在云上数据库等情境下，我们有着
许多的数据库，不同数据库的列之间可能存在着相
近的分布，我们利用这些分布信息．当一个新的数据
库生成时，我们可以用其他数据库的网络信息对这
个数据库的网络信息做初始化等等，从而减少训练
代价和训练时间．

５　索引自动推荐技术的研究
索引对于提升复杂数据集上检索任务的效率有

着非常重要的意义．不同的索引技术和索引选择算
法对于数据库处理数据的效率有较大影响．因此，
基于索引推荐的不同阶段，下面我们分别从索引生
成和索引选择两个方面对相关技术进行介绍（见
表４）．
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表４　索引自动推荐技术的相关工作
方法 优点 不足 适用场景 表现适应能力

索引生成
技术

范围索引，分层递归［４３］ 减少空间占用；降低时延 “最后一英里搜索”问题 静态数据 中 低

哈希模型索引［４３］ 减少冲突 表现与哈希映射体系结
构强相关 数据分布固定 中 中

基于学习的布隆过滤［４３４４］提高空间利用率 需要标准布隆过滤器辅
助监督 数据分布固定 中 中

索引推荐
技术

在线索引推荐［４５４６］
针对工作负载变化及时调
整索引；减轻ＤＢＡ的工作
负担

没有充分利用ＤＢＡ经验；
持续运行占用系统资源；
连续调整，有一定盲目性

单机，数据动态变化 中 中

离线索引推荐［４６４７］ 能够充分利用ＤＢＡ的反馈 无法处理工作负载的动态
变化；加重ＤＢＡ的负担 数据变化小 低 低

半自动化索引推荐［４８］
充分利用调优器的计算能
力；减轻ＤＢＡ的负担；充
分利用ＤＢＡ的专业知识

没有考虑一个工作方案
对整体的影响 数据动态变化 高 中

分类器，强化学习，
遗传算法［４９］

能够适应工作负载的变化；
推荐策略能够动态变化

主要利用遗传算法，没有
深入利用机器学习算法 数据动态变化 高 高

５１　索引生成技术
索引对于提升复杂数据集上检索任务的效率有

着非常重要的意义．因此，需要有效的索引技术来支
持数据库操作．传统或非人工智能索引方法，如位图
索引、基于树的索引等，在数量、速度、变化、变异性、
价值和复杂性方面能够满足需求，但它们无法对
“未知”用户行为和大数据有效检测．ＤＢＭＳ中常用
的索引都是通用的数据结构，它们没有对数据的分
布进行分析和利用，也没有利用现实世界中更流行
更普遍的模型．此外，数据集的增长也会导致索引大
小的增长．因此下面我们分别综述三种学习型索引．
５．１．１　学习型索引

（１）范围索引．范围索引是在一个有序集合中
将查找键映射为记录位置．Ｋｒａｓｋａ等人［４３］提出了
一个递归模型索引（ＲＭＩ），通过预测给定排序数组
内键的位置有效地近似于累积分布函数（ＣＤＦ）．使
用学习模型替换Ｂ树的一个最大挑战是“最后一英
里搜索”．比如，使用单个模型将预测错误率从
１００Ｍ减小到数百数量级往往很困难．然而，将错误
率从１００Ｍ减到１０ｋ却简单得多．因此，Ｋｒａｓｋａ等
人［４３］提出了一个层次模型，在每个阶段，模型将键
作为输入，并基于它选择另一个模型，直到最后阶
段，模型的输出为记录地位置．这样，与Ｂ树的结点
类似，每个模型负责键空间的某个区域，以更低的错
误率进行更好的预测．另外，递归模型也可以根据需
求，实现不同学习模型的混合使用，比如顶层模型可
以选择ＲｅＬＵ以学习更大范围的数据分布，而底层
则使用时间和空间代价更小的线性回归模型．

（２）点索引．哈希映射索引，其关键问题在于尽

可能避免冲突，冲突会对性能或存储要求产生严重
影响，而机器学习模型可能会提供减少冲突数量的
替代方案．Ｋｒａｓｋａ等人［４３］提出了哈希模型索引，同
样使用递归模型的结构，但是如何处理插入、查找和
冲突取决于哈希映射体系结构．学习键分布的ＣＤＦ
是学习更好的哈希函数的一种可能方法，可以通过
哈希映射的目标大小犕来扩展ＣＤＦ．

（３）布隆过滤器．布隆过滤器是一种用于测试
元素是否是集合成员的概率性数据结构，有很高的
空间利用率．布隆过滤器使用一个犿大小的数组和
犽个哈希函数，每个哈希函数将键映射到数组中的
某一位．虽然布隆过滤器空间利用率很高，但是对于
大数据集，依然会占用很大空间．Ｋｒａｓｋａ等人［４３］提
出了两种通过机器学习方法来建立布隆过滤器的思
路．第一种构建布隆过滤器的方式是作为二元概
率分类任务，即学习一个模型犳，它可以预测查询狓
是键还是非键．模型的输出为狓是键的概率，那么，
选择一个阈值τ，输出大于τ就认为狓是键，这样就
可以把模型转化为布隆过滤器．第二种构建方法是
学习一个哈希函数，使得键之间的冲突和非键之间
的冲突最大化，而键和非键之间的冲突最小化．
Ｍｉｔｚｅｎｍａｃｈｅｒ等人［４４］给出了一个更正式的学习型
布隆过滤器模型，使用一个神经网络来预测一个值
在集合中的概率，并用一个小的标准ＢｌｏｏｍＦｉｌｔｅｒ
来避免漏报，神经网络输出大于τ，则该值在集合
中，否则不在．
５．１．２　未来工作

Ｋｒａｓｋａ等人［４３］开创性地使用人工智能方法创
建索引，开创了一个全新的研究方向．然而，文章中
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的模型大多都是初步想法，缺乏可靠的理论支持，也
没有应用于解决实际问题，仍然有大量问题需要进
行研究，如：

（１）目前已有大量的机器学习模型，可以尝试
将不同的模型应用于索引技术中；

（２）Ｋｒａｓｋａ等人并未考虑多维索引的问题；
（３）从理论上证明学习型索引的正确性．

５２　索引选择技术
在数据库系统中，在一个数据库的多张表上建

立索引存在很多种索引方案，每种方案带来的收益
以及对其进行维护的代价差别很大，因此，选择一个
最优的索引方案成为一个重要问题，很多研究者对
索引选择问题进行了理论研究，最终证明索引选择
问题是一个ＮＰ完全问题［４９］．此外，也有很多研究
者致力于解决实际问题，将索引选择问题应用到不
同的场景中，开发了很多原型系统，提出了很多优化
的解法［４９］．下面我们分别综述四类索引选择技术：
（１）利用反馈机制，不需要ＤＢＡ干预的在线方
法［４５４６］；（２）有ＤＢＡ参与的离线方法；（３）半自动化
的索引选择；（４）基于机器学习的索引选择（见表４）．
５．２．１　在线方法

在线方法的工作流程大致可以分为工作负载分
析、索引方案选择、索引方案实现这三个主要步骤，
这三个步骤的循环进行，使得在线方法能对工作负
载的动态变化进行监测并及时做出响应．Ｌüｈｒｉｎｇ
等人［４５］给出了一个基于“观察预测反应”循环的软
索引自治管理方法，支持在现有预调整配置之上自
动在线实现索引结构，自动调整框架本身的性能．

（１）工作负载分析．在线方法对工作负载进行
实时监控，对工作负载进行分析．它先对工作负载
单个查询进行分析．对于单个查询，通过对其中的
ＳＥＬＥＣＴ、ＷＨＥＲＥ、ＯＲＤＥＲＢＹ和ＧＲＯＵＰＢＹ子句
进行分析，提取可索引列，然后采用与ＤＢ２Ａｄｖｉｓｏｒ［４６］
相同的方法枚举候选索引方案，并对索引方案的空
间大小进行估计．每个索引的收益，采用该索引被使
用后查询执行时间的减少量来度量．对于工作负载
的分析，只需要将对单个查询的分析结果合并即可．

（２）索引方案选择．在对工作负载进行分析后，
根据所得到的统计信息，利用各种求解优化问题的
算法进行求解．Ｌüｈｒｉｎｇ等人［４５］采用简单的贪心策
略来解决该问题．首先，将候选索引方案按照相对收
益（索引收益／索引大小）对所有索引方案进行排序．
然后，在保证空间约束的条件下，采用贪心策略每次

选择候选方案放入结果集中，直到无法容纳其他方
案，新的索引方案产生．当新索引方案的收益与原有
方案收益比超过某个阈值时，才使用新方案进行替
换．ＣＯＬＴ则通过将索引选择问题建模为背包问题，
给出新的索引方案．ＣＯＬＴ会计算每一个索引的净
收益，即会从上一阶段得到的收益中，扣除由于索引
创建、删除和更新等带来的负面影响．根据每个索引
的大小和其净收益，将空间约束作为背包大小，索引
视为物品，按照背包问题的动态规划算法，就可以得
到一个索引方案．但是，简单应用背包问题进行求解
没有考虑索引之间的依赖性，需要对结果进行调整，
从中删除一些因为依赖关系而导致无用的索引．

（３）索引方案实现．当新的索引方案生成后，需
要根据索引方案进行实现，创建新索引或对已有索
引执行更新或删除操作．这一步骤理论上可以在任何
时间执行，可以在索引方案生成时立即执行，也可以
选择在系统空闲或者低负载的时间运行．Ｌüｈｒｉｎｇ
等人［４５］将索引实现过程延后进行，即在系统空闲时
间执行．为了索引效果能够尽快体现，Ｌüｈｒｉｎｇ等人
在反应期引入了两个操作ＩｎｄｅｘＢｕｉｌｄＳｃａｎ和Ｓｗｉｔｃｈ
Ｐｌａｎ．ＩｎｄｅｘＢｕｉｌｄＳｃａｎ对通常的表扫描算法进行了
扩展，将要生成的索引集合作为一个额外的输入，在
扫描的同时建立索引．ＳｗｉｔｃｈＰｌａｎ允许在执行与创
建索引的查询再次执行时，使用最新创建的索引．例
如，对于嵌套循环连接，内层循环地表会被扫描多
次，第二次扫描时，就可以利用先前建好的索引．
ＣＯＬＴ则选择在索引方案生成后立即进行实现，在
索引方案生成的同时立即发出异步请求进行索引实
现，以尽快对新索引进行利用．

Ｌüｈｒｉｎｇ等人［４５］的方法和ＣＯＬＴ考虑的方面
不同，前者主要考虑对系统性能的影响，后者则希望
索引的作用能够尽快被利用．如果工作负载连续不
断变化，系统始终处于高负载状态，他们选择的策略
会导致推荐的索引配置还未实现，工作负载的变化
就已经触发了下一次索引选择过程，索引方案的效
益不仅不能体现，还会因为频繁的优化过程占用大
量系统资源．
５．２．２　离线方法

离线方法往往需要数据库管理员的控制，不
需要对系统进行监视．对于一个工作负载，离线方法
往往会以单个查询作为起点进行分析处理，然后进
行合并和优化，最终得到一个优化的索引集合．
Ｅｌｇｈａｎｄｏｕｒ等人［４６］将索引优化问题建模为背包问
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题的变种，提出了一种充分利用ＤＢ２自身优化器进
行索引推荐和代价评估工具ＤＢ２Ａｄｖｉｓｏｒ［４６］．而
Ｃｈａｕｄｈｕｒｉ等人［４７］则提出了用于ＭｉｃｒｏｓｏｆｔＳＱＬ
Ｓｅｒｖｅｒ的索引选择工具ＡｕｔｏＡｄｍｉｎ．

（１）单查询优化．对于单个查询的优化，往往都
是通过对Ｑｕｅｒｙ进行分析得到可索引列集合，然后将
可索引列进行组合得到候选索引集合．ＡｕｔｏＡｄｍｉｎ
会将工作负载犠划分为只包含单个查询的工作负
载犠１…犠狀．对每一个工作负载犠犻，可索引列从
ＷＨＥＲＥ，ＧＲＯＵＰＢＹ，ＯＲＤＥＲＢＹ和ＵＰＤＡＴＥ
子句中提取得到．然后，使用一个迭代搜索算法
ＭＣＡＬＬ进行配置枚举，迭代选择更复杂的索引集
合，进而产生多列索引，以此类推．每个索引方案的
代价，依然采用该索引被使用后，查询执行时间的
减少量来度量．对于单个查询，ＤＢ２Ａｄｖｉｓｏｒ则使用
ＳＡＥＦＩＳ（ＳｍａｒｔｃｏｌｕｍｎＥｎｕｍｅｒａｔｉｏｎｆｏｒＩｎｄｅｘＳｃａｎｓ）
枚举算法枚举虚拟索引方案，通过对ＳＱＬ语句分
析，将可能建立索引的列分为五个集合，通过将这些
集合进行组合，来产生虚拟索引方案集合，并统计相
关信息．

（２）工作负载优化．使用单个查询得到的候选索
引方案集作为起点，可以采用不同的方法组合得到工
作负载的优化索引方案．ＡｕｔｏＡｄｍｉｎ将每一个负载
犠犻上进行配置枚举产生犆犻进行集合并操作得到候选
索引集合犆，先从候选集合中选出犿个最优的索引方
案作为种子．然后，采用贪心的策略，每次将种子的大
小扩大１，即加入一个新的索引，使得每次加入索引
获得的收益最大，直到种子扩充为犽大小，即包含犽
个索引．ＤＢ２Ａｄｖｉｓｏｒ同样将索引选择问题模拟为
背包问题处理．但是，直接应用背包问题解法没有考
虑负效益的积累，没有考虑索引之间的相互影响．于
是，ＤＢ２Ａｄｖｉｓｏｒ增加了ＴＲＹ＿ＶＡＲＩＡＴＩＯＮ这一
步骤改善背包问题的初始解．ＴＲＹ＿ＶＡＲＩＡＴＩＯＮ
将解中的一小部分索引集合和不在解中的一小部分
索引集合交换，然后重新使用这个变种解析工作负
载，如果这个变种收益更多，那么就是当前解，否则
仍保持原来的解，重复进行这一过程，直到优化时间
预算耗尽．

ＡｕｔｏＡｄｍｉｎｓ给出的解决方法能够通过参数犽
控制索引方案中索引的数量，较为灵活．ＤＢ２Ａｄｖｉｓｏｒ
最后的随机交换过程虽然可能解决简单应用背包问
题的不足，但是随机过程不可控，不够稳定．
５．２．３　半自动化索引调整

由于在线和离线都存在一定的不足，于是，

Ｓｃｈｎａｉｔｔｅｒ等人［４８］提出了一种称为半自动索引调整
（ＳｅｍｉＡｕｔｏｍａｔｉｃＩｎｄｅｘＴｕｎｉｎｇ）的技术，将在线方
法和离线方法结合起来，充分利用二者各自的优点．
既减轻了ＤＢＡ选择典型工作负载的工作量，充分
利用了调优器的计算能力，同时，还将ＤＢＡ的专业
知识应用在内，实现迭代的索引调整方法．Ｓｃｈｎａｉｔ
ｔｅｒ等人认为候选索引方案选择以及一些其他组件
可以从其他索引优化器中复用，将工作重点放在了
如何利用ＤＢＡ的反馈进行索引推荐．

随着候选索引方案数目的增加，为每一个候选
索引子集合维护统计信息变得不可行．Ｓｃｈｎａｉｔｔｅｒ
等人提出了增强算法ＷＦＡ＋，采用分治的思想，对
候选索引集合进行稳定划分，使子集之间不会相互
影响，然后在每个子集上使用ＷＦＡ算法求解，将每
个子问题的解合并即可得到最终的索引推荐方案．

然而，ＷＦＡ＋算法没有考虑反馈，为了避免这个
问题，Ｓｃｈｎａｉｔｔｅｒ等人提出了ＷＦＩＴ算法．该算法将
积极反馈和消极反馈分别保存在集合犉＋和犉－中，
对于每一个候选索引子集犆犽的推荐方案犮狌狉狉犚犲犮犽，
新的推荐方案修改为犮狌狉狉犚犲犮犽－犉－∪（犉＋∩犆犽）．

ＷＦＩＴ算法以ＷＦＡ为核心，存在一定的不足．
一方面，将工作负载视为序列，没有考虑一个索引方
案对工作负载整体的影响．另一方面，ＷＦＡ的性能
严重依赖于候选索引枚举算法，无法在推荐中产生
新的索引方案，这是必须考虑的一个问题．
５．２．４　基于机器学习的索引选择

Ｐｅｄｒｏｚｏ等人［４９］提出了一种使用学习分类器与
强化学习和基因算法相结合的索引调整方法ＩＴＬＳ，
这是目前已知的唯一将机器学习方法应用在索引选
择问题上的研究．ＩＴＬＳ使用学习分类器系统ＬＣＳ
创建和更新由规则表示的知识，并生成覆盖ＤＢＭＳ
中绝大多数情况的调整索引来调整性能．在典型的
学习分类器系统中，基因算法将每个分类器视为一
个个体，并将其中适应度较低的分类器替换为适应
度较高的分类器．每个分类器都基于监督学习，输入
是索引选择，输出是性能的分值．每个分类器对应一
组推理规则表示，包括先行词和结果两部分，遵循
“如果〈条件〉那么〈动作〉”的格式．每个个体（分类
器）的染色体上有１６个基因编码１６个先行词（条
件），１个基因编码结果（动作）．条件表示环境的一
些特征，如表中是否存在索引等；动作表示对索引执
行的操作，如创建、删除等．每个分类器的强度用来
表示在环境中的适应度，强度越高的越有可能被使
用并且将其优势保持下去．
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ＩＴＬＣＳ的工作流程大概分为以下４步：
（１）检测器从环境中检测到信息（查询），规则

和信息子系统对信息进行处理，所有分类器尝试将
信息与先行词组合；

（２）如果有多个满足条件的分类器，它们在环
境中进行竞争，直到选出一个优胜者；

（３）获胜的分类器采取动作后，从环境中接收
反馈信息，对获胜的分类器进行奖励或处罚，最后要
对所有分类器征收生命税，降低其强度；

（４）使用遗传算法在分类器中进行进化，产生
新的后代，淘汰不适合当前环境的分类器．
ＩＴＬＳ虽然将学习分类器系统应用在了求解索

引选择问题中，但是它选择过程主要依赖遗传算法，
并未将机器学习算法深入应用到问题的求解过程中．
５．２．５　未来工作

目前，深度学习、强化学习等模型都已用在了数
据库调参、连接优化等问题中，并且取得了很大成
功．在索引选择问题上，使用人工智能方法求解该问
题是一个很有价值的研究方向，挑战包括：

（１）为训练神经网络获取高质量的数据集；
（２）对于动态变化的工作负载，使用机器学习

方法进行在线索引选择，要求机器学习模型需要具
备很强的适应能力；

（３）ＤＢＡ工作经验是很有价值的知识，如何学

习这些知识并进行应用也是一个需要解决的问题．

６　物化视图自动选择
随着数据规模的日益增大，数据库查询面临着

批量ＳＱＬ查询效率低下的问题．实验表明［５０５２］批量
ＳＱＬ查询中存在重复的子查询，如何减少批量查询
的重复计算在查询优化研究领域变得越来越重要．
其中，选择子查询建立物化视图并复用是降低批量
查询中重复计算的重要手段．一般而言，选择子查询
建立物化视图主要分为两大步骤：识别等价子查询
和选择子查询建立物化视图．其中，两个子查询被
称为等价子查询当且仅当他们对应的关系代数表
达式是等价的，这表明两个等价子查询可以互相
利用彼此的查询结果，同时也为复用子查询物化
视图的正确性提供了保证．针对批量的ＳＱＬ查询
语句，物化子查询视图要求我们首先识别出不同
查询语句之间的等价子查询作为建立子查询物化
视图的候选集，然后根据实际情况中出现的约束
条件构建子查询的选择优化问题，并设计算法解
决相应的优化问题，从而尽可能提高批量ＳＱＬ任
务的查询效率．因此下面我们分别从等价子查询
识别和等价子查询选择两个方面对相关技术进行
介绍（见表５）．

表５　物化视图自动选择技术的相关工作
领域 方法 优点 不足 适用场景 表现适应能力

等价子查询
语句的识别

基于符号表示的等价性判断［５１］ 基于规则判断；易于实现 只考虑符号表示的等价
性；缺乏完备性

完备性要求不高，
等价逻辑复杂 低 高

基于逻辑语义的等价性判断［５２５３］ 基于一阶谓词逻辑的等价
性判断；完备性更高

一阶谓词等价判断证明
器的效率低；可扩展性差

完备要求高，等价
逻辑简单 高 低

物化视图的
选择

基于ＤＡＧ的
启发式方法

基于ＡＮＤ／ＯＲ图的
贪心算法［５４］ 效率高；可行性有理论证明贪心选择的过程未考虑

维护视图的成本 单机，负载单一 低 高
基于ＭＶＰＰ图的遗
传算法［５５］

基于贪心算法的改进；可以
更快地求得最优解

有可能产生不可行解；
收敛速度不确定 单机，负载单一 中 低

基于ＤａｔａＣｕｂｅＬａｔｔｉｃｅ
图的算法［５６］

可用于解决分布式数据仓
库环境下的视图选择问题

只能针对包含ｇｒｏｕｐｂｙ
从句的视图或者查询 分布式，场景单一高 低

基于ＩＬＰ的优化算法［５７５８］
将问题形式化为二分图点
边标记问题；可扩展性强；
效率高

不支持实时优化；没有
考虑视图的动态维护

离线，负载模式
固定 中 高

基于策略的视图动态选择［５８５９］ 动态维护物化视图 可扩展性较差；鲁棒性差在线，负载更新
频繁 高 低

６１　识别等价子查询
一个子查询本质上是一个可以被执行的查询语

句，所以等价子查询的识别本质上就是判断两个查
询语句在逻辑上是否等价，也就是判断两个查询语
句的关系代数表达式是否等价．查询语句的关系代
数表达式可以映射为一阶谓词逻辑表达式．具体来
说，查询过程可以粗略看作扫描表中每条记录并选

择满足查询语句过滤条件的所有记录作为结果的过
程．扫描表的每条记录可以看作一阶谓词逻辑表达
式的变量，输出就是判断变量带入表达式的判定结
果．如果结果为Ｔｒｕｅ，则该记录被选中，否则该记录
被过滤．因此，判断两个查询语句的关系代数表达式
是否等价可以看成判断两个一阶谓词逻辑表达式是
否等价．现在的研究已经证明了在有限时间内一阶
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谓词逻辑的等价性判断是不可确定的［５１］．因此，从
完备性的角度来说，现有的等价查询识别方法只能
识别出特定约束条件下的查询语句（比如只针对
ｊｏｉｎ查询、ｓｅｌｅｃｔ查询等）．主要分两类：一类是基于
符号表示的等价性判断，另一类是基于逻辑语义的
等价性判断．
６．１．１　基于符号表示的等价判断

早期的查询语句等价性判断只从ＳＱＬ表达式
出发，即判断ＳＱＬ语句的符号是否满足等价性．这
些符号一般包括扫描表的名称，相关字段的名称以
及谓词的符号表示．之后又出现对ｃｏｎｊｕｎｃｔｉｖｅ查询
等价性判断［５１］，ｃｏｎｊｕｎｃｔｉｖｅ查询特指具有如下形式
的查询：ＳＥＬＥＣＴｃｏｌｕｍｎｌｉｓｔＦＲＯＭｒｅｌｌｉｓｔＷＨＥＲＥ
ｅｑｕｉａｌｉｔｙｌｉｓｔ．其中，ｃｏｌｕｍｎｌｉｓｔ指的是被选择的属
性，ｒｅｌｌｉｓｔ是表的集合，ｅｑｕｉａｌｉｔｙｌｉｓｔ是选择条件．他
们把ｃｏｎｊｕｎｃｔｉｖｅ查询转换成包含关键符号信息的
集合，然后通过判断集合的等价性来证明相应的
ｃｏｎｊｕｎｃｔｉｖｅ查询是否等价．另一种方法是将查询语
句转换为二维表示的形式（用ｔａｂｌｅａｕｘ表示）．他们
将包含ｓｅｌｅｃｔ、ｐｒｏｊｅｃｔ以及ｊｏｉｎ操作的查询语句转
换成ｔａｂｌｅａｕｘ，这样的表示类似于ｃｏｎｊｕｎｃｔｉｖｅ查
询，然后通过多项式的算法去解决等价性的判断．为
了把高代价的查询转化为低代价的查询，他们设计
了查询等价转换模型，进一步提出了利用包含多个
ｔａｂｌｅａｕｘ的集合来表示更加复杂的查询语句．综上
所述，早期的等价性判断方法主要从查询语句的符
号表示入手，然后通过符号等价规则完成查询语句
的等价性判断．
６．１．２　基于逻辑语义的等价判断

早期的方法不能从根本上解决查询语句逻辑等价
的判定问题．比如，对于两个条件语句“ｗｈｅｒｅ犪！＝０”
和“ｗｈｅｒｅ犪＞０ｏｒ犪＜０”，基于符号表示的方法就
无法判断谓词“！＝”，“＞”和“＜”的逻辑关系．为了
解决这样的问题，Ｓｈｕｍｏ等人［５３］实现了一个ＳＱＬ
查询等价证明器Ｃｏｓｅｔｔｅ，这个证明器可以支持ｏｕｔｅｒ
ｊｏｉｎ查询，ａｇｇｒｅａｇｔｅ查询，ｕｎｉｏｎ查询等多种查询的
等价性判断．具体来说，Ｃｏｓｅｔｔｅ将待判定的查询解
析成符号关系上的约束（即一阶谓词逻辑表达式），
然后检查待判定的查询逻辑表达式是否存在不同
返回结果．如果存在，那么表明出现了等价性的反
例，从而证明待判定的查询是不等价的［５２］．Ｃｏｓｅｔｔｅ
还利用基于ＨｏｍｏｔｏｐｙＴｙｐｅＴｈｅｏｒｙ设计的数学
函数将查询编译成犓ｒｅｌａｔｉｏｎｓ的表达式，并称其

为ＵｎｉＮｏｍｉａｌｓ，然后可以使用Ｃｏｑ证明器判定
犓ｒｅｌａｔｉｏｎｓ表达式的等价性［５７］．
６２　自动选择子查询构建视图

给定批量的ＳＱＬ查询语句，选择子查询建立物
化视图的过程可以看做基于给定约束条件下（比如
查询结果的基础要求和磁盘存储空间的有限性）的
优化过程．因此，选择子查询的问题可以形式化地定
义如下：给定数据库表的集合犚＝｛犚１，犚２，…，犚犜｝，
以及批量查询负载犙＝｛犙１，犙２，…，犙狇｝，优化目标
是在给定约束条件下选择最优的视图集合犕＝
｛犞１，犞２，…，犞犿｝使得查询负载犙消耗最少的查询
代价．解决这个问题的传统方法主要分为两步：首先
构建多个查询和子查询视图间的ＤＡＧ（Ｄｉｒｅｃｔｅｄ
ＡｃｙｃｌｉｃＧｒａｐｈ），然后通过启发式的算法从构建的
ＤＡＧ图中选择最优的节点集合构建物化视图［５４５６］．
随着分布式查询的广泛应用，一些研究者又提出了
基于分布式环境的启发式算法用于解决海量查询负
载下的视图选择问题．随着数据量的增大，ＤＡＧ图
也会随之增大，传统的启发式算法（如贪心算法、遗
传算法等）普遍存在迭代求解时间长并且无法在有
限时间得到最优解的问题．为了解决这样的问题，研
究人员提出了基于ＩＬＰ（ＩｎｔｅｇｅｒＬｉｎｅａｒＰｒｏｇｒａｍ
ｍｉｎｇ）问题的并行优化算法［５７５８］．此外，随着机器学
习的发展，基于深度学习和强化学习的物化视图选
择也成为研究的热点［５８５９］（见表５）．下面我们分别
介绍这三类视图构建技术．
６．２．１　基于ＤＡＧ图的启发式方法

根据ＤＡＧ图的种类，基于ＤＡＧ图的传统算法
可以分为三类，分别是基于ＡＮＤ／ＯＲ图［５４］的贪心
算法，基于ＭＶＰＰ（ＭｕｌｔｉＶｉｅｗＰｒｏｃｅｓｓｉｎｇＰｌａｎ）
图［５５］的遗传算法和基于数据立方体格图［５６］的算法．

ＡＮＤ／ＯＲ图是由查询语句解析后的执行计划
构成的，主要包含两种节点：操作节点和等价节点．
每个操作节点表示一个ＳＰＪ（ＳｅｌｅｃｔＰｒｏｊｅｃｔＪｏｉｎ）代
数表达式，而每个等价节点表示等价的逻辑表达式
集合，即等价节点中的所有逻辑表达式对应的查询
语句对应了同样的执行结果．其中，操作节点连接的
孩子节点只有等价节点，等价节点连接的孩子节点
只有操作节点，他们在图中的连接方式是分层连接
的．最上层的根节点对应最终的查询结果，而最下层
的叶节点表示了所有要扫描的表．如图２所示，圆形
代表等价节点，矩形代表操作节点，除根节点之外的
操作节点都是由视图构成．视图犞１对应了查询犙１，
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根据连接关系可以知道犞１可以通过犞４和犚１或者
犞４和犞３计算得到．基于上述ＤＡＧ图，Ｍｉｓｔｒｙ等
人［５４］证明了使用贪心算法在多查询中选择物化视
图最优解是可行的．他们提出的贪心算法就是迭代
地从ＡＮＧ／ＯＲ图中选择能够使整体查询代价最
小的视图集合进行物化．但是，这种贪心选择没有
考虑到维护视图的成本，所以他们继续扩展相关
工作并考虑如何优化视图的维护代价［５４］．具体来
说，他们的算法探索了不同视图之间的关系，然后
为视图构建高效的执行计划从而降低构建物化视
图所需的代价．

图２　ＡＮＤ／ＯＲ图示例

ＭＶＰＰ图的表示和ＡＮＤ／ＯＲ图的表示十分相
似，其根节点代表不同的查询语句，叶子节点代表基
础的数据表．不同之处在于ＭＶＰＰ图的中间节点都
是操作节点，而没有等价节点．如图３所示，犙１的结
果由操作节点犞１代表的视图执行后得到，而犞１的
结果又是由犞４和犞５代表的视图执行后得到．基于
ＭＶＰＰ图的算法［６０］主要使用了遗传算法选择物化
视图，其中遗传算法寻找最优解的过程类似于自然
界生物的进化．遗传算法首先初始化一个随机解，然
后通过交叉和变异规则产生新的解，直到在一段时
间内最优解没有进一步的改善为止．对于物化视图
选择来说，初始化的方法是根据物化视图的维护成
本随机选择部分视图，然后根据ＭＶＰＰ图中视图间
的连接关系不断变换选择的视图获取反馈以更新可
行解．由于遗传算法的随机特性，随机产生的一些解
可能是不可行解．为了避免不可行解的产生，可以设
计惩罚值作为优化目标的一部分，加快遗传算法的
收敛速度．

Ｙｅ等人［５６］提出了数据立方体格结构（Ｄａｔａ
ＣｕｂｅＬａｔｔｉｃｅ）为多维数据建模．ＤａｔａＣｕｂｅＬａｔｔｉｃｅ
中的每个节点对应为一个以ｇｒｏｕｐｂｙ从句的属性
为特征的查询（或视图），每条边表示了连接的两个
节点的可导关系（ｄｅｒｉｖａｔｉｏｎｒｅｌａｔｉｏｎｓｈｉｐ）．如图４所

图３　ＭＶＰＰ图示例

示，如果存在一条从犞犻到犞犼的路径，那么犞犼中的属
性可以用犞犻中的属性计算得到，标记为ｎｏｎｅ的节
点对应了属性空集．这种图表示的好处在于任意一
个查询结果的属性可以被用于更新或者回答后继结
点中查询结果的属性．ＤａｔａＣｕｂｅＬａｔｔｉｃｅ在一些文
献中［５７］被用于解决分布式数据仓库环境下的视图
选择问题．分布式环境下需要解决视图和查询负载
过大的情形，通过扩展ＤａｔａＣｕｂｅＬａｔｔｉｃｅ图的概念
可以自然地适应分布式环境．具体而言，ｃｕｂｅ中的
所有节点对应到分布式环境所有计算节点上的查询
视图，如果不同计算节点间的视图存在可导关系那
么就在相应的节点间增加连接边．此外，Ｙｅ等人［５６］

实现了分布式环境下的贪心算法，他们首先选择一
个初始的视图物化在存储空间最大的机器上，然后
贪心地选择其他和已选择的视图无可导关系的视图
进行物化．

图４　ＤａｔａＣｕｂｅＬａｔｔｉｃｅ图示例

６．２．２　基于ＩＬＰ的优化算法
给定查询负载和负载中每个查询对应的子查

询，我们选择子查询建立物化视图的优化目标是使
得查询负载消耗的查询代价最低，Ｊｉｎｄａｌ等人［５７］将
其形式化为ＩＬＰ问题，也就是在约束条件下子查询
的０１选择问题．但是，现有的ＩＬＰ求解器无法在有
限时间内解决大规模的子查询视图选择问题，所以
他们进一步将ＩＬＰ问题简化为二分图上的点边的
０１标记问题，然后使用基于概率的方法求得近似
最优解．具体来说，二分图中的两类节点分别代表查
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询和子查询，如果查询节点犙可以复用子查询节点
犛的结果，那么在这两个节点之间连接一条边，犐犔犘
优化问题就演变为子查询节点和查询子查询边的
选择标记问题．他们提出了迭代标记的算法，即首先
随机标记一批子查询节点为１，然后根据子查询节
点的标记信息更新查询子查询边的标记信息使得
优化目标取得最大值，这样反复迭代直到优化目标
收敛为止．其中选择子查询节点的依据是为每个子
查询节点计算被更改标记的概率．为了解决大规模
图计算的效率问题，他们提出了并行算法，即批量地
计算子查询节点的概率并改变标记，加快了优化问
题的收敛速度．

考虑到基于概率标记子查询的方法不能快速得
到收敛的近似最优解，Ｌｉａｎｇ等人［５８］提出利用强化
学习技术提高二分图点边０１标记问题的求解效
率．具体来说，他们将上述的迭代求解过程建模为
ＭＤＰ（ＭａｒｋｏｖＤｅｃｉｓｉｏｎＰｒｏｃｅｓｓ）过程，并且把当前
子查询节点以及查询子查询边的标记作为状态，然
后通过Ｑｌｅａｒｎｉｎｇ网络学习最优决策，这里的策略
指的是根据当前二分图的标记状态决定下一步该如
何标记节点．此外，为了解决优化目标中涉及的子查
询代价预估问题，他们利用了深度学习技术充分挖
掘大量历史查询数据的特征并构建相关模型提高了
子查询代价预估的准确性．
６．２．３　基于策略的物化视图动态选择

上述的物化视图选择方法旨在寻找最优的子查
询集合建立物化视图，却没有考虑如何动态维护物
化视图．直观来说，提前选择的物化视图可能在以后
的查询中被复用的频率逐渐降低，这就会导致物化
视图的效用随着时间的推移逐渐降低．如何在有限
资源下动态选择物化视图成为解决这一问题的重要
手段．其中，Ｐｅｒｅｚ等人［５９］提出了为视图建立打分机
制，即被物化的视图会根据查询负载（多个查询向量
的叠加）的变化不断更新分值．当存储空间不足以存
储新的物化视图时，该算法会贪心地从已存储的物
化视图中选择当前记录的分值最低的一些视图进行
消灭以释放存储空间，而分值的计算是通过自定义
的视图代价评估模型（真实值）得到的．具体来说，当
执行查询时，他们会用当前查询的执行代价更新与
当前查询相关的所有视图的分值．此外，Ｌｉａｎｇ等
人［５８］将物化视图的创建和删除统一成物化视图的
动态选择过程，并且基于强化学习技术学习视图创
建和删除的策略，为物化视图的动态选择提供了

新思路．
６３　未来展望

随着深度学习和强化学习的发展，越来越多的
智能优化技术被用于数据库领域．海量的历史查询
数据为基于学习的数据库智能优化技术提供了数据
支持，尤其是在智能建立物化视图的过程中．从有监
督学习的角度出发，我们可以构建包含查询、数据
库、视图的有标签数据，即输入包括查询、候选视图
和数据库的状态，标签是每个候选视图是否被选中．
从无监督学习的角度出发，我们可以利用强化学习
的方法交互式地动态产生物化视图选择的最优解．
具体来说，历史数据只能提供经验信息，只有结合
当前查询的反馈才能更好地选择最优的物化视图．
首先，我们可以针对不同的数据形式使用不同的网
络结构抽取特征信息，比如对于查询语句的序列特
性使用ＲＮＮ（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ）模型，而
对于数据库状态信息可以使用ＭＬＰ（Ｍｕｌｔｉｌａｙｅｒ
Ｐｅｒｃｅｐｔｒｏｎ）模型．然后，我们可以通过构建ＭＤＰ
（ＭａｒｋｏｖＤｅｃｉｓｉｏｎＰｒｏｃｅｓｓ）将物化视图的选择问题
建模成迭代优化的问题，然后利用现有的深度强化
学习方法解决．

７　研究展望与未来趋势
随着越来越多的智能优化技术在数据库领域得

到应用，机器学习与数据库的关系日益密切．机器学
习为数据库处理效率和服务质量的提升提供了革命
性的新思路，而数据库为机器学习算法提供需要的
数据和应用场景．本节中，结合现有的工作，我们进
一步对未来机器学习与数据库系统的融合方式给出
展望．
７１　自治数据库

２０１７年Ｏｒａｃｌｅ推出第一款自治式云数据库．云
数据库概念为分布式架构和具有隔离性、高可用性
的数据服务提供了便利的部署条件，已经形成了成
熟的产品链．然而，数据库自治的概念刚刚兴起，其
核心是利用机器学习技术实现数据库自动化：提供
性能微调服务，针对负载特性自动优化执行和运维
流程，并在保持运行的同时自动升级软件、打补丁，
实现自驱动（ＳｅｌｆＤｒｉｖｉｎｇ）；在不停机的条件下动态
调整计算和存储资源，甚至根据用户使用习惯动态
改变资源配置，实现自扩容（ＳｅｌｆＳｃａｌｉｎｇ）；自动保护
宕机事件，在宕机发生时能迅速回溯找到恢复策略，
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实现自愈（ＳｅｌｆＲｅｐａｉｒｉｎｇ）．基于以上提及的策略，
未来自治型数据库要进一步实现自动管理、自动调
优和自动组装：

（１）自动管理．数据库自管理能够利用机器学
习技术，实现数据库自动检测，挖掘软硬件隐患；数
据库自动修复，对不同级别的系统故障选择配套的
处理策略；并利用可视化工具，将数据库状态的评估
结果反馈给用户；

（２）自动调优．数据库自调优技术利用机器学
习算法，动态感知外界环境和数据库内部变化，实时
调整系统参数，合理配置任务处理、日志统计、监控
分析等各方面机制；合理配置资源，提高资源的利用
率；更新软件，及时打补丁，修补安全漏洞；

（３）自动组装．数据库自组装技术基于“组件仓
库”的概念，它利用机器学习模型，根据当前用户负
载和环境状态，动态组织查询的处理流，为用户提供
精准、高效的个性化服务．
７２　犗犔犃犘２０：多元异构数据管理

随着现代信息和网络技术的飞速发展，数据的
管理和分析要面对多样的数据源（如ＤｉｇｉｔａｌＣａｒ
中，要对摄像头、雷达、超声波等多种传感器的数据
进行融合）、数据结构和数据维度，如关系型数据、时
空数据、流数据、音视频数据等．利用这些多元异构
数据的关联、交叉和融合，使大数据的价值最大化，
是数据库研究领域的一大挑战．传统多元信息融合
技术采用信息关联、信息集成、信息过滤等方法，对
从多个来源获取的信息进行处理［６０］．然而由于多源
数据往往有着多种类型和表示形式，而且数据之间
多具有复杂的关联关系［６１６２］．比如，基于阶段的数据
融合方法，在各个阶段没有考虑异构数据之间的相
互作用，失去了异构数据之间互补性的优势．因而这
类方法不能跨越异构数据之间的语义鸿沟，实现真
正内在的数据融合．深度学习技术由于具有综合学
习、分析大量无监督数据的能力，与多元异构数据融
合技术结合起来，可以帮助更全面地挖掘出目标信
息［６２６３］．然而，当前的深度学习技术多用在单数据源
的学习和研究上［６４］，在多元异构数据上的应用还不
够成熟．未来ＯＬＡＰ２．０时代，要求数据库通过结合
机器学习技术，高效存储、管理多元异构数据，应对
混合型的事务处理、事务分析等负载需求．首先，学
习模型能够记忆各种类型数据与存储方式的映射关
系，存储模型可以自动根据新来数据的特征向量
（ｅｉｇｅｎｖｅｃｔｏｒ）选择合适的存储类型．其次，基于神经

网络的反向传播机制高效融合多元异构数据，结合
混合型负载进行分析，提高数据存储、管理、查询的
效率．
７３　机器学习在云数据库上的应用

云数据库服务（ＤＢａａＳ）在提供免部署、高性能、
高可靠和扩展灵活等特性的同时，也对各类数据库
技术有了更高的要求．未来我们可以通过结合机器
学习技术，训练计算机模型有记忆的探索数据模式，
提高解决方案的智能化水平，使ＤＢａａＳ产品能够自
主运行．

（１）无服务器化．无服务器化（ｓｅｒｖｅｒｌｅｓｓ）架构
把数据库打包成服务，允许物理配置弹性变化，如
ＡＷＳＬａｍｂｄａ、ＭｉｃｒｏｓｏｆｔＡｚｕｒｅＦｕｎｃｔｉｏｎｓ、Ｇｏｏｇｌｅ
ＣｌｏｕｄＦｕｎｃｔｉｏｎｓ等．云供应商承担了服务器设备管
理和维护的工作，需要管理大量数据库和物理资源．
如之前讨论的，数据库的物理状态在基数估计、查询
计划、索引创建等方面都是很重要的考虑因素．然而
对于传统数据库，其基于的物理环境，如ＣＰＵ、内
存、磁盘等，都是相对稳定的，短时间内不会有快速
变化．因此，如读／写记录、磁盘页等物理操作的代价
往往是静态设置．而且为了保证用户查询效率，减小
监督进程的开销，磁盘利用情况等系统统计视图的
更新频率往往设得较低．在云数据库场景下，不能直
接套用这些策略，否则面对物理环境的改变，数据库
很难快速适应．云数据库需要应对用户在线扩展的
需求，用新的策略统计、分析和评估当前的物理环
境．利用机器学习技术，模型可以对不同的环境特征
进行学习，针对物理环境动态的调整配置．

（２）负载压力．提供云数据库服务的服务器集
群要面对很高的访问压力，主要体现在四个方面：
①查询处理压力；②资源调度压力；③网络传输压
力；④多级别租户的负载调度压力．云数据库要应
对不同的用户负载、处理指数级增长的多源数据；并
根据负载特性、用户优先级、网络情况合理分配资源
池和存储资源．通过结合机器学习技术，将智能融入
到整个应用和工作流程中：通过在线预测负载开销，
提前进行动态的资源、负载调度，如一套数据库系统
供多个用户分时复用等，实现更加精细、精准、经济
的负载管理．

（３）隐私和数据安全．隐私安全问题关乎云数
据库厂商的信誉和用户的体验．企业重要数据和个
人隐私数据一旦丢失，将会导致巨大的损失．然而到
目前为止，以数据库为目标的暴力破解攻击占到了
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４０％．一旦秘钥被成功破解，数据库安全便不再存
在．造成这个问题的原因主要包括两点：①云租户
在雇佣软件厂商完成应用开发后，往往没有专业技
术获悉数据库中有哪些运维时留下的账号；②因为
不同数据库的加密算法不同，云租户很难发现数据
库中的弱口令，给防止隐私泄露带来了难度．因此，
可以利用机器学习技术，智能检查弱口令，如自动学
习口令特点，发掘口令特征与安全性强弱的关系；基
于复杂神经网络模型对明文做密文转换，智能地根
据数据重要程度选择加密强度．

除了结合机器学习技术解决云数据库上的问
题，面对云数据库上百万级的实例和大量用户，如何
高效地训练学习模型也是一个问题．其一，可以利用
ＨｙｐｅｒＴｕｎｅ等工具，自动调整学习模型的超参数；
其二，要充分利用数据库中大量的日志数据，线上、
线下同时训练模型；最后，仍然需要ＤＢＡ对学习模
型做出的决策进行监察和把控，及时纠正机器学习
中可能的过收敛、欠拟合等问题．
７４　智能运维服务

随着ＩＴ系统与各类业务之间的联系日益密
切．不少企业如银行已经达到了ＩＴ即业务的程度．
然而，更多的业务需求使得ＩＴ系统更加复杂，管理
难度和成本都随之增加．如何高效运维成为ＩＴ部
门乃至ＣＩＯ必须面对的问题．在这样的背景下，
２０１６年Ｇａｒｔｎｅｒ提出智能运维（ＡＩＯｐｓ），通过结合
ＡＩ和大数据技术，期望在面对各类报警信息时快速
找到问题所在并给出解决方案．但是自Ｇａｒｔｎｅｒ提
出这个概念到现在，虽然在一些互联网和电信企业
已经有项目落地，但仍没有人提出完整的理论体系
或实施指南．究其原因．其一，运维工作涉及过多琐
碎任务，而且对不同的系统往往有不同的统计、分析
和监控方法，很难给出普适性策略．其二，ＡＩ技术与
运维技术的结合还在探索阶段．由于深度学习模型
本身的不可解释性，配置适合特定工作的模型往往
匮乏指导性原则，需要凭经验和大量时间探索．因而
现在ＩＴ运维团队多渐进式的部署ＡＩ组件，测试不
同模型掌握知识的能力．未来工作可能需要提出一
套完整的ＡＩＯｐｓ框架，根据特定任务适配相应的学
习模型．
７５　智能计算资源调度

未来面对ＺＢ级别的数据体量，传统ＣＰＵ数据
库从数据计算速度到数据访问速度都将面临着瓶
颈．而ＧＰＵ等新的处理器由于其在大规模并行计

算方面的出色表现，已经在深度学习领域被广泛用
于浮点矩阵计算．目前已经有多家公司（如Ｓｑｒｅａｍ、
Ｚｉｌｌｉｚ等）在做ＧＰＵ数据库．他们利用基于ＧＰＵ的
众核处理器，进行并行数据处理．

ＧＰＵ数据库加速数据处理的同时，也为数据库
与深度学习、强化学习模型的融合提供了更加统一
的硬件环境，数据库查询、网络训练都能在相同计算
架构下执行．在基于人工智能的数据库框架下，一方
面可以统一调配ＧＰＵ等计算资源，并行实现数据
库数据处理和神经网络训练．另一方面，可以考虑如
何高效混合ＣＰＵ、ＦＰＧＡ、ＧＰＵ等有不同特点的处
理器资源，按照用户需求动态调度计算资源．
７６　基于自然语言的数据库查询技术

自然语言查询在提高数据库服务体验和运行效
率方面有着很大的现实意义．近年来自然语言处理技
术（ＮＬＰ）被广泛研究并取得了长足发展，尤其是通
过与各种深度学习方法的结合，自然语言模型已经
被人和机器更好地理解［６５］．而ＮＬＰ技术在语言表
示、词法句法分析、语义理解乃至知识图谱等相关方
向上取得了优异成果，也使基于自然语言查询的数据
库应用成为可能．比如ＣＲＭ软件服务商Ｓａｌｅｓｆｏｒｃｅ
的人工智能团队［６６］提出用强化学习模型从自然语
言生成结构化查询语句．他们构造了一个典型的序
列到序列模型，在其中使用强化学习的方法，提高从
自然语言ＳＱＬ翻译的学习效率．但是为了简化翻译
的难度，目前他们限制了支持的单词．未来通过进一
步结合迁移学习、众包等技术，这项技术很可能更快
学习到更加复杂的翻译知识，帮助数据库进一步平
民化．
７７　基于学习的数据库组织模式

当前数据库领域的研究主要集中在针对数据库
局部问题进行优化．然而从各个部件的选择、组织到
宏观的数据库架构设计，也都是非常有意义的问题．
传统数据库在这方面主要有三个突出问题．其一，
基于固定规则组织数据流，对负载特点和用户习惯
的适应能力非常弱；其二，不能对所管理的数据分布
情况进行学习，不能针对有不同分布的数据分别管
理；其三，现有分布式的数据库架构存在着诸多缺
陷．“ｓｈａｒｅｅｖｅｒｙｔｈｉｎｇ”模式，如Ｎｕｍａ（Ｎｏｎｕｎｉｆｏｒｍ
ｍｅｍｏｒｙａｃｃｅｓｓ），ＣＰＵ访问内存的速度与节点的
距离有关，在访问非本地节点的内存时速度慢．
“ｓｈａｒｅｎｏｔｈｉｎｇ”模式，如ＧａｕｓｓＤＢ，容错能力差，一
个ＤＮ上操作失败会导致整个查询执行失败；计算
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与数据强绑定，默认数据量大的节点计算能力就要
强，配置非常不灵活．因此Ｋｒａｓｋａ等人［１５］提出了一
种完全基于学习的数据库ＳａｇｅＤＢ．它用基于机器学
习的组件完全代替数据库系统的核心组件，例如索
引结构、排序算法和计划选择等．从总体上ＳａｇｅＤＢ
构建了一个能对数据负载分布感知的模型，并自动
地为数据库每个组件选择合适的算法和数据特征．
尽管这套系统目前还停留在理论论证层面，还有很
多突出的问题没有彻底解决，但是它为未来的数据
库架构和组织管理方法提供了非常大胆的方向．当
每个组件乃至于决策系统都具有自主学习和优化能
力，数据库将能更好地为用户服务．
７８　数据库系统支撑机器学习

在ＳａｇｅＤＢ［１５］中，它利用机器学习提高数据库
工作组件的性能和适应能力．此外，我们通过将机器
学习技术以组件的形式打包，可以使数据库更好地
支撑机器学习．首先，用数据库降低机器学习的使用
门槛．通过扩展关系代数，提供统一的查询接口，数
据库可以同时提供数据操作和机器学习服务，简化
机器学习的使用．其次，用数据库更好地支持机器学
习．因为机器学习对数据的正确性、多样性有很高的
依赖，我们通过在数据库中植入ＡＩ底座，原生提供
典型的机器学习算法库，一方面可以很大程度上降
低数据处理、传输的开销，提高机器学习的使用效
率；另一方面，利用数据库中Ｂ＋树、哈希等索引结
构，帮助提升机器学习算法的训练和执行效率．

此外，数据库机器学习化，不代表完全否定过去
的工作．数据库优化领域也有很多杰出的设计理念
和思想，可以用于提升机器学习模型的训练效率和
表现．比如，利用物化视图方式组织、缓存不同任务
下网络的权重分布情况，在相似场景下便不需要重
新训练，利用网络的泛化能力便能很快适应；利用索
引组织、管理乃至于重建神经网络，在使用多个网络
模型的情况下，不仅可以提高网络的检索效率，而且
可以改变传统网络基于随机游走的探索方式，更高
效、有针对性的探索最优子空间，提高训练效率．未
来，数据库与机器学习技术通过互相补益、融合，仍
有极大的空间来提高各方面的表现和工作效率．

８　总　结
这篇文章中，我们综述了数据库技术的研究情

况以及与机器学习技术结合的前景．面对海量异构

数据和云场景下多样的用户和应用需求，数据库技
术面临着多方面的挑战．我们首先概述了数据库的
关键组件中的具体问题和与机器学习技术结合的方
式，并给出了机器学习技术在数据库场景下可能遇
到的问题．然后分别从数据库调参、基数估计、计划
选择、索引自动推荐和物化视图自动选择五个方面
介绍现有方法是怎么解决问题的．数据库调参方面，
我们概述了专家决策、概率模型、启发式算法三种传
统调参方法，对比介绍了传统机器学习方法、深度强
化学习方法的优势和不足，给出未来工作；基数估计
方面，我们概述了直方图、数据画像、基于索引的采
样方法，对比介绍了分类器、深度学习方法的优势和
不足，给出未来工作；计划选择方面，我们概述了动
态规划、左深树、ｚｉｇｚａｇ等静态的计划选择技术，对
比介绍了深度学习、强化学习等基于机器学习的计
划选择技术的优势和不足，给出未来工作；索引自动
推荐方面，索引生成工作概述了范围索引、哈希模型
索引、基于学习的布隆过滤，索引推荐工作分别概述
了离线、在线、半自动化和基于分类器、强化学习、遗
传算法等的机器学习方法，并给出与机器学习技术
结合的未来工作；物化视图方面，等价子查询语句识
别工作概述了符号表示、逻辑语义方法，而物化视图
选择工作概述了多种基于ＤＡＧ的启发式算法、基
于ＩＬＰ的优化算法和基于策略的动态选择算法，并
给出与机器学习技术结合的未来工作．最后，我们讨
论了自治数据库自动管理、自动调优和自动组装的
发展方向，对未来机器学习与数据库关键技术的融
合方式给出进一步展望．
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