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摘　要　影响力最大化旨在从网络中识别犽个节点，使得通过这犽个节点产生的影响传播范围最大．该问题在病

毒营销领域具有重要的应用背景，它已经引起了学术界和工业界的广泛研究．该文作者观察到已有的研究工作大

多数只是针对单一网络，即在给定的一个网络上识别犽个节点使得其在该网络上产生最大的影响范围；然而，随着

社交网络的普及，丰富多样的社交平台不断涌现，以满足不同的社交需求，这使得社交人群不被局限在一个网络

内，而是分布在不同的社交网络上．这种变化的一个直接影响是使得基于病毒式营销的应用，例如单一网络上的产

品推广愈加不能满足推广的广度需求，很可能是单一网络上的用户量不能达到推广的目标人群数量，又或者广告

商期望在多个网络平台上找到犽个用户以最大化影响传播范围．为此，在文中，作者研究多社交网络上的影响力最

大化问题．该文首先仔细地研究了影响力最大化问题在单一网络和多社交网络上的不同，并提出了实体的自传播

特性以在多个网络之间建立联系．之后，作者提出了多社交网络上的影响计算模型来建模节点间的影响力，然后扩

展了基于树的算法模型以适应多社交网络上的影响力最大化问题．基于所提出的影响计算模型和扩展的基于树的

算法模型，作者提出了多种策略的优化算法．例如通过深层次挖掘自模特性来避免冗余计算，通过使用影响增益上

界近似准确的增益来加速种子选取过程等，最后通过真实数据集上的实验表明文中所提方法在性能和影响范围上

都优于已有的算法．
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１　引　言

互联网的快速发展，不仅带来了海量的数据，也

丰富了人们之间的交流、沟通渠道．多样的社交网络

在给予人们多种交流平台选择的同时，也为一些传

统的生产方式提供了机会．在众多的营销方式中，口

口相传①（ｗｏｒｄｏｆｍｏｕｔｈ，也被称为病毒式营销②）

被认为是最为有效的营销方式．不同于其他的营销

策略，口口相传基于个体之间的相互信任而进行产

品的传播和推广，研究［１］表明，相比之下，人们更倾

向于信任从亲戚、朋友等强社交关系那里所获得的

信息，基于社交网络的病毒式营销正是基于这种共

识而被广泛接受．

得益于互联网和社交网络的发展，传统的社交

关系正逐渐从线下转移到线上，使得对这种社交关

系的跟踪和分析更加容易．所有这些使得社交网络

上的病毒式营销倍受关注，作为社交网络影响力研

究领域的一个重要问题，“影响力最大化”对应于病

毒式营销的应用研究，更是引起了学术界和工业界

的广泛关注和研究热情．影响力最大化问题最早由

Ｄｏｍｉｎｇｏｓ和Ｒｉｃｈａｒｄｓｏｎ等人
［２３］提出，而后Ｋｅｍｐｅ

等人［４５］进一步提出了ｔｏｐ犽的影响力最大化问题，

即假设给定只能满足犽个用户的预算费用，如何找到

犽个用户使得通过这犽个用户所产生的影响传播范

围最大．在线性阈值模型和独立级联模型下，影响力

最大化问题被证明为 ＮＰ难问题
［４］，而对给定犽个

用户的影响范围的准确评估被证明为＃Ｐ难问题
［６］．

针对影响力最大化方面的研究，已经有很多学

者提出过不同方法来解决此问题．Ｋｅｍｐｅ等人提出

了一个近似比为（１－１／犲）的贪心算法来解决此问

题；由于贪心算法的最坏运行时间为犗（狀２（犿＋狀）），

对于稍大规模的社交网络来讲伸缩性遇到挑战，计

算代价高昂，为此很多学者都针对贪心算法的伸缩

性问题进一步提出了很多算法以提升计算性能．

Ｌｅｓｋｏｖｅｃ等人
［７］通过挖掘影响函数的子模特

性，提出了ＣＥＬＦ（ＣｏｓｔＥｆｆｅｃｔｉｖｅＬａｚｙＦｏｒｗａｒｄ）算

法，该算法极大地减少了评估种子影响范围的次数，

他们的实验表明ＣＥＬＦ算法相比贪心算法有近７００倍

的速度提升，尽管ＣＥＬＦ的性能提升很明显，但是

在数万节点规模的网络上寻找ｔｏｐ５０的节点仍然

需要数个小时的时间［８］．ＣＥＬＦ＋＋是Ｇｏｙａｌ等人
［９］

在ＣＥＬＦ算法的基础上通过进一步挖掘子模特性

而优化的算法，虽然ＣＥＬＦ＋＋相比ＣＥＬＦ维护的

信息更多，但是比ＣＥＬＦ有了近１７％～６１％的性能

提升．

除了基于贪心算法的改进之外，还有使用启发

式进行优化的算法．Ｋｉｍｕｒａ和Ｓａｉｔｏ等人
［１０］提出了

基于最短路径的影响级联模型ＳＰＭ和ＳＰ１Ｍ，并据

此提出算法计算该模型下的影响范围，该模型假设

每个节点都只通过最短路径进行信息传播，在ＳＰＭ
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和ＳＰ１Ｍ模型下，每个节点的影响范围都可以被准

确计算出来，但是这些模型忽略了用户之间的影响

概率，仅仅使用最短路径而忽视了用户间的影响在

传播中的重要作用．

Ｃｈｅｎ等人
［１１］对Ｋｅｍｐｅ等人所提的贪心算法进

行了优化，结果表明通过对贪心算法改善而极大提升

性能是非常困难的，随后提出了ｄｅｇｒｅｅｄｉｓｃｏｕｎｔ算

法，该算法虽然能提升计算性能，但是该方法假设在

独立级联模型下所有边上的影响概率值都一样，很

显然同现实需求不符．另外文献［１２］提出了使用社

区结构来聚合具有相似特征的节点以期减少计算过

程中的节点数量．Ｇｏｙａｌ等人
［１３］所提的ＳＩＭＰＡＴＨ

算法被证明在线性阈值模型下较为有效，他们实验

表明ＳＩＭＰＡＴＨ在运行时间、内存损耗和影响范围

具有很好的性能．Ｊｉａｎｇ等人
［１４］还首次提出了使用

模拟退火的方法来解决影响力最大化问题．Ｊｕｎｇ等

人［１５］提出了ＩＲＩＥ方法以期伸缩性的解决影响力最

大化问题．

在最短路径的影响级联模型下，Ｃｈｅｎ等人
［６］提

出了使用最大传播路径的启发式算法来解决该问

题．即假设用户之间的信息传播按照最大传播路径

而非最短路径进行传播，考虑了用户之间的影响概

率．对每个节点使用最大传播路径建立它的局部树

结构，并以此评估每个节点的影响范围，通过设置最

大传播路径的阈值过滤不重要的节点以减少候选节

点规模．基于最大传播路径的传播模型具有子模性，

保证所求节点集合能够达到１－１／犲的近似最优比．

实验证明［６］基于最大传播路径的启发式算法能极大

地提升性能．在文献［１６］中，作者使用社区结构通过

聚集具有相似特性的来减少需要检验的节点数目．

Ｋｉｍ等人
［１７］提出了使用ＯｐｅｎＭＰ元编程表达式的

并行计算方法来提升计算性能．Ｔａｎｇ等人
［１８］提出

了一个接近最优时间复杂度的算法和启发式算法来

提升效率．Ｃｈｅｎｇ等人
［１９］介绍了一种基于自适应排

序的算法来解决此问题．

另外还有很多针对影响力最大化方面的扩展工

作．Ｌｉ等人
［２０］研究了基于地理位置的影响力最大化

问题，即在全局网络内找到犽个用户使得这犽个用

户对所查询的地理位置能够产生最大的影响范围．

Ｔａｎｇ等人
［２１］将关系分类考虑到影响传播的过程

中，通过用户之间的关系类别和待推广的产品特性，

使带推广产品尽可能地在适当的关系类别中传播以

减少在不必要的关系中传播．此外Ｂａｒｂｉｅｒｉ等人
［２２］

还研究了话题感知的影响力最大化问题，Ｃｈｅｎ等

人［２３］更进一步地研究了在线的话题感知的影响力

最大化问题．

此外，还有一些其他的研究致力于通过使用机

器学习或者数据挖掘的方法来提取影响传播模型下

的参数问题．例如Ｔａｎｇ等人
［２４］提出了基于因子图

模型的ＴＦＧ模型来定量地衡量社交网络中用户间

在不同话题上的影响力强度；Ｌｉｕ等人
［２５］使用概率

模型将用户节点的话题分布以及用户间的影响力强

度结合的方式来学习用户间的影响力强度；Ｗｅｎｇ

等人［２６］在 Ｔｗｉｔｔｅｒ上分析了不同话题上的影响力

强度，首先通过ＬＤＡ话题模型提取用户的主题分

布，然后使用ＴｗｉｔｔｅｒＲａｎｋ方法计算用户间在不同

话题上的影响概率．Ｃｈｅｎ等人
［２８］在复杂网络上研

究了识别有影响力节点的问题，提出了一种介于中

心度低相关和其他较为耗时方法折中的半局部中心

度量的方法来识别有影响力的节点，最后在ＳＩＲ传

播模型上评估性能．

现有的影响力最大化研究大多针对单一网络进

行分析，然而当前社交网络种类十分丰富，不同的社

交网络针对不同的受众用户具有自身的特点．例如

新浪微博和Ｔｗｉｔｔｅｒ关注信息流通，专注于共享微

博客；人人网和Ｆａｃｅｂｏｏｋ注重朋友之间的互动和联

络；知乎和Ｑｕｏｒａ侧重于问答（Ｑ＆Ａ）．而现如今的

产品推广重点在于影响力最大化，即将信息推广传

播到最多的用户上，为此除了找到关键节点用户之

外，还需要找到更多的待推广人群，为此多个社交网

络上的影响力最大化正成为营销需求．多社交网络

即在给定的多个目标网络中，找到犽个用户，使得通

过这犽个用户的影响使得最后在多个社交网络上的

传播范围最大．

相比单一网络的影响力最大化问题，多个社交

网络保证待传播的用户数量更多，但同时也面临着

更多挑战：（１）如上所述，影响力最大化问题为 ＮＰ

难问题，而准确评估用户的影响范围为＃Ｐ难问题，

多网络上用户数量的增加首先带来了计算挑战：更

多的候选种子节点，更广的传播范围；（２）相比单一

网络，多网络上的信息传播以及对于用户之间的影

响力评估更复杂；（３）多网络需要考虑网络间节点

的实体链接①和识别问题，避免在计算节点的影响

范围时产生计算错误．因此，多社交网络上的影响力

最大化研究挑战更多，复杂度更高．

针对上述挑战，本文研究了多社交网络上的影

响力最大化问题，首先分析了多社交网络上信息传

播的特征并对多社交网络上的影响力最大化问题进
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行了定义，提出了影响计算模型解决多网络上节点

间的影响概率，通过扩展树的算法模型提出了几种

优化方法，并通过实验对比了所提算法的性能．

本文第２节介绍多社交网络信息传播的自传播

特性以及阐述多社交网络上的影响力最大化问题；

第３节介绍多社交网络上的影响计算模型以及基于

树的算法模型；第４节介绍文章所提的几种优化算

法；在第５节给出在真实数据集上的对比实验；最后

在第６节总结文章工作．

２　自传播性与问题定义

２１　自传播

给定狀个网络犌１（犞１，犈１），犌２（犞２，犈２），…，

犌狀（犞狀，犈狀），对于每个网络犌犻（犞犻，犈犻）（０犻狀），犞犻

表示网络犌犻中的节点集合，犈犻表示网络犌犻中的边集

合，犈犜犻表示网络犌犻中的实体集合．本文使用犞 表

示所有的节点集合，即犞＝∪
狀

犻＝１犞犻，使用犈犜 表示

所有的实体集合，即犈犜＝∪
狀

犻＝１犈犜犻．由于不同网络

中不同名称的节点可能指代同一个实体（ｅｎｔｉｔｙ），为

了表示他们之间的关系，每个节点使用它的表面名

称（ｓｕｒｆａｃｅｎａｍｅ，该节点在网络中的名称）、网络

身份（ｎｅｔｗｏｒｋＩＤ，该节点所在的网络）和实体身份

（ｅｎｔｉｔｙＩＤ，该节点实际指代的实体）３种信息来表

示．比如狌（犲狌，犌犻）就表示存在网络犌犻中，名为狌实

际指代实体犲狌的节点．

对于任意实体犲狌，它可能存在于多个网络中，例

如实体犲狌分别在人人网和新浪微博上都有账户，分别

表示为狌（犲狌，犚犚）和狌（犲狌，犠犅）．当节点狌（犲狌，犠犅）

在微博上看到一条很有意思的文章，为了将此文章

分享给其在人人网上的朋友，狌（犲狌，犠犅）将该文章转

发到了人人网上．在这个过程中，该文章被用户

狌（犲狌，犠犅）从新浪微博转发到了人人网中，本文称这

种行为为自传播行为，具体定义如定义１．

定义１．　自传播．给定存在网络犌犻和网络犌犼

的实体犲狌，分别表示为狌（犲狌，犌犻）和狌（犲狌，犌犼）．如果

实体犲狌将信息从网络犌犻传播到了网络犌犼（即信息由

节点狌（犲狌，犌犻）传播到了节点狌（犲狌，犌犼）），那么称这

种行为为自传播．由于每个实体在两两网络间的自

传播频率不同，这里统一使用参数δ犲狌（犌犻，犌犼）表示实体

犲狌从网络犌犻到网络犌犼的自传播概率．

显然，正是由于实体在不同网络间的自传播，使

得信息能够在不同的网络之间进行传播，而不是封

闭在一个网络内．

图１描述了原始网络（子图１）在自传播的基础

上形成的新网络结构（子图２）．其中子图１包含了

人人网和新浪微博两个社交网络，子图１中节点间

的实线表示节点之间的传播概率，不同网络间相同

的节点标识表示相同的实体．子图２为在自传播特

性上新形成的网络结构．其中虚线表示实体之间的

自传播概率．比如δ犪（犪犻，犪犼）表示实体犪从网络１（人人

网）到网络２（新浪微博）的自传播概率为１．如果一

个自传播概率δ犲狌（犌犻，犌犼）为１，则表示实体犲狌总是将犌犻

中的信息传播到网络犌犼中．否则就以δ犲狌（犌犻，犌犼）的概

率将网络犌犻中的信息传播到网络犌犼中．

图１　通过自传播生成的新网络结构

由于每个网络的功能不同，面向的受众人群也

有所不同，同一实体在不同的网络中具有不同的影

响力．例如在新浪微博上影响力很大的人，在人人网

上的影响力或许就非常小（这里简单就粉丝数量来

衡量影响力的话）：中国知名女演员姚晨在新浪微博

上拥有粉丝数量７７９３００００人，但在人人网上的粉

丝只有６６９７人，相比之下，其微博粉丝数比人人网

高出近１１６３７倍．如果想要通过姚晨来传播信息，

那么可能只需在微博上发布一次而无需在人人网上

再次发布就足以覆盖其多数粉丝．使用信息发布次

数进行计费，不仅减少了冗余信息的发布，同时降低

了推广费用．为此本文在选择关键节点以最大化传

播范围的时候，是按照节点而非实体进行选择，但是

在计算传播范围的时候，需要按照实体进行度量，避

免计算结果误差过大．

２２　传播模型及问题定义

本文使用传播模型中使用最为广泛和最具代表
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性的独立级联模型［４，６，２７］来模拟传播过程．在独立级

联模型中，每个节点有两种状态：激活和未激活，其

中激活表示该节点接受或者传播某种信息（例如微

博上的转发、点赞等行为）．形式上，独立级联模型可

以归纳如下：在初始阶段，初始激活节点集合（也称

为种子集合）犛∈犞 被选中在这狀个网络中进行传

播，这里使用犃狋和犈狋分别表示在阶段狋后被激活的

节点集合和实体集合，因此有犃０＝犛，犈０＝∪狌∈犃０犲狌，

在阶段狋＋１，每个在集合犃狋中的节点狌都只有一次

机会来激活它的处于非激活状态下的外向邻居节

点，此过程一直持续到犃狋＝，此时犈狋＝．在这个

过程中所有被犛所激活的实体集合记为σ（犛）＝

∪
犻＝狋

犻＝０犈犻，其中犈狋＋１＝．本文称σ（犛）为集合犛的影

响范围（ｉｎｆｌｕｅｎｃｅｓｐｒｅａｄ）．在此基础上，多网络上的

影响力最大化问题的定义如定义２．

定义２．　多社交网络的影响力最大化．给定狀

个社交网络犌１（犞１，犈１），犌２（犞２，犈２），…，犌狀（犞狀，犈狀），

这狀个社交网络的所有节点表示为犞＝∪
狀

犻＝１犞犻，给

定一个整数犽，多社交网络上的影响力最大化旨在

找到一个包含犽个节点的集合犛（｜犛｜＝犽），使得对

于任何包含犽个节点的集合犓∈犞，都有σ（犛）

σ（犓）．这里称犛为种子集合，犛中的每个节点为种

子节点．

显然，多网络上的影响力最大化问题仍然满

足单调性和子模性（ｓｕｂｍｏｄｕｌａｒ），即使用贪心算法

可以找到一个近似比为 １－
１（ ）犲 的近似最优解．

Ｋｅｍｐｅ等人
［４］已经证明了影响力最大化问题为ＮＰ

难问题，同时，准确评估影响范围也被证明为＃Ｐ难

问题［６］．

贪心算法面临的最大挑战是伸缩性问题，随着

网络规模的增加，使得伸缩性问题更加突出．在真实

数据集上的实验显示，贪心算法在百万规模的数据

集上需要数天时间才能选出种子集合，计算时间较

长．下面我们先介绍多社交网络上的影响计算模型，

然后扩展基于树的算法模型［６］给出有效的解决措

施，从而解决多社交网络下数据规模扩展带来的伸

缩性挑战．

３　影响计算模型和基于树的算法模型

３１　节点间的近似影响计算模型

在多社交网络环境下，考虑实体间的自传播特

性，节点对之间的传播路径不仅有多条，还会跨越网

络．下面以图２为例说明在多网络下，给出本文所提

的多网络下的影响计算模型．

图２　多网络下的影响计算模型示意图

　　图２所示的示意图包含两个网络：人人网和新

浪微博．网络之间的虚线如同图１一样，用来表示实

体间存在自传播性．其中灰色的节点属于人人网，白

色的节点属于新浪微博．图２所示的示意图中，具有

相同名字，不同下标（下标表示网络ＩＤ）的节点指代

同一个实体，例如犪１和犪２都指代实体犪．这里以节点

犪１对实体犫为例来说明如何计算一个节点对实体的影

响强度．不考虑自传播性，从节点犪１到实体犫只有一

条路径：Ｐａｔｈ１（犪１→犫１）；如果考虑实体犪的自传播

性（犪１→犪２），经由节点犪１到实体犫还有：Ｐａｔｈ２（犪１→

犫１→犫２）、Ｐａｔｈ３（犪１→犪２→犫２）和Ｐａｔｈ４（犪１→犪２→犱２→

犫２）３条传播路径．这里需要注意路径Ｐａｔｈ２，可以

看出对节点犫２的影响是在犫１的基础上产生的，而犫１

和犫２指代相同的实体，在计算过程中该条路径不被

计算在内．如此，节点犪１对实体犫的影响路径有

Ｐａｔｈ１、Ｐａｔｈ３和Ｐａｔｈ４．

路径犘＝（狌＝狀１，狀２，…，狏＝狀犿）表示经由节点狌

到节点狏．在独立级联模型下，点狌沿着路径犘对点狏

所产生的影响传播强度记为狆狆（犘），其中狆狆（犘）使

用式（１）计算：

狆狆（犘）＝∏
犿－１

犻＝１

狆（狀犻，狀犻＋１） （１）

由于节点对之间的可达路径有很多条，在网络

规模较大的情况下更是如此，逐一计算所需的计算

量十分大．本文使用节点间具有最大传播概率的路

径来近似衡量节点对之间的传播概率以减少计算规

模，这里使用 犕犘犘（狌（犲狌，犌犻），狏（犲狏，犌犼））来表示由

点狌（犲狌，犌犻）到点狏（犲狏，犌犼）的所有路径中具有最大

传播概率的路径，并以该最大传播路径上的值近似

作为他们之间的传播概率．则节点狌（犲狌，犌犻）到节点

狏（犲狏，犌犼）的传播概率可近似表示如式（２）：

　　狆狆（狌（犲狌，犌犻），狏（犲狏，犌犼））≈

　　　　　　狆狆（犕犘犘（狌（犲狌，犌犻），狏（犲狏，犌犼））） （２）

在多网络情况下，需要衡量节点对实体的影响

强度，这里假设在狀个网络上有犿（犿狀）个表面名
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称指代实体犲狏（即实体犲狏存在犿 个网络上）．这里需

要注意在使用最大传播路径近似节点间的影响力

时，如果目标节点与它的前驱指代相同实体，则该路

径不被计算在内．如此由节点狌（犲狌，犌犻）到实体犲狏使

用最大传播路径近似之后，可以得到一个以节点

狌（犲狌，犌犻）为根节点，叶节点为指代实体犲狏的多叉树．

节点狌（犲狌，犌犻）对实体犲狏的影响可使用式（３）计算，

其中犌犼犿表示第犿 个指代实体犲狏的节点所在的网

络犐犇．

　　狆狆（狌（犲狌，犌犻），犲狏）＝

　 　　１－∏
犿

犻＝１

（１－狆狆（狌（犲狌，犌犻），狏（犲狏，犌犼犿））） （３）

示例．以图２为例解释如何使用近似的影响

计算模型来计算节点犪１对实体犫的影响传播强

度．由图可知，实体犫存在人人网和新浪微博，分别

表现为犫１和犫２，经由犪１到节点犫１只有一条路径

Ｐａｔｈ１（犪１→犫１），相应的，该路径也是具有最大传播

的路径，狆狆（犪１，犫１）＝１－（１－狆狆（犪１→犫１））＝０．２；从

节点犪１到节点犫２有３条路径，由于路径Ｐａｔｈ２（犪１→

犫１→犫２）中节点犫２的前驱犫１指代相同实体，该条路径

不在计算之内．则剩下的两条路径的传播概率分别

为Ｐａｔｈ３：狆狆（犪１→犪２→犫２）＝１×０．４＝０．４，Ｐａｔｈ４：

狆狆（犪１→犪２→犱２→犫２）＝１×１×０．６＝０．６，可知具有

最大传播概率的路径为Ｐａｔｈ４〈犪１→犪２→犱２→犫２〉，则

狆狆（犪１，犫２）＝狆狆（犪１→犪２→犱２→犫２）＝０．６，根据式（３）

可知，节点犪１对实体犫的近似传播概率为１－（１－

０．２）×（１－０．６）＝０．６７．

３２　基于树的算法模型

根据式（３），可以计算出每个节点的影响传播范

围，即将该节点对每个实体的影响范围加权，具体计

算使用式（４）：

σ（狌（犲狌，犌犻））＝∑
犲狏∈犈

狆狆（狌（犲狌，犌犻），犲狏） （４）

式（４）中，犈表示狀个网络中的所有实体集合，

根据式（４）对节点集合犞 中的每个节点计算它的影

响传播范围，其中具有最大影响传播范围的节点为

第１个种子节点狊１．当选择第２个种子节点时，应是

同第１个种子节点狊１一起能够产生最大影响范围的

节点，换句话说，第２个种子节点应该是在已有的种

子集合基础之上能够产生最大影响范围增益的节

点．假设第１个种子为狌，第２个候选种子为狏，节点

狏在节点狌上的影响范围增益表示在加入节点狏之

后所增加的影响范围．节点狏在当前种子集合犛 上

的影响范围增益表示为犵犪犻狀（狏｜犛），计算方式如

式（５）所示．

犵犪犻狀（狏｜犛）＝σ（犛∪狏）－σ（犛） （５）

式（５）中σ（犛）表示节点集合犛所能产生的影响

范围．显然，σ（犛）并不等于犛中的每个节点所能产

生的影响范围加权，因为犛中的节点到某一目的点

狏的最大化传播路径可能产生交叉，加权求解会造

成所求值比真实值大的假象．为此，需要计算集合犛

对每个实体的影响概率，然后加权求解，具体计算如

式（６）．

σ（犛）＝∑
犲狏∈犈

狆狆（犛，犲狏） （６）

式（６）中，狆狆（犛，犲狏）表示节点集合犛对实体犲狏

的影响传播概率．因此，可以使用式（３）进行计算，即

狆狆（犛，犲狏）＝１－∏
犿

犻＝１

（１－狆狆（犛，狏（犲狏，犌犼犿）））．其中

狆狆（犛，狏（犲狏，犌犼犿））表示集合犛对节点狏（犲狏，犌犼犿）的

影响强度，同样的，对于节点狏（犲狏，犌犼犿）的影响不能

通过集合犛中的每个点对狏（犲狏，犌犼犿）的影响加权计

算，因为集合犛中的点到狏（犲狏，犌犼犿）的最大传播路

径会有重叠．为此，我们扩展基于树的算法模型
［６］来

解决该计算问题．

基于树的算法模型，将节点狏视为树根，所有能

够抵达点狏的起始节点作为该树的叶子节点，通过

叶子节点沿着抵达点狏的最大传播路径逆向构建一

棵树．可知，所有能够影响到点狏的节点一定在以点

狏为树根的最大逆向传播树里．如此，可以根据

式（７）计算狆狆（犛，狏（犲狏，犌犼犿））的值：

狆狆（犛，狏）＝

１， 狏∈犛

１－∏
犮∈犆狏

（１－狆狆（犛，犮）·狆狆（犮，狏）），狏烅

烄

烆
犛

（７）

由于空间有限，式（７）中使用狏来简单表示

狏（犲狏，犌犼犿），其中犆狏表示以点狏（犲狏，犌犼犿）构成的最大

逆向传播树中点狏（犲狏，犌犼犿）的儿子节点集合．这里需

要注意所有的传播只在以点狏（犲狏，犌犼犿）构成的最大

逆向传播树里进行．对于每个节点狌（犲狌，犌犻），本文

使用犗（狌（犲狌，犌犻））和犐（狌（犲狌，犌犻））分别表示所有被

点狌（犲狌，犌犻）影响的节点集合和所有能够影响点

狌（犲狌，犌犻）的节点集合．因此可知，在计算最大传播路

径的时候可以获得犗（狌（犲狌，犌犻）），而在构建最大逆

向传播树的时候可以获得犐（狌（犲狌，犌犻）），其中犗和犐

表示方向，犗表示外向邻居（Ｏｕｔｇｏｉｎｇ），犐表示内向

邻居（Ｉｎｇｏｉｎｇ）．

４　基于上界的算法优化

由前文讨论可知，当选择下一个种子节点时，在
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已有的种子集合的基础上能够产生最大影响范围增

益的节点即为下一个种子节点．当犗（狌（犲狌，犌犻））∩

犗（狏（犲狏，犌犼））＝时表示点狌（犲狌，犌犻）和点狏（犲狏，犌犼）

没有共同影响的节点，否则需要重新计算被他们共

同影响的节点的激活概率．多网络上的影响范围增

益是针对所能影响到的实体的增益．需要先计算每

个节点的影响概率，然后针对每个实体计算影响增

益，因此针对每一个候选种子都需要计算每个节点

和每个实体在当前种子集合下的影响概率．为了避

免计算冗余，本文使用犈犕犛（犈犕 表示ｅｎｔｉｔｙｍａｐ）

和犖犕犛（犖犕 表示ｎｏｄｅｍａｐ）分别缓存种子节点对

每个实体和每个节点的影响概率．算法１为候选种

子狌在现有种子集合犛 上的影响增益计算过程（其

中狌和狏为形如狌（犲狌，犌犻）的简写形式）．

算法１．　犵犪犻狀（狌，犛，犈犕犛，犖犕犛）．

输入：候选种子节点狌，种子集合犛，犈犕犛，犖犕犛

输出：候选种子节点狌的影响增益犵犪犻狀（狌｜犛）

初始化犈犕犛∪狌＝犈犕犛；

初始化犵犪犻狀（狌｜犛）＝０．０；

ＦＯＲ（ＥＡＣＨ狏ＩＮ犗（狌））｛

ＩＦ（狏ＮＯＴＩＮ犖犕犛．ｋｅｙｓｅｔ（））｛

　ＩＦ（狏．ｅｎｔｉｔｙＮＯＴＩＮ犈犕犛．ｋｅｙｓｅｔ（））｛

犈犕犛∪狌［狏．ｅｎｔｉｔｙ］＝狆狆（狌，狏）；

｝

ＥＬＳＥ｛

犈犕犛∪狌［狏．ｅｎｔｉｔｙ］＝１－（１－犈犕犛［狏．ｅｎｔｉｔｙ］）×

（１－狆狆（狌，狏））；

｝

｝

ＥＬＳＥ｛

狀狆狆（狌，狏）＝狆狆（犛∪狌，狏）；

狀狏犪犾＝１－（１－犈犕犛［狏．ｅｎｔｉｔｙ］）×（１－狀狆狆（狌，狏））／

（１－犖犕犛［狏］）；

　犈犕犛∪狌［狏．ｅｎｔｉｔｙ］＝狀狏犪犾；

｝

｝

ＦＯＲ（犲ＩＮ犈犕犛∪狌．ｋｅｙｓｅｔ（））｛

　ＩＦ（犲ＩＮ犈犕犛）ＴＨＥＮ｛

犵犪犻狀（狌｜犛）＋＝犈犕犛∪狌［犲］－犈犕犛［犲］；

｝

ＥＬＳＥ｛

犵犪犻狀（狌｜犛）＋＝犈犕犛∪狌［犲］；

｝

｝

ＲＥＴＵＲＮ犵犪犻狀（狌｜犛）；

算法１描述了候选种子节点狌在已有种子集合

犛上影响增益的计算过程．具体包含两个部分，首先

需要计算集合（犛∪狌）对每个实体的影响概率，然后

加权每个实体的增益值作为最后狌在集合犛 上的

增益值．根据算法１可知，每一轮选择具有最大影响

范围增益的节点，直至选择犽个种子为止．经过我们

的实验发现，算法１所耗时间比较长，因为它需要

准确计算每个节点的影响范围，然后需要计算每个

实体的增益值才能求解．如果节点狏被集合犛 和狌

共同影响，需要根据式（７）求解节点的影响范围

狀狆狆（狌，狏）时．如果节点狌和狊分别独立的影响节点

狏，则狌和狊对狏的共同影响概率为１－狆狆（狌，狏）×

狆狆（狊，狏），否则需要根据式（７）计算．由此可知，影响

独立假设下的影响概率狆狆（狌∪狊，狏）要大于根据

式（７）所计算值，因为式（７）减去了由狌∪狊共同影响

的那部分值．如果假设集合犛中的每个点对节点

狏（犲狏，犌犻）都独立影响，则集合犛对狏（犲狏，犌犻）的影响

概率狆狆（犛，狏（犲狏，犌犻））使用式（８）计算．

狆^狆（犛，狏）＝

１， 狏∈犛

１－∏
狌∈犛

（１－狆狆（狌，狏）），狏烅

烄

烆
犛
（８）

因为对于实体的影响概率是根据其多个被指代

的节点计算，根据式（８）可以得出集合犛对实体犲狏

的影响概率计算如式（９）．

狆^狆（犛，犲狏）＝１－ ∏
狏．ｅｎｔｉｔｙ＝犲狏

（１－狆狆（犛，狏）） （９）

假设实体犲狏存在狀个表面形式，记节点狌在集合

犛的基础上对实体犲狏的影响增益为犵^犪犻狀（狌｜犛，犲狏），

则犵^犪犻狀（狌｜犛，犲狏）＝狆^狆（犛∪狌，犲狏）－狆狆（犛，犲狏）．根据

式（９），对增益值犵^犪犻狀（狌｜犛，犲狏）有如下推导：

犵^犪犻狀（狌｜犛，犲狏）＝狆^狆（犛∪狌，犲狏）－狆狆（犛，犲狏）

＝１－∏
狀

犻＝１

（１－狆狆（犛，狏犻））×（１－狆狆（狌，狏犻））－狆狆（犛，犲狏）

＝１－∏
狀

犻＝１

（１－狆狆（犛，狏犻））×∏
狀

犻＝１

（１－狆狆（狌，狏犻））－狆狆（犛，犲狏）

＝１－（１－狆狆（犛，犲狏））×∏
狀

犻＝１

（１－狆狆（狌，狏犻））－狆狆（犛，犲狏）

＝（１－狆狆（犛，犲狏））× １－∏
狀

犻＝１

（１－狆狆（狌，狏犻（ ）））

＝（１－狆狆（犛，犲狏））×狆狆（狌，犲狏）．

由此，得出节点狌 在集合犛 上的影响增益上界

犵^犪犻狀（狌｜犛）为式（１０）：

犵^犪犻狀（狌｜犛）＝∑
犲狏∈犈

犵^犪犻狀（狌｜犛，犲狏） （１０）

对节点集合犞 中的每个节点狌，我们都预先计

算它对每个实体的影响概率并缓存在ｍａｐ里，记为

犈犕狌，那么在已有种子集合犛的基础上，节点狌的

影响增益上界可归纳为算法２．
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算法２．　Ｕｐｐｅｒｇａｉｎ（狌，犈犕狌，犈犕犛）．

输入：候选种子狌，犈犕狌和犈犕犛

输出：候选种子狌的影响增益上界犵^犪犻狀（狌｜犛）

初始化犵^犪犻狀（狌｜犛）＝０．０；

ＦＯＲ（犲狏ＩＮ犈犕狌．ｋｅｙｓｅｔ（））｛

　ＩＦ（犲狏ＩＮ犈犕犛．ｋｅｙｓｅｔ（））｛

　犵^犪犻狀（狌｜犛）＋＝犵^犪犻狀（狌｜犛，犲狏）；

｝

ＥＬＳＥ｛

　犵^犪犻狀（狌｜犛）＋＝犈犕狌［犲狏］｝

｝

ＲＥＴＵＲＮ犵^犪犻狀（狌｜犛）；

显然，如果一个节点的影响增益均大于其他节

点的影响增益上界，那么该节点就是下一个种子节

点，而无需重新计算其他节点的影响增益．本文通过

借助大顶堆犎 来维护每个节点的相关信息，同时辅

助种子选取．大顶堆中的每个元素包含３个信息：节

点信息（称为ｎｏｄｅ）、节点的影响范围（称为ｓｐｒｅａｄ）

和该节点影响范围计算时的状态值（称为ｓｔａｔｕｓ）．

初始阶段，堆节点中的影响范围ｓｐｒｅａｄ为每个节点

的初始影响范围（使用式（４）计算），状态ｓｔａｔｕｓ初

始化为０．算法３（ＢｌｅｎｄｅｄＩＭＭＳ）描述了多网络下

寻找ｔｏｐ犽个影响力范围最大的种子节点的计算

过程．

算法３．　ＢｌｅｎｄｅｄＩＭＭＳ．

输入：狀个社交网络犌１（犞１，犈１），…，犌狀（犞狀，犈狀）；种子

个数犽；影响增益阈值φ；最大传播路径阈值θ

输出：大小为犽的种子集合犛；

对集合犞中的每个节点狌预计算犗（狌），犐（狌），σ（狌）和犈犕狌；

建立并初始化大顶堆犎；

初始化犛＝，犈犕犛＝，犖犕犛＝，犝犕＝；

ＦＯＲ（犻＝０；犻＜犽；犻＋＋）｛

犝犕＝；

Ｎｏｄｅ狋狀狅犱犲＝犎．ｔｏｐ（）；

ＷＨＩＬＥ（狋狀狅犱犲．ｓｔａｔｕｓ！＝犻）｛

犵犪犻狀＝０．０；

ＩＦ（狋狀狅犱犲．ｎｏｄｅＮＯＴＩＮ犝犕）｛

犵犪犻狀＝Ｕｐｐｅｒｇａｉｎ（狋狀狅犱犲．ｎｏｄｅ，犈犕狌，犈犕犛）；

　 犝犕［狋狀狅犱犲．ｎｏｄｅ］＝犵犪犻狀；

　 ＳＥＴ狋狀狅犱犲．ｓｐｒｅａｄ＝犵犪犻狀；

　 ｝

ＥＬＳＥ｛

　 犵犪犻狀＝ｇａｉｎ（狋狀狅犱犲．ｎｏｄｅ，犛，犈犕犛，犖犕犛）；

　 犐犉（犝犕［狋狀狅犱犲．狀狅犱犲］＞０牔牔（犵犪犻狀／犝犕［狋狀狅犱犲．狀狅犱犲］＞

φ））｛

　　 狋狀狅犱犲．狊狆狉犲犪犱＝犵犪犻狀；

　　 犅犚犈犃犓；

　｝

狋狀狅犱犲．ｓｐｒｅａｄ＝犵犪犻狀；

狋狀狅犱犲．ｓｔａｔｕｓ＝犻；

｝

犎．ｓｏｒｔ（）；

狋狀狅犱犲＝犎．ｔｏｐ（）；

｝

狋狀狅犱犲＝犎．ｐｏｐ（）；

犛＝犛∪狋狀狅犱犲．ｎｏｄｅ；

ＵＰＤＡＴＥ犈犕犛和犖犕犛；

犎．ｓｏｒｔ（）；

｝

ＲＥＴＵＲＮ犛；

算法３中初始输入为狀个社交网络和犽值．期

望得到大小为犽的种子集合犛使得这犽个种子节点

的影响传播范围最大化．刚开始，算法需要预先计算

每个节点狌的犗（狌）、犐（狌）、犈犕狌和初始影响范围

σ（狌）．并根据σ（狌）建立并初始化大顶堆犎．之后，初

始化种子集合犛、ｍａｐ犈犕犛、ｍａｐ犖犕犛为空集，同时

使用ｍａｐ犝犕 缓存每轮候选种子节点的影响增益

上界值．整个过程总共犽轮，使用犻记录当前轮次．

每轮先初始化犝犕 为空集，之后查看堆顶元素

狋狀狅犱犲，如果堆顶元素狋狀狅犱犲的状态值为犻，则弹出堆

顶元素并添加种子集合犛中．因为犻值用来表征当

前堆节点中的影响范围增益值是在哪一轮计算的，

如果是在当前轮计算，并且经过堆排序之后仍然

处于堆顶，则说明该节点为能够产生最大影响范围

增益的点．否则，先判断当前节点是否在 ｍａｐ犝犕

里：如果不在，使用算法２计算堆顶节点狋狀狅犱犲的

影响范围增益上界，分别缓存在犝犕，同时设置堆顶

元素狋狀狅犱犲的ｓｐｒｅａｄ为增益上界值；如果狋狀狅犱犲在

ｍａｐ犝犕 里，则使用算法１计算它准确的影响增益

值，之后设置堆顶节点的ｓｐｒｅａｄ值为准确增益值，

并设置它的状态ｓｔａｔｕｓ为犻值．最后堆排序并获得

堆顶元素，重新开始判断．整个过程持续直到选取了

犽个种子．

影响增益上界比准确的影响增益要高出一些，

为此可以通过设置阈值，即如果通过算法１获得的

准确影响增益与使用算法２计算出的影响增益上界

值的比值在一定阈值内，就认定当前候选节点为下

一个种子节点，本文使用变量φ表示比值阈值．为了

节省空间，具体的代码为算法３中添加下划线和加

粗部分的内容．每次计算过当前节点的准确增益值

之后，如果它的增益上界值大于０，并且准确增益值

同增益上界比值大于阈值φ，就终止 ＷＨＩＬＥ循环，

弹出当前节点作为下一个种子节点．

由前文推导知，影响增益上界值要比真实的增
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益值大，通过使用推导出的公式可以比较方便的计

算出增益上界值，对精度要求不高时，可以避免大量

运算．为此我们考虑直接使用增益上界值作为评估

种子节点增益的方法．并通过实验判断与准确计算

下的增益值相比相差多少．算法４为完全使用影响

增益上界值的计算过程．

算法４．　ＢｏｕｎｄＢａｓｅｄＩＭＭＳ．

输入：狀个社交网络犌１（犞１，犈１），…，犌狀（犞狀，犈狀）；种子

个数犽；

输出：大小为犽的种子集合犛；

对集合犞中的每个节点狌预计算犗（狌），犐（狌），σ（狌）和犈犕狌；

建立并初始化大顶堆犎；

初始化犛＝，犈犕犛＝；

ＦＯＲ（犻＝０；犻＜犽；犻＋＋）｛

　Ｎｏｄｅ狋狀狅犱犲＝犎．ｔｏｐ（）；

　ＷＨＩＬＥ（狋狀狅犱犲．ｓｔａｔｕｓ！＝犻）｛

　犵犪犻狀＝０．０；

犵犪犻狀＝Ｕｐｐｅｒｇａｉｎ（狋狀狅犱犲．ｎｏｄｅ，犈犕狌，犈犕犛）；

犵犪犻狀＝犵犪犻狀（狋狀狅犱犲．狀狅犱犲，犛，犈犕犛，犖犕犛）；

狋狀狅犱犲．ｓｐｒｅａｄ＝犵犪犻狀；

狋狀狅犱犲．ｓｔａｔｕｓ＝犻；

犎．ｓｏｒｔ（）；

狋狀狅犱犲＝犎．ｔｏｐ（）；

｝

狋狀狅犱犲＝犎．ｐｏｐ（）；

犛＝犛∪狋狀狅犱犲．ｎｏｄｅ；

ＵＰＤＡＴＥ犈犕犛；

犎．ｓｏｒｔ（）；

｝

ＲＥＴＵＲＮ犛；

算法４为完全使用影响上界的方式选择ｔｏｐ犽

个种子的过程．每次使用算法２计算候选节点的影

响增益上界，并更新堆节点的ｓｔａｔｕｓ为犻，ｓｐｒｅａｄ值

为增益上界值，直到堆顶节点的ｓｔａｔｕｓ为犻时弹出

该节点并添加到种子集合犛中，最后经过犽轮迭代，

返回种子集合犛．

５　实　验

本文分别实现了使用影响增益上界优化的算

法ＢｌｅｎｄｅｄＩＭＭＳ以及使用完全影响增益上界的算

法ＢｏｕｎｄＢａｓｅｄＩＭＭＳ两种方法，并实现了使用准确

增益的算法（这里表示为ＩＭＭＳ，即完全使用影响

增益来评估候选种子，具体将算法４中的犵犪犻狀＝

Ｕｐｐｅｒｇａｉｎ（狋狀狅犱犲．ｎｏｄｅ，犈犕狌，犈犕犛）替换为犵犪犻狀＝

ｇａｉｎ（狋狀狅犱犲．ｎｏｄｅ，犛，犈犕犛，犖犕犛），由于篇幅有限不

再赘述）．最后本文分别在ＤＢＬＰ、Ｃｉｔｅｓｅｅｒ、Ａｍｉｎｅｒ

和Ｌｉｎｋｅｄｉｎ等数据集上进行实验，将所提算法同当

前较为先进的两种算法ＰＭＩＡ
［６］和ＩＲＩＥ

［１５］进行比

较，分别从运行时间和影响范围两个方面评估算法

的性能差异．由于ＰＭＩＡ和ＩＲＩＥ适用于单网络的

影响力最大化问题，为此，针对输入的多网络通过预

处理将其整合成一个网络，指代相同实体的节点重

新编号，节点间的关系同多网络相同．最后根据不同

算法所选取的种子集合在原始的多网络上通过蒙特

卡洛模拟计算平均的影响范围．

５１　数据集

多网络上的影响力分析需要考虑不同网络上节

点间的实体链接与识别问题，虽然已有研究成果去

解决多网络上节点的实体链接，但是考虑到准确度

问题，我们使用实体能够一一对应的数据集ＤＢＬＰ①

和Ｃｉｔｅｓｅｅｒ② 以及Ｌｉｎｋｅｄｉｎ③
［２９］和Ａｍｉｎｅｒ④

［２９］．

ＤＢＬＰ和Ｃｉｔｅｓｅｅｒ为科研作者网络，网络上的

节点都是实名制，本文将具有相同名字的节点指代

同一个实体，不同网络上的节点信息使用节点名称

与网络ＩＤ进行标识，Ｌｉｎｋｅｄｉｎ和Ａｍｉｎｅｒ为文章
［２９］

所用，我们使用作者提供的真实节点的实体映射作

为两个网络上的实体映射集合．

对于ＤＢＬＰ和Ｃｉｔｅｓｅｅｒ数据集，同一个网络内

节点间的影响概率使用两个作者之间的合作关系计

算得到，使用式（１１）计算：

狆（犪→犫）＝
犖（犪，犫）

犖（犪）
（１１）

式（１２）中狆（犪→犫）表示节点犪对节点犫的影响

概率，其中犖（犪，犫）表示作者犪和犫的合作次数，

犖（犪）表示作者犪总共的著作次数．显然，如果两个

作者之间的合作次数越多，那么他们之间相互的影

响概率就越强．对于Ａｍｉｎｅｒ和Ｌｉｎｋｅｄｉｎ，我们使用

常用的１／犱（狏）作为节点同其他关联节点之间的影

响强度，其中犱（狏）为节点狏的入度．

多个网络上实体间的自传播概率可以根据每个

实体在多个网络上的行为计算得到，例如用户犃在

新浪微博上发布了１００条微博，其中有１０条都转发

到了人人网上，则δ犃（Ｗｅｉｂｏ，Ｒｅｎｒｅｎ）＝０．１．由于ＤＢＬＰ和

Ｃｉｔｅｓｅｅｒ、Ａｍｉｎｅｒ和Ｌｉｎｋｅｄｉｎ捕捉同一实体的自传

播概率比较困难，这里使用随机生成数作为实体上

的自传播概率．首先，需要找到两个网络上的共同节

点作为能够产生自传播概率的实体，然后针对每个
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实体生成［０１］的实数作为自传播概率，由于所有的

数据均提前生成并固定，每个算法使用相同的数据

信息，对实验结果不会造成影响．

ＤＢＬＰ和Ｃｉｔｅｓｅｅｒ、Ａｍｉｎｅｒ和Ｌｉｎｋｅｄｉｎ均为有

向网络，具体的数据集统计信息如表１所示．

表１　犇犅犔犘和犆犻狋犲狊犲犲狉数据集概要信息

数据集 点数 边数 平均出度 节点总数 共同点数

ＤＢＬＰ １４３６５９６ １２３１１７０６ ８．５７

Ｃｉｔｅｓｅｅｒ １３８３６８ ７５４３１６ ５．４５
１５７４８０９ ７３１３１

Ａｍｉｎｅｒ １０５６９４１ ７８５９７５２ ７．４４

Ｌｉｎｋｅｄｉｎ ６７２６２９０ ３８７２１３８０ ５．７６
７７８３２３１ ３０４１

５２　实验效果

本文 分 别 在 ＤＢＬＰ 和 Ｃｉｔｅｓｅｅｒ、Ａｍｉｎｅｒ 和

Ｌｉｎｋｅｄｉｎ这４个数据集所构成的两组网络上分别比

较了ＩＭＭＳ、ＢｌｅｎｄｅｄＩＭＭＳ、ＢｏｕｎｄＢａｓｅｄＩＭＭＳ和

ＰＭＩＡ、ＩＲＩＥ、ＳＰＭ（由 ＣＥＬＦ算法改进）和ＳＰ１Ｍ

（由ＣＥＬＦ算法改进）这５种算法的实验效果，其中

ＰＭＩＡ、ＩＲＩＥ、ＳＰＭ 和ＳＰ１Ｍ 由Ｃｈｅｎ等人
［６，１５］在文

章中所用源代码，由于ＳＰＭ、ＳＰ１Ｍ 这两种贪心算

法所耗时间过长，在ＤＢＬＰ、Ｃｉｔｅｓｅｅｒ两个网络上寻

找２０个节点耗时约５３ｈ，而在影响范围上同ＩＲＩＥ、

ＰＭＩＡ和本文所提算法相差无几，由于传统贪心算法

耗时过长，实验部分只对ＩＲＩＥ和ＰＭＩＡ进行对比．

对比实验从运行时间和影响范围（Ｉｎｆｌｕｅｎｃｅ

Ｓｐｒｅａｄ）两个方面衡量方法的性能．对于已选取的种

子集合，在独立级联模型基础上使用的蒙特卡洛模

拟来评估节点集合的影响范围，多网络下指代同一

个实体的节点的激活只能算作一次，但可以多次被

激活，每个种子集合使用２００００次蒙特卡洛模拟传

播过程，最后使用均值作为每个种子集合的影响范

围．下面分别从影响范围和运行时间对比不同算法

在多网络下的影响力最大化的性能表现．

５．２．１　影响范围（ＩｎｆｌｕｅｎｃｅＳｐｒｅａｄ）

实验分别比较了在固定种子数量的情况下，最

大传播路径的阈值θ分别为０．０１、０．０２、０．０３、０．０４

和０．０５时ＩＭＭＳ、ＢｌｅｎｄｅｄＩＭＭＳ、ＢｏｕｎｄＢａｓｅｄＩＭＭＳ

和ＰＭＩＡ这４种方法的影响范围．图３和图４为在

ＤＢＬＰ和Ｃｉｔｅｓｅｅｒ数据集上分别固定种子数目为５０

和１００的情况下，４种方法在不同阈值下的影响传

播范围，图５为在 Ａｍｉｎｅｒ和Ｌｉｎｋｅｄｉｎ数据集上种

子个数为１００时不同阈值范围下４种算法的结果．

从图３、图４和图５看出，随着阈值θ增大，上述

几种方法的影响范围均呈现下降趋势，这是因为θ

为最大传播路径的阈值，用来控制每个节点的局部

传播范围．最大传播路径上的概率值小于θ，该路

图３　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上的影响范围结果

（犽＝５０时，影响范围与阈值θ的关系）

图４　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上的影响范围结果

（犽＝１００时，影响范围与阈值θ的关系）

图５　Ａｍｉｎｅｒ＆Ｌｉｎｋｅｄｉｎ数据集上的影响范围结果

（犽＝１００时，影响范围与阈值θ的关系）

径就会被过滤掉，使得计算结果近似于真实结果，但

也小于真实的影响范围．同时也总结出，在相同阈

值下，随着种子数量的增加，影响范围也会增加．并

且４种方法都能够达到一定的传播范围，从整体来

看本文所提算法ＩＭＭＳ、ＢｌｅｎｄｅｄＩＭＭＳ和Ｂｏｕｎｄ

ＢａｓｅｄＩＭＭＳ大体相当，并都要略优于ＰＭＩＡ．这是
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因为ＩＭＭＳ、ＢｌｅｎｄｅｄＩＭＭＳ 和 ＢｏｕｎｄＢａｓｅｄＩＭＭＳ

在计算影响范围增益的时候按照实体的增益计算，

这也是多网络同单一网络的不同之处，一个实体可

能存在于多个网络，增益的计算需要按照实体而非

节点进行计算．

由于ＩＲＩＥ同θ不相关，图６和图７比较了在

最大传播路径阈值θ为０．０１（对 ＰＭＩＡ、ＩＭＭＳ、

ＢｌｅｎｄｅｄＩＭＭＳ和ＢｏｕｎｄＢａｓｅｄＩＭＭＳ这４种方法而

言）时，种子数目犽分别为２０、４０、６０、８０和１００时

５种算法的影响范围．其中图６为ＤＢＬＰ和Ｃｉｔｅｓｅｅｒ

两个网络上的结果，图７为Ａｍｉｎｅｒ和Ｌｉｎｋｅｄｉｎ两

个网络上的比较结果．可以看出，随着种子数目犽的

增加，５种方法的影响范围都会增长，并且差异不大，

由此得知，本文所提方法在结果上能够同ＰＭＩＡ、

ＩＲＩＥ等方法取得一致性．

图６　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上的影响范围结果

（固定θ＝０．０１，种子数目犽同影响范围的关系）

图７　Ａｍｉｎｅｒ＆Ｌｉｎｋｅｄｉｎ数据集上的影响范围结果

（固定θ＝０．０１，种子数目犽同影响范围的关系）

５．２．２　运行时间（ＲｕｎｎｉｎｇＴｉｍｅ）

此外，实验分别比较了在固定种子数目犽时，

不同阈值θ对时间的影响（针对 ＰＭＩＡ、ＩＭＭＳ、

ＢｌｅｎｄｅｄＩＭＭＳ和ＢｏｕｎｄＢａｓｅｄＩＭＭＳ这４种方法）．

图８和图９为在数据集ＤＢＬＰ和Ｃｉｔｅｓｅｅｒ上，在固定

种子数目犽为５０和１００时，不同阈值θ下４种方法的

运行时间；图１０为在数据集 Ａｍｉｎｅｒ和 Ｌｉｎｋｅｄｉｎ

数据集上，种子数目犽为１００时，阈值范围在０．０１～

０．０５上４种不同算法的影响范围结果．

由图８、图９和图１０看出，随着阈值θ的增加，

图８　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上运行时间结果

（犽＝５０时，运行时间与阈值θ的关系）

图９　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上运行时间结果

（犽＝１００时，运行时间与阈值θ的关系）

图１０　Ａｍｉｎｅｒ＆Ｌｉｎｋｅｄｉｎ数据集上运行时间结果

（犽＝１００时，运行时间与阈值θ的关系）
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运行时间呈下降趋势，这是因为随着阈值θ的增大

过滤了一些不重要的节点，减少了候选种子的规模；

此外，运行时间最长的为使用准确影响增益计算的

ＩＭＭＳ，其次为使用ＢｌｅｎｄｅｄＩＭＭＳ的方法，之后为

ＰＭＩＡ，运行时间最短的为完全基于影响上界的

ＢｏｕｎｄＢａｓｅｄＩＭＭＳ，运行时间很稳定并且一直维

持在１秒左右，比ＰＭＩＡ 高出７０倍的数量级，比

ＩＭＭＳ和ＢｌｅｎｄｅｄＩＭＭＳ快２个数量级．

图１１和图１２显示了在固定阈值θ为０．０１时，

不同种子数目犽下，５种算法的运行时间结果比较．

其中图１１为在数据集ＤＢＬＰ和Ｃｉｔｅｓｅｅｒ两个网络

上的结果，图１２为数据集Ａｍｉｎｅｒ和Ｌｉｎｋｅｄｉｎ两个

网络上的对比结果．从图１１、图１２中可以看出，随

着种子数量的增加，运行时间也会增长，出乎意料

的是运行时间最长的反而是ＩＲＩＥ算法，ＰＭＩＡ表现

一直很稳定，这其中性能表现最优的为 Ｂｏｕｎｄ

ＢａｓｅｄＩＭＭＳ，运行时间一直维持在秒级，表现了极

强的性能．这是因为ＢｏｕｎｄＢａｓｅｄＩＭＭＳ算法使用节

点间完全独立的假设进行近似计算，免去了诸多中

图１１　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上运行时间结果

（θ＝０．０１时，运行时间与种子数目犽的关系）

图１２　Ａｍｉｎｅｒ＆Ｌｉｎｋｅｄｉｎ数据集上运行时间结果

（θ＝０．０１时，运行时间与种子数目犽的关系）

间计算过程．

从运行时间和影响范围的实验结果来看，无论

是运行时间还是影响范围，完全基于影响增益上界

的方法ＢｏｕｎｄＢａｓｅｄＩＭＭＳ均有着较高的性能，虽然

使用影响独立假设会损失部分计算精度，但是相比之

下运行效率提高了近２个数量级．基于准确计算的

ＩＭＭＳ和使用Ｂｏｕｎｄ作为过滤的ＢｌｅｎｄｅｄＩＭＭＳ运

行时间上比较高，但却有着最好的影响范围．

图３至图１２中的ＢｌｅｎｄｅｄＩＭＭＳ我们设置的阈

值φ为６０％．为了验证阈值φ对ＢｌｅｎｄｅｄＩＭＭＳ方

法的影响，实验还比较了不同阈值φ下，５种方法

在运行时间和影响范围的对照结果．图１３为固定种

子数目犽为５０，阈值θ为０．０１时，阈值φ分别为

２０％、４０％、６０％和１００％时分别对影响范围的影

响．图１４为在上述配置下对运行时间的影响．从

图１３和图１４看出，阈值φ对影响范围和运行时间

的影响不大，这其中主要因为网络是稀疏的．但总体

来看完全基于影响上界的方法ＢｏｕｎｄＢａｓｅｄＩＭＭＳ

表现出了较高的性能，从运行时间和影响范围来看

图１３　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上影响范围结果

（犽＝５０，θ＝０．０１时，影响范围与阈值φ的关系）

图１４　ＤＢＬＰ＆Ｃｉｔｅｓｅｅｒ数据集上运行时间结果

（犽＝５０，θ＝０．０１时，运行时间与阈值φ的关系）
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都优于其他方法．而当前最为先进的方法ＰＭＩＡ从

影响范围上来看比不过ＩＭＭＳ和ＢｌｅｎｄｅｄＩＭＭＳ，

而从运行时间上又高出ＢｏｕｎｄＢａｓｅｄＩＭＭＳ方法．

６　结束语

本文研究了多社交网络上的影响力最大化问

题．首先与单一网络相比，多社交网络具有自传播

性，通过该特性可以将多个网络建立联系；其次提出

了针对多社交网络上节点对实体的影响计算模型来

评估多网络下节点间的影响计算问题；并在独立级

联影响模型下提出多种解决方案来解决多网络下的

影响力最大化问题；最后通过真实数据集上进行实

验，对比了本文所提方法与当前最先进的方法在影

响范围和运行时间上的实验效果．最后的实验表明

所提算法在影响范围和运行时间都能够达到满意的

效果，并明显优于现有方法．

传统的贪心算法通过多次蒙特卡洛模拟来计算

给定节点集合在给定网络上的影响范围，计算量比

较大，本文通过扩展基于树的算法模型，并在此基础

上通过进一步挖掘影响函数的子模性（ｓｕｂｍｏｄｕｌａｒ）

（如算法３所示）来避免冗余计算，最后通过假设节

点间的影响相互独立，使用节点的影响增益上界近

似节点的增益值来提升计算性能，而最后的实验结

果表明这种近似的方法并未明显减少所选种子节点

的影响范围．传统贪心算法在大型网络上伸缩性较

差，而实验所选数据集的节点多为百万规模的大型

网络，根据实验效果来看，所提算法的伸缩性较好，

运行时间并未随网络规模有明显异动．
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