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收稿日期：２０２００８０２；在线发布日期：２０２１０４２５．本课题得到国家自然科学基金项目（６１３０３１０８，６１７７２３５５）、江苏省高校自然科学研究
项目重大项目（１７ＫＪＡ５２０００４）、苏州市重点产业技术创新前瞻性应用研究项目（ＳＹＧ２０１８０４）、江苏高校优势学科建设工程资助项目
（ＰＡＰＤ）资助．刘成浩，硕士研究生，主要研究方向为深度强化学习．Ｅｍａｉｌ：２０１８５２２７０５０＠ｓｔｕ．ｓｕｄａ．ｅｄｕ．ｃｎ．朱　斐（通信作者），博士，
副教授，中国计算机学会（ＣＣＦ）高级会员，主要研究方向为强化学习、文本挖掘和模式识别．Ｅｍａｉｌ：ｚｈｕｆｅｉ＠ｓｕｄａ．ｅｄｕ．ｃｎ．刘　全，博士，
教授，博士生导师，中国计算机学会（ＣＣＦ）高级会员，主要研究领域为自动推理和机器学习．

基于优化子目标数的犗狆狋犻狅狀犆狉犻狋犻犮算法
刘成浩１）　朱　斐１），２）　刘　全１），２）

１）（苏州大学计算机科学与技术学院　江苏苏州　２１５００６）
２）（苏州大学江苏省计算机信息处理技术重点实验室　江苏苏州　２１５００６）

摘　要　时间抽象是分层强化学习中的重要研究方向，而子目标是时间抽象形成的核心元素．目前，大部分分层强
化学习需要人工给出子目标或设定子目标数量．然而，在很多情况下，这不仅需要大量的人工干预，而且所作设定
未必适合对应场景，在动态环境未知的指导下，这一问题尤为突出．针对此，提出基于优化子目标数的ＯｐｔｉｏｎＣｒｉｔｉｃ
算法（ＯｐｔｉｏｎＣｒｉｔｉｃａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎＳｕｂｇｏａｌＱｕａｎｔｉｔｙＯｐｔｉｍｉｚａｔｉｏｎ，ＯＣＳＱＯ），增加了智能体对环境的探索部
分，通过与环境的简单交互，得到适用于应用场景的初始子目标数量估值，并在此基础上识别子目标，然后利用通
过策略梯度生成对应的抽象，使用初态、内部策略和终止函数构成的三元组表示，以此进行训练，根据交互得到的
抽象改变当前状态，不断迭代优化．ＯＣＳＱＯ算法可以在任意状态下开始执行，不要求预先指定子目标和参数，在
执行过程中使用策略梯度生成内部策略、抽象间策略和终止函数，不需要提供内部奖赏信号，也无需获取子目标的
情况，尽可能地减少了人工干预．实验验证了算法的有效性．

关键词　分层深度强化学习；时间抽象；子目标；强化学习；Ｏｐｔｉｏｎ
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１　引　言
深度强化学习是一种强化学习和深度学习结合

了的接近人类思维方式的人工智能方法．在深度Ｑ
网络（ＤｅｅｐＱＮｅｔｗｏｒｋ，ＤＱＮ）提出之后［１］，出现了
多种改进的算法．但是，很多强化学习方法固有的不
足仍未得到有效地解决，如难以处理大规模任务和
稀疏奖赏任务［２］．分层强化学习［３］的抽象机制［４］可
以用于处理这些问题．自动发现抽象动作是分层强
化学习研究热点．Ｋｕｌｋａｒｎｉ等人将深度学习与分层
强化学习结合，提出了分层深度强化学习［５］，通过构
建层次式的决策模型和设立“小目标”的形式来缓
解稀疏奖赏的问题．Ｆｌｏｒｅｎｓａ等人提出的针对分层
强化学习的随机网络将任务分成两层［６］，在预先训
练的环境中学习到较好技能，并将其应用在分层任
务中．而上述方法都是建立在最优价值的基础上，关
键在于对价值函数的估计，然后通过价值函数来获
得对应的策略［７］，其存在后期围绕最优价值函数持
续小幅度震荡而不收敛、价值函数计算复杂等问题．
还有一种基于策略的方法，通过直接计算策略可能
更新的方向来学习策略，如经典策略梯度算法直接

通过梯度来更新策略［８］．Ｋｏｎｄａ等人在策略梯度的
基础之上，提出了ＡｃｔｏｒＣｒｉｔｉｃ（ＡＣ）算法［９］，其中
Ａｃｔｏｒ部分使用策略梯度方法来负责生成动作并与
环境交互，Ｃｒｉｔｉｃ部分采用价值函数的方法来负责
评估Ａｃｔｏｒ的表现，并指导Ａｃｔｏｒ下一阶段的动作．
Ｓｃｈｕｌｍａｎ等人提出的置信区域策略优化（Ｔｒｕｓｔ
ＲｅｇｉｏｎＰｏｌｉｃｙＯｐｔｉｍｉｚａｔｉｏｎ，ＴＲＰＯ）算法可以确保
策略模型在优化时单调提升［１０］．之后又提出了一种
近端策略优化（ＰｒｏｘｉｍａｌＰｏｌｉｃｙＯｐｔｉｍｉｚａｔｉｏｎ，ＰＰＯ）
算法，通过化简目标函数并且使用梯度下降法来加
快学习速度［１１］．Ｖｅｚｈｎｅｖｅｔｓ等人提出了用于学习宏
动作的策略注意力作家（ＳｔｒａｔｅｇｉｃＡｔｔｅｎｔｉｖｅＷｒｉｔｅｒ，
ＳＴＲＡＷ）模型，设计了一个深度循环神经网络体系
结构，通过与强化学习环境中的环境交互以端对端
的方式学习构建隐式策略［１２］．

虽然基于抽象的方法在解决大规模的任务时
表现较好［１３］，但也存在着很多难点需要解决，如何
自动发现子目标就是其中之一．基于策略的方法具
有直接学习策略等方面的优势，但是在解决大规模
问题时有可能会失效．ＯｐｔｉｏｎＣｒｉｔｉｃ（ＯＣ）算法结
合了这两类算法［１４］，该方法无需知道子目标的具体
情况，也无需获取额外的辅助奖赏就可以学习到
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Ｏｐｔｉｏｎ．在ＯＣ算法中，Ｏｐｔｉｏｎ由两个重要元素所组
成，一个是Ｏｐｔｉｏｎ的内部策略，另一个是Ｏｐｔｉｏｎ的
终止函数，二者均通过策略梯度方法来学习得到．
ＯＣ算法也存在不足，如Ｏｐｔｉｏｎ数量的设定问题：
合适的抽象数量可以提高算法性能，但需要预先给
定抽象的数量值，而经典ＯＣ算法并没有指出如何
确定最佳的Ｏｐｔｉｏｎ数量，这就导致ＯＣ算法无法发
挥最优性能．

针对此，本文提出了基于优化子目标数的Ｏｐｔｉｏｎ
Ｃｒｉｔｉｃ（ＯｐｔｉｏｎＣｒｉｔｉｃａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎＳｕｂｇｏａｌ
ＱｕａｎｔｉｔｙＯｐｔｉｍｉｚａｔｉｏｎ，ＯＣＳＱＯ）算法．通过与环境
进行交互得到初始的目标数，以此生成对应数量的
Ｏｐｔｉｏｎ；这些Ｏｐｔｉｏｎ与环境交互，得到奖赏值，反馈
给算法进而优化子目标数量，求得最优解或近似最
优解所对应的子目标数．本文方法仅需简单地设定
子目标数量的上限值，而无需其他设定，解决了经典
ＯＣ算法无法确定合适抽象数量的问题，也改善了
效果、提升了算法性能．

２　背景知识
２１　深度强化学习

强化学习以试错式的学习方式与环境交互，目
标是寻求能得到最大长期回报的策略，其包括状态、
动作、奖赏以及环境等基本元素．强化学习方法可
以用马尔可夫决策过程（ＭａｒｋｏｖＤｅｃｉｓｉｏｎＰｒｏｃｅｓｓ，
ＭＤＰ）来建模［１５］，由状态集犛、动作集犃、转移函数
犘：犛×犃→（犛→［０，１］）和立即奖赏函数狉：犛×犃→
! 所组成．强化学习的智能体与环境进行交互，接
收环境中的状态，然后根据当前状态采取动作，进入
下一个状态．一个马尔可夫策略是给定状态下的动
作的概率分布，π：犛×犃→［０，１］．强化学习方法常用
价值函数或状态动作值函数来评估智能体表现．在
使用带折扣累计奖赏方式计算时，状态狊下的策略
π的价值函数犞定义为

犞π（狊）＝犈π∑
∞

狋＝０
γ狋狉狋＋１｜狊０＝［ ］狊 （１）

状态狊下采取动作犪的状态动作值函数犙为

犙π（狊，犪）＝犈π∑
∞

狋＝０
γ狋狉狋＋１｜狊０＝狊，犪０＝［ ］犪 （２）

其中，γ∈［０，１）是折扣因子，犈表示期望，狉为立即
奖赏．

如果策略π（狊，犪）＞０且仅当犪＝ａｒｇｍａｘ
犪′

犙（狊，犪′）

时，对于给定的状态动作值函数犙而言，π是贪心策
略．在离散的ＭＤＰ中，至少包含一个最优策略［１６］．
由于强化学习的目标是最大化长期回报期望，上述
方法与寻找最优策略目的一致．这样，找到了最优策
略及可得到最大化长期回报期望．

大多数经典强化学习算法面向离散空间任务，
所能处理的动作空间和状态空间都不大，一旦将相
关算法扩展到连续空间中，效果难以保证．近年来，
研究人员把深度学习中的高维输入与强化学习结合
起来，提出了深度强化学习，改善了强化学习在连续
空间任务中的表现．由ＤｅｅｐＭｉｎｄ提出的深度Ｑ网
络（ＤｅｅｐＱＮｅｔｗｏｒｋ，ＤＱＮ）是深度强化学习的基本
方法［１］，其采用一个深度网络的方式来代表价值函
数，根据强化学习中的Ｑｌｅａｒｎｉｎｇ算法来为深度网
络提供目标值，对网络不断更新直至收敛．深度强化
学习在ＤＱＮ的基础之上进行不断改进，涌现了诸
多方法，也取得了很多成果．

深度强化学习在多个方面有着应用．ＤｅｅｐＭｉｎｄ
ＡｌｐｈａＳｔａｒ打败了星际争霸人类高手；ＤｅｅｐＭｉｎｄ在
一款多人抢旗游戏中达到了人类玩家水平；ＯｐｅｎＡＩ
Ｆｉｖｅ打败了人类选手；ＯｐｅｎＡＩ训练了类人机器手
Ｄａｃｔｙｌ，用于灵活地操纵实物；ＤｅｅｐＭｉｎｄ模拟人形
机器人，掌握高难度的运动技能；谷歌云的自动机器
学习提供了自动优化神经网络结构设计的服务；谷
歌研发了基于强化学习的ＹｏｕＴｕｂｅ视频推荐算法；
亚马逊与英特尔合作，发布了一款强化学习实体测
试平台ＡＷＳＤｅｅｐＲａｃｅｒ；滴滴出行则把强化学习应
用于派单等业务．
２２　策略梯度

Ａｎｄｒｙｃｈｏｗｉｃｚ等人通过执行随机梯度下降来
优化给定参数化的随机策略πθ的性能目标［１７］，从而
逐渐得到较优策略．策略梯度求解给出了平均奖赏
和折扣奖赏目标相对于θ的梯度的表达式．在带有
着折扣的设置中，目标的定义是由开始的状态或状

态分布狊０：犑（θ，狊０）＝犈πθ∑
∞

狋＝０
γ狋狉狋＋１｜狊［ ］０所决定的．

策略梯度求解方法为
犘（θ，狊０）
θ ＝∑狊μπθ（狊｜狊０）∑犪πθ

（犪，狊）
θ犙πθ（狊｜犪）（３）

其中，μπθ（狊｜狊０）＝∑
∞

狋＝０
犘（狊狋＝狊｜狊０）是从狊０开始沿轨道

的状态的折扣权重．
在实际应用中，策略梯度是基于策略平稳分布
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的样本估计获得［１８］，其在某组参数的基础上，使用
独立的函数逼近器来近似求解随机策略．例如，策略
可以使用一个神经网络来表示，神经网络的输入是
状态的表示，输出的是动作选择概率，权值是策略的
参数［１９］．策略梯度算法广泛应用于具有连续动作空
间的强化学习问题［２０］．在某个状态下根据参数θ随
机选择动作犪．策略梯度算法是通过对这种随机策
略来进行抽样，并根据累计收益的增加来调整策略
参数．策略梯度方法分为两步：第一步计算梯度，第
二步更新参数θ以提高选择对的动作的概率．
２３　犗狆狋犻狅狀框架

基于时间抽象的Ｏｐｔｉｏｎ框架［２１］是现阶段分层
强化学习领域中常见的一种框架．在使用马尔可夫
表示一个Ｏｐｔｉｏｎ狅∈Ω时，使用三元组（犐狅，π狅，β狅），
其中犐狅∈犛是初始状态集，π狅是内部的Ｏｐｔｉｏｎ策
略，终止函数β狅：犛→［０，１］用来表示在当前状态下
Ｏｐｔｉｏｎ终止的概率［２２］．在使用Ｏｐｔｉｏｎ时，有如下前
提：狊∈犛，狅∈Ω：狊∈犐狅，即Ｏｐｔｉｏｎ可以在任意一
个状态下开始．

Ｇａｓｐａｒｅｔｔｏ提出了具有一组Ｏｐｔｉｏｎ的ＭＤＰ的
方法，即半马可科夫决策过程（ＳｅｍｉＭａｒｋｏｖＤｅｃｉｓｉｏｎ
Ｐｒｏｃｅｓｓ，ＳＭＤＰ），以及关于Ｏｐｔｉｏｎｓ的值函数犞Ω（狊）
和Ｏｐｔｉｏｎ值函数犙Ω（狊，狅）．ＭＤＰ的学习和规划
算法在环境中都有对应的算法［２３］，而底层ＭＤＰ的
存在提供了学习不同Ｏｐｔｉｏｎ的可能．Ｏｐｔｉｏｎ狅的执
行过程如下：一个智能体在犐狅∈犛处选择狅，然后按
照狅的策略π狅来执行动作，直到满足终止条件β狅＝１
为止．如果执行的狅结束了，就可以选择其他的狅，
直至完成任务．这种抽象不仅可以利用先验知识来
加快学习速度［２４］，也可以加速学习到相关任务的
迁移．
２４　犗狆狋犻狅狀犆狉犻狋犻犮（犗犆）框架
２．４．１　框架介绍

研究人员提出了ＯｐｔｉｏｎＣｒｉｔｉｃ（ＯＣ）框架［１４］，无
需识别发现子目标也可对任务进行分层处理．
ＯｐｔｉｏｎＣｒｉｔｉｃ框架将所有可用的经验提炼到组成框
架的每一个部分，包括值函数、Ｏｐｔｉｏｎ间的策略、
Ｏｐｔｉｏｎ内部策略和Ｏｐｔｉｏｎ终止函数．Ｏｐｔｉｏｎ的执
行模型如下：智能体根据Ｏｐｔｉｏｎｓ间的策略πΩ选择
一个Ｏｐｔｉｏｎ狅，然后根据Ｏｐｔｉｏｎ的内部策略π狅选择
Ｏｐｔｉｏｎ的内部状态，直到满足Ｏｐｔｉｏｎ的终止条件，
重复上述步骤．ＯＣ框架使用π狅，θ表示参数化后的
Ｏｐｔｉｏｎ内部策略，使用β狅，表示参数化后的Ｏｐｔｉｏｎ
终止条件，使用策略梯度方法来优化参数化后的内

部策略和终止条件．假设目标是直接优化带有折扣
的回报［２５］，则期望所有的轨迹从一个确定的状态狊０
和Ｏｐｔｉｏｎ狅０开始，于是有：

ρ（Ω，θ，，狊０，狅０）＝犈Ω，θ，狅∑
∞

狋＝０
γ狋狉狋＋１｜狊０，狅［ ］０ （４）

根据式（４）可知，该期望依赖于Ｏｐｔｉｏｎ间的策
略，以及Ｏｐｔｉｏｎ内部的参数和终止条件的参数．于
是目标就转换成了关于参数θ和的梯度的求解问
题．ＯＣ框架提出了Ｏｐｔｉｏｎ价值函数计算方法：

犙Ω（狊，狅）＝∑犪π狅，θ（犪｜狊）犙犝（狊，狅，犪） （５）
其中，犙犝：犛×Ω×犃→犚是在某个状态、选择某个
Ｏｐｔｉｏｎ后，采取动作之后产生的总收益，其计算方
法为
　犙犝（狊，狅，犪）＝狉（狊，犪）＋γ∑狊′犘（狊′｜狊，犪）犝（狅，狊′）（６）
其中，（狊，狅）是增广状态空间．函数犝：Ω×犛→犚是
到达某个状态后，执行Ｏｐｔｉｏｎ的值．在进入状态狊′
后执行Ｏｐｔｉｏｎ狅的值为
犝（狅，狊′）＝（１－β狅，（狊′））犙Ω（狊′，狅）＋β狅，（狊′）犞Ω（狊′）（７）
犙犝和犝分别依赖于参数θ和．ＯＣ框架用来

推导策略梯度需要的一个因素是马尔可夫链，它是
在增广状态空间下定义的链．如果Ｏｐｔｉｏｎ狅狋在狋时
刻、状态狊狋下已经被启动或者正在被执行，然后在一
步中转变到新的状态（狊狋＋１，狅狋＋１）的概率为
犘（狊狋＋１，狅狋＋１｜狊狋，狅狋）＝
∑（犪
π狅狋，θ（犪｜狊狋）犘（狊狋＋１｜狊狋，犪（）（１－β狅狋，（狊狋＋１））１狅狋＝狅狋＋１＋

β狅狋，（狊狋＋１）πΩ（狅狋＋１｜狊狋＋１））） （８）
记犘（狊狋＋１，狅狋＋１｜狊狋，狅狋）为犘（１）

γ（狊狋＋１，狅狋＋１｜狊狋，狅狋），
则从（狊狋，狅狋－１）转移到（狊狋＋１，狅狋）的概率为
　犘（１）

γ（狊狋＋１，狅狋｜狊狋，狅狋－１）＝
（　（１－β狅狋－１（狊狋））１狅狋＝狅狋－１＋β狅狋－１（狊狋）πΩ（狅狋｜狊狋））·

　∑犪π狅狋（犪｜狊狋）γ犘（狊狋＋１｜狊狋，犪） （９）
根据式（８）和式（９）可以推出在增广状态下的犽

步转移概率为
犘（犽）
γ（狊狋＋１，狅狋＋犽｜狊狋，狅狋）＝
∑狊狋＋１∑狅狋＋（１犘１γ（狊狋＋１，狅狋＋１）犘

（犽－１）
γ （狊狋＋犽，狅狋＋犽｜狊狋＋１，狅狋＋１））

（１０）
犘（犽）
γ（狊狋＋犽，狅狋＋犽－１｜狊狋，狅狋－１）＝
∑狊狋＋１∑狅（狋

犘（１）
γ（狊狋＋１，狅狋｜狊狋，狅狋－１）犘（犽－１）

γ （狊狋＋犽，狅狋＋犽－１｜
狊狋＋１，狅狋）） （１１）

然后，推导目标函数对参数θ的梯度［２６］．假设
其随机且可微，根据前面的两个公式，便可以推
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导出：
犙Ω（狊，狅）
θ ＝∑犪π狅，θ

（犪｜狊）
θ犙犝（狊，狅，犪（ ））＋

　　　　∑犪π狅，θ（犪｜狊）∑狊′γ犘（狊′｜狊，犪）
犝（狅，狊′）
θ （１２）

等式右边可以用式（６）和式（７）展开，从而得到
内部策略梯度求解方法．
２．４．２　内部策略的策略梯度求解

给定参数为θ的随机内部策略的马尔可夫
Ｏｐｔｉｏｎｓ．对于参数θ和初始条件（狊０，狅０）的期望折扣
奖赏［２７］的梯度是：

∑狊，狅μΩ（狊，狅｜狊狅，狅狅）·∑犪π狅，θ
（犪｜狊）
θ犙犝（狊，狅，犪）（１３）

其中，μΩ（狊，狅｜狊０，狅０）是从（狊０，狅０）开始沿轨迹的
ｓｔａｔｅＯｐｔｉｏｎ对的折扣权重：

μΩ（狊，狅｜狊０，狅０）＝∑
∞

狋＝０
γ狋犘（狊狋＝狊，狅狋＝狅｜狊０，狅０）（１４）

该梯度描述了原始水平上的局部变化对全局的
期望折扣奖赏的影响．

然后可以计算终止函数［２８］的梯度，即终止函数
对参数的梯度．从前面的公式中，可以推导：
犝（狅，狊′）
＝∑犪π狅，θ（犪｜狊）∑狊′γ犘（狊′｜狊，犪）

（狅．狊′）
（１５）

从公式中可以看出，关键的量是犝的梯度，可
以进一步的展开为

　犝（狅，狊′）＝－β狅，（狊′）犃Ω（狊′，狅）＋

　　　　　　γ∑狅′∑狊″犘（狊″，狅′｜狊′，狅）
犝（狅′，狊″）
 （１６）

其中，犃Ω是Ｏｐｔｉｏｎｓ上的优势函数［２９］，犃Ω＝犙Ω（狊′，狅）－
犞Ω（狊′）．递归地展开犝（狅，狊′） 得到与Ｏｐｔｉｏｎ内部
策略求解的公式类似，其中的ｓｔａｔｅＯｐｔｉｏｎ对的权
重根据马尔可夫链μΩ（狊狋＋１，狅狋｜狊狋，狅狋－１）移动了一个
时间步长．

２．４．３　终止条件策略梯度求解
给定一组参数为的马尔可夫Ｏｐｔｉｏｎｓ，这些

Ｏｐｔｉｏｎｓ的随机终止函数是可微的，对于参数和
初始条件（狊１，狅０）的期望折扣回报的梯度为

－∑狊′，狅μΩ（狊′，狅｜狊１，狅０）
β狅，（狊′）
犃Ω（狊′，狅）（１７）

其中，μΩ（狊′，狅｜狊１，狅０）是从（狊１，狅０）开始的ｓｔａｔｅＯｐｔｉｏｎ
对的折扣权重：

μΩ（狊′，狅｜狊１，狅０）＝∑
∞

狋＝０
γ狋犘（狊狋＋１＝狊，狅狋＝狅｜狊１，狅０）（１８）

优势函数通常出现在策略梯度方法之中，用来
形成一个基线来减少梯度估计的方差．在这里的优
势函数主要与算法的设计相关．当选择到的Ｏｐｔｉｏｎ
比其他所有的Ｏｐｔｉｏｎ的预期收益的期望值低时，则
优势函数是负的，然后就会产生一个终止的概率增
高的梯度，当Ｏｐｔｉｏｎ终止之后，通过外部的策略πΩ
来选择一个更好的Ｏｐｔｉｏｎ．

３　算法描述与分析
３１　算法描述

针对ＯＣ框架中需要人为指定子目标数量的问
题，本文提出了基于优化子目标数的ＯｐｔｉｏｎＣｒｉｔｉｃ
（ＯＣＳＱＯ）算法．通过与环境进行交互得到子目
标［３０］数量，优化该数量从而得到一个最优情况下
的数量，然后生成对应抽象，使得算法性能得到提
升．算法在对应离散问题和连续问题时，分别采用
不同的方法估计得到子目标的大概数量．此估计
值不一定是一个完全精确的子目标的数量，将共
用于执行ＯＣ算法，根据ＯＣ算法得到的结果，优化
该估计值，得到最适合的子目标数量，并以此为条件
进行子目标的自动识别，使ＯＣ算法得到一个较优
的效果．

基于最优子目标数量的ＯｐｔｉｏｎＣｒｉｔｉｃ模型的
框架，如图１所示．

图１　基于最优子目标数量的ＯｐｔｉｏｎＣｒｉｔｉｃ模型框架
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从图１可知，智能体需要与环境进行交互，然后
得到一个子目标的数量犿，ＯＣ框架对应生成犿个
Ｏｐｔｉｏｎ．ＯＣＳＱＯ算法根据优势函数以及Ａｃｔｏｒ
Ｃｒｉｔｉｃ算法优化每个Ｏｐｔｉｏｎ，智能体在采用这些
Ｏｐｔｉｏｎ的情况下再次与环境进行交互，针对不同的
问题，考虑当前的犿个Ｏｐｔｉｏｎ是否能够高效快速
地解决问题，如果可以，则保留当前值为最优数值并
改变犿的值，否则，直接改变犿的值．通过改变犿
的值来判断当前的犿的值是否更优，如当前得到的
效果值比之前更好，更新最优的数量，反之，最优值
在历史取值之中．从而找到一个最佳的犿值用来处
理对应的问题，其中犮值根据环境设定．
３２　算法分析

ＯＣＳＱＯ算法根据Ｏｐｔｉｏｎ内部策略的策略梯
度求解方法和Ｏｐｔｉｏｎ的终止条件策略梯度求解方
法，采用随机梯度下降的方法学习Ｏｐｔｉｏｎ．在学习
Ｏｐｔｉｏｎ时，使用较快的速率更新Ｏｐｔｉｏｎ的内部策
略，使用较慢的速率更新Ｏｐｔｉｏｎ的终止函数．ＯＣ
算法类似于ＡｃｔｏｒＣｒｉｔｉｃ算法，其中，Ｏｐｔｉｏｎ的内部
策略、终止函数和外部策略是系统中的Ａｃｔｏｒ部分，
而犙狌和犃Ω则是系统中的Ｃｒｉｔｉｃ部分．ＯＣ算法并没
有指出Ｏｐｔｉｏｎ之间的策略πΩ是如何得到的，如果
πΩ是关于Ｏｐｔｉｏｎ的贪心策略［３１］，则犙狌的公式可以
推导出对应的一步异策略更新目标犵狋：
犵狋＝狉狋＋１＋（γ（１－β狅狋，（狊狋＋１））·
∑犪π狅狋，θ（犪｜狊狋＋１）犙犝（狊狋＋１，狅狋，犪）＋β狅狋，（狊狋＋１）·
ｍａｘ
狅∑犪π狅，θ（犪｜狊狋＋１）犙犝（狊狋＋１，狅，犪）） （１９）

式（１９）是Ｏｐｔｉｏｎ内部策略的Ｑｌｅａｒｎｉｎｇ算法
的更新目标，α、αθ和α分别是Ｃｒｉｔｉｃ、Ｏｐｔｉｏｎ内部策
略和终止条件的学习率．

从图１中可以发现，确定子目标大致数量的过
程需要智能体与环境进行交互得到．在交互过程中，
并不需要额外的工作来加快智能体到达目标点的速
度，经典的强化学习中所固有的智能体与环境的交
互即可满足条件，使其到达目标点，循环执行此过
程，依次到达子目标点，最后到达终点．智能体与环
境交互到达终点的过程，重复此过程若干次，在交互
过程中可以发现，每次完成任务的过程中，有些点是
必须经过的，这些点的数量即对应子目标的数量．由
于此过程的处理较为粗糙，得到的子目标数量和真
实子目标个数存在偏差，因此用这个数值来表示子目
标的数量的估计值，而非确切的子目标数量值．基于
优化子目标数的ＯｐｔｉｏｎＣｒｉｔｉｃ算法（ＯｐｔｉｏｎＣｒｉｔｉｃ
ａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎＳｕｂｇｏａｌＱｕａｎｔｉｔｙＯｐｔｉｍｉｚａｔｉｏｎ，

ＯＣＳＱＯ）的处理流程如算法１所示．
算法１．　基于优化子目标数的ＯｐｔｉｏｎＣｒｉｔｉｃ

算法（ＯｐｔｉｏｎＣｒｉｔｉｃａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎＳｕｂｇｏａｌ
ＱｕａｎｔｉｔｙＯｐｔｉｍｉｚａｔｉｏｎ，ＯＣＳＱＯ）．

输入：最多子目标数犮，最多交互次数犱
１．初始化：全局数组狊狌犿的所有位置上的值为０，交

互次数犮狅狌狀狋为０
２．Ｗｈｉｌｅ犮狅狌狀狋＜犱：
３．狊←狊０
４．Ｗｈｉｌｅ狊不是终态：
５．　根据策略π（犪｜狊）选择一个动作犪
６．　执行动作犪，观测状态狊′
７．　Ｉｆ狊′不是终态：
８．　　狊←狊′
９．　根据状态出现的次数改变狊狌犿对应位置上的值
１０．　犮狅狌狀狋←犮狅狌狀狋＋１
１１．根据狊狌犿得到子目标数犿（狊狌犿的最大值的个数）
１２．Ｉｆ犿未超过子目标数上限：
１３．　犿←２
１４．Ｅｌｓｅ：
１５．　犿←犮－犿
１６．Ｆｏｒ犻←犿Ｔｏ犮：
１７．　狊←狊０
１８．　根据策略πΩ（狊）选择一个Ｏｐｔｉｏｎ狅
１９．　Ｒｅｐｅａｔ：
２０．　　根据内部策略π狅，θ（犪｜狊）选择动作犪
２１．　　在状态狊处选择动作犪，观测狊′和狉
２２．　　δ←狉－犙犝（狊，狅，犪）
２３．　　Ｉｆ狊′不是终态
２４．　　　δ←δ＋（γ（１－β狅，（狊′））犙Ω（狊′，狅）＋
　　　　　β狅，（狊′）ｍａｘ狅－ 犙Ω（狊′，狅

－））
２５．　　犙犝（狊，狅，犪）←犙犝（狊，狅，犪）＋αδ
２６．　　θ←θ＋αθｌｏｇπ狅，θ（犪｜狊）θ 犙犝（狊，狅，犪）

２７．　　←－αβ狅，（狊′）（犙Ω（狊′，狅）－犞Ω（狊′））

２８．　　ＩＦβ狅，在狊′处终止
２９．　　　根据πΩ（狊′）选择一个新的狅
３０．　　狊←狊′
３１．　Ｕｎｔｉｌ狊′是终态且犻个Ｏｐｔｉｏｎ均已完成学习
３２．根据累计折扣奖赏或者达到目标点需要花费的

最小步数得到最优Ｏｐｔｉｏｎ数
３３　复杂度分析

首先，对离散环境下算法的时间复杂度进行分
析．算法第２步到第１５步是用于得到子目标数的算
法，时间复杂度受到交互次数的影响，同时也受到智
能体到达环境中终点的影响．假设最好情况下智能
体到达终点的时间复杂度为犗（犇），其中犇为智能
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体到达终点所耗费的时间，这部分的时间复杂度为
犗（犱犇）．算法第１９步到第３１步为学习Ｏｐｔｉｏｎ以
及优化子目标数的过程，其时间复杂度与智能体和
环境交互所花费的时间相关，即为犗（犇）．在最多有
犮个子目标的情况下，智能体到达最后的目标点的
时间复杂度为犗（犮犇）．综上可知，时间复杂度由智
能体到达终点所花费的时间决定，整体的时间复杂
度为犗（（犮＋犱）犇）．

然后，对连续环境下算法的时间复杂度进行分
析．在连续环境下，由于神经网络的加入，其时间复
杂度主要由神经网络中的卷积层和全连接层决定，
为犗（犮犅犜），其中犮为最多的子目标数量，犅为
经验池大小，犜为网络的复杂度．

４　实验与分析
本文分别在离散环境下和连续环境下进行实

验．在离散环境下，将ＯＣＳＱＯ算法与Ｑｌｅａｒｎｉｎｇ
算法、ＳＡＲＳＡ算法和ＯＣ算法进行对比，其中Ｑ
ｌｅａｒｎｉｎｇ算法和ＳＡＲＳＡ算法是强化学习中的经典
算法，而ＯＣ算法是ＯＣＳＱＯ算法的基础．在连续
环境下，将ＯＣＳＱＯ算法与ＤＱＮ算法、ＰＰＯ算法
和ＯＣ算法进行对比，其中ＤＱＮ算法是深度强化
学习算法的起源，ＰＰＯ是ＤＱＮ算法的改进．
４１　离散控制问题

四房间问题是分层强化学习中的一个经典离散
控制问题［３２］．经典四房间问题的终点是固定的，本
文实验增加了问题的难度，从右下方的房间中随机
选择一个位置作为终点．如图２所示，智能体从ｓ处
出发，探索经过右上角的房间或者左下角的房间，到
达终点．

图２　四房间问题，ｓ为起点，终点为右下方某个随机位置
智能体在开始的时候，移动的方向是随机的，在

训练的过程中，逐渐改变各方向移动的概率．折扣
因子为０．９９，到达目标的奖赏为１，没有到达目标的
奖赏为０．Ｏｐｔｉｏｎ间的策略采用的是内部Ｏｐｔｉｏｎ
Ｑｌｅａｒｎｉｎｇ方式．本文将ＯＣＳＱＯ算法和Ｑｌｅａｒｎｉｎｇ
算法、ＳＡＲＳＡ算法以及ＯｐｔｉｏｎＣｒｉｔｉｃ算法进行比

较．在实验中，所有的权重初始化为０．由于在四房
间问题中，这４种算法均可以到达最后的目标点，在
这种情况下对比４种算法在对应情节下得到的累计
奖赏值，不太容易能看出各种算法的区别，而通过对
比到达目标点所需的步数，可以看出各种算法的表
现差异显著．

图３给出了１０００个情节内各算法下终止时所
需最多步数．与其余３个算法相比，ＯＣＳＱＯ算法的
收敛效果更好．ＯＣ的算法仅次于ＯＣＳＱＯ算法，
ＳＡＲＳＡ算法和Ｑｌｅａｒｎｉｎｇ算法的效果欠佳，主要
原因是Ｑｌｅａｒｎｉｎｇ算法的值函数在更新的时候选
取的是最大化Ｑ的方向，而ＳＡＲＳＡ选择的是一条
比较安全的路．所以在没有危险的情况下，Ｑｌｅａｒｎ
ｉｎｇ算法比ＳＡＲＳＡ算法更具有优势．ＯＣ算法在策
略梯度的情况下学习到比较好的Ｏｐｔｉｏｎ后，可以得
到一个很好的效果，而ＯＣＳＱＯ算法是在ＯＣ算法
的基础之上进行优化，因此效果会更好．在Ｏｐｔｉｏｎ
的设置中，Ｏｐｔｉｏｎ的数量是一个很重要的因素，针
对上述的问题域，子目标的数量决定了算法的优劣，
图３也可以验证这点．因此，找到合适的Ｏｐｔｉｏｎ数
量，可以使算法达到一个更好的效果．

图３　１０００情节内各算法到达终点所需要的步数（参与对比
的４种算法分别对应四种不同的曲线．各算法可以达到
收敛的效果．图中放大的部分为曲线重叠的部分）

４２　连续控制问题
采用深度神经网络来估计Ｃｒｉｔｉｃ及Ｏｐｔｉｏｎ的

内部策略和Ｏｐｔｉｏｎ的终止条件函数，其深度神经网
络结构图如图４所示．

从图４可以看出，网络结构与ＤＱＮ类似，采用
三层的卷积网络．第一层是３２个大小为８×８、步长
为４的卷积滤波器，第二层是６４个大小为３×３、步
长为２的滤波器，第三层是６４个大小为３×３，步长
为１的滤波器，接着将输出结果输入到一个５１２个
神经元组成的共享层．
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图４　深度神经网络结构图
本文采用的实验环境是Ａｔａｒｉ游戏平台．为了

和其他的几个算法进行比较，所有算法的参数设置
都是一致的．由于在Ａｔａｒｉ游戏平台中，每个游戏可
以获得的奖赏可能会很高，各算法在每个情节下所
获得的奖赏值有差异，这与离散环境下每个算法获
得的奖赏值一致有所不同．本文记录了实验在每次
情节下花费若干步长取得的奖赏，最后再将取得的
奖赏根据情节取一个平均值．从实验结果上看，ＯＣ
算法和ＯＣＳＱＯ算法都学习到了Ｏｐｔｉｏｎ，对比二者
可以发现，ＯＣＳＱＯ算法效果更佳．
４．２．１　Ａｓｔｅｒｉｘ实验及分析

在Ａｓｔｅｒｉｘ实验环境中，智能体的任务是通过
上下移动来获得高奖赏．如图５所示，智能体上下移
动，吃掉有奖赏的物体就会增加智能体的得分，从而
使奖赏变的更大，而如果碰到移动的障碍物，便会失
败．在这个实验环境下，智能体的任务是尽可能少失
败的前提下，获得更好的奖赏．

图５　Ａｓｔｅｒｉｘ环境示意图
ＤＱＮ算法和ＰＰＯ算法直接通过训练得到结

果，不需要产生Ｏｐｔｉｏｎ，而另外两种算法都是需要
产生Ｏｐｔｉｏｎ．在ＯＣ算法中，生成Ｏｐｔｉｏｎ的数量均
为８个，而在ＯＣＳＱＯ中，形成Ｏｐｔｉｏｎ的数量和通
过探索后得到的最优的子目标数量相同，所对应的
实验结果要优于ＯＣ算法的．图６给出了４种算法
的实验效果．

从图６中可以看出，具有Ｏｐｔｉｏｎ的两个算法
ＯＣＳＱＯ和ＯＣ效果明显优于ＤＱＮ算法和ＰＰＯ算

图６　Ａｓｔｅｒｉｘ实验效果图（纵坐标为四种算法下的智能体在对应
步长下所获得的奖赏值．ＰＰＯ、ＯＣ和ＯＣＳＱＯ都稳步上升．
在有好的Ｏｐｔｉｏｎ的情况下，ＯＣＳＱＯ会更好的效果）

法，这是因为Ｏｐｔｉｏｎ的产生加速了学习，使得智能
体的表现变得更好．这与前文所分析一致：适合数量
的Ｏｐｔｉｏｎ有助于算法获得好的效果，而生成Ｏｐ
ｔｉｏｎ的数量需要根据具体环境来确定．ＤＱＮ算法在
表现上不如其他３种算法；ＰＰＯ算法是ＤＱＮ算法
的改进，其表现一直很好；ＯＣＳＱＯ算法和ＯＣ算法
相对于ＤＱＮ来说也做了许多改进，效果也很好．由于
ＯＣＳＱＯ算法得到的Ｏｐｔｉｏｎ数量和只有固定Ｏｐ
ｔｉｏｎ数量的ＯＣ算法相比，ＯＣＳＱＯ得到了更优的
Ｏｐｔｉｏｎ数量，相比之下，ＯＣ算法指定的Ｏｐｔｉｏｎ的
数量在效果上就会差很多，因此ＯＣＳＱＯ算法比
ＯＣ算法的效果更佳．综上可知，无论在何种环境
中，ＯＣＳＱＯ算法都得到了比较可靠的结果．
４．２．２　Ｂｒｅａｋｏｕｔ实验及分析

在Ｂｒｅａｋｏｕｔ实验环境中，通过移动下端的挡板
来控制智能体，使智能体打掉上方的方块．如果打掉
了方块，智能体就会获得分数，从而使奖赏变的更高，
如果智能体没有打掉方块就下来的话，就需要让挡
板来挡住智能体，如果没有挡住智能体，使智能体死
亡，则游戏结束，反之，就会使智能体一直打掉方块．
本实验下的任务是智能体打掉尽可能多的方块从而
获得更高的奖赏．Ｂｒｅａｋｏｕｔ实验环境如图７所示．
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图７　Ｂｒｅａｋｏｕｔ实验环境示意图

图８给出了Ｂｒｅａｋｏｕｔ实验中４种算法的效果．
从图中可以看出ＯＣ算法和ＯＣＳＱＯ算法效果接
近；虽然ＤＱＮ效果比较稳定但一直不如其他３种
算法；ＰＰＯ算法则是处于一个稳定上升的状态，而
且ＰＰＯ算法的稳定性较好，在前８０００个情节中，
ＰＰＯ算法优于另外３种算法的，表明了ＰＰＯ算法是
一个较为优秀的算法；ＯＣ算法和ＯＣＳＱＯ算法在
当前的实验环境下处于一个相接近的水平，从图８
中可以分析得到，这两个算法在前６０００个情节中表
现一致，但是从６０００个情节后，二者表现开始有所
差别，这说明两个算法都学习到了Ｏｐｔｉｏｎ，学习速
度开始变快，两个算法迅速上升并且都超过了
ＰＰＯ．总体而言，ＯＣＳＱＯ算法是略优于ＯＣ算法
的，并且ＯＣ算法的波动性比ＯＣＳＱＯ高．综上可
以看出，ＯＣＳＱＯ算法总体表现优于其他３种算法．

图８　Ｂｒｅａｋｏｕｔ实验效果（纵坐标为四种算法的智能
体在对应步长下所获奖赏值．ＤＱＮ和ＰＰＯ算
法曲线较平缓上升，而ＯＣ和ＯＣＳＱＯ在得到
对应的Ｏｐｔｉｏｎ后效果迅速上升）

另外，从图８中还可以分析得出，具有Ｏｐｔｉｏｎ的
两个算法ＯＣＳＱＯ和ＯＣ效果仍然明显优于ＤＱＮ算
法和ＰＰＯ算法，原因在于Ｏｐｔｉｏｎ的产生加速了学
习，使得智能体的表现变得更好．ＤＱＮ算法表现不令
人满意，而ＰＰＯ算法前期效果略好，但后期明显差了

很多．而ＯＣ算法和ＯＣＳＱＯ算法相比，效果很接
近，然而ＯＣ算法的波动比较大，但并不影响ＯＣ算
法的性能．这是因为在此环境下，Ｏｐｔｉｏｎ数量的差
别仅会造成收敛过程中的波动，不会影响最终效果．
４．２．３　Ａｓｓａｕｌｔ实验及分析

在Ａｓｓａｕｌｔ实验环境中，控制智能体左右移动
躲避上方敌人的攻击，还可以通过控制智能体发射
子弹来击杀敌人获得奖赏．如果智能体发射的子弹
击落了上方的敌方飞船，就会获得一个奖赏．如果智
能体被上方发射的子弹击杀，则智能体死亡．智能体
的实验次数是３，如果全部用完，游戏结束．在本实
验中，通过控制智能体击杀敌人来获得一个高奖赏
值，如果智能体彻底死亡，则游戏结束．当前实验下
的任务是让智能体在当前环境下能够获得一个高奖
赏值．Ａｓｓａｕｌｔ实验环境如图９所示．

图９　Ａｓｓａｕｌｔ实验环境示意图

图１０给出了Ａｓｓａｕｌｔ实验的４种算法的效果
图．从图１０可以看出，两个ＯＣ算法的实验效果明
显要比ＤＱＮ算法和ＰＰＯ算法优越很多．ＯＣ算法
和ＯＣＳＱＯ算法的实验效果接近，但从图中曲线可
以看出，ＯＣＳＱＯ算法的实验效果要略优于ＯＣ算
法的实验效果，且ＯＣ算法效果的波动大于ＯＣＳＱＯ
算法，因此可知ＯＣＳＱＯ算法的稳定性优于ＯＣ算
法．由于利用了Ｏｐｔｉｏｎ机制，将若干单步动作封装
成了一个多步动作，使智能体不需要每一步都要
进行探索，只要根据Ｏｐｔｉｏｎ内部策略即可，可以加
速学习的效果，故而，基于Ｏｐｔｉｏｎ的ＯＣ算法和
ＯＣＳＱＯ算法的实现效果要好于其他两个算法更
好．ＤＱＮ算法效果一般，ＰＰＯ算法优于ＤＱＮ算法．
虽然在前期，ＰＰＯ算法好于ＯＣ算法和ＯＣＳＱＯ算
法，但随着训练的持续开展，ＰＰＯ算法效果明显不
如这两个算法．ＯＣ算法和ＯＣＳＱＯ算法效果接近，
但ＯＣ算法的波动较大．在此实验环境下，由于Ｏｐｔｉｏｎ
数量的影响，ＯＣ算法没有很强的增长；ＯＣＳＱＯ算
法是优于ＯＣ算法，且更为稳定．
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图１０　Ａｓｓａｕｌｔ的实验效果图（纵坐标为４种算法对应的智能
体在对应步长下所获得的奖赏值．在ＯＣ和ＯＣＳＱＯ
的曲线中，ＯＣＳＱＯ的波动性比ＯＣ要好一些）

４．２．４　连续控制问题分析
表１给出了各模型在Ａｔａｒｉ游戏中的测试结果．
表１　各模型在犃狋犪狉犻游戏中的测试结果

游戏名 模型 平均奖赏 最大奖赏

Ａｓｔｅｒｉｘ
ＤＱＮ １２７．２１ 　　２７０
ＰＰＯ ９３６．７９ ２９００
ＯＣＳＱＯ １４５００６ ４８００
ＯＣ １１０７．０２ ３７００

Ｂｒｅａｋｏｕｔ
ＤＱＮ 　２．６２ 　　６
ＰＰＯ ５５．２０ ４２２
ＯＣＳＱＯ ４４８５ ７８１
ＯＣ ３９．６８ ４３６

Ａｓｓａｕｌｔ
ＤＱＮ 　５３．００ ７０
ＰＰＯ １７６８．００ ７１５７
ＯＣＳＱＯ ２２９２００ １９６０６
ＯＣ ２０２７．００ ２０８０１

从表１中可以看出，ＯＣＳＱＯ方法模型的测试
效果最佳，但平均奖赏在Ｂｒｅａｋｏｕｔ游戏中低于ＰＰＯ
方法．ＯＣＳＱＯ算法在ＯＣ算法的基础之上得到了
进一步的调整，找到一个更为恰当的Ｏｐｔｉｏｎ数量，
从而提高算法的效果．虽然在Ａｓｓａｕｌｔ实验环境中，
ＯＣＳＱＯ算法的最大奖赏略低于ＯＣ算法，但ＯＣ
ＳＱＯ的平均值高于ＯＣ算法，且ＯＣ算法的波动性
更大．总体而言，ＯＣＳＱＯ算法优于其他算法．
４．２．５　子目标数量分析

表２给出了各个实验环境中所获得的最佳子目
标数．可以看出，随着环境的改变，最佳子目标数量

表２　不同环境对应的最佳子目标数量
类型 环境 最佳子目标数
离散 四房间问题 ５

Ａｓｔｅｒｉｘ ４
连续 Ｂｒｅａｋｏｕｔ ５

Ａｓｓａｕｌｔ ７

是不一致的．因此，预先设定子目标数量的方式是存
在固有缺陷的．本文算法自动获得实验环境所对应
最优子目标数或近似最优子目标数，从而确定Ｏｐｔｉｏｎ
数量，无需通过人工设置．

和其他算法相比，ＯＣＳＱＯ算法具备的优越性．
在Ａｔａｒｉ平台下，ＯＣＳＱＯ的适用范围与其他３种
算法一致的，且效果更好．虽然与人工指定Ｏｐｔｉｏｎ
数量的方法相比，ＯＣＳＱＯ算法计算复杂度有所提
高，但一旦获得最优数量后，其效果最佳．其他方式，
如人工指定Ｏｐｔｉｏｎ数量、根据图像来获取等方法，
都存在局限性．例如，通过人工指定的方式来获取，
很难确定最优Ｏｐｔｉｏｎ数量；通过图像来获取的方法
会在离散域下失效．综上分析可知，基于优化子目标
数的ＯＣＳＱＯ方法，通过与环境交互，求得最佳子
目标数或近似最优子目标数，以增加计算的代价获
得更好的效果，是一种较好的方法．

５　结　语
ＯＣ算法是一种基于策略梯度和分层深度强化

学习的算法，不需要额外的辅助奖赏和精确的子目
标划分，只需指定需要生成的Ｏｐｔｉｏｎ数量即可．通
过使用策略梯度对Ｏｐｔｉｏｎ中的内部策略和终止函
数进行学习．但是ＯＣ算法所需要的Ｏｐｔｉｏｎ的数量
并不确定．人工指定Ｏｐｔｉｏｎ数量的方式会影响最终
效果．针对这个问题，本文提出了一种基于子目标数
量的ＯｐｔｉｏｎＣｒｉｔｉｃ算法，解决了一般分层强化学习
需要精确划分子目标的情况，同时也解决了ＯＣ算
法无法在最佳Ｏｐｔｉｏｎ数量上执行的问题．
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Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１９ＩＥＥＥ１５ｔｈＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ
ｏｎＡｕｔｏｍａｔｉｏｎＳｃｉｅｎｃｅａｎｄＥｎｇｉｎｅｅｒｉｎｇ（ＣＡＳＥ）．Ｖａｎｃｏｕｖｅｒ，
Ｃａｎａｄａ，２０１９：２５７２６２

［３１］ＥｆｒｏｎｉＹ，ＭｅｒｌｉｓＮ，ＧｈａｖａｍｚａｄｅｈＭ，ｅｔａｌ．Ｔｉｇｈｔｒｅｇｒｅｔ
ｂｏｕｎｄｓｆｏｒｍｏｄｅｌｂａｓｅｄｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｗｉｔｈｇｒｅｅｄｙ
ｐｏｌｉｃｉｅｓ／／ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．
Ｖａｎｃｏｕｖｅｒ，Ｃａｎａｄａ，２０１９：１２２２４１２２３４

［３２］ＡｒｕｍｕｇａｍＤ，ＫａｒａｍｃｈｅｔｉＳ，ＧｏｐａｌａｎＮ，ｅｔａｌ．Ｇｒｏｕｎｄｉｎｇ
ｎａｔｕｒａｌｌａｎｇｕａｇｅｉｎｓｔｒｕｃｔｉｏｎｓｔｏｓｅｍａｎｔｉｃｇｏａｌｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ
ｆｏｒａｂｓｔｒａｃｔｉｏｎａｎｄｇｅｎｅｒａｌｉｚａｔｉｏｎ．ＡｕｔｏｎｏｍｏｕｓＲｏｂｏｔｓ，
２０１９，４３（２）：４４９４６８
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犔犐犝犆犺犲狀犵犎犪狅，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．
Ｈｉｓｍａｉｎｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｉｓｄｅｅｐｒｅｉｎ
ｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ．

犣犎犝犉犲犻，Ｐｈ．Ｄ．，ａｓｓｏｃｉａｔｅｐｒｏｆｅｓｓｏｒ．Ｈｉｓｍａｉｎ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，ｔｅｘｔ
ｍｉｎｉｎｇ，ａｎｄｐａｔｔｅｒｎｒｅｃｏｇｎｉｔｉｏｎ．

犔犐犝犙狌犪狀，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ，Ｐｈ．Ｄ．ｓｕｐｅｒｖｉｓｏｒ．Ｈｉｓ
ｍａｉｎｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅａｕｔｏｍａｔｅｄｒｅａｓｏｎｉｎｇａｎｄ
ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ．

犅犪犮犽犵狉狅狌狀犱
Ｄｅｅｐｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｉｓｃｕｒｒｅｎｔｌｙａｒｅｓｅａｒｃｈ

ｆｏｃｕｓｉｎｔｈｅｆｉｅｌｄｏｆａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉｇｅｎｃｅ．Ｈｏｗｅｖｅｒ，ａｓｔｈｅ
ｅｎｖｉｒｏｎｍｅｎｔｇｅｔｓｍｏｒｅｃｏｍｐｌｅｘ，ｓｔａｎｄａｒｄｄｅｅｐｒｅｉｎｆｏｒｃｅｍｅｎｔ
ｌｅａｒｎｉｎｇｍｅｔｈｏｄｔｕｒｎｓｔｏｂｅｉｎｅｆｆｅｃｔｉｖｅｉｎｓｏｍｅｃａｓｅｓ．Ｔｈｅ
ｈｉｅｒａｒｃｈｉｃａｌｄｅｅｐｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｅｍｅｒｇｅｓａｓｔｈｅｔｉｍｅｓ
ｒｅｑｕｉｒｅ，ｗｈｅｒｅｔｈｅＯｐｔｉｏｎｔｈａｔｕｓｅｓｐｒｉｏｒｋｎｏｗｌｅｄｇｅｔｏｓｐｅｅｄ
ｕｐｌｅａｒｎｉｎｇ，ｉｓａｖｅｒｙｉｍｐｏｒｔａｎｔｃｏｎｃｅｐｔ．

ＩｎｏｒｄｅｒｔｏｇｅｎｅｒａｔｅｇｏｏｄＯｐｔｉｏｎｓｉｎｔｅｌｌｉｇｅｎｔｌｙ，ｔｈｉｓ
ｐａｐｅｒｐｒｏｐｏｓｅｓａｎｏｖｅｌｍｅｔｈｏｄｔｏｇｅｎｅｒａｔｅＯｐｔｉｏｎｓｂａｓｅｄｏｎ
ＯｐｔｉｏｎＣｒｉｔｉｃ，ｒｅｆｅｒｒｅｄａｓＯｐｔｉｏｎＣｒｉｔｉｃａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎ
ＳｕｂｇｏａｌＱｕａｎｔｉｔｙＯｐｔｉｍｉｚａｔｉｏｎｍｅｔｈｏｄ（ＯＣＳＱＯ）．ＯＣＳＱＯ
ｍｅｔｈｏｄｏｂｔａｉｎｓｔｈｅｍｏｓｔａｐｐｒｏｐｒｉａｔｅｎｕｍｂｅｒｏｆＯｐｔｉｏｎｓＢｙ
ｉｎｔｅｒａｃｔｉｎｇｗｉｔｈｔｈｅｅｎｖｉｒｏｎｍｅｎｔ，ｗｈｉｃｈａｖｏｉｄｓｔｈｅｐｒｏｂｌｅｍ
ｏｆｍａｎｕａｌｌｙｓｅｔｔｉｎｇｔｈｅｎｕｍｂｅｒｏｆｓｕｂｇｏａｌｓｉｎＯＣｍｅｔｈｏｄ
ｔｈａｔｃｏｕｌｄａｆｆｅｃｔｔｈｅｐｅｒｆｏｒｍａｎｃｅｏｆｔｈｅａｌｇｏｒｉｔｈｍ．Ａｃｃｏｒｄｉｎｇ

ｔｏｔｈｅｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ，ＯＣＳＱＯｏｕｔｐｅｒｆｏｒｍｓｉｔｓｏｐｐｏｎｅｎｔｓ
ｎｏｔｏｎｌｙｉｎｏｖｅｒａｌｌｐｅｒｆｏｒｍａｎｃｅ，ｂｕｔａｌｓｏｉｎｓｔａｂｉｌｉｔｙ．Ｏｖｅｒａｌｌ，
ＯＣＳＱＯｍｅｔｈｏｄｃａｎａｃｈｉｅｖｅｔｈｅｂｅｓｔｒｅｓｕｌｔｓｗｉｔｈｏｕｔｓｅｔｔｉｎｇ
ｔｈｅｎｕｍｂｅｒｏｆｓｕｂｇｏａｌｓｍａｎｕａｌｌｙ．

ＴｈｉｓｐａｐｅｒｉｓｓｕｐｐｏｒｔｅｄｂｙｔｈｅＮａｔｉｏｎａｌＮａｔｕｒａｌＳｃｉｅｎｃｅ
ＦｏｕｎｄａｔｉｏｎｏｆＣｈｉｎａ（６１３０３１０８，６１７７２３５５），ｔｈｅＪｉａｎｇｓｕ
ＣｏｌｌｅｇｅＮａｔｕｒａｌＳｃｉｅｎｃｅＲｅｓｅａｒｃｈＫｅｙＰｒｏｇｒａｍ（１７ＫＪＡ５２０００４），
ｔｈｅＳｕｚｈｏｕＫｅｙＩｎｄｕｓｔｒｉｅｓＴｅｃｈｎｏｌｏｇｉｃａｌＩｎｎｏｖａｔｉｏｎＰｒｏｓｐｅｃｔｉｖｅ
ＡｐｐｌｉｅｄＲｅｓｅａｒｃｈＰｒｏｊｅｃｔ（ＳＹＧ２０１８０４），ＡＰｒｏｊｅｃｔＦｕｎｄｅｄ
ｂｙｔｈｅＰｒｉｏｒｉｔｙＡｃａｄｅｍｉｃＰｒｏｇｒａｍＤｅｖｅｌｏｐｍｅｎｔｏｆＪｉａｎｇｓｕ
ＨｉｇｈｅｒＥｄｕｃａｔｉｏｎＩｎｓｔｉｔｕｔｉｏｎｓ．Ｔｈｅｓｅｐｒｏｊｅｃｔｓａｉｍｔｏｅｎｒｉｃｈ
ｔｈｅｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｔｈｅｏｒｙａｎｄｄｅｖｅｌｏｐｅｆｆｉｃｉｅｎｔ
ａｐｐｒｏｘｉｍａｔｅａｌｇｏｒｉｔｈｍｓｔｏｅｘｐａｎｄｔｈｅｐｏｗｅｒａｎｄａｐｐｌｉｃａｂｉｌｉｔｙ
ｏｆｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｏｎｌａｒｇｅｓｃａｌｅｐｒｏｂｌｅｍｓ．

３３９１９期 刘成浩等：基于优化子目标数的ＯｐｔｉｏｎＣｒｉｔｉｃ算法

《
 计
 算
 机
 学
 报
 》




