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基于排序得分预测的演化神经架构搜索方法

蒋鹏程　　薛　羽
（南京信息工程大学软件学院　南京　２１００４４）

摘　要　大量的实际应用场景已经很好地证明了神经网络的优异性能，而神经网络性能的主要决定因素在于其架

构．目前，最先进的优秀架构需要人工设计，并且依赖大量的专家经验和反复的试错来验证性能．近年来不断发展

的演化神经架构搜索（ＥｖｏｌｕｔｉｏｎａｒｙＮｅｕｒａｌＡｒｃｈｉｔｅｃｔｕｒｅＳｅａｒｃｈ，ＥＮＡＳ）能够在一定程度上减轻人工设计的负担．然

而，即使ＥＮＡＳ方法能够自动地搜索到优秀架构，却因为其巨大的时间和计算资源消耗导致难以被广泛使用．代理

模型能够较好地解决这一消耗过大的问题，但是现有的代理模型辅助的演化神经架构搜索并不能充分融合搜索和

代理的过程，并且目前代理方法难以准确预测精度相近的网络架构的准确排序关系．同时，现有的代理模型普遍需

要大量的架构信息作为训练数据才能获得较好的代理精度，这些特点都导致代理模型难以较好地辅助ＥＮＡＳ，从

而制约了ＥＮＡＳ的发展．本文中，我们提出了排序得分预测器辅助的演化神经架构搜索方法（ＲａｎｋＳｃｏｒｅＰｒｅｄｉｃｔｏｒ

ａｓｓｉｓｔｅｄＥＮＡＳ，ＲＳＰＥＮＡＳ）．在使用本文提出的面向排序得分预测的新型损失函数的情况下，作为得分预测器的

多层感知器（ＭｕｌｔｉＬａｙｅｒＰｅｒｃｅｐｔｒｏｎ，ＭＬＰ）给出的种群中个体性能得分的排序与他们实际性能的顺序会尽可能保

持一致．在使用本方法搜索的过程中，预测获得的得分可以直接被用于精英选择．在搜索阶段中，本文提出了一种

两阶段的搜索方法，在搜索的前期使用小种群关注于代理数据集历史信息的积累，在后期着重使用代理模型预测

大种群的适应度值．本文中的实验在ＥｖｏＸＢｅｎｃｈ平台上进行，并且能够在所有的基准数据集上都取得较好的结果，

另外我们还在ＩｍａｇｅＮｅｔ数据集上进行了验证．和其他方法相比，本文的方法在ＮＡＳＢｅｎｃｈ１０１空间上能够搜索到

最优的架构．在ＮＡＳＢｅｎｃｈ２０１空间的三个数据集上的正确率相较于其他最优方法分别取得了０．３５％、１．１２％、

０．５５％的进步．在ＩｍａｇｅＮｅｔ上使用真实数据集进行的实验中，我们的方法获得了２．２％的分类精度的提升．另外，

在使用相同数据量的情况下，本文中提出的排序得分预测模型得出的排序结果相较于其他最优方法在 Ｋｅｎｄａｌｌ’ｓ

Ｔａｕ系数上获得了１．５５％的提升．此外，我们还对代理模型中使用的Ｏｎｅｈｏｔ编码和提出的排序损失进行了验证，

从而证明这两项模块对于整体算法的有效性．
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ｅｎｃｏｄｉｎｇａｎｄｔｈｅｐｒｏｐｏｓｅｄｒａｎｋｌｏｓｓｗｉｔｈｉｎｔｈｅｓｕｒｒｏｇａｔｅｍｏｄｅｌ，ｄｅｍｏｎｓｔｒａｔｉｎｇｔｈｅｅｆｆｉｃａｃｙｏｆ

ｔｈｅｓｅｔｗｏｃｏｍｐｏｎｅｎｔｓｆｏｒｔｈｅｏｖｅｒａｌｌａｌｇｏｒｉｔｈｍ．Ｔｈｉｓｒｅｓｅａｒｃｈｕｎｄｅｒｓｃｏｒｅｓｔｈｅｐｏｔｅｎｔｉａｌｏｆａｄｖａｎｃｅｄ

ｓｕｒｒｏｇａｔｅｍｏｄｅｌｓｔｏｅｎｈａｎｃｅｔｈｅｅｆｆｉｃｉｅｎｃｙａｎｄａｃｃｕｒａｃｙｏｆｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈｐｒｏｃｅｓｓｅｓ．

Ｂｙｒｅｄｕｃｉｎｇｃｏｍｐｕｔａｔｉｏｎａｌｃｏｓｔｓａｎｄｉｍｐｒｏｖｉｎｇｔｈｅｐｒｅｃｉｓｉｏｎｏｆａｒｃｈｉｔｅｃｔｕｒｅｒａｎｋｉｎｇｓ，ｏｕｒ

ＲＳＰＥＮＡＳｍｅｔｈｏｄｃｏｕｌｄｓｉｇｎｉｆｉｃａｎｔｌｙａｄｖａｎｃｅｔｈｅｐｒａｃｔｉｃａｌａｐｐｌｉｃａｔｉｏｎａｎｄａｃｃｅｓｓｉｂｉｌｉｔｙｏｆｎｅｕｒａｌ

ｎｅｔｗｏｒｋｄｅｓｉｇｎ，ｐｏｔｅｎｔｉａｌｌｙｃａｔａｌｙｚｉｎｇｍｏｒｅｒａｐｉｄａｄｖａｎｃｅｍｅｎｔｓｉｎｔｈｅｆｉｅｌｄｓｏｆｍａｃｈｉｎｅｌｅａｒｎｉｎｇ

ａｎｄａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉｇｅｎｃｅ．Ｆｕｔｕｒｅｗｏｒｋｍａｙｅｘｐｌｏｒｅｔｈｅｓｕｒｒｏｇａｔｅｍｏｄｅｌｓｆｏｒｌｅｓｓｔｒａｉｎｉｎｇｄａｔａ，

ｗｈｉｃｈｃｏｕｌｄｙｉｅｌｄｅｖｅｎｍｏｒｅｓｕｂｓｔａｎｔｉａｌｅｎｈａｎｃｅｍｅｎｔｓｉｎｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈｍｅｔｈｏｄｏｌｏｇｉｅｓ．

犓犲狔狑狅狉犱狊　 ｅｖｏｌｕｔｉｏｎａｒｙｃｏｍｐｕｔａｔｉｏｎ；ｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ；ｇｅｎｅｔｉｃａｌｇｏｒｉｔｈｍｓ；ｓｕｒｒｏｇａｔｅ

ｍｏｄｅｌｓ；ｒａｎｋｉｎｇｐｒｅｄｉｃｔｉｏｎ；ｓｃｏｒｅｐｒｅｄｉｃｔｉｏｎ

１　引　言

深度学习是目前的一个重要研究热点［１］．在这

一领域中，神经网络相关的模型与技术是一个重

要的研究分支［２４］．这一技术在目前的很多领域中

都展现出了非凡的性能，包括图像分类［５］、目标检

测［６］和语义分割［７］等．众所周知的是，神经网络的

表现能力很大程度上取决于它们的架构．因此在

不同的数据或者场景下，神经网络的架构常常需

要被调整才能获得最好的效果［８］．然而，能够适应

不同场景的神经网络架构需要丰富的专家经验和

对应的专业知识才能被设计出，这样的条件在大

部分情况下是难以被满足的．

神经架构搜索（ＮｅｕｒａｌＡｒｃｈｉｔｅｃｔｕｒｅＳｅａｒｃｈ，

ＮＡＳ）是一种利用机器学习技术自动地构建神经网

络的方法．使用这种方法，用户可以方便、快速地寻

找到所需要的最合适的架构［９］．在 ＮＡＳ的领域中，

搜索过程通常涉及两个层次的操作．首先，在宏观层

面上，搜索策略依据候选网络在验证集上的性能表

３２５２１１期 蒋鹏程等：基于排序得分预测的演化神经架构搜索方法



现来筛选出最具潜力的网络架构．这一宏观过程的

目标是识别出能够在特定任务上达到最优性能的网

络架构．随后，在微观层面上，每个选定的网络架构

都会经历一个精细化的训练阶段对网络权重进行调

整，目的是挖掘并实现该架构的最大潜能，确保其在

给定任务上达到最佳的性能表现．简而言之，ＮＡＳ

的过程可以被视为一个双层优化问题：第一层是发

现最佳的网络架构，第二层是为这些架构找到最理

想的权重配置．通过这种分层次的搜索和训练，

ＮＡＳ能够有效地提升神经网络的性能．这一双层优

化过程可以被简化为式（１）．其中，犇ｔｒａｉｎ表示微观层

面上用于精细化训练网络架构的数据集，犇ｖａｌ表示

用于验证网络架构性能的数据集，犃 表示候选的神

经网络架构，犠 表示对应架构中的权重，犠 表示经

过在犇ｔｒａｉｎ上训练得到的神经网络权重．通过对错误

率的最小化优化，ＮＡＳ算法能够获得最终所需的神

经网络架构．

ｍｉｎ
犃
犈狉狉狅狉（犃，犠 ，犇ｖａｌ）　　　　　

ｓ．ｔ．犠 ＝ａｒｇｍｉｎ
犠
犔狅狊狊（犃，犠，犇ｔｒａｉｎ） （１）

演化算法是人工智能领域中的一个重要分支，

可以有效地解决各种复杂的优化问题，尤其是在组

合优化［１０］、调度优化［１１］等领域具有明显优势．演化

算法在求解过程中模拟生物界“适者生存”的进化规

则来求解问题，从而能够稳定地获得更优的解．近

年来，演化算法在求解自动深度学习问题方面取得

了重要进展，这一研究分支常被称为演化深度学习

（ＥｖｏｌｕｔｉｏｎａｒｙＤｅｅｐＬｅａｒｎｉｎｇ，ＥＤＬ）
［１２］．在这一领

域中，演化算法被使用于数据处理优化［１３］、模型结

构和超参数优化［１４］、模型训练优化［１５］、模型评估和

集成优化［１６］等．

在ＥＤＬ领域中，一个重要分支方向是模型结构

优化，即使用演化算法搜索并优化神经网络的架构，

这个方法常被称为演化神经架构搜索（Ｅｖｏｌｕｔｉｏｎａｒｙ

ＮｅｕｒａｌＡｒｃｈｉｔｅｃｔｕｒｅＳｅａｒｃｈ，ＥＮＡＳ）．这一方法的特

点在于，在宏观层面中，研究者们采用遗传算法［１７］、

粒子群优化算法［１８］、差分进化算法［１９］等基于演化的

机器学习算法作为搜索策略，从而筛选网络架构．相

比于其他种类的神经架构搜索方法，演化算法更适

合优化神经网络架构这一离散的问题．例如，微分神

经架构搜索方法使用连续化的方式表示架构，在搜

索阶段会获得大量无参数操作的病态网络架构；强

化学习使用奖励策略寻找最优的神经网络，但是由

于奖励机制的反馈不及时，搜索效率低下［８］．

ＥＮＡＳ方法虽然为设计神经网络架构这一任务

省下了人力成本，然而若是想要将这一方法投入实

际场景的使用，其时间消耗和资源消耗的瓶颈仍然

存在．例如，Ｓｕｎ 等人
［２０］提出的 ＡＥＣＮＮ 需要

２７ＧＰＵ天，他们提出的另一个搜索方法ＣＮＮＧＡ

的搜索时间是３５ＧＰＵ 天
［２１］．Ｌｕ等人

［１７］提出的

ＮＡＴ使用了大约５９ＧＰＵ 天．Ｃｈｕ等人
［２２］提出的

ＦａｉｒＮＡＳ使用了１２ＧＰＵ天．Ｚｈａｎｇ等人
［２３］提出的

ＥｖｏＯＳＮｅｔ也需要８．６ＧＰＵ天的搜索时间．由此可

见，演化神经网络架构搜索仍然需要不小的时间

和资源开销．在应用到实际场景时，其仍然存在局

限性．

众所周知的是，ＮＡＳ方法的时间消耗主要来自

于神经网络个体中权重的训练，因此，缩短或者免除

搜索中训练过程的时间消耗是缩短搜索时间的关

键．目前，用于减少 ＮＡＳ算法的时间消耗的方法

中，权重共享与代理模型是两种被主要使用的方法．

权重共享方法的总体思路是维护一个权重池来初始

化候选网络，候选网络可以在未训练时就获得较好

的分类精度．例如，Ｌｕ等人
［２４］使用基于权重共享的

方法，利用 ＯＦＡ超网中的权重从搜索空间中搜索

最优的网络架构，从而使候选网络的个体的训练过

程消耗时间更少．Ｈｕａｎｇ等人
［２５］使用基于权重继承

的方法，使用父代中已经训练好的权重信息初始化

部分子代架构的网络权重，从而缩短子代网络训练

的时间并辅助演化搜索的过程．另一种方法是使用

代理方法获得代理值来表示神经网络的性能优劣，

从而免除对候选网络的真实训练．早期的研究中，一

些研究者通过减少训练数据集数量或者不充分训练

的方式获得分类精度，这种方法在当时被称为低保

真度训练，其本质是使用低保真度的分类精度作为

真实的分类精度的代理值参与候选网络之间的比

较．在之后的研究中，更复杂的机器学习模型被用于

这一代理过程．例如，Ｓｕｎ等人
［２６］使用随机森林进

行端到端的性能预测，从而大大缩短了 ＡＥＣＮＮ的

搜索时间．另外，Ｌｕ等人
［１７，２４］将多个预测器进行了

集成，从而获得了能力更强的代理模型，这种方式大

大增加了代理模型的拟合能力，但是在一定程度上

增加了代理模型的资源消耗和耗时．然而，Ｇｕｏ等

人［２７］指出直接预测网络架构绝对性能的方式存在

局限性，这种方法容易在相近真实精度的网络架构

之间出现错误的预测排名．Ｘｕ等人
［２８］也同样指出

直接使用回归预测的方式可能出现小幅度的误差，

从而导致排序出现较大的错误．与直接预测绝对精
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度不同的是，Ｗａｎｇ等人
［２９］使用支持向量机作为代

理模型辅助粒子群优化算法的架构搜索，在搜索过

程中将已经评估的个体作为经验知识训练二元比较

器从而快速比较出两两之间的优劣．由于使用类似

于预测比较关系的间接代理方式必然存在预测错误

的排序对（即排序的关系链中存在环路），因此大多

数情况下无法直接获取整体排序，而需要依赖于计

数器．在代理评估大量个体时，这一过程由于其接近

犗（狀２）的时间复杂度会导致大量的时间消耗．在代

理评估少量个体时，由于较少的比较对难以产生足

够的计数项，这种方法容易导致排序的混乱．因此这

种方法在ＥＮＡＳ中的代理效果有限．

在本文中，我们提出了“ＲＳＰＥＮＡＳ”，这种方法

使用排序得分预测器辅助演化神经网络架构搜索，

以缩短网络评估时间并加快搜索过程．这种方法一

方面可以极大程度上减少传统方法中的评估时间，

另一方面可以获得比现有的其他代理方法更精准的

排序预测．这种利用排序信息训练的得分预测器使

用搜索初期的真实评估结果训练一个多层感知器

（ＭｕｌｔｉＬａｙｅｒＰｅｒｃｅｐｔｒｏｎ，ＭＬＰ），并且通过设计的

新型损失函数使预测值之间的排序与真实性能排序

尽可能一致．在早期搜索的过程中，种群中只有部分

个体被采用从而限制训练过程的时间消耗．所有的

评估结果被记录在档案中作为预测器的训练数据．

在使用代理模型预测得分的阶段，由于预测个体得

分的时间消耗非常小，因此采用整个种群进行搜索．

在本文中，我们采用ＥｖｏＸＢｅｎｃｈ框架，在多个搜索

空间和基准数据集上进行了实验，都获得了优异的

结果．本文的主要贡献如下：

（１）在ＥｖｏＸＢｅｎｃｈ框架的基础上，我们对所有

非二进制编码区域进行独热编码从而获得每个候选

架构的完全二进制编码，以更好地用于得分预测器．

（２）我们设计了用于训练 ＭＬＰ代理模型的新

型损失函数．这一损失函数可以使 ＭＬＰ的预测值

排名顺序尽可能与真实的排序一致．

（３）我们设计了一个两阶段的演化算法框架

并集成了上述代理模型，通过在小种群上真实评估、

在大种群上代理评估的方式高效地搜索神经网络

架构．

本文第２节介绍本文的相关工作；第３节详细

介绍所提出的排序得分预测器辅助的演化神经架构

搜索算法；为了验证所提出的得分预测器的有效性

和效率，第４节给出实验设计和实验结果；最后，第

５节给出本文的结论和今后的工作．

２　相关工作

在本节中，我们将首先针对演化深度学习模型优

化这一领域展开介绍．其次，我们将介绍ＥｖｏＸＢｅｎｃｈ
［３０］

框架中使用的编码策略，这是本文中抽样和搜索的

基础．之后，我们回顾了最先进的神经网络性能预测

器，并加以总结和概述．

２１　演化深度学习模型优化

在传统深度学习中，模型的优劣完全依赖于研

究人员的经验和繁琐的试验，这种寻找优秀深度学

习模型的过程是十分低效的．因此，如何自动搜索得

到合适的模型对于解决实际问题十分重要．以神经

网络这一深度学习模型为例，神经网络的性能主要

由其架构决定，具体为神经网络的超参数和拓扑结

构．在超参数搜索方面，研究者们采用粒子群优化算

法［３１］、遗传算法［２０２１］、分布估计算法［３２］等方法搜索

神经网络中卷积核尺寸、通道数量等超参数．另一方

面，在神经网络拓扑结构搜索方面，遗传算法［３３］、正

则演化算法［３４］等也取得了较大的成功．

２２　犈狏狅犡犅犲狀犮犺中使用的搜索空间和编码策略

ＥｖｏＸＢｅｎｃｈ框架中包含有７个搜索空间，包括

ＮＡＳＢｅｎｃｈ１０１
［３５］、ＮＡＳＢｅｎｃｈ２０１

［３６］、ＮＡＴＳ
［３７］、

ＤＡＲＴＳ
［３８］、ＭｏｂｌｉｅＮｅｔＶ３

［３９］、ＲｅｓＮｅｔ５０
［３９］和Ｔｒａｎｓ

ｆｏｒｍｅｒ
［４０］．

在ＥｖｏＸＢｅｎｃｈ框架中，ＮＡＳＢｅｎｃｈ１０１、ＮＡＳ

Ｂｅｎｃｈ２０１和 ＤＡＲＴＳ采用微观编码．微观编码方

式使用Ｃｅｌｌ模块作为编码单元，Ｃｅｌｌ中的连接方式

表示为有向无环图．具体而言，Ｙｉｎｇ等人
［３５］使用基

于图的表示方法设计了 ＮＡＳＢｅｎｃｈ１０１的搜索空

间，并训练了所有的候选网络构建了这一基准数据

集．ＮＡＳＢｅｎｃｈ１０１中的网络架构编码长度为２６

位，其中前２１位是二进制表示的７×７的邻接矩阵

上三角区域，１表示操作之间有连接，０表示没有连

接．这个邻接矩阵的第一列和最后一列表示连接到

输入和输出的节点，中间５个节点的操作类型使用

编码的后５位数表示，取值范围为０～２，分别代表

“ｃｏｎｖ３×３ｂｎｒｅｌｕ”、“ｍａｘｐｏｏｌ３×３”和“ｃｏｎｖ１×１

ｂｎｒｅｌｕ”．Ｄｏｎｇ等人
［３６］采用了３个 ＣｅｌｌＳｔａｇｅ和

２个残差块的网络架构作为骨干网络．他们在每个

Ｓｔａｇｅ中放置５个Ｃｅｌｌ，并且对于同一个网络中的所

有Ｃｅｌｌ使用相同的拓扑，这种搜索空间被命名为

ＮＡＳＢｅｎｃｈ２０１．其中，每个Ｃｅｌｌ含有４个操作并且

用边来表示，每个操作具有５种可能的选项．最后一
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种微观搜索空间基准数据集是Ｚｅｌａ等人
［３８］改进后

的ＤＡＲＴＳ搜索空间．与原始的搜索空间相同的是，

Ｚｅｌａ等人
［３８］使用具有２个输入、４个中间节点和

１个输出的结构表示整个网络，所有节点之间的操

作边的总数为８，与原始的搜索空间不同的是，每条

边上的可选操作不包括“Ｎｏｎｅ”操作．

其他的４个搜索空间使用宏观编码方式，这一

方式可以直接使用超参数表示网络架构，例如通道

数、扩张率等．在ＮＡＳＢｅｎｃｈ２０１的骨干网络架构基

础上，Ｄｏｎｇ等人
［３７］在每个Ｓｔａｇｅ中只使用一个预

设的Ｃｅｌｌ拓扑，并设置所有Ｃｅｌｌ和残差块的通道数

从８种数字中产生，这种修改后的通道搜索空间被

命名为ＮＡＴＳ．Ｃａｉ等人
［３９］依据ＲｅｓＮｅｔ在设计过程

中使用的超参数，设计了ＲｅｓＮｅｔ５０搜索空间，其中

输入图像的尺寸、每个卷积块的深度、扩张率等超

参数被使用序号进行表示．Ｃａｉ等人
［３９］另外针对

ＭｏｂｌｉｅＮｅｔＶ３的网络架构，将输入图像的尺寸、卷

积核的尺寸、卷积块的深度等超参数使用序号编码．

随着ＶｉＴ在图像领域的巨大成功，Ｃｈｅｎ等人
［４０］首

次将Ｔｒａｎｓｆｏｒｍｅｒ形式的搜索空间构建基准数据

集，其中每个网络的编码包括网络的深度、隐藏层的

神经元个数、多头注意力机制中的头的数量等．

２３　代理辅助的神经网络架构搜索

为了减少神经网络架构搜索过程中的巨大时间

消耗，很多研究者着眼于代理方法的研究．目前针对

ＮＡＳ存在的代理方法各有不同，本部分将这些方法

大致分为５类．

２．３．１　训练曲线预测

对于给定的体系结构，此方法预测它的训练曲

线，以及它的未来表现．例如，Ｋｌｅｉｎ等人
［４１］采用贝

叶斯神经网络预测卷积神经网络的训练曲线．Ｂａｋｅｒ

等人［４２］采用了相似的方法，不同的是他们建立了一

个回归模型，从网络结构、超参数和早期学习曲线得

到对应的特征．这些特征和训练曲线一起被用于预

测最终的性能．

２．３．２　正确率／错误率预测

这种方法通过使用回归模型直接拟合历史信息

的真实精度，从而给出架构的分类正确率或者错误

率．例如，Ｄｕｄｚｉａｋ等人
［４３］使用图卷积网络预测正确

率．巧妙的是，他们发现直接学习正确率的规律比较

困难，因此他们先根据网络结构学习延迟预测器，再

将延迟预测器迁移到精度预测的任务上．Ｗｅｎ等

人［４４］在使用图卷积网络预测正确率的过程中进一

步权衡抽样的个数和保留的个数，从而进一步提升

效率和有效性．Ｓｕｎ等人
［２６］使用随机森林进行端到

端的性能预测，通过大量决策树的集成从而获得不

错的预测正确率．

２．３．３　比较关系预测

对于一对候选架构，该方法预测两者中哪一个

具有更高的性能（即预测成对比较的结果）．例如，

Ｃｈｅｎ等人
［４５］使用对比学习的方法训练出神经架构

比较器，根据比较器的结果进一步探索可能的高精

度网络，从而减小对训练数据的依赖．Ｗａｎｇ等人
［２９］

先使用支持向量机预测两个网络之间可能存在的比

较关系，之后使用粒子群优化算法探索搜索空间，并

在搜索过程中过滤掉一些架构以减少搜索时间．

２．３．４　大致范围预测

这种方法往往只能够给出一个大致的优劣区

分，通过一边筛选网络一边进一步训练预测器得到

最终的优秀架构．例如，Ｗｕ等人
［４６］尝试使用随机森

林寻找出大体上好的网络，通过不断缩小范围从而

获得最终搜索到的结构．然而，这种方法不能确定搜

索到的网络哪个才是最好的架构，需要对最后一次

预测的多个可能的优秀网络进一步评估．

２．３．５　排序预测

这种方法尝试进一步利用排序信息从而能够提

升网络架构之间性能排名的准确度．例如Ｚｈｅｎｇ等

人［４７］发现，训练前期就表现出色的模型，往往在收

敛以后会得到一个很好的结果．他们通过候选网络

架构的初期表现得到相对的性能排序，从而加速搜

索过程．Ｘｕ等人
［２８］提出了ＲａｎｋＬｏｓｓ添加到预测中

作为辅助手段，然而这种方法极大地依赖数据量．

Ｇａｏ等人
［２７］在此基础上添加了等级预测，从而解决

数据量不足的情况下对优势网络预测不准确的问题．

３　方　法

在本文中，我们提出了一种使用得分预测器的

演化神经架构搜索方法（ＲＳＰＥＮＡＳ），从而减少评

估过程的时间．首先，我们使用ＥｖｏＸＢｅｎｃｈ中的编

码方案表示网络架构，在训练预测器的过程中使用

Ｏｎｅｈｏｔ编码将所有非二进制编码区域转换为二进

制编码．其次，在代理模型部分，我们设计了特殊的

损失函数用于在训练的过程中进一步关注预测值的

排序与真实标签的排序一致性，并使用一个小型的

ＭＬＰ作为得分预测器模型．最后，我们设计了一个

使用代理模型辅助的遗传算法搜索框架，在搜索过

程中，代理模型分为训练模式和预测模式．在训练模
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式中，种群中的部分个体被正常评估，在预测模式

中，种群中所有的个体使用代理模型预测的得分作

为适应度值．

３１　编　码

搜索阶段的网络架构编码采用第２．１节中介

绍的ＥｖｏＸＢｅｎｃｈ框架里的编码方案，包括７种搜

索空间，即ＮＡＳＢｅｎｃｈ１０１、ＮＡＳＢｅｎｃｈ２０１、ＮＡＴＳ、

ＤＡＲＴＳ、ＭｏｂｌｉｅＮｅｔＶ３、ＲｅｓＮｅｔ５０和 Ｔｒａｎｓｆｏｒｍｅｒ．

考虑到在训练代理模型时，编码值之间的差距尺度

会导致代理模型难以拟合训练数据，因此，在代理模

型阶段，编码中的所有非二进制编码区域都会被转

换为Ｏｎｅｈｏｔ形式的二进制编码．举例来说，ＮＡＳ

Ｂｅｎｃｈ１０１空间将每个Ｃｅｌｌ表示为２６位编码，其中

前２１位表示邻接矩阵的上三角区域，取值范围是

｛０，１｝，后５位是按照序号表示的３种操作类型，取

值范围是｛０，１，２｝．如图１所示，这个搜索空间中的

编码经过转换后具有３６位，其中后１５位是原先长

度为５的类型编码经过 Ｏｎｅｈｏｔ转换后的二进制

表示．图中的原始编码将被后续用于演化过程，而

Ｏｎｅｈｏｔ编码将被用于代理模型的训练和预测．在

ＥｖｏＸＢｅｎｃｈ中，所有的搜索空间的编码长度被统计

在表１中．其中，表中的“数据集”一列表示这个搜索

空间中的网络是在对应的图像数据集下设计并训练

的，“空间大小”一列表示搜索空间的大小，即搜索空

间中的候选架构数量．编码的原始长度和Ｏｎｅｈｏｔ

格式的长度也被展示在了“编码维度”列中．

图１　ＮＡＳＢｅｎｃｈ１０１搜索空间编码样例

表１　犈狏狅犡犅犲狀犮犺中搜索空间的概述

搜索空间 类型 数据集
空间

大小

编码维度

原始 Ｏｎｅｈｏｔ

ＮＡＳＢｅｎｃｈ１０１ ｍｉｃｒｏ ＣＩＦＡＲ１０ ４２３Ｋ ２６ ３６

ＮＡＳＢｅｎｃｈ２０１ ｍｉｃｒｏ

ＣＩＦＡＲ１０

ＣＩＦＡＲ１００

Ｉｍａｇｅｎｅｔ１６１２０

１５．６Ｋ ６ ３０

ＮＡＴＳ ｍａｃｒｏ

ＣＩＦＡＲ１０

ＣＩＦＡＲ１００

Ｉｍａｇｅｎｅｔ１６１２０

３２．８Ｋ ５ ４０

ＤＡＲＴＳ ｍｉｃｒｏ ＣＩＦＡＲ１０ ≈１０２１ ３２ １６８

ＲｅｓＮｅｔ５０ ｍａｃｒｏ ＩｍａｇｅＮｅｔ１Ｋ ≈１０１４ ２５ １０４

Ｔｒａｎｓｆｏｒｍｅｒ ｍａｃｒｏ ＩｍａｇｅＮｅｔ１Ｋ ≈１０１４ ３４ ８６

ＭｏｂｌｉｅＮｅｔＶ３ ｍａｃｒｏ ＩｍａｇｅＮｅｔ１Ｋ ≈１０２０ ２１ ２０５

３２　基于排序信息训练的得分预测器

本文使用了一种新的损失函数训练基于神经网

络的代理模型，从而进一步关注训练数据的排序信

息．在代理模型的训练过程中，面临的挑战之一是难

以获取大量的架构样本作为训练数据．这一限制导

致参数量大的代理模型易产生过拟合现象．鉴于此，

为了确保代理模型既具有评估实时性又具有高效

性，我们选择了小型 ＭＬＰ充当得分预测器．ＭＬＰ

中含有的隐藏层数量和每个隐藏层含有的神经元数

量随着使用的搜索空间中表示的编码长度动态调

整．在前两个隐藏层中，神经元数量增长为输入数据

维度的两倍．在最后的隐藏层中神经元数量等于输

入数据的维度，最后一层的输出为一个预测值．所有

用于训练代理模型的数据需要经过第３．１节中介绍

的Ｏｎｅｈｏｔ处理．之后，我们对所有数据都进行了

标准化处理从而使这一数据具有搜索空间中的唯一

表示（此操作仅仅对于 ＮＡＳＢｅｎｃｈ１０１空间生效）．

具体方法为，我们先构建邻接矩阵并分析无效节点，

然后清除所有无效节点的连接边，并将其序号放置

在所有有效节点的序号后面，同时修改代表操作种

类的Ｏｎｅｈｏｔ向量为零向量，在编码中的表现为全０

行和全０列只会出现在非全０行和非全０列之后．

在训练的过程中，训练数据被按照批量大小读

取，并得到由预测值组成的向量．通常情况下，损失

函数是预测值和对应的正确值计算得到的均方根误

差（犕犛犈）．然而同样的均方根误差下，可能会存在

不同的预测结果，但是这些结果从解决问题的角度
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来看达到的效果完全不同．例如，假设有３个数据，

真实的正确率是［０．９２，０．９１，０．９０］，一种预测值是

［０．９３，０．８９，０．８７］，另一种预测值是［０．８９，０．９３，

０．９１］，不难发现两种预测结果的 ＭＳＥ损失都是

０．０００５，然而前者预测的排序完全正确，而后者存在

排序错误的问题．因此，我们认为仅仅是拟合真实标

签难以应对性能排序问题，并且，相比于直接预测精

度，预测得到正确的排序更重要．

本文提出了一种能够应对排序问题的损失函数．

假设一个批量大小为狀的数据被表示为｛（犡犻，狔犻）｝狀犻，

其中犡犻是经过评估并记录的个体编码向量，狔犻是对

应的真实正确率．给定函数过程犎 表示３．１节中的

Ｏｎｅｈｏｔ编码转换，犉表示使用 ＭＬＰ的前向传播过

程，并引入一个新的单调递减的连续函数（狓）用于

建立原本的矢量距离与训练代理模型的损失值之间

的负相关性，并且我们选用非线性激活函数用于抽

取训练过程中的非线性特征，在本文中，我们使用了

（狓）＝ｌｏｇ（１＋ｅ
－狓）．我们提出的排序损失函数由两

部分组成，其中第一部分如式（２）所示．其中，我们使

用狔^犻＝犉（犎（犡犻））表示代理模型对第犻个样本的预

测得分以简化公式表示，并引入ｓｉｇｎ信号函数用于

判断其输入参数是否为正值．

犔１（犢^，犢）＝∑
犖－１

犻＝１
∑
犖

犼＝犻＋１
（（狔^犻－狔^犼）×ｓｉｇｎ（狔犻－狔犼））（２）

进一步地，对于式（２），假设有３个个体，犡１和

犡２都优于犡３，经过对犔１（犢^，犢）的最小优化，犡１和

犡２产生的更新方向都是使预测值变小，同时使犡３

的预测值变大．然而，这并不能体现出这一步的更新

相对距离．为了解决这一问题，我们提出的损失函数

包含的另一部分为距离损失．假设用犱^犻犼表示犡犻和

犡犼之间的预测差值，即犱^犻犼＝ 犢^犻－犢犼 ．用犱犻犼表示

犢犻和犢犼之间的真实差值，即犱犻犼＝ 犢犻－犢犼 ．距离损

失被表示为式（３），其中 犇^犻和犇犻分别表示两两预测

值之差组成的向量中的第犻个元素．

犔２（犢^，犢）＝∑
犕－１

犻＝１
∑
犕

犼＝犻＋１
（（犇^犻－犇^犼）×ｓｉｇｎ（犇犻－犇犼））（３）

最终，在训练过程中，我们提出的排序损失函数

为式（４）．其中，α是超参数，用于控制两种损失函数的

重要性，Ｓｉｇｍｏｉｄ函数用于控制系数的范围为正值．

犔（犢^，犢）＝犔１（犢^，犢）＋Ｓｉｇｍｏｉｄ（α）×犔２（犢^，犢）（４）

３３　排序得分预测器辅助的演化搜索框架

在３．１节和３．２节的基础上，我们设计了一种

基于遗传算法的搜索框架用于从搜索空间中寻找最

优的网络架构，并在整个演化的过程中使用两阶段

的搜索方式进行高效搜索．我们已经在２．１节中介

绍了不同搜索空间上的编码方式．基于这一编码方

式，整个搜索框架分为２个层级，如图２所示．

图２　ＲＳＰＥＮＡＳ的总体框架

第一个层级是宏观框架．具体来说，初始种群被

随机生成，经过评估后，新个体通过父代交叉和变异

操作被不断产生，新个体被使用相同的评估方式获

得适应度值．我们选择了更适用于整数编码的均匀

交叉算子［１７］，对于两个父代的个体，我们生成一个

与编码长度相同的犳犾犪犵１数组，根据我们设定的交

叉阈值，犳犾犪犵１中大于阈值对应位置的父代基因位进

行交换．对于变异操作，受 ＡｍｏｅｂａＮｅｔ启发
［４８］，我

们选用了类似的随机均匀选择变异算子，对于一个

个体，我们生成一个与编码长度相同的犳犾犪犵２数组，

根据我们设定的变异阈值，犳犾犪犵２中大于阈值对应位

置的基因位随机变换为其他在上界和下界之内的有

效值．新的子代被评估后，和父代种群一起经过精英

选择．在这一过程中我们只保留下父代和子代种群

中较好的部分个体．在整个过程中，早期由于个体需

要被逐个查询真实的正确率，在实际场景中难以做

到这一点，因此我们只使用种群中的一部分个体，从

而实现小种群搜索的过程，未被使用的个体被排除

在进化的过程外．另外，我们需要保证相同的一代中

的重复个体要被跳过真实评估的过程，并选择新的

未被评估过的个体参与真实评估，以确保能够获得

尽可能多的新架构数据，从而在之后更好地训练代

理模型．我们设定了一个阈值犖犌，作为评估部分种

群的过程完成的信号．到达这一阈值后，我们使用架

构历史纪录训练代理模型．在之后的搜索过程中，我

们直接使用训练好的 ＭＬＰ预测每一个架构个体的

得分．由于预测的时间消耗较小，因此整个大种群都

被使用来获得适应度值．第一层级整体架构搜索算

法框架的伪代码如算法１所示．
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算法１．　架构搜索算法框架．

输入：每代种群中真实评估的架构数量犛；搜索迭代次

数犜；所有迭代中真实评估的次数犖犌

输出：最优个体及其正确率

初始化１０犛数量的个体作为初始种群犘；

初始化一个 ＭＬＰ作为预测器犕；

犌←０；犎犻狊狋狅狉狔←｛｝；

犈狏犪犾狌犪狋犲（犌，犖犌，犖狅狀犲，犘，犎犻狊狋狅狉狔，犕）；

ＷＨＩＬＥ犌＜犜

　使用交叉、变异算子产生１０犛数量的子代犙；

犈狏犪犾狌犪狋犲（犌，犖犌，犘，犙，犎犻狊狋狅狉狔，犕）；

基于犘．犳犻狋狀犲狊狊和犙．犳犻狋狀犲狊狊的结果进行精英选择，

形成新的种群犘；

犌←犌＋１；

ＥＮＤＷＨＩＬＥ

真实评估最优个体；

第二个层级是评估部分，如算法２所示．首先，

有一些个体不满足编码规则因此被丢弃，并且重复

的个体也会被去除，去除的个体在图２中标记为灰

色区域，剩下的个体我们称其为有效个体．之后的过

程包含三个分支，使用阈值犖犌区分．在收集架构信

息的阶段，即当前代数犌＜犖犌的真实评估的过程

中，种群中的部分有效个体被赋予真实的正确率，并

且这些结果被记录到历史中，其他未被使用或者不

符合编码规则的个体被赋予正确率０％，从而仅仅

使用小种群参与演化，使其他无关个体被排除在演

化过程外．在预测阶段的第一代，即代数犌＝犖犌，我

们使用架构历史信息训练 ＭＬＰ．从此之后，我们只

需要使用预测器直接预测大种群中所有有效个体的

评分，而不需要再获取真实的正确率．需要注意的

是，在预测阶段的第一代，即代数犌＝犖犌时，预测器

的预测范围和真实的正确率范围不在同一个数量范

围，并且含义也完全不同，因此父代个体需要被使用

预测器重新评估一次，从而能够和子代一起进行正

确的精英选择过程．

算法２．　评估过程犈狏犪犾狌犪狋犲．

输入：当前的迭代轮数犌；父种群犘；子种群犙；适应

度值历史犎犻狊狋狅狉狔；得分预测器 犕；所有迭代中

真实评估的次数犖犌

输出：犎犻狊狋狅狉狔

标准化处理子种群犙中的个体编码；

去除子种群犙中的重复和无效个体；

ＩＦ犌＜犖犌

　对犙中序号索引在前犛 个的个体真实评估，并记录

在犙．犳犻狋狀犲狊狊中；

设置犙中其他未被评估的个体的适应度值为０，并

记录在犙．犳犻狋狀犲狊狊中；

在犎犻狊狋狅狉狔中添加犙 中的前犛个个体；

ＥＬＳＥＩＦ犌＝犖犌

　犈狀犮狅犱犻狀犵←将犎犻狊狋狅狉狔中的每个个体转换为Ｏｎｅｈｏｔ

编码；

使用犈狀犮狅犱犻狀犵训练预测器犕；

将犘和犙 分别转换为Ｏｎｅｈｏｔ编码，记为犘′和犙′；

犙．犳犻狋狀犲狊狊←犕（犙′）；

犘．犳犻狋狀犲狊狊←犕（犘′）；

ＥＬＳＥ

　将犙转换为Ｏｎｅｈｏｔ编码，记为犙′；

犙．犳犻狋狀犲狊狊←犕（犙′）；

ＥＮＤＩＦ

４　实　验

为了验证所提出的性能预测器的有效性和其在

提升架构搜索效率方面的作用，我们精心设计并进

行了一系列的实验．本节将详细介绍使用本框架进

行的实验结果和分析，并且提供了和其他方法的对

比．另外，我们还设计了相关的消融实验来证明本方

法中使用的各个模块的有效性．

４１　超参数设置和数据集

在本节中，我们将提供实验结果对应的所有超

参数设置．在遗传算法中，种群大小被设置为４００，

在需要真实评估的过程中，每次只进行４０个个体的

评估，其他３６０个个体直接被赋予正确率０％．搜索

的总代数为５０，其中前１０代采用真实评估，后４０

代采用代理模型预测得分．在训练得分预测器的阶

段，学习率被设置为５×１０－４，训练的批大小为２００

个架构样本．ＥｖｏＸＢｅｎｃｈ中的７个搜索空间都被采

用，其中ＮＡＳＢｅｎｃｈ２０１和ＮＡＴＳ还包含３个图像

数据集上的基准数据，因此共有１１组实验被完成．

４２　在犈狏狅犡犅犲狀犮犺上的实验结果

我们在ＥｖｏＸＢｅｎｃｈ中所有的数据集上完成了

共计１１组实验，每次实验包含５次重复运行的结

果．表２中展示的是在这些实验中取得的效果．其

中，全局最优的列包含测试集上表现最好的个体对

应的验证正确率和测试正确率．前２列表示的是

ＲＳＰＥＮＡＳ在验证集上能够找到的最好的架构的

正确率．我们给出了５次运行在验证集上的均值、标

准差和最小值．根据每次在验证集上搜索的结果，我

们获取了最优的架构的编码并在测试集上评估，测

试集上的均值、标准差和最小值也同样在表中展示，

记录在第４和５列．需要强调的是，表中验证集下

的全局最优表示在测试集上的全局最优的个体在

验证集上的表现，而非真正在验证集上最优的个

体，因此我们使用“”标记．另外，ＤＡＲＴＳ、ＭＮＶ３、

ＲｅｓＮｅｔ５０、Ｔｒａｎｓｆｏｒｍｅｒ这４个搜索空间由于包含

的候选架构过多，因此无法提供确切的最优测试精

９２５２１１期 蒋鹏程等：基于排序得分预测的演化神经架构搜索方法



度，ＥｖｏＸＢｅｎｃｈ框架中提供了一个估计值，我们在

表２中使用“＋”标记．我们可以发现，在一些搜索空

间中，ＲＳＰＥＮＡＳ能够寻找到测试集最优．甚至在

Ｔｒａｎｓｆｏｒｍｅｒ这一搜索空间中，ＲＳＰＥＮＡＳ可以搜

索到比框架估计的最高精度值还要高的网络架构．

在其他的数据集中，ＲＳＰＥＮＡＳ寻找到的最小值也

接近测试集最优．但是，由于基准数据集中存在测试

集最优解的个体在验证集表现较差的情况，因此我

们的方法在一些空间上没有找到测试集上的最优架

构．例如在 ＮＡＳＢｅｎｃｈ１０１上，ＲＳＰＥＮＡＳ被误导

找到了验证集上的最优解，同时这个解在测试集上

是排名第二．另外在时间开销上，每次实验中，本方

法一共使用了１６４００个架构，其中４００个架构是真

实评估的，１６０００个架构是使用预测器直接预测得

分的，最后一代个体的预测得分值最高的１０个个体

也被再次真实评估．由于预测得分阶段的时间开销

几乎可以忽略不计，因此相当于节省了９７．５６％的

架构的评估时间．

表２　犈狏狅犡犅犲狀犮犺上所有搜索空间和基准数据集的正确率的实验结果 （单位：％）

搜索空间
验证集正确率

均值±标准差 搜索最优 全局最优

测试集正确率

均值±标准差 搜索最优 全局最优

ＮＡＳＢｅｎｃｈ１０１ ９４．７８±０．１４ ９５０６ ９４．５０ ９４．１０±０．１２ ９４．２３ ９４．３２

ＮＡＳＢｅｎｃｈ２０１（ＣＩＦＡＲ１０） ９１．５７±０．０９ ９１６８ ９１．６１ ９４．３７±０．００ ９４３７ ９４．３７

ＮＡＳＢｅｎｃｈ２０１（ＣＩＦＡＲ１００） ７３．６０±０．１１ ７３７２ ７３．４９ ７３．３５±０．２３ ７３５１ ７３．５１

ＮＡＳＢｅｎｃｈ２０１（ＩｍａｇｅＮｅｔ１６１２０） ４６．４２±０．３２ ４６８７ ４６．７７ ４６．５２±０．３２ ４７．０８ ４７．３１

ＮＡＴＳ（ＣＩＦＡＲ１０） ９０．４５±０．０７ ９０．５０ ９０．７１ ９３．３３±０．１８ ９３６５ ９３．６５

ＮＡＴＳ（ＣＩＦＡＲ１００） ７０．４３±０．２１ ７０．５８ ７０．９２ ７０．１２±０．３４ ７０．７２ ７１．３４

ＮＡＴＳ（ＩｍａｇｅＮｅｔ１６１２０） ４５．３５±０．６８ ４６．２７ ４６．７３ ４６．５３±０．４４ ４７．１７ ４７．４０

ＤＡＲＴＳ ９４．９０±０．０８ ９５．０１ ／ ９４．３６±０．１８ ９４．４７ ９４．７３＋

ＭＮＶ３ ８３．３８±０．０７ ８３．４５ ／ ７９．１４±０．１０ ７９．２２ ８０．１３＋

ＲｅｓＮｅｔ５０ ８３．９５±０．０５ ８４．００ ／ ８０．１８±０．０４ ８０．２５ ８２．３５＋

Ｔｒａｎｓｆｏｒｍｅｒ ８２．３４±０．０１ ８２．３６ ／ ８２．３１±０．０１ ８２３３ ７９．０８＋

４３　与其他算法的对比

我们在ＮＡＳＢｅｎｃｈ２０１搜索空间上进行了实验

对比．使用此搜索空间上的实验结果与其他方法进

行比较的结果如表３所示．在这一搜索空间中，所有

的网络架构在ＣＩＦＡＲ１０、ＣＩＦＡＲ１００和ＩｍａｇｅＮｅｔ

１６１２０上进行训练．可以发现，在这一搜索空间中，

ＲＳＰＥＮＡＳ能够在三个基准数据集上进行搜索，并

在验证集和测试集上找到更优的体系结构．相较于

其他最新的方法，我们的方法在 ＮＡＳＢｅｎｃｈ２０１空

间的三个数据集上的正确率相较于其他最优方法分

别取得了０．３５％、１．１２％、０．５５％的提升．

表３　犖犃犛犅犲狀犮犺２０１搜索空间下的搜索结果准确率对比 （单位：％）

对比方法
ＣＩＦＡＲ１０

验证集 测试集

ＣＩＦＡＲ１００

验证集 测试集

ＩｍａｇｅＮｅｔ１６１２０

验证集 测试集

ＲＡＮＤＯＭ［４９］ ９１．０７±０．２６ ９３．８６±０．２３ ７１．４６±０．９７ ７１．５５±０．９７ ４５．０３±０．９１ ４５．２８±０．９７

ＲＳＰＳ［５０］ ８７．６０±０．６１ ９１．０５±０．６６ ６８．２７±０．７２ ６８．２６±０．９６ ３９．７３±０．３４ ４０．６９±０．３６

ＳＥＴＮ［５１］ ９０．００±０．９７ ９２．７２±０．７３ ６９．１９±１．４２ ６９．３６±１．７２ ３９．７７±０．３３ ３９．５１±０．３３

ＥＮＡＳ［５２］ ９０．２０±０．００ ９３．７６±０．００ ７０．２１±０．７１ ７０．６７±０．６２ ４０．７８±０．００ ４１．４４±０．００

ＦａｉｒＮＡＳ［２２］ ９０．０７±０．５７ ９３．２３±０．１８ ７０．９４±０．９４ ７１．００±１．４６ ４１．９０±１．００ ４２．１９±０．３１

ＲｅＮＡＳ［２８］ ９０．９０±０．３１ ９３．９９±０．２５ ７１．９６±０．９９ ７２．１２±０．７９ ４５．８５±０．４７ ４５．９７±０．４９

ＤＡＲＴＳ［５３］ ９１．０３±０．４４ ９３．８０±０．４０ ７１．３６±１．５１ ７１．５３±１．５１ ４４．８７±１．４６ ４５．１２±０．８２

ＢＯＨＢ［５４］ ９１．１７±０．２７ ９３．９４±０．２８ ７２．０４±０．９３ ７２．００±０．８６ ４５．５５±０．７９ ４５．７０±０．８６

ＲＥＡ［４８］ ９１．２５±０．３１ ９４．０２±０．３１ ７２．２８±０．９５ ７２．２３±０．８４ ４５．７１±０．７７ ４５．７７±０．８０

ＲＥＩＮＦＯＲＣＥ［５５］ ９１．１２±０．２５ ９３．９０±０．２６ ７１．８０±０．９４ ７１．８６±０．８９ ４５．３７±０．７４ ４５．６４±０．７８

ＧＤＡＳ［５６］ ８９．６８±０．７２ ９３．２３±０．５８ ６８．３５±２．７１ ６８．１７±２．５０ ３９．５５±０．００ ３９．４０±０．００

ＲＳＰＥＮＡＳ ９１５７±００９ ９４３７±０００ ７３６±０１１ ７３３５±０２３ ４６４２±０３２ ４６５２±０３２

为了说明本方法在真实网络架构搜索下的效果，

本方法使用ＥｖｏＸＢｅｎｃｈ中 ＭＮＶ３数据集使用的编码

方案，结合ＯｎｃｅＦｏｒＡｌｌ超网，重复了上述实验，在搜

索过程中我们只使用ＩｍａｇｅＮｅｔ训练集中抽样的

１００００个数据作为验证集以确保实验的严谨性和公

平性．在搜索完成后，我们选择得分最好的个体，构建

真实的网络架构并使用完整的ＩｍａｇｅＮｅｔ训练集训练

４５０个ｅｐｏｃｈ，并最后计算测试精度．表４中展示的本

实验的结果和其他现有ＮＡＳ方法的对比，可以看到

的是我们搜索到的网络在分类精度上达到了最优．

０３５２ 计　　算　　机　　学　　报 ２０２４年



表４　使用犗狀犮犲犉狅狉犃犾犾的搜索结果准确率对比（单位：％）

对比方法 Ｔｏｐ１ Ｔｏｐ５ 参数量／Ｍ ＦＬＯＰｓ／Ｍ

ＤＡＲＴＳ［５３］ ７３．３ ９１．３ ４．７ ５７４

ＰｒｏｘｙｌｅｓｓＮＡＳ
［５７］ ７５．１ ９２．５ ７．１ ４６５

ＰＣＤＡＲＴＳ［５８］ ７５．８ ９２．７ ５．３ ５９７

ＥｎＴｒａｎＮＡＳ［５９］ ７５．７ ９２．８ ５．５ ６３７

ＳＮＡＳ［６０］ ７２．７ ９０．８ ４．３ ５３３

ＲｅｌａｔｉｖｅＮＡＳ［６１］ ７５．１２ ９２．３ ５．１ ５６３

ＳＬＥＮＡＳ［２５］ ７５．７ ９２．５ ４．５ ４１２

ＣＤＡＲＴＳ［６２］ ７６．３ ９２．９ ６．１ ７０１

ＲＳＰＥＮＡＳ ７８５ ９３９ ６．１ ５０３

４４　消融实验

为了进一步揭示ＲＳＰＥＮＡＳ中使用的得分预

测器的性能，我们使用随机抽样的方式从基准数据

集中获取了４２４个架构样本数据用于训练预测器，

并再次抽取了５０００个新的架构样本用于验证．验证

的过程中，我们使用数据集上的测试数据和得分预

测器给出的分数计算出Ｋｅｎｄａｌｌ’ｓＴａｕ相关性系数

（ＫＴａｕ），表５中展示的相关数据是在 ＮＡＳＢｅｎｃｈ

１０１搜索空间中进行５次实验给出的结果．另外，我

们也提供了在７个数据集上的实验结果绘制的真实

和预测之间的关系图．在图３中我们可以看到的是，

得分预测器能够在这７个数据集上都获得非常好的

预测准确性．值得一提的是，我们可以发现在

ＮＡＴＳ上的点非常接近红线表示的准确值，并且都

获得了０．８５以上的 ＫＴａｕ．经过我们的验证，直接

使用 ＮＡＴＳ空间在三个数据集上训练后的代理模

型在验证集精度和测试集精度的预测评分与真实标

签的ＫＴａｕ分别为０．８３４９、０．９００９和０．８７５７．这说

明使用我们提出的得分预测器已经能够较好地代替

原本的训练过程．

(g) NATS(IN16)

(KTau=0.8896)
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(KTau=0.8997)
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图３　在３种搜索空间共计７个基准数据集上预测得分和测试集标签的关系图

表５　犖犃犛犅犲狀犮犺１０１搜索空间下预测得分与

测试集标签的犓犜犪狌系数对比

对比方法 ＫＴａｕ 样本量／％

Ｅ２ＥＰＰ［２６］ ０．５０３８ ≈０．１

Ｅ２ＥＰＰ［２６］ ０．５７０５±０．００８２ ≈０．２５

Ｐｅｅｐｈｏｌｅ
［６３］ ０．４５５６ ≈０．１

Ｐｅｅｐｈｏｌｅ
［６３］ ０．４３７３±０．０１１２ ≈０．２５

ＮＰＮＡＳ［４４］ ０．６９４５ ≈０．１

ＨＡＡＰ［６４］ ０．７０１０±０．００２２ ≈０．１

ＨＡＡＰ［６４］ ０７１２６±０００２４ ≈０２５

ＳＳＡＮＡ［６５］ ０．６５４１±０．００７８ ≈０．２５

ＲｅＮＡＳ［２８］ ０．６５７４ ≈０．１

ＮＡＯ［６６］ ０．６５５ ≈０．１

ＲＳＰＥＮＡＳ ０７１６５ ≈０１

针对编码过程中的Ｏｎｅｈｏｔ操作，我们进行了

消融实验证明这一操作的必要性．表６中展示了我

们在使用原始编码和使用 Ｏｎｅｈｏｔ编码对于代理

模型预测能力的影响，我们从 ＮＡＳＢｅｎｃｈ１０１抽取

了０．０５％、０．１０％和１％的数据进行了实验，可以发

表６　犖犃犛犅犲狀犮犺１０１搜索空间下使用不同的编码方式时预

测得分和验证集标签、测试集标签的犓犜犪狌系数

编码方法

对比

０．０５％

验证集 测试集

０．１０％

验证集 测试集

１％

验证集 测试集

原始编码 ０．５９１９ ０．６００１ ０．６８１１ ０．６８９８ ０．８１３０ ０８０７９

Ｏｎｅｈｏｔ编码 ０６１２８ ０６１２０ ０６９４５ ０７１６５ ０８１３４ ０．８０７４
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现的是，采用 Ｏｎｅｈｏｔ编码的情况下，代理模型更

容易地拟合并预测，从而能够获得更高的 ＫＴａｕ

结果．

最后，我们进行了消融分析以证明我们提出的方

法相较于其他损失函数的优势，具体包括犕犛犈损失

函数和犕犚犔（ＭａｒｇｉｎＲａｎｋｉｎｇＬｏｓｓ）损失函数
［６７］．

另外我们还分析了本文提出的损失函数中犔２带来

的影响．为了同时分析本代理模型对于训练数据数

量的敏感性，我们还针对 ＮＡＳＢｅｎｃｈ１０１抽取了

０．０５％、０．１０％、１％和１０％的架构样本进行实验．

我们将３种损失函数在４种架构数据量下的预测结

果与验证集、测试集的标签计算了ＫＴａｕ系数，并展

示在了表７中．可以发现的是，我们提出的损失函数

能够在较少样本的情况下就产生较好的结果，并且

在数据量增加后仍保持优势．另外可以证明的是，我

们在损失函数中使用的距离损失对预测的准确度具

有一定的作用．虽然使用１％的样本量能够获得非

常高的ＫＴａｕ相关性，但是如此众多的样本数量会

导致过长的真实评估的时间，因此出于折衷考虑，我

们采用了０．１％的样本量．

表７　犖犃犛犅犲狀犮犺１０１搜索空间下使用不同的架构样本数量的预测得分和验证集标签、测试集标签的犓犜犪狌系数

损失函数对比
０．０５％

验证集 测试集

０．１０％

验证集 测试集

１％

验证集 测试集

１０％

验证集 测试集

犕犛犈 ０．３０９８ ０．３１１５ ０．５１２１ ０．５１２９ ０．６２９６ ０．６２９６ ０．６５９４ ０．６６０５

犕犚犔 ０．５６５４ ０．５６６９ ０．６５５５ ０．６５３５ ０．８０９８ ０．８０１６ ０．８３１９ ０．８２６６

犔１ ０．６０７８ ０．６０７４ ０．６７３６ ０．６７１６ ０．８１２１ ０．８０７０ ０．８３３０ ０．８２５８

犔１＋α犔２ ０６１２８ ０６１２０ ０６９４５ ０７１６５ ０８１３４ ０８０７４ ０８３５１ ０８３０８

５　结　论

本文的目标是开发一种高效神经网络得分预测

器辅助的演化神经网络架构搜索方法．该目标通过

两个核心部分得以实现．具体来说，我们提出了一种

使用遗传算法在搜索空间中寻找最优网络并使用得

分预测器辅助搜索，该遗传算法框架能够完全契合

精英保留策略以便迅速地从大量个体中获得优势个

体．另外，对于得分预测器的设计，我们提出了由两

个子损失构成的排序损失函数辅助训练过程，从而

将注意力重点关注在排序的准确性上．我们使用

ＥｖｏＸＢｅｎｃｈ框架设计了充分的实验．根据文中公布

的结果可以发现，通过使用我们提出的得分预测器，

ＲＳＰＥＮＡＳ能够具有良好的搜索能力，并且没有产

生较大的时间花费，与其他方法相比具有较大的优

势．通过实验证明，本文提出的得分预测器模型具有

非常稳定的预测能力．我们未来的工作重点是使用

更少的数据量的情况下获得较好的得分预测器，从

而进一步提升演化神经网络架构搜索的效率．
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ｂａｓｅｄｐａｒｔｉｃｌｅｓｗａｒｍ ｏｐｔｉｍｉｓａｔｉｏｎｆｏｒｈｙｐｅｒｐａｒａｍｅｔｅｒａｎｄ

ａｒｃｈｉｔｅｃｔｕｒｅｏｐｔｉｍｉｓａｔｉｏｎｉｎｎｅｕｒａｌｎｅｔｗｏｒｋｓａｎｄｄｅｅｐｌｅａｒｎｉｎｇ．

ＣＡＡＩＴｒａｎｓａｃｔｉｏｎｓｏｎＩｎｔｅｌｌｉｇｅｎｃｅＴｅｃｈｎｏｌｏｇｙ，２０２３，８（３）：

８４９８６２

［３２］ ＬｉＪＹ，ＺｈａｎＺＨ，ＸｕＪ，ｅｔａｌ．Ｓｕｒｒｏｇａｔｅａｓｓｉｓｔｅｄｈｙｂｒｉｄ

ｍｏｄｅｌｅｓｔｉｍａｔｉｏｎｏｆｄｉｓｔｒｉｂｕｔｉｏｎａｌｇｏｒｉｔｈｍｆｏｒｍｉｘｅｄｖａｒｉａｂｌｅ

ｈｙｐｅｒｐａｒａｍｅｔｅｒｓｏｐｔｉｍｉｚａｔｉｏｎｉｎｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ．

ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＮｅｕｒａｌＮｅｔｗｏｒｋｓａｎｄＬｅａｒｎｉｎｇＳｙｓｔｅｍｓ，

２０２３，３４（５）：２３３８２３５２

［３３］ ＬｕＺ，ＷｈａｌｅｎＩ，ＤｈｅｂａｒＹ，ｅｔａｌ．ＮＳＧＡＮｅｔ：Ｎｅｕｒａｌａｒｃｈｉ

ｔｅｃｔｕｒｅ ｓｅａｒｃｈ ｕｓｉｎｇ ｍｕｌｔｉｏｂｊｅｃｔｉｖｅ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍ

（ｅｘｔｅｎｄｅｄａｂｓｔｒａｃｔ）／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２９ｔｈＩｎｔｅｒｎａｔｉｏｎａｌ

ＪｏｉｎｔＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．Ｙｏｋｏｈａｍａ，Ｊａｐａｎ，

２０２０：４７５０４７５４

［３４］ ＷｅｉＣ，ＮｉｕＣ，ＴａｎｇＹ，ｅｔａｌ．ＮＰＥＮＡＳ：Ｎｅｕｒａｌｐｒｅｄｉｃｔｏｒ

ｇｕｉｄｅｄ ｅｖｏｌｕｔｉｏｎ ｆｏｒ ｎｅｕｒａｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｓｅａｒｃｈ．ＩＥＥＥ

Ｔｒａｎｓａｃｔｉｏｎｓｏｎ ＮｅｕｒａｌＮｅｔｗｏｒｋｓａｎｄＬｅａｒｎｉｎｇＳｙｓｔｅｍｓ，

２０２３，３４（１１）：８４４１８４５５

［３５］ ＹｉｎｇＣ，ＫｌｅｉｎＡ，ＣｈｒｉｓｔｉａｎｓｅｎＥ，ｅｔａｌ．ＮＡＳＢｅｎｃｈ１０１：

Ｔｏｗａｒｄｓｒｅｐｒｏｄｕｃｉｂｌｅｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｖｉｅｎｎａ，

Ａｕｓｔｒｉａ，２０１９，９７：７１０５７１１４

３３５２１１期 蒋鹏程等：基于排序得分预测的演化神经架构搜索方法



［３６］ ＤｏｎｇＸ，ＹａｎｇＹ．ＮＡＳＢｅｎｃｈ２０１：Ｅｘｔｅｎｄｉｎｇｔｈｅｓｃｏｐｅｏｆ

ｒｅｐｒｏｄｕｃｉｂｌｅｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ

ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ．Ａｄｄｉｓ

Ａｂａｂａ，Ｅｔｈｉｏｐｉａ，２０２０

［３７］ ＤｏｎｇＸ，ＬｉｕＬ，ＭｕｓｉａｌＫ，ＧａｂｒｙｓＢ．ＮＡＴＳＢｅｎｃｈ：Ｂｅｎｃｈ

ｍａｒｋｉｎｇＮＡＳａｌｇｏｒｉｔｈｍｓｆｏｒａｒｃｈｉｔｅｃｔｕｒｅｔｏｐｏｌｏｇｙａｎｄｓｉｚｅ．

ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＰａｔｔｅｒｎＡｎａｌｙｓｉｓａｎｄＭａｃｈｉｎｅＩｎｔｅｌｌｉｇｅｎｃｅ，

２０２２，４４（７）：３６３４３６４６

［３８］ ＺｅｌａＡ，ＳｉｅｍｓＪ Ｎ，ＺｉｍｍｅｒＬ，ｅｔａｌ．Ｓｕｒｒｏｇａｔｅ ＮＡＳ

ｂｅｎｃｈｍａｒｋｓ：Ｇｏｉｎｇｂｅｙｏｎｄｔｈｅｌｉｍｉｔｅｄｓｅａｒｃｈｓｐａｃｅｓｏｆ

ｔａｂｕｌａｒＮＡＳｂｅｎｃｈｍａｒｋｓ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌ

ＣｏｎｆｅｒｅｎｃｅｏｎＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ．Ｖｉｅｎｎａ，Ａｕｓｔｒｉａ，

２０２１

［３９］ ＣａｉＨ，ＧａｎＣ，ＷａｎｇＴ，ｅｔａｌ．ＯｎｃｅｆｏｒＡｌｌ：Ｔｒａｉｎｏｎｅｎｅｔ

ｗｏｒｋａｎｄｓｐｅｃｉａｌｉｚｅｉｔｆｏｒｅｆｆｉｃｉｅｎｔｄｅｐｌｏｙｍｅｎｔ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ．

ＮｅｗＯｒｌｅａｎｓ，ＵＳＡ，２０１９

［４０］ ＣｈｅｎＭ，ＰｅｎｇＨ，ＦｕＪ，ＬｉｎｇＨ．ＡｕｔｏＦｏｒｍｅｒ：Ｓｅａｒｃｈｉｎｇ

ｔｒａｎｓｆｏｒｍｅｒｓｆｏｒ ｖｉｓｕａｌｒｅｃｏｇｎｉｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆｔｈｅ

ＩＥＥＥ／ＣＶＦＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．

Ｍｏｎｔｒｅａｌ，Ｃａｎａｄａ，２０２１：１２２５０１２２６０

［４１］ ＫｌｅｉｎＡ，ＦａｌｋｎｅｒＳ，ＳｐｒｉｎｇｅｎｂｅｒｇＪＴ，ＨｕｔｔｅｒＦ．Ｌｅａｒｎｉｎｇ

ｃｕｒｖｅｐｒｅｄｉｃｔｉｏｎｗｉｔｈＢａｙｅｓｉａｎｎｅｕｒａｌｎｅｔｗｏｒｋｓ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ．

Ｔｏｕｌｏｎ，Ｆｒａｎｃｅ，２０１７

［４２］ ＢａｋｅｒＢ，ＧｕｐｔａＯ，ＲａｓｋａｒＲ，ＮａｉｋＮ．Ａｃｃｅｌｅｒａｔｉｎｇｎｅｕｒａｌ

ａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈｕｓｉｎｇｐｅｒｆｏｒｍａｎｃｅｐｒｅｄｉｃｔｉｏｎ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ．

Ｖａｎｃｏｕｖｅｒ，Ｃａｎａｄａ，２０１８

［４３］ ＤｕｄｚｉａｋＬ，Ｃｈａｕ Ｔ，Ａｂｄｅｌｆａｔｔａｈ Ｍ，ｅｔａｌ．ＢＲＰＮＡＳ：

Ｐｒｅｄｉｃｔｉｏｎｂａｓｅｄ ＮＡＳ ｕｓｉｎｇ ＧＣＮｓ／／Ａｄｖａｎｃｅｓｉｎ Ｎｅｕｒａｌ

ＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．Ｖｉｒｔｕａｌｏｎｌｙ，２０２０，３３：

１０４８０１０４９０

［４４］ ＷｅｎＷ，ＬｉｕＨ，ＣｈｅｎＹ，ｅｔａｌ．Ｎｅｕｒａｌｐｒｅｄｉｃｔｏｒｆｏｒｎｅｕｒａｌ

ａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＥｕｒｏｐｅａｎＣｏｎｆｅｒｅｎｃｅ

ｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｇｌａｓｇｏｗ，ＵＫ，２０２０：６６０６７６

［４５］ ＣｈｅｎＹ，ＧｕｏＹ，ＣｈｅｎＱ，ｅｔａｌ．Ｃｏｎｔｒａｓｔｉｖｅｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅ

ｓｅａｒｃｈｗｉｔｈｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｃｏｍｐａｒａｔｏｒｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ

ｔｈｅＩＥＥＥ／ＣＶＦＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎａｎｄＰａｔｔｅｒｎ

Ｒｅｃｏｇｎｉｔｉｏｎ．Ｎａｓｈｖｉｌｌｅ，ＵＳＡ，２０２１：９４９７９５０６

［４６］ ＷｕＪ，ＤａｉＸ，ＣｈｅｎＤ，ｅｔａｌ．ＳｔｒｏｎｇｅｒＮＡＳｗｉｔｈｗｅａｋｅｒ

ｐｒｅｄｉｃｔｏｒｓ／／ＡｄｖａｎｃｅｓｉｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．

Ｖｉｒｔｕａｌｏｎｌｙ，２０２１，３４：２８９０４２８９１８

［４７］ ＺｈｅｎｇＸ，ＪｉＲ，ＴａｎｇＬ，ｅｔａｌ．Ｍｕｌｔｉｎｏｍｉａｌｄｉｓｔｒｉｂｕｔｉｏｎ

ｌｅａｒｎｉｎｇｆｏｒｅｆｆｅｃｔｉｖｅｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＩＥＥＥ／ＣＶＦＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ Ｃｏｍｐｕｔｅｒ

Ｖｉｓｉｏｎ．Ｓｅｏｕｌ，ＲｅｐｕｂｌｉｃｏｆＫｏｒｅａ，２０１９：１３０４１３１３

［４８］ ＲｅａｌＥ，ＡｇｇａｒｗａｌＡ，Ｈｕａｎｇ Ｙ，Ｌｅ Ｑ Ｖ．Ｒｅｇｕｌａｒｉｚｅｄ

ｅｖｏｌｕｔｉｏｎｆｏｒｉｍａｇｅｃｌａｓｓｉｆｉｅｒａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅＡＡＡＩＣｏｎｆｅｒｅｎｃｅｏｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ．Ｈｏｎｏｌｕｌｕ，

ＵＳＡ，２０１９，３３：４７８０４７８９

［４９］ ＦａｎＬ，Ｗａｎｇ Ｈ．Ｓｕｒｒｏｇａｔｅａｓｓｉｓｔｅｄｅｖｏｌｕｔｉｏｎａｒｙｎｅｕｒａｌ

ａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ ｗｉｔｈｎｅｔｗｏｒｋｅｍｂｅｄｄｉｎｇ．Ｃｏｍｐｌｅｘ ＆

ＩｎｔｅｌｌｉｇｅｎｔＳｙｓｔｅｍｓ，２０２３，９（３）：３３１３３３３１

［５０］ ＬｉＬ，ＴａｌｗａｌｋａｒＡ．Ｒａｎｄｏｍｓｅａｒｃｈａｎｄｒｅｐｒｏｄｕｃｉｂｉｌｉｔｙｆｏｒ

ｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ３５ｔｈＵｎｃｅｒ

ｔａｉｎｔｙｉｎＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅＣｏｎｆｅｒｅｎｃｅ．ＴｅｌＡｖｉｖ，Ｉｓｒａｅｌ，

２０２０：３６７３７７

［５１］ ＤｏｎｇＸ，ＹａｎｇＹ．Ｏｎｅｓｈｏｔｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅｓｅａｒｃｈｖｉａ

ｓｅｌｆｅｖａｌｕａｔｅｄｔｅｍｐｌａｔｅｎｅｔｗｏｒｋ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ／

ＣＶＦＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＣｏｍｐｕｔｅｒＶｉｓｉｏｎ．Ｓｅｏｕｌ，

ＲｅｐｕｂｌｉｃｏｆＫｏｒｅａ，２０１９：３６８０３６８９

［５２］ ＰｈａｍＨ，ＧｕａｎＭ，ＺｏｐｈＢ，ｅｔａｌ．Ｅｆｆｉｃｉｅｎｔｎｅｕｒａｌａｒｃｈｉｔｅｃｔｕｒｅ

ｓｅａｒｃｈｖｉａｐａｒａｍｅｔｅｒｓｈａｒｉｎｇ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩｎｔｅｒｎａｔｉｏｎａｌ

ＣｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｓｔｏｃｋｈｏｌｍｓｍｓｓａｎ，Ｓｗｅｄｅｎ，

２０１８，８０：４０９５４１０４
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５３５２１１期 蒋鹏程等：基于排序得分预测的演化神经架构搜索方法


