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摘  要 近年来，随着人工智能与大数据技术的发展，深度神经网络在语音识别、自然语言处理、图像理解、视

频分析等应用领域取得了突破性进展. 深度神经网络的模型层数多、参数量大且计算复杂，对硬件的计算能力、

内存带宽及数据存储等有较高的要求. FPGA 作为一种可编程逻辑器件，具有可编程、高性能、低能耗、高稳定、

可并行和安全性的特点. FPGA 与深度神经网络的结合成为推动人工智能产业应用的研究热点. 本文首先简述了人

工神经网络坎坷的七十年发展历程与目前主流的深度神经网络模型，并介绍了支持深度神经网络发展与应用的主

流硬件；接下来，在介绍 FPGA 的发展历程、开发方式、开发流程及型号选取的基础上，从六个方向分析了 FPGA

与深度神经网络结合的产业应用研究热点；然后，基于 FPGA 的硬件结构与深度神经网络的模型特点，总结了基

于 FPGA 的深度神经网络的设计思路、优化方向和学习策略；接下来，归纳了 FPGA 型号选择以及相关研究的评

价指标与度量分析原则；最后，我们总结了影响 FPGA 应用于深度神经网络的五个主要因素并进行了概要分析.  
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Abstract   In recent years, with the development of artificial intelligence and big data technology, the 

deep neural network has made a breakthrough in many fields, such as speech recognition, natural language 

processing, image understanding, video analysis and so on. However, along with the increasing of neural 

network layers, a large number of parameters and complex calculations aggravate the requirements of 

hardware in computing power, memory bandwidth and data storage. FPGA, a programmable logic device, 

is of programmability, high performance, low energy consumption, high stability, parallelizability and 

security. The combination of FPGA and the deep neural network becomes a research hotspot to promote the 

industrial application of artificial intelligence. This paper introduces the development of the deep neural 

network in the past 70 years, the mainstream deep learning model and the fundamental hardware that 
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support the development and application of deep neural network. Secondly, the research hotspots of FPGA 

combined with the deep neural network on the industrial applications are analyzed in six respects on the 

basis of introducing the development process, development mode, development process and type 

specification of FPGA. And then, the design idea, optimization direction and learning strategy of deep 

neural network based on FPGA are summarized according to the hardware structure of FPGA and the 

model characteristics of deep neural network. In addition, the model selection of FPGA together with the 

evaluation index and measurement analysis principle of related works are listed. Finally, we summarized 

the five main factors that affect the application of FPGA to deep neural networks and conducted a summary 

analysis. 
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1  引  言 

随着智能化时代的到来，人工智能的应用已经

深入到社会的各行各业. 作为人工智能的主要研究

分支，神经网络的研究和发展成为主导当前智能化

程度的主要力量. 简单来讲，神经网络是通过模拟

人脑中神经元的连接方式来实现类脑的信息处理过

程. 在过去的七十年发展历史中，神经网络的发展

也经历了质疑和低谷，得幸于研究者的坚持探索才

使它被普遍认可并有机会更好的造福人类. 为让机

器更好地模拟人脑来认识世界，神经网络模型不断

革新发展，经历了从浅层神经网络到深度神经网络

的重要变革. 目前，深度神经网络可以利用深层的

结构很好地提取和拟合数据特征，并在语音识别、

自然语言处理、图像理解、视频分析等应用领域取

得了突破性进展. 研究者在追求更好精度的同时，

深度神经网络模型层数和参数数量也在不断增加，

从而对硬件的计算能力、内存带宽及数据存储等的

要求也越来越高. 因此，计算能力强、可并行加速、

数据吞吐高的高性能硬件平台对于模型训练和产业

应用来说显得尤为重要. 本节将概述神经网络的发

展史和当前流行的深度神经网络模型，并分析推动

深度神经网络产业应用的主流硬件平台.  

1.1  深度神经网络的发展历程 

相比今天神经网络的发展速度，其基础理论研

究初期却经历重重波折. 最早的神经网络数学模型

是由心理学家 McCulloch 教授和数学家 Pitts 教授于

1943 年提出的模拟人类大脑神经元的 McCulloch- 

Pitt 神经元模型，并被称为 M-P 模型[1]. 该模型是通

过简单的线性加权来实现对人类神经元处理信号的

模拟，该工作被称为人工神经网络（ANN）的起点，

随后出现的神经网络模型均是以该模型为基础的 . 

然而，其性能的好坏完全由分配的权重决定，这就

使该模型很难达到最优的效果. 随后，为了改善该

模型并让计算机自动合理的设置权重，心理学家

Hebb 于 1949 年提出 Hebb 学习规则[2]并得到诺贝尔

医学奖得主 Kandel 的认可. 康奈尔大学的实验心理

学家 Rosenblatt 于 1958 年提出感知机模型[3]，该模

型是第一个真正意义上的人工神经网络，标志着神

经网络研究进入了第一次高潮期. Minsky 和 Papert 

等学者对感知机模型进行了分析，结论为该模型无

法求解简单的异或等线性不可分问题[4]，从此神经

网络的发展进入低潮甚至几乎处于停滞状态 . 随

后，并行分布处理[5]、反向传播算法[6]及 1982 年连

续和离散 Hopfield 神经网络模型的提出为研究者重

新打开了思路，开启了神经网络发展的又一个春天，

此后的神经网络模型研究开始向问题导向发展.  

1985 年 Sejnowski 和 Hinton 受 Hopfield 神经网

络模型的启示提出的玻尔兹曼机模型 [7]. 该模型通

过学习数据的固有内在表示来解决困难学习的问

题，随后又针对模型局限性进一步提出受限玻尔兹

曼机模型 [8]和深度玻尔兹曼机模型 [9]. 反向传播算

法于 1986 年得到进一步发展，成为后续神经网络

模型发展的基石[10]，1990 年用于解决数据结构关

系的递归神经网络出现[11]. 经过半个世纪的研究，

加拿大多伦多大学的教授 Hinton 等人在 2006 年提

出了深度置信网络模型[12]，不但提出了多隐层的神

经网络，而且提出了深层神经网络在训练问题上的

解决方法，该模型开启了深度神经网络的研究热

潮. 自此，针对特定研究问题的深度神经网络模型

大量涌现.  

深度卷积神经网络是一种受启发于人类大脑对
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眼睛里接收到的信号的理解过程而提出的神经网络

模型. 该网络作为人工神经网络的典型模型之一被

提出并出色地应用于计算机视觉领域. LeCun 等人

提出的 LeNet 模型作为卷积神经网络的雏形起初被

应用于手写体识别 . 2012 年 Hinton 等人提出

AlexNet 模型，并应用 ImageNet 图像识别大赛中[13]，

其精确度颠覆了图像识别领域，使卷积神经网络进

入大众视野. 随后出现了大量经典卷积神经网络模

型如在网络层次上进行加深的 NIN[14]，GoogLeNet[15]，

VGGNet[16] 等，通过拆分卷积核来提升效率的

Inception V2/V3[17]，在深层网络中引入连跳结构来

缓解梯度消失的 ResNet[18]和 DenseNet[19]等. 除此

之外 ，还 有 建模 特征 通 道间 相互 依 赖关 系的

SENet[20]、基于 ResNet 进行改进的 ResNext[21]及

ResNeSt[22]等 . 在不同的研究领域也出现大量经典

的卷 积神 经 网络 模型 ， 如致 力于 全 景分 割的

UPSNet[23]、FPSNet[24]和 OANet[25]等，致力于目标

检测的 Faster-RCNN[26] 、 YOLO v1/v2/v3[27–29] 、

SSD[30]、EfficientDet[31]、LRF-Net[32]等，致力于目

标跟踪的 SimeseNet[33]、MDNet[34]. 目前，随着社会

的不断进步，卷积神经网络的各种变型模型已经被

应用于无人驾驶、智能监控和机器人等领域. 胶囊

网络是 Hinton 团队于 2017 年为弥补卷积神经网络

在物体空间关系上认知的不足而提出的一种新的网

络体系结构. 其与卷积神经网络的区别在于，该网

络是一种由含有一小群神经元的胶囊组成新型的神

经网络[35]，这些胶囊之间通过动态路由来传递特征. 

胶囊网络独特的数据表示方式使其考虑了目标的位

置、方向、形变等特征，并能对提取的特征进行理

解. 随后，为提升胶囊网络的性能，对胶囊进行优

化[36–38]和对动态路由进行优化[39, 40]的方法被提出. 

目前，胶囊网络的成就主要有抵御对抗性攻击、结

合图卷积神经网络进行图像分类、结合注意力机制

进行零样本意图识别等.  

深度强化学习是一种集感知能力和决策能力为

一体的神经网络模型，其应用成果真正进入大众视

野是在 Alpha Go 出现后. Google DeepMind 公司提

出的深度强化学习模型 Deep Q-Network[41]让这一

更接近人类思维方式的模型得到更多学者的青睐 . 

随后，针对 Deep Q-Network 计算方法、网络结构

和数据结构进行改进出现了 Double DQN、Dueling 

Network 和 Prioritized Replay 三种强化学习模型. 另

外，Deep Q-Network 加入了递归思想生成了 Deep 

Recurrent Q-Network. 田春伟等人将强化学习思想

用于目标跟踪领域并提出了 ADNet 模型[42]. 除此之

外，继 Alpha Go 之后，DeepMind 又推出基于强化

学习的 AlphaZero[43]和 MuZero[44]，提高了深度神经

网络的智能化水平. 生成对抗网络（GAN）[45]是由

Goodfellow 等人在 2014 年提出的，是采用博弈对抗

理论的一种新型神经网络模型. 该模型打破了已存

在的神经网络对标签的依赖性，一出现就受到业界

的欢迎并衍生出许多广泛流行的构架模型，主要有：

第一次将 GAN 和卷积神经网络相结合的 DCGAN

模型[46]、利用 GAN 刷新人脸生成任务的 StyleGAN

模型[47]、探索文本和图像合成的 StackGAN 模型[48]、

进行图像风格转化的 CycleGAN[49]、Pix2Pix[50]和

StyleGAN[47]，首次可生成具有高保真度低品种差距

图像的 BigGAN[51]，用于解决视频跟踪问题中样本

不均衡问题的 VITAL 网络模型[52]. 图神经网络是针

对图结构数据发展而来的一种神经网络模型，该模

型可以对可转化为图结构的数据之间的关系进行处

理分析，它克服了已有的神经网络模型在处理不规

则数据时的不足. 图神经网络模型最早起源于 2005

年[53]，随后由 Franco 博士在 2009 年首次定义了该

模型的理论基础[54]，提出之初，该模型并没有引起

很大波澜，直到 2013 年图神经网络才得到广泛关注. 

近年来图神经网络得到广泛应用，同时结合已有网

络模型. 图神经网络的不同拓展模型被不断提出，

如图卷积网络（Graph Convolutional Networks）[55]、

图注意力网络（Graph Attention Networks）[56]、图

自编码器（Graph Auto-encoder） [57]、图时空网络

（Graph Spatial-Temporal Networks）[58]、图强化学

习[59–61]、图对抗网络模型[62，63]等. 目前，图神经网

络模型应用比较广泛，不仅被应用于计算机视觉、

推荐系统、社交网络、智能交通等领域，还被应用

于物理、化学、生物和知识图谱等领域.  

轻量级神经网络是在保证模型的精度下对神经

网络结构进行压缩、量化、剪枝、低秩分解、教师-

学生网络、轻量化设计后的小体积网络模型. 2015

年之前，随着神经网络模型性能的不断提升，不断

增大的网络体积和复杂度对计算资源也有较高的需

求，这就限制了当前高性能的网络模型在移动设备

上的灵活应用. 为了解决这一问题，在保证精确度

的基础上，一些轻量级网络应运而生. 从 2016 年开

始，SqueezeNet[64]、ShuffleNet[65]、NasNet[66]以及

MobileNet[67]、MobileNetV2[68]、MobileNetV3[69]等

轻量级网络模型相继出现，这些轻量级网络的出现

使一些嵌入式设备和移动终端运行神经网络成为可

能，也使神经网络得到更广泛的应用.  

自动机器学习（Automatic Machine Learning，
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AutoML）是针对机器学习领域对机器学习从业者和

所需经费的需求不断增长而提出的一种真正意义上

的自动化机器学习系统. AutoML 代替人工进行自动

的网络模型选取、目标特征选择、网络参数优化和

模型评价. 也就是说，AutoML 可以自动构建具有有

限计算预算的机器学习模型结构 . AutoML 通过

2017 年 5 月的 Google I/O 大会进入业界视野并得到

广泛关注. 随着神经网络深度和模型数量的不断增

加，大部分的 AutoML 研究将重点关注在了神经网

络搜索算法（Neural Architecture Search algorithm, 

NAS），NAS 的开创性工作是 GoogleBrain 于 2016

年同时提出的[70]. 随后 MIT 和 GoogleBrain 又在其

基础上做了一系列的改进工作，加入了强化学习、

基于序列模型的优化、迁移学习等更多合理的逻辑

思路，随之依次出现了 NasNet[66,71]、基于正则化

进化的 NasNet[72]、PNAS[73]和 ENAS[74]等. 贺鑫等

将目前神经网络搜索算法的研究进展进行了详细

总结[75]. Google 推出了 Cloud AutoML 平台，只需

上传你的数据，Google 的 NAS 算法就会为你找到

一个快速简便的架构. AutoML 的出现降低了部分行

业对机器学习尤其是神经网络的使用者的在数量

和知识储备上的要求，进一步拓宽了机器学习和神

经网络的适用范围.  

1.2  深度神经网络的主流硬件平台 

随着硬件技术和深度神经网络的发展，目前形

成了以“CPU+GPU”的异构模式服务器为主的深度

神经网络的研究平台，如英伟达的 DGX-2. 其具有

16 块 Tesla V100 GPU，可以提供最高达 2 PFLOPs 

的计算能力. 面对复杂的实际应用需求和不断加深

的神经网络结构，多样化的深度神经网络硬件平台

也不断发展起来，形成了以通用性芯片（CPU、

GPU）、半制定化芯片（FPGA）、全制定化芯片

（ASIC）、集成电路芯片（SoC）和类脑芯片等为主

的硬件平台市场. 计算性能、灵活性、易用性、成

本和功耗等成为评价深度神经网络硬件平台的因素

和标准.  

1.2.1  GPU 

GPU（Graphic Processing Unit）起初专门用于

处理图形任务，主要由控制器、寄存器和逻辑单元

构成. GPU 包含几千个流处理器，可将运算并行化

执行，大幅缩短模型的运算时间. 由于其强大的计

算能力，目前主要被用于处理大规模的计算任务 . 

英伟达在 2006 年推出了统一计算设备构架 CUDA 

及对应的 G80 平台，第一次让 GPU 具有可编程性，

使得 GPU 的流式处理器除了处理图形也具备处理

单精度浮点数的能力. 在深度神经网络中，大多数

计算都是矩阵的线性运算，它涉及大量数据运算，

但控制逻辑简单. 对于这些庞大的计算任务，GPU

的并行处理器表现出极大的优势. 自从 AlexNet[13] 

在 2012 年的 ImageNet 比赛中取得优异成绩以来，

GPU 被广泛应用于深层神经网络的训练和推理. 大

量依赖 GPU 运算的深度神经网络软件框架（如：

TensorFlow、PyTorch、Caffe、Theano 和 Paddle-Paddle

等）的出现极大地降低了 GPU 的使用难度. 因此它

也成为人工智能硬件首选，在云端和终端各种场景

均被率先应用，也是目前应用范围最广、灵活度最

高的 AI 硬件.  

1.2.2  FPGA 

FPGA（Field Programmable Gate Array）是现场

可编程门阵列，它允许无限次的编程，并利用小型

查找表来实现组合逻辑. FPGA 可以定制化硬件流

水线，可以同时处理多个应用或在不同时刻处理不

同应用，具有可编程、高性能、低能耗、高稳定、

可并行和安全性的特点，在通信、航空航天、汽车

电子、工业控制、测试测量等领域取得了很大应用

市场. 人工智能产品中往往是针对一些特定应用场

景而定制的，定制化芯片的适用性明显比通用芯片

的适用性高. FPGA 成本低并且具有较强的可重构

性，可进行无限编程. 因此，在芯片需求量不大或

者算法不稳定的时候，往往使用 FPGA 去实现半定

制的人工智能芯片，这样可以大大降低从算法到芯

片电路的成本 . 随着人工智能技术的发展，FPGA 

在加速数据处理、神经网络推理、并行计算等方面

表现突出，并在人脸识别、自然语言处理、网络安

全等领域取得了很好的应用.  

1.2.3  ASIC 

ASIC（Application Specific Integrated Circuit）

是专用集成电路，是指根据特定用户要求和特定电

子系统的需要而设计、制造的集成电路. 相比于同

样工艺 FPGA 实现，ASIC 可以实现 5~10 倍的计算

加速，且量产后 ASIC 的成本会大大降低. 不同于可

编程的 GPU 和 FPGA，ASIC 一旦制造完成将不能

更改，因此具有开发成本高、周期长、门槛高等问

题. 例如近些年类似谷歌的 TPU、寒武纪的 NPU、

地平线的 BPU、英特尔的 Nervana、微软的 DPU、

亚马逊的 Inderentia、百度的 XPU 等芯片，本质上

都属于基于特定应用的人工智能算法的 ASIC 定制. 

与通用集成电路相比，由于 ASIC 是专为特定目的

而设计，GoogleBrain 具有体积更小、功耗更低、性
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能提高、保密性增强等优点，具有很高的商业价值，

特别适合移动终端的消费电子领域的产业应用.  

1.2.4  SoC 

SoC（System on Chip）是系统级芯片，一般是

将中央处理器、储存器、控制器、软件系统等集成

在单一芯片上，通常是面向特殊用途的指定产品，

如手机 SoC、电视 SoC、汽车 SoC 等. 系统级芯片

能降低开发和生产成本，相比于 ASIC 芯片的开发

周期短，因此更加适合量产商用. 目前，高通、AMD、

ARM、英特尔、英伟达、阿里巴巴等都在致力于 SoC 

硬件的研发，产品中集成了人工智能加速引擎，从

而满足市场对人工智能应用的需求. 英特尔旗下子

公司 Movidius 在 2017 年推出了全球第一个配备专

用神经网络计算引擎的 SoC（Myriad X），芯片上集

成了专为高速、低功耗的神经网络而设计的硬件模

块，主要用于加速设备端的深度神经网络推理计算. 

赛灵思推出的可编程片上系统（Zynq 系列）是基于

ARM 处理器的 SoC，具有高性能、低功耗、多核和

开发灵活的优势. 华为推出的昇腾 310 是面向计算

场景的人工智能 SoC 芯片.  

1.2.5  类脑芯片 

类脑芯片（brain-inspired chip）是仿照人类大

脑的信息处理方式，打破了存储和计算分离的架构，

实现数据并行传送、分布式处理的低功耗芯片. 在

基于冯诺依曼结构的计算芯片中，计算模块和存储

模块分离处理从而引入了延时及功耗浪费. 类脑芯

片侧重于仿照人类大脑神经元模型及其信息处理的

机制，利用扁平化的设计结构，从而在降低能耗的

前提下高效地完成计算任务. 在人工智能火热的时

代，各国政府、大学、公司纷纷投入到类脑芯片的

研究当中，其中典型的有 IBM 的 TrueNorth、英特

尔的 Loihi、高通的 Zeroth、清华大学的天机芯等.  

目前，深度神经网络芯片正在不断研究开发中，

每种芯片均是针对一定的问题而设计的. 因此，不同

的芯片有其独特的优势和不足. 通过上述对不同芯

片的描述，我们可以了解到相比 GPU，FPGA 具有更

强的计算能力和较低的功耗. 相比 ASIC 和 SoC，

FPGA 具有更低的设计成本和灵活的可编程性. 相比

类脑芯片，FPGA 的开发设计更简单. 综合当前深度

神经网络芯片的特性可知，FPGA 的设计性能更适合

应用于深度神经网络在普通领域的开发和应用.  

随着 FPGA 在深度神经网络领域的应用，相关

学者对其进行了分析和整理. 文献[76]对基于 FPGA

的卷积神经网络加速过程进行分析总结. 文献[77]

汇总了目前 FPGA 用于卷积神经网络加速的发展研

究现状. 文献[78]对目前 FPGA 用于神经网络的发

展现状进行总结，并提出所面临的问题和挑战. 文

献[79]总结了 FPGA 的设计理论及其用于神经网络

加速的技术原理和实现方法. 文献[80]分别介绍了

人工神经网络和 FPGA 进行介绍的发展，同时总结

了 FPGA 用于人工神经网络的发展和挑战. 本文从

FPGA 应用于深度神经网络的设计原理、型号选择、

应用领域、加速器及具体加速原理、实验评估指标

到最后的 FPGA 应用与深度神经网络的影响因素等

方面进行归纳总结，对 FPGA 用于神经网络加速进

行全面的介绍，为读者提供理论和实践指导.  

2  FPGA 的基本介绍 

近年来，随着人工智能的快速发展，FPGA 由

于其独有的硬件特点成为深度神经网络产业应用的

宠儿. 经过近六十年的发展，FPGA 的制作工艺、封

装密度、硬件结构以及开发方式发生了巨大的变化. 

本章节将围绕 FPGA 的发展历程以及开发方式展开

论述.  

2.1  深度神经网络的主流硬件平台 

FPGA 是基于可编程逻辑器件发展的一种半定

制电路，它可以使用硬件描述语言（Verilog 或

VHDL）或 C/C++/OpenCL 编程，利用小型查找表

来实现组合逻辑，并对 FPGA 上的门电路以及存储

器之间的连线进行调整，从而实现程序功能. 早在

20 世纪 60 年代，Gerald Estrin 就提出了可重构计算

的概念. 直到 1985 年，Xilinx 推出全球第一款 FPGA

产品 XC2064，该产品采用 2m 制作工艺，包含了

64 个逻辑单元、85K 个晶体管和数量不超过 1K 个

的门. 1992 年，GANGLION 成为神经网络首次在

FPGA 上实现运行的项目[81]. 1996 年卷积神经网络

首次在Altera的EPF81500上实现运行[82]. 随着神经

网络的迅速发展，FPGA 做了一系列针对其需求的

开发设计，如 Xilinx 推出的 Versal AI Core 系列和

xDNN 处理引擎为深度神经网络推断加速带来突破

性的改善. 另外，为了促进深度神经网络的发展，

不少 公司 设 计提 出神 经 网络 编译 及 框架 ，如

ALAMO 编译器和 Lattice 公司设计的 sensAI 编译

器、FP-DNN 框架和 FPGAConvNet 框架. 经过 30

多年的发展，FPGA 的制作工艺、逻辑单元和晶体

管的封装密度均得到飞速发展，其发展历程线路如

图 1 所示.  

2.2  FPGA的开发方式及流程 

结合 FPGA 自身硬件架构特点，目前其开发主 
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图 1  FPGA 的发展历程线路图 

 

要有两种方式：寄存器传输级（RTL）描述和高层

次综合（HLS）描述. 寄存器传输级描述，又称 RTL 

级描述，是指用寄存器这一级别的描述方式来描述

电 路 的 数 据 流 . 开 发 人 员 利 用 硬 件 描 述 语 言

（Verilog 和 VHDL）或者 IP 核对硬件结构进行描

述. RTL 级开发的主要优势是高稳定性、高资源利用

率、高性能等. 其劣势也很突出，主要有开发难度

大、开发效率低、周期长、成本高等. 基于此，利

用高级语言实现算法的开发方式应运而生，即 HLS

级. 开发人员只需要利用高级语言（C、C++）实现

算法，而算法程序到 FPGA 硬件结构的映射由编译

器自动完成. 广义上讲，Xilinx 公司推出了高层次综

合 HLS 工具和 Altera 公司主推的 OpenCL SDK 都属

于 HLS 级. HLS 级开发的主要优势是门槛低、开发

效率高、周期短，其缺点主要是资源利用率低、性

能低、不透明等. 我们对现有文献中的开发方式做

了统计，如表 1 所示.  

FPGA 的设计流程通常包括设计需求理解、方

案评估、芯片理解、详细方案设计、仿真、综合、

布局布线、时序优化、芯片编程与调试. 神经网络

加速设计开始之前，需要先确定神经网络的网络结 

表 1  常用的开发方式 

开发级别 开发语言 文献 

Verilog [88–92] 
RTL 级[83–87] 

VHDL [93–99] 

C [105, 105–107]

C++ [108–112] HLS 级[100–104] 

OpenCL [112–117] 

构和各层级参数，避免因修改而造成的资源浪费和

工程延期. 在神经网络算法效果符合预期后，需要

对神经网络算法进行拆解和分析. 通过分析算法所

需的计算带宽、存储带宽、存储容量、关键计算瓶

颈、计算数据流等，结合 FPGA 芯片的资源特性进

行加速效果推算，把适合 FPGA 做加速的算法交给

FPGA 来加速. 其中需要特别注意的是，FPGA 加速

计算推演的数据精度需要和软件验证的数据精度保

持一致，否则可能在 FPGA 加速后会有精度损失而

达不到预期的算法效果.  

3  FPGA 深度神经网络相关应用 

随着深度神经网络的不断发展，衍生出的智能

化产品也越来越多. FPGA 的应用领域已经从原来

的通信扩展到消费电子、汽车电子、工业控制、测

试测量等更广泛的领域. 在学术界，FPGA 与深度

神经网络结合的应用也得到越来越多的关注，成为

研究热点. 我们以图像检测与识别、目标跟踪、语

音识别、文本处理、网络安全、智能控制 6 个方向

来介绍目前 FPGA 与深度神经网络结合的产业应

用现状.  

3.1  图像检测与识别 

不管是用于身份核验的人脸识别系统，或是用

于植物拍照识别的手机应用系统，这都依赖于图像

检测与识别的过程，是深度神经网络的典型应用场

景. 而对于商业识别的设备，为了降低产品价格和

功耗、提高产品稳定性和速度，大多数企业会选择

使用 FPGA 作为图像识别算法的硬件载体. 近年来，
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关于 FPGA 上面部署图像识别的应用越来越多，如人

脸识别[118–123]、人手姿态识别[124]、字符识别[125, 126]、

车牌识别[127]、交通标志识别[128]、自然场景识别[91]

等等. 可以看出，基于图像识别的 FPGA 产品应用

场景越来越细化，场景越来越具体化. 在以上的场

景中，目标检测与识别任务起到了重要的作用. 计

算机视觉中的图像目标检测是重要研究方向，关于

在 FPGA 上部署深度神经网络检测模型也是研究者

比较关注的，如文献 [129]就提出了一种稀疏的

YOLO 检测模型，并在 Intel Arria-10 GX1150 FPGA

上达到了 2.13 TOPS（72.5 fps）的吞吐量，并在

PASCAL VOC2007 数据集上的检测精度达到了

74.45%. 还有关于道路交通的目标检测工作，如行

人检测[130–132]、车辆检测 [133]与障碍检测 [134]，用作

车道偏离警告系统的多用途道路路径提取 [135]等研

究工作也在不断进行. 检测路上是否有行人、交通

标志以及视野中是否存在汽车或其他车辆，这些均

属于自动驾驶实现的基础工作. 在 FPGA 上部署人

脸识别系统[118, 119, 136]的研究已经很普遍了，并且场

景也越来越多，如应用于移动视频会议、微型无人

机和其他小型机器人的低功耗、轻量化嵌入式视觉

系统[119]. 为了适应不同场景的需求并且获得更好的

用户体验，人们对于识别系统的速度也有了越来越高

的要求. 因此，一部分研究工作是在 FPGA 上部署图

像识别算法，验证所提出的加速方案和架构[91,137]，

加快算法计算速度，提高识别系统的识别速度. 图

像检测与识别将成为自动驾驶场景的研究重点之

一，同时也就对于 FPGA 这种便携、低功耗设备有

着一定的需求. 图像检测与识别不单单只是工业用

途，在医疗辅助上面也有具有一定的前景. 医院中

的心电图、X 光胸片等医学图像识别的医疗辅助系

统，抑或是可穿戴的视觉障碍患者移动辅助系统[134]

都是图像检测与识别的具体应用. 我们可以看到，

这些技术与设备正在改变着我们的生活方式，为人

们带来便利.  

3.2  目标跟踪 

目标跟踪最近几年发展迅速，不少研究者在研

究如何在 FPGA 上实现目标跟踪系统，从而推动产

业应用. 目标跟踪系统在军事侦察、安防监控等诸

多方面均有广泛的应用前景. 目前，较多研究主要

是将 FPGA 作为协处理器的目标跟踪系统，用于实

时视觉跟踪 [138–140]. 不同的实时视觉跟踪系统设计

中使用的方法也不尽相同，如：mean shift 跟踪算法、

hausdorff 距离算法、光流法等[138, 139, 141]，计算边缘

/角点检测、静止背景和噪声滤波等优化操作也常常

在实际中进行应用. 近年来，随着深度神经网络模

型的不断发展，其跟踪网络性能明显优于传统方法. 

如：文献[142]中提出的 MiniTracker，使用的是全卷

积的 Siamese 网络，并对其进行了剪枝和量化，使

得其在 ZedBoard 上实现并且达到了 18.6 帧每秒的

跟踪率.  

跟踪系统设计中方法的选择主要是根据应用

中使用者对于 FPGA 设备要求的侧重点不同 . 当

然，多数侧重于实现低功耗和低成本的实时目标跟

踪[139, 141, 143]. 设计者会在跟踪精确度与成本之间做

一种均衡，在满足精度需求的基础上，尽可能降低

功耗与成本. 因此，我们常常需要对部署的深度网

络模型进行简化操作 , 如以上提到的剪枝和量化

操作.  

3.3  语音识别 

目前，深度神经网络除了在图像和视频领域应

用越来越广泛以外，基于 FPGA 的语音识别系统也

成为研究热点. 由于其庞大的市场需求，语音识别

发展速度异常迅猛. 在智能语音识别产品中，为保

证一定的灵活性和移动性，往往在 FPGA 上部署语

音识别模型，以满足智能与生产落地的需求. 在其

相关研究中，语音识别模型主要有连续隐马尔可夫

模型、液体状态机以及递归神经网络[144] 等等. 其

中，文献[145,146]主要在 FPGA 上实现了马尔科夫

模型的语音识别效果. 文献[147]在 FPGA 上实现了

液体状态机，并利用语音识别进行了评估. 与 AMD 

Opteron TM 处理器的运行速度相比，该方法在

FPGA 上实现了 88x 运行加速. 文献[144]设计了一

种基于神经网络的实时语音识别系统，其包含将用

于声学建模的语音特征，以及用于字符级语言建模

的两个递归神经网络. Yong Zheng 等人在文献[148]

中通过剪枝、量化等操作对 LSTM 模型进行简化，

在 FPGA 上实现了一种高性能、高效的 LSTM 接口. 

文献[149]提出了一种基于 FPGA 主板的 LSTM 神

经网络硬件加速器. 作者也对 LSTM 进行了稀疏剪

枝操作并采用流水线方法，在实验性能上，其运行

速度高于 ARM Cortex-A9 处理器. 文献[150]主要提

出使用一维的通用背景模型（1D CNN）对说话人进

行识别. 与 CPU 平台相比，它减少了 ResNet20 的

计算复杂度以及参数量使得其在 FPGA 上的运行速

度在 3S 与 5S 数据集上分别达到了 5.1 和 6.8 倍的加

速. 文献[151]中提出的 AIX 是针对于 DNN 的商业

语音识别应用设计的 FPGA 加速接口. 文献[152]提

出了基于梯度计算的 LSTM，其与二进制的 LSTM

相比，在几乎不损失精度的情况下减少 73.24%的能
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耗. 文献[153]中，作者将 Toeplitz 结构应用于 DNN

模型上，在不计 loss 的情况下实现了较高的压缩率. 

LSTM 在应用该方法后，模型尺寸减少了 28.7 倍，

在 FPGA 上实现了 130000 帧/秒的吞吐量.  

在调查过程中，可以发现 LSTM 模型已成为目

前 FPGA 部署的典型的语音识别模型，目前已经被

成功并广泛地应用于人工智能应用中[154, 155]. 深鉴

科技的 ESE 语音识别引擎因其深度压缩技术引起了

一时轰动. 在其为代表的相关研究表明，研究者主

要希望将语音模型简化并部署在 FPGA 上，从而实

现高性能并且高效的语音识别效果. 我们相信，语

音识别的应用领域将不断扩大，除了电子产品与通

信领域，也终将进入医疗、工业等各个领域.  

3.4  文本处理 

自然语言处理主要是研究人与计算机之间通过

自然语言的方式进行有效通信的理论和方法. 作为

人工智能领域的一个重要应用方向，自然语言处理

已经得到了广泛的关注. 自然语言处理可以分为文

本处理以及语音处理，我们将语音识别应用在上一

小节进行了归纳总结. 因此，本小节将主要介绍并

归纳文本处理的相关应用.  

文本处理典型代表有百度NLP语义计算整体框

架，其中的核心部分就有包含 FPGA 在内的高性能

计算模块，以及基于深度神经网络和概率图模型的

语义计算引擎. 除此以外，还有很多基于 FPGA 上

的常用的自然语言框架，如 RNNLM 框架[156]、DNN

的设计框架 [157]、SimNet 语义匹配框架 [158]、基于

随机计算的深信度字符识别网络框架 [159]等等 . 文

献[160]中主要将有效的 CNNs 模型压缩，进而用于

情绪分析. 其压缩过程包含了剪枝、量化，最后将

压缩后的模型映射到 FPGA 上进行实验，在准确性

不下降的条件下，内存带宽占用比原始模型降低了

85%~93%. 2018 年，谷歌提出的自然语言处理模型

即 BERT 模型[161]，一度成为 NLP 的研究热点. 因为

其可以在 11种不同 NLP测试中创造出最佳成绩. 随

后，2019 年 Facebook 提出的具有强大优化能力的

BERT 方法 RoBERTa 模型在 GLUE、SQuAD 和

RACE 三个排行榜上均实现了最优的结果 . 文献

[162]主要针对基于 Transformer 的大规模语言表示

提出了一种有效的加速框架 Ftrans. 该框架可以将

RoBERTa 模型压缩至原来尺寸的 1/16 ，实现

27.07~81 倍的性能改进. 在能效方面，其比 CPU 的

能效高出 8.8 倍.  

在文本语言处理方面，FPGA 与深度学习结合

的应用成为一大热点，其将被广泛地应用于各种机

器翻译，用户情感分析等产品中去. 同时，研究表

明人们对于文本处理速度有着一定的要求，因此大

量的研究将以简化语义模型以及提升 FPGA 计算速

度为目的进行展开.  

3.5  网络安全 

网络安全与入侵检测也是 FPGA 与深度神经

网络结合的一个重要应用，主要是对于网络系统中

收集的信息进行分析，然后通过某种模型判断是否

存在异常的行为. 基于 FPGA 的网络安全与入侵检

测系统就是为了对于网络进行实时监控，并在网络

系统异常时或者对外来攻击进行及时的反应，以保

证网络系统的安全性 . 关于该方面的研究也越来

越多[163–166]，有降低 FPGA 的计算要求的深度神经

网络算法实现在线异常入侵检测系统，也有利用可

重构硬件辅助网络入侵检测系统，以及利用 FPGA

搭建了网络传输异常检测体系结构等 . 这些系统

往往都可以被集成在可重构系统中，作为辅助系统

使用.  

3.6  智能控制 

除了以上几种典型的应用，基于 FPGA 的深度

神经网络系统还在智能控制领域得到了广泛的应

用，如文献[167–171]等等. 文献[167]提出了一种基

于人工神经网络的步进电机低速阻尼控制器，该控

制器设计用于消除低速时的非线性干扰. 文献[168]

介绍了在可编程自动化控制器上嵌入 FPGA 的多层

神经网络的实现，在安装在控制器内部的 FPGA 中

实现基于神经网络的状态估计，可以将开发的结构

直接转移到实际应用中. 文献[169]提出了一种利用

人工神经网络（ANN）实现强化学习方法 Q-Learning

的 FPGA 实现方法，并将其用于行星探测器和航天

器的智能控制系统. 该方法将神经网络自身的并行

性与 FPGA 的硬件的并行性进行匹配，大大提高了

处理速度. 与传统的 Intel i5 2.3 GHz CPU 相比，

Virtex 7 fpga 的速度提高了 43 倍. 文献[170]提出了

一种最大功率点动态跟踪控制器，该动态控制器主

要采用了基于级联神经网络（CNN）的 MPPT 算法，

从变速条件下的 WPCS 中提取最大功率. 通过实验

得出，与传统的 MPPT 算法相比，基于级联神经网

络的 MPPT 算法的控制器的控制效率更高，能对风

速改变提供更好的响应. 将基于 FPGA 的深度神经

网络用于实际控制，打破了传统逻辑控制模式，实

现了控制系统的自动化和智能化.  
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4  FPGA 深度神经网络的加速与优化 

深度神经网络往往是在大内存、较强计算力的

GPU 上进行训练学习的. 但在相关模型进行产品化

落地应用时，必须考虑设备资源的尺寸、内存、能

耗、带宽和成本等因素. 神经网络模型压缩和加速

的提出，让复杂的深度神经网络在小型设备（FPGA）

上的实现成为了可能. 这些实现使得神经网络得以

搭载在 FPGA 芯片上，进一步应用到自动驾驶、航

天航空以及手机等设备中. 本文将从 FPGA 神经网

络加速器、神经网络压缩与加速技术、计算加速与优

化、基于带宽的神经网络加速以及基于 FPGA 的神经

网络编译器及框架等五个方面进行总结与归纳.  

4.1  FPGA神经网络加速器 

随着深度学习的不断发展，神经网络在图像、视

频、语音处理等各个领域取得了巨大的成功 . 

VGGNet、GoogleNet、ResNet 的出现，让我们清楚

的看到神经网络正往更深、更复杂的网络设计方向发

展. 那么，如何将更复杂的神经网络部署到FPGA上，

并能够满足一定的速度要求，成为研究者们关注的焦

点. 在现有的研究中，涌现出大量的 FPGA 深度学习

加 速 器 ， 例 如 ： DLAU[172] 、 Deep-Burning[173] 、

DeepX[174]、BISMO[175]、Bit Fusion[176]与为 SGEMV

设计的 FPGA 加速器[177]等等.  

DLAU[172]是一种可扩展的加速器架构，主要使

用三级流水线处理单元与分片技术去提高吞吐量并

对深度学习应用程序的局部性特征进行探索 .  其

中，三级流水线处理单元主要包含分片矩阵乘法单

元，部分和累加单元和活化函数加速单元，可以重 

复使用以实现超大规模的神经网络. 分片技术是来 

分割大规模的输入数据，将输入节点数据转换成更

小的集合并重复计算，这样使得 DLAU 加速器可以

将处理不同尺寸的分片数据进行灵活配置. 经实验

验证，与 Intel Core2 处理器相比，DLAU 加速器可

以实现 36.1 倍的加速效果.  

DeepBurning[173]是一种自动化神经网络加速器

的实现方法. 用户只需提供网络拓扑上层描述和硬

件资源约束，框架中的神经网络集成器就可以自动

分析网络特征，结合硬件约束在由内积单元、累加

单元、池化单元等组成的组件库中选出合适组件组

成硬件网络，以及对应的控制流、数据流和数据布

局方案. 该方法的出现，方便了设计者使用 FPGA

加速神经网络计算，同时提高了 FPGA 的领域适应

性. 实验表明，与最先进的基于 FPGA 的解决方案

相比，DeepBurning 设计的加速器具有更高的功耗效

率. DeepX[174]是一个用于深度学习执行的软件加速

器，可以降低深度学习应用时所需的内存，计算量

与功耗 . 它通过利用移动片上系统的异构处理器

（如 GPU，LPU）的混合，降低资源开销. 在执行

深度模型的不同推理阶段时，每个计算单元提供不

同的资源效率. DeepX 在深度学习推理阶段时，通过

扩展模型压缩原理，可以扩展单个模型层的复杂度，

并以此控制推理过程中层的内存计算和能量消耗 . 

同时，它还可以分解深层模型结构，将各块分配给

本地和远程处理器，有效并最大限度地提高资源利

用率. 实验表明，DeepX 可以让大规模的深度学习

模型在移动处理器上高效地执行，其性能显著优于

现有的解决方案.  

 

 

图 2  神经网络深度压缩方法的主要流程 

 

BISMO[175]是一个可扩展的位串行矩阵乘法覆

盖，可以有效地在 FPGA 上实例化. 它的核心是一

个软件可编程加权二进制矩阵乘法引擎和用于获取

数据并存储结果的相关硬件. 软件的可编程性使得

它可以在任何矩阵大小和任何定点或整数精度上进

行操作 . 文献 [177]中主要提出了二值神经网络
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（BNN）硬件加速器的设计方案，它支持处理任意

BNN 所需的所有操作. 网络参数（例如，二进制权

值、标准化常数）被保存在这些片上 RAM 中，并

提供给并行执行计算的许多 PEs. 片上 RAM 为 PEs 

提供了足够的带宽，提高了吞吐量. 与 CPU 和 GPU

上经过良好优化的软件相比，所提出的二值神经网

络加速器在性能和能效方面都有一定数量级的提

高. Bit Fusion[176]是一个支持不同位计算的加速器，

动态融合不同位以匹配各个单独 DNN 层的位宽，这

使得我们可以将动态 bit-level 融合 /分解引入到

DNN 加速器的设计中. 与目前两种先进的 DNN 加

速器 Eyeriss 和 Stripes 相比，Bit Fusion 实现了 2~3

倍的加速以及降低了 3.9~5.1 倍的能耗.  

4.2  神经网络压缩与加速技术 

众所周知，深度神经网络在多个领域上表现出

优于传统算法的效果. 但在应用过程中，其计算量

巨大，占据内存较大. 因此，若想真正将神经网络

应用到嵌入式系统中去，就必须对神经网络自身进

行处理，以实现神经网络的压缩与加速. FPGA 加速

设计中涉及的几种常见的神经网络压缩与加速方

法：包含网络剪枝在内的深度压缩、低秩估计、模

型量化以及知识蒸馏方法[178, 179].  

4.2.1  神经网络深度压缩 

2015 年，Song Han 等人在文献[180]中提出了

在不损失精度的前提下，深度压缩对于 AlexNet 可

以减少 35 倍的内存占用，对于 VGG-16 的内存占用

可以减少 49 倍，其中网络剪枝就可以实现的模型压

缩率就能达到 10 倍以上. 2017 年，深鉴科技的语音

识别技术成为了在 FPGA 上实现深度压缩应用的成

功典型. 当然，依然存在不少在 FPGA 上实现的剪

枝技术的研究. 2017 年，在文献[181]中，Fujii 等人

提出了一种神经元修剪技术，将 VGG-11 网络层中

神经元数量减少了 89.3%，但是保持了 99%的准确

性. 在权重参数大大减少的情况下，由 FPGA 上的

片上存储器实现的权重存储器，就可以对于存储器

进行高速访问. 文献[182]提出了一种结构化的修剪

方法，不仅可以减小 LSTM 模型的大小，而且不会

损失预测精度，同时可以消除不平衡计算和不规则

的内存访问. 神经网络的深度压缩的过程中包含：

模型剪枝、权值量化与共享和霍夫曼编码，它们一

起工作大大减少了神经网络的存储需求，在精度几

乎无损的情况下，将模型压缩几十倍以上，具体的

深度压缩方法的主要流程如图 2 所示.  

网络剪枝的提出可以溯源到 1989 年，由图灵奖

获得者 Yann LeCun 在文献[183]中提出来的. 其核

心思想主要是通过估计每个参数的重要程度，删除

不重要的参数，以达到模型压缩的目的，效果示意

如图 3 所示. 1993 年，发表在 NIPS 上的一篇文献[184]

中，利用了二阶泰勒展开对网络参数进行选取并进

行剪枝操作，提出了将剪枝看作正则项来改善网络

的训练和泛化能力. 根据裁剪方式不同，现有的剪

枝方法分为阈值裁剪方法、动态补救方法、Filters

裁剪方法和重要性裁剪方法. 在剪枝过程中，可以

通过计算损失函数对参数的二阶导数的大小或计算

参数的绝对值的大小来衡量网络参数重要程度，数

值越小参数越不重要，可以进行删除. 设计者在进

行网络裁枝时，需要考虑两个问题：对输出的一个

节点进行裁剪是否影响到其他输出节点和如何对于

删掉的参数进行彻底清除. 针对于以上两个问题，

目前提出了 Filter-level、Group-level 与稀疏卷积方

法[185]. 不管使用哪一种剪枝方法，剪枝后的网络需

要进行再次参数调优 . 2017 年，深鉴科技在文献

[186]中提出了负载平衡感知剪枝，考虑到最终多核

并行加速的时候不同核心之间的负载均衡问题. 当

然，在剪枝的过程中，剪枝的粒度大小也会影响网

络的精度. 剪枝按照粒度大小可分为细粒度剪枝和

粗粒度剪枝，其中细粒度剪枝主要是对于权重进行

裁剪，主要是进行局部的调整，可以保留模型的精

度，粗粒度的剪枝则是剪去滤波器或通道，模型在

速度上有较大的提升. 2017 年，斯坦福大学的 Huizi 

Mao 等人发表在 CVPR 上的文献[187]就探索了不同

修剪粒度对于模型精度的影响，并证明粗粒修剪也

能够达到与细粒修剪接近的甚至更好的精度.  
 

 

图 3  连接与神经元剪枝前后 

 

神经网络深度压缩过程的第二阶段是模型量化

与参数共享，在这里只介绍参数共享，模型量化将

在下一小节进行系统介绍. 文献[180, 188]将参数共

享归为量化操作中的一小步. 不同的研究采用的共

享规则也是存在差异的. 文献[189]使用了一个低成

本的哈希函数将连接权重随机地分配到哈希桶中，

然后所有在同一个哈希桶中的连接共享一个参数

值；而文献[190]是对所有权重使用 k-means 聚类操
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作，聚类完成之后属于同一类的权重将共享一个参

数值. 它们都是通过共享参数的方法来压缩神经网

络模型. 其中典型的聚类量化方法将训练的每一层

的权值参数进行 k-means 聚类，聚类完成之后属于

同一类的参数都使用该类聚类中心的数值作为它们

的权值参数数值，然后通过索引矩阵将共享权值一

一对应到权值参数的确定位置. 通过权值共享，原

来的权值矩阵变成了一个查找表与共享权值矩阵，

也就是说原来权值矩阵被一个与权值矩阵相同大小

的查找表矩阵代替，查找表矩阵上面的索引可以准确

找到对应的共享权值，共享权值则只需要存储在一个

大小为共享权值总个数的矩阵中即可，如图 4 所述.  
 

 

图 4   神经网络深度压缩方法中的权值共享 
 

神经网络深度压缩过程的第三阶段是哈夫曼

编码. 哈夫曼编码是 1952 年 David A.Huffman 在文

献[191]中提出来的. 它是一种可变字长编码的编码

方式. 哈夫曼编码可以用短的码值来表示更多的数

字，提高编码效率，以达到深度压缩的效果. 因此，

在深度压缩过程中最后保存网络的时候常常使用哈

夫曼编码进行进一步的压缩.  

4.2.2  低秩估计 

低秩估计是利用矩阵分解或者张量分解以及矩

阵乘法或者卷积运算这种线性运算的结合律，将原

本的参数张量分解成若干个小张量，或将原本的卷

积用几个小卷积代替 . 高维矩阵的运算会采用

Tensor 分解方法对神经网络进行加速和压缩. 目前

的 Tensor 分解方法主要包含了 CP 分解、Tucker 分

解、Tensor Train 分解[192]和 Block Term 分解方法等

等. 典型的神经网络卷积核是一个四维张量，全连

接层可以看作是一个二维矩阵，这些张量中往往存

在大量的冗余. 我们可以利用低秩估计的方法对于

参数矩阵进行分解，减少参数量，达到模型压缩和

加速效果. 低秩估计是对神经网络的每一层利用低

秩滤波器进行逐层逼近，每一层的参数就会被固定

后，而对于每一层之前的层会根据重建误差准则进

行微调[193–195]. 压缩 2D 卷积层的典型低秩方法，如

图 5 所示.  

在文献[196]中，Jaderberg 等人提出的低秩近似 

 

图 5  2D 卷积层的典型低秩方法 
 

方法主要是使用 1+1n n  的线性组合卷积核替代

n n 的卷积核. 该方法在文字识别实验中，在精度

无损失的情况下，速度达到了原来 2.5 倍。同时，

论文中也列出了使用低秩估计的方法来做模型压缩

与加速的优劣势，具体如下： 

优势 低秩估计没有改变基础运算的结构，也不

需要进行额外定义新的操作. 低秩估计的分解方法

有很多种，任何的矩阵或者张量分解方法都可以用

于低秩分解. 在神经网络中应用低秩估计的方法进

行网络的分解，分解后的网络参数量将大大减少.  

劣势 为保证分解后网络模型的准确率，一般都

需要对于分解后的网络进行参数调优. 同时，在低

秩估计时，对于秩的保留数量没有明确的规定. 保

留的秩太多，可以保证一定的准确率，但加速压缩

效果不好. 保留的秩太少，加速压缩的效果较好，

但准确率无法保证.  

关于 FPGA 利用低秩估计进行网络的加速设计

较多，如文献[197, 198]利用低秩矩阵或者低秩扩展的

方法进行神经网络加速也是一大研究热点 . 文献

[199]中，作者基于信噪子空间理论，针对正交频分

复用提出了一种低秩信道估计方法并在 FPGA 中进

行实现. 2014 年，Jaderberg 等人在文献[196]中提出

了通过交叉通道和滤波器冗余的方法来构建秩为 1

的低秩滤波器，实现加速效果. 同年，Denton 等人

在 NIPS 上发文[200]，提出了构建秩为 k 的滤波器，

对于卷积使用一个中间层进行降秩操作，这种方法

在损失 1%的精度前提下，对于每个卷积层可以提速

1 倍. 2017 年，文献[198]中提出了一种新型的 FPGA 

加速器，可以加速基于矩阵梯度分解的低秩矩阵实

现算法. 文献[197]中在低秩矩阵的理论基础上提出

了一种新颖的自动计算框架，可用于基于 FPGA 的

非稀疏相关矩阵的大数据在线分析.  

4.2.3  模型量化 

模型量化可以通过量化函数将全精度的数（激

化量，参数，甚至是梯度值）映射到有限的整数空

间. 模型量化可以减少每个参数的存储空间，降低

计算复杂度，因此可以实现神经网络加速. 与前面

介绍的方法不同，网络裁枝方法与低秩估计方法都

是从矩阵乘法角度出发，着眼于减少参数量和计算
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量. 而模型量化则着眼于参数本身，直接减少每个

参 数 的 存 储 空 间 ， 提 升 计 算 速 度 . BWN[201], 

TWN[202]、TNN[203] 将模型的参数量化到  1, 1  或

者  1,0,1 ，这样就能将网络计算里的乘加运算转化

为加减运算，从而实现模型压缩和计算加速的目的. 

除了参数外，BNN[204]、XNOR-Net[205]将模型的激活

值也量化到  1, 1  ，这样就能将乘加运算转化为比

特级别的位运算. XNOR-Net[205]在 CPU 上实现了 58

倍的加速比，同时内存节省了 32 倍. 由于位运算在

FPGA 上可以实现更高的加速比，文献[206]实现的

二值神经网络，在峰值时比 CPU 加速约 705 倍，比

GPU快 70倍. 极低比特的量化带来的精度损失也是

非常明显的，为此出现了多比特的模型量化方法 . 

文献 MBN[207]、Dorefa-Net[208]、ABC-Net[209]将多比

特的数值运算分解为多个位运算，可以在保证模型

精度的同时实现模型压缩和计算加速. 目前，现有

的量化方式主要有均匀量化[205, 207, 208, 210]、对数量

化 [211–213]和自适应量化[209, 214–216]. 以上文献都是将

模型所有层的参数或者激活值量化到相同的精度，

而混合精度量化可以根据模型不同层次的重要性和

灵敏度来匹配更好的解，从而获得更好的性能 . 

HAQ[217]将硬件模拟器评估的加速度信息反馈加入

训练过程，并利用强化学习自动确定量化策略. 文

献[218,219]将量化任务转换为神经网络结构搜索问

题，使用 Gumbel-softmax 采样选择量化支路，采

用反向传播方法优化网络权值和结构参数 . 通过

量化对神经网络模型进行不同位数的编码，应用少

量的乘法与位运算加速了网络模型的运算速度 . 

或者将神经网络中卷积运算中的矩阵乘法变为计

算简单的加减法运算，简化了计算量，进而实现神

经网络加速.  

基于 FPGA 的深度神经网络实现也将量化作为

一种常用技术手段. 2011 年，文献[220]中完成了一

种基于 H.264 压缩的整数离散余弦变换和模型量化

的 FPGA 实现. 深鉴科技在 FPGA 上部署的尺寸压

缩 20 倍的 LSTM 模型实现了语音识别引擎，压缩的

20 倍中，其中 10 倍来自剪枝, 2 倍来自量化[186]. 文

献[144]将权值量化到 6 位，然后将所有权值存储在

FPGA 的片上存储器中，大大提高了神经网络的计

算速度，最终的系统运行速度远高于实时性. 2018

年，文献[206]提出了一种用于 FPGA 的二值化神经

网络 FP-BNN，通过数据量化和优化片上存储消除

了参数访问的瓶颈.  

4.2.4  知识蒸馏 

基于 FPGA 的深度神经网络模型的设计一般都

趋向于计算复杂度低的小模型，对模型性能有了更高

的要求，既要求计算速度快、资源少，又要具有复杂

模型的精度性能. 因此，对小模型的训练成为一个焦

点问题. 知识蒸馏[221]是 Hinton等人在 2015年提出的

一种模型训练方式，它是将训练好的复杂网络模型具

备的推广能力“知识”迁移到一个结构简单的网络中. 

以上提到的网络裁枝、低秩估计以及模型量化，都是

对特定网络模型进行压缩和加速. 然而知识蒸馏方

法直接设计了一个简单结构的小网络，将难点转移成

对小网络的训练上. 整个思想中最大的难题在于如

何有效地表达“知识”，并有效地指导小网络的训练. 

知识蒸馏的结构主要由三大部分构成：指导网络、指

导损失函数以及学习网络，如图 6 所示.  
 

 

图 6  知识蒸馏的主要训练过程 
 

指导网络加载了预训练模型对于参数初始化，

并且在训练过程中参数固定；学习网络的网络结构

比较简单，主要用来训练学习参数；对于中间的指

导损失函数部分，知识蒸馏一般选取均方误差损失
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函数作为用于指导网络与学习网络的损失函数. 在

以模型压缩为目的的知识蒸馏任务中，指导网络与

学习网络由相同个数、相似结构的网络块组成. 每

个网络块中有若干个单元，但学习网络中的每个网

络块中含有的单元个数比指导网络的单元个数少 . 

指导网络又常常被称为“教师网络”，学习网络被常

常称为“学生网络”. 知识蒸馏的核心思想中使用了

软目标辅助硬目标一起训练. 其中，软目标指的是

教师网络模型输出的预测结果，硬目标指的是样本

原始标签，即真实标签. 2015 年，Hinton 在他的论

文[221]中推荐软目标与硬目标经验权重为 9:1.  

在现有的神经网络加速的研究中，有一部分工作

是使用蒸馏进行模型优化训练的. 相关研究[222–225]

中设计了或者改进了学生模型，在几乎不损失精度

的前提下，使用更少的参数、更浅的网络结构提高

了网络计算速度. 同时，模型蒸馏往往会与模型量

化同时进行神经网络的压缩与加速. 文献[226, 227]

中利用知识蒸馏技术，弥补因量化导致的性能下降，

提高低精度网络的性能. 文献[228]则是使用了在线

蒸馏的方法，突破了分布式 SGD 存在的瓶颈，提高

了集群上的模型计算效率与精度.  

4.3  计算加速与优化 

4.3.1  矩阵乘法优化 

矩阵运算在深度神经网络的训练与前向计算中

占据主导地位，因此加速矩阵运算具有重大意义 . 

矩阵乘法的优化可以通过减少乘法计算次数和提高

计算速度来实现. 矩阵分块技术与 Winograd 转换方

法常常作为神经网络中的优化算法. 下面我们将针

对这两种方法进行叙述.  

（1）矩阵分块技术 

在深度神经网络中存在大量的矩阵运算，常常

会因为矩阵太大而出现高速缓存缺失的情况. 循环

分块可以将矩阵循环拆分成更小的模块进行计算，

这样可以使片上存储数据重复利用，减少访问内存

的次数，提高计算的效率. 矩阵分块时前后的乘法

计算总数恒定不变，将 n n 矩阵按 m m 进行分块，

整个矩阵被分成 2 2/n m 个子矩阵，乘法计算总数仍

然是 2 2 2( / )n m n m  ，即 n3. 每次都在相邻位置上

进行读写，提高了访问性能. 卷积神经网络算法大

部分是利用循环来实现的，循环过程中往往采用循

环分块和循环展开进行优化. 循环分块大小会影响

计算的并行度，在一定程度上决定了单位时间内进

行的计算操作. 所以在卷积神经网络运算时，我们

常常需要考虑输出特征图行和列分块大小，并进行

自身约束，如行分块大小必须小于总行数等，以及

考虑片上资源的限制给出相应的约束条件.  

（2）矩阵 Winograd 转换 

Winograd 转换方法的核心思想就是使用更多的

加法来代替乘法[229]. 因此，我们可以在滤波器维度

较小的情况下使用 Winograd 方法做卷积运算. 2016

年，文献[230]是 CVPR 首个将 Winograd 算法引入

的研究工作，文中利用 Winograd 算法与傅里叶变换

算法分别对卷积神经网络进行剪枝操作，得出

Winograd 算法的剪枝性能优于傅里叶变换算法的结

论. 现有的部分研究工作中引入了 Winograd 滤波，

通过使用循环展开和平铺策略优化数据路径以支持

Winograd 卷积，在一定程度上使得所设计的卷积神

经网络模型加速器性能提升，功耗降低[231, 232]. 部分

研究工作中也明确介绍了 Winograd 算法在 FPGA

上的具体实现[233, 234]. 2017 年，商汤科技在文献[235]

中提出了 Winograd 算法的 FPGA 实现，采用

Winograd 算法，使得卷积计算循环层数减少. 2018

年，文献[236]中在 FPGA 上实现的稀疏 Winograd 卷

积加速器，与最新技术相比，其在 VGG-16 和 YOLO

网络上的实验结果在速度提高了 2.9 倍至 3.1 倍.  

4.3.2  卷积优化 

神经网络结构往往是由卷积层，池化层以及全

连接层构成的. 其中的卷积层和全连接层在硬件结

构上，往往是针对于矩阵运算进行设计的. 将卷积

层和全连接层可以转化为矩阵，然后利用 FPGA 进

行计算并加速. 如图 7 就是将二维卷积转化为矩阵

的示意图. 
 

 

图 7  二维卷积转化为矩阵操作 

 

卷积就是卷积核与图像矩阵的运算. 卷积操作

的实现方法主要有滑窗法、傅里叶变换法和 im2col. 

滑窗法：卷积核是一个小窗口，在输入图像上按步

长滑动，每次操作卷积核对应区域的输入图像，将

卷积核中的权值和对应的输入图像的值相乘再相

加，得到的最终值赋给特征图对应于卷积核中心位

置变量. 以 44 的矩阵、33 的卷积核为例，从第一

个像素开始滑动，逐个计算，如图 8 所示. im2col

操作是用来优化卷积运算，它的核心是将卷积核感
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受野转化成一行（列）来存储，优化运算速度，减

少内存访问时间. 其计算过程如图 9 所示.  
 

 

图 8  滑窗法示意图 
 

卷积操作主要涉及输入特征图和卷积核权重的

三维乘法和累加操作. 优化计算里的循环方式也是

在 FPGA 上部署神经网络的常用方法，主要包括循

环展开[91]、循环平铺[237]、循环交换[238]等. 在现有

FPGA 与深度神经网络的相关研究工作中，也均有

使用以上三种技术定制具有三级内存层次结构的加

速器的计算和通信模式[83,90,232,239,240]，可以有效地映

射与执行卷积循环.  

4.3.3  频率优化 

理论峰值工作频率也是 FPGA 性能指标之一，

提高 FPGA 的峰值性能也是目前 FPGA 加速设计中

的一个研究方向[85,91,241]. FPGA 能够达到多少工作

频率不仅需要考虑 FPGA 芯片自身支持的频率是多

少，同时需要考虑如何内部提高时钟频率，即如何

对程序优化，来提高多用寄存器工作频率. 28nm 的

Altera FPGA 上实现傅里叶变换等简单算法可以达

到数百 GFLOPS，QR 与 Cholesky 分解等复杂算法

则达到 100 GFLOPS 以上. 比较新的 FPGA 能够支

持 700-900MHz 的 DSP 理论峰值工作频率，但现有

的设计通常在 100~400MHz 下工作[109, 116]. 因此，提

高 FPGA 工作频率，也是神经网络在 FPGA 上进行

部署的一个重点研究方向.  

4.4  基于带宽的神经网络加速 

在基于 FPGA 的神经网络加速中，内存带宽也

常常是影响计算速度的瓶颈. 当模型的计算强度小

于计算平台的计算强度上限时，此时模型理论性能

的大小完全由计算平台的带宽上限以及模型自身的

计算强度所决定. 由此可见，在模型处于带宽瓶颈

区间的前提下，计算平台的带宽越大，模型的理论

性能可呈线性增长. 因此，通过提高带宽上限或者

减小带宽需求，可以实现对模型的加速. 本节将从

三个方面对基于带宽的神经网络加速进行阐述：首

先介绍了衡量神经网络模型性能的 Roof-line 模型，

其次分别总结了针对提高带宽上限和减小带宽需求

的现有方法.  

4.4.1  Roof-line 模型 

Roof-line 模型就是用来衡量模型在一个计算平

台的限制下，所达到的最大浮点计算速度. 通常计

算平台使用算力与带宽这两个指标进行性能衡

量. 算力也称为计算平台的性能上限，指的是一个

计算平台倾尽全力每秒钟所能完成的浮点运算数 . 

单位是 FLOP/s. 带宽也即计算平台的带宽上限，指

的是一个计算平台倾尽全力每秒所能完成的内存交

换量. 单位是 Byte/s. 与此对应的，计算强度上限

Imax 就是算力和带宽相除的结果. Roof-line 模型计

算力公式为 

 

 

图 9  im2col 法示意图 

 

 
,

,
max

max

I I I
P

x I



 

 
 ≥

       （1） 

有了 Roof-line 模型，我们就可以知道神经网络

模型在相关计算平台上的性能. 由计算平台的算力

和带宽上限所决定的 Roof-line模型通常划分为两个

区域，计算瓶颈区域和带宽瓶颈区域 . 一些基于

FPGA 的加速文献[79, 186, 242]将 Roof-line 模型中的计

算强度定义为 CTC 率，即用来表示每次内存访问的

操作数. 当模型处于带宽瓶颈状态时，模型理论性

能的大小完全由计算平台的带宽上限以及模型自身

的计算强度所决定. 由此可见，提高带宽上限或者

减小系统的带宽需求，都可以提高系统的性能，从

而进行加速. 具体的，通过数据复用、规范数据访

问的模式可以提高带宽的上限；而通过数据量化、

矩阵计算和存储优化，可以减小系统的带宽需求 . 

因此，本节接下来将从上述几个方面具体阐述如何
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从带宽的角度提高系统的性能，从而进行加速.  

4.4.2  提高带宽上限 

在基于 FPGA 的深度神经网络加速中，内存带

宽常常是提高速度的瓶颈. 对于全连接层部分，由

于包含大量的权重，因此会产生大量的内存访问；

而对于卷积层部分，大量的乘加操作也会导致大量

的内存访问. 由于片外内存的限制，理论带宽有限，

实际带宽上限一般低于理论带宽上限，而实际的带

宽是由数据访问模式所决定的. 因此，一方面，复

用数据可以变相地提高带宽上限；另一方面，对数

据访问模式进行优化和改进也可以提高带宽上限，

从而达到加速的目的. 因此，提高带宽可以从以下

两个方面进行考虑：数据复用和对数据访问模式的

规范. 下面本节将对这两个方法的原理和研究现状

进行介绍.  

（1）数据复用 

从 Roof-line 模型可以看出，在数据复用率较低

的时候，带宽就成为影响性能的瓶颈，FPGA 运算

资源没有被全部利用. 因此，通过数据复用，就可

以使内存的实际应用带宽大于理论带宽，从而增加

了带宽上限. 数据复用分为输入复用、输出复用和

权重复用三种 [243]. 输入复用对输入缓冲区具有最

小访问权限，输出复用则是复用输出寄存器中的数

据，而权重复用则是指一定情况下对 DRAM 进行重

复权重访问的情况. 总的来说，这三种数据复用模

式就是在不同的阶段对数据进行重复使用，以达到

增加性能的目的. 在基于 FPGA 的深度神经网络加

速实验中，有很大一部分是基于数据复用从而提高

带宽上限进行加速的. 文献[172]所提出的技术利用

数据复用来减少冗余通信操作以最大化数据共享与

复用. 文献[243]采取数据复用和任务并行化进行数

据复用从而在内存带宽不变的情况下提升 CTC 率，

变相提高了实际带宽上限. 文献[109]提出了一种数

据分配方案，该方案最大化每个事务的突发长度到

外部存储器，以加速运算卷积层和全连接层，以及

避免不必要的访问延迟，从而有效提高了 DRAM 的

传输带宽.  

（2）规范数据访问模式 

在基于 FPGA 的神经网络加速中，FPGA 作为

协处理器 . 更具体地说，CPU 把指令写入内存， 

FPGA 从内存读取指令执行，并把计算结果写入内

存. 因此，如果规范了数据访问模式，那么数据的

读取效率也会提高，从而增加了实际带宽上限. 文

献中常常将特征图切割成存储在不连续地址中的小

数据块进行特征映射来规范数据访问模式 . 具体

的，文献[79]指出，外部存储器中常见的特征映射

格式包括 NCHW 或 CHWN，其中 N 表示批次维度，

C 表示通道维度，H 和 W 表示特征映射维度. 使用

这些格式中的任何一种，可以将特征图切割成存

储在不连续地址中的小数据块 . 因此，通过规范数

据访问模式，增加了实际带宽上限 . 文献[85]提出

了一种特征映射存储格式，将 H W 特征映射排列

成 rc 大小的（HW/rc）块，从而将写突发大小从

c/2 增加到 rc/2，从而实现通过数据规范进行加速

的目的 .  

4.4.3  减小带宽需求 

在深度神经网络模型计算过程中，数据量化与

矩阵计算优化会降低神经网络处理系统的带宽和存

储需求，从而减小带宽的需求. 在与数据量化有关

的神经网络加速文献中，研究者们常使用二值神经

网络进行优化加速. 文献[110]通过利用一组新的优

化，能够有效地将二值化神经网络映射到硬件，并

且实现了全连接、卷积和池化层，每层计算资源都

根据用户提供的吞吐量需求进行定制从而实现了性

能的提升. 文献[201]使用二值权值对模型进行量化，

并在 ImageNet 数据集上带宽要求降低了 32%.  

在深度神经网络的优化与加速中，需要针对不

同的网络层操作进行考虑，如：卷积操作和全连接

操作所面临的问题是有所差异的. 卷积操作主要以

计算优化为主，参数少，带宽需求不高. 全连接操

作除了计算优化外，权重参数较大，需要大量内存

访问，因此带宽的优化也尤为重要. 在基于矩阵优

化减小带宽需求的研究中，研究者们常用的方法有

基于 Winograd 的方法、循环展开和矩阵稀疏性分析

等的方法. 它们可以有效减少内存访问的总数，从

而减少带宽需求并提高计算性能 . 具体的，文献

[116]利用三维卷积的矩阵转换来实现基于 FPGA 神

经网络加速功能. 文献[244]为了减少全连接层的内

存占用，将奇异值分解（SVD）应用于全连接层的

权值矩阵. 他们还提出了一种动态的数据量化流组

件，进一步减少卷积神经网络的内存占用和带宽需

求. 文献[109]为了提高带宽利用率，设计了一个统一

的矩阵乘法内核. 文献[115]提出了一种基于 OpenCL

的深度神经网络体系结构，该方法利用 Winograd 变

换来减少乘法累加运算，可以减少约 50%的运算量. 

他们提出的体系结构将卷积层和全连接层的外部存

储器带宽需求降低了一个数量级.  

4.5  基于FPGA的神经网络编译器及框架 

FPGA 的价值所在就是高度灵活、快速部署，在

这方面涌现出很多可在 FPGA 上部署神经网络的编
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译器和框架. 例如：sensAI 和 ALAMO 编译器[239]、

FP-DNN 框 架 [112] 、 FPGAConvNet 框 架 [101] 、

Caffeinated FPGAs 框架[231]以及 FINN 框架[110]等等. 

在文献[87]中，Yufei Ma 等人提出了一个基于库的

RTL 级 CNN 编译器，该编译器可以自动生成用于

各种 CNN 推理任务的定制 FPGA 硬件，以便实现

CNN 从软件到 FPGA 的高级快速原型设计. 针对

FPGA 部署神经网络，研究者又提出了编译器

ALAMO[239]，它使用模块化 RTL 编译器加速深度学

习算法，目标是提供一种自动方式，将 CNN 推理过

程映射到可以使用的高效 RTL 代码. 该文献表明，

自动编译器解决方案有望实现深度学习的模块化和

可扩展硬件加速.  

随着神经网络的发展，在 FPGA 上部署神经网

络的框架也成为研究热点. 为了将神经网络部署在

FPGA 上，研究者提出各种不同的框架. 例如：Yijin 

Guan 等人提出了 FP-DNN 框架[112]，该框架可以自

动将 DNN 映射到 FPGA 上以加速模型推理 . 

Stylianos I 等人提出了 FPGAConvNet 框架[101]，该

框架可以将卷积神经网络 CNN 映射到 FPGA 上. 

Roberto 等人提出了 Caffeinated FPGAs 框架[231]，该

框架是 CNN 框架 Caffe 的修改版，并带有 FPGA 支

持，可实现 CNN 模型和专用的 FPGA 实现，并在必

要时灵活地对设备进行重新编程. 文献[110]中提出

了 FINN 框架，主要使用灵活的异构流架构的 FPGA

加速器，通过利用一组新颖的优化可以有效映射二

值化神经网络.  

大量计算和频繁的内存访问是神经网络在便携

式系统上部署的挑战性问题. 现有高度适用于 FPGA

的综合工具（例如 HLS，OpenCL）大大减少了设计

时间，硬件级设计（即 RTL）可以提高效率并实现

更大的加速. 随着神经网络的不断发展，其在 FPGA

上的部署问题也将成研究者关注的重点. 这将进一

步促使更多的针对 FPGA 上的神经网络部署的编译

器以及框架的出现.  

5  FPGA 深度神经网络的型号选择

和性能度量分析 

对于基于 FPGA 深度神经网络的研究，器件的

选择和实验结果的分析评估是实验过程中不可忽视

的两个部分. 其中，FPGA 的型号选择是实验顺利进

行的先决条件，在此基础上对实验结果进行度量和

分析，便可以从多个维度对实验进行分析和把控，

从而得到较为全面的实验结果，有助于推进 FPGA

深度神经网络的研究进展.  

5.1  FPGA型号选择 

作为应用程序的硬件执行载体，FPGA 器件的

选型至关重要 . 合理的选型不仅可以避免设计问

题，而且可以提高系统的性能、延长产品的生命周

期、降低成本等. 进行 FPGA 选择时，需要根据应

用的方向结合 FPGA 器件的特点进行考虑. 例如，

从器件特色、规模大小、速度需求、功耗、成本、

稳定性、安全性等方面进行选择. FPGA 芯片内部资

源主要包括 IO 资源、时钟资源、逻辑资源、RAM

资源、DSP 资源、高速接口资源、硬核 IP 等，型号

选择通常需要平衡各种资源需求并优先考虑关键资

源的瓶颈. 例如，在深度神经网络计算加速设计中，

通常需要优先考虑 DSP 数量、BRAM 数量以及所支

持的外部存储最大带宽等. 在选择具体的芯片型号

以及封装时，要根据实验的需求与具体情况做出选

择. 一般来说，可以从芯片特点、规模大小、速度

需求、功耗等几个方面做综合的考量. 具体来说，

芯片特点应该关注所选器件的高速接口、通道及各

个通道需要的最高收发速度等信息；规模大小应该

考虑所选器件系列和 IP的大致规模估计以及调试过

程的资源消耗；速度需求应该根据所需功能进行选

择；功耗则需要根据之前的设计、FPGA 供应商提

供的功耗评估软件等估算将要消耗的功耗，从而确

定所需的器件. 总的来说，在以器件特色为基准进

行芯片选择时，需要综合考虑实验研究与 FPGA 芯

片中的各种因素，以求达到最好的实验效果. 较为

常用的 FPGA 厂家 Xilinx 与 Altera 均推出了不同系

列的产品以供选择. 总的来说，企业开发选择时，

Xilinx 占得比重相对较大，但 Altera 价格相较 Xilinx

更低. 而对于二者的特点，Xilinx 的短线资源非常丰

富，因此在实现时布线成功率高. 而 Altera 的 FPGA

的短线资源经常不够用，需要经常占用逻辑单元来

充当布线资源. 具体来说，Xilinx FPGA 产品主要分

为 Virtex 系列、Spartan 系列、 Kintex 系列、Artix

系列、Zynq 系列. Altera FPGA 产品主要分为 Stratix

系列、Arria 系列、Cyclone 系列、FLEX-10K 系列

等. 在 Altera FPGA 产品中 Cyclone 系列偏向于低成

本应用，可以满足一般的逻辑设计要求. 而 Startix

系列更侧重于高性能应用，其性能可满足各类高端

应用需求 . 与此对应，在 Xilinx FPGA 产品中，

Spartan 系列偏向低成本应用，Virtex 系列则侧重于

高端应用. 因此，研究人员们可以根据实际需求，

灵活的进行选择. 而在具体选择 FPGA 型号时，除

了考虑 FPGA 生产厂家的特点之外，还可以从网络

模型和应用方向两个角度来进行选择 . 我们首先
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总结列举了文献中常用的 FPGA 型号，然后就网络

模型和应用方向两个角度对不同研究所应用的

FPGA 特点进行列举总结，供读者们参考. 具体如

表 2 所示.  

 
表 2  FPGA 常用型号 

系列 型号 文献 

‒ [96, 166, 245–247]

XC2V8000 [80] 

XC2V1000 [165, 248, 249] 

XC2VP50 [125] 

Virtex-2 

XC2VP30 [136, 141] 

‒ [127] 

XCV400BG560-6 [93] 

XC4VLX25-FF668-10 [238, 250] 

XC4VLX160/200-FF1513 [97, 125, 251] 

XC4VFX100 [252] 

Virtex-4 

XCV400hq240 [253] 

‒ [119, 254–256] 

XC5VLX110T [257] 

XC5VFX200T [258] 
Virtex-5 

SX50T [259] 

Virtex-6 ‒ [156, 255] 

XC7VX690T-2 [231] 

VX490T [260] 

VC709 [159, 261] 
Virtex-7 

485T [114, 238, 262–265]

Spartan-2 XC2S200 [94, 266] 

XC3S3000 [132] 
Spartan-3 

XC3090s [267] 

Spartan-6 ‒ [84, 242, 268] 

XC7K325T [269] 
Kintex-7 

350-410t [158] 
Kintex- 
UltraScale 

XCKU060 [186] 

Zynq-7000 XC7Z045 [137, 144, 260, 270]

Zynq-7000 XC7Z020 [88, 101, 157, 246]

Zynq ZC702 [271] 
Zynq 

Zynq ZC706 [85, 110] 

Stratix III EP3S50F4842 [95] 

5SGSD5 [106, 271] 

5SGXA7 [83, 113, 114] 

5SGSD8 [113, 177, 206, 260]
Stratix V 

GSMD5 [112] 

Stratix 10 ‒ [238, 272–276] 

Arria 10 GX1150 [91, 106, 115, 116, 
238, 271, 277, 278]

Cyclone II Cyclone II 2C35 [140, 279] 

Cyclone V AT6005 [280, 281] 

EPF1010LC84 [282] 

EPF10K70RC240–4 [165] 

FLEX10K20 [283] 
FLEX 10K 

EPF10K200SRC240-1 [89] 

5.1.1  基于网络的 FPGA 型号选择 

不同的应用及网络模型常常适合不同的 FPGA

型号. 目前基于 FPGA 的深度学习实验中，常用的

网络模型有 AlexNet、VGG、GoogleNet、ResNet、 

RNN 等 . 其中以 AlexNet 为实验模型时常选用

Kintex-7、Virtex-7、Stratix-V 系列；以 VGG 为实验

模型时常选用 Virtex-7、Stratix-V、Kintex-7、Arria-10

系列；以 GoogleNet 为实验模型时常选用 Kintex-7、

Arria-10 系列；以 ResNet 为实验模型时常选用

Arria-10、Kintex-7 系列；以 RNN 为实验模型时常

选用 Kintex-7、Airtex-7、Arria-10、Virtex-6 系列. 具

体系列选择如表 3 所示.  

5.1.2  基于应用的 FPGA 型号选择 

对于不同应用领域的深度学习实验，研究者们

所选择的 FPGA 型号常常是不同的. 深度学习应用

中常见的图像识别、目标跟踪、目标检测、语音识

别等应用中常常使用 Virtex-5、Virtex-2、Virtex-4

系列的 FPGA 芯片，除此之外，在自然语言处理中，

研究者们还使用了 Airtex-7 系列；在网络安全与入

侵检测和电力应用中，Virtex-2 系列被用的最多. 每

一种应用所常用的 FPGA 芯片系列具体如表 4 所示.  

5.2  评估指标和度量分析 

除了 FPGA 选型之外，如何衡量基于 FPGA 的

深度神经网络的实验效果是另一个需要着重考虑的

问题. 以实验常用的衡量指标为基础，基于 FPGA

的深度神经网络的性能衡量指标具体可从速率、能

效、资源利用率、深度神经网络的性能和特定应用

五个维度进行具体衡量. 其中，速率、能效、资源

利用率更侧重于对 FPGA 的性能评估，而后两者则

偏向于深度神经网络的性能的衡量. 可以看出，对

基于 FPGA 的深度神经网络的实验效果进行衡量要

多维度、全方面的考虑，这样才能更加准确的进行

性能评估与度量分析. 下面将对其进行详细介绍. 

5.3  基于速度的实验评估指标 

在实验的结果评估中，速度是判断实验效果的

重要标准之一. 论文中常用的速度评估方法有吞吐

量和响应时间、CPU 执行时间、MIPS、MFLOPS、

GFLOPS 和 TFLOPS 等. 例如，文献[106]采用了吞

吐量作为图像分类硬件加速平台的评估指标；文献

[238]将卷积吞吐量与总吞吐量作为平铺变量的设

计空间探索、性能设计空间和性能模型验证实验的评

估指标. 文献[113]将响应时间作为不同模型在FPGA

和 CPU 上进行图像分类速度的评判标准之一. 文献

[114]在验证所提网络的速度优势时，将不同网络模  
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表 3  基于网络的 FPGA 型号选择 

系列 VGG AlexNet GoogleNet ResNet SCNN PCNN RNN SqueezeNet SNN MobileNet

Virtex-2     [245] [245]   [125]  

Virtex-7 [231, 260] [231,260, 284] [231]        

Virtex-6       [156]    

Stratix-V [113, 271] [113, 271]         

Kintex-7 [85, 137, 260] [260] [137]    [285]    

Airtex-7      [101] [286]    

Arria-10 [116, 238, 277, 287]  [238] [238, 277]   [177] [277]  [277] 

Cyclone V         [281]  

Virtex-4         [125,250]  

Spartan-6        [84]   
 

表 4  基于应用的 FPGA 型号选择 

应用分类 Virtex-2 Virtex-4 Virtex-5 Virtex-6 Virtex-7 Arria-10 VC709 Spartan 6 DE2 Altera

图像检测与识别  [125,127] [119] [130] [121] [91]    

目标跟踪 [189] [288] [289]       

文本处理    [156] [160]  [159]   

网络安全与人入侵检测 [166,246]         

智能控制      [169]   [171] 

语音识别    [147] [152] [129,148] [150] [145]  
 

型的 OpenCL 核的运行时间作为评价指标 . 文献

[156]在比较不同网络大小在不同反向传播时间下

的性能时，将基于 RNN 的语言模型的运行时间作为

评估指标. 文献[85,206]在对比其他 FPGA 加速器的

实验中，将时钟周期 CLOCK 作为评估指标.  

5.4  基于能效的实验评估指标 

FPGA 具有高性能、低能耗、高并行、较强的

灵活性等优点. 因此，能源效率是深度 FPGA 实验

性能的另一个重要评估指标 . 论文中常常采用

GOPS/W 的比值来评价在 1W 功耗的情况下，处理

器的运算能力. 功率、带宽、能耗等常常作为具体

的评估指标. 在不同 FPGA 加速平台进行比较时，

将功率为比较标准之一，如文献[85,88,114,159]. 文

献[238]在验证所设计 CNN 加速器性能时，采用了

能耗比来对比软件实现与 FPGA 实现的性能. 文献

[267]在比较三种 RRANN 实现结构的网络的性能

时，以权重更新速度（WUPS）作为度量标准，在

比较三种 RRANN 的实现结构的操作模式性能时以

连接速度（CPS）作为度量标准. 文献[172]在比较

FPGA 与 GPU 的性能时采用功率和能量进行度量. 

文献[156, 260]分别使用 GOPS 与 GOPS/J 对 FPGA

和 CPU 实现的计算能效进行度量.  

5.5  基于资源利用率的实验评估指标 

在 FPGA 的设计中，必须要充分了解各个芯片

的内部资源利用情况，包括 FF、DSP、LUT、BRAM

等单元，在后续的实验设计中才能使得以上各个单

元的利用达到平衡，并最大限度地发挥作用. 因此，

FPGA 每一个单元的资源使用情况同样可以对实验

效果进行评价. 论文中常用某一元器件已用资源与

可用资源的比值计算资源利用率. 因此，FPGA 每一

个单元的资源使用情况同样可以成为对实验效果的

评估指标 . 论文中常用某一元器件用的资源与可

用的资源的比值作为资源利用率的计算方法 . 文

献 [88,91,101,114,206,231,238,253,255,260,271,278]

等列举出 FPGA 的资源利用情况. 其中文献[238]列

举不同数据类型下的资源占用比；文献[253]在有无

LUT 神经元的条件下对比了该论文所提出结构与传

统神经网络架构的资源利用情况. 文献[135]列出了

视频解码、颜色转换、分割和区域标记、计算位置和

纵横比的 FPGA 资源利用率. 文献[101]列举了不同

网络的资源利用情况；文献[271]列举出了每个基准

DNN 在不同 FPGA 平台上的资源利用率.  

5.6  基于网络结构的实验评价指标 

网络结构和数据集是深度学习必不可少的一部

分. 对于深度 FPGA 实验来说，实验中常用网络结

构有 VGG、AlexNet、GoogleNet、ResNet、NiN、

LeNet、PCNN、RNN、SqueezeNet、SNN、MobileNet

等 ； 实 验 常 用 数 据 集 有 MINST 、 CIFAR-10 、
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ImageNet 、 Kaldi 、 GTSDB 、 Penn Treebank 、

TSUKUBA、Venus、Cones、Teddy、TIMIT、Speaker 

dependent TI46、INRIA、PPI、Reddit、Yelp、STL，

LIDAR、PTSB、Sports-1M、Oxford Flowers 102、

Birds-200 等. 深度神经网络由多层神经网络结构组

成，网络层有卷积层、池化层、全连接层等. 不同

层对实验结果都起着不同的作用. 因此，对每一层

进行性能分析，可以得到其对实验性能的影响. 文

献[85]分析了不同平台下的 VGG-16-SVD 网络各个

层的性能，得出在带宽限制下，即使采用数据排列

方式，系统在全连接层的性能也远低于卷积层的结

论. 文献[91]分解了 VGG 不同层的时延，得出卷积

层的计算时间占总延迟的 70%. 可以看到，不同层

对实验结果有着不同的影响，因此对每一层进行实

验评估对于深度 FPGA 实验非常必要.  

5.7  基于应用的实验评价指标 

基于 FPGA 的深度神经网络在各个方面均得到

了应用. 对于不同的应用，其相应的评估指标也应

该有所不同. 本节列举总结了三个应用方向的常用

的实验评估指标.  

（1）图像识别 

图像识别的评估指标主要侧重于图像的处理效

率与速度. 其中，文献[262]采用 images/sec 作为图

像分类吞吐量的评估指标. 文献[89]分析了 VGG-16 

处理一幅输入图像的所需时间. 文献[167]利用速度

来评估基于 FPGA 的人脸检测系统性能. 文献[119]

采用识别正确率作为评估指标. 文献[119]分析了姿

态识别系统的响应速度.  

（2）目标跟踪 

目标跟踪的评估指标主要有分析跟踪过程中

每一帧的处理时间. 文献[266]采用帧率（FPS）来

评估自适应颜色直方图的视觉跟踪系统的性能 . 

文献[290]展示出了不同尺寸的图像分割区域数目

与处理时间的关系图 . 文献 [291]对不同参数条件

下，图像所检测到的特征点的大小和数量进行了展

示，并计算所提出算法的执行时间. 

（3）语音识别 

语音识别的评估指标主要侧重于语音识别的正

确率和识别时间. 其中，文献[165]采用测量的时间、

观测数（观测序列大小）和时钟脉冲数来评估 FPGA- 

viterbi 实现和经典 viterbi 算法实现的单词识别性

能；文献[292]采用字错率与句错率的比值（WER/ 

CER）来评估系统的性能. 文献[249]在分析语音识

别速度时，采用语音识别归一化的时间（ms）来进

行衡量，并采用词向量 W 与声学观测特征序列 O 的

比值（W/O）和 W 来评估两种语音识别系统的 FPGA

综合结果. 可以看到，从速率、能效、资源利用率、

深度神经网络的性能和特定应用五个方面来评估深

度 FPGA 实验效果，能够较为全面的对语音识别结

果进行评价，得出准确的实验结论. 

6  影响 FPGA 应用于深度神经网络

的主要因素 

（1）生态环境不完善 

FPGA 生态系统主要包含芯片设计与生产、开

发工具、IP 核、软件系统、销售、技术支持等，为

其市场应用提供支持的一整套的产业链 . 目前，

FPGA 生态系统相对封闭，主要产业链集中把控在

少数的几家公司中，且没有行业标准和通用规范，

这使得 FPGA 学习和开发门槛高、投入周期长、开

发工具使用受限、开源的优质 IP 比较缺乏、芯片价

格昂贵等 . 深度神经网络已被广泛应用于各大领

域，如何基于 FPGA 来加速深度神经网络，提高深

度神经网络性能显得尤为重要. 由于 FPGA 生态系

统限制，其落地应用的速度无法跟上软件算法的开

发速度，同时也限制了深度神经网络的进一步应用，

成为限制 FPGA 应用于深度神经网络，乃至其自身

发展的最大难题.  

（2）编程语言门槛高 

随着 FPGA 的不断发展, 其复杂程度也不断增

加，如何方便简单的对这些硬件资源进行编程成为

影响 FPGA 能否更好的应用于深度神经网络模型的

一个重要因素，传统的硬件描述语言包括 VHDL、

verilog HDL、System Verilog 以及相对成熟的硬件 C 

语言 System C、Handle-C 等，但对于芯片复杂程度

不断增加的 FPGA 来说，其对编程人员的要求也越

来越高，这极大的影响了 FPGA 应用的设计效率，

也限制了其在深度神经网络上的应用. 在这种情况

下，FPGA 的高层次综合（High-Level Synthesis）应

运而生. 其可将 C++、C 等高层语言，通过特定编

译工具直接转化成 FPGA 上可以运行的硬件代码. 

虽然现在已经出现了包括 AutoPilot、OpenCL SDK 

等成功的 FPGA HLS 工具，但对于完全取代人工硬

件编程来说，HLS 仍有很长的路要走 . 如何进行

HLS 的仿真调试、如何利用 HLS 提高系统的性能等

等都是 HLS 所面临的问题. 在对 HLS 进行探索的过

程中，文献[293]在基于 Python 的 FPGA 编程建模方

面进行了探索，提出的 HeteroCL 可重构计算编程语

言框架对算法设计师十分友好 . 除此之外，文献
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[294]在针对网络数据包领域方面，使用了高层语言

“P4”构建网络算法和应用. 虽然 FPGA 的应用范围

不断扩大，但目前其编程模型还是以硬件工程师进

行 RTL 开发为主. 因此，将高层次语言描述的逻辑

结构映射到硬件语言的 HLS，必将成为助力 FPGA

广泛应用的得力工具，将拥有十分广阔的发展前景.  

（3）数据和模型的复杂化 

随着智能化成为各行各业的发展需求，深度神

经网络所处理的数据不断增加，模型不断复杂化，

这使得以 FPGA 为载体的深度神经网络对硬件性能

有了更高的要求. 这就需要我们对于 FPGA 的带宽、

计算速度以及功耗等进行新的探究. FPGA 性能常

常受到内存系统的吞吐量的限制，即当应用程序受

到内存带宽限制时容易崩溃 [295,296]，为了使 FPGA

能够搭载大数据以及复杂网络计算，我们必须增加

FPGA 带宽或者提高带宽利用率. 但是提高带宽往

往成本较高，因此，如何以较低的成本扩展 FPGA

带宽或提高带宽利用率将成为 FPGA 的一大发展趋

势. 除此之外，人工智能产品往往需要迅速的反应

能力，这也就要求 FPGA 具有较快的计算速度. 目

前，关于 FPGA 的计算加速研究中也出现了较多的

硬件加速方法以及加速的网络框架. 但是人工智能

不断发展对于速度的要求会越来越高，因此，如何

加快大数据或者神经网络在 FPGA 上的计算速度依

旧会成为 FPGA 的研究热点. 可以看到，人工智能

产品的落地应用一定会驱使 FPGA 的设计会朝着低

成本、高带宽、高速度的方向进行.  

（4）自身结构设计瓶颈 

随着科技的发展，现代电子设备从通信、娱乐

等多个方面改善了人类生活质量. 在现代微电子技

术中，通过不断缩小芯片上器件特征尺寸来提高计

算能力，这才使得电子产品具有高速度、低成本以

及低功耗等优势. 电子设备的性能增益不仅仅与搭

载的新技术新算法有关，其与自身结构器件特征尺

寸的缩小有关. 就人工智能系统而言，除了研究算

法优化可以加速 FPGA 计算，FPGA 自身硬件结构

设计相关的逻辑单元、内存、DSP 块、以及 I/O 的

最大值的研究将成为其硬件加速需要突破瓶颈. 为

保证具有计算引擎高密度、高速度、宽频带特性， 

FPGA 在一定的大小的片上需要更多的片上资源 . 

逻辑单元越多越好，集成的 DSP 块数越多，以及可

用 I/O 口的数量越多，才可能使得 FPGA 具有更高

的性能. 如今，硅 CMOS 技术正在接近其尺寸的基

本物理极限，摩尔定律的延续性已经变得越来越具

有挑战性 . 那么，当算法优化达到一定程度时， 

FPGA 自身的这些设计指标将会成为其加速的最后

的瓶颈.  

（5）缺乏专业人才 

随着大数据与人工智能技术的发展，FPGA 领

域专业人才需求越来越大，人才培养的速度明显跟

不上 FPGA 的发展需求的增多. 因此，FPGA 专业人

才的培养成为一个亟待解决的问题，这也是产业生

态建设及发展的需求. FPGA 专业人才培养现状为：

人才储备少、后备力量不足，学习门槛高、内容复

杂、学习周期长，培养体系不完备（师资力量匮乏、

实验平台少、课程体系不完善、教学手段的单一、

认证评估体系不足等），复合型创新人才培养难度

大，人才培养是一个长期的积累的过程，不可一蹴

而就. 完善培养体系、加大人才培养力度、加强专

业技能培养、构建良好人才体系需要政府、企业、

高校联动，共建 FPGA 产业生态.  
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Background 

After 70 years of development, the neural network has 

made a breakthrough in speech recognition, natural 

language processing, image understanding, video analysis 

and other applications. How to improve the efficiency of 

model training and forward computing becomes much more 

important. Because of its unique hardware characteristics, 

FPGA has become a research hotspot of the industry 

application. On the basis of previous research work, this 

paper systematically summarizes the development process, 

development mode, application direction, optimization 

strategy, chip selection, hardware circuit design and 

measurement evaluation of deep neural networks based on 

FPGA. We hope that readers can systematically understand 

the research status, implementation and research progress of 

deep neural network based on FPGA through this paper. 
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