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摘　要　基于神经语言模型的词向量表示技术能够从大规模的未标注文本数据集中自动学习词语的有效特征表
示，已经在许多自然语言处理任务及研究中取得重要进展．微博中的表情符号是微博情感分析最重要的特征之一，
已有大量的研究工作在探索有效地利用表情符号来提升微博情感分类效果．借助词向量表示技术，为常用表情符
号构建情感空间的特征表示矩阵犚犈；基于向量的语义合成计算原理，通过矩阵犚犈与词向量的乘积运算完成词义
到情感空间的映射；接着输入到一个ＭＣＮＮ（ＭｕｌｔｉｃｈａｎｎｅｌＣｏｎｖｏｌｕｔｉｏｎＮｅｕｒａｌＮｅｔｗｏｒｋ）模型，学习一个微博的情
感分类器．整个模型称为ＥＭＣＮＮ（ＥｍｏｔｉｏｎｓｅｍａｎｔｉｃｓｅｎｈａｎｃｅｄＭＣＮＮ），将基于表情符号的情感空间映射与深度
学习模型ＭＣＮＮ结合，有效增强了ＭＣＮＮ捕捉情感语义的能力．ＥＭＣＮＮ模型在ＮＬＰＣＣ微博情感评测数据集上
的多个情感分类实验中取得最佳分类性能，并在所有性能指标上超过目前已知文献中的最好分类效果．在取得以
上分类性能提升的同时，ＥＭＣＮＮ相对ＭＣＮＮ的训练耗时在主客观分类时减少了３６．１５％，在情感７分类时减少
了３３．８２％．
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１　引　言
在以微博和微信等为代表的新兴社交媒体上，

人们可以自由地以文本、图片和视频等形式发布个
人内容，进行信息交流和意见表达．对这些海量用户
生成的数据进行情感分析，将有助于达到多方面的
目的，例如获取大众对于有关政策的意见［１］、相关产
品的满意程度［２］和各种社会事件的看法［３］等等．因
而，针对社交媒体的情感分析已成为国内外相关领
域的研究热点，特别是微博内容的特殊性为微博情
感分析带来新的机遇和挑战．

情感分析，又称意见挖掘，是分析人们对于产
品、服务、组织、个人、事件、主题及其属性等实体对
象所怀有的意见、情感、评价、看法和态度等主观感
受的研究领域［４］．任何可以传达人类情感的事物都
是情感分析的研究对象，例如文本、图片、声音和视
频等．微博情感分析一般通过分析微博的文本内容
来判断其情感倾向，因而大多采用文本分析技术．然
而，现实中微博的内容除了文本之外，还具有其他多
种多样的表现形式，例如包含大量的主题标签、表情
符号、ＵＲＬ、图片和视频等，同样有助于分析微博的
情感倾向［５６］．

值得注意的是，语言学家发现表情符号正逐渐
成为网络文本语言的重要特征之一［７］，不仅增强了
主观文本的情感表达，甚至为“客观”文本增添了主
观情感［８］．近来，许多微博平台甚至手机输入法，都
为用户提供了各种图画形式的表情符号，从而进一
步提高了其使用频率．大量观察表明，表情符号所处
的上下文中，常常伴随与其情感倾向一致的其它表
情符号和文本语义单元，因而可以使用词向量表示
技术学习表情符号的语义表示向量．Ｓｋｉｐｇｒａｍ［９１０］
是词向量表示技术的一种，每个语义单元狑犻对应一
个犱维的实数向量犲犻，通过训练一个神经网络，使其

具有预测输入犲犻所处上下文的能力，即给定窗口大
小狀的情况下语义单元狑犻－狀，…，狑犻－１，狑犻＋１，…，
狑犻＋狀对应的向量犲犻－狀，…，犲犻－１，犲犻＋１，…，犲犻＋狀．如果将
文本语义单元和表情符号一起作为语义单元集合，
其中的每个元素都将以向量的形式映射到同一个犱
维的语义空间中．将这些向量统称为词向量，它们能
够很好地捕捉语义单元之间潜在的语义关系［１１］．不
加区分地使用这些词向量作为特征进行情感分析，
许多研究都表明可以提高情感分类性能．

然而，人们在发布微博内容时，使用表情符号的
方法与一般文本语义单元之间还是存在很大不同．
自然语言中的文本语义单元都具有语法功能，构建
文本内容时必须遵守相应的语法规则．情感词指的
是文本语义单元中包含情感信号的词语，同样需要
按照语法规则使用，并且还具有一些特殊的情感表
达语法结构，例如情感的否定、增强和转移等语法现
象．但是，表情符号不具有语法功能，在微博中通常
以独立的形式来表达情感信号．例如，微博“很绿很
环保，很好很强大［ｇｏｏｄ］”中，“好”和“强大”都是情
感词，副词“很”增强了它们的情感，如果移除它们的
话整个句子就不再完整；“［ｇｏｏｄ］”是表情符号，与
两个情感词的情感一致，但移除后不影响句子的完
整性．这将会导致两者的上下文环境出现差异，进而
影响其词向量，因为词向量表示技术同时具有捕捉
语法和语义的能力［１１］．还有一点是，情感词相比情
感符号通常含有更加复杂的情感信号［１２］．这些不
同导致了表情符号的词向量相比情感词的词向量具
有更加优秀的情感表达能力，由其构建的情感空间
也更加优良．因此，文献［１２］提出ＥＳＭ（Ｅｍｏｔｉｃｏｎ
ＳｐａｃｅＭｏｄｅｌ），利用表情符号的词向量构建表情符
号空间，并利用此空间完成所有词向量的重映射，之
后使用ＳＶＭ进行情感分类，在ＮＬＰＣＣ微博情感评
测任务的数据集上取得了已知最好的情感分类结果．
Ｓｋｉｐｇｒａｍ的训练是一个非监督学习过程，通
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常需要海量的文本语料数据，得到的词向量具有普
遍性，适用于各种ＮＬＰ任务．这个过程又通常称为
词向量的预学习．如果一个ＮＬＰ任务是有监督分类
问题，采用合适的深度学习模型，就可以在有监督训
练过程中进一步更新这些词向量，使其语义更加明
确，从而提高分类性能［１３］．此外，适用于ＮＬＰ的深
度学习模型通常包含语义合成函数，可以完成多个
词向量间的语义合成计算，因而比传统分类器更能
发掘词向量的语义特性，进而提高分类效果．

本文利用深度学习模型进行中文微博的情感分
类研究．结合基于向量表示的语义合成计算原理，通
过表情符号空间矩阵与词向量的矩阵乘法将普通
词向量映射到情感空间中，使得每个词向量的情感
语义更加明确．采用多通道卷积神经网络（Ｍｕｌｔｉ
ｃｈａｎｎｅｌＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＭＣＮＮ）模
型［１４］进行有监督学习，不仅能够根据情感标注进一
步更新词向量，而且可以在不同大小的窗口内进行
语义合成操作，从而识别更多的情感分类模式．因
此，本文模型可以称为一种情感语义增强的深度学
习模型，具体为情感语义增强的多通道卷积神经
网络（ＥｍｏｔｉｏｎｓｅｍａｎｔｉｃｓｅｎｈａｎｃｅｄＭｕｌｔｉｃｈａｎｎｅｌ
ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＥＭＣＮＮ）．本文的
主要贡献有以下几点：

（１）探索了表情符号在微博情感分析中的作
用．通过人工标注常用表情符号的情感倾向，发现情
感符号的使用频率越高，具有情感指示作用的可能
性就越高，其情感明确的可能性也会越高；利用词向
量技术和有标注数据集的情感标签，对比研究表情
符号和情感词的情感表达能力，发现前者相比后者
能够更好地区分多种情感语义．

（２）引入ＭＣＮＮ模型进行中文微博的多情感
分类，利用表情符号的词向量增强ＭＣＮＮ的情感
语义，并提出向量范数保持算法来简化模型的学习
过程．采用２０１４年ＮＬＰＣＣ微博情感评测的公开数
据集，在ＳｕｂｊＦ１、ＭｉｃｒｏＦ１和ＭａｃｒｏＦ１这３个指标
上相对当前已知最好的方法ＥＳＭ分别提高２．２３％、
２．９８％和１．５４％的同时，主客观分类训练耗时减少
３６．１５％，情感７分类训练耗时减少３３．８２％．

（３）在情感评测任务的实验中，本文模型超过
ＥＳＭ模型取得最好的多情感分类性能，对于含表情
符号和不含表情符号微博的情感识别都有提升；通
过组织更多的实验，发现本文模型能够更好地同时
利用非标注数据集和标注数据集，并且充分发挥情
感符号的情感指示作用．

本文第２节介绍微博情感分析和深度学习等相
关工作；第３节重点描述本文提出的ＥＭＣＮＮ模型；
第４节介绍实验数据集和基本流程，详细描述实验
结果和分析；最后对本文研究工作进行总结和展望．

２　相关工作
微博情感分析通常采用文本情感分析［１５］的相

关技术，同样具有情感信息抽取、情感信息分类（简
称情感分类）和情感信息的检索与归纳等多种研究
任务，本文主要研究微博文本的情感分类任务．

根据分类目标的不同，情感分类又可以分为主
客观分类、正负情感极性分类和多情感分类等．主客
观分类是情感分类的基本任务，主要负责从大规模
原始数据集中识别包含主观信息的文本，构建主观
文本数据集进行下一步的情感分析研究．一般而言，
研究人员将主观文本的极性分为正向和负向两类，
正向表示文本的情感语义为褒义，负向表示文本的
情感语义为贬义．这种分类方法尽管简单，却可以满
足很多现实应用的需求，例如判断消费者对于商品
和服务是好评还是差评，人们对于一些观点和政策
是支持还是反对．然而，人类的情感是复杂的，不是
简单的正负极性可以描述的，至今对情感的细粒度
划分还没有一个公认标准．已有研究将情感划分为
４、８乃至２０多个基本类别，不同情感之间又具有相
关性和合成性，甚至可以按照一定层次结构来描述．
因而，仅从情感本身的特点来看，多情感分类是３个
分类任务中最困难的一个任务．

用于情感分类的方法，大体上可以分为两类：基
于情感知识的启发式判别方法和基于特征分类的机
器学习方法．情感知识主要来自于情感文本中有价
值的情感信息单元，例如情感词、评价对象和观点持
有者等，其中情感词的指示能力最强．情感词指的是
那些带有情感倾向性的词语，是文本含有情感倾向
的重要信号之一，因此构建情感词典是文本情感分
析的一个基础且重要的工作［１６］．情感词典可以人工
构建，也可以利用情感语料库自动构建．由于微博成
为人们日常情感表达的主流平台，微博文本也成为
很好的情感语料库，表情符号在其中发挥着重要作
用．文献［１７］提出的情感词典构建框架，能够同时利
用情感种子词和情感符号来更加准确地捕捉候选情
感词的细粒度情感倾向分布，在公开情感评测数据
集上取得了最好性能．

近年来，基于特征分类的机器学习方法被越来
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越多地应用到情感分类任务中．这种方法通常需要
首先选取大量有意义的特征作为输入，然后采用各
种分类器模型完成分类．文献［１８］最早应用机器学
习进行情感分类，尝试了ｎｇｒａｍ和词性两种文本特
征，并且对比了ＮＢ、ＭＥ和ＳＶＭ这３种分类器的
情感分类效果．文献［１９］还引入了位置特征和评价
词特征来完成正负情感极性分类．对于微博的情感
分类，文献［２０］引入了微博文本特有的一些特征，例
如转发、ｈａｓｈｔａｇ、回复、ＵＲＬ、标点（感叹号和问号）
和表情符号等．同大多数的情感分类研究一样，这些
文献都采用了有监督学习的分类器，需要提供一定
规模大小的有标注的数据集作为训练集．通过利用情
感词、表情符号和用户打分等情感信号，不需要人工
标注数据集就可以构建无监督学习的分类器［２１２２］．研
究人员发现，含有“

!"

”的微博有很大可能表达正向情
感，含有“

!#

”的微博则倾向于负向情感．基于这个观
察，文献［２３］最早提出使用表情符号“!"”和“!#”分别
作为微博的正负向情感极性指示，收集大量的微博
文本作为训练集，进行远距离有监督学习（ｄｉｓｔａｎｔｌｙ
ｓｕｐｅｒｖｉｓｅｄｍｅｔｈｏｄ），可以认为介于有监督学习和无
监督学习之间．此后，文献［２４］通过人工选取具有正
负情感倾向的两组表情符号，提高微博收集效率．
这种使用表情符号作为微博情感标签的方法，构
建的情感语料库充满了噪声样本，被称为有噪标注
数据集，对分类器的性能有一定的影响．因而文献
［２５］提出了ＥＳＬＡＭ（ＥｍｏｔｉｃｏｎＳｍｏｏｔｈｅｄＬＡｎｇｕａｇｅ
Ｍｏｄｅｌ），首先在有标注的数据集上训练一个语言模
型，然后利用表情符号的有噪标注数据集进行平滑
处理，能够很好地同时结合两个数据集中的文本特
征，最终提高情感分类效果．

深度学习是机器学习的一种范式，近年来引起
工业界和学术界的广泛关注［２６］．深度学习模型通常
是具有多层结构的神经网络，强调从大规模的数据
集中学习各种现实事物的特征表示，并且这些特征
能够被计算机直接应用于各种计算模型中．同样使
用表情符号构建有噪标注数据集，文献［２７］采用
ＤＢＮ（ＤｅｅｐＢｅｌｉｅｆＮｅｔｗｏｒｋ）算法学习整条微博的特
征表示，结合其它文本特征输入到ＳＶＭ进行情感
四分类．ＤＢＮ和词向量技术都是深度学习的一种，
都可以对文本进行无监督的特征表示学习．不同于
文献［２７］将整条微博作为特征表示学习的基本单
元，词向量技术将词语作为基本单元，学习到的特征
表示是多维的稠密向量，因而将其简称为词向量．已
有的研究提出了多种词向量学习模型，被广泛认可

和使用的是Ｓｋｉｐｇｒａｍ模型．词向量可以有效地捕
捉词语的语法和语义信息，被研究者应用到ＮＬＰ领
域的各种任务中，取得了许多令人瞩目的成果．

情感信息来源于文本的语义表达，因而词向量
中也含有一定的情感语义．文献［２８］对比传统的文
本特征ＴＦＩＤＦ和词向量特征对中文商品评论的情
感分类性能，结果表明了后者的优越性．然而，从无
监督数据集中学习到的词向量，其情感语义并不明
确，例如情感极性相反的“好”和“坏”，在词向量空间
中距离很近．因此，文献［２９］提出词向量的再学习，
利用有监督数据集进一步学习词向量，从而使得词
向量具有任务相关的语义，应用到情感分析任务中
就可以增强词向量的情感语义；文献［３０３１］提出多
个词向量学习算法，在有噪标注数据集上能够有效
地学习情感语义更加明确的词向量．

使用词向量进行情感分类，以上大多数的研究
都是将词向量作为特征输入传统分类器（例如
ＳＶＭ）；如果结合计算语义学的知识，利用词向量完
成语义合成运算，提高语义识别能力，就可以进一
步提高分类性能．ＲＮＴＮ（ＲｅｃｕｒｓｉｖｅＮｅｕｒａｌＴｅｎｓｏｒ
Ｎｅｔｗｏｒｋ）模型［３２］利用情感树库在二元化的句法树
结构上进行语义合成，文献［３３］在此模型基础上，通
过对依存句法树进行变换，完成句中指定评价对象
的情感极性分析．文献［３４］通过添加语义合成函数
的ｐｏｏｌｉｎｇ层，使得ＲＮＴＮ可以自适应地选择最
适合当前节点的语义合成函数，从而大幅提高情感
分类效果．ＤＣＮＮ（ＤｙｎａｍｉｃＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌ
Ｎｅｔｗｏｒｋ）模型［３５］通过学习句子结构来提高情感
语义合成性能，ＣｈａｒＳＣＮＮ（ＣｈａｒａｃｔｅｒｔｏＳｅｎｔｅｎｃｅ
ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ）模型［３６］为英语单词
增加了字符表示层的特征，可以提高对于英文
Ｔｗｉｔｔｅｒ中不规则单词的表示能力．由于微博文本
的不规范性，各种句法分析结果通常不准确，因而
ＣＮＮ（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ）模型成为微
博情感分析的首选模型．

在参照国内外多种分类体系的基础上，通过综
合已有的情感词汇资源，文献［３７］构建了一个中文
情感词汇本体库，将情感分为７大类和２０小类的层
次结构，并且包含了情感强度．本文的实验数据集采
用文献［３７］的７大类情感类别，分别是乐（ｈａｐｐｉｎｅｓｓ）、
好（ｌｉｋｅ）、哀（ｓａｄｎｅｓｓ）、恶（ｄｉｓｇｕｓｔ）、怒（ａｎｇｅｒ）、惧
（ｆｅａｒ）和惊（ｓｕｒｐｒｉｓｅ）．文献［７］使用词向量技术，研
究表情符号与多种情感类别之间的映射关系，发现
词向量空间可以很好地体现表情符号在情感语义上
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相关性．受文献［７］和文献［１７］的启发，本文将考察
选定情感词和表情符号在词向量空间中与多情感类
别的相关性以及它们在训练集中与多情感标签概率
分布间的关系（详见３．１节和３．２节）．文献［１４］采用
的ＭＣＮＮ是ＣＮＮ的一种，能够对多个窗口大小内的
词向量执行语义合成操作，在多个不同的情感数据集
上都取得了很好地分类性能，是本文提出的ＥＭＣＮＮ
的基础模型．相比于文献［１２］，本文进一步探索了表
情符号空间的情感表达能力，通过与ＭＣＮＮ结合
构建的ＥＭＣＮＮ将情感语义的重映射与情感分类
两个过程统一到一起，体现出具有语义合成能力的
深度学习模型相对传统分类器在情感分类任务中的
优势．

３　主要模型描述
３１　表情符号的情感标注

图１　表情符号的情感表达能力

人们越来越多地在微博中使用表情符号来表达
情感，微博平台也提供了越来越多的表情符号来满
足用户表达各种不同情感的需要．以新浪微博为例，
２０１５年１２月０８日的统计显示，平台为用户提供了
１００８个不同的表情符号．如果计入经常被使用的网
络原创表情，这个数目将达到１５００个以上．正如文
献［１２］的观察，这些表情符号的情感表达能力各不
相同．采用ＮＬＰＣＣ２０１４的训练集（详见４．１节），收
集得到４２０个表情符号，并按照使用次数进行降序
排列．两名研究人员对表情符号列表的前３００个进
行标注，一个标注任务是判断表情符号是否表达情
感，另一个是进一步判断表情符号表达的情感是否
明确．按照表情符号的排列顺序，分别统计包含情感
和情感明确表情符号所占百分比，得到如图１所示
结果，其中Ｔｏｐ狀表示列表的前狀个表情符号．两
个任务的标注一致性Ｋａｐｐａ值分别为０．７０６５和

０．５８１８，表明后者困难度大于前者．
从图１中可以明显看出，随着Ｔｏｐ狀的增大，包

含情感或者情感明确的表情符号所占比例不断下
降；由于后者是基于前者的标注，因而后者所占比例
始终较低，开始时两者之间的差距也随着Ｔｏｐ狀的
增大而不断加大，而在大约１２５～１７０之间两者差距
快速缩小，之后开始保持基本不变．这些现象表明，
使用频率越高的情感符号，含有情感或者情感明确
的可能性就越大；使用频率较低的情感符号，这两种
可能性仍然存在，并且开始保持稳定，因而也不能完
全忽视．人工标注过程中的经验表明，判断情感符号
的多种情感倾向是非常困难的，同时为了与文献
［１２］的保持一致，本文也就同样采用Ｔｏｐ狀的方式
选择情感符号用于ＥＭＣＮＮ模型．
３２　表情符号与情感词对比

根据对ＮＬＰＣＣ数据集的统计发现（详见４．１节），
７种情感的使用频率差别很大，其中乐、好、哀和恶
这４种情感最常用，且乐和好为积极情感，哀和恶是
消极情感．参考文献［１７］以及前一节对表情符号的
人工标注，为这４种情感分别选取了５个最有代表
性的表情符号和情感词，如表１所示．

表１　选取的表情符号和情感词
表情符号 情感词

乐［哈哈］，［嘻嘻］，［太开心］，
［大笑］，［开心］ 高兴，喜悦，欢喜，放心，踏实

好［鼓掌］，［爱你］，［花心］，
［ｇｏｏｄ］，［赞］ 尊敬，赞扬，相信，喜欢，祝愿

哀［泪］，［委屈］，［伤心］，［大
哭］，［失望］ 忧伤，伤心，绝望，内疚，悲伤

恶［鄙视］，［吐］，［闭嘴］，
［困］，［ｌｔ中枪］ 讨厌，麻烦，恶心，嫉妒，可耻

参考文献［７］使用词向量分析表情符号与情感
之间映射关系的方法，本文分别对表１中情感符号
列表和情感词列表对应的词向量空间进行ＰＣＡ，得
到它们在二维空间中的映射关系分别如图２和图３
所示．由于通常使用词向量间的ｃｏｓｉｎｅ值作为相似
度的衡量［１１］，这里将ＰＣＡ后的词向量归一化到圆
周上，根据坐标点之间的距离就可以判断语义相似
度．可以看出，“乐”中的情感符号和情感词在两图中
都比较分散，而其它３种情感的情感符号和情感词
则比较集中，即至少有３个同类别的聚在一起．从积
极和消极情感的角度来看，图２中有一个“恶”的表
情符号被映射到积极情感区域，其他情感符号都被
正确映射到相应区域；然而图３中被错误映射的情
感词很多，“乐”、“好”和“恶”各有一个情感词被映射
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到同一个邻域中．这表明词向量空间具有一定的情
感语义区分能力，且表情符号的区分度更高．

图２　表情符号的ＰＣＡ

图３　情感词的ＰＣＡ
更进一步，可以利用ＮＬＰＣＣ的训练集考察这

些表情符号和情感词与微博情感标注之间的关系，

图４　表情符号的情感标注分布

通过下面的贝叶斯公式计算：
犘（犮犼狑犻）＝犘（犮犼）犘（狑犻犮犼）

∑
７

犼＝０
犘（犮犼）犘（狑犻犮犼）

（１）

其中：狑犻代表一个表情符号或者情感词；犮犼代表第犼
个情感标签（７种情感和无任何情感共８个标签）．
在ＮＬＰＣＣ２０１４的训练集上统计，得到的结果如图４
和图５所示．可以明显看出，大部分情感词出现在

“无”情感微博中的比例很高，说明其情感指示作用
不强；而表情符号大多出现在有情感的微博中，并且
表现出很强的多情感区分能力．

图５　情感词的情感标注分布

３３　犈犕犆犖犖模型

图６　ＥＭＣＮＮ模型整体架构

前两节的研究表明，绝大部分的常用表情符号
都包含情感，并且大多数的情感语义明确；与情感词
的对比发现，前者不仅具有更强的情感指示作用，而
且还可以很好地区分多种不同情感．因而，本文采用
表情符号的词向量来增强ＭＣＮＮ模型的情感语义．

本文提出的多情感分类ＥＭＣＮＮ模型整体架
构如图６所示，是一个自底向上的多层前向神经网
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络结构．根据功能的不同，本文将ＥＭＣＮＮ模型划
分为４个层次，自底向上依次为词向量输入层、情感
语义增强层、卷积采样层和情感得分输出层．
３．３．１　词向量输入层

最底部的词向量词典是ＥＭＣＮＮ模型的输入
层，由整个数据集中的词语和表情符号（统称为词典
元素）组成，每一列为一个词向量表示．假设词典中
元素个数为犖，单个词向量的维度为犱，则犠犲∈
!

犱×犖代表整个词向量词典的表示矩阵．对于一个由
词典元素构成的文本序列犛＝（犮１，犮２，…，犮犽），第犼
个词典元素的词向量狉犼通过下面操作获得：

狉犼＝犠犲狏犼，１犼犽 （２）
其中，狏犼∈!

犖为一个词典元素犮犼对应的维度取值为
１，其它维度全为０的犖维指示向量，程序实现中常
常采用一个整型值来进行稀疏表示即可．这个过程可
以看做是查字典（Ｌｏｏｋｕｐ），词向量表示矩阵犠犲是模
型一个重要的参数，在训练过程中将不断被学习．

通过将文本序列中对应位置词典元素的词向量
依次拼接起来，就得到整个文本序列的词向量表示
矩阵：

犚犛＝狉１狉２…狉犽 （３）
其中：表示行向量方向的拼接操作，图６中的犚犈
和犚犕分别是选定的表情符号序列和微博文本序列
通过上面的操作得到的．这里，犚犈即为情感空间的
矩阵表示，通过选择不同数量的表情符号，可以改变
此矩阵的维度；犚犕即为微博的词向量矩阵表示，是
对微博文本序列的另外一种表示形式，方便后面使
用矩阵运算进行各种语义合成操作．
３．３．２　情感语义增强层

为了得到整条微博在情感空间中的特征表示
犈，基于向量的语义合成计算原理［３８］，执行下面的矩
阵相乘运算：

犈＝（犚犈）Ｔ×犚犕 （４）
其中，（犚犈）Ｔ表示犚犈的转置．如果选取了犱犲个表情
符号，那么就有犚犈∈!

犱×犱犲．由于数据集中微博的长
度各不相同，这里就选取最大微博长度犱犿，那么就
有犚犕∈!

犱×犱犿；对于长度小于犱犿的微博，在其末端
添加全０的列向量直到长度达到犱犿．这样，每条微
博在情感空间的特征表示犈∈!

犱犲×犱犿．
文献［１２］中提出的ＥＳＭ模型同样使用表情符

号的词向量构建情感空间，映射过程则采用词向量
间的ｃｏｓｉｎｅ值来完成，计算公式如下：

ｃｏｓ（狆犻，狇犼）＝狆犻·狇犼
狆犻·狇犼

（５）
其中：狆犻代表词向量词典中的所有词向量；狇犼则代表

选取的表情符号列表中的第犼个表情符号对应的词
向量．对比式（４）发现，两者相差式（５）中的分母部
分，即两个词向量的Ｌ２范数．为了与文献［１２］中的
情感映射过程保持一致，并且简化ＥＭＣＮＮ模型的
计算量，本文提出向量范数保持算法，确保在使用反
向传播算法进行模型训练过程中，词向量的Ｌ２范
数始终保持不变．

算法１．　向量范数保持算法．
输入：待更新词向量犲犻，对应的更新量Δ犻
输出：更新后的词向量犲犻
１．犲′犻＝犲犻－Δ犻
２．Δ′犻＝犲犻－犲′犻×犲犻／犲′犻
３．犲犻＝犲犻－Δ′犻

３．３．３　卷积采样层
随后，对微博的特征表示犈执行卷积操作，可

以在指定窗口内完成微博文本的语义合成．设卷积
算子为犠犳∈!

犱犲×犱ｗｉｎ，其中犱ｗｉｎ表示卷积窗口的大
小．那么，卷积操作可以表示为

狉犳犻犼＝犠犳
犻狕犼＋犫犳犻

狕犼＝犈犼－犱ｗｉｎ＋１…犈
烅烄烆 犼

（６）

其中：狉犳犻犼表示第犻个卷积算子犠犳
犻（又称作过滤器）在

第犼个词语处的卷积结果；狕犼表示在窗口犱ｗｉｎ范围内
特征表示犈的分块矩阵；犫犳犻表示第犻个卷积算子的
偏置值；表示矩阵的内积操作；犈犼表示犈的第犼
个列向量；表示行向量方向的拼接操作．根据对特
征表示犈左右两端卷积操作方式的不同，卷积窗口
有两种滑动类型，即窄型（ｎａｒｒｏｗ，图７（左））和宽型
（ｗｉｄｅ，图７（右）），对应卷积结果的维度分别为犱犿－
犱ｗｉｎ＋１和犱犿＋犱ｗｉｎ＋１，本文所有模型的卷积操作
都采用后者．由于本文采用了多通道的网络结构，
因而将有多组卷积操作的参数，每组都包含犠犳、犫犳
和犱ｗｉｎ．

图７　两种卷积类型

接着，对卷积后的特征矩阵狉犳执行最大化下采
样操作，获取每个维度上的最大值，即获取每个卷积
算子对整条微博操作后的最强激励信号．运算结果
如下：
狓犻＝ｍａｘ犼［狉犳犻犼］犻，犼，０＜犼＜犽＋犱ｗｉｎ－１，０＜犻＜犎（７）
其中，犎表示卷积算子的个数，是ＣＮＮ的重要超参
数之一，需要人工调节选取．

９７７４期 何炎祥等：用于微博情感分析的一种情感语义增强的深度学习模型



如图６中为双通道的网络结构，犱ｗｉｎ分别为２和
３，它们的卷积和下采样结果将拼接为一个向量狓输
入到下一层．本文实验采用了三通道的网络结构，具
体配置详见４．３．３节．
３．３．４　情感得分输出层

然后，将前一层得到的向量狓输入到一个多层
感知器（ＭＬＰ），得到更高层的特征表示．本文的模
型选择不含任何隐含层的ＭＬＰ，对其输出向量进行
非线性函数犵变换后，得到情感标签的得分向量：

犛犮狅狉犲（犛）＝犵（犠犺狓＋犫犺） （８）
其中：犛犮狅狉犲（犛）∈!

｜犔｜为情感标签的得分向量；犔表
示情感标签集合；犠犺∈!

｜犔｜×犎和犫犺∈!

犎分别为
ＭＬＰ的参数矩阵和偏置量，本文实验采用Ｒｅｃｔｉｆｉｅｒ
函数完成非线性变换．

为了得到模型在参数θ＝｛犠犲，犠犳，犠犺，犫犳，犫犺｝
条件下一条微博犛的多情感分类概率，需要对情感
得分向量执行Ｓｏｆｔｍａｘ运算：

狆（犾狘犛，θ）＝犲犛犮狅狉犲（犛）犾
∑犻∈犔犲犛犮狅狉犲（犛）犻

（９）

　　在训练集!

中，通过使得式（９）的对数似然函数
的负值最小化，可以学习得到最优化的模型参数θ：

θ!

１
狘!狘∑（犛，狔）∈!

－ｌｏｇ狆（狔狘犛，θ） （１０）
其中（犛，狔）表示训练集中的一条微博及其对应的情
感标签．同文献［１４］一样，模型的训练使用ＳＧＤ优
化技术，采用ＡｄａＤｅｌｔａ算法［３９］动态更新每个参数
的学习率，对ＭＬＰ的参数犠犺执行ｄｒｏｐｏｕｔ操作［４０］

防止模型过拟合，并根据各个训练集的规模选择合
适的ｍｉｎｉｂａｔｃｈ大小．
３４　犈犕犆犖犖模型的复杂度

由于ＥＭＣＮＮ模型具有多层前向神经网络结
构，那么就可以按照其层次划分来进行时间复杂度
的分析；人工神经网络模型代码的实现通常采用矩
阵运算，因而采用矩阵基本运算的时间复杂度作为
基础．这样，ＥＭＣＮＮ模型与ＭＣＮＮ模型的前向计
算时的时间复杂度可以表示为

犜ＥＭＣＮＮ＝犜１＋犜２＋犜３＋犜４
犜ＭＣＮＮ＝犜′１＋犜′３＋犜４
犜１＝犗（犱×犖×（犱犲＋犱犿））
犜′１＝犗（犱×犖×犱犿）
犜２＝犗（犱犲×犱×犱犿）
犜３＝犗（犱犲×犱ｗｉｎ×（犱犿＋犱ｗｉｎ）×犎）
犜′３＝犗（犱×犱ｗｉｎ×（犱犿＋犱ｗｉｎ）×犎）
犜４＝犗（犎×犔

烅

烄

烆 ）

（１１）

其中：犜１和犜′１是词向量输入层查字典操作；犜２是
ＥＭＣＮＮ模型独有的情感语义增强操作；犜３和犜′３是
单通道的卷积采样操作；犜４是情感得分和Ｓｏｆｔｍａｘ
操作．对于犜１和犜′１，这里按照式（２）和式（３）来计
算，而实现时常常可以将式（２）简化为犗（犱）的数据
查找操作，那么就有

犜１＝犗（犱×犱犿）
犜′１＝犗（犱×（犱犲＋犱犿｛ ）） （１２）

　　同时，考虑到犱、犱犲、犱犿和犎通常属于１００这个
数量级，而犱ｗｉｎ则通常为１０以内，因此ＥＭＣＮＮ和
ＭＣＮＮ的时间复杂度就相差在犜２、犜３和犜′３上，而
犜３和犜′３的差异主要由词向量维度犱和选取的情感
符号数目犱犲的不同所引起的．详细的实验耗时比较
参见４．４．６节．可以看出，由于采用了向量范数保持
算法，仅使用式（４）就可以完成情感空间转换，即仅
仅需要计算式（５）的分子部分，避免计算犱犲＋犱犿个
向量的Ｌ２范数，从而提高了ＥＭＣＮＮ模型前向计
算速度．

对于两个模型的空间复杂度，就主要考察模型
参数θ的矩阵大小，那么就有

犕ＥＭＣＮＮ＝犕１＋犕２＋犕３
犕ＭＣＮＮ＝犕１＋犕′２＋犕３
犕１＝犗（犱×犖）
犕２＝犗（犱犲×犱ｗｉｎ×犎）
犕′２＝犗（犱×犱ｗｉｎ×犎）
犕３＝犗（犎×犔

烅

烄

烆 ）

（１３）

其中：犕１为词向量词典犠犲的大小；犕２和犕′２为单通
道卷积算子的大小；犕３为ＭＬＰ的大小．可以看出，
两个模型的空间复杂度就相差在犕２和犕′２之上，同
样是主要由词向量维度犱和选取的情感符号数目
犱犲的不同引起的．

４　实验与分析
４１　数据集

本文采用ＮＬＰＣＣ在２０１３年和２０１４年情感评
测任务的两个公开数据集组织实验，每个数据集中
都包含一个训练集和一个测试集，微博内容来自
新浪微博，每条微博都有一个情感标签，共有８种不
同的情感标签，即ｎｏｎｅ、ｈａｐｐｉｎｅｓｓ、ｌｉｋｅ、ｓａｄｎｅｓｓ、
ｄｉｓｇｕｓｔ、ａｎｇｅｒ、ｆｅａｒ和ｓｕｒｐｒｉｓｅ．两个数据集的统计
信息如表２所示．其中，２０１４年的训练集（１４ｔｒａｉｎ）
中有两条微博的文本内容为空，本文选择将其移除，
最终得到１３９９８条微博．
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表２　有标注数据集 （单位：条）
１３ｔｒａｉｎ １３ｔｅｓｔ １４ｔｒａｉｎ １４ｔｅｓｔ

ｎｏｎｅ １８２８ ４８７３ ６５９１ ３６０３
ｈａｐｐｉｎｅｓｓ ３７０ １１１６ １４５９ ４４１
ｌｉｋｅ ５９５ １５５８ ２２０４ １０４２
ｓａｄｎｅｓｓ ３８５ ７４４ １１７３ １８９
ｄｉｓｇｕｓｔ ４２５ ９３５ １３９２ ３８９
ａｎｇｅｒ ２３５ ４３６ ６６９ １２８
ｆｅａｒ ４９ １０２ １４８ ４６
ｓｕｒｐｒｉｓｅ １１３ ２３６ ３６２ １６２
总计 ４０００ １００００ １３９９８ ６０００

由表２可以看出，８种标签的比例很不均衡，
这对于机器学习算法是一种挑战．为了充分测试
ＥＭＣＮＮ模型的性能，除了ＮＬＰＣＣ正式的情感评
测任务，本文还组织了类别平衡的主客观分类、正负
情感分类和情感四分类这３个实验，其中主客观分
类将ｎｏｎｅ作为客观标签，其它７种情感作为主观标
签；正负情感分类将ｈａｐｐｉｎｅｓｓ和ｌｉｋｅ作为正向标
签，ｓａｄｎｅｓｓ、ａｎｇｅｒ、ｄｉｓｇｕｓｔ和ｆｅａｒ作为负向标签；情
感四分类选取了ｌｉｋｅ、ｈａｐｐｉｎｅｓｓ、ｓａｄｎｅｓｓ和ｄｉｓｇｕｓｔ
的４个标签，因为其它３个情感标签的数量比较少．
最终，３个实验的数据集划分情况如表３和表４所示．

表３　有标注数据集的划分一 （单位：条）
客观 主观 正向 负向

２０１３ ６７０１ ７２９９ ３６３９ ３６６０
２０１４ １０１９４ ９８０４ ５１４６ ４６５８

表４　有标注数据集的划分二 （单位：条）
ｌｉｋｅ ｈａｐｐｉｎｅｓｓ ｓａｄｎｅｓｓ ｄｉｓｇｕｓｔ

２０１３ ２１５３ １４８６ １１２９ １３６０
２０１４ ３２４６ １９００ １３６２ １７８１

　　为了使用ｗｏｒｄ２ｖｅｃ预学习词向量，本文通过新
浪微博的ＡＰＩ接口随机获取了２０１２年到２０１５年
之间的大约３千万条微博文本作为非监督学习的无
标注数据集．经过简单的去噪和预处理之后，形成的
数据集称为ｆｕｌｌｓｅｔ，将其中含有情感符号的微博提
取出来形成的数据集称为ｅｍｏｓｅｔ，将其中２０１２和
２０１３年发布的微博提取出来形成的数据集称为
ｐａｒｔｓｅｔ，统计信息如表５所示，其中Ｅ代表情感符
号，“微博总数”和“含Ｅ微博”的单位为“条”，“Ｅ总

表５　无标注数据集（犕为百万，犅为十亿）
Ｄａｔａｓｅｔ１ ｆｕｌｌｓｅｔ ｅｍｏｓｅｔ ｐａｒｔｓｅｔ

微博总数 ２０Ｍ ３１．２Ｍ １．０９Ｍ ２６．８Ｍ
含Ｅ微博 ５Ｍ １．０９Ｍ １．０９Ｍ ０．２６Ｍ
Ｅ总数 — ２．２３Ｍ ２．２３Ｍ ０．４５Ｍ
Ｅ个数 — １１５４ １１５４ ８０８
总词数 — １．０８Ｂ ３４．２Ｍ ９２５Ｍ
平均长度 — ３４．６ ３１．４ ３４．５
词典大小 — ３４７８８６ ６８６６２ ３１００４６

数”、“Ｅ个数”、“总词数”和“词典大小”的单位为
“个”，“平均长度”代表平均每条微博中含有的词语
数，单位为“个／条”．Ｄａｔａｓｅｔ１为文献［１２］中的无标注
数据集，采集时间为２０１２年３月到２０１２年１２月．
除了４．４．４节，本文其它所有实验中使用的预学习
词向量，都是通过ｆｕｌｌｓｅｔ数据集训练得到的．
４２　对比实验

（１）ＭＮＢ．文献［２１］的实验表明，在长度较短的
文本情感分析中，ＭＮＢ（ＭｕｌｔｉｎｏｍｉａｌＮａｖｅＢａｙｅｓ）
通常取得优于ＳＶＭ的分类效果；文献［２４］也发现
ＭＮＢ在英文微博的情感分类中存在优势．选取微
博文本中词语的１ｇｒａｍ、２ｇｒａｍ和３ｇｒａｍ一起作
为分类特征，并且忽略文档频率小于２的特征．所有
模型超参数的选择参见４．３．３节．

（２）ＳＶＭ．ＳＶＭ（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ）在许
多情感分类任务中取得最好的结果［１８，２３］，采用类似
文献［１２］中的方法提取微博文本特征，并按照二元
向量的形式进行表示．

（３）ＥＭＢ．使用从非监督数据集中学习到的词
向量，经过下采样之后直接输入ＳＶＭ分类器中．本
文实验采用最大、最小和平均的采样策略，将此模型
记为ＥＥＭＢ．此方法被许多研究（例如文献［１４］、文
献［３０］、文献［３２］、文献［３４］和文献［３５］等）选为对
比模型，是词向量技术与传统分类器ＳＶＭ的常用
结合方式．

（４）ＥＳＭ．文献［１２］提出的表情符号空间模型，
在如上ＥＭＢ方法的基础上，通过计算微博中词语
的词向量与表情符号词向量的ｃｏｓｉｎｅ值，完成词
向量到情感空间的转换．采用求和策略的模型记
为ＢＥＳＭ，采用最大、最小和求和策略的模型记为
ＥＥＳＭ．此模型在情感评测数据集上取得了目前已
知的最好性能，其情感空间转换方法是本文模型创
新思路的来源，因而将其选为对比模型．

（５）ＭＣＮＮ．本文ＥＭＣＮＮ模型的基础模型［１４］，
直接对预学习的词向量执行卷积操作以及后续的
运算，即使用犚犕直接替代犈作为微博特征表示．选
用此模型进行对比，可以更好地体现出使用情感符
号进行词向量情感语义增强对于情感分类的提升
作用．
４３　实验流程
４．３．１　文本预处理

新浪微博的文本内容使用特殊的格式标识表情
符号，例如“大笑”表情符号的文本格式为“［大笑］”，
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即使用中括号包含表示表情符号语义的文本．本文
使用ＮＬＰＩＲ工具对微博文本进行分词，通过将这
些文本格式的表情符号作为用户词典，使得它们在
分词结果中作为基本的语言单元．此外，如果词性属
于集合｛ｕｒｌ，ｘ，ｍ，ｎｒ｝，则将对应的字符串当做基本
语言单元对待．其中，词性ｕｒｌ的对应字符串，统一
转化为语言单元〈ＵＲＬ〉；以＠开头且词性为ｎｒ的
字符串，统一转化为语言单元〈ＵＮＡＭＥ〉；词性为ｍ
的字符串中的每个数字，统一转化为Ｄ表示；词性
为ｘ的字符串，如果以ｗｗｗ．开头，则转化为〈ＵＲＬ〉，
否则保持原样．
４．３．２　词向量的预学习

使用ｗｏｒｄ２ｖｅｃ工具①中的Ｓｋｉｐｇｒａｍ模型进行
词向量的预学习，采用默认的参数设置．经过文本预
处理之后，未标注数据集中每条微博被转化成空格
分隔的词语序列，一条微博为一行输入ｗｏｒｄ２ｖｅｃ学
习词向量．
４．３．３　模型参数设置

采用１４ｔｒａｉｎ数据集的５倍交叉验证来调节各
个分类模型中的超参数，选择最优值用于其他所有
实验．其中，ＥＭＣＮＮ选用Ｔｏｐ１００的情感符号（详
细讨论见４．４．５节），其它超参数与ＭＣＮＮ保持一
致，具体如表６所示（犱ｗｉｎ和犎分别有３个数值对应
３个通道）．这３个参数先于Ｔｏｐ狀进行调节，其中
犱的取值范围为１００、２００、３００和４００，犱ｗｉｎ的组合为
（３，４，５）、（４，５，６）和（５，６，７），犎在３个通道上保持
一致，取值范围为５０、１００、１５０和２００，从而可以构
成４８种不同的参数组合，采用网格搜索（ｇｒｉｄ
ｓｅａｒｃｈ）方法选择使得平均准确率最优的一组．ＭＮＢ
模型的超参数ａｌｐｈａ（平滑因子）设置为１．０，所有使
用ＳＶＭ的模型统一将超参数Ｃ（正则化常数）设置
为１．０．

表６　犈犕犆犖犖超参数设置
超参数 说明 取值
犱 词向量维度 ２００
犱ｗｉｎ 卷积算子宽度 ３，４，５
犎 卷积算子个数 １００，１００，１００

４４　结果与分析
４．４．１　情感评测任务结果

按照２０１３年ＮＬＰＣＣ情感评测任务的评价标
准②，本文分别对２０１３年２０１４年的数据集进行的
实验，最终的评测结果分别如表７和表８所示．

表７　犖犔犘犆犆１３的评测结果
ＮＬＰＣＣ１３ ＳｕｂｊＦ１ ＭｉｃｒｏＦ１ ＭａｃｒｏＦ１
ＢＥＳＴ ０．７２９０ ０．３５２０ ０．３１３０
ＢＥＳＭ ０．７８２０ ０．４１６０ ０．３２９０
ＥＥＳＭ ０．７８８０ ０．４３９０ ０．３５００
ＭＮＢ ０．７６５２ ０．３２０８ ０．３１０５
ＳＶＭ ０．７７３２ ０．３６２４ ０．３０５２
ＥＥＭＢ ０．７８２７ ０．４２０９ ０．３３９５
ＥＥＳＭ ０．７８５４ ０．４３４８ ０．３４９０
ＭＣＮＮ ０．７８９０ ０．４３６５ ０．３４６２
ＥＭＣＮＮ ０．７９３１ ０．４４２２ ０．３５１７

表８　犖犔犘犆犆１４的评测结果
ＮＬＰＣＣ１４ ＳｕｂｊＦ１ ＭｉｃｒｏＦ１ ＭａｃｒｏＦ１
ＭＮＢ ０．６５３４ ０．３５９５ ０．２７８３
ＳＶＭ ０．６６０７ ０．４０５３ ０．３０５１
ＥＥＭＢ ０．６８７８ ０．４３２４ ０．３７０３
ＥＥＳＭ ０．６８６０ ０．４４２５ ０．３７８６
ＭＣＮＮ ０．６９４６ ０．４５３４ ０．３８２９
ＥＭＣＮＮ ０．７０８３ ０．４７２３ ０．３９４０

其中，ＢＥＳＭ和ＥＥＳＭ的数据摘自文献［１２］．
本文的ＥＥＳＭ实验结果在３个指标上都略小于
ＥＥＳＭ，主要是由于非监督数据集的不同引起的，
４．４．４节将安排实验来说明．最终，ＥＭＣＮＮ模型在
所有指标上都取得了最好的结果；ＭＣＮＮ在Ｓｕｂｊ
Ｆ１上取得了第２好，但是在ＭｉｃｒｏＦ１上弱于ＥＥＳＭ

排在第３好，在ＭａｃｒｏＦ１上弱于ＥＥＳＭ和ＥＥＳＭ
排在第４好．

同样，在２０１４年的数据集上，ＥＭＣＮＮ模型在
所有指标上都取得了最好的结果，并且明显高于第
２好的ＭＣＮＮ模型，相比ＥＥＳＭ模型依次提高了
２．２３％、２．９８％和１．５４％．此外，ＭＣＮＮ模型在所
有指标上都取得了第２好的结果，不同于在２０１３年
数据集的结果．经过进一步的实验发现（详见４．４．２
节），ＭＣＮＮ需要较大的训练集，而ＥＭＣＮＮ需要
的训练集规模相对要小一些．由于２０１３年的训练集
只有４０００条微博，导致ＭＣＮＮ没有得到充分的
训练．

由于表情符号是微博情感表达的重要信号之
一，这里将２０１４年的测试集分为含表情符号（２０６９
条）和不含表情符号（３９３１条）两部分，来考察各个
模型的性能，得到如图８、图９和图１０所示结果．从
整体上看，含表情符号部分的性能指标始终高于不
含表情符号部分，表明表情符号的情感指示能力有
利于微博的情感分类，特别是图８中各个模型在含
表情符号部分的ＳｕｂｊＦ１指标基本一致．然而，表情
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符号的情感指示能力对于情感多分类的作用明显不
如主客观分类，因而需要更好的模型来发现更多的
情感模式，特别是占整个测试集２／３的不含情感符
号部分．从图９和图１０可以看出，情感多分类性能
的整体提升来自两个部分分类性能的同时提升．值
得注意的是，ＥＥＳＭ在这两个指标上的提升主要
得益于不含表情符号部分，表明其情感空间转换方
法对于这部分微博更加有效．然而，ＭＣＮＮ相对
ＥＥＳＭ的性能提升，ＭｉｃｒｏＦ１主要来自不含表情符
号部分，ＭａｃｒｏＦ１则主要来自含表情符号部分，原
因是前者强调体现整体分类性能的提升，而后者则
重点体现不同类别分类性能的平均提升，即表现出
区分不同类别能力的提升．这个现象表明，ＭＣＮＮ

图８　２０１４年测试集的ＳｕｂｊＦ１

图９　２０１４测试集的ＭｉｃｒｏＦ１

图１０　２０１４年测试集的ＭａｃｒｏＦ１

相比ＥＥＳＭ可以更好地识别不同类别间的情感模
式．作为两者有效结合的ＥＭＣＮＮ模型，很好地结
合了两种方法的优势，在除了ＳｕｂｊＦ１的不含表情
符号部分之外，都取得了最好性能．导致这点异常的
原因将在４．４．７节进行详细分析．
４．４．２　类别平衡数据集的实验

为了充分测试在类别平衡数据集中各个模型的
性能，本文还组织了主客观分类、正负情感分类和情
感四分类的３个实验，数据集的具体划分见４．１节．
这里主要测试训练集大小变化对于各个模型的影
响，评测指标都选用分类准确率（Ａｃｃｕｒａｃｙ）．假设
某次实验指定的训练集大小为犡，则每种标签随机
选择犡／狀（狀为标签个数）个训练样本和犔ｍｉｎ－犡／狀
（犔ｍｉｎ为数量最少标签的样本数）个测试样本．

（１）主客观分类
此实验为二分类问题（狀＝２），其中２０１３年的

犔ｍｉｎ＝６７０１，２０１４年的犔ｍｉｎ＝９８０４，结果分别如图１１
和图１２所示．从性能曲线的趋势来看，ＥＭＣＮＮ始
终优于ＭＣＮＮ；两者在训练集增加到一定程度
（图１１中分别为２０００和４０００，图１２中分别为６０００
和８０００）之后，开始持续优于ＥＥＭＢ和ＥＥＳＭ，且
ＥＭＣＮＮ需要更少的训练数据；这４个模型都始终

图１１　２０１３年主客观分类

图１２　２０１４年主客观分类
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优于ＭＮＢ和ＳＶＭ．同文献［１２］的Ｆｉｇ．３对比发
现，本文实现的ＥＥＳＭ模型以及ＭＮＢ和ＳＶＭ的
实验结果都与其比较一致．值得注意的是，图９中
ＭＮＢ与ＳＶＭ之间的差距增大，且所有分类器的准
确率都有所降低，表明２０１４年的数据集在主客观分
类上更加困难．

（２）正负情感分类
此实验同样为二分类问题（狀＝２），其中２０１３年

的犔ｍｉｎ＝３６３９，２０１４年的犔ｍｉｎ＝４６５８，结果分别如
图１３和图１４所示．显而易见，此实验结果的性能曲
线与主客观分类实验具有相同结论．不同之处有：训
练样本很少时，ＥＭＣＮＮ和ＭＣＮＮ相对于ＥＥＳＭ
和ＥＥＭＢ的性能差距更大；ＥＥＳＭ和ＥＥＭＢ的
性能差距更加明显；ＥＭＣＮＮ和ＭＣＮＮ超越ＥＥＳＭ
和ＥＥＭＢ时，需要更少的训练样本（图１３中分别为
１０００和３０００，图１４中分别为２０００和３０００）．可以看
出，采用了表情符号空间的ＥＥＳＭ和ＥＭＣＮＮ，相
对于ＥＥＭＢ和ＭＣＮＮ，在正负情感分类时可以取
得更高的性能增益．需要注意的是，同文献［１２］的
Ｆｉｇ．２对比发现，本文实现的ＥＥＳＭ在训练样本小
于２０００时，分类的准确率明显小于原文献，这是由
于采用不同的非监督训练集引起的（详细讨论见
４．４．４节）．

图１３　２０１３年正负情感分类

图１４　２０１４年正负情感分类

（３）情感四分类
此实验是四分类问题（狀＝４），２０１３年的犔ｍｉｎ＝

１１２９，而２０１４年的犔ｍｉｎ＝１３６２，结果分别如图１５和
图１６所示．显而易见，此实验结果的性能曲线与前
两个实验具有相同结论，采用表情符号空间的模
型仍然获得显著的性能增益；ＥＭＣＮＮ和ＭＣＮＮ
超越ＥＥＳＭ和ＥＥＭＢ时，需要的训练样本进一步
减小（图１５中分别为１２００和２４００，图１６中分别为
１４００和２０００）．

为了定量地分析实验结果，特定义以下两个量
化指标．

Δａｖｇ＝１犓∑
犓

犻＝１
犪犮犮犪犻－犪犮犮犫犻

犃犆犆ｓｐａｎ＝犪犮犮犓－犪犮犮
烅
烄

烆 １

（１４）

其中：犓为某次实验训练集大小的划分次数；犪犮犮犪和
犪犮犮犫分别为模型犪和犫的准确率；犪犮犮犻为第犻个训练
集划分下的准确率，那么Δａｖｇ表示模型犪相对模型犫
的平均准确率增益；犃犆犆ｓｐａｎ表示单个模型的最大准
确率增益．由于所有实验结果显示准确率随着训练
集大小的增大而增大，这里犪犮犮犓和犪犮犮１就分别为准
确率的最大值和最小值．这里定义的两个量化指标，
Δａｖｇ能够指示出两个模型中较优的一个，并得出增益
大小；犃犆犆ｓｐａｎ则可以表现出训练集大小对于不同实

图１５　２０１３年情感四分类

图１６　２０１４年情感四分类
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验和模型的影响程度，或者说不同实验和模型对于
训练集大小的依赖程度．

本文实验的６个模型中，ＥＥＳＭ和ＥＭＣＮＮ
分别为ＥＥＭＢ和ＭＣＮＮ的情感增强模型，因而选
择ＥＥＳＭ和ＥＥＭＢ、ＥＭＣＮＮ和ＭＣＮＮ计算平均
准确率增益，分别记为ＥＳＭＥＭＢ和ＥＭＣＭＣＮ，
得到如图１７和图１８所示量化结果．可以看出，ＥＭＣ
ＭＣＮ始终大大优于ＥＳＭＥＭＢ，表明ＥＭＣＮＮ相
比ＥＳＭ具有更强的情感增强能力；纵观主客观分
类、正负情感分类和情感四分类这３种不同实验，可
以发现平均准确率增益依次增大，表明情感增强模
型对于情感分类特别是多类别的情感分类更加
有效．

图１７　２０１３年平均准确率增益

图１８　２０１４年平均准确率增益

对于单个模型的最大准确率增益，得到如图１９
和图２０所示量化结果．可以明显看出，ＥＥＭＢ和
ＥＥＳＭ对于训练集的依赖程度最小，同文献［１２］中
的结论一致；ＭＣＮＮ和ＥＭＣＮＮ对于训练集的依
赖度，与传统机器学习模型ＭＮＢ和ＳＶＭ比较接
近，因而ＥＥＭＢ和ＥＥＳＭ能够更加有效地利用有
标注数据集．

纵观３个实验还可以发现，ＥＭＣＮＮ相对其它
分类模型（特别是ＭＣＮＮ）的增益不断增加，超越
ＥＥＳＭ需要的训练样本也越来越小．这些都表明利
用表情符号空间增强ＭＣＮＮ模型是必要且成功
的，同时也体现了深度学习模型可以更好地利用词
向量技术．

图１９　２０１３年最大准确率增益

图２０　２０１４年最大准确率增益

４．４．３　词向量的作用
之前的实验中，ＭＣＮＮ和ＥＭＣＮＮ都使用了

预学习的词向量，并且在训练过程中对词向量进行
更新（再学习）．为了研究词向量对于两个模型的影
响，设计两个方案：（１）ＭＣＮＮｒ和ＥＭＣＮＮｒ，使用
随机生成的词向量（采用平均值为０、方差为０．２５
的均匀分布），训练过程中进行更新；（２）ＭＣＮＮｓ
和ＥＭＣＮＮｓ，使用预学习的词向量，训练过程中不
更新．选用２０１４年类别平衡数据集的情感四分类实
验，同样是在不同训练集大小上各进行１０次实验．
为了更好的比较，实验结果分为图２１和图２２，其中
后者的性能曲线全面优于前者．从图２１可以看出，
采用随机生成的词向量使得模型性能严重下降，特
别是需要更多的训练样本才能优于ＭＮＢ和ＳＶＭ．

图２１　随机词向量的ＭＣＮＮ
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图２２　静态词向量的ＭＣＮＮ
然而，图２２显示的情况更为复杂．首先，ＥＭＣＮＮｓ
在训练样本很少时就性能优异，甚至超过了ＥＥＳＭ，
但是随着训练样本的增加，逐渐被ＥＭＣＮＮ超越，
反映出词向量两个方面的作用：预学习的词向量在
训练样本很少时发挥着重要影响；随着训练样本的
增加，词向量需要充分地更新，才能更好地提升模型
性能．
４．４．４　无标注数据集的影响

前一个实验表明，采用随机词向量和预学习词
向量将对分类性能产生很大的影响，本节研究不同
数据集预学习到的词向量对相关模型的影响．之前
实验采用的词向量都是从ｆｕｌｌｓｅｔ数据集中学习得
到的，这里将ｅｍｏｓｅｔ数据集和ｐａｒｔｓｅｔ数据集学习
到的词向量应用到相关模型，则在模型名称后面
分别添加“ｅ”和“ｐ”来区分．仍然采用２０１４年类别
平衡数据集的情感四分类实验，图２３对ＥＥＭＢ和
ＥＥＳＭ进行对比，图２４则对ＭＣＮＮ和ＥＭＣＮＮ进
行对比．

从图２３可以看出，ＥＥＭＢ对于数据集的大小
比较敏感，因为更大规模的文本数据集学习到的词
向量包含更多的语法和语义信息．ＥＥＳＭ同样需要
更大规模的数据集，数据集规模越大则最终的准确
率越高．但是包含表情符号的文本对于ＥＥＳＭ更
加重要，具体表现为：训练集较小时，ＥＥＳＭｅ和
ＥＥＳＭｐ的准确率比较接近；而且，无论训练集的
大小如何变化，ＥＥＳＭ与ＥＥＳＭｐ之间准确率的
差距，始终远远大于ＥＥＭＢ与ＥＥＭＢｐ之间准确
率的差距．

从图２４可以看出，训练集规模较小时，ＭＣＮＮ
和ＥＭＣＮＮ都受无标注数据集影响较大，特别是包
含表情符号的文本可以提高ＥＭＣＮＮ的性能；但是
随着训练集规模的增大，标注数据集的影响逐渐增

强，每个模型的分类性能也不断接近．对比图２３可
以发现，由于采用的深度学习模型做基础，ＥＭＣＮＮ
相比ＥＳＭ能够更好地利用标注数据集提升分类
性能．

图２３　不同非监督数据集的ＥＳＭ

图２４　不同非监督数据集的ＥＭＣＮＮ

４．４．５　选取表情符号的数目
对于数据集中的表情符号，按照其使用频率降

序排列，选取列表中的前狀个（记为Ｔｏｐ狀）构建表
情符号空间．采用２０１４年类别平衡数据集的情感四
分类，只选用训练样本大小为４４００的实验，引入
ＢＥＳＭ同ＥＥＳＭ和ＥＭＣＮＮ进行比较，结果如
图２５所示．可以看出，Ｔｏｐ狀需要选择一个适中的
数值，太小的Ｔｏｐ狀构建的表情符号空间，由于维
度太少而判别力不足；太大的Ｔｏｐ狀，容易引入判别
力较弱的表情符号，从而降低情感语义的区分度．本
文前面的实验都选用Ｔｏｐ狀＝１００，使得对比模型
ＢＥＳＭ和ＥＥＳＭ达到最优，同时确保ＥＭＣＮＮ的
模型复杂度适中且性能优良．
４．４．６　模型训练耗时比较

通过３．４节的理论分析可以看出，ＭＣＮＮ和
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犈犕犆犖犖在时间复杂度上的不同，主要由于超参数
犱和犱犲的不同引起，因而本节进行模型训练耗时比
较时，固定除犱和犱犲之外的所有参数（犱ｗｉｎ和犎参
见表６）．采用ＳＧＤ训练人工神经网络模型，通常需
要多次遍历训练集，实验中统一遍历１０次取平均耗
时，且ｍｉｎｉｂａｔｃｈ大小固定为１００个样本．实验平台
和环境配置具体如表９所示．

图２５　表情符号的选取

表９　实验平台和环境配置
软硬件 配置
ＣＰＵ ｉ５３４７０，３．２０ＧＨｚ
内存 ＤＤＲ３，８ＧＢ，１６００ＭＨｚ
ＧＰＵ ＧｅＦｏｒｃｅＧＴＸ９７０（４ＧＢ显存）
操作系统 Ｕｂｕｎｔｕ１４．０４．４
开发环境 Ｐｙｔｈｏｎ２．７．１１

Ｔｈｅａｎｏ０．８．０

对于ＭＣＮＮ模型，超参数犱取值为１００和２００，
分别记为ＭＣＮＮ１００和ＭＣＮＮ２００；对于ＥＭＣＮＮ
模型，超参数犱固定为２００，而超参数犱犲取值为１００
和２００，分别记为ＥＭＣＮＮ１００和ＥＭＣＮＮ２００．在
２０１４年训练集上依次进行主客观分类和情感７分
类，具体的实验结果如图２６所示．由于主客观分类
的训练集大小为１３９９８，而情感７分类的训练集大
小仅为７４０７，因而后者的耗时整体较少．正如理论
分析的一样，超参数犱和犱犲对模型的训练耗时影响
很大．当犱和犱犲相等时，ＥＭＣＮＮ相对ＭＣＮＮ增加
的耗时比较少，即ＥＭＣＮＮ模型的犜２部分增加的耗
时．特别重要的是，４．４．１节到４．４．４节的实验采用的
ＭＣＮＮ和ＥＭＣＮＮ就是这里的ＭＣＮＮ２００和ＥＭＣ
ＮＮ１００，可以明显看出，ＥＭＣＮＮ１００相比ＭＣＮＮ２００
不仅提高了分类性能，同时还减少了训练耗时，具体是
主客观分类减少３６．１５％，情感７分类减少３３．８２％．
此外，对于ＥＭＣＮＮ１００和ＭＣＮＮ２００，式（１３）中犕２
是犕′２的一半，即空间复杂度也有所降低．

图２６　模型训练平均耗时

４．４．７　实例分析
如表１０为从１４ｔｅｓｔ数据集中选取的微博实例，

这里已对微博的文本内容进行了预处理．对于编号
为２４１和９５６的微博，情感标签都是“无”．然而，这
两条微博中都包含了情感词和表情符号，从而导致
所有分类器都将它们判断为主观文本．简单统计发
现，这是导致１４ｔｅｓｔ主客观分类性能下降的原因之
一．对于４１７号微博，文本中存在多种不同情感的特
征，例如“变态”和“畜生”表达“恶”的情感，“祝愿”表
达“乐”的情感，“［怒］”则表达“怒”的情感，这样的情
况就要求分类器不仅能够区分这些特征的情感表达
倾向，而且还必须根据上下文判断出主要表达的情
感倾向．ＭＮＢ将此微博错分为“乐”，ＳＶＭ、ＥＥＭＢ
和ＥＥＳＭ则错分为“怒”，只有ＭＣＮＮ和ＥＭＣＮＮ
分类正确，表现出以上两种特点．对于７９３号和４２２９
号微博，则只有ＥＭＣＮＮ分类正确，采用文献［３６］
中４．６节分析ＣＮＮ模型特征识别的方法可以发现，
ＥＭＣＮＮ相比ＭＣＮＮ更多地选择了“美”、“［花心］”
和“可怕”这些词语的卷积结果．

表１０　微博实例
微博编号情感 文本内容
２４１ 无 该是耐克表现伟大的时候了［泪］／／

〈ＮＡＭＥ〉：［嘻嘻］

４１７ 恶
心里变态，必须严惩！！祝愿男孩早日康
复／／〈ＮＡＭＥ〉：这两个畜生一定要找出
来严惩！［怒］

７９３ 喜 逆生长了！！！！／／〈ＮＡＭＥ〉：美哭了［花
心］［花心］［泪］［泪］

９５６ 无 发发围脖碰碰运气，希望我是最幸运
的那一个

４２２９ 惧
对〈ＮＡＭＥ〉说：请问我现在在天坛体育
西路这边，应该怎么去八达岭长城，感
觉北京到处都是骗子，好可怕，不知道
怎么去了

５　结　论
本文提出了一个情感语义增强的深度学习模型

ＥＭＣＮＮ进行中文微博的多情感分类．通过对表情
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符号列表的人工情感标注，表明常用表情符号具有
很好的情感指示作用；尽管表情符号和情感词在词
向量空间中都具有很好的情感语义区分度，但是表
情符号在情感语义空间中的判别度更好．因此本文
提出利用表情符号列表对应的词向量构建情感空
间，对其他词向量进行重映射之后，直接输入ＭＣＮＮ
进行情感分类．ＥＭＣＮＮ将情感语义的重映射与情
感分类过程无缝结合起来，增强了ＭＣＮＮ捕捉情
感语义的能力，并且能够充分利用无标注数据集和
标注数据集．在ＮＬＰＣＣ的微博情感分类数据集上，
ＥＭＣＮＮ取得最好分类效果，并在多项性能指标上
超过已知最好结果．由于数据集的限制，本文的情感
空间是全局唯一的，无法体现单个用户的情感表达
特点．一个思路是在ＥＭＣＮＮ模型中为每个用户单
独构建情感空间，从而可以从用户的角度进行情感
分类．因此，本文下一步的工作需要首先构建一个基
于用户的情感数据集，然后实验并改进ＥＭＣＮＮ来
更好地进行用户导向的情感分类．
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