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摘　要　码率自适应（ＡｄａｐｔｉｖｅＢｉｔＲａｔｅ，ＡＢＲ）算法是流媒体视频传输中至关重要的技术．该算法根据当前网络情

况和播放状态等因素，为下一个视频块选择合适的码率，以确保用户获得良好的体验质量（ＱｏＥ）．其中，基于学习

的ＡＢＲ算法因其不依赖传统模型和从头学习策略的特点，表现出良好的性能，并逐渐取代需要繁琐调优的启发式

ＡＢＲ算法，成为研究领域的热点．然而，这些算法使用神经网络推理，导致模型参数较多，整体计算量较大，使得在

实际场景中难以部署．因此，以往的研究提出了决策树蒸馏方案，即使用轻量级的决策树来提取基于学习的ＡＢＲ算

法的专家策略，并在线上部署这些决策树．然而，本文的实验结果表明，过去的蒸馏框架忽略了训练环境对蒸馏后策

略的影响，导致策略的泛化能力较差．因此，本文提出了一种名为 ＮＩＡ（ｄａｔａｆｒｅｅＮｅｔｗｏｒｋｅｎｖｉｒｏｎｍｅｎｔａｌＩｍｉｔａｔｉｏｎ

ｂａｓｅｄｒａｔｅＡｄａｐｔａｔｉｏｎｆｒａｍｅｗｏｒｋ）的新型无数据蒸馏框架，用于生成具有更好泛化性能的决策树 ＡＢＲ算法．ＮＩＡ

通过网络环境生成模块构建多个人工网络环境，并在每次迭代训练前使用环境选择模块来选择适合的网络场景，

然后与该场景进行交互，利用基于学生驱动的模仿学习算法完成决策树的蒸馏过程．本文还设计了完整的评测平

台测试ＮＩＡ的性能．实验表明，ＮＩＡ在各种带宽数据集上展现出良好的 ＱｏＥ性能和泛化性能：（１）相较于启发式

算法，在ＱｏＥ指标上提升了１％～４６％；（２）与以往的决策树蒸馏方案相比，在低带宽场景下表现相当，但在高带宽

场景下提升了近１倍；（３）总体性能接近甚至超过基于学习的算法（即专家策略）的表现．
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ｏｖｅｒａｌｌｐｅｒｆｏｒｍａｎｃｅｉｓｃｌｏｓｅｔｏｏｒｅｖｅｎｓｕｒｐａｓｓｅｓｔｈａｔｏｆｌｅａｒｎｉｎｇｂａｓｅｄａｌｇｏｒｉｔｈｍｓ（ｉ．ｅ．，ｅｘｐｅｒｔ

ｐｏｌｉｃｉｅｓ）．Ｆｉｎａｌｌｙ，ｔｈｅｐａｐｅｒｃａｒｅｆｕｌｌｙａｎａｌｙｚｅｓａｎｄｃｏｍｐａｒｅｓｔｈｅｉｍｐｏｒｔａｎｔｐａｒａｍｅｔｅｒｓｅｔｔｉｎｇｓ

ｗｉｔｈｉｎｔｈｅｔｈｒｅｅｍｏｄｕｌｅｓｏｆＮＩＡ，ｉｎｃｌｕｄｉｎｇｔｈｅｉｍｐａｃｔｏｆｓｔｕｄｅｎｔｍｏｄｅｌａｎｄｎｅｔｗｏｒｋｅｎｖｉｒｏｎｍｅｎｔ

ｐａｒａｍｅｔｅｒｓｏｎＮＩＡ’ｓｐｅｒｆｏｒｍａｎｃｅ，ｔｈｅｎｕｍｂｅｒｏｆｅｎｖｉｒｏｎｍｅｎｔｇｅｎｅｒａｔｉｏｎｓ，ｔｈｅＴｏｐ犓ｒａｔｉｏ，ｔｈｅ

ｓｅｌｅｃｔｉｏｎａｌｇｏｒｉｔｈｍ，ａｎｄｔｈｅｅｘｐｌｏｒａｔｉｏｎｉｎｄｅｘｉｎｔｈｅａｌｇｏｒｉｔｈｍ．Ｔｈｒｏｕｇｈｅｘｔｅｎｓｉｖｅｅｘｐｅｒｉｍｅｎｔｓ，

ｅａｃｈｐａｒａｍｅｔｅｒｏｆＮＩＡｉｓａｐｐｒｏｐｒｉａｔｅｌｙｓｅｔｗｉｔｈｉｎｔｈｅｃｏｒｒｅｃｔｒａｎｇｅｔｏａｃｈｉｅｖｅｂｅｔｔｅｒｒｅｓｕｌｔｓ．

犓犲狔狑狅狉犱狊　ｖｉｄｅｏｓｔｒｅａｍｉｎｇ；ａｄａｐｔｉｖｅｂｉｔｒａｔｅａｌｇｏｒｉｔｈｍ；ｄａｔａｆｒｅｅｄｉｓｔｉｌｌａｔｉｏｎ

１　引　言

随着网络的普及以及用户对视频内容的需求日

益提升，流媒体视频服务比之前更加重要［１］，流媒体

视频产业迎来了巨大增长．据《２０２２年全球互联网

现象报告》［２］显示，在２０２１年１月到６月期间，全球

流媒体流量占带宽总量的 ５３．７２％，其中 Ｙｏｕ

Ｔｕｂｅ
［３］、Ｎｅｔｆｌｉｘ

［４］以及Ｆａｃｅｂｏｏｋ
［５］位居前三．无一

例外，这三家著名的视频网站都使用自适应流媒体

架构（ＡｄａｐｔｉｖｅＶｉｄｅｏＳｔｒｅａｍｉｎｇ）向用户提供视频

服务，使用户获得更高质量的用户体验（Ｑｕａｌｉｔｙｏｆ

Ｅｘｐｅｒｉｅｎｃｅ，ＱｏＥ）．

自适应流媒体架构的核心是码率自适应（Ａｄａｐ

ｔｉｖｅＢｉｔＲａｔｅ，ＡＢＲ）算法．ＡＢＲ算法通过选择不同码

率的视频块适应变化的带宽网络［６］．目前学术界已

经提出了多种基于客户端的码率自适应（ＡＢＲ）算

法，主要分为启发式算法与基于学习的算法．具体来

说，启发式 ＡＢＲ算法通常通过传统的预测加控制

方案做决策，例如预测吞吐量［７］、利用调整缓冲区占

用［８９］，或利用预先ＡＢＲ流程建模在“虚拟播放器”

中完成多步决策［１０］．但是，这些方案采用固定的参

数或模型进行决策，使算法无法在所有考虑到的场

景中顺畅工作［１１］．于是，研究者们借助深度学习无

需手工设计，直接从数据中预测或泛化策略的特性，

提出了基于学习的 ＡＢＲ算法，大幅度改善了用户

体验．例如基于强化学习获取更卓越的 ＱｏＥ 性

能［１１］、基于模仿学习快速训练神经网络策略［１２］、与

传统方案结合提升性能减少开销［１３１４］以及自我强化

学习满足多样化的ＱｏＥ需求
［１５］等（第２章）．
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尽管基于学习的 ＡＢＲ算法获得了优越的性

能，但是其部署困难，性能开销大等缺点制约了算法

在真实场景落地．Ｍｅｎｇ等人
［１６１７］提出了使用决策

树算法（即学生模型）蒸馏已训练完成的神经网络模

型（即教师模型），并直接在真实场景中部署决策树

模型．然而，本文通过在各种网络环境及场景下运行

训练完成的决策树模型策略，表明过去的这些工

作［１６］仅在接近训练集分布的网络场景下表现良好

（即低带宽场景），但在远离数据分布的场景下（即高

带宽场景）表现较差．其原因在于原先工作的训练流

程并未考虑训练集的网络环境对蒸馏出的决策树算

法造成的影响，导致训练的算法策略有可能生成了

“在训练网络下特定的策略”，而非“所有网络环境下

都适合的普适策略”．针对过去的决策树蒸馏算法的

缺陷，本文提出的核心思想为无数据（Ｄａｔａｆｒｅｅ）蒸

馏，即不使用真实网络数据，仅构建“人工”的网络环

境，通过学生模型在虚拟环境中交互并请求教师模

型的专家策略，最终得到泛化性较好的轻量级决策

树ＡＢＲ算法．进一步分析表明，完成Ｄａｔａｆｒｅｅ蒸馏

不仅需要考虑生成多样网络场景，还要在每次训练

前挑选合适的场景供学生模型训练，更要设计高效

的蒸馏架构（第３章）．

为此，本文提出了ＮＩＡ（ｄａｔａｆｒｅｅＮｅｔｗｏｒｋｅｎｖｉ

ｒｏｎｍｅｎｔａｌＩｍｉｔａｔｉｏｎｂａｓｅｄｒａｔｅＡｄａｐｔａｔｉｏｎｆｒａｍｅ

ｗｏｒｋ）来解决以上挑战．ＮＩＡ是一个Ｄａｔａｆｒｅｅ的轻

量级码率自适应算法蒸馏框架．ＮＩＡ主要由三大模

块组成，分别解决以上提到的三个挑战．具体而言，

这三模块为网络环境生成模块、环境选择模块和学

生蒸馏模块．首先，网络生成模块主要用于构建丰富

多样的网络环境．详细地说，模块通过随机设置一系

列网络带宽的“关键参数”生成大量全面且贴近真实

场景的网络环境———宏观看既有隐马尔科夫迁移

性，局部看又有随机波动性．其次，每次迭代训练之

前，环境选择模块会选择适合的网络环境供学生模

型蒸馏教师策略．本模块将该过程建模为强化学习

中的“无后悔的在线学习（ｎｏｒｅｇｒｅｔｏｎｌｉｎｅｌｅａｒｎｉｎｇ）”

问题［１８］，并采用了Ｔｏｐ犓 下的多臂赌博机（ＵＣＢ）

算法根据当前学生与环境的性能指标在网络生成模

块生成的网络环境池中选择，在保证下限的情况下

完成性能的提升．最后，ＮＩＡ利用学生蒸馏模块训

练决策树．与以往决策树蒸馏工作
［１７］不同的是，该

模块采用学生驱动的模仿学习算法，使用学生模型

（即决策树）的策略与选择模块挑选的网络环境交

互，根据观测到的当前状态，选择合适的码率．与此

同时，将状态输入教师模型获取专家策略．随后，模

块通过拉近学生模型策略与专家策略的距离完成策

略蒸馏，这里可以使用任意的决策树优化算法，例如

ＣＡＲＴ
［１９］、ＩＤ３以及Ｃ４．５

［２０］等（第４章）．

为了更好地分析 ＮＩＡ是否能够蒸馏出合适的

轻量级策略，我们构建了一个完整的评测平台，包括

虚拟播放器、视频测试集、网络环境测试集与多个对

比算法．通过一系列测试得出以下结论．首先，ＮＩＡ

的性能在低带宽与高带宽网络环境下均优于过去提

出的启发式算法．其中，在低带宽场景下，与最佳的

启发式算法 ＲｏｂｕｓｔＭＰＣ
［１０］相比，ＮＩＡ的整体 ＱｏＥ

性能在测试的３个网络数据集下各提升了１．３２％～

６．８１％；与ＢＢＡ算法
［８］相比，ＮＩＡ的ＱｏＥ性能提升

约４６％．同时，在高带宽场景下，ＮＩＡ与决策树蒸馏

算法 Ｍｅｔｉｓ
［１７］相比大幅度提升了策略的泛化能力，

其ＱｏＥ性能在 ＨＳＲ网络数据集下提升了近１倍．

此外，在该场景下，ＮＩＡ表现得与其他启发式算法

相当．其次，通过研究 ＮＩＡ在训练过程中的归一化

ＱｏＥ曲线，得出虽然 ＮＩＡ未“看见”过真实网络的

场景，但是其在各种网络场景下都取得了接近教师

模型策略的结果．值得一提的是，ＮＩＡ甚至在部分网

络数据集例如ＨＳＤＰＡ与ＦＣＣ上超越了教师模型，

即基于学习的算法 Ｐｅｎｓｉｅｖｅ
［１１］提升了 ０．９１％～

２．４１％．相反虽然 Ｍｅｔｉｓ在低带宽场景能够蒸馏教

师策略，但是其在高带宽场景下最终收敛到了次优

策略．最后，本文深入研究了每个ＡＢＲ算法的平均

视频码率与平均卡顿率．实验结果表明ＮＩＡ在考虑

的所有场景中都获得了 Ｔｏｐ３的性能表现且相对

稳定．与教师模型相比，ＮＩＡ学到的学生策略在相

同平均视频码率的情况下获得了更低的平均卡顿

率，并有适应多个场景的泛化能力（第５章）．

在剩下的章节，本文仔细分析并比较了ＮＩＡ的

三个模块中的重要的参数设置，包括学生模型与网

络环境的参数对 ＮＩＡ 性能的影响、环境生成数、

Ｔｏｐ犓 的比例、选择器算法、算法中的探索指数等．

通过大量的实验，ＮＩＡ的每一个参数被设置在正确

的范围，从而取得更佳的结果（第６章）．

总结而言，本文的贡献如下：

（１）本文首次指出了在ＡＢＲ场景中决策树蒸馏

任务下泛化指标的重要性，并通过实验发现过去的

ＡＢＲ蒸馏工作忽略的核心因素（第３章）．

（２）基于发现的问题，提出了 ＮＩＡ，一种Ｄａｔａ

ｆｒｅｅ的轻量级ＡＢＲ训练框架，解决了如何在多样的

“人造网络场景”中学习到有用的策略的同时，提升

其泛化性（第４章）．

（３）本文构建了完整评测平台，在低带宽和高
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带宽网络场景全面测试了ＮＩＡ蒸馏的策略性能．实

验结果展示了ＮＩＡ在各种网络场景下的泛化能力

（第５章、第６章）．

２　相关工作

２１　码率自适应相关算法

自适应码率算法（ＡｄａｐｔｉｖｅＢｉｔＲａｔｅ，ＡＢＲ）是一

种通过网络信息和当前视频播放信息一起选择视频

码率的流媒体传输算法．传统的视频流媒体系统由

一个固定最大缓冲区长度的视频客户端和内容分发

网络（ＣＤＮ）组成．在视频正式被传输前，文件将被

转码为不同的码率档位（即低清中清高清等）并分割

成多个视频块存在ＣＤＮ中．二档流媒体服务启动

后，客户端将通过ＡＢＲ算法有序地从ＣＤＮ获取视

频块存入缓冲区内，播放器从缓冲区解码数据为画

面并渲染到屏幕上．一般来说，这些ＡＢＲ算法通过

吞吐量估计和当前缓冲区利用率为下一个块选择合

适的视频码率块．每次播放结束后，客户端将统计总

视频、总缓冲时长和总体的码率变化等几个指标，并

将其汇总为ＱｏＥ指标来评估性能．码率自适应算法

根据实现原理可以分类为启发式和基于学习两种．

启发式码率自适应算法．码率自适应算法（ＡＢＲ）

首先被设计为启发式的———基于启发式的ＡＢＲ算

法通常根据观察到的特征结合领域知识推测下一个

视频块的码率，其使用的特征包括带宽或者缓冲大

小．例如，Ｆｅｓｔｉｖｅ
［２１］和ＰＡＮＤＡ

［７］等工作通过过去

多个测量的带宽预测未来带宽，并根据预测的带宽

大小直接为下一个视频块选择合适码率．ＢＢＡ
［８］和

ＢＯＬＡ
［２２］则根据当前的缓冲时长选择合适码率，旨

在保持整体缓冲时长稳定在一定的范围．然而，这些

方法通常需要精确的带宽估计算法，否则会在长期

带宽波动的网络情况下表现不佳．故 ＭＰＣ
［１０］联合

考虑了当前带宽情况和缓冲大小，并通过离线的

ＡＢＲ过程建模选择码率．然而，ＭＰＣ对其参数的设

置敏感，需要根据不同的网络条件的精心调整各个

参数．针对上述缺点，Ｏｂｏｅ
［２３］是一种自动调整方法，

用于调整传统的启发式方法，以在不同的网络设置

下实现更好的性能．然而，如果当前的网络条件不满

足所提出的 ＡＢＲ算法基本原理的假设，这种启发

式算法将表现不稳定．

基于学习的码率自适应算法．为了解决启发式

算法的缺陷，基于学习的 ＡＢＲ算法直接将原始观

测信息（例如带宽和缓冲等）作为输入，从零开始利

用深度强化学习算法［１１，２４］或模仿学习算法［１２］训练

ＡＢＲ策略，其中其策略载体通常是一个深度神经网

络．Ｐｅｎｓｉｅｖｅ
［１１］是一种基于强化学习算法训练的

ＡＢＲ算法，其奖励函数为码率，卡顿时长与码率变

化的简单加权和．Ｓｔｉｃｋ
［１４］融合了强化学习和缓冲区

的ＡＢＲ方法，不仅可以实现更高的性能，还可以减

少计算开销．此外，为了使基于学习的ＡＢＲ方案更

实用，Ｍｅｎｇ等人
［１７］提出Ｐｉｔｒｅｅ将ＡＢＲ策略提炼成

基于决策树的模型．同时，Ｌｕｍｏｓ
［２５］利用回归树根

据网络的特征进行准确吞吐量预测，并使用 ＭＰＣ

算法选择下一个码率，从而获得更好的 ＱｏＥ性能．

此类方法在离线设置中使用“固定”的网络分布进

行训练或优化．故如果真实网络分布与训练集中

的网络分布不同，这些基于学习的ＡＢＲ算法表现

将不佳．

同时，近年来学界提出了多种基于在线学习的

ＡＢＲ算法．ＯｎＲＬ
［２６］采用联邦学习不断更新其实时

通信策略．Ｐｕｆｆｅｒ
［２７］根据当前带宽容量定期动态更

新配置图或ＮＮ模型．此外，领域的另一个大方向为

偏好感知的码率自适应算法．ＤＡＶＳ
［２８］是一种基于

模仿学习的方法，它考虑了用户的观看偏好，以使该

方法适应ＱｏＥ的多样性．Ｚｕｏ等人
［２９］提出了用户偏

好驱动的强化学习的ＡＢＲ系统Ｒｕｙｉ，将偏好感知

融入到ＱｏＥ模型和ＡＢＲ算法中．

２２　网络优化场景下的蒸馏框架

Ｍｅｎｇ等人
［１７］提出了 Ｍｅｔｉｓ框架，可以对深度

神经网络的决策进行解释，使得基于深度神经网络

的网络系统具有可部署性．Ｍｅｔｉｓ框架提供了两种

不同的解释方法，并在两个领域的最先进的基于深

度神经网络的网络系统上进行了评估，结果表明

Ｍｅｔｉｓ提供了易于理解的解释，同时几乎不会影响

性能．Ｐｒｉｍｏ
［３０］是一个用于设计实用学习增强系统

的框架，可以通过提供可解释的模型、使用贝叶斯优

化和工具支持等方法，解决机器学习中的实质性缺

陷，提高模型的可解释性和性能．经过评估，Ｐｒｉｍｏ

能够提供清晰的模型解释、更好的系统性能和更低

的部署成本．

２３　深度强化学习在网络下的鲁棒性与可解释性

Ｚｈｅｎｇ等人
［３１］提出了一种基于深度强化学习

的带有可信老师的统一框架，称为ＴｅａｃｈｅｒＳｔｕｄｅｎｔ

学习框架．该框架通过引入领域专业算法作为老师，

提供关键状态下的建议来改善网络的健壮性和可解

释性．学生神经网络在最大化期望奖励的同时，也会

学习老师的建议．ＡｌｖｅｓＥｓｔｅｖｅｓ等人
［３２］则针对软件

化网络中使用机器学习进行管理的影响进行了评

估，并提出了一种针对在线学习网络切片优化的鲁
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棒性评估方法．研究假设切片请求到达是非稳态的，

模拟了不可预测的网络负载变化，并比较了两种深

度强化学习（ＤＲＬ）算法：一种基于纯ＤＲＬ算法和

一种启发式控制的ＤＲＬ算法，以评估这些不可预测

的流量变化对算法性能的影响．Ｄｅｔｈｉｓｅ等人
［３３］提

出了可以对具有非平凡特性的神经代理进行形式化

分析方法，旨在提高计算机网络中神经网络的行为

正确性和可预测性．实验结果表明，可以在几分钟内

建立神经网络对其输入的对抗攻击的弹性，并在以

前依靠有教养的猜测的属性上进行正式证明．最后，

形式化验证有助于创建代理行为的准确可视化，提

高其可信度．与此同时，有一些算法解释了基于学习

的ＡＢＲ算法．Ｄｅｔｈｉｓｅ等人
［３４］对基于机器学习的视

频码率自适应模型Ｐｅｎｓｉｅｖｅ进行了一项案例研究，

并发现该模型的决策可以基于很少的输入，并且很

少使用某些可用的比特率．该研究强调了理解机

器学习模型的重要性，超越它们的底线性能，并建

议这样的异常可能存在于其他基于机器学习的解决

方案中．

图１　本图展示了本文的研究动机（与启发式算法相比，基于神经网络推理的ＡＢＲ算法整体开销过大，故需要决策树蒸馏框

架将策略迁移至轻量级网络结构中．然而，现实场景的网络环境分布多样，以往的蒸馏算法下的策略无法满足泛化性）

３　核心动机

３１　研究动机

基于强化学习的ＡＢＲ算法在各种网络场景中

都取得了优异的性能［１１］，但是由于神经网络模型通

常体积过大［１４］以及整体运算消耗过多［３５］，很难将模

型直接部署在真实场景中．图１（ａ）展示了各类不同

的ＡＢＲ算法在模拟器中运行测试环境的总时长，

每一个ＡＢＲ算法的详细介绍请参考第５．１．５节．可

以看到，Ｐｅｎｓｉｅｖｅ与 ＲｏｂｕｓｔＭＰＣ的运行消耗都较

大，与真正在线上部署并服务的ＢＢＡ算法相比他们

的整体开销多了９～１５倍．于是，研究者
［１６１７］尝试将

神经网络模型策略蒸馏到轻量级的决策树模型中，

使ＡＢＲ算法既能保持原有性能又能提升执行效

率．图１（ａ）中ＮＩＡ算法即为决策树模型的ＡＢＲ算

法，其能够大幅度降低深度神经网络的运行开销到

启发式算法的开销（ＢＢＡ），从而顺利部署上线．简要

地说，模型蒸馏是将训练完成的神经网络模型看作

教师模型π
，将待训练的决策树模型看作学生模型

π．学生模型的整体学习方式是一个监督学习，即在

一个训练的网络数据集下通过教师模型标注“状态

与动作”数据优化损失函数（通常被定义为平均预测

准确率）：

π^＝ａｒｇｍａｘ
π∈Π

（
!狊～犱π

［π（狊）＝π（狊）］） （１）

其中狊为码率自适应过程中遇到的状态（ｓｔａｔｅ），犱π

为使用学生策略π时的状态的平均分布，! 为策略

π在所有元策略Π 中的期望．在相同的状态狊下，若

学生策略选择的动作与教师策略执行的动作相同，

则１１（·）等于１，反之为０．综上，本文的优化目标是

最大化学生策略与教师策略相同的概率，从而完成

行为克隆［３６］．

然而，过去的ＡＢＲ蒸馏工作 Ｍｅｔｉｓ
［１７］忽略了决

策树泛化性较差的问题，导致生成的决策树 ＡＢＲ

算法只能在训练集的网络分布下工作，在训练集网络

分布外的网络情况执行性能较差．为了验证这个结

论，在 Ｍｅｔｉｓ原论文提供的训练集上重新训练了决

策树ＡＢＲ算法，并且在８个现有的网络数据集上测

试其性能．这８个网络数据集的吞吐量分布如图１（ｃ）

所示，可以看到随着年数的增加，数据集的平均吞吐

量明显提升．其中，ＦＣＣ数据集，Ｎｏｒｗａｙ数据集（即

ＨＳＤＰＡ数据集，下同）与Ｏｂｏｅ数据集
［２３］具有相似

的网络带宽分布，即属于低带宽网络环境；其余的网

络带宽相对偏高，属于高带宽网络场景．本文将在第

５．１．３节中展示部分数据集的详细统计信息．
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在这些网络场景下，现有的决策树蒸馏算法

性能表现如何呢？图１（ｂ）汇报了 Ｍｅｔｉｓ在以上八个

数据集上的归一化 ＱｏＥ指标，其指标计算方法为

犙狅犈ｍｅｔｉｓ
犙狅犈

，其中犙狅犈是教师模型在相同网络数据下

得到的 ＱｏＥ分数．如预料到的情况相似，Ｍｅｔｉｓ仅

仅在以上３个网络数据集中表现良好，反而在其余

５个网络数据集上表现不佳．这里值得注意的是，

ＦＣＣ、ＨＳＤＰＡ与Ｏｂｏｅ这３个数据集都是低带宽网

络环境，其余５个则为高带宽网络场景．

这个现象的本质原因在于决策树模型学到了

训练数据集中与“总体网络”无关的特性，导致算法

在带宽较好的数据集中依然选择较低码率的视频

块（ｖｉｄｅｏｃｈｕｎｋ），从而降低整体的ＱｏＥ性能．相反，

如后文图３与图４所示，通过本文提出的蒸馏框架

ＮＩＡ生成的决策树策略能够较好地在蒸馏教师模

型的原始策略，在多个网络场景下皆取得更好的泛

化性能．

３２　研究挑战

接下来，基于以上列出的研究动机，本文的核心

方案旨在不使用真实场景网络环境训练学生模型，

转而，通过Ｄａｔａｆｒｅｅ的网络环境即人造生成的网络

环境将算法与网络环境特性解耦，从而蒸馏出泛化

能力更强的学生模型．

在该思想的引导下，本节进一步罗列了多个挑战．

并展示提出的训练框架对各个挑战的可行解决方案：

（１）生成多样的网络环境．由于带宽瓶颈与竞争

流等原因，真实世界的网络千变万化，导致无法在线

下模拟出所有网络场景．那么如何尽可能多地生成

既贴近真实网络，又适合学生模型训练的网络环境？

解决方案：本文提出网络环境生成模块，在一定

的取值范围内通过随机各种参数生成多个人工网络

环境．随后将这些网络环境合并在一起并存入网络

环境池．

（２）选择适合训练的网络环境．在建立好多个

网络环境后，学生模型通过抽取网络环境池的环境

蒸馏教师模型的策略．因此，如何选择合适的网络环

境供学生模型训练是另一个值得挑战的问题．

解决方案：本文进一步提出Ｔｏｐ犓 候选环境选

择算法，每次结合探索利用规则为学生模型推荐当

前训练状态下较好的网络环境，在保证训练稳定的

前提下提升学生模型性能和泛化性．

（３）高效训练学生模型．最后一个挑战来自：在

指定完训练的网络环境后，如何快速并高效地蒸馏

教师模型的策略，训练学生模型？

解决方案：为了解决挑战，本文使用学生模型驱

动，并模仿教师模型的策略．简单来说，整体训练过

程根据学生模型的策略与网络环境交互，教师模型

跟随学生模型的轨迹为每个状态得出专家策略．学

生模型学习专家策略达成策略蒸馏．

综上所述，为了蒸馏出一个合适的学生模型，本

文不仅需要构建丰富多样的网络场景，也需要提出

合适的算法，在学生模型训练期间选择合适的网络

场景从而更高效蒸馏教师策略，同时还需要提出一

套更高效训练学生模型的方案．

４　犖犐犃设计

基于以上的研究动机与挑战，本文提出了ＮＩＡ，

一个Ｄａｔａｆｒｅｅ的码率自适应算法蒸馏框架．本章详

细阐述了ＮＩＡ的系统结构，包括其每一个模块的设

计以及总体训练步骤．

４１　总体架构

如图２所示，ＮＩＡ的主要的执行过程分为预处

理阶段和训练阶段．在预处理阶段，ＮＩＡ利用环境

网络生成器产生多个“人造”的网络环境，并将其放

入网络环境池中．在训练阶段，首先，每轮训练ＮＩＡ

通过网络环境选择器通过多臂赌博机算法从网络环

境池中挑选合适的网络环境，并将其装载进虚拟播

放器中．学生模型将与虚拟播放器交互，采集当前的

状态，并且根据状态选择合适的码率．与此同时，状

态也会输入教师模型并得到专家标签（Ｏｒａｃｌｅ）．最

后，学生模型基于“状态，专家标签”数据对决策树

网络训练，并将该网络环境下学生模型在专家标签

下的平均选择概率回传给网络环境选择器，供多臂

赌博机更新．

图２　ＮＩＡ整体结构示意图（如图所示，ＮＩＡ主要包括环境

生成模块、网络选择模块与学生驱动模仿学习算法）

４２　网络环境生成模块

通过前面的实验可以得出，无论训练数据集包

含的网络环境有多少“多样”，总会有一些特殊的网

络环境并不包含在训练集内，导致原本泛化性就不

高的决策树模型更加无法在这些网络环境中顺利执
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行．因此，ＮＩＡ摒弃了之前的“构建训练集”的思想，转

而使用“网络环境生成模块”构建人造的网络环境．

在预处理阶段，ＮＩＡ使用网络环境生成模块会

随机产生犕 个人造的网络环境．在过去工作的指导

下［３７］，每个网络环境将主要由以下参数生成：平均

带宽、带宽标准差和持续时长．表１展示了每个参数

的取值范围．每次生成模块根据表中每个参数的范

围随机生成多条带宽轨迹（ｔｒａｃｅ），并最终将这些轨

迹拼接，输出为一个独立的网络环境．图３和图４展

示了一个通过网络环境生成模块生成的网络环境与

原始训练集中的网络环境，其中训练集来自 ＨＳＤ

ＰＡ数据集
［３８］．由结果可得，生成的网络环境保留了

真实网络环境中的特性例如带宽具有隐马尔科夫迁

移性［３７］，同时也发现网络环境具有自身的特性例如

一定时间段内的随机波动性［２７］．值得注意的是，生

成的网络环境个数 犕 是一个重要的超参数．在第

６．２节中会讨论生成的网络环境个数与决策树模块

的性能之间的关系，在本文中犕＝１０００．

表１　网络环境生成模块参数与范围

参数名 取值范围

平均带宽 ０．１～７Ｍｂｐｓ

带宽标准差 ０～１

带宽持续时长 １～５ｓ

生成带宽总长度 ３００～３０００ｓ

图３　比较生成与真实数据集中的动态网络环境

图４　比较生成与真实数据集中的稳定网络环境

图５　ＨＳＤＰＡ数据集与ＮＩＡ的环境生成模块的网络分布对比

图５比较了ＨＳＤＰＡ数据集与生成的网络环境

分布并统计了每个数据集中的网络轨迹在某个带宽

均值与标准差下的概率．可以看到，与真实网络数据

集相比，使用环境生成模块生成的网络场景更具多

样性，助力ＮＩＡ生成更具泛化性的决策树算法．

４３　环境选择模块

在预处理阶段生成完 犕 个网络环境后，ＮＩＡ

需要在训练时选择使用何种网络环境训练学生模

型．为了解决以上的问题，ＮＩＡ使用了强化学习

（ＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ）技术以选择网络环境．由

于以下几点原因，强化学习非常适合该问题．（１）首

先，强化学习能够基于整体训练阶段的反馈动态做

出决策．基于反复的“探索与利用”技术，强化学习算

法能够逐渐地在没有人工先验知识的情况下找到最
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优解；（２）其次，强化学习能够很好地在探索次优解

与利用当前最佳方案之间找到平衡．因此，针对该问

题考虑了三种不同的强化学习方法实现环境选择模

块，包括多臂赌博机算法（ＭｕｌｔｉａｒｍｅｄＢａｎｄｉｔ）、深

度强化学习算法（ＤｅｅｐＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ）以

及贝叶斯优化算法（ＢａｙｅｓＯｐｔｉｍｉｚａｔｉｏｎ）．深度强化

学习算法考虑选择对环境的长期影响，但通常需要

更多的训练数据和更复杂的模型．如果面对高维、连

续决策问题，贝叶斯优化算法是一种强有力的解决

方案．该算法在高维空间中具有有效性，能够有效地

找到全局最优解．但是，由于其算法的计算复杂度较

高，以及需要更复杂的模型表示潜在的目标函数，因

此其计算成本和实现难度较大．

本文需要在有限的资源下，执行离散决策获

得最大的收益．同时，需要算法能够适应快速变化

的环境，快速做出最佳决策．故本文将网络环境选

择问题建模为多臂赌博机问题（ＭｕｌｔｉａｒｍｅｄＢａｎｄｉｔ

Ｐｒｏｂｌｅｍ）
［１８］，即在每个决策时间点，当每个选择的

属性在分配时仅部分已知并且随着决策步骤的推移

可能会获取更多信息的情况下，以最大化其预期收

益的方式在分配固定的有限资源集的问题．在实现

上，ＮＩＡ的环境选择模块使用了Ｔｏｐ犓 下的 ＵＣＢ

算法来解决了该问题．图６显示了整体逻辑框架，环

境选择模块整体流程如下所示：

步骤Ａ．收集历史学生模型性能信息．

步骤Ｂ．根据输入历史性能信息由低到高对网

络环境进行排序．

步骤Ｃ．根据排序的网络环境列表选择Ｔｏｐ犓

个候选的网络环境．

步骤Ｄ．在Ｔｏｐ犓个候选人的基础上使用ＵＣＢ

算法在线探索并利用（Ｅ２）当前最有效的网络环境．

图６　ＮＩＡ的环境选择模块整体流程图

因步骤Ａ与步骤Ｂ已经足够清晰，故本文不会

对其做太多解释．接下来详细解释步骤Ｃ与步骤Ｄ．

４．３．１　Ｔｏｐ犓 候选环境选择

尽管在预处理阶段生成了犕 个网络环境，但是

对当前训练效率最高的网络环境通常是在学生模型

性能相对较差的前犽个网络环境中，其中犽相对于

犿 来说是一个很小的比例．例如，在带宽充足的情况

下（即大于视频的最高码率档位），学生模型仅需简

单地学习到选择最高码率档位即可；相反，在带宽不

足的场景下，学习模型仅需并无法进一步提升学生

模型的性能．因此，ＮＩＡ在每次选择前将会基于学

生模型在该网络环境下的性能评分从小到大排序，

并且选择前犽（Ｔｏｐ犽）个网络环境作为环境候选．注

意，在此过程中，每个网络环境的性能评分是基于长

时历史信息构建的．本文将在第６．２节中讨论不同的

犽的取值对ＮＩＡ性能的影响，并最终选择犽＝２０％．

４．３．２　在线选择合适环境

在线探索前犽个网络环境与学生模型的潜在性

能问题可以被抽象为多臂赌博机（ＭＡＢ）问题．在这

个问题中，每个网络模型对应了该问题中的“臂”

（ａｒｍ），学生模型与教师模型的选择之间的差距对

应了该问题中的“奖励”（ｒｅｗａｒｄ）．在每次决策的时

候，ＮＩＡ根据选择的犽个网络环境下学生模型表现

出的性能选择出当前状态下最好的网络环境．由于

学生模型随着训练步数的增加策略逐渐变化，本文

使用了衰减 ＵＣＢ（ＤｉｓｃｏｕｎｔｅｄＵＣＢ）算法应对这个

挑战［３９］．一方面，它记录了过去一段时间内学生模

型的整体表现情况，使结果更加鲁棒．另一方面，它

进一步鼓励算法探测较多轮次没有被选择到的网络

环境．式（２）（ＵＣＢ）具象化了在狋步下的整体选择过

程，由两部分组成：

犝犆犅狋＝犚狋（犻）＋犘狋（犻） （２）

第一部分犚狋为过去一定步数下的累计分数，狉狋

则表示学生模型在网络环境犻下的状态集合犛犻的性

能．犚狋计算公式如下所示：

犚狋（犻）＝∑
狋

犽＝０

γ
狋－犽１１犮犽＝狋狉狋（犻） （３）

其中，γ∈［０，１）是一个折扣因子以控制过去的学生

模型性能对现在的选择造成的影响．γ较小则只看

过去较少步下的学生模型性能．相反，γ较大则会考

虑较长步下的模型总体性能．本文参考强化学习中

的经验公式［４０］，根据考虑的步数τ设置最有效的γ：

γ＝
τ－１

τ
（４）

在ＮＩＡ中，τ被设定为１０，则γ被设定为０．９．

在实践中，在每一步狋下ＮＩＡ利用最新的学生模型

性能迭代更新累计分数犚犻，即

犚狋（犻）＝犚狋－１（犻）＋γ狉狋（犻） （５）

其中１１为二值指示函数（ｂｉｎａｒｙｉｎｄｉｃａｔｏｒｆｕｎｃｔｉｏｎ），

当过去的第犽步选择了当前的网络环境（即 犮犽＝槡 狋

时），该函数返回１，否则返回０．
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狉狋（犻）＝犈狊∈犛犻［π（ａｒｇｍａｘ
犪
π
（犪｜狊）｜狊）］ （６）

式（６）列出了狉狋，其意义为学生模型在当前网络

场景下，在教师模型输出的最优动作下执行的动作

概率的期望．详细地说，ａｒｇｍａｘπ（犪｜狊）表示教师模

型在状态狊下选择概率最大的动作犪；π（犪｜狊）代表学

生模型在状态狊下选择动作犪的概率；犈狊∈犛犻（·）为

学生模型概率在当前网络环境的状态集合犛犻下采

集到的所有状态狊的期望，即学生模型在该网络环

境下的性能．

第二部分的犘狋为ＵＣＢ中鼓励探索的填充函数

（ｐａｄｄｉｎｇｆｕｎｃｔｉｏｎ）
［３９］，主要刻画了当前性能估算的

不确定性．对于每一个网络环境犻，ＮＩＡ的填充函数

如式（７）所示，其中犅是一个超参数，调整了ＮＩＡ在

选择之前未选择的网络环境的激进程度．

犘狋（犻）＝犅
ｌｏｇ狋

∑
狋

１１犻＝犮槡 狋

（７）

综上，得出了每一步狋下的选择犮狋的公式，如

式（８）所示．值得注意的是，与过去 ＵＣＢ方案选择

最好分数对应的环境不同，本文的目标是选择当前

学生模型表现得较差的网络环境，故这里的超参数

犅最好设置为一个小于０的数．第６．２节中讨论了

犅的选取对于 ＮＩＡ的最终性能的影响．在本文中，

犅＝－０．２．

犮狋＝ａｒｇｍｉｎ
犻

∑
狋

犽＝０

γ
狋－犽１１犮犽＝狋狉狋（犻）

∑
狋

犽＝０

γ
狋－犽１１犮犽＝狋

＋犅
ｌｏｇ狋

∑
狋

１１犻＝犮槡 狋

（８）

ｓ．ｔ．，犅＜０．

４４　学生驱动的模仿学习模块

本部分讨论如何更高效地蒸馏训练学生模型．

过去的工作［１７，４１］都采用教师驱动的方式与环境交

互，即在训练阶段以教师模型的策略实时生成数

据集（状态动作对），学生模型通过学习生成的数

据集完成策略蒸馏．然而，该方案采集到的训练数

据源自教师模型策略而非学生模型策略，故可能

在学生模型自行执行ＡＢＲ决策时探索到不在数据

集中的状态，选择不佳的码率视频块后，进一步探索

到另一个不熟悉的状态，从而造成“累计误差问题”

（ｃｏｍｐｏｕｎｄｉｎｇｅｒｒｏｒ）
［３６］．

因此，在模仿学习算法［３６］的启发下，ＮＩＡ考虑

利用当前的学生模型与网络环境交互，通过学生的

探索显著降低累积误差问题［１２］．整个过程由学生模

型，教师模型与经验回放池犅 组成．接下来将详细

介绍学生模型的输入输出以及训练过程．

学生模型输入．学生模型为一颗决策树模型，

其状态输入狊狋主要由三部分组成：

狊狋＝｛犙狋－１，犅狋，犆狋，犇狋｝ （９）

其中，犙狋－１是上一个时刻狋－１的码率选择；犅狋为当

前缓冲区大小；犆狋则为一个过去５个时刻下的带宽

序列：犆狋＝｛犮狋－４，…，犮狋｝；犇狋为过去５个时刻下的下

载时长序列：犇狋＝｛犱狋－４，…，犱狋｝．故学生模型的输入

为１２维向量．第６．１节中讨论了输入的过去吞吐量

的数量对整体性能的影响．

学生模型输出．与教师模型的输出的个数保

持一致，即视频的码率档位数量．同时模型将输出

选择每一个码率档位的概率：π（犪｜狊）∈（０，１），并且

∑
犪

π（犪｜狊）＝１．

学生模型训练过程．在第狋步，ＮＩＡ采用学生

模型根据当前观测到的状态狊狋推断出当前策略π狋，

并根据π狋在每个选择上的概率选择当前动作犪狋．为

了提升整体效率，采样部分使用了ＧｕｍｂｅｌＳｏｆｔｍａｘ

采样算法［４２］，如式（１０）所示：

犪狋＝ａｒｇｍａｘ
犪

（－ｌｏｇｌｏｇμ＋ｌｏｇπ（犪｜狊狋）） （１０）

其中μ是一个在一定范围内采样的随机噪声：μ～

（０，１）．该公式的前半部分为Ｇｕｍｂｅｌ（０，１）分布，后

半部分为学生模型的输出概率．

随后ＮＩＡ进一步执行教师模型策略，根据狊狋推

断出当前的最优动作犪
狋＝ａｒｇｍａｘ

犪
π
（狊狋，犪）．而后将

状态动作对｛狊狋，犪

狋｝加入经验回放池中．之后，运行

学生模型的动作犪狋并观察下一个状态狊狋＋１，并将该

状态动作对｛狊狋＋１，犪

狋＋１｝加入经验池．每隔一段训练

步长，ＮＩＡ读取经验回放池中的所有状态动作对并

根据式（６）训练学生模型．与过去的工作一样
［１６］，

ＮＩＡ也采用ＣＡＲＴ算法作为决策树模型训练的核

心算法，因为该方案能提供可靠的稳定性．

结合以上所有模块，ＮＩＡ的训练算法如过程１

所示．值得注意的是，ＮＩＡ可以使用多线程并行采

集样本并完成学生模型的蒸馏训练．

过程１．　ＮＩＡ执行过程．

输入：教师模型π，网络环境生成模块，环境选择模块

输出：学生模型π

　初始化学生模型π

初始化经验回放池犅＝｛｝

犇←网络环境生成模块（犕）

ｔｒａｃｅ←环境选择模块（犇）

１２１１期 黄天驰等：决策树码率自适应算法的无数据蒸馏框架



狋←０；犽←０

获取当前ＡＢＲ状态狊犽

ＲＥＰＥＡＴ

　根据π（狊犽）选择当前动作犪犽

获取专家策略犪犽←π
（狊犽）

犅←犅∪｛狊犽，犪犽｝

基于犅与式（６）生成学生模型π

根据狊犽执行动作犪犽并获得狊犽＋１

ＩＦ已经完成视频播放 ＴＨＥＮ

　ｔｒａｃｅ←环境选择模块（犇）

根据式（３）计算学生模型性能狉狋并更新网络环

境表

狋←狋＋１；犽←０

获取当前ＡＢＲ状态狊犽

ＥＮＤＩＦ

犽←犽＋１

ＵＮＴＩＬ运行收敛

返回π

５　实验与分析

５１　实验设置

５．１．１　虚拟播放器

首先，本文设计并实现了一个准确的 ＡＢＲ离

线虚拟播放器，它可以通过网络环境和码率自适应

的视频信息准确模拟码率自适应播放过程．该虚拟

播放器的逻辑参考了多个开源 ＡＢＲ模拟器，使用

Ｐｙｔｈｏｎ３．６编写
［１１，４３］．

５．１．２　视频生成器与测试集

同时，本文实现了视频生成器，使之能在 ＮＩＡ

的训练期间观测到码率档位下不同大小的视频．在

测试阶段，利用 ＥｎｖｉｖｉｏＤａｓｈ３对各个算法进行测

试．ＥｎｖｉｖｉｏＤａｓｈ３
［４４］是ＤＡＳＨ．ｊｓ

［４５］参考视频，它主

要有６个码率档位，其档位分别是｛０．３，０．７５，１．２，

１．８５，２．８５，４．３｝Ｍｂｐｓ．该视频一共由４９个长度为

４ｓ的视频块组成．

５．１．３　网络环境测试集

之前提到，在训练阶段利用网络环境生成模

块生成的网络环境蒸馏学生模型．在测试阶段则

会使用公共数据集作为网络环境测试，其中公共

测试集分类为两大类，分别是：（１）低带宽网络场景

（６Ｍｂｐｓ），包括 ＨＳＤＰＡ
［３８］、ＦＣＣ

［４６］和Ｏｂｏｅ数据

集［２３］；（２）高带宽数据集（１０～３００Ｍｂｐｓ），包括

ＦＣＣ１８
［４１］、ＨＳＲ

［１６］和５Ｇ数据集
［４７］．表２列出了每

个公共数据集的网络平均带宽和网络标准差．

表２　网络环境生成模块参数与范围

网络数据集 网络平均带宽／Ｍｂｐｓ 网络标准差

ＨＳＤＰＡ［３８］ １．２４ ０．８０

ＦＣＣ［４６］ １．３１ １．００

Ｏｂｏｅ［２３］ ２．６４ １．５０

ＦＣＣ１８［４１］ ６．５１ ６．６１

ＨＳＲ［１６］ ７．６４ ７．９６

５Ｇ［４７］ ３４７．４６ ３７８．１６

５．１．４　ＱｏＥ指标

本文使用犙狅犈ｌｉｎ
［１０，１１，２３，２７］作为 ＱｏＥ的评判指

标，这是一个由多个指标线性加权组合的函数．

犙狅犈ｌｉｎ的表达式如式（１１）所示．

犙狅犈ｌｉｎ＝∑
犖

狀＝１

犙狀－ｍａｘ犙∑
犖

狀＝１

犜狀－∑
犖－１

狀＝１

犙狀＋１－犙狀 （１１）

其中，犖 表示视频的总数，犙狀表示视频块狀的码率，

犜狀是卡顿时长，ｍａｘ犙表示码率阶梯的最大码率，在

本文中该参数为４．３．故犙狅犈ｌｉｎ的主要由整个视频的

平均视频码率、平均卡顿时长和视频前后码率切换

三个指标组成．

５．１．５　对比算法

本工作从各种类型的 ＡＢＲ算法中选择了几个

代表性的方案，包括启发式 ＡＢＲ算法和基于学习

的智能ＡＢＲ算法．

犅狌犳犳犲狉犅犪狊犲犱犃狆狆狉狅犪犮犺（犅犅犃）
［８］．基于普通缓

冲区的 ＡＢＲ方法．ＢＢＡ基于当前缓冲大小结合两

个参数决定和最小最大码率之间的对应关系．本文

中使用了ＢＢＡ自带的参数，即在缓冲大小为５ｓ下

选择最小码率，在缓冲大小大于１５ｓ时选择最大码

率，其余根据当前缓冲大小通过线性估计决定对应

码率的视频块．

犚狅犫狌狊狋犕犘犆（犚犕犘犆）
［１０］．是基于预测控制模型

（ＭＰＣ）的ＡＢＲ算法．详细地说，它使用过去的测量

带宽预测未来带宽，并在虚拟播放器中连续推演多

步，最后得出性能最高的轨迹对应的视频码率．本文

采用ＲＭＰＣ的默认参数，使用调和平均预测未来带

宽，并对未来连续推演５步．

犕犲狋犻狊
［１７］．该方案使用决策树作为学生模型，在

训练集提供的网络场景下蒸馏教师模型策略．注意，

Ｍｅｔｉｓ是一种基于“教师驱动”探索的决策树蒸馏方案．

犘犲狀狊犻犲狏犲
［１１］．一个基于深度强化学习的 ＡＢＲ

算法，在给定的网络环境下自主学习提升总体奖励

分数．本文使用作者提供的预训练模型，并将其作为

教师模型供学生模型蒸馏．

５．１．６　ＮＩＡ参数设置

ＮＩＡ的详细参数设置如下：网络环境方面，网
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络环境生成个数 犕＝１０００，Ｔｏｐ犓 比例为２０％，

ＵＣＢ算法的探索参数犅＝－０．２；学生模型方面，采

用过去５个吞吐量作为带宽输入，深度为９；训练方

面，模仿学习经验回收池大小为１０００００，多线程并

行数为１６．本文采用Ｐｅｎｓｉｅｖｅ的预训练模型为教师

模型．

５２　犖犐犃性能分析

本文中实验主要包括各个ＡＢＲ算法在低带宽

网络环境和高带宽网络环境的表现，其中低带宽网

络环境包括 ＨＳＤＰＡ、ＦＣＣ和 Ｏｂｏｅ，高带宽网络环

境包括ＦＣＣ１８、ＨＳＲ和５Ｇ．每个算法都会在各个网

络环境的每一个带宽轨迹（ｎｅｔｗｏｒｋｔｒａｃｅ）中运行，

并汇总为ＣＤＦ曲线图．

低带宽网络．如图７所示，在低带宽网络环境

下，基本所有的算法几乎都表现出了较好的结果．

例如图７（ａ）在 ＨＳＤＰＡ 网络场景下，启发式算法

ＲｏｂｕｓｔＭＰＣ和基于决策树的机器学习算法ＮＩＡ都

取得了较好的ＱｏＥ，然而在大部分网络轨迹下ＮＩＡ

的表现都优于ＲｏｂｕｓｔＭＰＣ．经过详细统计，ＮＩＡ在

ＱｏＥ指标上较 ＲｏｂｕｓｔＭＰＣ高出６．８１％，较 ＢＢＡ

算法高出４８．９７％．特别是较同样是决策树的机器

学习 Ｍｅｔｉｓ算法高出１．３９％．Ｍｅｔｉｓ表现良好的潜

在原因是其使用的训练集更加贴合 ＨＳＤＰＡ 网络

环境．同理，ＲｏｂｕｓｔＭＰＣ的原始参数也是基于该数

据集的网络情况配置的．同样，ＢＢＡ的参数由大规

模Ａ／Ｂ实验得出
［４８］，并非该数据集的最优解．与这

些算法不同的是，ＮＩＡ 的所有训练网络环境都是

“人造的”，即其策略并不依赖某个数据集的分布，故

获得更鲁棒的结果．相似的结论可以在ＦＣＣ数据

集的结果中得到．如图７（ｂ）所示，ＮＩＡ的ＱｏＥ性能

较 ＢＢＡ 提升４５．９５％，与 ＲｏｂｕｓｔＭＰＣ 相比提升

１．３２％，较 Ｍｅｔｉｓ提升８．４１％———由于该网络场景

与训练场景差距较大，故 Ｍｅｔｉｓ与ＮＩＡ的性能差距

也变大了．

图７　在低带宽场景（ＨＳＤＰＡ，ＦＣＣ，Ｏｂｏｅ）下比较了ＮＩＡ与各种ＡＢＲ算法的性能，并绘制了ＱｏＥ的ＣＤＦ曲线，其中越靠

右边表示该算法性能越佳

最后，在Ｏｂｏｅ网络环境中（图７（ｃ）），Ｒｏｂｕｓｔ

ＭＰＣ取得了最高的 ＱｏＥ评分（２．１９３），比 ＮＩＡ的

ＱｏＥ高出３．３％，同时较Ｍｅｔｉｓ算法高出７．０３％．取

得该结果的本质原因在于 ＮＩＡ和 Ｍｅｔｉｓ的策略来

自于蒸馏基于学习的 ＡＢＲ算法 Ｐｅｎｓｉｅｖｅ
［１１］的策

略，然而Ｐｅｎｓｉｅｖｅ在该网络场景下的整体性能较

ＲｏｂｕｓｔＭＰＣ低３．３９％，最终由于Ｐｅｎｓｉｅｖｅ性能不

足导致ＮＩＡ在网络场景下取得一般的性能结果．本

文将在第５．３节讨论较 ＮＩＡ与 Ｍｅｔｉｓ在各个网络

场景中相较于Ｐｅｎｓｉｅｖｅ的收敛情况．

高带宽网络．图８展示了各个ＡＢＲ算法在高带

宽网络场景下的表现性能，算法包括 ＮＩＡ、Ｍｅｔｉｓ、

ＢＢＡ和ＲｏｂｕｓｔＭＰＣ．基于结果，总结了两点信息．

（１）ＮＩＡ在高带宽网络场景下都取得了较好的

结果，这代表着人工网络环境生成器的有效性———

既有低带宽网络下复杂多变的场景，又生成了符合

高带宽网络下“平稳”但“突变”的性质的网络环境．

例如，在ＦＣＣ１８场景中，ＮＩＡ的总体性能较ＢＢＡ算

法提升５．８％；在 ＨＳＲ网络场景中，ＮＩＡ的ＱｏＥ性

能指标较ＲｏｂｕｓｔＭＰＣ算法提升５．０５％；在５Ｇ网

络场景中，由于大部分情况下网络情况都远高于该

视频的码率最大值（４３００ｋｂｐｓ），故 ＮＩＡ，ＢＢＡ 与

ＲｏｂｕｓｔＭＰＣ几乎都得到了几乎满分的ＱｏＥ性能．

（２）尽管 Ｍｅｔｉｓ在低带宽场景下的性能表现较

好，在高带宽网络下性能则由于策略泛化问题导致

较大下降．如图８（ａ）所示，与 ＲｏｂｕｓｔＭＰＣ相比，

Ｍｅｔｉｓ的整体ＱｏＥ性能降低４６．８６％．从ＣＤＦ图上

看，大部分性能损失来自较中高带宽网络下的保守

码率选择策略．例如在ＱｏＥ性能大于２．０，小于３．５

的网络场景下，Ｍｅｔｉｓ偏向于一直选择中等码率档

位１８５０ｋｂｐｓ．即使在缓冲区增加后，Ｍｅｔｉｓ依然不选

择４３００ｋｂｐｓ的高码率档位，最终导致其ＱｏＥ性能
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不佳．图８（ｂ）的实验结果也验证了类似的结论：中高

带宽网络下，Ｍｅｔｉｓ同样没有“蒸馏”来自教师模型的

专家策略，反而保守地选择较低码率的档位并且不切

换到最高码率档位．反观ＮＩＡ，其策略能够较好的在

该网络下适应带宽变化，选择较好的码率．在 ＨＳＲ

网络场景下，ＮＩＡ的整体性能较 Ｍｅｔｉｓ高近一倍，

即９９．４２％．５Ｇ网络的实验结果由图８（ｃ）所示．在

高速带宽（３４７Ｍｂｐｓ）网络环境下，ＮＩＡ几乎总能够

选择最高码率档位，从而得到较好的 ＱｏＥ性能．相

反 Ｍｅｔｉｓ虽然也能够选择高码率档位，但是其保守

的策略只允许它在缓冲时间大于４０ｓ的情况下切换

到最大码率，浪费了大量带宽，降低了整体ＱｏＥ．

图８　在高带宽场景（ＦＣＣ１８，ＨＳＲ，５Ｇ）下比较了ＮＩＡ与各种ＡＢＲ算法的性能，并绘制了ＱｏＥ的ＣＤＦ曲线，其中越靠右边

表示该算法性能越佳

５３　犖犐犃蒸馏性能

本实验测试了通过ＮＩＡ系统，学生模型是否成

功学习到了教师模型的策略．跟之前的实验一样，本

实验也包括两个网络场景，分别是低带宽网络和高

带宽网络．图９汇总了低带宽场景下ＮＩＡ与 Ｍｅｔｉｓ

在训练时与教师模型（即Ｐｅｎｓｉｅｖｅ）的相对归一化

ＱｏＥ性能．

犖犐犃与犘犲狀狊犻犲狏犲的比较．通过实验结果可以看

到ＮＩＡ较好地“复制”了教师模型的策略，在三个网

络场景下都接近甚至超过了教师模型策略．例如，在

ＨＳＤＰＡ网络中，ＮＩＡ的ＱｏＥ性能较Ｐｅｎｓｉｅｖｅ提升

０．９１％，即不分上下；而在ＦＣＣ网络场景中，ＮＩＡ

与Ｐｅｎｓｉｅｖｅ相比在 ＱｏＥ上进一步提升了２．４１％．

该现象很容易解释，因为在模型蒸馏过程中，ＮＩＡ

算法（学生模型）是能够通过生成的网络环境分析出

教师模型中不擅长策略的，并且利用教师模型在

其他网络环境下的优质策略替换了这些次优策略．

犖犐犃与 犕犲狋犻狊的比较．ＮＩＡ在整体性能与训练

效率上均优于 Ｍｅｔｉｓ．一方面，在低带宽场景下，

ＮＩＡ 的整体 ＱｏＥ 性能较 Ｍｅｔｉｓ提升 ２．５６％ ～

７．５３％．另一方面，ＮＩＡ的学生模型策略在运行１０

步后即进入平缓的收敛期，而 Ｍｅｔｉｓ算法往往需要

２５步甚至更多数据才能进入收敛期．

此外，当 Ｍｅｔｉｓ使用了环境选择模块与Ｔｏｐ犓

环境选择算法后，其本身的最终收敛后的性能也提

升了．表３展示了各个算法在所有数据集下的ＱｏＥ

性能，其中 ＭｅｔｉｓＮＩＡ代表着使用ＮＩＡ框架的 Ｍｅｔｉｓ

算法．可以看到使用人工数据集之后的 Ｍｅｔｉｓ成功

避免了泛化能力较差的问题，在多个数据集中均取

得了较好的结果，但是与 ＮＩＡ相比，使用教师驱动

的ｔｅａｃｈｅｒｓｔｕｄｅｎｔ方法的收敛速度不如学生驱动

的模仿学习方法．值得注意的是在ＦＣＣ１８数据集

上，所有的基于学习的 ＡＢＲ算法表现都不如启发

式算法ＲｏｂｕｓｔＭＰＣ．

图９　训练中ＮＩＡ与 Ｍｅｔｉｓ在低带宽数据集上的表现，结果被统计为归一化ＱｏＥ
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表３　将 犕犲狋犻狊放入犖犐犃的训练框架后性能对比

ＡＢＲ算法／场景 ＨＳＤＰＡ ＦＣＣ Ｏｂｏｅ ＦＣＣ１８ ＨＳＲ ５Ｇ

Ｐｅｎｓｉｅｖｅ ０．９２ ０．８５ ２．０９ ２．８７ ３．０４ ４．１６

ＲｏｂｕｓｔＭＰＣ ０．８９ ０．８６ ２．１９ ３．０４ ２．９７ ４．２１

Ｍｅｔｉｓ ０．９４ ０．８１ ２．０４ ２．２ １．８５ ３．６９

ＭｅｔｉｓＮＩＡ ０．９４ ０．８５ ２．１２ ２．８５ ３．０４ ３．９６

ＮＩＡ ０９５ ０８７ ２１２ ２９１ ３０７ ４１２

犖犐犃在高带宽场景下的性能．在高带宽网络下

（如图１０），使用ＮＩＡ训练的学生模型也展现出了泛

化性能．在三个场景下，ＮＩＡ的 ＱｏＥ性能都接近了

教师模型的策略性能，并且一直性能稳定直到收敛．

反观 Ｍｅｔｉｓ在训练初期（０～３步）得到了最佳性能，

但是其随着训练过程（３～１００步）整体性能不断下

降，最后收敛到次优解．其根本原因在于 Ｍｅｔｉｓ的基

于有限的真实网络场景作为训练集蒸馏教师模型策

略，其策略学习到了数据集中的带宽信息而非宏观

的策略，造成其总体选择较为保守．特别是在 ＨＳＲ

和５Ｇ这些带宽非常高的网络环境下，Ｍｅｔｉｓ蒸馏的

学生模型相较于教师模型在ＱｏＥ性能上下降了５０％．

图１０　训练中ＮＩＡ与 Ｍｅｔｉｓ在高带宽数据集上的表现（结果被统计为归一化ＱｏＥ）

５４　犃犅犚算法的深入研究

图１１　在各种网络场景下各个ＡＢＲ算法的平均视频码率与平均卡顿率（其中误差棒为９５％置信区间）

为了更加深入地了解各个ＡＢＲ算法在不同网

络场景下的性能，本部分尝试设计了实验以研究每

个算法在各个场景下的码率与卡顿率的关系．具体

来说，首先将网络场景根据网络带宽大小将其分为

低带宽场景和高带宽场景，随后在这些场景下分别

对每一个ＡＢＲ算法测试，并记录其在每一个网络

轨迹下的码率与卡顿率．最后，将信息汇总并绘制到

图，其中误差棒表示每一个算法的９５％置信区间．

结果如图１１所示，由实验结果可以得出以下结论：

首先，通过算法在所有场景中的表现，可以发现

ＮＩＡ获得了最小的平均卡顿率．在平均码率指标

上，ＮＩＡ也取得了Ｔｏｐ３的性能表现．特别的是，与

其教师模型Ｐｅｎｓｉｅｖｅ相比，ＮＩＡ在码率和卡顿率两

个指标上均占优，展现出了Ｄａｔａｆｒｅｅ蒸馏框架的优

势———通过生成并学习更丰富的网络场景得到泛化

能力更好的 ＡＢＲ算法．此外，Ｍｅｔｉｓ虽然也蒸馏自

教师模型，但是其两项指标均低于教师策略，特别是

码率相对下降了２００ｋｂｐｓ．

其次，在低带宽场景下ＮＩＡ和 Ｍｅｔｉｓ都获得了

最小的平均卡顿率，并且整体表现与教师模型几乎

相同．与这些算法相比，以往的启发式方案虽然能够

取得较好的平均码率（与ＮＩＡ相比提升了１．７９％），

但是它们的平均卡顿时长相较 ＮＩＡ 却提升了

１８．４２％．与此同时，从误差图来看，ＮＩＡ的整体表

现较其他方案更加稳定．

最后，高带宽场景的实验结果表明了 Ｍｅｔｉｓ在

所有场景上表现不佳的根本原因：在各个算法几乎

都没有卡顿时长的情况下，Ｍｅｔｉｓ的平均码率仅

３．４Ｍｂｐｓ，与其他方案的４．０Ｍｂｐｓ相差较大．在富

足的带宽下较保守的码率选择策略也是之前实验中

展示的 Ｍｅｔｉｓ在高带宽下获得较低 ＱｏＥ的理由之

一．反观ＮＩＡ的学生模型策略，虽然其没有在训练

阶段接触过真实的网络环境数据，但是其性能与教
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师模型相比依然不错，甚至在各个维度下均小幅度

优于教师模型，故取得了较优的 ＱｏＥ结果．此外，

ＢＢＡ算法在高带宽场景中即取得了最高的视频码

率又取得了最低的卡顿时长，表明其默认参数比较

适合普遍的高带宽场景．但是相同的参数在低带宽

下表现不佳，导致算法在所有场景下取得较高的卡

顿时长．该结果进一步验证了启发式算法需要在各

种网络场景下精心调整其参数，包括表格查询或者

神经网络辅助调整［１４］．而 ＮＩＡ从零开始学习网络

的变化，在不同网络环境下蒸馏教师模型的策略，达

到一个策略适应多个场景（ｏｎｅｆｉｔｓａｌｌ）的目的．

６　算法讨论

本章讨论ＮＩＡ不同模块中不同设置对整体性

能的影响，包括学生模型的参数、网络环境生成器生

成个数、Ｔｏｐ犓、网络环境选择算法以及各种类型的

教师模型．

６１　学生模型参数

本部分首先讨论学生模型中的输入参数与决策

树深度与整体性能的联系．

图１２　过去带宽输入数

过去带宽个数．在学生模型的输入中，过去测量

的吞吐量的数量占了特征总量的５０％以上．本实验

研究了过去吞吐量数量对策略性能的影响．具体而

言，本节从零开始分别训练了多个学生模型，其中每

个模型的输入中对过去测量的吞吐量序列的数量不

同，包括过去０个到８个吞吐量．图１２显示了过去

吞吐量序列与ＮＩＡ性能的关系，其圆点为策略在８

个网络测试集上的均值，误差棒为标准差．通过结果

可以得到“过去吞吐量”对ＮＩＡ性能提升相对较大．

与不同该指标做决策相比，只用过去最近的一个吞

吐量作为输入即可在ＱｏＥ上提升７．８％．同时可以

看到，在输入３个过去吞吐量后，学生模型的整体性

能趋于稳定，并且将过去５个吞吐量作为输入可以

得到最优性能．于是，ＮＩＡ采用了过去５个吞吐量

作为带宽信息输入．

决策树深度．决策树的深度影响了模型的性能

与泛化能力，但是过深的决策树有可能过拟合数据

集，造成性能下降［４９］．本实验的详细设置如下：分别

将学生模型的决策树深度设为５到１２．对于每一个

设置，决策树将由 ＮＩＡ从零训练至收敛，并在本文

使用的八个网络环境测试集上依次测试，并使用均

值与标准差描述每一个设置下学生模型的性能．

模型深度的实验结果如图１３所示，其中圆点表

示了每一个深度下在网络环境测试集上的平均归一

化ＱｏＥ性能，误差棒则表示它在不同测试集上的标

准差．随着决策树网络的深度增加，ＮＩＡ的学生模型

性能大致呈先缓慢上升后迅速下降最后平稳的趋

势．其中，当深度在９到１０时，ＮＩＡ的学生模型性能

最优，且整体性能更稳定（标准差较小）．考虑到深度

为１０时其决策树的参数量为深度为１０的模型的

２倍，本文采用深度为９的决策树作为学生模型．

图１３　决策树深度与性能

此外，本节比较了决策树的模型大小与执行开

销的比较．实验结果表明，随着决策树深度的增加，

模型大小从４．２ＫＢ（深度为２）逐渐增加到２１５ＫＢ

（深度为９），然而它们的整体执行时长并未有明显

增加（整体波动小于７０ｍｓ）．这个现象是合理的，因

为与深度为２的决策树相比，深度为９的决策树仅

仅多了７个判断，并不会增加整体执行时长．

最后，本节讨论了决策树深度对于训练时长的影

响．假设训练的收敛轮数为５０００步，那么决策树的

训练时长为１３ｍｉｎ（深度为２）到２５ｍｉｎ（深度为９）．

于半小时内的蒸馏时长都是可接受的，因为在同样

的配置下 Ｍｅｔｉｓ通常需要训练２ｈ才能得到较好的

性能．

６２　网络环境参数

最后，本文研究网络环境生成器与选择器的各

个环节的参数选取．表４列出了所有可以调整的参

数与ＮＩＡ平均归一化性能的关系．以下将详细介绍

每个参数．
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表４　网络环境参数表

环境生成犕 ＮＩＡ性能 Ｔｏｐ犓／％ ＮＩＡ性能 ＵＣＢ参数犅 ＮＩＡ性能 环境选择算法 ＮＩＡ性能

１００ ０．９５±０．０２ ５ ０．９７±０．０５ －０．１ ０．９５±０．０５ 随机 ０．９４±０．０３

５００ ０．９６±０．０３ １０ ０．９７±０．０５ －０．２ ０９８±００２ Ｔｏｐ犓 ０．９７±０．０３

１０００ ０９８±００２ ２０ ０９８±００２ －０．５ ０．９７±０．０３ ＵＣＢ ０．９７±０．０３

２０００ ０．９２±０．０８ ４０ ０．８９±０．１１ －１．０ ０．９７±０．０３ Ｔｏｐ犓＋ＵＣＢ ０９８±００２

网络环境生成数量．如前文所示，该数量是

ＮＩＡ重要的超参数之一．一方面，如果生成的网络

环境个数较多，则可以增加虚拟网络场景的多样

性．但是过多场景可能包含重复特性的网络环境，

从而增加环境选择的难度．另一方面，如果生成的

网络环境个数较少，则网络环境池缺少足够的代表

性的网络场景，导致模型性能较差．如表４所示，随

着环境生成数量的提升，ＮＩＡ 性能在数量 犕 为

１０００时取得最佳性能．在生成数量达到２０００后，

ＮＩＡ的整体性能下降，符合预期．故本文选择的网

络生成数量为犕＝１０００．

犜狅狆犓比例．本实验进一步比较了网络选择器

中的Ｔｏｐ犓 比例下的候选数量．Ｔｏｐ犓 参数包括

前５％、１０％、２０％和４０％．实验结果表示当候选数

量为整个环境池的前２０％时，ＮＩＡ的性能取得最

大．Ｔｏｐ犓 参数取值为５％与１０％对ＮＩＡ最终性能

的影响不大，但是当取值为４０％时，性能出现较大

下降，归一化性能从０．９８下降到０．８９．综上所述，

本文选择的Ｔｏｐ犓 比例为２０％．值得一提的是，当

Ｔｏｐ犓 的比例为１％时，ＮＩＡ的性能将退化到０．９，

显著地低于５％下的性能．这里可以认为ＮＩＡ的环

境选择器不停地挑选相对于决策树来说的边角案例

（ＣｏｒｎｅｒＣａｓｅ），无法对整体性能提升带来帮助．相

反，使用Ｔｏｐ犓 算法能够避免频繁选择部分网络场

景，陷入局部最优的情况．

环境选择器算法．随后，本部分确认了环境选择

模块每个步骤的重要性．该实验包括：（１）随机选择

网络，即每次在环境网络池中随机挑选一个网络场

景训练；（２）在Ｔｏｐ犓 范围内随机选择网络，即在前

犓％比例的网络环境中随机选择一个供学生模型训

练；（３）使用ＵＣＢ算法直接在网络环境池中挑选合

适的网络场景；（４）同时使用Ｔｏｐ犓 和 ＵＣＢ算法，

在Ｔｏｐ犓 的方位内利用ＵＣＢ算法选择网络环境训

练．从实验结果可以得出随机算法在各个网络数据

集的性能最低，为０．９４，而 Ｔｏｐ犓 与 ＵＣＢ两者性

能几乎相同．最优的搭配是同时使用 Ｔｏｐ犓 与

ＵＣＢ算法，因为它们即可以稳定训练过程（Ｔｏｐ犓）

又可以避免局部最优解（ＵＣＢ）
［５０］．

犝犆犅算法探索指数犅．最后，本节探索了式（２）

中的超参数犅的取值．犅值越大则 ＮＩＡ的“探索权

重”越大，越不容易陷入局部最优，但是不容易收敛．

相反，犅的取值越小则ＮＩＡ更侧重“利用”当前已经

探索的经验，整体训练稳定但容易陷入局部最优．实

验结果表明当犅＝－０．２时ＮＩＡ取得性能与效率的

平衡．

７　犖犐犃局限性

虽然ＮＩＡ能够取得较好的结果，但它仍然存在

一些不足：首先，ＮＩＡ使用了人工生成的网络环境

蒸馏决策树策略．这意味着策略的泛化能力仍受限

于人工网络环境的覆盖范围———如果人工网络环境

无法充分代表真实世界中的网络情况，ＮＩＡ在某些

场景下可能表现不佳．

其次，决策树策略是通过学生驱动的模仿学习

从教师模型中蒸馏得出的．因此，教师模型的性能是

关键因素之一．如果教师模型本身无法适应多个网

络场景，在蒸馏过程中，教师模型策略的缺陷可能会

传递给决策树策略，影响性能．

最后，ＮＩＡ的训练方式限制了其对网络环境的

动态适应能力．由于采用了固定的人工网络环境，

ＮＩＡ无法在训练过程中动态添加或删除某类网络

环境．若新增新网络环境，就需要从头开始重新蒸馏

决策树策略，增加训练成本．

８　结　语

本文提出了一个Ｄａｔａｆｒｅｅ的蒸馏框架ＮＩＡ用

于训练基于决策树的 ＡＢＲ算法．为了进一步提升

决策树策略在真实场景下的性能与泛化性，ＮＩＡ设

计了环境网络生成模块生成多样的网络环境，利用

环境选择模块进一步准确地在训练期间选择适合的

网络环境，并提出高效的学生驱动模仿学习训练决

策树策略．实验结果表明，提出的框架能够大幅度改
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善训练的决策树的泛化性，在低带宽与高带宽数据

集中取得了较好的性能．
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ＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＩｍａｇｅＰｒｏｃｅｓｓｉｎｇ（ＩＣＩＰ）．Ａｂｕ
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ａｇｅｎｔｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１９ＷｏｒｋｓｈｏｐｏｎＮｅｔｗｏｒｋＭｅｅｔｓ

ＡＩ＆ ＭＬ．Ｂｅｉｊｉｎｇ，Ｃｈｉｎａ，２０１９：２９３６

［３５］ ＭａｏＨ，ＮｅｇｉＰ，ＮａｒａｙａｎＡ，ｅｔａｌ．Ｐａｒｋ：Ａｎｏｐｅｎｐｌａｔｆｏｒｍ

ｆｏｒｌｅａｒｎｉｎｇａｕｇｍｅｎｔｅｄｃｏｍｐｕｔｅｒｓｙｓｔｅｍｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ

ｔｈｅ３３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎ ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ

ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．Ｖａｎｃｏｕｖｅｒ，Ｃａｎａｄａ，２０１９：２４９４２５０６

［３６］ ＺｈｅｎｇＢ，ＶｅｒｍａＳ，ＺｈｏｕＪ，ｅｔａｌ．Ｉｍｉｔａｔｉｏｎｌｅａｒｎｉｎｇ：Ｐｒｏｇｒｅｓｓ，

ｔａｘｏｎｏｍｉｅｓａｎｄｃｈａｌｌｅｎｇｅｓ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：２１０６．１２１７７，

２０２１

［３７］ ＳｕｎＹ，ＹｉｎＸ，ＪｉａｎｇＪ，ｅｔａｌ．ＣＳ２Ｐ：Ｉｍｐｒｏｖｉｎｇｖｉｄｅｏｂｉｔｒａｔｅ

ｓｅｌｅｃｔｉｏｎａｎｄａｄａｐｔａｔｉｏｎｗｉｔｈｄａｔａｄｒｉｖｅｎｔｈｒｏｕｇｈｐｕｔｐｒｅｄｉｃｔｉｏｎ

／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１６ ＡＣＭ ＳＩＧＣＯＭＭ Ｃｏｎｆｅｒｅｎｃｅ．

Ｆｌｏｒｉａｎｏｐｏｌｉｓ，Ｂｒａｚｉｌ，２０１６：２７２２８５

［３８］ ＲｉｉｓｅｒＨ，ＶｉｇｍｏｓｔａｄＰ，ＧｒｉｗｏｄｚＣ，ｅｔａｌ．Ｃｏｍｍｕｔｅｐａｔｈ

ｂａｎｄｗｉｄｔｈｔｒａｃｅｓｆｒｏｍ３Ｇｎｅｔｗｏｒｋｓ：Ａｎａｌｙｓｉｓａｎｄａｐｐｌｉｃａｔｉｏｎｓ

／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ４ｔｈＡＣＭＭｕｌｔｉｍｅｄｉａＳｙｓｔｅｍｓＣｏｎｆｅｒｅｎｃｅ．

Ｏｓｌｏ，Ｎｏｒｗａｙ，２０１３：１１４１１８

［３９］ ＧａｒｉｖｉｅｒＡ，ＭｏｕｌｉｎｅｓＥ．Ｏｎｕｐｐｅｒｃｏｎｆｉｄｅｎｃｅｂｏｕｎｄｐｏｌｉｃｉｅｓ

ｆｏｒｎｏｎｓｔａｔｉｏｎａｒｙｂａｎｄｉｔｐｒｏｂｌｅｍｓ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：０８０５．

３４１５，２００８

［４０］ ＸｕＴ，ＬｉＺ，ＹｕＹ．Ｅｒｒｏｒｂｏｕｎｄｓｏｆｉｍｉｔａｔｉｎｇｐｏｌｉｃｉｅｓａｎｄ

ｅｎｖｉｒｏｎｍｅｎｔｓ．Ａｄｖａｎｃｅｓｉｎ ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇ

Ｓｙｓｔｅｍｓ，２０２０，３３（１）：１５７３７１５７４９

［４１］ ＭｅｎｇＺ，ＧｕｏＹ，ＳｈｅｎＹ，ｅｔａｌ．Ｐｒａｃｔｉｃａｌｌｙｄｅｐｌｏｙｉｎｇｈｅａｖｙ

ｗｅｉｇｈｔａｄａｐｔｉｖｅ ｂｉｔｒａｔｅ ａｌｇｏｒｉｔｈｍｓ ｗｉｔｈ ｔｅａｃｈｅｒｓｔｕｄｅｎｔ

ｌｅａｒｎｉｎｇ．ＩＥＥＥ／ＡＣＭ ＴｒａｎｓａｃｔｉｏｎｓｏｎＮｅｔｗｏｒｋｉｎｇ，２０２１，

２９（２）：７２３７３６

［４２］ ＪａｎｇＥ，ＧｕＳ，ＰｏｏｌｅＢ．Ｃａｔｅｇｏｒｉｃａｌｒｅｐａｒａｍｅｔｅｒｉｚａｔｉｏｎｗｉｔｈ

ＧｕｍｂｅｌＳｏｆｔｍａｘ．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１６１１．０１１４４，２０１６

［４３］ ＳｐｉｔｅｒｉＫ，ＳｉｔａｒａｍａｎＲ，ＳｐａｒａｃｉｏＤ．Ｆｒｏｍｔｈｅｏｒｙｔｏｐｒａｃｔｉｃｅ：

Ｉｍｐｒｏｖｉｎｇｂｉｔｒａｔｅａｄａｐｔａｔｉｏｎｉｎｔｈｅｄａｓｈｒｅｆｅｒｅｎｃｅｐｌａｙｅｒ／／

Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ９ｔｈＡＣＭ ＭｕｌｔｉｍｅｄｉａＳｙｓｔｅｍｓＣｏｎｆｅｒｅｎｃｅ．

Ａｍｓｔｅｒｄａｍ，Ｎｅｔｈｅｒｌａｎｄｓ，２０１８：１２３１３７

［４４］ ＥｎｖｉｖｉｏＤａｓｈ３．ｈｔｔｐｓ：／／ｄａｓｈｉｆ．ｏｒｇ／，２０１６

［４５］ ＤＡＳＨ．Ｄａｓｈ．ＣａｔａｌｙｚｉｎｇｔｈｅａｄｏｐｔｉｏｎｏｆＭＰＥＧＤＡＳＨ，

２０１９．ｈｔｔｐｓ：／／ｄａｓｈｉｆ．ｏｒｇ／

［４６］ ＢｕｒｇｅｒＥ Ｗ，ＫｒｉｓｈｎａｓｗａｍｙＰ，ＳｃｈｕｌｚｒｉｎｎｅＨ．Ｍｅａｓｕｒｉｎｇ

ｂｒｏａｄｂａｎｄａｍｅｒｉｃａ：Ａｒｅｔｒｏｓｐｅｃｔｉｖｅｏｎｏｒｉｇｉｎｓ，ａｃｈｉｅｖｅｍｅｎｔｓ，

ａｎｄｃｈａｌｌｅｎｇｅｓ．ＡＣＭＳＩＧＣＯＭＭ ＣｏｍｐｕｔｅｒＣｏｍｍｕｎｉｃａｔｉｏｎ

Ｒｅｖｉｅｗ，２０２３，５３（２）：１１２１

［４７］ ＮａｒａｙａｎａｎＡ，ＲａｍａｄａｎＥ，ＭｅｈｔａＲ，ｅｔａｌ．Ｌｕｍｏｓ５Ｇ：

ＭａｐｐｉｎｇａｎｄｐｒｅｄｉｃｔｉｎｇｃｏｍｍｅｒｃｉａｌｍｍＷａｖｅ５Ｇｔｈｒｏｕｇｈｐｕｔ／／

ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＡＣＭＩｎｔｅｒｎｅｔＭｅａｓｕｒｅｍｅｎｔＣｏｎｆｅｒｅｎｃｅ．

ＮｅｗＹｏｒｋ，ＵＳＡ，２０２０：１７６１９３

［４８］ ＨｕａｎｇＴＹ，ＨａｎｄｉｇｏｌＮ，ＨｅｌｌｅｒＢ，ｅｔａｌ．Ｃｏｎｆｕｓｅｄ，ｔｉｍｉｄ，

ａｎｄｕｎｓｔａｂｌｅ：Ｐｉｃｋｉｎｇａｖｉｄｅｏｓｔｒｅａｍｉｎｇｒａｔｅｉｓｈａｒｄ／／Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆｔｈｅ２０１２ＩｎｔｅｒｎｅｔＭｅａｓｕｒｅｍｅｎｔＣｏｎｆｅｒｅｎｃｅ．Ｂｏｓｔｏｎ，ＵＳＡ，

２０１２：２２５２３８

［４９］ ＺｈａｎｇＲＸ，ＭａＭ，ＨｕａｎｇＴ，ｅｔａｌ．Ａｐｒａｃｔｉｃａｌｌｅａｒｎｉｎｇ

ｂａｓｅｄａｐｐｒｏａｃｈｆｏｒｖｉｅｗｅｒｓｃｈｅｄｕｌｉｎｇｉｎｔｈｅｃｒｏｗｄｓｏｕｒｃｅｄｌｉｖｅ

ｓｔｒｅａｍｉｎｇ．ＡＣＭ Ｔｒａｎｓａｃｔｉｏｎｓｏｎ ＭｕｌｔｉｍｅｄｉａＣｏｍｐｕｔｉｎｇ，

Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ，ａｎｄＡｐｐｌｉｃａｔｉｏｎｓ（ＴＯＭＭ），２０２０，１６（２ｓ）：

１２２

［５０］ ＪｉａｎｇＪ，ＤａｓＲ，ＡｎａｎｔｈａｎａｒａｙａｎａｎＧ，ｅｔａｌ．ＶＩＡ：Ｉｍｐｒｏｖｉｎｇ

ｉｎｔｅｒｎｅｔｔｅｌｅｐｈｏｎｙｃａｌｌｑｕａｌｉｔｙｕｓｉｎｇｐｒｅｄｉｃｔｉｖｅｒｅｌａｙｓｅｌｅｃｔｉｏｎ／／

Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２０１６ＡＣＭＳＩＧＣＯＭＭＣｏｎｆｅｒｅｎｃｅ．Ｆｌｏｒｉ

ａｎｏｐｏｌｉｓ，Ｂｒａｚｉｌ，２０１６：２８６２９９

９２１１期 黄天驰等：决策树码率自适应算法的无数据蒸馏框架



犎犝犃犖犌犜犻犪狀犆犺犻，Ｐｈ．Ｄ．Ｈｉｓｒｅｓｅａｒｃｈ

ｗｏｒｋｆｏｃｕｓｅｓｏｎ ｍｕｌｔｉｍｅｄｉａ ｎｅｔｗｏｒｋ

ｓｔｒｅａｍｉｎｇ，ＣＤＮｓｃｈｅｄｕｌｉｎｇ，ａｎｄｄｅｅｐ

ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ．

犔犐犆犺犪狅犢犪狀犵，Ｍ．Ｓ．ｃａｎｄｉｄａｔｅ．Ｈｉｓｒｅｓｅａｒｃｈ ｗｏｒｋ

ｆｏｃｕｓｅｓｏｎｍｕｌｔｉｍｅｄｉａｎｅｔｗｏｒｋｓｔｒｅａｍｉｎｇ．

犣犎犃犖犌犚狌犻犡犻犪狅，Ｐｈ．Ｄ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｌｉｅｉｎ

ｔｈｅａｒｅａｏｆｔｈｅｏｐｔｉｍｉｚａｔｉｏｎｏｆＣＤＮｓｃｈｅｄｕｌｉｎｇａｎｄｄｅｅｐ

ｌｅａｒｎｉｎｇ．

犔犐犠犲狀犣犺犲，Ｍ．Ｓ．Ｈｉｓｒｅｓｅａｒｃｈｗｏｒｋｆｏｃｕｓｅｓｏｎｆｅｄｅｒ

ａｔｅｄｌｅａｒｎｉｎｇ．

犛犝犖犔犻犉犲狀犵，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ

ｉｎｃｌｕｄｅｔｈｅａｒｅａｏｆｎｅｔｗｏｒｋｅｄｍｕｌｔｉｍｅｄｉａ，ＣＤＮｓｃｈｅｄｕｌｉｎｇ，

ｆｅｄｅｒａｔｅｄｌｅａｒｎｉｎｇ，ｖｉｄｅｏａｎａｌｙｔｉｃｓ，ｅｔｃ．

犅犪犮犽犵狉狅狌狀犱

Ｔｈｅｐａｐｅｒｆｏｃｕｓｅｓｏｎｔｈｅｌｅａｒｎｉｎｇｂａｓｅｄａｄａｐｔｉｖｅｂｉｔｒａｔｅ

（ＡＢＲ）ａｌｇｏｒｉｔｈｍａｎｄｈｏｗｔｏｏｐｔｉｍｉｚｅｉｔｔｈｒｏｕｇｈｄｅｃｉｓｉｏｎ

ｔｒｅｅｄｉｓｔｉｌｌａｔｉｏｎｔｅｃｈｎｏｌｏｇｙ．Ｉｎｄｅｔａｉｌ，ｔｈｅｐａｐｅｒｆｉｒｓｔｉｎｔｒｏ

ｄｕｃｅｓｔｈｅｄｅｖｅｌｏｐｍｅｎｔｔｒｅｎｄｏｆｔｈｅｓｔｒｅａｍｉｎｇｖｉｄｅｏｉｎｄｕｓｔｒｙ

ａｎｄｔｈｅｉｍｐｏｒｔａｎｃｅｏｆｓｔｒｅａｍｉｎｇｖｉｄｅｏｓｅｒｖｉｃｅｓ．Ｎｅｘｔ，ｔｈｅ

ｐａｐｅｒｉｎｔｒｏｄｕｃｅｓｔｈｅｂａｃｋｇｒｏｕｎｄａｎｄｃｕｒｒｅｎｔｓｔａｔｕｓｏｆｔｈｅ

ＡＢＲａｌｇｏｒｉｔｈｍ，ｉｎｃｌｕｄｉｎｇｈｅｕｒｉｓｔｉｃａｌｇｏｒｉｔｈｍｓａｎｄｌｅａｒｎｉｎｇ

ｂａｓｅｄａｌｇｏｒｉｔｈｍｓ．Ｔｈｅｎ，ｉｔｄｉｓｃｕｓｓｅｓｔｈｅｐｒｏｂｌｅｍｓｏｆｅｘｉｓｔｉｎｇ

ＡＢＲａｌｇｏｒｉｔｈｍｓｂａｓｅｄｏｎｄｅｃｉｓｉｏｎｔｒｅｅｄｉｓｔｉｌｌａｔｉｏｎｔｅｃｈｎｏｌｏｇｙ，

ｔｈａｔｉｓ，ｐｏｏｒｇｅｎｅｒａｌｉｚａｔｉｏｎａｂｉｌｉｔｙ，ｅｓｐｅｃｉａｌｌｙｉｎｈｉｇｈｂａｎｄ

ｗｉｄｔｈｎｅｔｗｏｒｋｓｃｅｎａｒｉｏｓ．Ｔｏｓｏｌｖｅｔｈｉｓｐｒｏｂｌｅｍ，ｔｈｉｓｐａｐｅｒ

ｐｒｏｐｏｓｅｓａｄａｔａｆｒｅｅｌｉｇｈｔｗｅｉｇｈｔＡＢＲａｌｇｏｒｉｔｈｍｄｉｓｔｉｌｌａｔｉｏｎ

ｆｒａｍｅｗｏｒｋｃａｌｌｅｄ ＮＩＡ．Ｔｈｅｆｒａｍｅｗｏｒｋｃｏｎｓｉｓｔｓｏｆｔｈｒｅｅ

ｍｏｄｕｌｅｓ，ｉｎｃｌｕｄｉｎｇｎｅｔｗｏｒｋｅｎｖｉｒｏｎｍｅｎｔｇｅｎｅｒａｔｉｏｎｍｏｄｕｌｅ，

ｅｎｖｉｒｏｎｍｅｎｔ ｓｅｌｅｃｔｉｏｎ ｍｏｄｕｌｅ，ａｎｄ ｓｔｕｄｅｎｔ ｄｉｓｔｉｌｌａｔｉｏｎ

ｍｏｄｕｌｅ．Ｔｈｅｐａｐｅｒｄｅｓｃｒｉｂｅｓｔｈｅｄｅｓｉｇｎａｎｄｉｍｐｌｅｍｅｎｔａｔｉｏｎ

ｏｆＮＩＡｉｎｄｅｔａｉｌａｎｄｃｏｎｄｕｃｔｓａｌａｒｇｅｎｕｍｂｅｒｏｆｅｘｐｅｒｉｍｅｎｔｓ．

ＴｈｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｓｈｏｗｔｈａｔＮＩＡｈａｓｇｏｏｄｇｅｎｅｒａｌｉ
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