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摘 要 在可逆信息隐藏领域,选择较小的预测误差有助于减少信息嵌入过程引起的失真.现有选择方法主要计

算预测误差的局部复杂度,将信息嵌入到局部复杂度小的预测误差中.这些局部复杂度计算方法只使用部分相邻

像素计算局部复杂度,且计算方法与预测部分使用的预测器无关,因此其选择性能有待提高.本文提出了一种基于

CNN的局部复杂度计算方法LCCN,该方法与预测部分的预测器相关,可以使用更多的相邻像素计算局部复杂度,
提高局部复杂度与预测误差的相似性.与现有的局部复杂度计算方法相比,所提LCCN利用了CNN的多感受野特

性和深度学习的全局优化能力,能使用更多相邻像素计算局部复杂度,从而选择更多数值较小的预测误差,提高嵌

入算法性能.此外,我们还提出了一种适用于LCCN的两阶段RDH方案,该方案可以将LCCN应用于多种嵌入方

法.实验结果表明,与现有的几种局部复杂度计算方法相比,本文所提方法在标准测试图像和Kodak数据集上嵌入

性能更好,在基于LPVO的嵌入技术中,本文所提LCCN模型嵌入10000
 

bits后图像Lena的PSNR为62.09
 

dB,
分别高于LV、FV、EE和LAE算法1.05

 

dB、1.02
 

dB、0.78
 

dB和0.90
 

dB.与现有的先进RDH算法比较,本文所提

LCCN模型在不同图像上均取得较好效果.
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Abstract 
 

In
 

the
 

reversible
 

data
 

hiding
 

(RDH)
 

community,
 

how
 

to
 

select
 

smaller
 

prediction
 

er-
rors

 

to
 

reduce
 

the
 

embedding
 

distortion
 

is
 

a
 

crucial
 

issue.
 

A
 

logical
 

way
 

is
 

to
 

use
 

the
 

neighboring
 

pixels
 

to
 

estimate
 

the
 

local
 

complexity
 

of
 

a
 

target
 

pixel
 

for
 

selection.
 

Previous
 

local
 

complexity
 

calculation
 

methods
 

often
 

use
 

the
 

correlation
 

between
 

neighboring
 

pixels
 

to
 

calculate
 

the
 

local
 

complexity,
 

in
 

which
 

only
 

a
 

small
 

number
 

of
 

neighboring
 

pixels
 

are
 

considered
 

for
 

calculation.
 

In
 

addition,
 

these
 

calculation
 

methods
 

are
 

only
 

related
 

to
 

the
 

embedding
 

methods,
 

which
 

are
 

inde-
pendent

 

of
 

the
 

prediction
 

methods.
 

Due
 

to
 

the
 

small
 

calculation
 

range
 

and
 

the
 

separation
 

from
 

the
 

prediction
 

methods,
 

the
 

correlation
 

between
 

prediction
 

errors
 

and
 

local
 

complexities
 

is
 

limited
 

and
 

should
 

be
 

further
 

considered.
 

In
 

this
 

paper,
 

we
 

estimate
 

that
 

the
 

local
 

complexity
 

is
 

the
 

predic-
tion

 

of
 

the
 

prediction
 

errors.
 

To
 

better
 

explain
 

the
 

estimation,
 

the
 

classical
 

calculation
 

method
 

named
 

local
 

absolute
 

error
 

(LAE)
 

is
 

adopted,
 

which
 

greatly
 

reveals
 

that
 

the
 

local
 

complexity
 

is
 



highly
 

correlated
 

with
 

the
 

prediction
 

error.
 

Based
 

on
 

the
 

discovery,
 

we
 

propose
 

a
 

new
 

CNN-based
 

method
 

titled
 

LCCN
 

to
 

better
 

calculate
 

the
 

local
 

complexity
 

of
 

pixels.
 

To
 

our
 

knowledge,
 

we
 

are
 

the
 

first
 

to
 

calculate
 

the
 

local
 

complexity
 

by
 

using
 

the
 

deep
 

learning-based
 

method.
 

Compared
 

with
 

previous
 

local
 

complexity
 

calculation
 

methods,
 

the
 

proposed
 

LCCN
 

can
 

use
 

more
 

neighbor-
ing

 

pixels
 

as
 

the
 

context
 

by
 

exploiting
 

the
 

multi-receptive
 

fields
 

of
 

CNN
 

and
 

the
 

global
 

optimiza-
tion

 

capacities
 

of
 

deep
 

learning.
 

As
 

a
 

bonus,
 

satisfactory
 

performance
 

in
 

selecting
 

those
 

smaller
 

prediction
 

errors
 

for
 

RDH
 

can
 

be
 

achieved,
 

e.g.,
 

the
 

proposed
 

LCCN
 

can
 

achieve
 

lower
 

mean
 

and
 

variance
 

of
 

the
 

sorted
 

prediction
 

errors
 

than
 

the
 

classical
 

local
 

complexity
 

calculation
 

meth-
ods,

 

including
 

the
 

local
 

variance
 

(LV),
 

forward
 

variance
 

(FV),
 

error
 

energy
 

(EE),
 

and
 

LAE.
 

In
 

addition,
 

the
 

correlation
 

coefficient
 

between
 

prediction
 

error
 

and
 

local
 

complexity
 

is
 

higher
 

and
 

the
 

value
 

range
 

of
 

the
 

sorted
 

prediction
 

is
 

more
 

concentrated.
 

Furthermore,
 

we
 

put
 

forward
 

a
 

LCCN
 

based
 

two-stage
 

embedding
 

scheme,
 

which
 

is
 

suitable
 

for
 

various
 

embedding
 

techniques.
 

With
 

several
 

standard
 

benchmark
 

images
 

and
 

the
 

Kodak
 

dataset,
 

experimental
 

results
 

have
 

shown
 

that
 

the
 

proposed
 

LCCN
 

can
 

be
 

applied
 

for
 

existing
 

dominant
 

embedding
 

techniques
 

to
 

im-
prove

 

the
 

embedding
 

performance
 

with
 

higher
 

PSNR
 

values,
 

e.g.,
 

the
 

PSNR
 

of
 

the
 

image
 

Lena
 

in
 

the
 

LPVO-based
 

embedding
 

technique
 

can
 

reach
 

as
 

high
 

as
 

62.09
 

dB
 

after
 

embedding
 

10000
 

bits,
 

which
 

is
 

higher
 

than
 

1.05
 

dB,
 

1.02
 

dB,
 

0.78
 

dB,
 

and
 

0.90
 

dB
 

compared
 

to
 

LV,
 

FV,
 

EE,
 

and
 

LAE
 

algorithms,
 

respectively.
 

Compared
 

with
 

several
 

state-of-the-art
 

works
 

in
 

eight
 

bench-
mark

 

images,
 

the
 

proposed
 

method
 

can
 

achieve
 

better
 

results
 

on
 

average
 

and
 

in
 

most
 

cases.
 

To
 

further
 

reveal
 

the
 

improvement
 

of
 

the
 

proposed
 

LCCN,
 

the
 

Kodak
 

dataset
 

is
 

adopted
 

to
 

calculate
 

the
 

average
 

PSNR
 

with
 

different
 

embedding
 

capacities,
 

in
 

which
 

the
 

proposed
 

LCCN
 

can
 

achieve
 

a
 

higher
 

average
 

PSNR.
 

For
 

future
 

works,
 

we
 

focus
 

on
 

improving
 

the
 

theory
 

of
 

local
 

complexity
 

and
 

enhancing
 

the
 

similarity
 

between
 

local
 

complexity
 

and
 

prediction
 

error
 

by
 

using
 

deep
 

learn-
ing.

 

In
 

addition,
 

the
 

consistency
 

relationship
 

between
 

prediction
 

techniques
 

and
 

local
 

complexity
 

calculation
 

methods
 

should
 

be
 

further
 

investigated.

Keywords 
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convolution
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net-
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prediction
 

error;
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computing

1 引 言

可逆数据隐藏(Reversible
 

Data
 

Hiding,
 

RDH)
是信息隐藏研究领域中的一个重要分支,是多媒体

信息安全的一个重要研究方向.发送者采用 RDH
技术将信息嵌入到多媒体文件的冗余部分,接收者

能够正确提取信息并无损恢复原始多媒体文件.随
着互联网技术的发展,RDH技术逐渐被应用到各种

场景,包括内容完整性认证、版权保护和秘密通信

等[1-4].在以图像为载体的信息隐藏研究领域中(如
军事、医学图像和法律文书图片等),图像内容质量

的精度需求往往较高,需要在传输过程中保护图像

的完整性,因此RDH技术值得进一步研究.
在基于图像RDH 技术的研究方向中,可以分

为预测和嵌入两部分.图像预测部分旨在提高图像

像素的预测精度,减小预测过程产生的误差.目前已

有较多的图像预测器被提出,包括差分预测器[5]

(Difference
 

Predictor,
 

DP)、中 值 边 缘 检 测 预 测

器[6]
 

(Median
 

Edge
 

Direction
 

Predictor,
 

MEDP)、
梯度自适应预测器[7-8](Gradient

 

Adjusted
 

Predic-
tor,

 

GAP)、菱形预测器[9-10](Rhombus
 

Predictor,
 

RP)和多预测器[11]等.上述图像预测器利用目标像

素与相邻像素之间的相关性,在预测过程中使用相

邻区域内的像素计算目标像素的预测值.为了进一

步提高图像预测部分的精度,研究者结合深度学习

中的 卷 积 神 经 网 络 (Convolutional
 

Neural
 

Net-
work,

 

CNN)等技术提出了新的图像预测方法.目
前,CNN在众多领域上得到了应用,包括计算机视

觉[12-13]、图 像 恢 复[14-15]、目 标 检 测[16-17]和 隐 写 分

析[18]等.在RDH领域,已有使用CNN提高预测部

分精 度 的 相 关 工 作.Luo等 人[19]提 出 一 种 基 于
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CNN的立体图像预测方法,该方法使用立体图像的

左右视图实现相互预测.在灰度图像上,Hu等人[20]

提出了基于CNN 的预测器来提高预测部分的性

能,该方法将灰度图像划分为两部分以实现相互预

测.为了进一步提高预测性能,研究者提出了新的

CNN预测器[21-22].将CNN应用到图像的预测部分,

RDH技术得到了快速发展,利用深度学习提高图像

预测部分的性能是目前RDH技术的研究方向之一.
与图像预测部分不同,图像嵌入部分将信息嵌

入到图像的冗余中,旨在减少信息嵌入过程引起的

失真.现有嵌入策略设计了高效的嵌入方法,主要包

括差分扩展[5]、直方图平移[3]、预测误差扩展[6,23]、
预测 误 差 直 方 图 (Prediction

 

Error
 

Histogram,
 

PEH)[10]、成对预测误差扩展(Pairwise
 

Prediction
 

Error
 

Expansion,
 

PPEE)[24]、像 素 值 排 序(Pixel
 

Value
 

Ordering,
 

PVO)[25-26]等方法.上述嵌入技术

利用预测误差间的关系,有效降低了信息嵌入过程

引起的失真,提高了算法性能.
在保证可逆性的前提下,将预测部分与嵌入部

分的技术结合,可以构建高效的RDH算法.具体而

言,预测部分计算图像像素的预测值和预测误差,嵌
入部分将信息嵌入到预测误差中,预测值和嵌入信

息后的预测误差组合从而生成嵌入信息的图像.由
于信息嵌入到数值较小的预测误差时产生的失真较

小,现有RDH算法的嵌入部分通常选择预测误差

较小的位置嵌入信息,以提高嵌入信息后图像的视

觉质量.文献[27]总结了现有RDH 算法中常用的

位置选择策略,这些策略主要利用了相邻像素间的

相关性,这种相关性也被称为局部复杂度(Local
 

Complexity,
 

LC).为了计算单个预测误差的局部复

杂度,研究者提出了不同的计算方法,如局部方

差[10]、前向方差[28]、误差能量估计[29]和局部绝对误

差[30]等,上述局部复杂度计算方法将在章节2.1详

细介绍.一般而言,局部复杂度越大,预测误差的数

值也越大.为了降低嵌入信息引起的失真,在嵌入信

息前,通常将预测误差按局部复杂度从小到大进行

排序,然后将信息嵌入到局部复杂度小的预测误差

中.基于此,将位置选择策略与嵌入部分技术相结

合,有助于提高嵌入算法的性能.
然而,现有局部复杂度计算方法存在以下不足:

(1)现有方法只使用少数相邻像素计算局部复杂度,
使用更大相邻像素范围计算局部复杂度时存在无法

优化的局限性;(2)现有方法只与嵌入部分的技术相

关,独立于预测部分的预测器,导致局部复杂度与预

测误差的相关性不强.为了解决上述问题,本文基于

CNN提出了新的局部复杂度计算方法,该方法与预

测部分的预测器相关,能使用更多的相邻像素计算

局部复杂度,有助于提高不同嵌入算法的性能.本文

首先分析现有的局部复杂度计算方法,然后对局部

复杂度的计算原理作假设并进行解释.根据所提假

设,本文基于CNN提出了新的局部复杂度计算网络

(Local
 

Complexity
 

Calculation
 

Network,
 

LCCN)模
型.所提LCCN模型具有以下重要特征:(1)模型内

部参考现有局部复杂度的计算方式构建残差块,用
于提取输入图像的高维特征;(2)模型充分利用了

CNN的多感受野特性和深度学习全局优化能力,能
有效提高局部复杂度与预测误差之间的相关性.

本文第2节介绍了经典的局部复杂度计算方

法,对局部复杂度的计算原理提出假设并进行解释,
基于 该 假 设,提 出 了 新 的 局 部 复 杂 度 计 算 方 法

LCCN;第3节提出了适用于LCCN模型的 RDH
算法框架;第4节进行实验并分析结果,利用所提框

架构建不同的RDH 算法进行对比实验,比较本文

所提LCCN模型与现有的局部复杂度计算方法在

选择预测误差和提高不同嵌入算法上的性能;第5
节对本文作总结.

2 局部复杂度计算

本节首先介绍现有的局部复杂度计算方法,根
据这些方法,对局部复杂度的计算原理提出假设并

进行解释.基于该假设,本文提出新的局部复杂度计

算方法LCCN模型,该方法利用CNN的多感受野

特性和深度学习的全局优化能力,可以使用更多相

邻像素计算局部复杂度,从而提高局部复杂度与预

测误差的相似性.
2.1 现有局部复杂度计算方法

  现有方法通常利用预测误差对应位置相邻像素

之间的相关性计算局部复杂度.局部复杂度与预测

误差存在相关性,其值越大,预测误差数值也越大.
基于此,RDH的嵌入部分通常利用局部复杂度选择

数值较小的预测误差嵌入信息,从而降低嵌入过程

引起的失真.除了单个预测误差的局部复杂度计算

方法外,还存在多个预测误差的局部复杂度计算方

法,包括预测误差对[31-32]和预测误差块[26,33-34]等.由
于预测误差对和预测误差块的局部复杂度可以看作

是单个预测误差局部复杂度的统计值,因此本文主

要研究单个预测误差的局部复杂度计算方法.现有
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局部复杂度计算方法包括以下四种。

2.1.1 局部方差

在文献[10]和[35]中,预测误差对应位置相邻

像素间的局部方差(Local
 

Variance,
 

LV)被用作局

部复杂度.图1
 

(a)展示了预测误差对应的目标像素

x 和相邻像素v1、v2、v3 和v4.局部方差LV的计算

公式如下所示:

LV=
1
4∑

4

k=1

(Δvk -Δv-)2 (1)

其中 Δv1 =|v1 -v2|,Δv2 =|v2 -v3|,Δv3 =

|v3-v4|,Δv4=|v4-v1|,Δv- =∑
4

k=1Δvk/4.

由于每个预测误差的局部方差反映了该区域内

像素间的离散程度,因此可用于选择区域相关性高

的预测误差.
2.1.2 前向方差

文献[28]采用预测误差对应像素前向方向上相

邻像素的方差(Forward
 

Variance,
 

FV)作为局部复

杂度,具体计算公式如下所示:

FV=
1
4∑

4

k=1

(vk -v-)2 (2)

其中v1、v2、v3 和v4 是目标像素x 的相邻像素,其
分布如图1(b)所示.v- 是四个相邻像素的平均值,

其计算公式为:v- =∑
4

k=1vk/4.

2.1.3 误差能量

误差能量(Error
 

Energy,
 

EE)是压缩方法中的

一种编码技术[36],文献[29]采用相邻像素之间的误

差能量作为局部复杂度,具体计算公式如下所示:

EE=(dh +dv)+2|ev7| (3)
其中ev7

是像素v7 的预测误差.dh 和dv 的计算公

式如下所示:

dh =|v6-v7|+|v3-v4|+|v4-v5| (4)

dv =|v3-v7|+|v1-v4|+|v2-v5| (5)
其中v1,…,v7是目标像素x 的相邻像素,其具体分

布如图1
 

(c)所示.
2.1.4 局部绝对误差

在文献[30]中,作者改进了局部方差LV的计

算方式,提出局部绝对误差(Local
 

Absolute
 

Error,
 

LAE),具体计算公式如下所示:

LAE=
1
6∑

6

k=1
Δvk (6)

其中Δv1=|v1-v2|,Δv2=|v2-v3|,Δv3=|v3

-v4|,Δv4=|v4-v1|,Δv5=|v1-v3|,Δv6=
|v2-v4|.相邻像素的分布与图1(a)一致.

由上述计算方法可知,局部复杂度计算方法利

用了相邻像素间的相关性.基于这些计算方法,本文

对局部复杂度计算方法的原理作如下假设:局部复

杂度计算方法利用相邻像素估计预测误差,即局部

复杂度是预测误差的预测值.
为了验证上述假设,本文以图1

 

(a)和公式(6)
为例进行解释.在图1

 

(a)中,参考差分预测器的预

测方法,四个相邻的像素(v1、v2、v3 和v4)被看作

是目标像素x 的四个不同预测值.进一步地,公式

(6)中不同相邻像素之间的误差(Δv1、Δv2、Δv3、

Δv4、Δv5 和Δv6)可以看作是真实预测误差的不同

估计值,采用平均的方式有助于平衡不同估计值之

间的差异.对于其他局部复杂度计算方法,也可以按

照局部复杂度是预测误差的预测值进行合理解释.
上述解释过程参考了差分预测器的预测方式,

认为现有局部复杂度计算方法直接将相邻像素作为

目标像素的预测值.然而,上述解释过程存在两个问

题.一方面,仅使用单个相邻像素预测目标像素存在

预测精度不足问题,容易产生预测失真;另一方面,
在计算局部复杂度时,分别将两个相邻像素看作目

标像素和目标像素的预测值,存在多次预测问题,容
易产生累计误差.此外,使用更大范围的相邻像素有

助于提高局部复杂度与预测误差之间的相似性,相
关结论将在章节4.2以实验进行验证.基于该假设,
本文提出了新的局部复杂度计算方法LCCN模型,
该方法使用CNN的多感受野特性和深度学习的全

局优化能力,能使用更多相邻像素计算局部复杂度.
此外,本文所提LCCN模型与预测部分使用的预测

器相关,有助于进一步提高局部复杂度与预测误差

之间的相似性.

图1 四种局部复杂度计算方法的目标像素和相邻像素的

分布情况

2.2 本文所提出方法

  根据章节2.1,局部复杂度与预测误差的相似

度越高,选择预测误差的效果越好.在训练LCCN
模型时,将所有相邻像素和预测误差分别作为模型

的输入值和目标值,通过计算模型输出的局部复杂
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度与作为目标值的预测误差之间的损失来优化模型

的内部参数.完成训练后,在测试过程中,模型输出

的局部复杂度将具有较好的选择性能.
由于本文所提LCCN模型在训练过程中以预

测误差作为目标值,促使模型输出的局部复杂度趋

向于预测误差,因此所提LCCN模型与预测部分的

预测器相关.结合CNN的多感受野特性和深度学

习的全局优化能力,所计算局部复杂度与预测误差

的相关性更强,有助于提高不同嵌入算法的性能.
2.2.1 图像预处理

在CNN相关研究中,模型输入和输出的形式

通常为图像.为了训练LCCN模型,图像预测部分

产生的预测误差用来构建目标图像,与预测误差对

应位置的相邻像素用来构建输入图像.当深度学习

模型的参数固定时,相同的输入值会产生相同的输

出值.为了确保RDH算法的可逆性,发送端和接收

端的局部复杂度要保持一致,即保持发送端和接收

端中LCCN模型的输入图像一致.为此,本文将原

始图像划分成两个互不重叠的子集图像,在一个子

集图像嵌入信息时,不会影响另外一个子集图像.由
于信息提取是信息嵌入的逆过程,采用图像划分方

法保证了发送端和接收端的输入图像一致,因此确

保了算法的可逆性.图2展示了本文所提图像划分

方法,其中图2(a)的原始图像I被划分成图2(b)的
叉集图像IC 和图2(c)的点集图像ID .在图2(b)和
图2(c)中,空白像素块表示像素值为0.

基于上述图像划分方法,点集图像ID 的所有像

素都是叉集图像IC 的相邻像素.当计算图像IC 中

像素对应预测误差的局部复杂度时,图像ID 将作为

LCCN模型的输入图像,反之亦然.基于此,在训练

LCCN模型时,图像ID 和图像IC 的像素将分别作

为模型的输入值,相应地,图像IC 和图像ID 中的预

测误差将分别用于构建目标图像.
以图像ID 为LCCN模型的输入图像时,为了

构建目标图像,图像预测部分首先计算出预测值

x̂i,j ,然后与目标像素xi,j 相减以计算预测误差:

ei,j =xi,j -x̂i,j (7)

  根据公式(7)可以构建预测误差图像ICe ,该图

像将作为LCCN 模型训练过程的目标图像.相似

地,叉集图像IC 和预测误差图像IDe 将分别作为输

入图像和目标图像.基于所构建的输入图像和目标

图像,可以优化LCCN模型的内部参数,从而提高

模型输出的局部复杂度与预测误差之间的相似性.

图2 本文所提图像划分方法

2.2.2 LCCN模型结构概述

本文所提模型的结构如图3所示.图3
 

(a)展示

了所提出LCCN模型的结构示意图,其中包括多尺

度特征提取部分和复杂度融合部分.
多尺度特征提取部分由多个分布平行的残差块

(Residual
 

Block,
 

ResBlock)并联组成,这种分布方

式利用了CNN的多感受野提取图像特征[20].残差

块的结构如图3
 

(b)所示,其中四个卷积操作以串

联形式相连,每个卷积操作后面是激活函数(Leaky
 

Rectified
 

Linear
 

Unit,
 

LeakyReLU).为 了 利 用

CNN的多感受野提取图像特征,第一个卷积操作中

卷积核(kernel
 

size)的大小被设置为K ×K ,其中

K 是大于1的奇数.由于位于图像边缘的预测误差

的相邻像素不足,因此ResBlock第一个卷积操作的

填充大小(padding
 

size)被设置为 ⌊K/2-1 ×⌊K/

2-1 ,其余填充大小被设置为1×1.此外,在构建

LCCN模型时参考了现有的局部复杂度计算方式,
即在ResBlock的第二和第三卷积操作中加入了残

差运算.具体而言,ResBlock前两个卷积运算的输

出值被视为输入值的预测值,对应于现有局部复杂

度计算中利用相邻像素作为目标像素的预测值.预
测值和输入值经过残差运算后,输出值对应于现有

局部复杂度计算中相邻像素之间的误差值.在构建

上述基本结构后,ResBlock第二卷积操作到第四卷

积操作的卷积核大小被设置为3×3,模型内部通道

数被设置为C .当输入图像经并行分布的ResBlock
处理后,产生不同分布的高维特征图,这些高维特征

图在空间上组合,将作为复杂度融合部分的输入.
复杂度融合部分由两个ResBlock和一个卷积

操作组成,其中,以跨接方式充分利用多尺度特征提

取部分产生的高维特征图.在复杂度融合部分,每个

卷积操作的卷积核大小和填充大小被分别设置为

3×3和1×1,通道数量被设置为C .在LCCN模型

中,为了计算所有预测误差的局部复杂度,多尺度特

征提取部分和复杂度融合部分中所有卷积操作的步

长(stride)被设置为1×1.
LCCN模型作为RDH 算法的一部分,应具有
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轻量级的特性以保持较低的计算复杂度.为此,本文

在多尺度特征提取部分中采用三个并行的 Res-
Block,其中每个ResBlock的第一个卷积核大小被

分别设置为3×3、5×5和7×7.此外,模型内的通

道数量被设置为C=32.采用上述超参数,本文所提

LCCN模型的参数量为206497,所占内存大小为

0.81
 

MB.对于输入大小为512×512的灰度图像,其
浮点数计算量(Floating

 

Point
 

Operations,
 

FLOPs)为

53.88
 

GFLOPs.基于上述设置,本文所提LCCN是轻

量级模型,便于在发送端和接收端部署.

图3 所提LCCN模型结构示意

  在LCCN模型中,多尺度特征提取部分由分布

并行、卷积核大小不同的模块组成,以提取图像在不

同感受野下的高维特征;在复杂度融合部分,多尺度

的高维特征经跨接和串联等操作后,利用了更多的

相邻像素计算局部复杂度.结合多尺度特征提取部

分和复杂度融合部分,本文所提LCCN模型有效提

高了局部复杂度与预测误差之间的相似性,有助于

降低信息嵌入部分引起的失真.
2.2.3 数据集

为了训练所提 LCCN 模型,本文从ImageN-
et[37]中随机选取3750张图像,以8∶2的数据分布

比例构建训练集(train
 

set)和验证集(validation
 

set),其中训练集包括3000张图像,验证集包括750
张图像.此外,本文将RDH领域中的标准测试图像

用于构建测试集(test
 

set),包括8张经典测试图像

和24张Kodak数据集的图像.具体而言,8张经典

测试图像是大小为512×512的灰度图像,包括Le-
na、Baboon、Airplane、Barbara、Lake、Boat、Elaine
和Peppers;24张Kodak数据集中的图像是大小为

512×768或768×512的彩色图像.由于本文主要

研究以灰度图像为载体的RDH算法,因此训练集、
验证集和测试集中的彩色图像均被转换为尺寸大小

不变的灰度图像.
2.2.4 LCCN模型训练

根据章节2.2.1,每个原始图像均被划分为用

作输入图像的叉集图像IC 和点集图像ID ,其对应

的目标图像分别是预测部分产生的预测误差图像

IDe 和ICe .将图像IC (或图像ID )输入到LCCN模

型后,模型输出局部复杂度,计算局部复杂度与预测

误差图像IDe(或图像ICe )之间的损失值,经反向传

播[38]和 Adam 优化器[39]优化模型内部参数.本文

采用均方误差作为损失函数来优化LCCN模型,具
体计算公式如下所示:

=
1
p∑

p

i=1

(Ioi -Iti
)2+λ‖ω‖22 (8)

其中p是图像的数量,λ是衰减因子,ω表示LCCN
模型中所有的权重参数,Io 和It 分别表示模型输出

值(局部复杂度)和目标值(预测误差).
为了加快模型的收敛速度以及防止出现过拟合

现象,λ被设置为10-3.在构建数据集后,本文所提

LCCN模型在NVIDIA
 

TITAN
 

V
 

GPU上完成模型

训练过程.经过1000个训练周期后,模型损失值趋于

收敛.完成上述训练后,所提LCCN模型用于RDH
算法中计算局部复杂度,以提高嵌入算法的性能.

3 基于CNN的RDH框架

为了将LCCN模型应用到RDH算法,本文在

两阶段框架[10]的基础上提出了基于CNN的RDH
框架.该框架主要由三部分组成:图像预测部分、位
置选择部分和信息嵌入/提取部分.

在图像预测部分,可以使用不同的预测器计算

像素的预测值和预测误差,预测器的选择将在章节

4.1详细介绍.在位置选择部分,本文所提LCCN模

型用于计算局部复杂度,并将预测误差按局部复杂

度从小到大进行排序.最后,在信息嵌入部分,采用

不同的嵌入算法将信息嵌入到局部复杂度小的预测

误差中,生成信息隐藏图像.下面小节描述了所提

RDH框架的信息嵌入过程和信息提取过程.
3.1 信息嵌入过程

  图4(a)展示了本文所提基于CNN的RDH框
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架嵌入信息W 和生成信息隐藏图像I
~

的具体流程

图.基于章节2.2.1所提图像划分方法,原始图像I
被划分成叉集图像IC 和点集图像ID .基于二阶段

嵌入框架,信息W 被均匀划分为W1 和W2,用于在

两个阶段中嵌入信息.
在第一阶段中,叉集图像IC 用于嵌入信息W1,

此时点集图像ID 作为相邻像素用于计算预测值和

局部复杂度.在预测部分,点集图像ID 中的像素用

于计算预测值,与叉集图像IC 中的像素相减得到预

测误差eC .在位置选择部分,点集图像ID 作为

LCCN模型的输入图像,用于计算预测误差eC 的局

部复杂度,并将预测误差按局部复杂度进行排序.最
后,采用可逆嵌入算法将信息W1 嵌入到排序后的

预测误差中.嵌入信息后的预测误差与预测值相加,

生成嵌入信息的叉集图像I
~
C .

在第二阶段中,点集图像ID 中的像素用于嵌入

信息W2.为了确保RDH算法的可逆性,第一阶段

嵌入信息的叉集图像I
~
C 作为相邻像素用于计算预

测值和局部复杂度.在预测部分,基于相同的预测

器,叉集图像I
~
C 用于计算图像ID 的预测值和预测

误差eD .然后,将图像I
~
C 作为LCCN模型的输入,

计算局部复杂度并将预测误差eD 按局部复杂度从

小到大进行排序.在信息嵌入部分,采用相同的可逆

嵌入算法将信息W2 嵌入到排序后的预测误差中.
嵌入信息后的预测误差与预测值相加,生成嵌入信

息的点集图像I
~
D .完成两阶段信息嵌入后,将图像

I
~
C 和I

~
D 在空间上组合,生成信息隐藏图像I

~
.

3.2 信息提取过程

  图4(b)展示了本文所提基于CNN的RDH框

架从信息隐藏图像I
~

提取信息W 和恢复原始图像

I的流程图.基于章节2.2.1所提图像划分方法,信

息隐藏图像I
~

首先被划分为嵌入信息的叉集图像

I
~
C 和嵌入信息的点集图像I

~
D .由于信息提取是信

息嵌入的逆过程,因此,图像I
~
D 首先用于提取信息

W2 和恢复原始图像ID ,然后,图像I
~
C 用于提取信

息W1 和恢复原始图像IC .

在第一阶段中,从嵌入信息的点集图像I
~
D 中

提取信息W2.预测部分采用相同的预测器,利用图

像I
~
C 计算预测值和嵌入信息后的预测误差e~D .在

位置选择部分,图像I
~
C 作为LCCN模型的输入,输

出与嵌入过程第二阶段一致的局部复杂度.预测误

差e~D 按局部复杂度从小到大排序后,采用可逆提取

算法提取信息W2 并恢复原始预测误差eD .将预测

值与恢复后的预测误差相加,恢复原始点集图像

ID .

图4 基于CNN的RDH框架

  在第二阶段中,嵌入信息的叉集图像I
~
C 被用

来提取信息 W1,点集图像ID 中的像素被用来计

算预测值和局部复杂度.基于相同的预测器,利用

图像ID 计 算 预 测 值 和 嵌 入 信 息 后 的 预 测 误 差

e~C .在位置选择部分,图像ID 作为LCCN模型的

输入计算局部复杂度.将预测误差按局部复杂度

从小到大排序后,采用可逆提取算法提取信息W1

并恢复预测误差eC .预测值与恢复后的预测误差

相加,恢复原始图像IC .得到恢复的图像后,将叉

集图像IC 和点集图像ID 在空间上组合以恢复原

始图像I,将提取的信息W1 和W2 组合以恢复原

始信息W .
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4 实验结果与分析

为了评估所提LCCN模型的性能,本文进行相

关实验并分析实验结果.根据章节3所提RDH 框

架,在满足可逆性前提下,将不同部分组合,以构建

不同的RDH算法.对于RDH框架中的图像预测部

分、位置选择部分和信息嵌入部分,本文采用P、L
和E 分别代表其中的技术方案.

在图像预测部分,可以采用不同的预测方法.由
于本文主要研究局部复杂度计算方法,预测部分采

用高精度的预测器能更好地说明所提LCCN模型

选择预测误差的性能.为此,章节4.1对现有的几种

预测器进行比较,并选择预测性能最好的预测器用

于本文的预测部分.
在位置选择部分,本文将所提LCCN模型与几

种经典的局部复杂度计算方法进行比较.为了说明

局部复杂度与预测误差之间的相似性,章节4.2采

用统计的方式分析了不同相邻像素范围对局部复杂

度计算方法选择性能的影响.此外,章节4.3比较了

不同局部复杂度计算方法选择预测误差的性能.上
述选择性能以预测误差排序后的统计直方图、均值、
方差、相关系数和数值范围进行衡量.

在信息嵌入部分,采用不同的可逆嵌入算法来

说明LCCN模型对嵌入算法性能的提升效果.具体

而言,章节4.4将不同的嵌入算法和位置选择策略

组合以构建不同的 RDH 算法,然后比较不同的

RDH算法嵌入信息后图像的质量.
最后,从基于LCCN模型所构建的RDH算法

中选出性能较好的算法,与现有的几种先进 RDH
算法进行比较,实验结果如章节4.5所示.
4.1 预测器选择

  根据章节3所提RDH 框架,预测部分可以采

用不同预测器.基于此,本文比较了不同图像预测器

在测试集上的性能,并在后续实验中选择性能最好

的预测器用于RDH算法的图像预测部分.
为了 比 较 图 像 预 测 器 的 性 能,图5展 示 了

CNNP[20]、RP[9-10]、MEDP[6]、GAP[7-8]和DP[5]等预

测器在测试集图像上的预测误差直方图.由图5可

知,CNNP的预测误差直方图的总体趋势要高于其

他预测器.此外,CNNP在范围为[-2,
 

2]的预测误

差个数要多于其他预测器,说明CNNP的预测精度

要高于其他预测器.因此,本文在后续实验中将

CNNP作为预测部分使用的预测器来计算预测误差.

一般来说,在没有使用CNN模型作为预测器

之前,RDH程序的数据量约为100
 

KB.在文献[20]
中,采用轻量化CNNP作为预测器后的嵌入程序和

提取程序数据量均约为1.50
 

MB.本文所提轻量化

LCCN模型数据量约为0.81
 

MB,即结合LCCN模

型和文献[20]的程序后数据量约为2.31
 

MB.在当

前带宽条件下,传输程序到接收端基本不受影响.

图5 不同预测器(CNNP[20]、RP[9-10]、MEDP[6]、GAP[7-8]

和DP[5])在测试集图像上的预测误差直方图分布情况

4.2 局部复杂度计算范围的影响

  为了说明由不同相邻像素范围计算的局部复杂

度对选择预测误差性能的影响,本文利用不同的局

部复杂度计算方法进行实验,并分析所计算局部复

杂度对预测误差的排序效果.
在局部方差LV[10]和局部绝对误差LAE[30]中,

用于计算局部复杂度的相邻像素范围均为3×3.为
了说明不同相邻像素范围计算的局部复杂度对预测

误差选择性能的影响,本文将相邻区域设定为3×
3、5×5、7×7、9×9、11×11和13×13,并采用LV
和LAE分别计算局部复杂度.

表1展示了LV和LAE在不同相邻区域计算

的局部复杂度选择预测误差的性能,其中,以排序后

前10000个预测误差的均值、方差、相关系数和分布

范围进行衡量.由表1可知,对于两种局部复杂度计

算方法,随着相邻范围的增大,均值和方差逐渐变

小,相关系数逐渐增大,且预测误差的范围逐渐靠近

0.然而,由于传统局部复杂度计算方法存在无法优

化的局限性,导致LV和LAE在9×9等更大相邻

范围上出现选择性能下降的情况,如均值和方差增

大,相关系数下降,分布范围增大等.根据上述实验

结果可知,使用更大范围的相邻像素有助于提高局

部复杂度与预测误差之间的相似性.为了实现利用

更多相邻像素和建立起与预测部分的相关性,结合
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具备全局优化能力的深度学习技术是可行的研究方

向之一.

表1 预测误差经局部复杂度计算方法LV和LAE
在不同相邻像素范围计算的局部复杂度排序后

的均值、方差、相关系数和数值分布范围

L
相邻
范围

均值 方差
相关
系数

分布
范围

LV

3×3 1.600 9.120 0.260 [-64,91]

5×5 1.015
 

2.489
 

0.396
 

[-21,22]

7×7 0.971
 

2.151
 

0.409
 

[-21,18]

9×9 0.978
 

2.120
 

0.408
 

[-21,16]

11×11 0.994
 

2.139
 

0.400
 

[-21,19]

13×13 1.015
 

2.194
 

0.392
 

[-17,21]

LAE

3×3 1.250 5.200 0.360 [-79,55]

5×5 0.968
 

2.393
 

0.463
 

[-71,21]

7×7 0.946
 

2.060
 

0.480
 

[-18,18]

9×9 0.956
 

2.044
 

0.478
 

[-18,17]

11×11 0.972
 

2.074
 

0.472
 

[-23,17]

13×13 0.990
 

2.124
 

0.464
 

[-23,40]

4.3 LCCN模型的有效性

  在位置选择部分,局部复杂度选择预测误差的

有效性体现在预测误差按局部复杂度从小到大排序

后的分布情况.为了评估不同局部复杂度选择预测

误差的性能,将所提LCCN模型与现有的局部复杂

度计算方法进行比较.
由所提图像划分方法可知,测试集图像首先被

划分为点集图像和叉集图像,然后使用CNNP计算

预测值.目标像素与预测值相减得到预测误差后,分

别采用本文所提LCCN模型、LV[10]、FV[28]、EE[29]

和LAE[30]计算局部复杂度.此外,本文所提LCCN
模型是基于文献[20]和[22]中的框架,为了验证

ResBlock对LCCN模型性能的提升效果,训练文献

[20]和[22]中的模型以计算局部复杂度,并与其结

果进行比较.得到不同算法计算的局部复杂度后,将
预测误差按不同的局部复杂度分别排序,比较排序

后预测误差的分布情况,以评估不同局部复杂度计

算方法的选择性能.
在RDH算法中,预测误差的大小越接近0,嵌

入信息所引起的失真越小,说明位置选择部分的性

能越好.基于此,本文比较了预测误差按不同方法计

算的局部复杂度排序后前k 个预测误差的分布情

况,其中,k 的取值范围为10000到40000,间隔为

10000.图6展示了预测误差按不同局部复杂度排序

后的统计直方图,其中前k 个预测误差的分布情况

如图6
 

(a)-(d)所示.在图6中,纵坐标是预测误差

的数量,横坐标是预测误差的大小,其范围被设置为

[-10,
 

10].在前k个预测误差统计直方图中,本文

所提LCCN模型的统计直方图分布更加集中,主要

体现在排序后预测误差数值为0的统计个数大于其

他局部复杂度计算方法.此外,对于数值范围为

[-2,
 

2]的预测误差,经LCCN模型排序后预测误

差的统计个数大于现有的局部复杂度计算方法

LV[10]、FV[28]、EE[29]、LAE[30]和CNNP[20,22].

图6 经不同局部复杂度(LCCN、LV[10]、FV[28]、EE[29]、LAE[30]和CNNP[20,
 

22])排序后前k个预测误差的统计直方图
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  除了以统计直方图的形式展示排序后预测误差

的分布情况外,表2采用定量的方式展示预测误差

按不同局部复杂度排序后的分布情况,即计算了排

序后前10000个预测误差的均值、方差、相关系数和

分布范围.由表2可知,本文所提LCCN模型的均

值和方差为0.92和1.98,均低于其他局部复杂度

计算方法LV(1.60和9.12),FV(1.72和10.26),

EE(1.15和3.34),LAE(1.25和5.20)和 CNNP
(0.96和2.17),说明预测误差按本文所提LCCN
模型计算的局部复杂度排序后分布更加集中,其波

动范围更小.相关系数反映了局部复杂度与预测误

差之间的相关性强弱,其中相关系数越高,两者相关

性越强.由表2可知,本文所提LCCN模型的相关系

数为0.49,均高于LV(0.26),FV(0.23),EE(0.41),

LAE(0.36)和CNNP(0.45).此外,排序后预测误差

数值的分布范围能反映局部复杂度的选择效果.本文

所提LCCN模型的预测误差范围为[-16,
 

16],其上

限和下限比其他局部复杂度计算方法的结果更加集

中,说明LCCN模型能选择数值较小的预测误差,其
选择性能优于现有局部复杂度计算方法.

表2 预测误差按不同局部复杂度计算方法排序后的

均值、方差、相关系数和分布范围

L 均值 方差 相关系数 分布范围

LV 1.60 9.12 0.26 [-64,91]

FV 1.72 10.26 0.23 [-98,61]

EE 1.15 3.34 0.41 [-43,37]

LAE 1.25 5.20 0.36 [-79,55]

CNNP 0.96
 

2.17
 

0.45
 

[-26,16]

LCCN 0.92 1.98 0.49 [-16,16]

综合上述的实验结果,本文所提LCCN模型可

以集中更多数值接近0的预测误差,降低所选择的

预测误差的离散程度.此外,LCCN模型计算的局部

复杂度与预测误差之间的相关系数更高,有助于提

高信息嵌入部分的性能.
4.4 LCCN模型对嵌入部分性能的提升

  为了说明所提LCCN模型对嵌入部分性能的

提升效果,本文根据章节3所提框架进行实验比较.
对于RDH框架中的图像预测部分、位置选择部分

和信息嵌入部分,采用不同的技术方案组合以构建

不同的RDH算法.
根据章节4.1的结果,本文在图像预测部分P

采用CNNP[20]作为图像预测器,以更好地突出局部

复杂度计算方法的选择性能.在位置选择部分L ,
本文采用所提LCCN模型和现有的局部复杂度计

算方法LV[10]、FV[28]、EE[29]和LAE[30]计算不同的

局部复杂度,然后将预测误差按局部复杂度从小到

大进行排序.在嵌入部分E,采用PEH[10]、PPEE[24]

和LPVO[26]三种嵌入算法.在所实现的三种嵌入算

法中,所有可能的溢出位置采用位置图(Location
 

Map)进行标记,并将其作为辅助信息嵌入图像中,
以确保算法的可逆性.基于上述各部分的技术,可以

构建不同的RDH 算法,如表3所示.在RDH领域

中,峰值信噪比(Peak
 

Signal
 

to
 

Noise
 

Ratio,
 

PSNR)
是评估不同算法性能的重要指标.基于此,本文比较了不

同RDH算法在测试集图像上嵌入不同容量的PSNR,以
说明LCCN模型对嵌入部分性能的提升作用.

表3 根据预测部分、位置选择部分和嵌入部分

所构建不同的RDH算法

P L E RDH算法

CNNP

LV
FV
EE
LAE
LCCN
LV
FV
EE
LAE
LCCN
LV
FV
EE
LAE
LCCN

PEH

PPEE

LPVO

LV+
 

PEH
FV+PEH
EE+PEH
LAE+PEH
LCCN+PEH
LV+

 

PPEE
FV+PPEE
EE+PPEE
LAE+PPEE
LCCN+PPEE
LV+

 

LPVO
FV+LPVO
EE+LPVO
LAE+LPVO
LCCN+LPVO

在嵌 入 容 量 相 同 情 况 下,PSNR 越 高,说 明

RDH算法的性能越好.表4展示了所构建的不同

RDH算法嵌入10000
 

bits到8张标准图像上的

PSNR和Kodak数据集上24张图像的平均PSNR.
对于各种RDH算法,每张图像的最高PSNR以加

粗的形式标记.由表4可知,本文所提LCCN模型

与PEH[10]、PPEE[24]和LPVO[26]三种嵌入算法结合

后在8张标准图像上的平均PSNR分别为56.39
 

dB、

59.27
 

dB和60.52
 

dB,高于LV(55.58
 

dB、58.25
 

dB
和59.06

 

dB),FV(55.50
 

dB、58.37
 

dB和59.23
 

dB),

EE(55.87dB、58.58
 

dB 和 59.64
 

dB)和 LAE
(55.79

 

dB、58.42
 

dB和59.47
 

dB)与三种嵌入算法

组合后RDH算法的性能.以LPVO嵌入算法为例,
标准测试图像Lena在嵌入10000

 

bits情况下,与

LCCN模型结合的RDH算法的PSNR为62.09
 

dB,分
别高于与 LV、FV、EE和 LAE结 合 的 RDH 算 法

1.05
 

dB、1.02
 

dB、0.78
 

dB和0.90
 

dB.此外,本文所提

LCCN模型在Kodak数据集上的性能均优于现有局部
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复杂度计算方法.综合上述实验结果,本文所提LCCN
模型适用于不同嵌入算法,有效提高了嵌入性能.
4.5 与现有先进RDH算法的比较

  根据表4可以知道,本文所提LCCN 模型在

CNNP+LCCN+LPVO组合的RDH 算法上取得

较好的性能.为了进一步说明上述所构建算法的性

能,与现有的几种先进RDH算法[24,26-27,30,40-41]在测

试集图像上进行比较.

表4 所提出的LCCN模型与现有局部复杂度计算方法LV[10]、FV[28]、EE[29]和LAE[30]通过使用PEH[10],PPEE[24]和

LPVO[26]嵌入技术构建的RDH算法在8张经典测试图像和Kodak数据集上嵌入10000
  

bits的PSNR

RDH算法 Lena Baboon Airplane Barbara Lake Boat Elaine Peppers Average Kodak
LV+

 

PEH 57.69
 

50.53
 

60.60
 

55.85
 

55.99
 

54.58
 

55.31
 

54.05
 

55.58
 

56.36
 

FV+PEH 57.69
 

50.32
 

60.72
 

55.65
 

55.94
 

54.47
 

55.19
 

54.03
 

55.50
 

56.07
 

EE+PEH 57.95
 

50.78
 

61.52
 

55.96
 

56.27
 

54.64
 

55.69
 

54.14
 

55.87
 

56.39
 

LAE+PEH 57.85
 

50.71
 

61.21
 

55.98
 

56.14
 

54.80
 

55.53
 

54.12
 

55.79
 

56.47
 

LCCN+PEH 58.71
 

51.13
 

62.60
 

56.13
 

56.60
 

55.02
 

56.61
 

54.34
 

56.39
 

56.85
 

LV+
 

PPEE 59.44 55.08 63.06 59.29 58.26 57.07 57.54 56.25 58.25 62.00
FV+PPEE 59.43 55.10 63.26 59.27 58.58 57.18 57.69 56.41 58.37 62.05
EE+PPEE 59.65 55.26 63.44 59.44 58.82 57.37 58.14 56.51 58.58 62.11
LAE+PPEE 59.52 55.20 63.24 59.37 58.48 57.32 57.88 56.35 58.42 62.09
LCCN+PPEE 60.70 55.53 64.13 59.76 59.63 58.12 59.51 56.74 59.27 62.57
LV+

 

LPVO 61.04 55.46 62.91 61.09 58.03 58.08 57.04 58.85 59.06 62.30
FV+LPVO 61.07 55.51 63.26 61.32 58.25 58.05 57.43 58.95 59.23 62.77
EE+LPVO 61.31 56.01 63.69 61.66 58.96 58.49 57.83 59.14 59.64 63.18
LAE+LPVO 61.19 55.94 63.35 61.61 58.39 58.58 57.67 59.04 59.47 62.99
LCCN+LPVO 62.09 56.91 64.48 62.08 59.80 59.23 59.96 59.64 60.52 63.80

  为了比较不同RDH 算法的嵌入性能,本文采

用嵌入信息后测试集图像的PSNR作为评估标准.
在不同嵌入容量下,图7展示了测试集中8张标准

图像在不同RDH算法下PSNR的变化趋势.由于

不同RDH算法在不同测试图像上的最大嵌入容量

不同,为了便于比较,图7展示了各测试图像嵌入

5000
 

bits到最大嵌入容量下PSNR的变化曲线,其
中嵌入容量的变化间隔为1000

 

bits.由图7
 

(a)-
(h)可知,在不同的嵌入容量下,本文所提算法在大

多数情况能取得更高的PSNR.在图像 Lena、Ba-

boon、Airplane、Barbara和Elaine上均优于几种先

进RDH算法,而在图像Lake、Boat和Peppers等图

像上性能弱于Zhang等人[26]和Xiang等人[27]所提

算法.为了进一步比较所构建的RDH算法(CNNP
+LCCN+LPVO)的嵌入性能,采用Kodak数据集

进行比较.图8展示了各RDH 算法嵌入5000
 

bits
到20000

 

bits的平均PSNR变化趋势,其中间隔为

1000
 

bits.由图8可知,在不同的嵌入容量下,基于

LCCN模型所构建的RDH算法的平均PSNR均高

于现有的先进RDH算法.

图7 本文所提CNNP+LCCN+LPVO和几种先进RDH算法在测试集8张标准图像的PSNR变化趋势
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图8 本文所提CNNP+LCCN+LPVO和几种先进RDH
算法在Kodak数据集的平均PSNR变化趋势

  综合本章的实验结果,本文所提出LCCN模型

可以提高不同嵌入算法的性能;所提LCCN模型选

择预测误差的性能优于现有局部复杂度计算方法.
此外,与先进RDH算法相比,本文所提LCCN模型

在不同测试图像上均能达到较好的性能,其平均性

能优于现有几种先进RDH方法.

5 总 结

本文研究了RDH算法中的局部复杂度计算方

法,根据现有的局部复杂度计算方法,提出局部复杂

度是预测误差的预测值的假设,并对该假设进行合

理解释.基于该假设,本文提出了新的局部复杂度计

算方法LCCN.与现有的局部复杂度计算方法相比,
本文所提LCCN模型利用了CNN的多感受野特性

和深度学习的全局优化能力,在计算预测误差的局

部复杂度时能使用更多的相邻像素,提高了局部复

杂度与预测误差之间的相似性.
在实验部分,本文采用了经典测试图像构建测

试集,比较了不同局部复杂度计算方法在选择预测

误差上的性能.预测误差经本文所提LCCN模型计

算的局部复杂度排序后,其分布更加集中,表明本文

所提LCCN模型能有效选择数值较小的预测误差,
从而提高不同嵌入算法的性能.以LPVO嵌入算法

为例,图像Lena在嵌入10000
 

bits情况下,与本文

所提 LCCN 模型 结 合 的 RDH 算 法 的 PSNR 为

62.09
 

dB,分别高于与LV、FV、EE和LAE结合的

RDH算法1.05
 

dB、1.02
 

dB、0.78
 

dB和0.90
 

dB.
为了 与 现 有 的 先 进 RDH 算 法 比 较,本 文 采 用

CNNP+LCCN+LPVO的RDH方法.根据实验结

果,在不同测试图像上,本文所提算法均能达到较好

的平均PSNR,说明本文所提LCCN模型能有效提

高嵌入性能.综上所述,使用深度学习计算局部复杂

度是具有前景的方向之一,值得进一步研究.本文针

对未来局部复杂度计算工作的方向是:(1)完善局部

复杂度相关理论,进一步提高基于深度学习计算的

局部复杂度与预测误差之间的相似性;(2)结合预测

部分计算局部复杂度,研究预测技术与局部复杂度

计算方法的一致性关系.
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Background
In

 

recent
 

years,
 

reversible
 

data
 

hiding
 

(RDH)
 

in
 

the
 

grayscale
 

image
 

is
 

a
 

technique
 

for
 

hiding
 

information
 

in
 

the
 

cover
 

image.
 

With
 

the
 

capability
 

of
 

extracting
 

the
 

information
 

correctly
 

and
 

recovering
 

the
 

original
 

covers
 

without
 

any
 

loss,
 

RDH
 

meth-
ods

 

have
 

been
 

used
 

widely.
 

In
 

the
 

image
 

processing
 

aspects,
 

a
 

slight
 

change
 

in
 

the
 

pixel
 

values
 

of
 

sensitive
 

images
 

like
 

military
 

images
 

and
 

medical
 

images
 

is
 

undesirable.
 

To
 

protect
 

the
 

integri-
ty

 

of
 

images,
 

RDH
 

technologies
 

play
 

a
 

significant
 

role
 

that
 

is
 

worthy
 

of
 

research
 

and
 

development.
The

 

classical
 

RDH
 

methods
 

mainly
 

focus
 

on
 

improving
 

the
 

prediction
 

and
 

embedding
 

techniques.
 

Among
 

the
 

predic-
tion

 

and
 

embedding
 

techniques,
 

how
 

to
 

select
 

the
 

prediction
 

errors
 

is
 

important
 

to
 

improve
 

the
 

embedding
 

performance.
 

In
 

general,
 

the
 

previous
 

location
 

selection
 

strategies
 

mainly
 

use
 

the
 

correlations
 

between
 

the
 

neighboring
 

pixels,
 

inclu-
ding

 

the
 

local
 

variance
 

(LV),
 

forward
 

variance
 

(FV),
 

error
 

energy
 

(EE),
 

and
 

local
 

absolute
 

error
 

(LAE).
 

For
 

unity,
 

the
 

correlations
 

mentioned
 

above
 

are
 

collectively
 

referred
 

to
 

as
 

the
 

local
 

complexity
 

(LC)
 

in
 

this
 

paper.
After

 

reviewing
 

the
 

previous
 

local
 

complexity
 

calculation
 

methods,
 

we
 

estimate
 

that
 

the
 

local
 

complexities
 

are
 

the
 

pre-
diction

 

values
 

of
 

the
 

prediction
 

errors
 

and
 

then
 

explain
 

the
 

es-

timation.
 

Based
 

on
 

the
 

discovery,
 

we
 

proposed
 

a
 

new
 

local
 

complexity
 

calculation
 

network
 

(LCCN),
 

which
 

can
 

use
 

more
 

neighboring
 

pixels
 

to
 

calculate
 

the
 

local
 

complexities
 

to
 

improve
 

the
 

performance
 

of
 

different
 

embedding
 

techniques.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

LCCN
 

achieves
 

better
 

results,
 

e.g.,
 

the
 

PSNR
 

of
 

the
 

image
 

Lena
 

in
 

the
 

LPVO-based
 

embedding
 

technique
 

can
 

reach
 

as
 

high
 

as
 

62.09
 

dB
 

after
 

embedding
 

10000
 

bits,
 

which
 

is
 

higher
 

than
 

1.05,
 

1.02,
 

0.78,
 

and
 

0.90
 

dB
 

compared
 

to
 

LV,
 

FV,
 

EE,
 

and
 

LAE
 

algorithms,
 

respectively.
 

Compared
 

with
 

the
 

previ-
ous

 

RDH
 

methods,
 

the
 

proposed
 

one
 

can
 

achieve
 

satisfactory
 

results
 

for
 

several
 

images.
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CNN.
 

In
 

this
 

area,
 

we
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pub-
lished

 

many
 

papers
 

in
 

top
 

journals,
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as
 

Refs.
 

[20],
 

[22],
 

and
 

[27].
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