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收稿日期：２０１９０２１９；在线出版日期：２０１９１０３１．本课题得到国家自然科学基金（６１８０２１９４，６１９０２１９０）、江苏省高等学校自然科学研究
项目（１７ＫＪＢ５２００１５）资助．黄佳佳，博士，讲师，中国计算机学会（ＣＣＦ）会员，主要研究方向为自然语言处理、审计数据分析．Ｅｍａｉｌ：
ｈｕａｎｇｊｊ＠ｎａｕ．ｅｄｕ．ｃｎ．李鹏伟，博士，讲师，主要研究方向为软件安全与数据分析．彭　敏，博士，教授，主要研究领域为自然语言处理、信
息检索．谢倩倩，博士研究生，主要研究方向为自然语言处理、信息检索．徐　超，博士，教授，主要研究领域为审计数据分析．

基于深度学习的主题模型研究
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摘　要　主题模型作为一个发展二十余年的研究问题，一直是篇章级别文本语义理解的重要工具．主题模型善于
从一组文档中抽取出若干组关键词来表达该文档集的核心思想，因而也为文本分类、信息检索、自动摘要、文本生
成、情感分析等其他文本分析任务提供重要支撑．虽然基于三层贝叶斯网络的传统概率主题模型在过去十余年已
被充分研究，但随着深度学习技术在自然语言处理领域的广泛应用，结合深度学习思想与方法的主题模型焕发出
新的生机．研究如何整合深度学习的先进技术，构建更加准确高效的文本生成模型成为基于深度学习主题建模的
主要任务．本文首先概述并对比了传统主题模型中四个经典的概率主题模型与两个稀疏约束的主题模型．接着对
近几年基于深度学习的主题模型研究进展进行综述，分析其与传统模型的联系、区别与优势，并对其中的主要研究
方向和进展进行归纳、分析与比较．此外，本文还介绍了主题模型常用公开数据集及评测指标．最后，总结了主题模
型现有技术的特点，并分析与展望了基于深度学习的主题模型的未来发展趋势．

关键词　主题模型；深度学习；潜在主题；词向量；神经网络
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ｗｉｔｈｄｉｓｃｕｓｓｉｎｇｓｏｍｅｐｏｔｅｎｔｉａｌｔｒｅｎｄｓｏｆｔｏｐｉｃｍｏｄｅｌ’ｓｆｕｔｕｒｅｄｅｖｅｌｏｐｍｅｎｔ．

犓犲狔狑狅狉犱狊　ｔｏｐｉｃｍｏｄｅｌ；ｄｅｅｐｌｅａｒｎｉｎｇ；ｌａｔｅｎｔｔｏｐｉｃ；ｗｏｒｄｅｍｂｅｄｄｉｎｇｓ；ｎｅｕｒａｌｎｅｔｗｏｒｋ

１　引　言
主题模型一直是自然语言处理和信息检索等领

域的一个基础性研究问题，其研究成果不仅广泛应
用于文本聚类／分类［１］、查询检索［２］、话题检测与演
化追踪［３］、多文档自动摘要［４］等任务，还在情感分
析［５］、产品推荐［６］、本体生成［７］、词向量训练［８］等研
究中扮演重要角色．中国知网的统计数据表明，自
２０１４开始，有关“主题模型”的学术文献逐年递增，
其引起的下载量和引用率也随之快速增长．与此同
时，学者们也从若干角度对主题模型的研究进展进
行综述．表１总结了近５年来有关主题模型的国内
外中英文综述文献，这些文献主要讨论了主题模型
的几个热点研究问题，包括模型参数估计［９］，潜在主
题可视化［１０］，主题模型在微博文本［１１１２］、时序文
本［１３］、软件工程［１４］中的应用，主题模型综合应用［１５］

等．值得关注的是，Ｓｈａｒｍａ［１６］不仅详细分析了经典
主题模型的研究进展，包括基于ＬＤＡ［１７］（Ｌａｔｅｎｔ
ＤｉｒｉｃｈｌｅｔＡｌｌｏｃａｔｉｏｎ）和基于非ＬＤＡ的模型，还总结
了早期神经网络主题模型的基本思想，如ＮＴＭ［１８］

（ＮｅｕｒａｌＴｏｐｉｃＭｏｄｅｌ）、ＳＣＮＴＭ［１９］（Ｓｕｐｅｒｖｉｓｅｄ
ＣｉｔａｔｉｏｎＮｅｔｗｏｒｋＴｏｐｉｃＭｏｄｅｌ）等．总的来说，这些
综述文献主要关注概率主题模型及其变形形式的相
关技术与方法，很少涉及结合深度学习的主题模型
研究进展．

主题模型主要利用吉布斯采样、变分推断、非负
矩阵分解等机器学习算法从高维稀疏的文本特征空
间中推断出潜在主题信息．其中，概率主题模型是面
向多文档语义分析的一种重要工具，旨在从大规模
文档中抽取出表达这些文档的若干主题并以一组词
汇及其概率的形式表达，并可基于主题对文档进行
分类或聚类．如此，每个主题可表达成词汇的概率分
布形式，而每个主题也有一个生成概率来表达其出
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表１　已有主题模型研究综述
作者 年份 刊物名 关键词

ＢｏｙｄＧｒａｂｅｒ等人［１５］２０１７．１１ＦｏｕｎｄａｔｉｏｎｓａｎｄＴｒｅｎｄｓ?ｉｎＩｎｆｏｒｍａｔｉｏｎＲｅｔｒｉｅｖａｌ 主题模型，应用
Ｓｈａｒｍａ［１６］ ２０１７．０７ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＭｏｄｅｒｎＥｄｕｃａｔｉｏｎａｎｄＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ 主题模型，ＬＳＡ，ＬＤＡ
杜慧等人［９］ ２０１７．０４计算机科学 主题模型，ＬＤＡ，参数估计
王燕鹏［２８］ ２０１７．０５科学观察 主题模型，ＬＤＡ，文献计量
陈静等人［１１］ ２０１７．０２信息工程大学学报 概率主题模型，微博文本，社团发现
桂小庆等人［１３］ ２０１７．０２计算机科学 主题模型，时态主题模型
Ｓｕｎ等人［１４］ ２０１６．１２ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＳｏｆｔｗａｒｅＥｎｇｉｎｅｅｒｉｎｇ，Ａｒｔｉｆｉｃｉａｌ

Ｉｎｔｅｌｌｉｇｅｎｃｅ，ＮｅｔｗｏｒｋｉｎｇａｎｄＰａｒａｌｌｅｌ／ＤｉｓｔｒｉｂｕｔｅｄＣｏｍｐｕｔｉｎｇ 主题模型，软件工程，数据分析
孙国超等人［１０］ ２０１５．１２情报工程 主题模型，ＬＤＡ，可视化
Ａｌｇｈａｍｄｉ等人［１２］ ２０１５．０３ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＡｄｖａｎｃｅｄＣｏｍｐｕｔｅｒＳｃｉｅｎｃｅ＆Ａｐｐｌｉｃａｔｉｏｎｓ主题模型，ＬＤＡ，文本挖掘

现的可能性．早期的概率主题模型主要以ｐＬＳＡ［２０］
（ｐｒｏｂａｂｉｌｉｓｔｉｃＬａｔｅｎｔＳｅｍａｎｔｉｃＡｎａｌｙｓｉｓ）为代表．随
后，Ｂｌｅｉ等人［１７］在２００３年提出的ＬＤＡ模型使得人
们对主题模型的研究进入热潮，并发展出以变分贝
叶斯推断［１７］（ＶａｒｉａｔｉｏｎＢａｙｅｓｉａｎＩｎｆｅｒｅｎｃｅ，ＶＢＩ）和
吉布斯采样［２１］（ＧｉｂｂｓＳａｍｐｌｉｎｇ，ＧＳ）为两种主要的
参数推断方式．基于ＬＤＡ模型的基本框架，大量研
究从模型假设、主题数量、参数推断方式、监督式
模型等角度提出各类改进方法．如基于文档主题高
斯先验假设的相关主题模型ＣＴＭ［２２］（Ｃｏｒｒｅｌａｔｅｄ
ＴｏｐｉｃＭｏｄｅｌ）、可自动推断主题数量的ＧＳＤＭＭ［２３］

（ｃｏｌｌａｐｓｅｄＧｉｂｂｓＳａｍｐｌｉｎｇａｌｇｏｒｉｔｈｍｆｏｒｔｈｅＤｉｒｉｃｈｌｅｔ
ＭｕｌｔｉｎｏｍｉａｌＭｉｘｔｕｒｅＭｏｄｅｌ）、基于社团分析的主题
模型［２４］和考虑标签信息的监督式主题模型［２５２７］等．

与此同时，社交网络上产生的海量用户自媒体
内容（ＵｓｅｒＧｅｎｅｒａｔｅｄＣｏｎｔｅｎｔ，ＵＧＣ）也是研究人
员关注的对象．这些文本具有规模大、更新速度快、
语义信息不丰富、噪声信息高等特点，使得传统的
ｐＬＳＡ和ＬＤＡ等模型常遭遇模型泛化能力弱、主题
词可解释性差和分类准确性低等挑战．为此，研究者
们在ＬＤＡ模型基础上不断提出各种改进方法，以
构建更适用于短文本的主题模型．其中ＤＭＭ［２３，２９］

（ＤｉｒｉｃｈｌｅｔＭｕｌｔｉｎｏｍｉａｌＭｉｘｔｕｒｅＭｏｄｅｌ）和ＢＴＭ［３０］

（ＢｉｔｅｒｍＴｏｐｉｃＭｏｄｅｌ）模型可较为有效地缓解短文
本特征空间高维稀疏给主题模型带来的挑战．然
而，由于社交网络短文本中词汇共现信息不丰富，
ＤＭＭ、ＢＴＭ等仅能依靠语料本身提供的信息进行
主题推断，其效果依然不够理想．

自２００６年以来，深度学习逐渐成为机器学习的
一个热点研究方向，并受到工业界和学术界的广泛
关注．深度学习在计算机视觉、图像处理和自然语言
处理等领域均有突破性进展．在自然语言处理方面，
基于深度学习的词向量（ｗｏｒｄｅｍｂｅｄｄｉｎｇ）模型①率
先取得成功突破．该模型基于Ｈａｒｒｉｓ提出的分布假

说，即上下文相似的词汇，其语义也相似［３１］．基于神
经网络的词向量模型能更为有效地表达词汇的语义
信息，因而在度量词汇之间的语义相似性以及发现
概念之间的潜在关系方面显著优于传统的独热
（ｏｎｅｈｏｔ）模型．伴随着词向量的发展，结合深度学
习思想的主题模型开始崭露头角，在相关国际顶级
会议（如ＡＣＬ、ＩＣＪＡＩ、ＡＡＡＩ、ＳＩＧＩＲ、ＫＤＤ等）上引
起新的研究热潮．

深度学习技术已在中文分词［３２］、实体关系抽
取［３３］、事件抽取［３４］、机器翻译［３５３６］、自动问答［３７］等
自然语言处理的各项任务中发挥显著优势．相对而
言，主题建模由于在多文档层面进行全局文本语义
分析，需综合考虑各文档之间的语义关系，目前主要
解决方案还是概率主题模型．特别地，为应对文本中
词汇共现信息不丰富或领域知识匮乏等挑战，目前
结合先验知识（如领域知识、词向量等）的概率主题
模型取得了较大进展．其中，词向量技术在不显著增
加主题模型复杂度的条件下可显著提升主题语义一
致性、分类准确率和主题的可解释性．

为能够系统性综述基于深度学习技术的主题模
型研究成果，我们整理和分析近５年来自然语言处
理、人工智能、机器学习和数据挖掘等相关领域的
国际顶级会议和国内外知名学术期刊相关研究成果
发现，目前基于深度学习的主题模型主要包括如下
几类：

（１）词／文档向量辅助增强的概率主题模型．这
类模型主要利用预训练的词向量来度量词汇之间的
语义相似度，并在传统概率主题模型的文本生成过程
中将语义相似的词汇或文档同时增强到同一主题下．
这类方法的典型代表有ＧＬＤＡ［３８］（ＧａｕｓｓｉａｎＬＤＡ）、
ＷＥＩＦＴＭ［３９］（ＷｏｒｄＥｍｂｅｄｄｉｎｇＩｎｆｏｒｍｅｄＦｏｃｕｓｅｄ
ＴｏｐｉｃＭｏｄｅｌ）、ＧＰＵＤＭＭ［１］（ＧｅｎｅｒａｌｉｚｅｄＰóｌｙａ

９２８５期 黄佳佳等：基于深度学习的主题模型研究
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ＵｒｎＤｉｒｉｃｈｌｅｔＭｕｌｔｉｎｏｍｉａｌＭｉｘｔｕｒｅ）和ＫＧＥＬＤＡ［４０］
（ＫｎｏｗｌｅｄｇｅＧｒａｐｈＥｍｂｅｄｄｉｎｇＬＤＡ）等．

（２）基于神经网络的主题模型．这类方法主要
利用神经网络，如前馈神经网络、变分自编码网络等
重构主题模型的文本生成过程，并在建模过程中添
加主题词汇的稀疏约束以生成更具表达能力的主
题词．这类方法的典型代表有ＮＴＭ［１８］、ＡＶＩＴＭ［４１］

（ＡｕｔｏｅｎｃｏｄｅｄＶａｒｉａｔｉｏｎａｌＩｎｆｅｒｅｎｃｅｆｏｒＴｏｐｉｃ
Ｍｏｄｅｌ）、ＮＳＴＣ［４２］（ＮｅｕｒａｌＳｐａｒｓｅＴｏｐｉｃａｌＣｏｄｉｎｇ）
和ＳＣＨＯＬＡＲ［４３］（ＳｐａｒｓｅＣｏｎｔｅｘｔｕａｌＨｉｄｄｅｎａｎｄ
ＯｂｓｅｒｖｅｄＬａｎｇｕａｇｅＡｕｔｏｅｎｃｏｄｅｒ）等．

（３）主题与语言模型联合训练模型．该类方法
从主题模型角度刻画文档主题分布，并从语言模型
角度利用文档中词序列之间的语义依赖生成自然文
本．这类方法不仅能够从文档中推断出潜在主题，还
能够利用语言模型生成特定主题下的自然语句和词
向量表示．因而联合模型既可作为主题模型用于文
本分类，还可作为语言模型用于句子生成、词向量训
练等任务，其典型代表有ＳＬＲＴＭ（ＳｅｎｔｅｎｃｅＬｅｖｅｌ
ＲｅｃｕｒｒｅｎｔＴｏｐｉｃＭｏｄｅｌ）①、ＧＭＮＴＭ［４４］（Ｇａｕｓｓｉａｎ
ＭｉｘｔｕｒｅＮｅｕｒａｌＴｏｐｉｃＭｏｄｅｌ）、ＴＷＥ［４５］（Ｔｏｐｉｃａｌ
ＷｏｒｄＥｍｂｅｄｄｉｎｇｓ）、ＴｏｐｉｃＶｅｃ［４６］和ＳＴＥ［８］（Ｓｋｉｐ
ｇｒａｍＴｏｐｉｃａｌｗｏｒｄＥｍｂｅｄｄｉｎｇ）等．

总的来说，过去十几年里传统主题模型得到较
多关注并广泛应用于自然语言处理的各类任务中．
与此同时，若干学者也从不同侧面综述了传统主题
模型的研究进展，如表１所示．这些文献较少涉及深
度学习技术在主题模型中的应用进展．然而，随着深
度学习逐步深入应用于自然语言处理的各项任务，
近５年不断有学者提出结合深度学习思想的主题模
型．这些模型往往比传统方法表现出更优良的性能
并具有其他功能，如生成自然文本和训练出词向量
等．因此，本文以主题模型为出发点，围绕深度学习
与主题模型的各种创新性结合，对现有相关方法进
行总结和归纳，重点对比讨论各方法在模型假设、文
本生成过程和主题推断等方面的异同点，并探讨了
主题模型的未来研究趋势．本文的研究成果是从深
度学习视角对现有主题模型研究进展的进一步补充
和完善．

本文第２节给出主题模型的形式化定义和经典
主题模型的基本框架；第３节至第５节对结合深度
学习主题模型的各类技术方法分类论述；第６节对
比总结学术界在主题模型研究中所采用的主要公开
数据集和评估指标，以便研究者开展实验评估；第７

节对未来值得关注的研究方向进行初步探讨；第８
节总结全文．

２　传统主题模型简介
２１　主题模型问题定义

以ＬＤＡ为代表的概率主题模型一般为生成模
型，即每篇文档的每个词都是通过“以一定概率选择
某个主题，并从这个主题中以一定概率选择某个词汇”
这一过程得到．模型基本结构包含两个分布：即文档
为关于主题的多项式分布、主题为关于词汇的多项
式分布．

为形式化描述主题模型的生成过程，我们首先
引入相关符号，如表２所示．设犇＝｛犱１，犱２，…，犱犖｝
为包含犖个文档的语料集合，犞＝｛狑１，狑２，…，狑犕｝
为犇中所有词汇集合．指定主题个数犓后，主题建
模的目标是：

（１）生成犓个主题狕犽（犽＝１，２，…，犓）及每个主
题的生成概率θ犽；

（２）每个主题以词汇的概率分布形式表示
犽∈!

犕；
（３）生成文档关于主题的条件概率狆（狕｜犱），以

便对文档进行分类或聚类．
表２　主题模型中符号及解释

符号 解释
犇 文档集合
犓 潜在主题个数
犞 词汇表中单词集合
犅 文档集中双词（ｂｉｔｅｒｍ）集合
犖 文档集中文档数量
犕 词汇集合中词汇数量
犖狑犱 词汇狑在文档犱中出现次数
狕 潜在主题
狀狑犽 词汇狑分配给主题犽的次数
狀犽 文档（或ｂｉｔｅｒｍ）分配给主题犽的次数
θ 主题分布向量（或矩阵）
 主题词汇分布矩阵
狕犱，狑 第犱个文档中第狑个词汇的主题分配序列
α 文档主题分布的Ｄｉｒｉｃｈｌｅｔ先验参数
β 主题词汇分布的Ｄｉｒｉｃｈｌｅｔ先验参数

主题模型主要采用变分贝叶斯推断［１７］和吉布
斯采样［２１］两种参数推断方法．变分贝叶斯推断是一
种近似算法，该方法将模型参数的后验概率表达式
用一个简单的变分分布来近似，并采用ＥＭ算法迭
代最大化变分下界来估计参数．而吉布斯采样是一
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种从马尔科夫链中抽取样本的随机算法．ＬＤＡ和
ＤＭＭ等概率主题模型常采用坍缩吉布斯采样［４７４８］

（ＣｏｌｌａｐｓｅｄＧｉｂｂｓＳａｍｐｌｉｎｇ，ＣＧＳ）进行估计参数．
２２　基于狄利克雷假设的概率主题模型

综合分析近几年主题模型的研究进展发现，
ＬＤＡ模型常用作各类改进模型的基准方法．为解决
短文本聚类（或分类）问题，Ｙａｎ等人［３０］提出的
ＢＴＭ模型和Ｙｉｎ等人［２３］提出的ＤＭＭ也受到广泛
关注，并也常作为基准模型使用．由于主题模型一般
需指定主题数量犓，当犓值较大时，主题之间往往
存在一定的相关性．为刻画这种相关性，２００６年
Ｂｌｅｉ等人［２２］提出相关主题模型ＣＴＭ，该模型也常
作为其它相关主题模型的基准模型．

本文后面综述的神经网络主题模型常以ＬＤＡ、
ＤＭＭ、ＢＴＭ和ＣＴＭ模型的基本思想和推断过程
为基准．因此，为更好理解和对比当前结合深度学习
思想的主题模型研究方法，本文首先简要对比分析
了上述四个基准模型在模型假设、文本生成过程、目
标函数及参数推断等方面的异同点．由于大部分针
对基准模型的改进方法均使用坍缩吉布斯采样
（ＣＧＳ）实现参数估计，下文将着重介绍模型在ＣＧＳ
方式下的参数推断过程．
２．２．１　ＬＤＡ

ＬＤＡ模型①为一个三层贝叶斯概率模型，其基
本假设为：每个文档是关于主题的多项式分布，而每
个主题是关于词汇的多项式分布．ＬＤＡ模型的总体
目标是根据文档集合犇及先验参数α和β推断每个
文档中每个词汇的主题分配序列狕犱，狑，并根据该序
列得到文档主题分布概率矩阵θ和主题词汇分布
概率矩阵．该模型示意图如图１所示．

图１　ＬＤＡ模型示意图

在该模型中，文档生成过程如下：
（１）确定需要生成的文档数目犖，以及每个文

档中词汇数量犱狀；
（２）对于每个文档犱：
从参数为α的Ｄｉｒｉｃｈｌｅｔ先验中生成文档主题

分布：θ犱～犇犻狉（α）；

（３）对于每个主题犽（犽＝１，２，…，犓）：
从参数为β的Ｄｉｒｉｃｈｌｅｔ先验中生成主题词汇

分布：犽～犇犻狉（β）；
（４）对于文档犱中第犻（犻＝１，２，…，犱狀）个位置：
从θ犱中生成一个主题分配：狕犱，犻～犕狌犾狋犻（θ犱）；
根据主题分配狕犱，犻生成一个词汇：狑犱，犻～

犕狌犾狋犻（狕犱，犻）．
为估计ＬＤＡ模型中的各参数，可最大化整个

模型所有可见变量（即狑）与隐藏变量（即θ，，狕）的
联合分布：

犔（犇）＝∏犱∈犇∏狑∈犱∑狕狆（狑，狕，θ，狘α，β）∝
∏犱∈犇∏狑∈犱∑狕狆（θ，，狕狘狑，α，β） （１）

　　在坍缩吉布斯采样中，求解模型参数的联合概
率狆（θ，，狕｜狑，α，β）可转化为求解狆（狕｜狑，α，β），并
最终转为求解一个主题分配狕犱，狑在剩余主题下的条
件概率狆（狕犱，狑｜狕－（犱，狑），狑，α，β）．其中，狕犱，狑表示当前
词汇所分配的主题，狕－（犱，狑）表示除去当前词汇的其
他所有词汇的主题分配序列．更进一步，引入狄利克
雷分布和Δ函数，上述条件概率可转化为如下求解
过程：
狆（狕，狑狘α，β）∝狆（狕犱，狑狘狕－（犱，狑），狑，α，β）

∝（狀－（犱，狑）犱，犽 ＋α犽）（狀
－（犱，狑）
犽，狑 ＋β狑）

∑
犞

狏＝１
（狀－（犱，狏）犽，狏 ＋β狏）

（２）

其中，狀－（犱，狑）犱，犽 表示排除文档犱中当前词汇狑的情况
下，文档犱中的剩余词汇分配给主题犽的次数；
狀－（犱，狑）犽，狑 表示排除文档犱中词汇狑的情况下，词汇狑
分配给主题犽的次数．
２．２．２　ＤＭＭ

狄利克雷多项式混合模型ＤＭＭ来源于Ｎｉｇａｍ
等人［２９］提出的混合语言模型（ＭｉｘｔｕｒｅｏｆＵｎｉｇｒａｍｓ
Ｍｏｄｅｌ）．该模型是一个基于朴素贝叶斯假设的生成
模型：即文档中每个词汇独立产生自满足狄利克雷
先验的多项式分布犽～犇犻狉（β），且每个文档只由一
个主题构成，所有主题依旧产生于满足狄利克雷先
验的多项式分布（即θ～犇犻狉（α））．２０１４年，Ｙｉｎ等
人［２３］提出基于坍缩吉布斯采样的狄利克雷多项式
混合分布模型ＧＳＤＭＭ②，并第一次将ＤＭＭ模型
用于短文本聚类．该模型示意图如图２所示．
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①

②
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图２　ＤＭＭ模型示意图

在ＤＭＭ模型中，文档生成过程如下：
（１）从参数为α的Ｄｉｒｉｃｈｌｅｔ先验中生成主题分

布：θ～犇犻狉（α）；
（２）对于每个主题犽（犽＝１，２，…，犓）：
从参数为β的Ｄｉｒｉｃｈｌｅｔ先验中生成主题词汇

分布：犽～犇犻狉（β）；
（３）对于每个文档犱：
从θ中生成一个的主题分配：狕犱～犕狌犾狋犻（θ）；
对于文档犱中第犻（犻＝１，２，…，犱狀）个位置：
根据主题分配狕犱生成一个词汇：狑犱，犻～犕狌犾狋犻

（狕犱）．
ＧＳＤＭＭ采用坍缩吉布斯采样实现模型参数

推断，即通过最大化如下联合概率来求解模型参数：
犔（犇）＝∏犱∈犇∑狕狆（犱，狕，θ，狘α，β）

＝∏犱∈犇∑狕狆（θ，，狕狘犱，α，β） （３）
　　类似于ＬＤＡ，在坍缩吉布斯采样过程中，条件
概率狆（θ，，狕｜犱，α，β）可转化为求解一个主题分配
狕犱在剩余主题下的条件概率：

狆（狕狘狕犱，犱，α，β）∝狀犽，犱＋α
狘犇狘－１＋犓α×

　　　
∏
狑∈犱
∏
犖狑犱

犼＝１
（狀狑犽，犱＋β＋犼－１）

∏
犖狑犱

犼＝１
（狀狑犽，犱＋犞β＋犼－１）

（４）

其中，狀犽，犱为排除当前文档犱后剩余文档分配给主
题犽的计数，狀狑犽，犱为排除文档犱中的词汇狑，剩余
词汇狑分配给主题犽的计数．

相比于ＬＤＡ，ＧＳＤＭＭ能更好地缓解短文本的
高维稀疏问题．相比于ＤＭＭ，ＧＳＤＭＭ采用电影分
组过程（ＭｏｖｉｅＧｒｏｕｐＰｒｏｃｅｓｓ，ＭＧＰ）可自动推断出
主题数量．
２．２．３　ＢＴＭ

为解决短文本的特征稀疏问题，Ｙａｎ等人［３０］提
出ＢＴＭ①模型．该模型首先从文本集中挖掘所有双
词（即ｂｉｔｅｒｍ），然后直接在ｂｉｔｅｒｍ集犅上进行主题

推断．与ＬＤＡ假设不同，ＢＴＭ模型假设每个ｂｉｔｅｒｍ
中的两个词汇均是采样于一个主题狕，而每个主题是
关于词汇的多项式分布．该模型示意图如图３所示．

图３　ＢＴＭ模型示意图
设犫＝｛狑１，狑２｝是由词汇狑１和狑２构成的一个

ｂｉｔｅｒｍ，所有ｂｉｔｅｒｍ构成集合犅＝｛犫｝．在ＢＴＭ中，
双词生成过程如下：

（１）从参数为α的Ｄｉｒｉｃｈｌｅｔ先验中生成主题分
布：θ～犇犻狉（α）；

（２）对于每个主题犽（犽＝１，２，…，犓）：
从参数为β的Ｄｉｒｉｃｈｌｅｔ先验中生成主题词汇

分布：犽～犇犻狉（β）；
（３）对于每个双词犫：
从主题分布θ中生成双词犫的主题分配：狕犫～

犕狌犾狋犻（θ）；
对于犫中第犻（犻＝１，２）个位置，根据主题分配狕犫

生成一个词汇：狑犫，犻～犕狌犾狋犻（狕犫）．
该模型通过最大化如下联合概率来求解参数：
犔（犅）＝∏犫∈犅∑狕狆（犫，狕，θ，狘α，β）

＝∏犫∈犅∑狕狆（狕，θ，狘犫，α，β） （５）
　　同样地，利用坍缩吉布斯采样，ＢＴＭ将条件概
率狆（θ，，狕｜犫，α，β）转换为求解一个主题分配狕犫在
剩余主题下的条件概率狆（狕犫｜狕－（犫），犅，α，β）：

狆（狕犫狘狕－（犫），犅，α，β）∝（狀犽＋α）
（狀狑犻狘犽＋β）（狀狑犼狘犽＋β）
∑狑狀狑狘狕＋犞（ ）β２

（６）其中，狀犽为双词犫分配给主题狕的次数，狀狑犻｜犽、狀狑犼｜犽
分别为词汇狑１、狑２分配给主题犽的次数．

该模型不关注文档是否隶属一个主题或多个，
而是直接从双词集合入手实施主题推断．因而相比
ＬＤＡ和ＤＭＭ，ＢＴＭ模型的主题聚合性和文本分
类准确性显著提高［１，３０］．
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２．２．４　ＣＴＭ
在主题建模任务中，学者们不仅关注模型的主

题词抽取能力和文本分类准确性，同时还希望模型
能够刻画主题之间的相关性，即认为潜在主题之间
并非相互独立．在这种情景下，ＬＤＡ模型中的狄利
克雷先验假设不能很好地建模主题之间相关性．为
此，２００６年Ｂｌｅｉ［２２］提出相关主题模型ＣＴＭ．该模型
假设文档主题满足超参数为｛μ，Σ｝的逻辑斯谛正
态分布，即先从正态分布中采样η犱～犖（μ，Σ），并使
用ｓｏｆｔｍａｘ函数将其归一化θ犱＝狊狅犳狋犿犪狓（η犱）．与
ＬＤＡ类似，每个文档中的词汇依旧根据多项式分布
采样主题分配序列，即狕犱，犻～犕狌犾狋犻（θ犱）．该模型示意
图如图４所示．在ＣＴＭ模型中，文档生成过程如下：

（１）对于每个主题犽（犽＝１，２，…，犓）：
从参数为β的Ｄｉｒｉｃｈｌｅｔ先验中生成主题词汇

分布：犽～犇犻狉（β）；
（２）对于每个文档犱：
从参数为｛μ，Σ｝的高斯先验中生成文档主题

分布：η犱～犖（μ，Σ）；
（３）对于文档犱中第犻（犻＝１，２，…，犱狀）个位置：
从归一化的η犱（即θ犱）中生成一个主题分配：

狕犱，犻～犕狌犾狋犻（θ犱）；
根据主题分配狕犱，犻生成一个词汇：狑犱，犻～犕狌犾狋犻

（狕犱，犻）．

图４　ＣＴＭ模型示意图

从上述过程可以看出，ＣＴＭ与ＬＤＡ模型的文
本生成过程类似，不同之处在于：在ＣＴＭ中，主题
从高斯先验而非狄利克雷先验中产生．这样，协方差
矩阵Σ即可表达主题之间的相关性．

由于高斯先验与多项式分布不是共轭分布，这
给模型的求解增加了难度．Ｂｌｅｉ等人［２２］使用变分推
断方法求解参数，但这不能保证模型的稳定性．随
后，Ｃｈｅｎ等人［４９］采用吉布斯采样求解ＣＴＭ模型参
数，使得参数推理难度得以降低．由于分布的非共轭
性，无法根据θ犽犱进行采样．为此，在文献［４９］中，模

型假设超参数｛μ，Σ｝是满足共轭正态逆维沙特
（ＮｏｒｍａｌＩｎｖｅｒｓｅＷｉｓｈａｒｔ，ＮＩＷ）先验的随机变量，
即Σ～犐犠－１（κ，犠－１），μ～犖（μ０，Σ／ρ）．这样，利用吉
布斯采样，文档犱中词汇狑的主题分配条件概率为

狆（狕，狑狘α，β）∝狆（狕犱，狑狘狕－（犱，狑），狑，α，β）

∝犲η犽犱

∑
犓

犼＝１
犲η犼犱

（狀－（犱，狑）犽，狑 ＋β狑）

∑
犞

狏＝１
（狀－（犱，狏）犽，狏 ＋β狏）

（７）

２．２．５　四个基准模型对比分析
最后，我们对比四种方法的复杂度、适用场景及

其在线推断方法，如表３所示．其中ＤＭＭ与ＬＤＡ
模型的时间复杂度相接近，且均低于ＢＴＭ和ＣＴＭ．
ＣＴＭ时间复杂度最高，这主要是因为ＣＴＭ需要额
外的时间来从超分布中估计超参数｛μ，Σ｝．ＢＴＭ的
复杂度次之，其复杂度主要取决于从文档集中挖掘
出的双词规模．当应用于短文本分类时，由于文档平
均长度较短，挖掘出的双词集合规模相对也较小，因
而ＢＴＭ的时间复杂度与ＬＤＡ差距较小．

表３　四个模型对比
模型 复杂度

时间复杂度 空间复杂度
适用
场景

在线
推断方法

ＬＤＡ犗（犓｜犇｜犾）｜犇｜犓＋犞犓＋｜犇｜犾常规文本ＯｎｌｉｎｅＬＤＡ［５０］
ＤＭＭ犗（犓｜犇｜犾）｜犇｜＋犞犓＋｜犇｜犾短文本 —
ＢＴＭ犗（犓｜犅｜）犓＋犞犓＋｜犅｜ 短文本ＯｎｌｉｎｅＢＴＭ［５１］

ＣＴＭ犗（犓｜犇｜犾＋犓２＋犛犓）｜犇｜犓＋犞犓＋｜犇｜犾常规文本 —

注：犾为每个文档的平均长度，｜犅｜≈｜犇｜犾（犾－１）／２［３０］．

此外，从应用场景方面，ＬＤＡ和ＣＴＭ模型更
适用于常规文本，如新闻、博客、维基百科等文本；而
ＤＭＭ和ＢＴＭ由于其提出动机和基本假设，使其应
用于短文本时优势更加显著．最后，ＬＤＡ和ＢＴＭ
均有针对大规模文本流的在线推断方式．
２３　基于稀疏约束的主题模型

在传统概率主题模型中，主题由整个词表的多
项式分布表示．然而在实际问题（如信息检索、关键
词抽取等）中，每个主题只与若干个词汇相关，即主
题词汇分布应该是稀疏的．为此，一部分学者提出
基于主题分布稀疏假设的主题编码模型并在优化函
数上直接约束主题稀疏度．在编码模型中，最具代表
性方法即为Ｚｈｕ等人［５２］提出的非概率型稀疏主题
编码模型ＳＴＣ①（ＳｐａｒｓｅＴｏｐｉｃａｌＣｏｄｉｎｇ）．另一部分
研究者通过在概率主题模型中引入辅助变量来控制
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稀疏度［５３５４］．其中，具有代表性的方法是稀疏附加
生成模型ＳＡＧＥ［５３］①（ＳｐａｒｓｅＡｄｄｉｔｉｖｅＧｅｎｅｒａｔｉｖｅ
Ｍｏｄｅｌ）．为更好地理解稀疏约束主题模型的思想及
其在神经主题模型中的应用，下面将简要介绍ＳＴＣ
模型和ＳＡＧＥ模型．
２．３．１　ＳＴＣ

在ＳＴＣ模型中，假设每个文档犱＝｛狑１，…，
狑犖犱｝表示词汇空间!

犕上的特征向量，其中狑犻表示
词汇犻在文档犱中的出现次数．相比于ＬＤＡ模型，
ＳＴＣ引入如下几个变量：（１）主题字典（类似ＬＤＡ中
的主题词汇分布）∈!

犓×犕，其中每个犽为词汇空
间中的均匀分布；（２）文档编码（类似ＬＤＡ中的文
档主题分布）θ∈!

犖×犓；（３）词编码（类似ＬＤＡ中
文档犱中词汇犻的主题分配序列）狊犱犻∈!

犓．ＳＴＣ的
目的是根据观测到的文档向量犇＝｛犱｝犇犱＝１学习文档
编码θ、全局主题字典以及每个文档犱的词编码
狊犱∈!

犖犱×犓．与ＬＤＡ所采用的狄利克雷多项式分
布不同，ＳＴＣ模型从超参数为λ的拉普拉斯先验中
采样文档编码：θ犱～犔犪狆犾犪犮犲（λ－１），并根据文档编
码θ犱从超高斯分布中采样该文档的词编码：狊犻～
狊狌狆犲狉犌犪狌狊狊犻犪狀（θ犱，γ－１，ρ－１）．此外，ＳＴＣ模型还添
加如下约束：（１）文档犱中词汇犻的出现次数狑犻可
由相应词编码和主题字典的线性组合狊Ｔ犻·犻重构
出；（２）文档犱中词汇犻的词编码狊犱犻近似于文档编
码θ犱，即文档中每个词汇的主题分布应与该文档的主
题分布尽可能一致．稀疏编码模型结构如图５所示．

图５　ＳＴＣ模型示意图

在ＳＴＣ模型中，文档生成过程如下：
（１）对于每个文档犱：
从Ｌａｐｌａｃｅ先验概率中生成文档编码：θ犱～

λ‖θ‖１；
（２）对于文档犱中第犻（犻＝１，２，…，犱狀）个位置：
从θ犱中生成一个词编码向量：狆（狊犱，犻｜θ犱）～

狊狌狆犲狉犌犪狌狊狊犻犪狀（θ犱，γ－１，ρ－１）；
从均值为狊Ｔ犻·犻的指数函数族中采样该词汇的

词频：狆（狑犱，犻｜狊犱，犻×·犻）～犘狅狊狊犻狅狀（狊犱，犻×·犻）．

为使得分布具有稀疏性，模型对优化函数添加
１正则化约束．设Θ＝｛θ犱，狊犱｝犇犱＝１为模型参数集，则
模型的整体优化函数即为在稀疏约束条件下最小化
文档集的整体重构误差．

ｍｉｎ
Θ，∑犱，犻（狊犱犻，）＋γ∑犱θ犱１＋

∑犱，犻（γ狊犱犻－θ犱２＋ρ狊犱犻１） （８）
　　式（８）中的优化函数包括三项：第一项为文
档集合的重构误差，其中误差函数为（狊犻，）＝
－ｌｏｇ犘狅狊狊犻狅狀（狑犻；狊Ｔ犻·犻）；第二项为对文档编码的
稀疏约束；第三项为对文档中的词编码与文档编码
相似性约束，以及词编码的稀疏约束．针对优化函数
中的三类非负变量｛θ，狊，｝，模型使用坐标下降法求
解，即依次固定其中两个变量来优化剩余一个．

与ＬＤＡ等概率主题模型相比，ＳＴＣ在构建优
化函数时，通过对文档编码和词汇编码直接添加稀
疏正则化约束即可达到稀疏分布的效果．此外，ＳＴＣ
模型比ＬＤＡ训练速度更快，文本分类准确性更高．

随后，不断有学者基于ＳＴＣ提出改进方法，如
用于大规模主题文本建模的在线稀疏主题编码模型
ＯＳＴＣ［５５］（ＯｎｌｉｎｅＳｐａｒｓｅＴｏｐｉｃａｌＣｏｄｉｎｇ），基于主
题词汇、文档主题双稀疏假设的对偶稀疏主题模型
ＤｓｐａｒｓｅＴＭ［５６］（ＤｕａｌＳｐａｒｓｅＴｏｐｉｃＭｏｄｅｌ）和组稀
疏主题编码模型ＳＴＣＳＧ［５７］（ＳｐａｒｓｅＴｏｐｉｃａｌＣｏｄｉｎｇ
ｗｉｔｈＳｐａｒｓｅＧｒｏｕｐｓ）．基于双稀疏假设的模型在短
文本主题建模上表现出了更好的主题一致性，但是
由于引入变量和参数过多，模型计算复杂度较高．
２．３．２　ＳＡＧＥ

在较大规模的文档集中，词汇表中所有词汇的
出现频率一般满足对数分布，该分布即为词汇的背
景分布．ＳＡＧＥ模型的一个核心假设是每个潜在主
题的主题词可从均值为０的高斯先验中生成η犽，犻～
犖（０，τ犽，犻），并结合该文档集的词汇背景分布犿从而
生成主题词汇分布．通过这种方式既可在高斯先
验中增加主题稀疏性约束以避免过拟合，即为η再
添加一个指数先验约束τ犽，犻～ε（λ）；又可在主题词
汇估计时直接将文档中词汇的背景分布概率考虑进
来．相比于直接从文档的词袋子中推断主题，从词汇
的背景分布中采样主题可有效识别文档中不能表达
主题信息的无意义高频词汇，从而提高模型的主题
词的语义一致性．
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ＳＡＧＥ模型无需采用狄利克雷多项式分布来
实现文档生成过程，而是首先生成全局的主题词汇
分布，并基于此直接生成当前文档的词汇分布狑犱，犻～
狕犱．相比于ＬＤＡ模型，ＳＡＧＥ模型不需要在文档生
成过程中重复地为每个文档中的每个词汇计算主题
分配概率，而是将全局主题词汇分布映射为对应的
文档词汇．在ＳＡＧＥ模型中，文档生成过程如下：

（１）为整个词汇表生成一个对数先验分布犿；
（２）对于每个主题犽：
对于每个词汇犻：
从Ｌａｐｌａｃｅ分布中采样参数：τ犽，犻～ε（λ），采样主

题词汇的先验分布：η犽，犻～犖（０，τ犽，犻）；
结合词汇背景分布犿生成当前文档集的主题

词汇分布：犽～狊狅犳狋犿犪狓（η犽＋犿）
（３）对于每个文档犱：
从均匀分布中采样一个主题分配狕犱；
对于文档犱中第犻（犻＝１，２，…，犱狀）个位置：
采样一个词汇：狑犱，犻～狕犱．
从上述生成过程中可以看出，ＳＡＧＥ模型的文

档生成过程更加简洁，因而运算效率得以提升．此
外，ＳＡＧＥ在文本分类方面不仅准确率高于ＬＤＡ，
且当训练样本较少时，其分类准确性优势更加显著．
ＳＡＧＥ构建的主题模型虽然稀疏性更高但在困惑度
指标方面往往并不比ＬＤＡ更优，即模型泛化能力
并未得到提升．

３　词向量辅助的概率主题模型
词向量辅助增强的概率主题模型旨在利用已训

练好的词向量知识提升主题模型性能．这类模型应
用于短文本和领域文本时，往往使得产生的主题词
具有更强的语义一致性．

在引入词向量技术之前，针对短文本稀疏问题，
相关研究者假设每个文档只与若干个主题相关，并
提出基于稀疏假设的主题模型，如焦点主题模型
ＦＴＭ［５８］（ＦｏｃｕｓｅｄＴｏｐｉｃＭｏｄｅｌ）、ＩＣＤ［５９］（ＩＢＰＣｏｍ
ｐｏｕｎｄＤｉｒｉｃｈｌｅｔＰｒｏｃｅｓｓ）等．这两个模型分别是在
ＬＤＡ和ＨＤＰ［６０］（ＨｉｅｒａｒｃｈｉｃａｌＤｉｒｉｃｈｌｅｔＰｒｏｃｅｓｓｅｓ）
基础上通过印度自助餐过程［６１］（ＩｎｄｉａｎＢｕｆｆｅｔ
Ｐｒｏｃｅｓｓ，ＩＢＰ）来生成文档主题的稀疏表达，从而使
得每个文档只包含若干个主题．此外，针对文本简短
问题，相关研究者还提出伪文档主题模型思想，即将
若干短文本合并为一个长文本（即伪文档），再在伪
文档上实施常规主题推断．例如，Ｑｕａｎ等人［６２］提出

的自聚合主题模型ＳＡＴＭ（ＳｅｌｆＡｇｇｒｅｇａｔｉｏｎｂａｓｅｄ
ＴｏｐｉｃＭｏｄｅｌ）和Ｚｕｏ等人［６３］提出的伪文档主题模
型ＰＴＭ（ＰｓｅｕｄｏｄｏｃｕｍｅｎｔｂａｓｅｄＴｏｐｉｃＭｏｄｅｌ）．这
两个模型均假设每个短文本采样自某个潜在的长文
本，隶属于这个伪文档的所有短文本都包含同一个
主题．

针对领域文本，相关研究者引入背景知识，如利
用频繁共现的词汇（即ｍｕｓｔｌｉｎｋｗｏｒｄｓ）或不能同
时出现的词汇（即ｃａｎｎｏｔｌｉｎｋｗｏｒｄｓ）来约束文档生
成过程．这类模型假设语义相近的词汇处于同一个
ｍｕｓｔｌｉｎｋ集合中，而不太可能共现的词汇则处于
ｃａｎｎｏｔｌｉｎｋ集合中．这些背景知识可通过挖掘领域
先验知识的方式获得，如频繁项集、同义词、多义词
等．基于此构建的主题模型有ＭＤＫＬＤＡ［６４］（ＬＤＡ
ｗｉｔｈＭｕｌｔｉＤｏｍａｉｎＫｎｏｗｌｅｄｇｅ）、ＡＭＣ［６５］（Ａｕｔｏ
ｍａｔｉｃａｌｌｙｇｅｎｅｒａｔｅｄＭｕｓｔｌｉｎｋｓａｎｄＣａｎｎｏｔｌｉｎｋｓ）、
ＬＭＬ［６６］（ＬｉｆｅｌｏｎｇＭａｃｈｉｎｅＬｅａｒｎｉｎｇ）等．然而，这类
模型需要事先在较大规模的领域文本中挖掘领域背
景知识，因而对领域知识匮乏的应用来说，这类方法
的应用范围受到限制．

自Ｂｅｎｇｉｏ等人［６７］提出基于神经网络的词向量
分布式表示以来，词向量技术成为词汇的分布式表
示学习中最具代表性的方法［６８］．该方法的主要思想
是将词汇表示成低维空间中的稠密实值向量，使得
词汇之间的语义关系度量更加准确．其中Ｍｉｋｏｌｏｖ
等人［６９］提出的Ｓｋｉｐｇｒａｍ和ＣＢＯＷ模型是最具代
表性的词向量模型．随后，斯坦福大学［７０］提出一种语
义表达能力更强的ＧｌｏＶｅ①词向量模型．这两类模
型均是利用大规模语料（如维基百科、新闻文本）训
练浅层神经网络从而获得词汇的向量表示．由于利
用了词汇所在的上下文与目标词之间的共现关系建
模，模型可以捕获复杂的上下文信息．因而训练出的
词向量不仅能更为准确地表达词汇的语义信息，还能
够刻画词汇之间的潜在关系与概念层次，因而广泛应
用于命名实体识别、信息检索及推荐系统等领域．

在词向量辅助的概率主题模型中，尽管各类模
型均使用预训练的词向量来直接或间接度量词汇之
间的语义相似性使得相似词汇增强到同一主题中，
但词向量在模型中的使用方式不尽相同．这主要包
括：（１）在词向量空间中直接推断主题，即基于高斯
分布的词向量主题模型；（２）遵循传统概率主题模
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型的文本生成过程，但在主题推断过程中利用词向
量度量词汇之间相似度并增强到同一主题中，即基
于词向量增强的主题模；（３）在词向量基础上利用
领域知识向量辅助主题建模，即基于知识向量的主
题模型．
３１　基于高斯先验的词向量主题模型

ＬＤＡ等基于狄利克雷先验的主题模型均从文
本的词袋子中采样主题，即从词表规模固定的离散
空间中采样．随着词向量在语义相似度度量方面表
现出显著优势，学者们开始尝试直接从连续的词向
量空间中采样主题，以期提高主题词的语义一致性
和解决未登录词（ＯｕｔＯｆＶｏｃａｂｕｌａｒｙｗｏｒｄｓ，ＯＯＶ
ｗｏｒｄｓ）问题．这时，主题词汇的狄利克雷多项式分
布假设将不再适用，而多元高斯分布利用欧氏距离
能够在连续空间中刻画词汇之间的语义相似度，使
得语义相关的词汇能以更大概率聚合到同一主
题下．
３．１．１　高斯ＬＤＡ主题模型

最早提出从词向量空间中采样的主题模型是
ＧＬＤＡ［３８］模型．在该模型中，观测变量不再是离散
的词汇，而是稠密的词向量，进而每个文档向量表示
为相应词向量的拼接．此外，ＧＬＤＡ假设每个主题
词汇采样自多元高斯分布．在ＧＬＤＡ模型，文档生
成过程如下：

（１）对于每个主题犽（犽＝１，２，…，犓）：
生成其协方差矩阵和均值：Σ犽～犐犠－１（ψ０，ν０），

μ犽～犖μ０，１τΣ（ ）犽；
（２）对于每个文档犱：
从参数为α的Ｄｉｒｉｃｈｌｅｔ先验中生成文档主题

分布：θ犱～犇犻狉（α）；
（３）对于文档犱中第犻（犻＝１，２，…，犱狀）个位置：
从θ犱中生成一个主题分配：狕犱，犻～犕狌犾狋犻（θ犱）；
根据主题分配狕犱，犻生成一个词向量：狏犱，犻～犖（μ狕犱，犻，

Σ狕犱，犻）．
可以看到，ＧＬＤＡ模型先从狄利克雷先验中生

成文档主题分布，再从多元高斯先验中生成主题
词汇分布．每个词汇向量狏犱，犻在主题犽上的概率满足
均值为μ犽、方差为Σ犽的多元高斯分布．

此外，作者也提出坍缩吉布斯采样实现模型
参数估计，即文档犱中词汇狑的主题分配条件概
率为

狆（狕犱，狑＝犽狘狕－（犱，狑），犞犱，!!!!，α）∝
（狀犱，犽＋α犽）×狋狏犽－犕＋１狏犱，狑狘μ犽，τ犽＋１τ犽Σ（ ）犽 （９）

其中，犞犱为文档犱的相应词向量拼接，狋ν（狓｜μ，Σ）是
自由度为ν、参数为（μ，Σ）的狋分布．

ＧＬＤＡ模型使用了大规模维基百科语料预先
训练出大规模词汇的词向量，这样在推断出文档的
主题词汇向量分布后，可从预训练的词向量库中计
算出与各个主题词向量最匹配的词汇，因而能有效
应对新文档主题建模过程中出现的未登录词问题，
进而提高主题模型的鲁棒性．此外，相比于ＬＤＡ模
型，ＧＬＤＡ模型提高了主题词的语义一致性．

在Ｇａｕｓｓｉａｎ分布假设与ＬＤＡ模型基础上，Ｈｕ
等人［７１］在２０１６年的ＡＣＬ会议上提出潜在概念主题
模型ＬＣＴＭ（ＬａｔｅｎｔＣｏｎｃｅｐｔＴｏｐｉｃＭｏｄｅｌ）．ＬＣＴＭ模
型中引入一个新的变量：潜在概念（如概念“狆狌犫犾犻狊犺”
包含词汇“狆狌犫犾犻犮犪狋犻狅狀狊”，“犿犪犵犪狕犻狀犲”，“狆狉犻狀狋”等），
即由语义相似的词向量构成．这样，整个模型的基
本假设分别是文档主题满足狄利克雷多项式分
布、主题概念满足狄利克雷多项式分布、概念
词汇满足多元高斯分布．因而，在文档生成过程
中，首先分别生成主题分布犽～犇犻狉（β）和概念分布
μ犮～犖（μ，σ２犐）；对于每个文档犱中第犻（犻＝１，２，…，犱狀）
个位置而言，生成主题分配序列狕犱，犻～犕狌犾狋犻（θ犱）后，
依次生成该主题对应的概念犮犱，犻～犕狌犾狋犻（狕犱，犻）和该
概念对应的词向量狏犱，犻～犖（μ犮犱，犻，σ２犐）．相比于ＬＤＡ
和ＧＬＤＡ等模型，由于ＬＣＴＭ模型引入概念变量，
使得每个相似词汇可以聚集在相同的概念下面．在
采样过程中，主题先生成概念再生成词汇，因而该模
型在解决文档中出现未登录词汇方面的分类准确率
优于ＬＤＡ和ＧＬＤＡ．

此外，与ＧＬＤＡ模型思想类似还有Ｌｉ等人［７２］

提出的ＭｖＴＭ（ｍｉｘｖｏｎＭｉｓｅｓＦｉｓｈｅｒＴｏｐｉｃＭｏｄｅｌ）．
该模型也是从词向量空间中采样主题，但与ＧＬＤＡ
采用的多元高斯分布不同，ＭｖＴＭ认为使用词向量
之间的余弦相似度而非欧氏距离来度量词汇的语义
相似度更为恰当，因而假设主题词向量满足混合
ｖｏｎＭｉｓｅｓＦｉｓｈｅｒ（ｖＭＦ）分布［７３］．这样在文档生成
过程中，每个文档的词向量满足狏犱，犻～狏犕犉（Δ狕犱，犻），
其中Δ犽＝｛μ犽，κ犽｝为ｖＭＦ分布的参数．相比于ＧＬＤＡ
模型，ＭｖＴＭ能获得更高的主题词语义一致性和分
类准确性．
３．１．２　高斯稀疏主题模型

在稀疏主题建模方面，Ｚｈａｏ等人［３９］在焦点主
题模型ＦＴＭ［５８］基础上提出一种结合词向量的焦点
主题模型ＷＥＩＦＴＭ并应用于短文本聚类．在ＦＴＭ
模型中，主题的稀疏性体现在文档只与若干个主
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题相关；而在ＷＥＩＦＴＭ中，稀疏性体现在每个主
题只与若干个词汇相关．为实现主题词汇的稀疏分
布，ＷＥＩＦＴＭ在ＬＤＡ模型假设的基础上，引入二
值变量犫犽，狑～犅犲狉狀（狊犻犵犿狅犻犱（π犽，狑））来表示采样过程
中主题犽是否选择词汇狑，其中，变量π犽，狏由词向
量狏狑和主题向量狌犽之间的相似性及主题偏置犮犽
来决定，即π犽，狑＝狏狑狌Ｔ犽＋犮犽．为采样主题向量狌犽．
ＷＥＩＦＴＭ假设主题词汇分布满足超参数为σ２０高
斯先验，即主题向量狌犽与偏置向量犮均采样自均值
为０、方差为σ２０的高斯分布：狌犽，：，犮～犖（０，σ２０犐）．因
此，在ＷＥＩＦＴＭ模型的主题采样过程中，首先依
据高斯先验生成主题向量狌犽，再根据伯努利分布决
定主题犽是否选择词汇狑．若主题犽选择词汇狑，则
依据狄利克雷先验生成主题词汇分布．由于在采样
过程中根据词汇与主题之间的相似性来决定某个词
汇是否分配给当前主题，使得模型中的主题只聚焦
于若干个词汇，进而提升了模型的泛化能力．
３．１．３　高斯相关主题模型

为进一步提升相关主题模型的主题词抽取能力
和分类准确性，Ｈｅ等人［７４］和Ｘｕｎ等人［７５］在２０１７
年的ＫＤＤ和ＩＪＣＡＩ会议上分别提出一种利用分布
式表示学习的相关主题模型．其中，Ｈｅ等人［７４］引入
主题向量狌犽和文档向量犪犱，狌犽采样自超参数为α高
斯先验狌犽～犖（０，α－１犐），而文档采样自超参数为ρ
的高斯先验分布犪犱～犖（０，ρ－１犐）．与ＣＴＭ不同，文
档主题分布将不再从超参数为｛μ，Σ｝的高斯先
验中采样，而是依据主题向量犝与文档向量犪犱之间
的相似性采样，即η犱～犖（犝犪犱，τ－１犐）．Ｘｕｎ等人［７５］

提出的相关高斯主题模型ＣＧＴＭ［７５］（Ｃｏｒｒｅｌａｔｅｄ
ＧａｕｓｓｉａｎＴｏｐｉｃＭｏｄｅｌ）综合了ＧＬＤＡ和ＣＴＭ模
型的基本假设，即文档主题和主题词汇均采样自
满足共轭ＮＩＷ先验的高斯分布．在模型推断方面，
上述两个相关主题模型分别采用了随机变分和吉布
斯采样．相比于ＣＴＭ和ＬＤＡ，两模型在文本分类
准确率方面均有一定提升．
３２　基于词向量增强的主题模型

基于词向量增强的主题模型一般遵从ＬＤＡ、
ＤＭＭ等基准模型假设，而在文本生成过程中将语
义相似的词汇以更大概率分配到同一主题中，以产
生性能更好的主题模型．
３．２．１　主题向量与词向量相似增强

最先使用该思想的是２０１５年ＡＣＬ会议上提出
潜在特征主题模型ＬＦＴＭ［７６］①（ＬａｔｅｎｔＦｅａｔｕｒｅ
ＴｏｐｉｃＭｏｄｅｌ），该模型分别以ＬＤＡ和ＤＭＭ为基准

模型，并在主题词汇的狄利克雷多项式分布构件基
础上增加一个潜在特征（ｌａｔｅｎｔｆｅａｔｕｒｅ）构件．根据
使用基准模型的不同形成ＬＦＬＤＡ和ＬＦＤＭＭ
模型．
ＬＦＬＤＡ模型首先引入词向量狏狑和主题向量

狌犽，根据两个向量之间的相似度μ狑＝狌犽狏Ｔ狑作为主
题犽选择词汇狑的权重，并将潜在构件定义为
犆犪狋犈（狑｜μ）～狊狅犳狋犿犪狓（μ狑）．在文档生成过程中，首
先为文档犱采样一个满足狄利克雷先验的主题序
列狕犱～犕狌犾狋犻（θ犱）；其次，利用一个满足伯努利分布的
指示器狊犱来决定文档犱中每个词汇狑产生自狄利克
雷多项式分布还是潜在特征分布．这样，词汇狑的生成
概率即为两个构件的混合：狑犱～（１－狊犱）犕狌犾狋犻（狕犱）
＋狊犱犆犪狋犈（狌狕犱狏Ｔ）．ＬＦＤＭＭ的采样过程类似，但使
用ＤＭＭ作为基准模型．

ＬＦＴＭ模型将主题向量与词向量之间的相似度
引入到文本生成过程中，由于额外引入了主题向量这
一变量并使用最大后验估计求解该变量，使得模型复
杂度比基准模型（ＬＤＡ和ＤＭＭ）有较大幅度的提
高．另一方面，引入潜在构件特征使得模型的主题词
抽取和分类能力有较大程度的提升，特别是针对短
文本而言，ＬＦＤＭＭ比ＤＭＭ模型提升显著．

与ＬＦＴＭ［７６］建模思想类似的还有ＬＦＢＴＭ［７７］

（ＬａｔｅｎｔＦｅａｔｕｒｅＢｉｔｅｒｍＴｏｐｉｃＭｏｄｅｌ），不同点在于
ＬＦＢＴＭ使用ＢＴＭ而非ＬＤＡ或ＤＭＭ作为基准
模型．该模型利用主题词汇多项式构件和潜在特征
构件的混合构件替代了ＢＴＭ中的主题词汇多项
式分布假设．在ＬＦＢＴＭ中，每个双词犫＝｛狑１，狑２｝
中的两个词汇均采样自两个构件的混合分布．
３．２．２　词向量相似增强

另一种使用词向量增强思想的主题模型是Ｌｉ
等人［１］在２０１６年ＳＩＧＩＲ会议上提出的ＧＰＵ
ＤＭＭ②．该模型基于ＤＭＭ结构，并利用广义波利
亚翁（ｇｅｎｅｒａｌｉｚｅｄＰóｌｙａｕｒｎ，ＧＰＵ）增强语义相似
的词汇在同一主题上的分配概率．与之前论述的其
他词向量主题模型不同，该模型只使用词向量之间
的语义相似度来将相似词汇增强到同一主题中，而
不用引入主题向量或文本向量等其他变量．

具体来说，ＧＰＵＤＭＭ模型包含以下三个核心
步骤：（１）利用词向量构建词汇的语义相似度矩阵
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犃；（２）在坍缩吉布斯采样过程中，对于文档犱中的
每个词汇狑，根据狑在当前主题狕犱下的分配概率构
建指示变量狊犱，狑～犅犲狉狀（λ狑，狕犱）以决定该词汇是否采
用主题增强策略；（３）若词汇狑采用增强策略，则利
用狑的相似词汇集犕狑＝｛狑犼｜犃狑犼，狑＞ε｝增强该主
题计数珘狀犽←珘狀犽＋犖狑

犱犃狑，狑′，及其相似词汇狑′∈犕狑在
主题犽上的计数珘狀狑′犽←珘狀狑′犽＋犖狑

犱犃狑，狑′．该模型的优化
函数及推断过程与ＤＭＭ类似，这里不再赘述．

ＧＰＵＤＭＭ在ＤＭＭ模型的基本假设基础上，
巧妙利用了词向量之间的相似度提升模型的主题词
抽取和分类能力．模型简洁高效易于推广，且在个评
估指标上优于基准模型ＤＭＭ和ＬＦＤＭＭ．
ＬＤＡ模型假设每个文本包含若干个主题，而

ＤＭＭ模型假设中每个文本只包含一个主题．针对
短文本分类问题，每个文本包含多少个主题是一个
值得商榷的问题．往往较短的短文本（如３０字以内）
包含一个主题，而较长的短文本（如１００～１４０个字）
可能包含多个主题．为此，Ｌｉ等人［７８］再次提出
ＧＰＵＰＤＭＭ（ＰｏｉｓｓｏｎｂａｓｅｄＧｅｎｅｒａｌｉｚｅｄＰóｌｙａＵｒｎ
ＤｉｒｉｃｈｌｅｔＭｕｌｔｉｎｏｍｉａｌＭｉｘｔｕｒｅ）模型．该模型在
ＧＰＵＤＭＭ基础上引入Ｐｏｉｓｓｏｎ分布来约束每个文
档所包含的主题数目，即希望每个文档只包含１～３
个主题．在文档生成过程中，对于每个文档犱，首先
从泊松分布中采样主题数目狋犱及相应的主题分配序
列向量犣犱；然后对犱中的每个词汇狑，从分配的主
题序列犣犱中使用均匀分布采样一个主题分配序列
狕犱，狑；最后使用与ＧＰＵＤＭＭ模型相同的词向量增
强策略．由于修正了文档的主题数目假设，模型的主
题词语义表达一致性和分类准确率有所提升，但是
时间消耗增加显著．
３．２．３　文档向量与词向量相似增强

与ＧＰＵＤＭＭ模型类似的还有彭敏等人［７９］提
出基于文档词汇双向增强主题模型ＤＧＰＵＬＤＡ
（ｄｏｕｂｌｅｇｅｎｅｒａｌｉｚｅｄＰóｌｙａＵｒｎｗｉｔｈＬＤＡ）．ＤＧＰＵ
ＬＤＡ模型以ＬＤＡ为基准同时引入文档向量以期利
用文档与词汇以及词汇与词汇之间的相似度增强主
题模型能力．为此，模型首先利用双向长短时记忆网
络（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＬＳＴＭ）构建文档的
语义向量；其次在主题采样过程中，基于ＧＰＵ使得
文档向量和词汇向量同时对主题进行增强，即当主
题狕采样某个文档犱中的词汇狑后，若该词汇的词向
量与文档语义向量相似则增强主题狕在文档犱上的
计数，同时增强词汇狑的相似词汇在主题狕上的计数．

ＤＧＰＵＬＤＡ在ＧＰＵＤＭＭ基础上，增加了相

似文档对主题计数策略，并利用ＬＳＴＭ构建文档向
量，因而虽然能一定程度提高主题质量，但需要消耗
额外的时间来生成文档向量．
３３　基于知识向量的主题模型

传统的领域文本主题建模常使用频繁共现的
词汇或不能同时出现的词汇来约束文档生成过
程［６４６６］，从而提升主题模型性能．然而，领域知识不
仅包括共现词汇，还包括文本所蕴含的事件信息和
实体关系等，这些知识及其向量表示也可融入到主
题建模过程中．

在利用事件信息建模方面，Ｓｕｎ等人［８０］提出
一种利用事件知识的主题模型ＥｖｅｎｔＢＴＭＧＰＵ
（ＥｖｅｎｔＢｉｔｅｒｍＴｏｐｉｃＭｏｄｅｌｂａｓｅｄｏｎＧｅｎｅｒａｌｉｚｅｄ
ＰóｌｙａＵｒｎ），该模型使用结构化的事件信息而非
词汇来表示主题．为获取事件信息，利用斯坦福大学
的依存句法分析工具ＣｏｒｅＮＬＰ从每条句子中抽取
满足“名词性主语（ｎｓｕｂｊ）”与“直接宾语（ｄｏｂｊ）”
依存关系的事件二元组（Ｐｒｅｄｉｃａｔｅ，Ｓｕｂｊｅｃｔ）和
（Ｐｒｅｄｉｃａｔｅ，Ｏｂｊｅｃｔ）并最终表达成三元组（Ｓｕｂｊｅｃｔ，
Ｐｒｅｄｉｃａｔｅ，Ｏｂｊｅｃｔ）形式，并利用词汇向量构建事件
向量犛狌犫，犞犲狉犫，犗犫犼＝犞犲狉犫·（犛狌犫犗犫犼）．模型的主
题采样过程与ＧＰＵＤＭＭ类似，即对于每一个双事
件犫＝｛犲犻，犲犼｝，借助ＧＰＵ增加当前事件的语义相关
事件在该主题分配上的计数．此外，由于两个事件可
能表达不同的主题，该模型进一步引入伯努利指示
变量犾犫～犅犲狉狀（λ犫）以决定ｂｉｔｅｒｍ中的两个事件是
否分配同一个主题．使用事件而非词汇来表示主题，
一定程度上增强了主题表达能力和可解释性．然而，
从文档中抽取事件的准确性以及事件知识的稀疏性
都一定程度上影响了模型的性能．

另一种利用知识的主题模型是Ｙａｏ等人［４０］在
２０１７年ＡＡＡＩ会议提出的ＫＧＥＬＤＡ，即将知识图
谱中的实体及其向量表示引入到ＬＤＡ模型中．在
ＫＧＥＬＤＡ中，每个文档犱不仅由犖犱，狑个词汇构成，
还由犖犱，犲个实体构成，其中每个实体由ＴｒａｎＥ［８１］模
型训练出对应的向量表示．那么在文档生成过程中，
不仅需要为每个词汇狑采样一个主题，还需要为每
个实体犲采样一个主题．由于实体向量是球形空间
中的稠密向量，因此，模型假设主题实体满足
ｖＭＦ［７３］分布．与之前针对主题词汇向量采样所使
用的高斯分布假设不同，ｖＭＦ分布能有效建模有向
数据，进而捕获实体之间的潜在关系．ＫＧＥＬＤＡ是
知识图谱与主题模型结合的一次尝试，由于文档生
成过程分别从词汇和实体两个角度进行，因而丰富
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了文档的语义信息，进而一定程度上提升了模型的
主题词抽取和长文本分类能力．
３４　词向量概率主题模型对比

最后，表４对比分析了词向量辅助的概率主题
模型在模型假设、分布表示学习的作用以及基准模
型上的异同点．
　　总体来说，上述几种主题模型直接利用已训练
好的词向量来丰富文本特征空间表达，以期使得语
义相似的文本和词汇能够被分配到同一主题中，从
而提高主题词语义一致性和文本分类准确率．但是
各模型基本假设和使用词向量方面具有较大差异．
具体来说：

（１）为从连续空间中直接采样词向量（或文档
向量），基于高斯分布的主题模型均改进了其基准模
型的假设．这类模型均采用一个或多个高斯先验替
换狄利克雷先验，而高斯先验与多项式分布不是共
轭分布，因而需要将高斯先验参数作为随机变量，并
引入ＮＩＷ先验求解模型参数．然而，由于引入更多

分布，模型的复杂度均比ＬＤＡ和ＣＴＭ更高，但可
获得比基准模型更好的主题词抽取和文本分类能
力．此外，除Ｈｅ等人［７４］提出的相关主题模型使用
随机变分推断外，其余几种模型均采用坍缩吉布斯
抽样推断参数．这样文档中词汇的主题分配条件概
率可由剩余主题及词向量来估计．

（２）基于词向量增强的主题模型一般不更改基
准模型的假设，而是直接利用词向量、文档向量及其
之间的相似度将相似的文档／词汇聚合到相同主题
中．这类模型基本沿用基准模型的吉布斯采样方法，
但比其基准模型在主题词聚合性和分类准确率等指
标上更胜一筹，特别是ＧＰＵＤＭＭ．

（３）目前有关知识向量与主题模型结合的研究
成果相对较少，尚处于探索阶段．此外，从实验结果
来看，这类模型效果一般，这可能是由于知识抽取的
准确性不高以及待建模文本中所含知识稀疏性较高
导致的．如何抽取可信度更高的知识以及探索其他
结合方式也是未来可研究的问题之一．

表４　词向量辅助的概率主题模型对比
模型 分布表示学习的作用 文档主题分布 主题词汇分布 基准模型

ＧＬＤＡ［３８］ 词向量拼接构成文档向量，从词向量
空间中采样 犇犻狉（α）→犕狌犾狋犻（θ犱） （犐犠－１（ψ０，ν０），犖μ，１τΣ犽（ ））→

犖（μ狕，Σ狕）
ＬＤＡ

ＬＣＴＭ［７１］ 相似词向量构成概念空间，词向量拼
接成文档向量，从词向量空间中采样 犇犻狉（α）→犕狌犾狋犻（θ犱） 犇犻狉（β）→犕狌犾狋犻（狕）→

犖（μ犮）←犖（μ，σ２犐） ＬＤＡ

ＭｖＴＭ［７２］ 词向量拼接构成文档向量，从词向量
空间中采样 犇犻狉（α）→犕狌犾狋犻（θ犱） （μ犽，κ犽）→狏犕犉（Δ狕） ＬＤＡ、ＧＬＤＡ

ＷＥＩＦＴＭ［３９］主题向量与词向量之间相似度决定
主题词汇分布 犇犻狉（α）→犕狌犾狋犻（θ犱） 犖（０，（σ０）２犐）→犇犻狉（β犫犽）→

犕狌犾狋犻（狕） ＬＤＡ

Ｈｅ等人［７４］ 主题向量与文档向量之间相似决定
文档主题分布

犖（０，α－１犐）
犖（０，ρ－１犐｝）→犖（犝犪犱）→犕狌犾狋犻（θ犱）

犇犻狉（β）→犕狌犾狋犻（狕犱） ＣＴＭ

ＣＧＴＭ［７５］ 从词向量空间中采样 犐犠－１（ψ，ν），犖μ，１κΣ（ ）（ ）犽 →
犖（μ犮，Σ犮）→犕狌犾狋犻（θ犱）

犐犠－１ψ０，ν０），犖（μ０，１τΣ（ ）（ ）犽 →
犖（μ狕，Σ狕）

ＣＴＭ

ＬＦＴＭ［７６］

ＬＦＢＴＭ［７７］
主题向量与词向量之间相似度决定
主题词汇分布

犇犻狉（α）→犕狌犾狋犻（θ犱）

犇犻狉（α）→犕狌犾狋犻（θ）

犇犻狉（β）→（１－狊犱）犕狌犾狋犻（狕）＋
狊犱犆犪狋犈（狌狕犱狏Ｔ）

犇犻狉（β）→（１－狊犫）犕狌犾狋犻（狕犫）＋
狊犫犆犪狋犈（狌狕犫狏Ｔ）

ＬＤＡ、ＤＭＭ

ＢＴＭ

ＧＰＵＤＭＭ［１］在主题采样过程中，将待采样词汇的
相似词汇增强到同一主题中 犇犻狉（α）→犕狌犾狋犻（θ） 犇犻狉（β）→犕狌犾狋犻（狕犱） ＤＭＭ

ＧＰＵＰＤＭＭ［７８］ 犇犻狉（α）
犘狅狊狊犻狅狀（λ）→犕狌犾狋犻（θ） 犇犻狉（β）→犕狌犾狋犻（狕犱） ＢＴＭ

ＤＧＰＵＬＤＡ［７９］构建文档向量，并将待采样词汇的相似词汇和相思文档增强到同一主题中 犇犻狉（α）→犕狌犾狋犻（θ犱） 犇犻狉（β）→犕狌犾狋犻（狕犱） ＬＤＡ
ＥｖｅｎｔＢＴＭ
ＧＰＵ［８０］

利用词汇向量构建事件向量，并将相
似事件增强到同一主题中 犇犻狉（α）→犕狌犾狋犻（θ） 犇犻狉（β）→犕狌犾狋犻（狕犱） ＢＴＭ

ＫＧＥＬＤＡ［４０］
利用知识图谱中实体向量，并同时为
文档的词汇和实体生成主题词汇／
实体分布

犇犻狉（α）→犕狌犾狋犻（θ）

主题词汇：
犇犻狉（β）→犕狌犾狋犻（狕犱），

主题实体：
狏犕犉（μ０，犆０）
ｌｏｇ犖（μ，σ２ ｝）→狏犕犉（μ狕犲，κ狕犲）

ＬＤＡ
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４　基于神经网络结构的主题模型
神经网络主题模型旨在利用神经网络刻画包含

潜在主题信息的文本生成过程．这类模型中一般以
文档词袋子为输入，并增添对应的词向量层和其他
网络层以产生文档．模型一般使用后向传播算法逐
层更新参数．

早期的神经网络主题模型主要是直接利用前馈
神经网络构建主题模型并以其中的权重矩阵表示文
档主题分布和主题词汇分布．随后，包含潜在结构
层的变分自编码器［８２］（ＶａｒｉａｔｉｏｎａｌＡｕｔｏＥｎｃｏｄｅｒ，
ＶＡＥ）被用于构建主题模型．但是上述神经主题模
型并未考虑分布的稀疏性．基于此，稀疏约束逐步被
引入到神经主题模型中．
４１　基于前馈神经网络的主题模型

早期神经主题模型主要采用受限玻尔兹曼
机［８３］或深度信念网络［８４８５］构建模型的输入特征表
示．例如，Ｗａｎ等人［８５］提出一个深度信念网络与层
次主题模型相结合的混合模型．在该模型中，神经网
络用于特征抽取与非线性变换，为主题模型提供文
本的低维向量表示．然而受限玻尔兹曼机模型复杂
度较高，训练难度较大，不能适应文本序列建模［８６］．
随后，Ｃａｏ等人［１８］在２０１５年ＡＡＡＩ会议上提出了
基于前馈神经网络的主题模型ＮＴＭ①（Ｎｅｕｒａｌ
ＴｏｐｉｃＭｏｄｅｌ），开始尝试从神经网络视角构建主题
模型．

在ＬＤＡ、ＤＭＭ等经典的三层贝叶斯主题模型
中，文档表示为主题的多项式分布θ，主题表示为词
汇的多项式分布，那么文档犱关于词汇狑的分布
概率即表示为狆（狑｜犱）＝·，狑×θＴ犱．ＮＴＭ从前馈神
经网络角度解释上述两个分布，并构建出如图６所
示的网络结构．

图６　ＮＴＭ的网络结构示意图

在ＮＴＭ模型中，每个词汇和每个文档在主题
上的分布分别用两个隐藏层狀ｇｒａｍｔｏｐｉｃｌａｙｅｒ（犾狋）

和ｔｏｐｉｃｄｏｃｕｍｅｎｔｌａｙｅｒ（犾犱）表示．那么输出的文
档词汇分布狆（狑／犱）即为两个隐藏层向量的点乘
积．此外，与一般神经网络处理文本数据类似，ＮＴＭ
模型的输入层即为每个文档的狀ｇｒａｍ并添加词向
量层．与传统概率主题模型不同的是，ＮＴＭ无需指
定先验分布，而是分别使用神经网络常用的ｓｉｇｍｏｉｄ
和ｓｏｆｔｍａｘ函数从权重矩阵中生成隐藏层，即：

犾狋（犵）＝狊犻犵犿狅犻犱（犾犲（犵）×犠２） （１０）
犾犱（犱）＝狊狅犳狋犿犪狓（犠１（犱）） （１１）

　　ＮＴＭ模型使用后向传播（ＢａｃｋＰｒｏｐａｇａｔｉｏｎ，
ＢＰ）算法即可训练出两个分布及对应的权重矩阵
犠１和犠２．相比于ＬＤＡ等概率主题模型，ＮＴＭ模型
结构简洁且无需先验假设，但可获得质量更高的主
题表示和分类准确率．
４２　基于变分自编码器的主题模型

变分自编码器（ＶＡＥ）是Ｋｉｎｇｍａ等人［８２］在
２０１４年提出的一种编码解码网络，其模型结构如
如图７所示．在该网络中，编码器将输入数据犱压缩
为潜在特征狕，而解码器根据数据在潜在空间中的
分布重构出信号^犱．

图７　ＶＡＥ模型结构图

通常情况下，ＶＡＥ模型假设输入数据犱在潜在
特征狕下的后验概率近似满足高斯分布，即狇（狕｜犱）～
犖（狕；μ，σ２犐），其中μ和σ２均是数据犱通过神经网
络生成的，即μ犱＝犳１（犱），ｌｏｇσ２犱＝犳２（犱）；另一方面，
ＶＡＥ假设潜在特征狕满足多元标准高斯先验，即
狆（狕）～犖（０，犐）．那么在解码阶段，通过采样一个
狕～狇（狕｜犱），即可从解码网络重构出^犱＝犵（狆（狕犱），
狆（犱｜狕犱））．为使重构数据尽可能接近原始数据，
ＶＡＥ最终的优化目标即为在最大化犱的生成概
率狆（犱）的同时利用ＫＬ散度使得从数据中训练出
的后验概率狇（狕｜犱）尽可能逼近其理论变分概率
狆（狕｜犱），这样优化函数的最终表达式如下：
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犾＝犈狕～犙［ｌｏｇ（狆（犱｜狕）］－犇犓犔（狇（狕｜犱）‖狆（狕））（１２）
　　此外，在解码阶段，模型使用了重参数化技巧
（ｒｅｐａｒａｍｅｔｅｒｉｚａｔｉｏｎｔｒｉｃｋ），即不直接从后验分布
犖（μ，σ２）采样狕犱，而是从标准高斯分布犖（０，犐）中
采样ε，并令狕犱＝μ＋εσ２，从而使得模型可使用后向
传播算法训练参数．

从上述生成过程中可以看出，ＶＡＥ是一种无监
督模型，即不需要对数据犱进行标注而仅通过对犱
进行重构即可构造出优化函数，进而训练出模型．
ＶＡＥ模型作为一个无监督生成模型，目前主要用于
图像分类［８２］、文档生成［８７８８］、自动摘要生成［８９］和主
题建模［９０］等数据生成任务．

在主题建模方面，Ｍｉａｏ等人［８７］首先尝试使用
ＶＡＥ构建神经变分文档模型（ＮｅｕｒａｌＶａｒｉａｔｉｏｎａｌ
ＤｏｃｕｍｅｎｔＭｏｄｅｌ，ＮＶＤＭ），并在此基础上考虑主
题词汇分布，进而形成基于神经自编码器结构的主
题模型［９０９２］．

ＮＶＤＭ是一个无监督的文档生成模型，旨在从
文档的词向量空间中抽取潜在特征（即主题），并据
此生成文档．ＮＶＤＭ遵从ＶＡＥ模型的基本结构，
即假设主题狕满足标准高斯先验，这样每个文档犱
即可由多层感知机编码为主题上的分布狇（狕｜犱）＝
狉犲犾狌（μ犱＋εσ犱），其中μ犱与σ２犱由多层感知机网络产
生；那么在解码阶段，通过神经网络采样狕～狇（狕｜犱）
即可生成文本．由于ＮＶＤＭ仅使用神经网络权重
矩阵犠来表示主题词汇分布，因而产生的模型在
主题词语义一致性方面不及ＬＤＡ［９２］．

基于此，Ｄｉｎｇ等人［９１］提出一种关注主题语义表
达一致性的神经主题模型，该模型使用预训练的
词向量来度量词对之间的语义相似度，并将其作为
ＮＶＤＭ优化函数的一部分．相比于ＮＶＤＭ，上述方
法提高了主题词语义一致性．

在ＮＶＤＭ基础上，Ｍｉａｏ等人［９０］在２０１７年
ＩＣＭＬ会议上提出了一系列具有不同形式的神经主
题模型，各模型均是基于ＶＡＥ结构，并着重考虑了
潜在主题的表示方式．在这一系列模型中，对于输入
文档犱，首先通过多层感知机将其编码为在潜在特
征下的概率分布狓～犌（犖（μ犱，σ２犱））．与ＮＶＤＭ不同
的是，这里不直接使用狓作为解码器的输入，而是
在此基础上使用不同神经网络进一步生成文档主
题分布θ＝狇（狕｜犱），分别是：（１）ＧＳＭ（Ｇａｕｓｓｉａｎ
ＳｏｆｔｍａｘＣｏｎｓｔｒｕｃｔｉｏｎ）：直接利用一个ｓｏｆｔｍａｘ函
数构建θ＝狊狅犳狋犿犪狓（犠Ｔ１狓）；（２）ＧＳＢ（ＧａｕｓｓｉａｎＳｔｉｃｋ
ＢｒｅａｋｉｎｇＣｏｎｓｔｒｕｃｔｉｏｎ）：利用ｓｉｇｍｏｉｄ函数和折棍

子模型构建一个稀疏分布θ＝犳ＳＢ（狊犻犵犿狅犻犱（犠Ｔ２狓））；
（３）ＲＳＢ（ＲｅｃｕｒｒｅｎｔＳｔｉｃｋＢｒｅａｋｉｎｇＣｏｎｓｔｒｕｃｔｉｏｎ）：
利用循环神经网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ，
ＲＮＮ）和折棍子模型构建θ＝犳ＳＢ（犳ＲＮＮ（犠Ｔ３狓））．在
主题词汇推断方面，模型引入主题向量狕∈!

犓×犎

和词向量狑∈!

犕×犎，那么每个主题在词汇上的分布
即可使用两个向量的语义相似度来表示，即犽＝
狊狅犳狋犿犪狓（狑·狕Ｔ犽）．进而，根据主题θ犱即可表达文档
犱中词汇狑的生成概率狆（狑｜犱）＝θ犱Ｔ·狑．

可以看出，上述三个模型结构与ＮＶＤＭ类似，
即基于主题的高斯先验，并由神经网络刻画出文档
主题分布狆（θ｜犱）；不同点是主题词汇不再是简单
的神经网络权重矩阵，而是由主题向量与词向量的
乘积产生，进而推断出文档词汇分布．此外，高斯神
经网络主题模型ＧＳＢ利用折棍子模型可刻画出
文档主题的稀疏分布，从而提升了神经主题模型的
性能．

变分推断和坍缩吉布斯采样均无法灵活应用于
新主题模型，即当模型假设产生微小变动时均需重
新训练模型．为此，Ｓｒｉｖａｓｔａｖａ等人［４１］①在２０１７年
ＩＣＬＲ会议上提出另一种使用ＶＡＥ推断思想的主
题模型推断方法ＡＶＩＴＭ．该方法假设主题模型的
文档主题满足逻辑斯谛正态先验而非多元高斯先
验或狄利克雷先验．这样模型既可使用ＶＡＥ的重
参数化技巧提升训练速度，也可避免自动变分推
断［９２］存在的主题同质性问题．值得注意地是，该假
设与相关主题模型ＣＴＭ［２２］的逻辑斯谛正态先验
略有不同，ＡＶＩＴＭ先从拉普拉斯先验中采样参数
（μ，Σ）～犔犪狆犾犪犮犲（α），再从逻辑斯谛正态分布中采
样文档主题分布θ～狊狅犳狋犿犪狓（犖（狌，Σ））．此外，模
型在处理主题词汇分布时与ＮＶＤＭ［８７］类似，即在
ＶＡＥ生成网络的权重矩阵犠上增加一个ｓｏｆｔｍａｘ
层作为主题词汇分布．由于ＡＶＩＴＭ是一个可应
用于其他主题模型的黑盒推断方法，作者将其应用
于一个ＬＤＡ变形形式的主题模型ＰｒｏｄＬＤＡ上以
应验证其在主题模型假设发生微小改变时的推断效
果和效率．ＡＶＩＴＭ由于使用了ＶＡＥ结构的参数重
采样技术和逻辑斯谛正态先验假设，使其比变分推
断方法下的ＬＤＡ和ＮＶＤＭ均具有更高的主题词
一致性水平和训练速度；而ＰｒｏｄＬＤＡ也比ＬＤＡ具
有更高的主题词一致性水平．
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４３　基于稀疏约束的神经网络主题模型
基于神经网络的稀疏主题模型也是近年来较为

关注的研究方向．随着深度学习技术的不断发展，学
者们在构建神经网络主题模型的同时向网络中添
加主题词汇的稀疏约束以提升模型的主题抽取能
力．其中有代表性的方法是Ｐｅｎｇ等人［４２］提出的神
经稀疏主题编码模型ＮＳＴＣ、Ｌｉｎ等人［９３］提出的神
经稀疏最大化主题模型（ＮｅｕｒａｌＳｐａｒｓｅＭａｘＴｏｐｉｃ
Ｍｏｄｅｌｓ，ＮＳＭＴＭ）和Ｃａｒｄ等人［４３］提出的神经网络
稀疏主题模型框架ＳＣＨＯＬＡＲ①，这些模型均基于
主题词汇稀疏分布假设．

ＮＳＴＣ模型是在ＳＴＣ［５２］基础上使用词向量提
升主题聚合性，并利用基于后向传播算法的神经网
络简化参数推断过程．与ＳＴＣ相比，ＮＳＴＣ：（１）采
用神经网络结构代替词编码的超高斯先验和主题字
典均匀分布假设；（２）文档编码不再从先验分布中
采样，而是依据文档中所有词编码狊犱，狑在所有主题

字典上的分布犽狑来采样：即θ犱∝∑
犇

犱＝１∑
犖犱

狀＝１
狊犱，狑犽，狑；

（３）引入词向量，即将文档犱中每个词汇表达成词向
量形式．而与ＳＴＣ假设相同的是文档犱中每个词汇
狑犱，狀依旧利用泊松分布采样词编码．从神经网络视
角分析，ＮＳＴＣ模型结构与ＮＴＭ类似，即包含文档
词列表输入层、词向量层（犾犲）、词汇编码层狊犱（犾犱）、主
题字典层（犾狋）以及文档词汇生成输出层（犾狊）．

ＮＳＴＣ模型使用词向量序列作为输入并从神经
网络视角重构了传统稀疏编码模型ＳＴＣ，不仅简化
了模型复杂度，还显著提高了主题模型的泛化能力
和文本分类准确性．

基于变分自编码器的主题模型（如ＧＳＭ［９０］、
ＡＶＩＴＭ［４１］等）一般在推断出的隐藏层上添加
ｓｏｆｔｍａｘ函数转化为文档主题分布θ犱和主题词汇
分布犽．由于ｓｏｆｔｍａｘ函数产生的结果仍然是稠密
向量，使得模型不满足稀疏假设．为此，Ｌｉｎ等人［９３］

在ＧＳＭ模型框架基础上提出一个主题稀疏约束
的神经主题模型ＮＳＭＴＭ．与ＧＳＭ类似，首先利用
多层感知机从文档犱中推断出隐藏层狓～犌（犖（μ犱，
σ２犱）），但这里不采用ｓｏｆｔｍａｘ转化为主题θ犱，而是使
用ｓｐａｒｓｅｍａｘ［９４］产生具有稀疏表示的文档主题分
布θ犱～狊狆犪狉狊犲犿犪狓（犠Ｔ狓）．同样地，使用ｓｐａｒｓｅｍａｘ
函数采样主题词汇的稀疏分布犽＝ｓｐａｒｓｅｍａｘ（狑·
狕Ｔ犽）．此外，与ＧＳＭ不同的是，在参数推断方面，
ＮＳＭＴＭ未使用ＶＡＥ模型中的ＫＬ散度而是采用
Ｗａｓｓｅｒｓｔｅｉｎ散度②来度量变分分布之间的距离，以

避免可能存在的训练过程不稳定问题．相比于
ＮＶＤＭ和ＡＶＩＴＭ，ＮＳＭＴＭ应用于短文本时具有
更好的模型泛化能力和更高的主题词语义一致性．

本文所讨论的绝大多数主题模型均以文档的词
汇为输入以推断主题．但实际上文档可能还包含可
以辅助主题推断的其他元数据（ｍｅｔａｄａｔａ），如作
者、日期、文档来源等信息．基于此，Ｃａｒｄ等人［４３］提
出一种以元数据为标签辅助建模的神经网络主题模
型框架ＳＣＨＯＬＡＲ．该框架结合了监督式ＬＤＡ［２５］
（ＳｕｐｅｒｖｉｓｅｄＬＤＡ，ＳＬＤＡ）与ＳＡＧＥ模型的优点：
（１）类似于ＳＬＤＡ，可以使用各种元数据作为标签信
息解决多标签分类问题；（２）利用ＳＡＧＥ模型的指
数先验控制主题分布的稀疏性．

具体来说，其文本生成过程如下：（１）类似于
ＡＶＩＴＭ［４１］，ＳＣＨＯＬＡＲ从超参数为α的逻辑斯谛
正态先验中采样文档主题分布θ犱；（２）结合文档的
元数据犮犱并通过网络层转化为犳犵（θ犱，犮犱），并据此
生成文档中的词汇狑犱，犻～狊狅犳狋犿犪狓（犳犵（θ犱，犮犱））；
（３）由于对每个文档引入多个标签，在生成文档后利
用一个多层感知机犳狔计算所有标签狔犱在当前主题下
的概率分布狔犱～狆（狔｜犳狔（θ犱，犮犱））．此外，为实现主
题词汇的稀疏约束，ＳＣＨＯＬＡＲ模型假设主题词
汇先验分布η满足超参数为λ的指数正态分布．而
在网络结构上，ＳＣＨＯＬＡＲ使用ＶＡＥ结构实现模
型参数推断，即在编码阶段可使用多层感知机先从
输入数据｛犱，犮犱，狔犱｝中采样μ犱和σ犱，再利用重参数
化技巧采样潜在主题分布θ犱＝狊狅犳狋犿犪狓（μ犱＋εσ犱）．
ＳＣＨＯＬＡＲ可以更加便利地融合元数据进而

扩展为其他模型，如监督式主题模型．这使得该模型
不仅可以用于纯文本数据的分类／聚类和主题建模
任务，还可以应用在其他多元数据上，如情感分析、
时序数据分析．
４４　神经网络主题模型对比

总体来说，基于神经网络结构的主题模型与传
统概率主题模型在分布假设与模型结构方法具有较
大差异．表５对比分析了各神经网络主题模型在模
型输入、网络结构和参数推断方法上的异同点．

一方面，神经主题模型基本摒弃了概率主题模
型关于分布的狄利克雷先验假设与吉布斯采样方
式，直接将分布转换为神经网络中的结点或权重矩
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阵，并使用神经网络常用的后向传播算法或随机梯
度算法训练模型参数．此外，由于构建出了神经网络
结构，那么在输入层上即可叠加词向量，从而更好地
利用词汇之间的语义相似度．此外，ＮＴＭ与后面讨
论的其他主题模型结构也略有不同．
　　（１）ＮＴＭ模型是较为简单直接的神经网络主
题模型，它从前馈神经网络角度直接重构两个分布
矩阵而不添加其他约束．

（２）基于ＶＡＥ推断的若干模型（如ＧＳＭ、ＧＳＢ、
ＲＳＢ、ＡＶＩＴＭ等）在遵从ＶＡＥ模型的文档主题推
断过程及神经变分参数估计方法的基础上，进一步优
化主题词汇的分布假设以符合主题建模需求．

（３）ＮＳＴＣ和ＳＣＨＯＬＡＲ分别从不同角度添加
主题词汇的稀疏约束．其中，ＮＳＴＣ将该约束添加
到模型的优化函数中，而ＳＣＨＯＬＡＲ使用先验分布
实现稀疏约束．

表５　基于神经网络结构的主题模型对比
方法 输入层 文档主题层 主题词汇层 文档词汇层

ＮＴＭ［１８］ 文档的狀ｇｒａｍ向量 θ犱＝狊狅犳狋犿犪狓（犠１（犱）） 狑＝狊犻犵犿狅犻犱（犾犲（犵）×犠２） 狆（狑｜犱）＝狑θＴ犱
ＮＶＤＭ［８７］ 文档词袋子 θ犱＝狉犲犾狌（犖（μ犱，σ２犱）） ＝犠 狆（狑｜犱）＝θ犱Ｔ·狑
ＧＳＭ［９０］
ＧＳＢ［９０］
ＲＳＢ［９０］

文档的词向量
θ犱＝狊狅犳狋犿犪狓（犖（μ犱，σ２犱））
θ犱＝犳ＳＢ（狊犻犵犿狅犻犱（犖（μ犱，σ２犱）））
θ犱＝犳ＳＢ（犳ＲＮＮ（犖（μ犱，σ２犱）））

犽＝狊狅犳狋犿犪狓（狑·狕Ｔ犽）

犽＝狊狅犳狋犿犪狓（狑·ＲＮＮ（狕Ｔ犽））
狆（狑｜犱）＝θ犱Ｔ·狑

ＡＶＩＴＭ［４１］ 文档词袋子 θ犱＝狊狅犳狋犿犪狓（犖（犔犪狆犾犪犮犲（α）））狑＝狊狅犳狋犿犪狓（犠） 狆（狑｜犱）＝θ犱Ｔ·狑
ＮＳＴＣ［４２］ 文档的词向量 狊犱，狑＝狉犲犾狌（犠１（狑，：）） 狑＝狉犲犾狌（犾犲（狑）×犠２） 狆（狑｜犱）＝狊犱，狑Ｔ·狑
ＮＳＭＴＭ［９３］ 文档的词向量 θ犱＝狊狆犪狉狊犲犿犪狓（犖（μ犱，σ２犱）） 犽＝狊狆犪狉狊犲犿犪狓（狑·狕Ｔ犽） 狆（狑｜犱）＝θ犱Ｔ·狑
ＳＣＨＯＬＡＲ［４３］文档词袋子 θ犱＝狊狅犳狋犿犪狓（犖（α）） 犽～狊狅犳狋犿犪狓（η犽＋犿） 狆（狑｜犱）～狊狅犳狋犿犪狓（θ犱Ｔ·狑＋犿）

５　联合训练主题模型
传统概率主题模型和基于神经网络结构的主题

模型都是一种文档生成模型，即可从数据中训练出
文本生成过程所需参数，并产生潜在主题的词汇表
达．这使得主题模型可用于文本分类／聚类、主题词
抽取（或称为潜在面特征抽取）、情感分类、商品评论
分析、多文档自动抽取摘要等任务．然而，在上面
综述的主题模型中，往往以文档的词袋子形式作
为模型输入，并产生主题词汇的分布．随着循环神
经网络（ＲＮＮ）在序列数据处理中逐步显现出优
势［３２３３，３５，９５］，学者开始考虑以文档的词序列作为输
入，使用犚犖犖网络转换为隐藏层向量，并根据不同
任务输出相应结果．相比于使用词袋子输入，使用词
序列可更加充分地利用词汇的上下文信息，使得相
关（分词、文本分类、实体关系抽取、事件抽取、自动
摘要等）任务的性能得以显著提升．

另一方面，对于某些文本分析任务，如文本摘
要、机器翻译、人机对话等，所需要的输出也是自然
文本形式．这时，往往需要借助语言模型才能生成自
然语句．然而，语言模型一般只刻画句子级别的词序
列，对于较长文档甚至多文档无法有效处理．而传统
主题模型能够捕获文档全局语义结构，但基于词袋
子模型假设而忽略了词汇顺序［９５］．因而，近几年学
者提出多种结合主题模型与语言模型的新型神经网

络联合训练模型．这类模型融合了上述两种方法的
优势，即既可以从输入词序列中捕获词汇之间的依
赖关系，也利用了潜在主题结构捕获多文档的全局
语义信息，因而既可作为主题模型实现文本分类和
主题推断，也可作为语言模型生成自然文本．

当前考虑潜在主题结构的语言模型研究成果相
对较少，并主要聚焦于两种方式：（１）基于浅层神经
网络结构的主题与词向量联合训练模型；（２）基于
ＲＮＮ结构的主题与文本生成联合训练模型．两者一
般均能产生潜在主题和词向量，但侧重点有所不同，
前者侧重于生成表达不同主题（或概念）的词向量，
而后者侧重于生成特定主题下的句子而非主题词．
５１　神经语言模型简介

在自然语言处理中，语言模型是计算一个句子
分配概率的模型．传统的统计语言模型一般基于
犽阶马尔科夫假设，即计算每个词汇在前犽个词汇
序列出现情况下的发生概率，进而完成整个句子的
词序列分配，如式（１３）所示：
狆（狑犻＋１｜狑１，…，狑犻）∝狆（狑犻＋１｜狑犻－犽＋１，…，狑犻）（１３）
　　随后，Ｂｅｎｇｉｏ等人［６７］提出的神经概率语言模型
以犽阶词汇的词向量为输入，预测下一个词的向量
表示．这时，输入的词向量将被传入到一个神经网络
层，并通过非线性变换预测句子输出：

狆（狑犻＋１狘狑犻－犽＋１，…，狑犻）＝狆（狑犻＋１狘犺犻＋１）
犺犻＋１＝犳（犺犻－１，狑犻｛ ） （１４）

其中，犳（狑）函数一般是神经网络单元，如多层感知
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机或循环神经网络；犺犻为词汇狑对应的隐藏层
向量．

语言模型可在原始文档上进行训练，即对于一
个犽阶语言模型而言，只需从连续的文本中提取
（犽＋１）个元组，然后将第（犽＋１）个词汇看做监督信
号．这样几乎可以创造无限训练数据．其中，作为语
言模型的副产品词向量，已广泛应用于自然语言处
理的各项任务中．

基于多层感知机结构的浅层语言模型虽然能够
生产句子，但是由于没有深入考虑输入词汇的上下
文关系，因而产生的文本可读性不强．随后，Ｍｉｋｏｌｏｖ
等人［９６］将循环神经网络引入到语言建模中，使得语
言模型的性能得到较大提升．此外，基于循环神经网
络的改进版本，如长短期记忆网络［９７］以及门限循环
单元（ＧａｔｅｄＲｅｃｕｒｒｅｎｔＵｎｉｔ，ＧＲＵ）网络［９８］，也相继
用于进一步改善语言建模的性能．这样的语言模型
在人机对话［９９］、机器翻译［９７］、自动文摘等［８９］等文本
生成任务中起到关键作用．
５２　基于犛犽犻狆犵狉犪犿的主题词向量模型

词向量与主题联合训练模型旨在产生更具表达
能力的词向量，特别是针对“一词多义”问题，可考虑
不同词汇在不同主题下的语义差异，以训练出相应
的词向量．一般来说，这类模型往往也会产生文档
主题和主题词汇分布这一副产品，因而也可以作为
主题模型使用．
５．２．１　Ｓｋｉｐｇｒａｍ模型

广泛使用的词向量模型Ｗｏｒｄ２Ｖｅｃ是由Ｍｉｋｏｌｏｖ
等人［６９］在２０１３年提出的，其中包含两种上下文表
示方法各异的模型：ＣＢＯＷ和Ｓｉｋｐｇｒａｍ．此外，还
存在其他词向量表示模型，如ＧｌｏＶｅ［７０］等．关于词
向量模型的研究成果比较丰富①，但从主题模型角
度而言，Ｓｉｋｐｇｒａｍ模型常作为基准模型来训练表
达不同主题的词向量．
Ｓｋｉｐｇｒａｍ模型利用目标词的上下文来预测目

标词，即给定词汇序列犇＝｛狑１，…，狑犕｝和其上下文
犮，从窗口大小为犽的上下文中选择一个词汇狑犻＋犮作
为目标词狑犻的上下文表示，并根据上下文预测狑犻．
Ｓｋｉｐｇｒａｍ的目标是对整个词序列最大化：

犔（犇）＝１犕∑
犕

犻＝１ ∑－犽犮犽，犮≠０
ｌｏｇ狆（狑犻＋犮狘狑犻）（１５）

其中，狆（狑犻＋犮｜狑犻）＝狊狅犳狋犿犪狓（狑犻＋犮·狑犻），狑犻、狑犻＋犮为
目标词狑犻与上下文词狑犻＋犮的词向量．
Ｓｋｉｐｇｒａｍ模型使用浅层神经网络结构，即对

输入的独热编码词汇，映射到一个不包含激活函数

的隐藏层，并通过ｓｏｆｔｍａｘ函数转换为输出概率．那
么，通过最大化上述目标函数即可训练出隐藏层权
重，该权重即为词汇的向量表示．
５．２．２　主题词向量联合训练模型

由于Ｓｋｉｐｇｒａｍ等经典词向量模型对每个词汇
只训练一个向量表达，无法解决“一词多义”问题．另
一方面，主题模型能够将文档映射到低维主题空间
中，每个主题空间中的词汇往往表达同一主题（或概
念），因而结合主题模型思想而设计的词向量训练模
型应运而生．

最早利用主题模型训练词向量的方法是由
Ｌｉｕ等人提出的主题词向量模型ＴＷＥ［４５］②，该模型
假设每个词汇在不同主题下有不同的向量表示．为
此，首先引入ＬＤＡ模型获取主题词汇分布，并基
于Ｓｋｉｐｇｒａｍ设计３种变形形式以刻画不同主题下
的词向量：

（１）ＴＷＥ１．假设每个主题狕作为该主题下所
有相关词汇的一个伪词汇，模型同时学习词汇狑犻和
主题狕犽的向量表示，并将这两个向量拼接为主题词
的向量狑狕＝狑狕．这时，需最大化如下目标函数：

犔（犇）＝１犕∑
犕

犻＝１∑－犽犮犽，
犮≠０

ｌｏｇ狆（狑犻＋犮｜狑犻）＋ｌｏｇ狆（狑犻＋犮｜狕犻）
（１６）

　　（２）ＴＷＥ２．假设每个词汇主题对（狑犻，狕犽）为
一个伪词汇，并直接学习主题词的向量表示狑狕．这
时，需最大化如下目标函数：

犔（犇）＝１犕∑
犕

犻＝１∑－犽犮犽，
犮≠０

ｌｏｇ狆（〈狑犻＋犮｜狕犻＋犮〉｜〈狑犻，狕犻〉）
（１７）

　　（３）ＴＷＥ３．保留并链接词汇和主题的向量表
示，进而拼接出主题词向量狑狕＝｜狑｜｜狕｜．这时，词
向量和主题向量维度不一定相同．

图８［４５］对比了这三种方法与Ｓｋｉｐｇｒａｍ之间的
差异，其中，深色圆圈代表词向量，浅色圆圈代表主
题向量．ＴＷＥ是ＬＤＡ与词向量模型的简单有效结
合，可从同一语料中同时训练出词汇和主题的向量
表示，并以两者的拼接作为主题词的向量表示．最
后，文档主题分布即为该文档中所有主题词向量的
平均值．由于ＴＷＥ直接使用ＬＤＡ生成主题词，因
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①

②

有关词向量模型的分析对比，可参阅：ｈｔｔｐｓ：／／ｗｗｗ．ｒｅｓｅａｒｃｈ
ｇａｔｅ．ｎｅｔ／ｐｕｂｌｉｃａｔｉｏｎ／３０１７７９１１９＿Ａ＿Ｓｕｒｖｅｙ＿ｏｆ＿Ｗｏｒｄ＿
Ｅｍｂｅｄｄｉｎｇ＿Ｌｉｔｅｒａｔｕｒｅ＿Ｃｏｎｔｅｘｔ＿Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ＿ａｎｄ＿ｔｈｅ＿
Ｃｈａｌｌｅｎｇｅ＿ｏｆ＿Ａｍｂｉｇｕｉｔｙ
ＴｈｅｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｆＴＷＥａｖａｉｌａｂｌｅａｔｈｔｔｐｓ：／／ｇｉｔｈｕｂ．
ｃｏｍ／ｌａｒｇｅｌｙｍｆｓ／ｔｏｐｉｃａｌ＿ｗｏｒｄ＿ｅｍｂｅｄｄｉｎｇｓ
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图８　Ｓｋｉｐｇｒａｍ与ＴＷＥ对比

而该方法获得的主题词的语义一致性方面有待商
榷，且模型训练往往需要大规模语料的支撑．

可以看出，ＴＷＥ本质上还是一个单纯的词向
量模型，它使用ＬＤＡ模型推断出的主题词汇分布
作为词向量模型的输入．随后学者们开始尝试将主
题与词向量联合训练，即以文档的词序列为输入，同
时训练出主题词汇分布和词汇在不同主题下的向
量表示．

最早的主题词向量联合训练模型是Ｌｉ等
人［４６］在２０１６年ＡＣＬ会议上提出的一种生成式主
题向量模型ＴｏｐｉｃＶｅｃ①，该模型建立在ＰＳＤＶｅｃ［１００］
词向量模型基础上并结合了主题信息，即每个文档
是由主题的多项式混合分布构成，每个主题由向量
表示，而主题中每个词向量由所在上下文信息及主
题共同决定．该模型的文本生成过程遵循主题模型
的一般步骤：

（１）对于每个文档犱：
从参数为α的Ｄｉｒｉｃｈｌｅｔ先验中生成文档主题

分布：θ犱～犇犻狉（α）；
（２）对于每个主题犽（犽＝１，２，…，犓）：
从参数为γ的超球体分布中生成主题向量：

犽～犝狀犻犳（犅γ）；
（３）对于文档犱中第犻（犻＝１，２，…，犱狀）个位置：
从θ犱中生成一个主题分配：狕犱，犻～犕狌犾狋犻（θ犱）；
根据主题分配狕犱，犻和词汇所在上下文犮生成一

个词汇：狑犱，犻～犘（狑犱，犻｜狑犱，犻－犮：狑犱，犻－１，狕犱，犻，犱）．
从上述生成过程中可以看出，ＴｏｐｉｃＶｅｃ与

ＬＤＡ等经典主题模型的不同之处在于：（１）Ｔｏｐ
ｉｃＶｅｃ中的每个主题向量从超球体分布中采样而
来；（２）文档犱中每个词汇狑犮的产生概率不仅由其
所采样的主题狕犮决定，还由其前面犮个上文词汇
（狑０：狑犮－１）决定，即：

犘（狑犮狘狑０：狑犮－１，狕犮，犱）≈
犘（狑犮）ｅｘｐ狑Ｔ犮∑

犮－１

犾＝０
狑犾＋狕（ ）犮＋∑

犮－１

犾＝０
犪犾犪犮＋狉狕｛ ｝犮（１８）

其中，狑犮为词向量，犪犾犪犮为无法由词汇语义相似度狑Ｔ犮
狑犾捕获的残差，狉狕犮为主题残差常量．

与ＬＤＡ模型的文本生成过程类似的还有Ｊｉａｎｇ
等人［１０１］提出的潜在主题向量模型（ＬａｔｅｎｔＴｏｐｉｃ
Ｅｍｂｅｄｄｉｎｇ，ＬＴＥ）．不同之处在于，在ＬＴＥ中，文
档中每个词汇由二项指示器来决定是从狄利克雷
多项式分布中产生还是从上下文中产生．当从多项
式分布中产生时，文本生成过程即ＬＤＡ过程；而当
依据上下文产生时，词汇生成概率由其词向量与上
下文词向量及其主题的链接函数决定．

ＴｏｐｉｃＶｅｃ和ＬＴＥ模型均使用词向量模型中的
链接函数辅助生成文档中的词汇，这使得词汇之间
的语义相似度可以参与到主题采样过程中，进而提
高了主题词语义一致性．
２０１７年ＳＩＧＩＲ会议上还提出一种新的词向量

与主题联合训练模ＳＴＥ［８］以同时产生文档主题分
布和主题词汇分布及相应的词向量表示．该模型假
设文档犱中每个词汇狑犼的生成概率直接由给定的
目标词汇狑犻及相应主题狕决定，即狆（狑犼｜狑犻，犱）＝
∑狕狆（狑犼｜狑犻，狕）狆（狕｜犱）．此外，根据狆（狑犼｜狑犻，犱）推
断方式的不同，ＳＴＥ产生两种变形形式：（１）ＳＴＥ
Ｓａｍｅ．即Ｓｋｉｐｇｒａｍ中的每个词对（狑犻，狑犼）来自于
同一主题；（２）ＳＴＥＤｉｆｆ．即Ｓｋｉｐｇｒａｍ中的每个词
对（狑犻，狑犼）中两个词汇的主题分配过程相互独立．

上述４种模型不仅可以产生表达不同主题的词
向量，还可以产生文档主题分布，因而模型也可用
于文本分类等任务．此外，这类模型与ＬＤＡ假设类
似，即主题在文档上的分布是也是稠密的．Ｍｏｏｄｙ
等人②提出一种新的结合ＬＤＡ与词向量的主题模
型，即ｌｄａ２ｖｅｃ，该模型依旧采用Ｓｋｉｐｇｒａｍ中的欠
采样损失函数，但与上述４种模型不同之处在于模
型它还可以产生稀疏可解释的文档向量．
５３　基于犚犖犖结构的主题文本生成模型

ＲＮＮ可以处理任意长度的序列数据，并生成有
效的特征，因而在语言模型［９６］和机器翻译［３５］等自然
语言处理任务中取得一定的应用突破．在基于ＲＮＮ
结构的主题文本生成联合训练模型中，输入文本不
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再是词袋子形式，而是文本的词序列．模型通过
ＲＮＮ网络生成隐藏层单元，并基于该单元生成特定
主题下的自然文本．从某种角度看，该类模型类似生
成式多文档摘要模型，可为若干个文档按主题生成
每个主题下的摘要句子．

Ｔｉａｎ等人首次提出一个基于ＲＮＮ的句子级别
的主题模型ＳＬＲＴＭ②，该模型假设一个句子中所有
词汇采样自一个主题，且句子中每个词汇的生成依
赖于该句子的主题及句子中该词汇前面的所有词
汇．由于该模型与传统概率主题模型有较大差异，
图９展示了模型结构．

图９　ＳＬＲＴＭ模型示意图

在ＳＬＲＴＭ模型中，由犖犱个句子组成的文档犱
的生成过程如下：

（１）从参数为α的Ｄｉｒｉｃｈｌｅｔ先验分布中生成文
档主题分布：θ犱～犇犻狉（α）；

（２）对于文档犱中第犼个句子狊犱，犼：
从θ犱中生成一个主题分配：狕犱，犼～犕狌犾狋犻（θ犱）；
对于句子狊犼中的每个词汇狔狋∈｛狔１，狔２，…，狔犜犼｝：
利用ＬＳＴＭ计算词汇狔狋的隐藏层状态犺狋＝

犳（犺狋－１；狔狋－１；狕犱犼），其中狔狋－１和狕犱犼分别为相应的词
向量和主题向量；

根据主题分配狕犱，犼及隐藏层生成一个词汇：
狆（狑｜狔狋－１，…，狔１；狕犱犼）∝犵（狔狋；犺狋；狔狋－１；狕犱犼）．

从上述生成过程可以看到，ＳＬＲＴＭ使用ＬＤＡ
中文档主题分布假设，但未采用主题词汇分布假
设．为充分利用词汇的上下文语义信息，ＳＬＲＴＭ采
用神经语言模型的基本思想，即利用ＬＳＴＭ将句子
中的词向量映射到隐藏层；然后结合主题向量生成
在特定主题下的词序列（即句子）．

与ＳＬＲＴＭ模型的文档生成过程相似还有Ｄｉｅｎｇ
等人［９５］提出的ＴｏｐｉｃＲＮＮ①，该模型也利用ＲＮＮ捕
获词汇之间的局部依赖并使用潜在主题捕获文档的
全局语义信息．然而，ＴｏｐｉｃＲＮＮ与ＳＬＲＴＭ在模型
假设方面有所不同：（１）ＴｏｐｉｃＲＮＮ直接在文档级别
而非句子推断主题；（２）ＴｏｐｉｃＲＮＮ从高斯先验中为
文档采样一个主题向量θ犱；（３）在文档犱的词汇生
成过程中，ＴｏｐｉｃＲＮＮ引入一个满足伯努利分布的
停用词指示器犾狋～犅犲狉狀（狊犻犵犿狅犻犱（ΓＴ犺狋））来决定待
采样词汇是否为停用词．这里，停用词指示器犾狋用来
控制主题向量θ犱是否影响词汇生成的条件概率估
计，即当狔狋为停用词，则θ犱对最终输出没有影响；反
之，利用θ犱与潜在词向量犫犻之间的点乘积增强词汇
到该主题的分配概率．因此，该模型能够自动处理停
用词问题，进而也可用作文档的特征抽取器．

另一个基于高斯先验的联合训练模型是高斯混
合神经主题模型ＧＭＮＴＭ［４４］，该模型是一个主题
与词向量、句子向量及文档向量的联合训练模型．
ＧＭＮＴＭ假设整个文档集是关于主题的多元高斯
混合分布，并可从该分布中采样文档、句子及词汇的
向量表示．与此同时，在文档犱中，ＧＭＮＴＭ利用简
单语言模型，根据词汇狑的前犽个词汇以及词汇所
在的文档向量和句子向量共同生成词汇狑．

从文档生成过程可以看到，ＳＬＲＴＭ、ＴｏｐｉｃＲＮＮ
和ＧＭＮＴＭ均使用单神经网络结构，即文档主题
依旧从先验分布中生成，而主题词汇由神经网络中
产生．在单神经网络基础上，Ｌａｕ等人［１０２］和Ｗａｎｇ
等人［１０３］先后提出双神经网络的主题语言联合训练
模型ＴＤＬＭ②（ＴｏｐｉｃａｌｌｙＤｒｉｖｅｎＬａｎｇｕａｇｅＭｏｄｅｌ）
和ＴＣＮＬＭ（ＴｏｐｉｃＣｏｍｐｏｓｉｔｉｏｎＮｅｕｒａｌＬａｎｇｕａｇｅ
Ｍｏｄｅｌ）．这时，整个模型可认为是一个多任务学习
模型，两个子任务主题推断和文本生成均由神经网
络产生．

ＴＤＬＭ模型以文档的词向量拼接为输入并使
用卷积神经网络转换为文档向量犱．为从文档中推
断出潜在主题，模型使用带有注意力机制的单层网
络将文档犱表达为主题θ的多项式分布形式，即
θ＝犅Ｔ狊狅犳狋犿犪狓（犃犱），其中犃和犅为主题向量的不
同表达形式．在文本推断任务中，模型利用ＬＳＴＭ
刻画句子中上下文词汇之间的语义关系，并将文档
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的主题分布信息θ融入到ＬＳＴＭ的隐藏层犺狋中．
ＴＣＮＬＭ模型以文档的词汇特征空间为输入，并

假设主题θ是关于文档的高斯分布，使用ｓｏｆｔｍａｘ函
数将输入层转换为主题向量狕＝狊狅犳狋犿犪狓（犠θ＋犫）．
这样，文档犱中词汇狑的生成概率表达式与ＬＤＡ
模型类似，即狆（狑｜犱；，狋）＝·，狑×狕Ｔ犱，其中为主
题词汇分布．此外，该模型引入混合专家（Ｍｉｘｔｕｒｅ
ｏｆＥｘｐｅｒｔｓ，ＭｏＥ）语言模型，其中每个“专家”即是
由一个ＲＮＮ单元构建的潜在主题．ＭｏＥ在神经语
言模型［６７］基础上考虑了不同词汇在主题分布上的
差异来生成文本．这时，每个词汇的生成概率即为

狆（狑犻＋１）＝狊狅犳狋犿犪狓（犞犺犻＋１） （１９）
犺犻＋１＝σ（犠（狕）狑犻＋犝（狕）犺犻） （２０）

其中，犠（狕）和犝（狕）为ＲＮＮ单元的权重矩阵．

上述模型均由两个神经网络构成，因此整体目
标函数也由神经主题模型和神经语言模型的优化
函数组合而成．实验结果表明，双神经网络联合训练
模型优于只使用ＲＮＮ结构的其他语言模型．此外，
包含神经语言模型结构的主题模型以一般句子的词
序列而不是词袋子为输入，因此不仅可有效提升主
题词抽取和文本分类能力，还可以作为文本生成模
型，即给定一个主题，利用束搜索［１０４］等句子生成方
法能够生成自然文本．这使得该类模型在自动文本
生成任务（如人机对话、自动摘要等）中展现出很大
潜力．
５４　联合训练主题模型对比

最后，表６对比分析了主题联合训练模型在文
档主题生成、文本生成和词模型特点上的异同点．

表６　联合训练主题模型对比
方法 文档主题生成 文本生成 模型的特点

ＴＷＥ［４５］

ＴｏｐｉｃＶｅｃ［４６］
狄利克雷多项式分布 基于简单神经网络语言模型

在基于ＬＤＡ产生的主题词汇分布基础上，基于Ｓｋｉｐ
ｇｒａｍ模型训练主题向量及不同主题下的词向量．
以文档为单位推断主题，并根据主题、词向量及上下
文词向量生成词汇．

ＬＴＥ［１０１］ 狄利克雷多项式分布 狄利克雷多项式分布与基于简单
神经网络语言模型的混合

以句子为单位推断主题，并根据狄利克雷多项式分
布或上下文词向量及其主题生成词汇．

ＳＴＥ［８］ 依据词汇在主题下的后验
概率生成 基于简单神经网络语言模型 以文档为单位推断主题，并根据文档及目标词生成词

汇向量．
ＳＬＲＴＭ 狄利克雷多项式分布 基于ＬＳＴＭ的语言模型 以句子为单位推断潜在主题，并根据主题及上下文词

汇生成词汇．
ＴｏｐｉｃＲＮＮ［９５］

ＧＭＮＴＭ［４４］
高斯分布

基于ＲＮＮ的语言模型

基于简单神经网络语言模型

以文档为单位推断主题，并根据主题及上下文词汇生
成词汇，且可判别生成的词汇是否是停用词．
以文档为单位推断主题，使用上下文词汇及文档、句
子生成词汇．

ＴＤＬＭ［１０２］ 多层神经网络 基于ＬＳＴＭ的语言模型 以文档为单位推断主题，使用上下文词汇及文档的主
题信息生成词汇．

ＴＣＮＬＭ［１０３］ 基于高斯先验的神经网络 基于ＲＮＮ的语言模型 以文档为单位推断主题，使用上下文词汇及其主题生
成词汇．

　　（１）联合训练模型一般以句子／文档的完整词
序列为输入，而非文档的词袋子．因此，模型往往不
再关注如何推断出主题词汇分布，而是生成语义完
整的自然句子．此外，在神经语言模型基础上考虑了
文档的主题分布差异，因而能够生成不同主题下的
自然文本．这使得这类模型不仅可用于文本分类，还
可用于词向量、文档向量生成以及文本生成．结合语
言模型的主题模型由于其较高的使用价值，也将是
未来的研究热点方向之一．

（２）以训练词向量为目的的联合训练模型（如
ＴＷＥ、ＴｏｐｉｃＶｅｃ、ＬＴＥ和ＳＴＥ）更加关注“一词多
义”情况下的词向量表达问题，因而一般以Ｓｋｉｐ
ｇｒａｍ模型为基准，并考虑词汇所表达的潜在主题的
差异来训练词向量．此外，由于不再关注自然文本生
成问题，模型一般使用简单的神经网络结构来训练

词向量，并产生文本的主题分布．
（３）以语言模型为训练目的的联合训练模型

（如ＳＬＲＴＭ、ＴｏｐｉｃＲＮＮ等）更加关注自然文本生
成．为此，模型往往采用ＲＮＮ等处理序列生成能力
更强的深度神经网络来刻画文档序列中上下文之间
的语义关系．此外，由于考虑了文本中潜在主题的存
在，模型一般采用类似ＬＤＡ模型的文本生成基本
流程，即文本中的每个词汇是在考虑所在主题信息
下生成的．

６　主题模型的评测语料与指标
６１　主题模型常用评测语料

学者们为了更加客观地对比主题模型的优劣，产
生了若干个公开评测的数据集，如２０ＮｅｗｓＧｒｏｕｐｓ、
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ＷｅｂＳｎｉｐｐｅｔ等．公开评测数据集使得不同模型能
够在同一语料下进行横向对比．表７列出了主题建
模中常用的公开数据集、使用该数据集的主题模型、
以及这些数据集的下载资源．

表７　主题模型评测常用公开语料对比
语料名 文档规模 使用该语料的主题模型

２０ＮｅｗｓＧｒｏｕｐｓ①２００００　

ＧＬＤＡ、ＬＣＴＭ、ＭｖＴＭ、Ｈｅｅｔａｌ．、
ＣＧＴＭ、ＬＦＴＭ、ＬＦＢＴＭ、ＤＧＰＵ
ＬＤＡ、ＫＧＥＬＤＡ、ＮＴＭ、Ｍｉａｏｅｔａｌ．、
ＡＶＩＴＭ、ＮＳＴＣ、ＮＳＭＴＭ、ＳＣＨＯＬ
ＡＲ、ＧＭＮＴＭ、ＴＤＬＭ、ＳＬＲＴＭ、
ＴＷＥ、ＴｏｐｉｃＶｅｃ、ＳＴＥ

ＮＩＰＳ② １７４０ ＧＬＤＡ、ＭｖＴＭ、ＫＧＥＬＤＡ
ＷｅｂＳｎｉｐｐｅｔ③ １２０００＋ＷＥＩＦＴＭ、ＧＰＵＤＭＭ、ＧＰＵＰ

ＤＭＭ、ＮＳＴＣ
ＩＭＤＢ④ ２５０００ ＳＣＨＯＬＡＲ、ＴｏｐｉｃＲＮＮ、ＴＤＬＭ、

ＴＣＮＬＭ
Ｒｅｕｔｅｒｓｖ２Ｃｏｒｐｕｓ⑤８０４０００ Ｍｉａｏｅｔａｌ．、ＧＭＮＴＭ
Ｒｅｕｔｅｒｓ２１５７８⑥ １１３６７ ＷＥＩＦＴＭ、ＣＧＴＭ
Ｔｗｉｔｔｅｒ⑦ １１１０９ ＷＥＩＦＴＭ、ＬＦＴＭ
Ｗｉｋｉ１０＋⑧ １７０００＋ＮＴＭ、ＳＬＲＴＭ

从表７中可以看出，２０ＮｅｗｓＧｒｏｕｐｓ是各个主
题模型使用最多的评测数据集．该数据集是用于文
本分类、挖掘和检索研究的国际标准数据集之一，包
含２０个不同类型、共约２００００份的新闻文档．语料
用语规范，各类别文本数量相当，其中某些类别的主
题特别相似（如ｃｏｍｐ．ｓｙｓ．ｉｂｍ．ｐｃ．ｈａｒｄｗａｒｅｖｓ．
ｃｏｍｐ．ｓｙｓ．ｍａｃ．ｈａｒｄｗａｒｅ），还有些则完全不相关
（如ｍｉｓｃ．ｆｏｒｓａｌｅｖｓ．ｓｏｃ．ｒｅｌｉｇｉｏｎ．ｃｈｒｉｓｔｉａｎ）．此外，
ＲｅｕｔｅｒｓＣｏｒｐｕｓ和Ｗｉｋｉ１０＋也是使用较为广泛的测
试语料，而ＷｅｂＳｎｉｐｐｅｔ往往广泛应用于短文本主
题建模．
６２　主题模型常用评价指标

如何判断一个主题模型的好坏一直以来也是研
究者们关注的问题．学术界认为主题模型的性能一
般可从模型复杂度（包括时间复杂度和空间复杂
度）、泛化能力、抽取的主题词质量与可理解性以及
文本分类准确性等角度分别评估．

（１）模型泛化能力．一般采用困惑度［１７］（Ｐｅｒ
ｐｌｅｘｉｔｙ）或留存数据似然概率［２２］（ＨｅｌｄｏｕｔＬｉｋｅｌｉ
ｈｏｏｄ）指标，这两者虽表达形式不同，但原理基本一
致．其中，困惑度是更为常用的指标，困惑度越低，通
常表示模型的泛化能力越好．对于包含犖个测试文
本的语料库，其中犖犱为文本犱中词汇的数量，则主
题模型的困惑度计算公式如下：

犘犲狉狆犾犲狓犻狋狔＝－１犖∑
犖

犱＝１

１
犖犱ｌｏｇ犘（犱）（２１）

　　（２）主题词语义一致性（ＴｏｐｉｃＣｏｈｅｒｅｎｃｅ）．在

主题模型中，能否产生语义一致、易于理解的主题词
一直是主题模型关注的焦点问题．评价主题词语义
一致性最常用的方法是点对互信息［１０５］（Ｐｏｉｎｔｗｉｓｅ
ＭｕｔｕａｌＩｎｆｏｒｍａｔｉｏｎ，ＰＭＩ）或平均点对互信息［１０６］

（ＮｏｒｍａｌｉｚｅｄＰｏｉｎｔｗｉｓｅＭｕｔｕａｌＩｎｆｏｒｍａｔｉｏｎ，ＮＰＭＩ）．
给定犽个主题，每个主题由犜个最相关词汇组成，
其中狆（狑犻）为词汇狑犻（犻＝１，…，犜）在文档中出现概
率，狆（狑犻，狑犼）为词对（狑犻，狑犼）共同出现的概率，则
犘犕犐和犖犘犕犐的计算公式分别如下：
犘犕犐＝１犓∑犽 ２

犜（犜－１）∑１犻＜犼犜ｌｏｇ－狆
（狑犻，狑犼）

狆（狑犻）狆（狑犼）
（２２）

犖犘犕犐＝１犓∑犽 ２
犜（犜－１）∑１犻＜犼犜

ｌｏｇ狆（狑犻，狑犼）狆（狑犻）狆（狑犼）
－ｌｏｇ狆（狑犻，狑犼）

（２３）
　　在实验结果评估中，一般使用大规模语料库，如
包含数百万个文档的维基百科或百度百科语料作为
计算词汇出现概率和词对出现概率的依据．此外，由
于百科文档较长，文档不同位置所包含的语义信息
不尽相同，因而一般选择包含连续１０～２０个词汇的
滑动窗口来计算上述概率［７６］．犘犕犐或犖犘犕犐值越
大，说明模型产生的主题词语义一致性越高．

另一种常用的主题词语义一致性评价指标是
Ｍｉｍｎｏ等人［１０７］提出的主题凝聚度［７５，８０］（Ｃｏｈｅｒｅｎｃｅ
Ｓｃｏｒｅ），该指标的基本思想是表达相同概念的词汇
往往出现在同一文本中，因此可直接计算ｔｏｐ犖个
主题词及词对在当前文档集中的共现次数，而无需
依赖外部数据．该指标比较合适度量高频主题词，而
对于低频词汇往往无效．

近年来，随着词向量技术在词汇语义相似度度
量方面体现出的显著优势，Ｆａｎｇ等人［１０８］提出一种
基于词向量的主题语义表达一致性指标ＷＥＳｉｍ，该
指标通过计算主题词中ｔｏｐ犖个词对之间语义相
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①

②

③

④

⑤

⑥

⑦

⑧

Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐ：／／ｑｗｏｎｅ．ｃｏｍ／～ｊａｓｏｎ／
２０Ｎｅｗｓｇｒｏｕｐｓ／
Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐ：／／ｗｗｗ．ｃｓ．ｎｙｕ．ｅｄｕ／～ｒｏ
ｗｅｉｓ／ｄａｔａ．ｈｔｍｌ
Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐ：／／ｊｗｅｂｐｒｏ．ｓｏｕｒｃｅｆｏｒｇｅ．
ｎｅｔ／ｄａｔａｗｅｂｓｎｉｐｐｅｔｓ．ｔａｒ．ｇｚ
Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐｓ：／／ｇｉｔｈｕｂ．ｃｏｍ／ｊｈｌａｕ／ｔｏｐｉ
ｃａｌｌｙｄｒｉｖｅｎｌａｎｇｕａｇｅｍｏｄｅｌ
Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐ：／／ｔｒｅｃ．ｎｉｓｔ．ｇｏｖ／ｄａｔａ／ｒｅｕ
ｔｅｒｓ／ｒｅｕｔｅｒｓ．ｈｔｍｌ
Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐ：／／ｗｗｗ．ｄａｖｉｄｄｌｅｗｉｓ．ｃｏｍ／
ｒｅｓｏｕｒｃｅｓ／ｔｅｓｔｃｏｌｌｅｃｔｉｏｎｓ／ｒｅｕｔｅｒｓ２１５７８／／
Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐ：／／ｔｒｅｃ．ｎｉｓｔ．ｇｏｖ／ｄａｔａ／ｍｉ
ｃｒｏｂｌｏｇ．ｈｔｍｌ
Ｔｈｅｄａｔａｓｅｔｉｓａｖａｉｌａｂｌｅａｔｈｔｔｐ：／／ｗｗｗ．ｚｕｂｉａｇａ．ｏｒｇ／ｄａｔａ
ｓｅｔｓ／ｗｉｋｉ１０＋／
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似度的平均值来衡量主题词语义一致性水平．大规
模人工评价结果表明，ＷＥＳｉｍ指标在短文本数据集
上能有效捕获主题词语义一致性，该指标也比犘犕犐
等效率更高、鲁棒性更好．

（３）文本分类能力（Ｔｅｘｔｃｌａｓｓｉｆｉｃａｔｉｏｎ）．主题模
型作为监督式模型使用时，可也用于文本分类和
信息检索，因而也常从分类的准确率、召回率和
犉ｓｃｏｒｅ角度评价模型的文本表达能力．此外，某些
研究也使用准确率召回率曲线（如ＧＭＮＴＭ）和
Ｍｉｃｒｏ犉１ｓｃｏｒｅ［１０９］（如在ＮＴＭ、ＳＬＲＴＭ模型中）等
方式评估模型的文本分类能力．更进一步，若干主题
模型如ＧＬＤＡ［３８］和ＬＣＴＭ［７１］具有处理新文档中出
现未登录词的能力．因此，这两个模型也从该角度验
证模型文本表示性能，即比较当测试文档中未登录
比例不断增大时，模型的文本分类准确率变化情况．

（４）人工评价方法．是一种比较可靠的评价主
题是否有意义的主观方法．该方法比较适用于来源
复杂且没有标注的文本语料．其中最常用的方法是
直接对比展示不同模型产生的ｔｏｐ５或ｔｏｐ１０个
主题词，研究者和阅读者通过直观理解主题词语义
来比较模型优劣．此外，文献［１０９］首次提出了人工
评价主题的语义理解性，并将主题词中的冲突词数
（ＴｏｐｉｃＩｎｔｒｕｓｉｏｎＣａｓｅ）作为评价指标．冲突词是指
一个主题中的另类词，即与该主题主要内容明显不
相符的词汇．一般来说，冲突词数越少越好．

与冲突词检测指标有异曲同工之妙的是异常主
题自动检测［１１０］①，即给定一个文本及其ｔｏｐ犓相关
主题，检测其中是否存在不能表达该文本的异常主
题．与人工检测冲突词不同的是，该方法通过卷积神
经网络来度量文本向量和主题向量之间的归一化
ｓｉｇｍｏｉｄ值（ＮｏｒｍａｌｉｓｅｄＳｉｇｍｏｉｄＳｃｏｒｅ，ＮＳＳ）以自
动检测异常主题．
６３　评价指标探讨

第６．２节讨论的若干评价指标从不同角度评估
主题模型性能．总体来说，在主题建模相关文献中，
一般使用困惑度评价模型在测试文本上的泛化能
力，使用犖犘犕犐／犘犕犐评估主题词语义一致性水平，
使用分类准确率评估主题模型文本分类能力，最后
通过展示主题词（或句子）、可视化主题词在空间中
分布等方式评价模型所抽取的主题词或自然语句的
可理解性和语义一致性．

表８对比展示了目前主题模型使用的主流评价
指标及本文讨论的各方法所采用的评价指标．从
表８中可以看出，一般情况下，主题建模相关文献

均使用２～３种指标分别度量模型的泛化能力、文
本分类能力和主题词抽取能力．其中，互信息（或
Ｃｏｈｅｒｅｎｃｅ指标等）和主题词展示是分别从客观计
算和主观判断两个角度评价模型的主题词抽取能力
的方式．这两类指标相辅相成，一般共同用于主题词
语义一致性评价，使得研究者既可以从客观数值上
实现模型间的横向比较，也可通过主观认知对比各
模型产生的主题词优劣．

表８　各主题模型使用评价指标对比
评价指标 主题模型

困惑度ＷＥＩＦＴＭ、Ｈｅｅｔａｌ．、ＮＳＴＣ、Ｍｉａｏｅｔａｌ．、ＮＳＭＴＭ、
ＬＴＥ、ＳＬＲＴＭ、ＴｏｐｉｃＲＮＮ、ＧＭＮＴＭ、ＴＤＬＭ、ＴＣＮＬＭ

互信息
ＧＬＤＡ、ＬＣＴＭ、ＭｖＴＭ、ＷＥＩＦＴＭ、ＬＦＴＭ、ＧＰＵＤＭＭ、
ＧＰＵＰＤＭＭ、ＤＧＰＵＬＤＡ、ＫＧＥＬＤＡ、Ｍｉａｏｅｔａｌ．、
ＡＶＩＴＭ、ＮＳＴＣ、ＮＳＭＴＭ、ＳＣＨＯＬＡＲ、ＳＬＲＴＭ、
ＴＤＬＭ、ＴＣＮＬＭ、ＳＴＥ

分类
准确率

ＬＦＴＭ、ＭｖＴＭ、ＧＰＵＤＭＭ、ＧＰＵＰＤＭＭ、ＤＧＰＵ
ＬＤＡ、ＥｖｅｎｔＢＴＭＧＰＵ、ＫＧＥＬＤＡ、ＮＴＭ、ＳＣＨＯＬＡＲ、
ＮＳＴＣ、ＳＬＲＴＭ、ＧＭＮＴＭ、ＴＤＬＭ、ＴＷＥ、ＴｏｐｉｃＶｅｃ、
ＳＴＥ

主题词
直观展示

ＧＬＤＡ、ＭｖＴＭ、Ｈｅｅｔａｌ．、ＤＧＰＵＬＤＡ、ＥｖｅｎｔＢＴＭ
ＧＰＵ、ＫＧＥＬＤＡ、ＮＴＭ、ＡＶＩＴＭ、ＮＳＴＣ、ＳＬＲＴＭ、
ＧＭＮＴＭ、ＴｏｐｉｃＲＮＮ、ＴＤＬＭ、ＴＣＮＬＭ、ＴＷＥ

除第６．２节介绍的主流评价方式外，还有其它
评价方式，如从聚类角度评价模型的聚类纯度［７６］、
从稀疏性角度评价模型的主题词汇分布稀疏
度［４２４３，５２，９３］、从相似词展示角度评价模型的词向量
刻画能力［８，４５］等．总之，一般情况下，研究者在现有
评价指标基础上根据主题模型主要任务的不同，选
择最能体现模型优势的评价指标实施评价度量．

７　基于深度学习的主题模型研究
趋势展望

　　主题模型自提出以来尽管已发展二十余年，但
随着深度学习在自然语言处理领域的普及应用，利
用深度学习思想和方法建立更加高效精确的主题模
型仍然是一个非常有吸引力的研究方向．本文首先
介绍了主题建模的基本框架，并对比介绍了传统主
题模型中几个经典模型在基本假设、目标函数和模
型参数求解等方面的异同点．随后，本文重点讨论了
近几年利用深度学习，特别是词向量技术的主题模
型的发展现状．最后，本文整理归纳了当前基于深度
学习的主题模型所采用的公开评测语料与评价指
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标，并对比各模型所使用语料及评测指标．
经过前几章的技术梳理发现，基于深度学习的

主题模型得到蓬勃发展，现有模型正向更加智能、精
确和通用的方向发展，这体现在：（１）将词向量、文
档向量等引入主题模型中度量词汇（或文档）之间的
语义相似性有助于产生更具语义一致性的主题；
（２）采用神经网络对句子（或文档）序列编码而非直
接使用词袋子模型作为主题模型输入，使得模型在
文档生成方面能够产生更加符合自然语言特点的句
子和文本；（３）结合深度学习的主题模型不仅可用
于主题建模、文本分类和信息检索等领域，主题模型
一定程度也与语言模型通用，使得主题模型具有更
加广泛的应用价值．

综上所述，各类主题模型的成功主要得益于传
统主题模型完备的理论基础与深度神经网络在处理
复杂、非线性任务上的显著优势．本质上，现有主题
模型还不具备产生符合人类期望的自然文本或特点
主题下的自然文本，未来主题模型可能在如下几个
方向有进一步发展：

（１）在开放、非规范文本中应用．微博、Ｔｗｉｔｔｅｒ、
问答对话等产生大量口语化、弱规范、高噪声的短文
本，而这些具有实时性、规模大的非规范文本具有研
究和应用价值，被广泛应用于情感分析、社交网络分
析、事件监测、自动问答等任务．目前主题模型技术
主要在２０ＮｅｗｓＧｒｏｕｐｓ等规范语料上有不错的性
能，但直接应用于开放非规范短文本将不可避免地
导致低性能问题．因此，如何针对开放地非规范文本
也能产生令人满意的结果还值得进一步探索．

（２）融合高质量知识的主题模型．目前，词向量
与传统概率主题模型及神经网络主题模型有机结
合，可产生更优越的主题质量和分类准确率．然而，
词向量往往只能表示词汇之间的语义相似度或潜在
概念之间的距离，缺乏对词汇／概念之间关系的表示
与推理．而基于表示学习的知识图谱能够表达实体
之间更丰富的语义关系进而实现实体链接预测与推
理，并在信息检索［１１１］、对话系统［１１２］和推荐系统［１１３］

等任务中表现出优越的性能．此外，已有模型［４０］开
始采用知识图谱中的实体信息提升主题模型能力．
因此，能否借鉴知识图谱已有研究成果，在主题建模
过程中融合高质量的先验知识、丰富文档语义信息，
使得模型的语义理解能力进一步加强，将是未来值
得探讨的一个研究问题．

（３）融合句子／文本序列建模．主题建模是建立
在文档级别的语义分析，当前主流主题模型的输入

依然是文档／句子的词袋子，即模型生成文档的词汇
分布，而非完整的句子．然而，以文档序列而非词袋
子作为主题模型输入更符合人类对篇章语义的理
解．目前，ＮＴＭ［１８］、ＮＳＴＣ［４２］、ＳＬＲＴＭ等结合神经
网络的主题模型已显示出一定的优越性，但总体来
说，生成的文本尚不能达到人工撰写的水平，特别是
对于篇幅较长的文档．另一方面，Ｓｅｑ２Ｓｅｑ［３５］模型可
将输入句子转换为输出句子，因而在机器翻译任
务［３５］、文本生成式摘要［８９］、会话建模［９９］等句子生成
任务中体现出较大优势，但是该模型一般无法捕获
主题信息，且针对较长文本效果不理想．因此，如何
将主题模型与Ｓｅｑ２Ｓｅｑ等序列生成模型有机融合，
生成语义完整、句法正确的句子或文档将会在未来
成为一个研究热点．

（４）结合生成对抗网络［１１４］（ＧｅｎｅｒａｔｉｖｅＡｄｖｅｒ
ｓａｒｉａｌＮｅｔｗｏｒｋｓ，ＧＡＮ）等实现自动作文、人机自然
语言对话和多文档自动摘要等任务．目前，在主题
语言联合训练模型中，神经语言模型一般直接使用
深度神经网络训练模型参数而不关心数据分布，而
传统概率主题模型所使用的先验分布虽能较好刻画
全局主题信息，但无法生成自然语句．ＧＡＮ作为一
个生成模型与判别模型的联合训练模型，既可判别
数据类别，也可推断数据分布．ＧＡＮ在图像生成领
域获得广泛关注，并可根据文本描述生成指定图
像［１１５］．近年来，ＧＡＮ也开始尝试应用于单文本摘
要［１１６］、人机对话［１１７］等句子级别的文本生成任务
中．但针对包含特定主题的文本生成任务，如多文档
摘要或长句子对话，目前尚无相关研究．因此，借鉴
ＶＡＥ在神经主题模型中的应用思想，能否使用生成
对抗网络来从深度神经网络中推断文本的潜在分
布，从而使得模型能够在全局主题信息捕获和自然
文本生成方法都表现优良，这也是一个值得探讨的
问题．

８　结束语
总的来说，主题模型虽然还有若干问题有待解

决，但是这不影响它在自然语言处理领域的进一步
发展与应用，它在未来很长时间内仍然会是一个研
究热点．新的理论、技术和方法的纳入，特别是自然
语言处理的新成果（如词向量模型、篇章分布式表示
等）和深度学习的新模型（如Ｓｅｑ２Ｓｅｑ、ＶＡＥ、ＧＡＮ）
不断涌现也能使其得到进一步发展．
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