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收稿日期：２０２００８３１；在线发布日期：２０２１０４２２．本课题得到国家自然科学基金（６１６７２３４４，６１５２５２０４，６１７３２０１０）、国家重点研发计划
（２０１６ＹＦＢ１０００５０２）、阿里巴巴创新研究计划（ＡＩＲ）资助．郭开诚，博士研究生，中国计算机学会（ＣＣＦ）学生会员，主要研究方向为机器学
习系统、ＦＰＧＡ虚拟化．Ｅｍａｉｌ：ｇｕｏｋａｉｃｈｅｎｇ＠ｓｊｔｕ．ｅｄｕ．ｃｎ．吴承刚，博士研究生，中国计算机学会（ＣＣＦ）学生会员，主要研究方向为分布
式系统、机器学习加速器．张伟丰，博士，阿里巴巴集团研究员，主要研究领域为异构计算、编译、高性能软硬协同优化．戚正伟，博士，教
授，中国计算机学会（ＣＣＦ）杰出会员，主要研究领域为系统软件、虚拟化、程序分析．管海兵，博士，教授，长江学者，国家杰出青年科学基
金入选者，中国计算机学会（ＣＣＦ）杰出会员，主要研究领域为虚拟化、云计算．

面向细粒度犉犘犌犃管理的犆犖犖异构加速框架
郭开诚１）　吴承刚１） 张伟丰２） 戚正伟１） 管海兵１）

１）（上海交通大学电子信息与电气工程学院　上海　２００２４０）
２）（阿里巴巴集团　杭州　３１１１２１）

摘　要　近年来，现场可编程逻辑门阵列（ＦＰＧＡ）由于其灵活的可定制性和优秀的并行性，在硬件加速卷积神经网
络（ＣＮＮ）的研究和应用中吸引了广泛的关注．这些工作主要集中在两方面：对特定硬件加速模块的设计和优化以
及对一类网络模型的通用加速硬件设计．前者一般是基于数据流的针对固定网络的设计，通过牺牲通用性来换取
性能；后者一般是基于指令集能够加速一类模型的设计，通过牺牲性能来换取通用性．为了能够灵活地应对不同的
需求，本文提出一种通过管理不同粒度算子来平衡性能与通用性的ｆＧｒａｉｎ框架．该框架一方面利用底层基于数据
流的算子设计来充分发挥硬件性能，另一方面通过虚拟化层来管理算子映射提供灵活性．实验表明，相比ＧＰＵ推
理延迟至多有２５％的提升，而虚拟化性能损失仅在１．３％以下．

关键词　卷积神经网络；现场可编程逻辑门阵列；机器学习系统；用户态虚拟化；开放编程语言
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犃犫狊狋狉犪犮狋　Ｉｎｒｅｃｅｎｔｙｅａｒｓ，ｆｉｅｌｄｐｒｏｇｒａｍｍａｂｌｅｌｏｇｉｃｇａｔｅａｒｒａｙｓ（ＦＰＧＡｓ）ｈａｖｅａｔｔｒａｃｔｅｄｍｕｃｈ
ａｔｔｅｎｔｉｏｎｉｎｈａｒｄｗａｒｅａｃｃｅｌｅｒａｔｅｄｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ（ＣＮＮ）ｒｅｓｅａｒｃｈａｎｄａｐｐｌｉｃａｔｉｏｎｓ
ｄｕｅｔｏｔｈｅｉｒｆｌｅｘｉｂｌｅｃｕｓｔｏｍｉｚａｂｉｌｉｔｙａｎｄｅｘｃｅｌｌｅｎｔｐａｒａｌｌｅｌｉｓｍ．Ｉｎｐａｒｔｉｃｕｌａｒ，ＦＰＧＡｂａｓｅｄａｃｃｅｌｅｒａｔｏｒｓ
ｈａｖｅｅｘｃｅｌｌｅｎｔｐｅｒｆｏｒｍａｎｃｅｉｎｓｐｅｃｉｆｉｃｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅｓａｎｄｌｏｗｐｒｅｃｉｓｉｏｎｉｎｆｅｒｅｎｃｅｓｃｅｎａｒｉｏｓｂｙ
ｃｕｓｔｏｍｉｚｉｎｇａｔｔｈｅｈａｒｄｗａｒｅｌｅｖｅｌ．Ｔｈｅｓｅｗｏｒｋｓｈａｖｅｆｏｃｕｓｅｄｏｎｔｗｏｍａｉｎａｒｅａｓ：ｔｈｅｄｅｓｉｇｎａｎｄ
ｏｐｔｉｍｉｚａｔｉｏｎｏｆｓｐｅｃｉｆｉｃｈａｒｄｗａｒｅａｃｃｅｌｅｒａｔｉｏｎｍｏｄｕｌｅｓａｎｄｔｈｅｄｅｓｉｇｎｏｆｇｅｎｅｒｉｃａｃｃｅｌｅｒａｔｉｏｎ
ｈａｒｄｗａｒｅｆｏｒａｃｌａｓｓｏｆｎｅｔｗｏｒｋｍｏｄｅｌｓ．Ｔｈｅｆｏｒｍｅｒｉｓｇｅｎｅｒａｌｌｙａｄａｔａｆｌｏｗｂａｓｅｄｄｅｓｉｇｎｆｏｒａ
ｆｉｘｅｄｎｅｔｗｏｒｋ，ｓａｃｒｉｆｉｃｉｎｇｇｅｎｅｒａｌｉｔｙｆｏｒｐｅｒｆｏｒｍａｎｃｅ；ｔｈｅｌａｔｔｅｒｉｓｇｅｎｅｒａｌｌｙａｎｉｎｓｔｒｕｃｔｉｏｎ
ｓｅｔｂａｓｅｄｄｅｓｉｇｎｃａｐａｂｌｅｏｆａｃｃｅｌｅｒａｔｉｎｇａｃｌａｓｓｏｆｍｏｄｅｌｓ，ｓａｃｒｉｆｉｃｉｎｇｐｅｒｆｏｒｍａｎｃｅｆｏｒｇｅｎｅｒａｌｉｔｙ．
ＡｎａｃｃｅｌｅｒａｔｏｒｕｎｄｅｒｓｔｒｅａｍｂａｓｅｄａｒｃｈｉｔｅｃｔｕｒｅａｃｃｅｌｅｒａｔｅｓＣＮＮｍｏｄｅｌｓｂｙｉｎｓｔａｎｔｉａｔｉｎｇｓｅｖｅｒａｌ
ｐｒｏｃｅｓｓｉｎｇｕｎｉｔｓ（ＰＵ）．Ｕｓｕａｌｌｙ，ｅａｃｈＰＵｏｎｌｙｐｒｏｖｉｄｅｓａｓｐｅｃｉｆｉｃｆｕｎｃｔｉｏｎａｌｉｔｙ，ｓｕｃｈａｓｃｏｍｐｕｔｉｎｇ
ａｃｏｎｖｏｌｕｔｉｏｎｌａｙｅｒ．Ｃｏｍｐａｒｅｄｗｉｔｈｉｎｓｔｒｕｃｔｉｏｎｂａｓｅｄａｒｃｈｉｔｅｃｔｕｒｅ，ｓｔｒｅａｍｂａｓｅｄａｒｃｈｉｔｅｃｔｕｒｅｉｓ
ｍｏｒｅｆｒｉｅｎｄｌｙｔｏｎｅｔｗｏｒｋｄｅｐｅｎｄｅｎｔｏｐｔｉｍｉｚａｔｉｏｎｓ．Ｉｎａｎｉｎｓｔｒｕｃｔｉｏｎｂａｓｅｄａｒｃｈｉｔｅｃｔｕｒｅ，ｔｈｅ
ｈａｒｄｗａｒｅａｃｃｅｌｅｒａｔｏｒｃｏｍｅｓｗｉｔｈａｎｉｎｓｔｒｕｃｔｉｏｎｓｅｔ．ＴｈｅｓｏｆｔｗａｒｅｃｏｍｐｉｌｅｓｔｈｅＣＮＮｍｏｄｅｌｉｎｔｏａ
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ｓｅｑｕｅｎｃｅｏｆｉｎｓｔｒｕｃｔｉｏｎｓ，ｗｈｉｃｈｉｓｔｈｅｎｅｘｅｃｕｔｅｄｂｙｔｈｅａｃｃｅｌｅｒａｔｏｒ．Ｔｈａｔｉｓ，ｆｌｅｘｉｂｉｌｉｔｙｃｏｍｅｓ
ｆｒｏｍｓｏｆｔｗａｒｅｒａｔｈｅｒｔｈａｎｆｒｏｍｆｉｒｍｗａｒｅｆｏｒｔｈｅＦＰＧＡ．Ａｓａｒｅｓｕｌｔ，ｔｈｅｒｅｃｏｎｆｉｇｕｒａｂｉｌｉｔｙｏｆ
ＦＰＧＡｓｉｓｎｏｔｆｕｌｌｙｕｔｉｌｉｚｅｄ．Ｔｏｒｅｓｐｏｎｄｔｏｄｉｆｆｅｒｅｎｔｒｅｑｕｉｒｅｍｅｎｔｓｆｌｅｘｉｂｌｙ，ｔｈｉｓｐａｐｅｒｐｒｏｐｏｓｅｓ
ｔｈｅｆＧｒａｉｎｆｒａｍｅｗｏｒｋｔｈａｔｂａｌａｎｃｅｓｐｅｒｆｏｒｍａｎｃｅａｎｄｇｅｎｅｒａｌｉｔｙｂｙｍａｎａｇｉｎｇｔｈｅｇｒａｎｕｌａｒｉｔｙｏｆ
ｏｐｅｒａｔｏｒｓ．ＴｈｅｄｅｓｉｇｎｏｆｆＧｒａｉｎｉｓｂａｓｅｄｏｎｍｏｄｅｒｎｍａｃｈｉｎｅｌｅａｒｎｉｎｇｓｙｓｔｅｍｓ．Ｉｔｃｏｍｂｉｎｅｓｔｈｅ
ｈａｒｄｗａｒｅａｃｃｅｌｅｒａｔｏｒｓｄｅｓｉｇｎａｎｄｔｈｅｓｏｆｔｗａｒｅｆｒａｍｅｗｏｒｋ，ｗｈｉｃｈａｒｅｂｏｔｈｂａｓｅｄｏｎｄａｔａｆｌｏｗ
ｇｒａｐｈｄｅｓｉｇｎ．ＷｅｐｒｏｖｉｄｅｔｈｅａｂｓｔｒａｃｔｉｏｎｏｆＦＰＧＡｈａｒｄｗａｒｅｒｅｓｏｕｒｃｅｓａｓｏｐｅｒａｔｏｒｓａｎｄｍａｎａｇｅ
ＦＰＧＡｒｅｓｏｕｒｃｅｓａｔｔｈｅｇｒａｎｕｌａｒｉｔｙｏｆｏｐｅｒａｔｏｒｓｉｎｔｈｅｓｏｆｔｗａｒｅｍａｃｈｉｎｅｌｅａｒｎｉｎｇｆｒａｍｅｗｏｒｋ．Ｗｅ
ａｌｓｏｉｎｔｒｏｄｕｃｅａｕｓｅｒｍｏｄｅｖｉｒｔｕａｌｉｚａｔｉｏｎｌａｙｅｒｂｅｔｗｅｅｎｓｏｆｔｗａｒｅｆｒａｍｅｗｏｒｋａｎｄｈａｒｄｗａｒｅｏｐｅｒａｔｏｒｓ，
ｗｈｉｃｈｄｅｃｏｕｐｌｅｓｔｈｅｃｏｍｐｕｔｉｎｇｍｏｄｅｌｆｒｏｍｔｈｅｔａｒｇｅｔｐｌａｔｆｏｒｍａｎｄｉｍｐｒｏｖｅｓｒｅｓｏｕｒｃｅｕｔｉｌｉｚａｔｉｏｎ
ａｎｄｓｃａｌａｂｉｌｉｔｙ．Ｅｑｕｉｐｐｅｄｗｉｔｈｔｈｅｖｉｒｔｕａｌｉｚａｔｉｏｎｌａｙｅｒ，ｗｅｃａｎｆｕｌｌｙｕｔｉｌｉｚｅｔｈｅｃｏｍｐｕｔｉｎｇｒｅｓｏｕｒｃｅ
ｉｎＦＰＧＡｂｙｅｍｐｌｏｙｉｎｇｍｕｌｔｉｐｌｅｖｉｒｔｕａｌＦＰＧＡｄｅｖｉｃｅｓｔｏｒｕｎｓｅｖｅｒａｌｏｐｅｒａｔｏｒｓｉｎｐａｒａｌｌｅｌ．Ｔｈｉｓ
ｄｅｓｉｇｎａｌｓｏａｌｌｏｗｓｆＧｒａｉｎｔｏｏｐｔｉｍｉｚｅｔｈｅｅｘｅｃｕｔｉｏｎｏｆｉｎｆｅｒｅｎｃｅｔａｓｋｓａｔｔｈｅｓｏｆｔｗａｒｅｌｅｖｅｌ．Ａｌｓｏ，
ｗｅｐｒｏｖｉｄｅａｓｅｒｉｅｓｏｆｃｏｎｆｉｇｕｒａｂｌｅｏｐｅｒａｔｏｒｓｔｏｓｕｐｐｏｒｔｖａｒｉｏｕｓｔｙｐｅｓｏｆＣＮＮｍｏｄｅｌｓ．Ｔｈｅｙａｒｅ
ｒｅｐｌａｃｅａｂｌｅａｎｄｓｐｅｃｉａｌｌｙｏｐｔｉｍｉｚｅｄ．Ｔｈｅａｐｐｌｉｃａｂｉｌｉｔｙｏｆｏｕｒｆｒａｍｅｗｏｒｋｉｓｃｏｎｓｔｒａｉｎｅｄｂｙｔｈｅｓｅ
ｋｅｒｎｅｌｓ．ＷｅｈａｖｅａｌｒｅａｄｙｉｍｐｌｅｍｅｎｔｅｄｋｅｒｎｅｌｓｔｈａｔａｒｅｒｅｑｕｉｒｅｄｔｏｓｕｐｐｏｒｔｍｏｓｔｏｆｔｈｅＣＮＮ
ｍｏｄｅｌｓｕｎｔｉｌｎｏｗ．Ｂａｓｅｄｏｎｔｈｅｄｅｓｉｇｎｍｅｎｔｉｏｎｅｄａｂｏｖｅ，ｗｅｉｍｐｌｅｍｅｎｔｅｄａｆＧｒａｉｎｐｒｏｔｏｔｙｐｅ
ｂａｓｅｄｏｎＴｅｎｓｏｒＦｌｏｗａｎｄＯｐｅｎＣＬ．Ｗｅｅｖａｌｕａｔｅｏｕｒｉｍｐｌｅｍｅｎｔａｔｉｏｎｏｎａｈｅｔｅｒｏｇｅｎｅｏｕｓｐｌａｔｆｏｒｍ
ｗｉｔｈａＣＰＵ，ａＧＰＵ，ａｎｄａｎＦＰＧＡｄｅｖｉｃｅ．ＯｕｒｅｖａｌｕａｔｉｏｎｓｓｈｏｗｔｈａｔｆＧｒａｉｎｐｒｏｖｉｄｅｓｂｅｔｔｅｒ
ｉｎｆｅｒｅｎｃｅｌａｔｅｎｃｙｔｈａｎＧＰＵｂａｓｅｄｓｏｌｕｔｉｏｎｓｆｏｒｉｎｆｅｒｅｎｃｅｔａｓｋｓｗｉｔｈｓｍａｌｌｂａｔｃｈｓｉｚｅｓ．ｆＧｒａｉｎ
ａｃｈｉｅｖｅｓａ２０％ａｎｄ１１％ｌａｔｅｎｃｙｆｏｒＡｌｅｘＮｅｔａｎｄＲｅｓＮｅｔｉｎｆｅｒｅｎｃｅｌａｔｅｎｃｙａｔｂａｔｃｈｓｉｚｅ１，
ｒｅｓｐｅｃｔｉｖｅｌｙ．ＯｐｔｉｍｉｚａｔｉｏｎｂａｓｅｄｏｎｆＧｒａｉｎｄｅｓｉｇｎｂｒｉｎｇｓｍｏｒｅｔｈａｎ２５％ｏｐｔｉｍｉｚａｔｉｏｎｔｏＡｌｅｘＮｅｔ
ｅｘｅｃｕｔｉｏｎ．Ｆｕｒｔｈｅｒｍｏｒｅ，ｔｈｅｖｉｒｔｕａｌｉｚａｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｌｏｓｓｉｓｊｕｓｔｕｎｄｅｒ１．３％．

犓犲狔狑狅狉犱狊　ｃｏｎｖｏｌｕｔｉｏｎｎｅｕｒａｌｎｅｔｗｏｒｋ；ｆｉｌｅｄｐｒｏｇｒａｍｍａｂｌｅｇａｔｅａｒｒａｙｓ；ｍａｃｈｉｎｅｌｅａｒｎｉｎｇｓｙｓｔｅｍ；
ｕｓｅｒｍｏｄｅｖｉｒｔｕａｌｉｚａｔｉｏｎ；ｏｐｅｎｃｏｍｐｕｔｉｎｇｌａｎｇｕａｇｅ

１　引　言
基于卷积神经网络（ＣＮＮ）的各类应用，例如目

标分割和图像分类［１２］，已在近年来得到广泛使用．
以Ｃａｆｆｅ、ＴｅｎｓｏｒＦｌｏｗ、ＭＸＮｅｔ等为代表的机器学
习框架［３６］的提出，使算法开发人员可以更容易地使
用异构计算资源来加速ＣＮＮ应用．通过使用这些
框架，ＣＮＮ设计人员在无需系统和硬件知识的情况
下，也可以构建高性能神经网络的实现，并利用诸如
ＧＰＵ、ＦＰＧＡ、ＡＳＩＣ等异构硬件来进行训练和推断
的加速．同时，近年也有一系列工作提出了不同的
ＣＮＮ加速器的设计方案．这些方案旨在增加ＣＮＮ
的吞吐量，减少推断延迟，并最小化任务的单位功
耗［７９］．在这些加速器中，基于ＦＰＧＡ的解决方案在性
能，能效和灵活性之间取得了很好的平衡［１０１３］．因此，
基于ＦＰＧＡ的ＣＮＮ加速器被认为在未来有被广泛
部署的潜力，尤其是在小批量等特殊场景下［１４］①．

基于ＦＰＧＡ的ＣＮＮ加速器的架构可分为两
类：基于指令的架构和基于数据流的架构［１５］．在基
于指令的架构中，特定的硬件加速器带有特定的指
令集．对应的编译软件将ＣＮＮ模型编译为一系列
指令，然后由加速器执行．已有的研究已经很好地探
索了基于指令架构的软件支持．例如，ＤＮＮＶＭ［１６］

是面向基于指令的ＦＰＧＡ加速器的全栈编译器．和
基于指令架构的加速器不同，基于数据流架构的加
速器没有对应的指令集，而是通过实例化几个不同
功能的处理单元（ＰＵ）来实现对对应的ＣＮＮ模型
加速．每个ＰＵ仅提供特定的功能，例如卷积层的前
向计算，池化等．与基于指令的架构相比，基于流的
架构可以针对不同网络结构特点进行定制的优化．
例如，基于流架构的ｆｐｇａＣｏｎｖＮｅｔ［１７］可以根据网络
结构，分别调整每个ＰＵ的资源分配，以获得更好的
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全局性能．
同时，基于流的动态调整和部署也具有很大的

灵活性．Ｌｏ等人［１８］在边缘计算的场景中提出了一
种基于流的任务分配策略．利用ＦＰＧＡ的部分可重
配性，基于流架构的ＣＮＮ加速器可以根据模型的
计算特征，选择最合适的ＰＵ来加速不同的网络．此
外，近年来，随着ＦＰＧＡ芯片制程的提升和设计的
演化，ＦＰＧＡ片上资源的数量以及丰富性都有了很
大的提升①．基于数据流架构中的ＰＵ，可以实现对
这些资源进行有效管理和高效利用．由于这些原因，
我们在本文中仅讨论对基于流架构的系统支持．

现代机器学习系统为用户在机器学习模型定
义、执行时优化、设备管理等方面提供了相当大的灵
活性．在这些机器学习系统的设计中，基于数据流图
的方案是一种主流选择［５６］．例如，ＴｅｎｓｏｒＦｌｏｗ［６］在
设计中对计算和控制采用了基于数据流图的统一
表示，并使用了延迟执行模型．借助这两个设计，
ＴｅｎｓｏｒＦｌｏｗ可以利用全局信息来对算法的执行进
行优化．同时，它还为异构设备定义了一套通用抽象
接口，这为新设备或新架构引入系统提供了便利．基
于这些设计，ＴｅｎｓｏｒＦｌｏｗ支持算子的多态性，即同
一算子有多种对应不同硬件的实现．此外，一些工作
利用上述特性将系统级优化集成到ＴｅｎｓｏｒＦｌｏｗ
中，例如，Ｍｉｒｈｏｓｅｉｎｉ等人［１９］提出了一种基于强化
学习的算子放置算法，将计算图中的顶点，即算子，
映射到更合适的设备中以提高整体的效率．

但是，这些机器学习系统无法很好地支持基于
ＦＰＧＡ的加速器．在之前的相关工作中，Ｃａｆｆｅｉｎｅ［２０］
可以将ＣＮＮ模型编译为寄存器传输级（ＲＴＬ）代
码，但这一解决方案需要在部署前对不同的模型进
行综合和编译，面对模型切换等场景时，灵活性较为
有限．ＴＶＭ／ＶＴＡ［２１２２］是一个从对算子的编译入
手，将深度学习的计算图编译成其特定的指令序列
的框架．但是，它仅针对基于指令的架构而设计．如
何在现代机器学习系统中支持基于流架构的加速器
尚待探索．这导致ＣＮＮ设计人员无法享受基于流
的加速器带来的好处．

为了进一步简化ＣＮＮ在ＦＰＧＡ上的部署流程
并提高灵活性，我们提出了ｆＧｒａｉｎ，这是对现代机器
学习系统的一个基于细粒度ＦＰＧＡ管理的增强．在
设计中，我们将软件框架中的数据流图和硬件设计
中的基于数据流的架构联系起来，并充分支持数据
流图表示和延迟执行模型，对软硬协同优化和执行

时优化更为友好．
我们的主要贡献可归纳如下：
（１）我们提出了一种基于ＯｐｅｎＣＬ的框架

ｆＧｒａｉｎ，使得用户可以在现代机器学习系统中使用
ＦＰＧＡ．我们基于一个广泛使用的机器学习框架———
ＴｅｎｓｏｒＦｌｏｗ，提供了ｆＧｒａｉｎ的一种实现．在ｆＧｒａｉｎ
中，我们将ＦＰＧＡ的硬件资源编译为功能各异的
ＰＵ并抽象为算子，并通过添加算子级的ＦＰＧＡ资
源管理单元来管理这些资源．开发人员可以直接使
用原生的ＴｅｎｓｏｒＦｌｏｗ模型从ＦＰＧＡ的计算加速中
受益．

（２）我们在ＴｅｎｓｏｒＦｌｏｗ和物理算子之间引入
了虚拟化管理层来提供用户模式的虚拟化功能．这
有助于将计算模型与目标平台解耦，并提高ＦＰＧＡ
的资源利用率和可扩展性．借助虚拟化层，我们可以
通过使用多个虚拟ＦＰＧＡ并行运行多个算子来充
分利用ＦＰＧＡ中的计算资源．

（３）我们提供了一系列可配置的ＦＰＧＡ算子，
用来支持各种类型的ＣＮＮ模型．算子的实现方式
为ＯｐｅｎＣＬ编程框架中的内核．在ＣＮＮ中，大部分
计算量集中在了卷积层，为此我们针对不同规模的
卷积做了针对性的优化．我们同时还提供了支持大
多数ＣＮＮ模型所需的内核的算子库．

基于上述设计，我们评估了ｆＧｒａｉｎ在具有ＣＰＵ、
ＧＰＵ和ＦＰＧＡ的异构平台上的实现．ＣＮＮ模型的原
生的ＴｅｎｓｏｒＦｌｏｗ代码稍经修改即可通过ｆＧｒａｉｎ在
ＦＰＧＡ器件上执行，并且ｆＧｒａｉｎ也支持ＴｅｎｓｏｒＦｌｏｗ
提供的系统级优化．我们在一些广泛使用的模型上
测试了ｆＧｒａｉｎ的有效性，并验证了使能系统级优化
时带来的性能收益．我们的实验证明了ｆＧｒａｉｎ在小
批量ＣＮＮ推理任务中有出色的表现．

本文第２节详细介绍ＴｅｎｓｏｒＦｌｏｗ和ＯｐｅｎＣＬ
编程模型的背景；第３节和第４节介绍ｆＧｒａｉｎ的设
计和实现；实验、相关工作和未来展望分别在第５、６
和７节中介绍；第８节为本文的结论部分．

２　背景技术介绍
本节简要介绍了ＴｅｎｓｏｒＦｌｏｗ的整体架构和其

典型的执行时优化．同时，我们展示了ｆＧｒａｉｎ设计

１３５２１２期 郭开诚等：面向细粒度ＦＰＧＡ管理的ＣＮＮ异构加速框架

①Ｘｉｌｉｎｘ．ＸｉｌｉｎｘＶｅｒｓａｌＡｄａｐｔｉｖｅＣｏｍｐｕｔｅＡｃｃｅｌｅｒａｔｉｏｎＰｌａｔｆｏｒｍ．
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实现背后的动机：旨在为现代机器学习系统提供
灵活高效的ＦＰＧＡ接口．最后，我们还介绍了基于
ＯｐｅｎＣＬ的ＦＰＧＡ开发的一些基本知识．
２１　犜犲狀狊狅狉犉犾狅狑

在ＴｅｎｓｏｒＦｌｏｗ［６］的设计中，使用数据流图是一
个核心的选择，其用来定义机器学习算法中的计算，
表示计算节点的状态和相关的一些操作．这里的数
据流图为有向无环图（ＤＡＧ），由节点和边组成．数
据流图中的每个节点都代表一个抽象的计算操作．
例如，在神经网络中，通常将一层抽象为一个算子．
算子内核（ｋｅｒｎｅｌ，为了区别于别的内核，标记为
ＯＰｋｅｒｎｅｌ）是在特定类型的设备上运行的特定算子
的实现．数据流图中的边（Ｅｄｇｅ）表示张量（Ｔｅｎｓｏｒ），
代表多维数组．

ＴｅｎｓｏｒＦｌｏｗ的架构可以分为前段框架和后端
实现．前端为用户提供了多种高级语言接口，以简单
的方式定义机器学习模型，训练策略和系统级优化．
前端还包括用于训练和推理机器学习模型的算子
库．后端的设计则是为了保证整个系统的高效性．
数据流执行器是其中最重要的组件之一．通过采用
延迟执行模型，它收集了相关计算图的全部执行信
息然后将算子与适当的计算内核相关联．此外，
ＴｅｎｓｏｒＦｌｏｗ还提供了针对异构设备的通用抽象，这
为ＴｅｎｓｏｒＦｌｏｗ对异构加速器的设备管理带来了极
大的便利．

通过采用数据流表示和延迟执行技术，Ｔｅｎｓｏｒ
Ｆｌｏｗ可以引入系统级优化，例如优化的算子放置算
法［１９］、算子的多态［６］以及对数据传输的覆盖等．

其他机器学习系统也通过类似的设计，为用户
提供了灵活定义系统级优化的接口，在软件层面提
升了机器学习系统的整体效率．但是，之前ＦＰＧＡ
加速器设计和将ＦＰＧＡ集成到机器学习框架中的
相关工作，忽略了ＦＰＧＡ硬件端与软件框架在系统
级优化接口上的结合问题，因此削弱了软件框架和
ＦＰＧＡ加速器之间的合作，并且导致许多潜在的软
硬协同优化无法实施．ｆＧｒａｉｎ则试图借助虚拟化这
一方法解决这个问题．
２２　基于犗狆犲狀犆犔的犉犘犌犃开发

ＯｐｅｎＣＬ［２３］是针对异构系统的一款开放的并行
编程标准．作为与供应商无关的行业标准，它为各类
现代异构平台上的任务并行和数据并行计算提供了
可移植性．另一方面，高层次综合（ＨＬＳ）工具在加
速ＦＰＧＡ的硬件开发中已引起越来越多的关注．由

于ＯｐｅｎＣＬ已经广受欢迎，因此Ｉｎｔｅｌ①和Ｘｉｌｉｎｘ等
ＦＰＧＡ供应商分别推出了对ＯｐｅｎＣＬ的支持．

如图１所示，ＯｐｅｎＣＬ使用主机设备编程模型
和一组适用于主机和设备的ＯｐｅｎＣＬＣＡＰＩ．在主
机端，用户使用带有ＯｐｅｎＣＬＡＰＩ的通用Ｃ编写应
用程序，这些ＡＰＩ通过ＯｐｅｎＣＬ平台（ＯｐｅｎＣＬ
ｐｌａｔｆｏｒｍ）和设备上下文（Ｃｏｎｔｅｘｔ）管理ＯｐｅｎＣＬ设
备，并通过ＯｐｅｎＣＬ主机设备命令队列控制设备内
核状态．主机端代码由通用Ｃ编译器编译，并与
ＯｐｅｎＣＬ库链接．在设备端，ＯｐｅｎＣＬ提供了用于优
化内存访问的分层内存，以及用于执行单指令流
多数据流（ＳＩＭＤ）的多维度内核（ＮＤＲａｎｇｅＫｅｒｎｅｌ）
模型．

图１　基于ＯｐｅｎＣＬ的ＦＰＧＡ开发流程

英特尔为ＦＰＧＡ提供了ＯｐｅｎＣＬ软件开发套
装（ＳＤＫ）．它为ＯｐｅｎＣＬ提供了一些扩展，包括设备
端代码功能的一些增强．用户可以借助ＳＤＫ定义内
核的深度流水线模式来快速构建带有深度流水结构
的ＰＵ．同时，配套的离线ＯｐｅｎＣＬＦＰＧＡ编译器也
提供了一些编译选项对设备端的实现做出如维度
展开或循环展开的优化．ＯｐｅｎＣＬ的这些扩展可以
帮助用户充分地利用ＦＰＧＡ上的计算资源．离线编
译器将ＯｐｅｎＣＬ设备代码编译为ＬＬＶＭＩＲ，然后
生成带有预定义组件和ＩＰ的Ｖｅｒｉｌｏｇ代码．最终的
二进制流与用户定义的应用程序内核以及一些
ＯｐｅｎＣＬＩＰ相结合，以实现ＰＣＩｅＤＭＡ和对外部板
载ＤＲＡＭ的控制．

ＴｅｎｓｏｒＦｌｏｗ还通过使用ＳＹＣＬ②（一种针对
ＯｐｅｎＣＬ的Ｃ＋＋单源异构编程）来支持常见的
ＯｐｅｎＣＬ设备．它扩展了原生ＴｅｎｓｏｒＦｌｏｗＣ＋＋计

２３５２ 计　　算　　机　　学　　报 ２０２１年

①

②

Ｉｎｔｅｌ．ＩｎｔｅｌｆｐｇａｓｄｋｆｏｒＯｐｅｎＣＬ．ｈｔｔｐｓ：／／ｗｗｗ．ｉｎｔｅｌ．ｃｏｍ／
ｃｏｎｔｅｎｔ／ｗｗｗ／ｕｓ／ｅｎ／ｓｏｆｔｗａｒｅ／ｐｒｏｇｒａｍｍａｂｌｅ／ｓｄｋｆｏｒｏｐｅｎｃｌ／
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算库Ｅｉｇｅｎ．但是，它对ＦＰＧＡ的部分可重构等特性
的支持较为有限．

３　犳犌狉犪犻狀的设计
我们设计ｆＧｒａｉｎ的目的是为了将ＦＰＧＡ器件集

成到符合工业标准的机器学习系统ＴｅｎｓｏｒＦｌｏｗ中．
通过为ＴｅｎｓｏｒＦｌｏｗ提供多个虚拟ＦＰＧＡ（ｖＦＰＧＡ），
ｆＧｒａｉｎ实现了一种细粒度的利用ＦＰＧＡ的ＣＮＮ推
理加速．这些虚拟ＦＰＧＡ还可适应ＴｅｎｓｏｒＦｌｏｗ的
系统级优化，包括算子放置算法和内核多态性．
３１　犳犌狉犪犻狀的架构

ｆＧｒａｉｎ的架构图如图２所示．基本设计遵循
ＴｅｎｓｏｒＦｌｏｗ的分层架构，在此基础上，ｆＧｒａｉｎ增加
了对细粒度ＦＰＧＡ管理的支持．ｆＧｒａｉｎ扩展了
ＴｅｎｓｏｒＦｌｏｗ推理库中定义的算子的内核实现层．为
了使内核具有特定的输入和输出多态性，ｆＧｒａｉｎ在
内核实现层中注册了不同的内核．如图２中，我们提
供对卷积算子（Ｃｏｎｖ２Ｄ）提供了不同优化的版本：
Ｃｏｎｖ２Ｄ３×３、Ｃｏｎｖ２Ｄ１×１以及Ｃｏｎｖ２Ｄ．这些内核
将相同的操作映射到不同的ｖＦＰＧＡ，以执行具有特
定优化的ＣＬ内核．

图２　ｆＧｒａｉｎ的架构

ｆＧｒａｉｎ在虚拟ＦＰＧＡ监视组件（ＶＦＭ）的帮助
下向ＴｅｎｓｏｒＦｌｏｗ提供了一组虚拟ＦＰＧＡ．这些虚
拟ＦＰＧＡ在ＴｅｎｓｏｒＦｌｏｗ中注册为普通设备．而且
ＶＦＭ为ＴｅｎｓｏｒＦｌｏｗ的通用设备抽象所需的必要
方法提供了支持．因此，他们可以参与ＴｅｎｓｏｒＦｌｏｗ
中的内核映射过程．通过引入虚拟化，ｆＧｒａｉｎ借助软
件框架实现了对ＦＰＧＡ器件的细粒度管理．ｆＧｒａｉｎ
的设计还涉及板上设计．ｆＧｒａｉｎ基于ＯｐｅｎＣＬ，为

ＣＮＮ推断实现了一些内核．对于关键操作，ｆＧｒａｉｎ
根据不同参数采用了多种优化，并将其部署在一个
ＦＰＧＡ设计中．
３２　犳犌狉犪犻狀中的虚拟化设计

如上所述，将虚拟化引入ｆＧｒａｉｎ的目标是利用
ＴｅｎｓｏｒＦｌｏｗ算子内核中的多态性，在一台物理
ＦＰＧＡ器件中实现多个算子或者ＴｅｎｓｏｒＦｌｏｗ内核
的并行性．此外，这些ｖＦＰＧＡ具有ＴｅｎｓｏｒＦｌｏｗ框
架中设备抽象的友好接口，因此可以将它们注册为
ｆＧｒａｉｎ中的ＴＦ设备，以适应ＴｅｎｓｏｒＦｌｏｗ中加速器
的系统级优化．例如，ｆＧｒａｉｎ可以使用基于增强学习
的设备放置算法［１７］将适当的算子分配给具有特定
内核的ｖＦＰＧＡ．

通过ｆＧｒａｉｎ中的虚拟化设计，ＣＬ内核被映射
到ＴｅｎｓｏｒＦｌｏｗ框架中的虚拟ＦＰＧＡ器件中．该设
计由３个主要单元组成：虚拟ＦＰＧＡ监视器（ＶＦＭ），
内核多路复用器和相应的板载设计．内核多路复用
器位于ＴＦ内核中，将每个算子的实现转发到选定
的虚拟ＦＰＧＡ．ＶＦＭ是ＯｐｅｎＣＬ原生组件执行器
（ＯｐｅｎＣＬＥｘｅｃｕｔｏｒ）的扩展，用于维护ｖＦＰＧＡ之间
的公共资源．它基于预先设定的放置策略将ｖＦＰＧＡ
路由到对应的ＣＬ内核，并将ＴｅｎｓｏｒＦｌｏｗ内核映射
到ｖＦＰＧＡ．会话初始化时，ｆＧｒａｉｎ会将带有几个内
核的特定配置的二进制流文件加载到板上．
３３　设计空间讨论
３．３．１　ＦＰＧＡ算子的粒度

ｆＧｒａｉｎ为在ＦＰＧＡ上实现ＴｅｎｓｏｒＦｌｏｗ推理算
子库中的算子提供了足够的支持．但是，在ＦＰＧＡ
ＣＮＮ加速器设计中通常会采用三个级别的算子，即
完全网络级别、层级和基本操作级别．网络算子代表
一个完整的神经网络，它们是正向传播过程中计算
的抽象．在实现网络算子时，对带宽和内存进行优化
很方便．因此，网络算子具有最卓越的性能，但其灵
活性不足以匹配神经网络结构迅速的变化和发展．
选择网络级别的算子一定程度上会牺牲ＦＰＧＡ的
灵活性；ＴｅｎｓｏｒＦｌｏｗ的算子库中包含的基本运算算
子是指数组或矩阵运算．尽管具有足够的灵活性，但
用于基本运算的ＦＰＧＡ加速器通常由核心计算单
元和相关组件组成．实际上，部分定制芯片采用的就
是这种设计，但ＦＰＧＡ的效能比不如类似设计的
ＡＳＩＣ．虽然有可重构的特性，使其升级的成本较低，
但是低等级算子并不具有和网络结构相关的升级空
间，且优化的设计也比较固定．因此，在ｆＧｒａｉｎ的设
计中，我们利用层算子来使新模型能够将ＦＰＧＡ集
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成到机器学习系统中，以实现从软件框架和ＦＰＧＡ
器件的共同优化．层级算子是神经网络中各个层的
抽象．它们被广泛用作数据流图中的基本顶点．
ＴｅｎｓｏｒＦｌｏｗ的算子和内核库也对层级算子具有足
够的支持．对于ＦＰＧＡ的设计，一个层级算子通常
使用少量资源，因此我们可以部署具有不同优化和
功能的各种算子，以适应不同的应用场景．
３．３．２　多态性扩展

ｆＧｒａｉｎ对ＴｅｎｓｏｒＦｌｏｗ中算子的“多态性”进行
了扩展．ＴｅｎｓｏｒＦｌｏｗ中的算子对不同数据类型和不
同输入、输出的数目有着不同的实现和优化方式，这
称为算子的多态性．而在传统的ＦＰＧＡ算子设计
中，可以针对除数据类型之外的参数进行优化，以达
到更好的性能．例如，具有不同内核大小的卷积操
作常常会在一个ＣＮＮ网络中执行．我们可以针对
不同内核大小的算子，在ＦＰＧＡ设计上实现与之相
对应的循环展开和访存优化．通过适当的调度，特定
的加速器可以加速相应的算子．然而，ＴｅｎｓｏｒＦｌｏｗ
并不支持特定参数的多态性．因此，我们采用虚拟
ＦＰＧＡ来实现，相关的讨论在４．２节．
３．３．３　基于ｆＧｒａｉｎ的优化示例

基于ｆＧｒａｉｎ，ＦＰＧＡ器件能够更好地与软件框
架协调，对机器学习任务的执行进行系统级的优化．
在ｆＧｒａｉｎ的设计中，基于虚拟化的ＦＰＧＡ片上资源
空分复用的方案进一步扩展了软件框架层的优化空
间．文中我们选择了结合神经网络结构对ＣＮＮ推
断任务中的算子放置进行优化这一例子，作为基于
ｆＧｒａｉｎ的优化示例．

首先，借助ＦＰＧＡ虚拟化，ｆＧｒａｉｎ可以将Ｔｅｎｓｏｒ
Ｆｌｏｗ数据流图中的不同算子的内核映射到同一个
物理ＦＰＧＡ的不同区域，使得算子在ＦＰＧＡ上的执
行可以突破软件框架的限制，进行算子内核上的并
行执行．在这个基础上，不同区域的ＦＰＧＡ，被映射
为多个虚拟ＦＰＧＡ．支持软件框架对算子进行合理
放置的调整．

一个简单的示例为，若网络结构中存在局部并
行的算子．我们可以手动指定，或者配合有效的算子
放置算法，对算子进行合理分配．利用虚拟化提供的
算子内核并行执行的特性，将并行部分的算子分配
到不同的虚拟ＦＰＧＡ上．通过基于空分复用的并行
执行提升整体效率．在５．３节的实验中，我们以网络
结构中有并行部分的ＡｌｅｘＮｅｔ网络为例，实验结果
的对比显示了基于ｆＧｒａｉｎ的系统优化带来的性能
提升．

４　犳犌狉犪犻狀的实现
在ｆＧｒａｉｎ的实现中，我们将ＯｐｅｎＣＬ和Ｔｅｎｓｏｒ

Ｆｌｏｗ作为ｆＧｒａｉｎ的基础．利用ＴｅｎｓｏｒＦｌｏｗ提供的
统一设备接口作为基础，将ＯｐｅｎＣＬ的功能进行封
装以符合接口标准．

我们设计并实现了两个组件：ＣＬ执行器
（ＣＬｅｘｅｃｕｔｏｒ）和ＣＬ上下文（ＣＬｃｏｎｔｅｘｔ）来构成虚
拟ＦＰＧＡ监视器（ＶＦＭ）的功能．ＣＬｅｘｅｃｕｔｏｒ将
ＯｐｅｎＣＬ应用程序接口（ＡＰＩ）封装为几种高度抽
象的方法，以适应ＴｅｎｓｏｒＦｌｏｗ提供的设备接口．
ＣＬｃｏｎｔｅｘｔ负责虚拟ＦＰＧＡ的管理．以下两节分别
详细介绍了ＣＬｅｘｅｃｕｔｏｒ和ＣＬｃｏｎｔｅｘｔ的实现细节．
４１　犆犔执行器

ＣＬｅｘｅｃｕｔｏｒ旨在将ＯｐｅｎＣＬ的较为繁杂的主
机端ＡＰＩ进行封装，将其包装为几个简洁的接口．
其中有些接口符合ＴｅｎｓｏｒＦｌｏｗ定义的统一的硬
件抽象．这样，我们可以通过ＴｅｎｓｏｒＦｌｏｗ来进行
ＦＰＧＡ设备管理和内核调用，并向用户隐藏这些实
现细节．另一些接口为ＦＰＧＡ或ｆＧｒａｉｎ所特需的，
如实现ＦＰＧＡ配置及ＦＰＧＡ虚拟化的接口．

如图３所示，在ＣＬｅｘｅｃｕｔｏｒ中实现的方法包括
四种类型，即内存管理，数据传输，虚拟化单元和配
置管理器．前两类方法是ＴｅｎｓｏｒＦｌｏｗ对于异构设
备所需的通用抽象接口．在ＴｅｎｓｏｒＦｌｏｗ的执行过
程中，当将算子分配给ＦＰＧＡ器件时，这些接口完
成片上存储器的分配和回收，以及ＣＰＵ和ＦＰＧＡ
之间的数据传输；第三类与ＣＬｃｏｎｔｅｘｔ有关，以实现
与虚拟化相关的功能；第四类用于配置ＦＰＧＡ，其会
根据用户的配置在流程启动前将选用并编译好的
ＦＰＧＡ配置烧录进ＦＰＧＡ中．

图３　ＣＬ执行器
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这些方法的实现方式相似．他们采用封装
ＯｐｅｎＣＬＡＰＩ和获得的必需参数的想法．例如，传输
操作封装了从主机内存到ＣＬ缓存的地址转换，并
使用ＯｐｅｎＣＬＡＰＩ创建ＣＬ队列．转移操作进入队
列．然后，它等待一系列操作（例如传输完成），然后
完成从主机到设备的数据传输．在特定的设备注
册阶段，实例化ＣＬ执行程序，然后ＴｅｎｓｏｒＦｌｏｗ通
过调用ＣＬ执行程序中的相应方法来执行相应的
功能．
４２　犆犔上下文

通过虚拟化，ＣＬｃｏｎｔｅｘｔ为上层的ＴｅｎｓｏｒＦｌｏｗ
提供了几种虚拟ＦＰＧＡ器件，从而在一个物理
ＦＰＧＡ上完成了多个计算内核的管理和有效使用．
在ＣＬｃｏｎｔｅｘｔ的实现中，我们使用了ＡＰＩ转发的方
法来提供虚拟化功能．在这里，我们对ＯｐｅｎＣＬＡＰＩ
进行了转发．在ＴｅｎｓｏｒＦｌｏｗ框架中注册的ｖＦＰＧＡ
可以视为ＡＰＩ转发代理，它与物理ＦＰＧＡ上的计
算内核具有一一对应的关系．虚拟化功能的初始化
流程如下．首先，设置ＣＬ执行器中的ｖＦＰＧＡ数量．
然后，ＣＬｃｏｎｔｅｘｔ初始化对应的队列，并存储每个
ｖＦＰＧＡ的信息，包括ｖＦＰＧＡ表识（ＩＤ）和对应的
ＣＬ命令队列．在注册过程中，每个ｖＦＰＧＡ的特定
功能都是通过隐式方法定义的．具体地说，每个虚拟
ＦＰＧＡ都映射到一个特定的ＣＬ内核．

图４　ＣＬ上下文的结构

图４的内容是虚拟ＦＰＧＡ的实现和ＣＬｃｏｎｔｅｘｔ
的结构．它还描述了ｆＧｒａｉｎ中虚拟设备一个典型的
工作流程．在这个例子中，算子被分配到ｖＦＰＧＡ０
上执行．首先，ＣＬｃｏｎｔｅｘｔ在ＴｅｎｓｏｒＦｌｏｗ的设备层
中注册ｖＦＰＧＡ．ＴｅｎｓｏｒＦｌｏｗ系统将其维护的多个
ｖＦＰＧＡ视为独立的设备．ＣＬｃｏｎｔｅｘｔ维护每个
ｖＦＰＧＡ的ｖＦＰＧＡＩＤ和ＣＬ命令队列．然后，当将
算子分配给ｖＦＰＧＡ时，ＴｅｎｓｏｒＦｌｏｗ会调用统一设

备接口中定义的几种方法来执行完整的操作．
ＣＬｃｏｎｔｅｘｔ捕获这些调用并将它们放入ｖＦＰＧＡ的
命令队列中．如前所述，这些方法由ＣＬｅｘｅｃｕｔｏｒ实
现．在将操作入队后，ＣＬｅｘｅｃｕｔｏｒ依次在命令队列
中执行命令．当ＣＬ执行程序执行“内核执行”（图４
中的Ｅｘｅ）时，计算流程将会分配给相应的ＣＬ内
核．计算完成后再将结果返回给数据流执行器，继续
后续的计算．

５　实验测试
５１　实验设置
５．１．１　实验平台

我们的测试平台是一台配备Ｉｎｔｅｌｉ５４５９０ＣＰＵ
的台式计算机；带有Ａｒｒｉａ１０ＦＰＧＡ的ＤＥ５ａｎｅｔＦＰＧＡ
开发板则通过ＰＣＩｅＧｅｎ３ｘ８插槽连接到主机，读写
带宽分别为５９２７．６１ＭＢ／ｓ和５７６３．１２ＭＢ／ｓ．我们
的测试平台还包含ｎＶｉｄｉａＧｅｆｏｒｃｅＧＴＸ１０８０Ｔｉ
ＧＰＵ，同样通过ＰＣＩｅＧｅｎ３ｘ８与主机连接，读写带
宽为１１．３ＧＢ／ｓ和１１．２ＧＢ／ｓ；软件层面上，ｆＧｒａｉｎ
基于ＴｅｎｓｏｒＦｌｏｗ（ｒ１．９）实现．ｆＧｒａｉｎ由Ｇｏｏｇｌｅ的
编译工具Ｂａｚｅｌ编译，并打包为Ｐｙｔｈｏｎ包．其对应
的算子库被打包为动态库．ＯｐｅｎＣＬ内核由面向
ＦＰＧＡ（ｖ１６．１）的ＩｎｔｅｌＯｐｅｎＣＬＳＤＫ综合并编译．
整个系统在ｕｂｕｎｔｕ１６．０４下运行．
５．１．２　模型

两个ＣＮＮ模型ＡｌｅｘＮｅｔ［１］和ＲｅｓＮｅｔ１８［２］被
用作衡量性能的基准．如前文所述，ｆＧｒａｉｎ设计目标
之一为向软件开发人员隐藏ＦＰＧＡ实现的细节．因
此我们在评估中使用的模型皆为原生的ＴｅｎｓｏｒＦｌｏｗ
实现．在实验中，我们需要插入设备指定相关的代码．
此外，所有评估均采用３２位浮点数据格式．
５．１．３　ＦＰＧＡ配置

我们设计并实现了带有可配置内存优化功能
的二维卷积内核（Ｃｏｎｖ２Ｄｋｅｒｎｅｌ）．使用不同的配置
参数，我们在实验中实例化了四种不同的ＦＰＧＡ配
置．表１列出了这些配置的ＦＰＧＡ资源使用和配置
参数．在资源使用情况中，我们统计了不同配置方案
对逻辑资源（Ｌｏｇｉｃ）、查找表（ＡＬＵＴ）、触发器
（ＦＦ）、片上随机内存（ＲＡＭ）、数字信号处理器
（ＤＳＰ）等资源等使用情况．

在ＣＬ内核配置中，计算单元数目（＃ＣＵ）是指
一个内核中的计算单元的数目，每个ＣＵ都是对
应设计的实例化，所以增加ＣＵ数目，会占用更多的
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表１　犉犘犌犃配置情况

ＦＰＧＡ配置方案 ＦＰＧＡ资源使用
Ｌｏｇｉｃ／％ ＡＬＵＴ／％ ＦＦ／％ ＲＡＭ／％ ＤＳＰ／％

ＣＬ内核配置
＃ＣＵ ＃ＣＬｋｅｒｎｅｌ ＢｕｆＳ 虚拟化开启

Ａ ３８ ２０ ２０ ４７ １１ １ １ ３×３ 否
Ｂ ５９ ３１ ３１ ８６ １８ ２ １ ３×３ 否
Ｃ ６０ ３１ ３１ ８７ ２０ １ ２ ３×３ 否
Ｄ ６０ ３１ ３１ ８７ ２０ １ ２ ３×３ 是

资源，同时也能带来更好的性能；ＣＬ内核数量
（＃ＣＬｋｅｒｎｅｌ）是指一个ＦＰＧＡ配置方案中ＯｐｅｎＣＬ
内核的数量．我们在二维卷积内核的设计中采用了
基于缓冲区的内存优化，缓冲区大小（ＢｕｆＳ）是指设
计中的缓冲区大小．只有方案Ｄ开启了ｆＧｒａｉｎ提供
的虚拟化支持．
５．１．４　功耗测量

我们使用供应商提供的工具来测量功耗．英特
尔功耗估算器①通过分析ＲＴＬ代码估算了ＦＰＧＡ
板的功耗．在我们的设计中，其工作时的功耗为
２９瓦特，空载待机状态时为１１．７瓦特．

同时，我们通过软件工具②③获得了ＣＰＵ和
ＧＰＵ的功率．在我们的评估中，通过累计每个设备
在工作和空载时的功耗来计算总功耗．然后，我们将
总功率除以端到端时间以得到平均功率．
５．１．５　实验设计

为了评估ｆＧｒａｉｎ的性能，我们将ｆＧｒａｉｎ的基于
ＦＰＧＡ的解决方案与通用的ＴｅｎｓｏｒＦｌｏｗ的基于
ＧＰＵ的解决方案进行了比较．在测试中，我们使用
了两种不同的ＣＮＮ模型在批量大小为１、２和３时
的推断性能延迟．

为了评估虚拟化功能带来的性能增益，我们使
用三种不同的ＦＰＧＡ配置在不同的批处理量下测
量了ＡｌｅｘＮｅｔ．

为了评估ｆＧｒａｉｎ带来的性能损失，我们修改了
ＰｉｐｅＣＮＮ［２４］，使其适应ｆＧｒａｉｎ．这是一种基于
ＯｐｅｎＣＬ的开源ＣＮＮ加速器设计．我们测量了在使
用ｆＧｒａｉｎ和不使用ｆＧｒａｉｎ的情况下ＰｉｐｅＣＮＮ加速
Ａｌｅｘｎｅｔ的性能．

在所有实验中，我们测量了所有推理任务的端
到端时间消耗，包括加载权重和图片的时间．
５２　跨平台对比

图５、图６显示了基于ＦＰＧＡ的解决方案与基
于ＧＰＵ的解决方案之间的比较结果．我们测量了两
种方案各自的推断延迟和加速时间．在基于ＦＰＧＡ
的解决方案中，我们使用了表１中的方案Ｂ，并且数
据流图中的所有ｃｏｎｖ２ｄ算子都放置在ＦＰＧＡ设备

图５　ＡｌｅｘＮｅｔ的推断延迟

图６　Ｒｅｓｎｅｔ１８的推断延迟

上．其他操作则放置在ＣＰＵ．在基于ＧＰＵ的解决方
案中，所有ｃｏｎｖ２ｄ算子都放置在ＧＰＵ上，其他的
放置在ＣＰＵ．

图５比较了批量大小分别为１、２、３的基于
ＦＰＧＡ和ＧＰＵ的解决方案的ＡｌｅｘＮｅｔ的推断时间．
当批量为１时，基于ＦＰＧＡ的解决方案优于基于
ＧＰＵ的解决方案，且有２０．２％的提升．考虑到平均
能耗，可将能源效率提高５０％左右．如图所示，ＧＰＵ
的计算时间仅占整个执行过程的一小部分．这是因
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Ｉｎｔｅｌ．Ａｒｒｉａ１０ｅａｒｌｙｐｏｗｅｒｅｓｔｉｍａｔｏｒ．ｈｔｔｐｓ：／／ｗｗｗ．ｉｎｔｅｌ．
ｃｏｍ／ｃｏｎｔｅｎｔ／ｗｗｗ／ｕｓ／ｅｎ／ｐｒｏｇｒａｍｍａｂｌｅ／ｓｕｐｐｏｒｔ／ｓｕｐｐｏｒｔ
ｒｅｓｏｕｒｃｅｓ／ｏｐｅｒａｔｉｏｎａｎｄｔｅｓｔｉｎｇ／ｐｏｗｅｒ／ａ１０ｐｏｗｅｒｅｓｔｉｍａｔｏｒ．
ｈｔｍｌ２０１９，４
ＢｒｏｗｎＬ．Ｔｕｒｂｏｓｔａｔｒｅｐｏｒｔｐｒｏｃｅｓｓｏｒｆｒｅｑｕｅｎｃｙａｎｄｉｄｌｅ
ｓｔａｔｉｓｔｉｃｓ．ｈｔｔｐｓ：／／ｗｗｗ．ｍａｎｋｉｅｒ．ｃｏｍ／８／ｔｕｒｂｏｓｔａｔ２０１９，４
Ｎｖｉｄｉａ．Ｎｖｉｄｉａｓｙｓｔｅｍｍａｎａｇｅｍｅｎｔｉｎｔｅｒｆａｃｅ．ｈｔｔｐｓ：／／ｄｅｖｅｌｏｐ
ｅｒ．ｎｖｉｄｉａ．ｃｏｍ／ｎｖｉｄｉａｓｙｓｔｅｍｍａｎａｇｅｍｅｎｔｉｎｔｅｒｆａｃｅ２０１９，４
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为未覆盖传输开销比基于ＦＰＧＡ的解决方案要大
得多．在ＲｅｓＮｅｔ１８的情况下，ＧＰＵ解决方案的未覆
盖数据传输成本超过５６２ｍｓ，而ＦＰＧＡ解决方案的
成本仅为１５ｍｓ．这主要得益于ＦＰＧＡ在小批量数
据传输上的优势和ｆＧｒａｉｎ的设计使数据传输可以
被内核执行覆盖．

具体来说，这里传输时间成本悬殊的原因由两
个原因构成，首先ＧＰＵ的ＤＭＡ由于需要经常处理
大批量的数据，因此，在经过特殊优化后，在处理小
批量的数据时性能反而会下降；其次，ＧＰＵ由于制
程和频率的优势，且这里展示的ｆＧｒａｉｎ中的算子实
现并未发挥ＦＰＧＡ的全部性能．所以如图所示，
ＦＰＧＡ方案的加速器执行时间要远高于ＧＰＵ方案
的．在这种情况下，由于ｆＧｒａｉｎ中的设计，过长的加
速器执行时间反而覆盖了数据传输时间，所以最后
的结果中，ＦＰＧＡ的净传输时间较短．

图６展示了不同批量大小和加速方案的
ＲｅｓＮｅｔ１８推理时间的实验结果．ＲｅｓＮｅｔ１８具有
１７个卷积层算子，比ＡｌｅｘＮｅｔ的计算量要大．因此，
基于ＧＰＵ的解决方案的结果比ＡｌｅｘＮｅｔ上的结果
更为明显．但是，当批量为１时，基于ＦＰＧＡ的解决
方案仍然比基于ＧＰＵ的方案有了１１．１％的提升．
具体理由和对ＡｌｅｘＮｅｔ做出的分析相同．
５３　犉犘犌犃虚拟化带来的增益

在ｆＧｒａｉｎ的设计中，我们通过实现虚拟ＦＰＧＡ
管理层来实现与ＯｐｅｎＣＬ内核相对应的虚拟ＦＰＧＡ．
在这一组实验中，我们使用虚拟化功能打破了
ＴｅｎｓｏｒＦｌｏｗ框架的局限性，以在一个物理ＦＰＧＡ
中实现ＴｅｎｓｏｒＦｌｏｗ内核的并行．对于具有并行构造
的模型，只要合理放置它们，就可以显着提高性能．

在这一系列实验中，我们使用了ＡｌｅｘＮｅｔ作为
测试模型．ＡｌｅｘＮｅｔ具有５组８二维卷积算子，我们
可以将其表示为｛Ｃ０，Ｃ１０，Ｃ１１，Ｃ２，Ｃ３０，Ｃ３１，Ｃ４０，
Ｃ４１｝．显然，在这个模型中，第一、第三、第四层中包
含两个算子的并行．

在实验设置中，前两组启用了ＦＰＧＡ虚拟化功
能，但是应用了不同的放置策略．具体的放置策略
为：第一组是：ＦＰＧＡ０，｛Ｃ０，Ｃ１０，Ｃ２，Ｃ３０，Ｃ４０｝；
ＦＰＧＡ１，｛Ｃ１１，Ｃ３１，Ｃ４１｝．第二组是：ＦＰＧＡ０，
｛Ｃ０，Ｃ２｝；ＦＰＧＡ１，｛Ｃ１０，Ｃ１１，Ｃ３０，Ｃ３１，Ｃ４０，
Ｃ４１｝．

显然，第一组的放置策略最充分地利用了模型
的并行性，第二组则根本没有利用模型内部的并行，

而第三组没有使用ＦＰＧＡ虚拟化的功能．实验结果
反映了由虚拟化解决方案带来的并行处理和性能优
化．在ＦＰＧＡ配置方案中，我们将配置Ｄ用于前两
个组，将配置Ｃ用于第三组．

图７显示了在三种不同方案中批量大小为１，
执行ＡｌｅｘＮｅｔ模型时ＣＬ内核的执行情况．使用
ＦＰＧＡ虚拟化和合理的算子放置的第一组方案通过
合理地利用模型的并行性提高了性能．它标记为
“Ｐａ”．第二组称为“Ｐｂ”，使用虚拟化功能，但是算子
的放置方案不合理，因此不会带来很多性能改进．第
三组是控制组，没有使用ＦＰＧＡ虚拟化功能，ＦＰＧＡ
上的资源没有得到充分利用．

图７　启用虚拟化对ＡｌｅｘＮｅｔ执行情况对影响

图８显示了在批量为１、２、３情况下三组实验设
置下ＡｌｅｘＮｅｔ的推断延迟时间．通过使用带有合理
算子放置的ＦＰＧＡ虚拟化方案，我们充分地利用了
ＡｌｅｘＮｅｔ模型的并行特性．在基于ＦＰＧＡ的方案
内，算子的执行时间获得了近４０％的优化，并且端
到端执行时间也得到２５％左右的改善．

图８　ｆＧｒａｉｎ的虚拟化执行

５４　案例分析
在我们的案例研究中，我们将ＰｉｐｅＣＮＮ［２４］修改

以适应ｆＧｒａｉｎ．ＰｉｐｅＣＮＮ是基于ＯｐｅｎＣＬ开发的
ＣＮＮ的ＦＰＧＡ加速器．它采用基于数据流的设计，
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并很好地利用了ＦＰＧＡＯｐｅｎＣＬ开发套件中提供的
基于ＦＩＦＯ（先入先出队列）的数据传输功能．在其实
现的内核中，有两个内核专门负责从ＦＰＧＡ的全局
内存抓取数据并实现了内存优化以提高性能．此外，
ＰｉｐｅＣＮＮ基于定点精度实现，很大地提升了性能．

在此评估中，我们将ＰｉｐｅＣＮＮ引入ｆＧｒａｉｎ．我
们利用了ＰｉｐｅＣＮＮ实现的ＯｐｅｎＣＬ内核，并将这
些ＯｐｅｎＣＬ内核映射为ｆＧｒａｉｎ框架中的算子．基于
这些算子，我们重新实现了ＰｉｐｅＣＮＮ项目中的两个
ＣＮＮ网络．其中，由于ｆＧｒａｉｎ原型体所借助的
ＴｅｎｓｏｒＦｌｏｗ版本对８位定点数并不支持，我们选择
了在算子层对８位定点数进行支持．

在ｆＧｒａｉｎ＋ｐｉｐｅＣＮＮ的执行过程中，ｆＧｒａｉｎ负
责ＯｐｅｎＣＬ的初始化，ＦＰＧＡ的配置以及ＯｐｅｎＣＬ
内核的主机端配置以及执行控制．算子间的数据传
输也打包进算子中，以实现对低精度的支持．

我们比较了封装在ｆＧｒａｉｎ中的ＰｉｐｅＣＮＮ和原
生ＰｉｐｅＣＮＮ的性能，以测试使用ｆＧｒａｉｎ带来的性
能损失．测试基准是ＡｌｅｘＮｅｔ和ＶＧＧ１６网络的推
断的端到端的延迟时间，这个时间包括权重和图像
加载到主内存的开销，权重和图像向ＦＰＧＡ内存的
传输以及计算时间．批次为１、２和３．

实验结果如图９所示，ｆＧｒａｉｎ带来的平均性能
损耗为１．２８％．但是，ｆＧｒａｉｎ负责维持ＯｐｅｎＣＬ运
行时，可以帮助用户处理繁琐的平台维护，数据传输
和内存管理．

图９　将ＰｉｐｅＣＮＮ引入ｆＧｒａｉｎ

６　相关工作
ＦＰＧＡＣＮＮ加速器的架构可以分为两种类型：

基于指令的和基于流的．基于指令的加速器采用

计算引擎和自定义指令集体系结构（ＩＳＡ）．ＶＴＡ［２２］
与ＴＶＭ集成在一起，并在ＦＰＧＡ上有一个实现．
Ｓｈａｒｍａ等人开发了ＤＮＮＷｅａｖｅｒ［１０］，以根据Ｃａｆｆｅ
中的高层次限定生成对应给定神经网络ＦＰＧＡ
（ＤＮＮ，ＦＰＧＡ）对的可综合的加速器．他们提出了一
种适用于ＤＮＮ加速器的数据流ＩＳＡ和与此ＩＳＡ关
联的手动优化模板．考虑到基于指令的加速器的可
重构性有限，ｆＧｒａｉｎ的设计符合基于流的设计．最近
基于流的设计从缓冲区设计［８，２４］，基于计算的优
化［８］和内核融合［１４，２５］提高了效率．

先前的研究已经可以使ＦＰＧＡ集成入机器学
习框架［１０，２０，２６］．Ｚｈａｎｇ等人提出的Ｃａｆｆｅｉｎｅ［２０］，是一
个软／硬件协同设计库，通过统一表示卷积层和全连
接层来启用Ｃａｆｆｅ中的ＦＰＧＡ．Ｇｕａｎ等人提出了
ＦＰＤＮＮ［２６］，这是一个使用预定义的寄存器高级语
义综合对（ＲＴＬＨＬＳ）模板自动将ＴｅｎｓｏｒＦｌｏｗ模
型映射为一个基于ＦＰＧＡ的加速器实现的框架．
Ｚｈａｏ等人的工作［２７］，在ＴｅｎｓｏｒＦｌｏｗ的框架下设计
了一系列Ｃ风格的ＡＰＩ完成对ＦＰＧＡ设备的管理，
基于这些ＡＰＩ实现将上层框架算子映射到底层
ＦＰＧＡ上算子的流程控制．Ｈａｄｊｉｓ等人的工作［２８］，提
出了一个端对端的开源工具链，可以将ＴｅｎｓｏｒＦｌｏｗ
为代表的前端框架中定义的模型映射为经过优化的
ＤＮＮ加速器．这些工作主要集中在将ＤＮＮ模型映
射为ＦＰＧＡ设计的机制上．由于模板或表示形式是
相对静态的，因此用户需要在ＦＰＧＡ平台更改时手
动修改设计，这会给生产环境带来维护困难．同时，
其工作的系统级优化（包括带宽平衡，计算任务的放
置，通信时间的覆盖等）在硬件设计中是固定的，从
而降低了软件框架提供的灵活性．ｆＧｒａｉｎ隐藏了所
有硬件细节，并将细粒度的虚拟ＦＰＧＡ作为通用设
备引入到软件框架中．因此，虚拟ＦＰＧＡ可以包含
在由软件框架驱动的统一优化中．

７　未来展望
随着机器学习硬件加速系统的相关研究工作的

推进，ＦＰＧＡ在系统中的定位逐渐从核心加速器件
变为功能器件．前者承担的是主要计算任务，而后者
会负责数据路由，通信加速等功能性任务．在数据中
心领域，ＦＰＧＡ扮演的角色逐渐从计算加速卡转向
以智能网卡为代表的通信加速卡．因此，在ｆＧｒａｉｎ
的下一步工作中，除了包含算子优化，多卡支持等基
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础功能的完善外，ｆＧｒａｉｎ会进一步地适应ＦＰＧＡ器
件在机器学习系统中的新的定位．

一方面，ｆＧｒａｉｎ会面向数据中心中大规模分布
式训练任务的场景．在此场景下，ＦＰＧＡ作为通信加
速卡加速服务期间数据传输．进一步地，ＦＰＧＡ可以
在通信加速的同时承担线速下对部分ＩＯ密集型计
算进行加速的任务．ｆＧｒａｉｎ可以在此基础上，向机器
学习框架提供作为通信加速卡的ＦＰＧＡ的一个更
为合理抽象．即对ＦＰＧＡ负责的通信加速任务和计
算加速任务向上提供统一抽象的算子，并将其纳入
框架层进行整体的优化，提升整体效率．

另一方面，我们会探索扩展，优化ｆＧｒａｉｎ的虚拟
化功能．目前ｆＧｒａｉｎ提供了基于ＡＰＩ转发的ＦＰＧＡ
的空分复用的解决方案．我们会考虑在这一框架下，
丰富虚拟化技术的应用，如对Ｉ／Ｏ密集型的算子可
以提供时分复用的虚拟化方案；以及考虑实现基于
ｆＧｒａｉｎ虚拟化技术的资源池化，提升数据中心背景
下资源的利用率．

８　结　论
在本文中，我们提出了ｆＧｒａｉｎ，这是一种可通过

细粒度的ＦＰＧＡ管理来加速ＣＮＮ推理的异构框
架．ｆＧｒａｉｎ将ＦＰＧＡ集成到现代机器学习系统
ＴｅｎｓｏｒＦｌｏｗ中，用户在其中运行原生的ＴｅｎｓｏｒＦｌｏｗ
模型即可从ＦＰＧＡ加速中受益．借助虚拟化层和一
系列可配置的运算符，ｆＧｒａｉｎ获得了可适应各种类型
的ＣＮＮ模型和ＦＰＧＡ平台的灵活性和可伸缩性．
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