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收稿日期：２０２１０３０７；在线发布日期：２０２２０１２５．本课题得到国家重点研发计划项目（２０１７ＹＦＣ１２００５００）、国家自然科学基金项目
（６１７０２１２１，６１７７２３７８）和广州市科技计划项目（２０２１０２０２０６０７）资助．费　豪，博士研究生，中国计算机学会（ＣＣＦ）会员，主要研究方向为
自然语言处理和句法语义结构解析．Ｅｍａｉｌ：ｈａｏ．ｆｅｉ＠ｗｈｕ．ｅｄｕ．ｃｎ．姬东鸿，博士，教授，主要研究领域为自然语言处理、机器学习和数据
挖掘．任亚峰（通信作者），博士，副教授，主要研究方向为自然语言处理和数据挖掘．Ｅｍａｉｌ：ｒｅｎｙａｆｅｎｇ＠ｗｈｕ．ｅｄｕ．ｃｎ．

基于动态句法剪枝机制的中文语义角色标注
费　豪１）　姬东鸿１） 任亚峰２）

１）（武汉大学国家网络安全学院　武汉　４３００７２）
２）（广东外语外贸大学高级翻译学院　广州　５１０４２０）

摘　要　语义角色标注（ＳｅｍａｎｔｉｃＲｏｌｅＬａｂｅｌｉｎｇ，ＳＲＬ）旨在识别给定句子中所包含的谓词及对应的语义论元，从而
为信息抽取、自动问答和阅读理解等任务的语义理解提供帮助．构建句法特征作为实现语义角色标注任务的关键
步骤，在很大程度上影响着任务的性能．针对现有的神经网络模型未能有效构建句法特征，例如现有研究采取离线
式的人工定式句法裁剪方案，不可避免地造成关键句法信息丢失或者裁剪效果减弱等问题，本文提出基于动态句
法剪枝机制的端到端神经网络模型，并将其用于中文语义角色标注任务．具体地，我们提出两种创新的动态句法剪
枝机制：基于递归神经网络模型的动态句法剪枝机制（ＲｅｃｕｒＤＳＰ）和基于带句法标签的图卷积网络模型的句法剪
枝机制（ＳＧＣＮＤＳＰ）．ＲｅｃｕｒＤＳＰ采用递归神经网络模型进行句法结构编码与融合，并对句法树的每一个连接处通
过ＧｕｍｂｅｌＳｏｆｔｍａｘ函数离散化实现动态句法裁剪．ＳＧＣＮＤＳＰ采用图卷积神经网络模型为句法依存树的依存弧
结构以及对应的标签进行统一建模，并提出对应的动态句法裁剪机制．在基准数据集上的实验结果显示所提方法
超过当前的最好模型，获得当前中文语义角色标注的最优性能．通过整合预训练语言模型ＢＥＲＴ，基于ＣｏＮＬＬ０９
数据集，提出的模型ＳＧＣＮＤＳＰ在角色论元识别上获得了９０．４％的犉１值，在谓词识别上获得９０．８％的犉１值．

关键词　自然语言处理；语义角色标注；句法剪枝；神经网络；深度学习
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ｐｒｏｃｅｓｓｉｎｇ（ＮＬＰ）ｃｏｍｍｕｎｉｔｙ．ＴｈｅＳＲＬｔａｓｋａｉｍｓｔｏｉｄｅｎｔｉｆｙｔｈｅｃｏｒｒｅｓｐｏｎｄｉｎｇａｒｇｕｍｅｎｔｒｏｌｅｓ
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ｉｎｆｏｒｍａｔｉｏｎｅｘｔｒａｃｔｉｏｎ，ｑｕｅｓｔｉｏｎａｎｓｗｅｒｓｙｓｔｅｍａｎｄｒｅａｄｉｎｇｃｏｍｐｒｅｈｅｎｓｉｏｎ，ｅｔｃ．Ａｇｒｅａｔｎｕｍｂｅｒ
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ｄｅｓｉｇｎｉｎｇａｎｏｖｅｌｎｅｕｒａｌｍｏｄｅｌ，ｗｈｉｃｈｃａｎｃａｐｔｕｒｅｓｙｎｔａｃｔｉｃｆｅａｔｕｒｅｓｅｆｆｅｃｔｉｖｅｌｙ，ｈａｓｂｅｃｏｍｅａ
ｈｅａｔｅｄｒｅｓｅａｒｃｈｔｏｐｉｃ．Ｒｅｃｅｎｔｌｙ，Ｈｅｅｔａｌ．（２０１８）ｆｉｎｄｔｈａｔｏｎｌｙａｐａｒｔｏｆｓｙｎｔａｃｔｉｃｓｔｒｕｃｔｕｒｅ
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ｗｈｉｃｈｃａｎｉｎｅｖｉｔａｂｌｙｌｅａｄｔｏｅｉｔｈｅｒｔｈｅｌｏｓｓｏｆｋｅｙｓｙｎｔａｃｔｉｃｉｎｆｏｒｍａｔｉｏｎｏｒｔｈｅｗｅａｋｅｎｉｎｇｏｆｐｒｕｎｉｎｇ
ｅｆｆｅｃｔｉｖｅｎｅｓｓ．Ｅｘｔｒａｃｔｉｎｇｓｙｎｔａｃｔｉｃｆｅａｔｕｒｅｓ，ａｓａｎｉｍｐｏｒｔａｎｔｓｔｅｐｏｆｔｈｅＳＲＬｔａｓｋ，ｗｉｌｌｌａｒｇｅｌｙ
ａｆｆｅｃｔｔｈｅｆｉｎａｌｐｅｒｆｏｒｍａｎｃｅｏｆｔｈｅｔａｓｋ．Ｈｏｗｅｖｅｒ，ｔｈｅｅｘｉｓｔｉｎｇｎｅｕｒａｌｎｅｔｗｏｒｋｍｅｔｈｏｄｓｆａｉｌｔｏ
ｅｆｆｅｃｔｉｖｅｌｙｍｏｄｅｌｓｙｎｔａｃｔｉｃｆｅａｔｕｒｅｓ．Ｆｏｒｅｘａｍｐｌｅ，ｔｈｅｅｘｉｓｔｉｎｇｓｔｕｄｉｅｓａｄｏｐｔｔｈｅｏｆｆｌｉｎｅｓｙｎｔａｃｔｉｃ
ｐｒｕｎｉｎｇｓｔｒａｔｅｇｙｗｉｔｈｆｉｘｅｄｈｕｍａｎｌａｂｏｒ，ｗｈｉｃｈｉｎｅｖｉｔａｂｌｙｌｅａｄｓｔｏｔｈｅｌｏｓｓｏｆｋｅｙｓｙｎｔａｃｔｉｃ
ｉｎｆｏｒｍａｔｉｏｎｏｒｔｈｅｗｅａｋｅｎｉｎｇｏｆｐｒｕｎｉｎｇｅｆｆｅｃｔｉｖｅｎｅｓｓ．Ｔｏａｄｄｒｅｓｓｔｈｅａｂｏｖｅｉｓｓｕｅｓ，ｗｅｐｒｏｐｏｓｅ
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ｍｅｃｈａｎｉｓｍ．Ｓｐｅｃｉｆｉｃａｌｌｙ，ｗｅｐｒｏｐｏｓｅｔｗｏｎｏｖｅｌｍｅｔｈｏｄｓ：ｒｅｃｕｒｓｉｖｅｎｅｕｒａｌｎｅｔｗｏｒｋｍｏｄｅｌｗｉｔｈ
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ｃｕｒｒｅｎｔｐｒｅｔｒａｉｎｅｄｌａｎｇｕａｇｅｍｏｄｅｌＢＥＲＴ（ＢｉｄｉｒｅｃｔｉｏｎａｌＥｎｃｏｄｅｒＲｅｐｒｅｓｅｎｔａｔｉｏｎｆｒｏｍＴｒａｎｓｆｏｒｍｅｒｓ，
ＢＥＲＴ），ｔｈｅｔａｓｋｐｅｒｆｏｒｍａｎｃｅｃａｎｂｅｆｕｒｔｈｅｒｉｍｐｒｏｖｅｄ．ＴｈｅｐｒｏｐｏｓｅｄＳＧＣＮＤＳＰｇｉｖｅｓ９０．４％
犉１ｓｃｏｒｅｉｎａｒｇｕｍｅｎｔｒｏｌｅｌａｂｅｌｉｎｇ，ａｎｄ９０．８％犉１ｓｃｏｒｅｓｉｎｐｒｅｄｉｃａｔｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ，ｒｅｓｐｅｃｔｉｖｅｌｙ．

犓犲狔狑狅狉犱狊　ｎａｔｕｒａｌｌａｎｇｕａｇｅｐｒｏｃｅｓｓｉｎｇ；ｓｅｍａｎｔｉｃｒｏｌｅｌａｂｅｌｉｎｇ；ｓｙｎｔａｘｐｒｕｎｉｎｇ；ｎｅｕｒａｌｎｅｔｗｏｒｋ；
ｄｅｅｐｌｅａｒｎｉｎｇ

１　引　言
自然语言处理／理解是人工智能领域的热门研

究方向，其关键在于对语言的语义进行深层次的理
解和表示．语义角色标注（ＳｅｍａｎｔｉｃＲｏｌｅＬａｂｅｌｉｎｇ，
ＳＲＬ）通常被认为是自然语言处理／理解的核心任务
之一，旨在分析出输入文本句子中所包含的谓词以及
对应的语义论元，如“谁在何时何地对谁做了什么”
的结构化信息．这种语义结构信息可以用于自然语
言处理的很多下游任务，如信息抽取［１２］、自动问
答［３４］、阅读理解［５］、机器翻译［６７］以及语言模型［８］

等．因此，语义角色标注任务近年来受到了研究者们
持续的研究与关注．早期的工作主要采用传统的统
计模型，结合离散的人工构造特征来实现语义角色
标注［９１１］．最近的工作尝试设计各种不同的深度学

习模型来自动完成特征的学习，避免了手工的特征
设计［１２１７］．然而，已有研究主要集中于英文语义角色
标注，其原因在于其有充分多的标注数据．相比之
下，受限于有限的标注数据［１８］，中文语义角色标注
的研究进展较为缓慢．

语义角色标注通常可划分为四个子任务，包括
谓词识别、谓词消歧、论元识别和论元分类［１９］．早期
的研究通常把任务建模为一个流水线过程，即先进
行谓词的抽取［２０］，再完成语义角色论元的标注［９］．
然而，基于流水线的方法因为两个离散阶段容易引
入噪声和错误传播，导致任务的性能受限［２１］．最近，
研究者们试图构建端到端的语义角色标注方法，即
一个模型同时完成以上四个子过程一次性得到最终
的所有结果［２２］．图１中给出了一个语义角色标注的
例子，给定样例句子“市民也对即将诞生的欧元表现
出极大兴趣．”，端到端模型旨在一次性全部识别出

７４７１８期 费　豪等：基于动态句法剪枝机制的中文语义角色标注

《
 计

 算
 机

 学
 报

 》



五套浅层语义结构①：｛表现出，市民，犃０｝，｛表现出，
也对，犃犕犃犇犞｝，｛表现出，兴趣，犃１｝，｛诞生，即将，
犃犕犃犇犞｝，｛诞生，欧元，犃０｝．由于其连续的过程可
避免错误传播，端到端的方法极大地提升了语义角
色标注的性能［２３］．目前绝大部分的端到端模型都是
基于ｓｐａｎ图神经网络模型，穷尽式地遍历出所有可
能的谓词以及对应的论元［１９，２２］．

图１　语义角色标注的例子

另一方面，大量的研究工作证实，外部句法结构
信息可为语义角色标注模型提供高效的特征［２４２７］．
直觉上，一个句子中的语义角色标注的“谓词论元”
结构与句法依存树的“依附头部”结构有着密切的联
系．以图２中的句子为例，可以观察到，“谓词论元”
结构（｛使，增长，犃０｝，｛使，中国，犃１｝）与句法依存树
结构（｛使，增长，狊犫犼｝，｛使，中国，犮狅犿狆｝）有着高度的
重合与对应关系．因此，若将句法依存树结构作为输
入特征编码到语义角色标注模型中可以一定程度上
提升模型的推理能力．先前的基于句法结构的研究
主要使用基于神经网络模型的句法编码器，如注意
力机制［１５，２３］、树循环神经网络模型［２８２９］、图卷积网
络模型［１４，２８，３０］等．然而相关研究指出，并不是外部句
法结构特征中的所有信息都能起到帮助作用［３１３２］．
以图２为例，实际上只有与语义角色标注结构高度
相关的句法依存树结构（如高亮的句法依存对）才能
提供真正有用的信息，而其他剩余的句法依存信息
并不能提供有价值的信息（如暗灰色部分的句法依
存对）．基于此，Ｈｅ等人（２０１８）［３１］通过犽阶的句法
树裁剪技术，裁剪掉一些不相关的依存树分支从而

使得输入的句法特征更为有效．但该方法采取了离
线式的人工句法剪枝方案，即通过固定的犽阶剪枝
来裁剪掉所有的犽阶之外的分支，这种方式会造成
关键信息丢失或者裁剪效果减弱，从而限制了任务
的性能．

图２　依存句法结构（上）与语义角色标注结构（下）

为解决上述问题，本文提出构建基于动态句法
剪枝机制的端到端神经网络模型，实现中文语义角
色标注．图３展示了所提出模型的整体框架，主要包
括表征编码层、句法融合层和解码层．首先，利用基
于自注意力机制的Ｔｒａｎｓｆｏｒｍｅｒ模型［３３］作为基础
表征编码器来学习输入句子的上下文表征．接着，使
用句法融合层为外部句法依存树信息进行编码，在
信息传播的同时考虑句法树的动态裁剪．本文提出
两种方法进行句法融合以及对应的动态句法裁剪
机制，分别为基于递归神经网络模型的动态句法
剪枝机制（ＲｅｃｕｒＤＳＰ）和基于带句法标签的图卷积
网络模型的句法剪枝机制（ＳＧＣＮＤＳＰ）．同时我们
观察到，目前的句法依存编码器仅仅编码依存树中
的依存弧结构，而没有利用依存树结构所对应的句
法标签信息．实际上，不同依存弧下相邻节点的信息
可提供不同程度的贡献，而句法标签恰能表达这种
贡献差异，从而为语义角色标注任务提供重要的推
理证据．以图２为例，同样是“犮狅犿狆”类型的依存弧，
依存对｛的，收入，犮狅犿狆｝和｛使，中国，犮狅犿狆｝提供了
截然不同的信息，而仅仅后者的信息是有帮助的．因
此，基于目前的图卷积网络模型提出带句法标签的
图卷积网络依存句法编码模型，同时提出对应的句

图３　本文所提模型的整体框架
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法剪枝机制．最后，基于获得的词表征分别构建谓词
表征和论元表征，并通过双仿射打分器对每一对谓
词和论元进行迭代式配对打分，最终输出所有合法
的结果．

为验证所提方法的有效性，我们在中文语义角色
标注的基准数据集上进行了实验，包含ＣｏＮＬＬ０９［３４］
和ＵｎｉｖｅｒｓａｌＰｒｏｐｏｓｉｔｉｏｎＢａｎｋ［３５３６］．实验结果显示
本文所提出的基于动态句法剪枝机制的端到端神经
网络模型超过了目前最先进的基线模型，取得了当
前中文语义角色标注任务的最优性能．同时，消融实
验量化了所提模型的各部分的作用和贡献．后续的
分析实验，进一步验证了动态句法剪枝机制对语义
角色标注任务的影响．除此之外，我们还基于所提出
的带句法标签的图卷积网络依存句法编码模型分析
了语义角色结构与句法结构的依赖关系．本文的贡
献可归纳为以下三点：

（１）本文首次提出了基于ＧｕｍｂｌｅＳｏｆｔｍａｘ函
数离散化原理的语义角色标注动态句法剪枝机制，
从而弥补前驱研究中的固定离线式的句法裁剪方法
的短板，进一步提升中文语义角色标注任务的性能．
我们基于递归神经网络编码器和图卷积网络编码器
分别提出两类对应的动态剪枝模型．

（２）我们改进了图卷积网络编码器，提出了一
个带句法标签的图卷积网络句法编码器，即同时将
依存弧与依存标签信息统一建模于图卷积网络中，
可更加充分地结合外部句法知识．基于此，我们实现
了基于带句法标签的图卷积网络编码器的动态剪枝
模型，实现了更为高效的动态剪枝效果．

（３）所提模型在中文语义角色标注的基准数据
集上超过了目前最先进的基线模型，取得了当前最
佳的中文语义角色标注性能．我们提供了后续的分
析实验，深入探究了动态句法剪枝机制对语义角色
标注任务的影响．

２　相关工作
语义角色标注任务由Ｊｕｒａｆｓｋｙ等人（２０００）［３７］

提出，旨在分析出文本中句子所包含的谓词以及对
应的语义论元，诸如“谁在何时何地对谁做了什么”
的语义结构．作为自然语言处理的基本研究任务之
一，语义角色标注一直是自然语言处理领域的热门
研究话题．下面从语义角色标注资源，模型与方法，
基于句法特征的语义角色标注和中文语义角色标注
四个方面来分析和总结相关研究进展．

２１　语义角色标注资源
基于句子的句法结构，研究人员构建了一些代

表性的语义角色标注资源，例如ＦｒａｍｅＮｅｔ［３８］和
ＰｒｏｐＢａｎｋ［３９］．ＦｒａｍｅＮｅｔ以格语法理论［４０］为基础，
分类依据为词汇的出现场景，以框架为基本组成单
元．为了区分不同的框架语义，每个框架独自定义了
语义角色，称为框架元素．ＦｒａｍｅＮｅｔ的谓词包含
名词、动词及形容词，需要指出的是，不同词汇上的
谓词可能会引发相同的框架，因此每个框架具有独
自的元素或者角色标签．基于ＰｅｎｎＴｒｅｅｂａｎｋ［４１］，
ＰｒｏｐＢａｎｋ对动词性谓词的论元进行了语义标注，其
动词分类体系来源于ＶｅｒｂＮｅｔ［４２］，这里动词性谓词
也有若干语义角色被定义．这里，核心的论元角色主
要包含６种，标记为犃０～犃５，其中施事者用犃０表
示，受事者用犃１表示，犃２～犃５基于谓词的不同从
而表达不同的语义．附属论元角色包含各种修饰性的
语义，诸如“何时何地、何种方式”，比如犃犕犃犇犞、
犃犕犔犗犆、犃犕犕犖犚、犃犕犜犕犘等．ＰｒｏｐＢａｎｋ具有
局部性和全局性特点，由于其为论元增加了描述信
息．但框架元素为ＦｒａｍｅＮｅｔ框架所特有的，同时随
着框架数量而增加．ＰｒｏｐＢａｎｋ中的框架根据具体的
谓词的意态而具有不同的意义．另外，ＰｒｏｐＢａｎｋ认
为相同的语义角色，其语法特征应该具有一致性，因此
其语义角色中更多考虑的是语法层面．而ＦｒａｍｅＮｅｔ
偏重从语义层面来标注框架元素，其认为相同的框
架元素可能有不同的语法特征．
２２　模型与方法

从模型构架上，已有模型主要分为两类，即基于
传统的统计机器学习模型和基于深度学习的模型．
早期的研究主要采用基于传统的统计机器学习模型
实现语义角色标注任务［９１１］．这类方法一般涉及到
特征工程，即通过人工定义特征模板构造离散的特
征，诸如狀ｇｒａｍ特征作为统计模型的输入．近几
年，随着深度神经网络模型的快速发展，研究人员尝
试使用各种深度学习模型从输入文本中自动提取有
效的特征［１２１６］．深度学习模型有效地避免了人工特
征工程所导致的劳力消耗，同时又能极大地提升任
务的性能．现有的绝大部分语义角色标注方法都为
深度神经网络模型，并且在各类数据集上获得了优
越的任务性能［１４，１７，２６］．

已有研究通常将语义角色标注任务划分为四个
子过程，包括谓词识别、谓词消歧、论元识别和论元
分类［１９，２２］．前期的语义角色标注研究，受限于方法
的进展，通常采用一种流水线范式的任务建模．他们
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考虑先离线式地完成谓词部分的预测，包含谓词识
别与谓词消歧［２０］，再基于预测出来的谓词信息完成
语义角色论元部分的预测，包含论元识别和论元分
类［９］．然而，传统的流水线方法的任务性能往往会受
到两方面因素的限制．第一，流水线方法隔离了谓词
信息与论元信息之间的动态交互；第二，谓词预测和
论元预测两个阶段的分离会引入噪声和错误传
播［２１］．另外，一大部分的工作集中于探索第二阶段
的语义角色论元的标注，即他们考虑直接将标准正
确的谓词标注信息作为给定条件，从而简化了任
务［１５，１９，３０］．这时，任务被建模为一个标准的序列标注
问题，一般通过条件随机场模型或者长短时记忆网
络模型等方法即可达到较好的效果［１３］．

最近，越来越多的研究兴趣转移到构建端到端
的语义角色标注框架．具体地，研究者们尝试将语
义角色标注中的四个子任务通过一个学习模型同时
进行建模，并一次性输出所有的结果，即所有可能的
谓词以及其对应的论元［２２］．由于端到端的预测是一
个连续的过程而不会造成额外的损耗，该方法极大
地提升了任务的性能［２３］．目前绝大部分的端到端模
型都是基于ｓｐａｎ图的神经网络模型，穷尽式地遍
历出所有可能的谓词以及对应的论元［１９，２２］．例如，
Ｈｅ等人（２０１８）［２２］通过使用片段短语图的网络框
架，为语义角色标注任务实现了首次端到端的识别，
在ＣｏＮＬＬ０５数据集上超越了所有基于流水线的方
法．最近，Ｆｅｉ等人（２０２０）［４３］基于图网络构架模型提
出高阶提纯机制，使得模型能够自动迭代更新，学到
全局的高阶特征，从而提升语义角色标注的性能．本
研究考虑采用这种端到端的语义角色标注模式，并
以此为基准模型，并进一步改进其性能．
２３　基于句法特征的语义角色标注

已有的大量工作证实，传统的统计模型结合有
效的句法特征，能帮助推导语义角色的约束和抽取，
提升任务的性能［１０，３７］．尽管基于深度学习的模型
在语义角色标注任务获得较为显著的性能，但如何
设计创新的神经网络模型来构建句法特征仍然是一
个具有挑战性的研究话题［２４２７］．基于此，Ｒｏｔｈ和
Ｌａｐａｔａ（２０１６）［１３］将句法依存树路径嵌入表征引入到
神经网络模型中．Ｍａｒｃｈｅｇｇｉａｎｉ和Ｔｉｔｏｖ（２０１７）［２５］
在双向长短时记忆网络编码器的基础上采用了图
卷积神经网络来编码句法信息．Ｈｅ等人（２０１８）［３１］
提出了一种基于句法依存树的犽阶论元剪枝算法．
Ｓｔｒｕｂｅｌｌ等人（２０１８）［１５］提出了基于自注意机制的神
经网络模型，该模型通过多任务学习框架将句法依

存解析任务作为语义角色标注的辅助任务来提升主
任务的性能．Ｘｉａ等人（２０１９）［２９］研究并比较了几种
基于广度的ＳＲＬ句法感知方法，揭示了整合句法信
息的有效性．总的来说，现有的基于句法结构的语义
角色标注工作主要采用基于神经网络模型的句法编
码器，包括注意力机制［１５，２６］、树循环神经网络模
型［２８２９］、图卷积网络模型［１４，２８，３０］等．

然而，最近的研究发现并非所有的外部句法结
构特征知识都能帮助模型进行语义角色推理［３１３２］．
实际上，只有一部分句法结构信息能为语义角色标
注模型提供真正有价值的信息，比如与语义角色标
注结构高度相关部分的句法依存结构，而与其无关
的句法依存信息的价值是非常有限的，甚至有时会
影响到模型的推理．基于此，Ｈｅ等人（２０１８）［３１］通过
犽阶的句法树裁剪技术，发现裁减掉一些不相关的
依存树分支可使得输入的句法特征更为有效．但我
们注意到，Ｈｅ等人（２０１８）采取了离线式人工句法
剪枝方案，通过固定的犽阶剪枝来裁剪掉所有的犽
阶之外的分支，这种人工定式裁剪方式会造成关键
信息的丢失或者裁剪效果的减弱．因此，为提升语义
角色标注任的性能，本文提出基于动态句法剪枝机
制的端到端神经网络模型，来弥补已有语义角色标
注研究中的人工离线式的句法裁剪方法的短板．
２４　中文语义角色标注

对语义角色标注任务来说，已有的工作大多集
中于英语，相比之下，中文语义角色标注工作受限于
有限的标注数据［１８］，研究相对较少，任务性能相对
较低．为此，一部分研究工作考虑利用外部句法结构
知识来扩充模型的能力，提升中文语义角色标注的
性能．例如，Ｓｕｎ等人（２００９）［４４］将任务建模成序列
标注问题，使用支持向量机，同时整合构造的词法和
句法特征，实现了中文语义角色标注．Ｗａｎｇ等人
（２０１５）［４５］构建双向长短时记忆网络模型，并介绍一
种通过共享单词嵌入机制来注入多源异构数据从而
提升任务性能．Ｘｉａ等人（２０１７）［４６］提出了从异构语
义角色标注数据中学习和转移知识的渐进模型．之
后，Ｘｉａ等人（２０１９）［１８］提出一个多任务学习框架，通
过从依存句法解析模型中提取出隐式语法表示并作
为语义角色标注模型的外部输入，从而提升任务性
能．然而我们注意到，上述工作将完整的句法结构特
征作为输入，而没有考虑到句法特征的剪枝，未删除
句法结构特征中对语义角色标注无效或者冗余的特
征，这将一定程度上影响任务预测的效果．基于此，
本文提出基于动态句法剪枝机制的神经网络框架，
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所提框架可为任务捕捉到有效的句法特征，以此来
提升任务的性能．

３　方　法
本节将详细介绍所提方法的具体技术细节．首

先介绍端到端中文语义角色标注任务的建模，接着
介绍语义角色标注整体架构，包含编码和解码过程．
然后详细介绍所提出的两种融合句法知识的编码
器，以及所对应的动态句法剪枝机制．最后给出具体
的模型训练思路和细节．
３１　任务建模

首先对任务进行建模，用数学公式进行形式化表
达．我们将其建模为一个“谓词论元角色”三元组预
测任务［１９，２２］．给定一个输入句子犛＝｛狑１，…，狑狀｝，
端到端语义角色标注系统最终需预测并输出一个三
元组列表，!∈"×#×$

，其中"＝｛狆１，…，狆犿｝为
所有可能的谓词，#＝｛犪１，…，犪犾｝为所有与谓词关
联的论元词，而$＝｛犾１，…，犾犵｝为对应的论元犪的语
义角色标签，如犃０、犃１、犃犕犃犇犞、犃犕犔犗犆、犃犕
犜犕犘等，其中包含一个空标签%以表示目前的备选
谓词与论元之间不能形成合理配对．
３２　语义角色标注框架

如图３所示，本文提出的语义角色标注模型包括
表征编码层，句法融合层和解码层．首先，表征编码层
作为第一层将句子进行编码以初步得到句子的上下
文信息．这里采用Ｔｒａｎｓｆｏｒｍｅｒ模型作为该表征编
码器．接着在第二层即句法融合层，句法编码器将融
合句法结构信息到句子上下文表征中，在此期间，句
法结构将会被动态裁剪以获得最佳的句法表征．最
后，基于所获得的词表征分别构建谓词表征和论元
表征，解码层通过双仿射打分器对每一对谓词和论
元进行迭代式配对打分，最终输出所有合法的结果．
３．２．１　输入特征

本文所提框架的输入特征包含两部分内容，一
方面是基于输入句子的特征表示，另一方面是基于
外部句法结构的特征表示．对于基于输入句子的特
征，首先通过一个词向量表为每个中文词狑犻获取
其向量表示狓狑犻，即词向量．然后再考虑将词性标注
信息作为支撑特征．具体地，首先获取每个词的词性
标注（ＰａｒｔｏｆＳｐｅｅｃｈ，ＰＯＳ）标签，再通过向量表获
取到对应的嵌入式表示狓狆狅狊犻．为了充分利用中文词
的结构特征，我们再利用一个卷积神经网络模型
（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋｓ，ＣＮＮ）来编码每

个中文词语所包含的字信息，即可得到字级别特征
狓犮犻．然后我们将以上所有的特征向量拼接起来，构成
了整体的句子输入特征：

狓犻＝［狓狑犻；狓狆狅狊犻；狓犮犻］ （１）
　　对于基于外部句法结构的特征，我们主要考虑
依存句法树．具体的依存句法特征表示方法将在下
一个小节中结合句法编码器给出具体的介绍．
３．２．２　表征编码层

这里采用基于自注意力机制的Ｔｒａｎｓｆｏｒｍｅｒ编
码器．Ｔｒａｎｓｆｏｒｍｅｒ已在众多的自然语言处理任务中
证实其句子表征能力，能高效地学习到句子中任意两
个词之间的互相作用［３３］．具体地，在Ｔｒａｎｓｆｏｒｍｅｒ编
码器中，输入的句子表征｛狓１，…，狓狀｝首先通过三个
线性层被分别映射为查询向量犙，值向量犞和键向
量犓．然后通过一个扩展点积对齐函数计算出犓与
犙的相关程度值，再乘以犞：

β＝Ｓｏｆｔｍａｘ犙
·犓Ｔ
犱槡

烄
烆

烌
烎犽
·犞 （２）

其中犱犽为扩展因子．在具体实现中，查询向量犙，值
向量犞和键向量犓都源自于句子表征｛狓１，…，狓狀｝．
不同的平行的注意力头可关注到输入句子特征的不
同频道，从而实现最大化的特征交互．最后，犿个不
同的平行注意力头所产生的输出特征向量拼接在一
起形成Ｔｒａｎｓｆｏｒｍｅｒ特征表征：

［β１；…；β犿］·犠＋犫β （３）
　　为了方便表述，我们将Ｔｒａｎｓｆｏｒｍｅｒ的表征编
码过程简化为以下公式：

｛狉１，…，狉狀｝＝Ｔｒｍ（狓１，…，狓狀） （４）
其中，狉犻是每个词狑犻所对应的上下文表征．
３．２．３　句法融合层

基于表征编码层所输出的上下文表征向量狉犻，
我们进一步利用句法编码器将外部句法知识编码进
来，得到蕴含句法结构的隐状态表征．在句法信息聚
合过程中，系统将执行动态句法剪枝操作，只传播和
融合对任务最有帮助的句法知识．我们将在第３．３
节中详细介绍句法融合层，这里不妨将句法融合层
的计算过程表述为

｛狊１，…，狊狀｝＝ＤＳＰ（｛狉１，…，狉狀｝） （５）
其中ＤＳＰ（·）为句法融合层过程．具体地，狊犻在下一
小节为狊ｒｅｃｕｒ犻 或者狊ｓｇｃｎ犻．为充分利用到上一步得到的
上下文特征，考虑将上下文表征向量狉犻与融合句法
特征向量狊犻做一个拼接操作，

狊犻··＝［狊犻；狉犻］ （６）
狊犻是每个词狑犻所对应的融合句法知识的上下文表征．
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３．２．４　解码层
接下来，基于所产生的对应每个词狑犻融合句法

知识的上下文表征狊犻，分别通过单层前馈神经网络
（ＦｅｅｄＦｏｒｗａｒｄＮｅｔｗｏｒｋ，ＦＦＮ）衍化出谓词表征以
及论元表征：

狊狆犻；狊犪犻＝ＦＦＮ狆（狊犻）；ＦＦＮ犪（狊犻） （７）
其中上标狆与犪分别表示与得到谓词和论元的表
征的前馈神经网络非线性变换的相关操作．

为了有效度量出潜在的谓词论元对，本文考虑
两种打分策略：一元打分器与二元打分器．首先讨论
一元打分器，即用一个标量分数来度量每个词成为
谓词或者论元的可能性：

犛狆犻＝犠Ｔ
狆ＦＦＮ狆（狊狆犻），狆犻＝ｅｘｐ（犛狆犻） （８）

犛犪犼＝犠Ｔ
犪ＦＦＮ犪（狊犪犼），犪犼＝ｅｘｐ（犛犪犼） （９）

其中，犛狆犻与犛犪犼分别为谓词与论元的非线性变换过程，
狆犻与犪犼分别为谓词与论元的打分器的输出分数，具
体分别通过一个对数函数ｅｘｐ（）实现，犠狆∈!

犱狆与
犠犪∈!

犱犪是可学习更新的模型参数．然后再采用一
个二元打分器基于每个角色标签犾度量每个谓词
论元对之间可成功组合的可能性．具体地，我们采用
了一个双仿射打分器［４７］：

犛犾犻犼＝
狊犪犼［］１Ｔ
犠犾狊狆犻，犾犻犼＝ｅｘｐ（犛犾犻犼） （１０）

这里犛犾犻犼和犾犻犼分别表示角色标签的非线性变换过程
与打分，犠犾∈!

（犱犾＋１）×犱犾为二维学习参数，其中第一维
包含了一项偏置项，因此，论元表征向量狊犪犼与１进行
拼接保证了与该参数中第一维偏置项维度的对齐．

基于上述的打分器的分数，我们为每个三元组
“谓词论元角色标签”结构针对每个所输入的句子
犛构造其计算因子犘θ（犢｜犛）：

犘θ（犢｜犛）＝∏狆∈"

，犪∈#

犘θ（狔（狆，犪）｜犛） （１１）
其中，

犘θ（狔（狆，犪）｜犛）＝Φ（狆，犪，犾）
∑犾^∈犚Φ（狆，犪，犾^）

（１２）

Φ（狆，犪，犾）＝犾犻犼＋狆犻＋犪犼 （１３）
这里Φ（狆，犪，犾）为“谓词论元标签”的打分总和，
犘θ（狔（狆，犪）｜犛）为“谓词论元”的局部因子，θ为模型
的整体参数．对于每一对“谓词论元”（狆犻，犪犼），可通
过式（１２）计算与之对应的角色标签犾组合下的合法
性．即如果得到的角色标签不为空标签（犾≠%

），模型
则输出该三元组（狆犻，犪犼，犾）．
３３　句法融合与动态句法剪枝机制

本文构建了两种句法融合与动态句法剪枝方
法，包括（１）基于递归神经网络模型的依存句法编码
器以及句法剪枝机制，如图４所示；（２）基于带句法标
签的图卷积网络模型的句法编码器以及句法剪枝机
制，如图５所示．下面分别具体介绍这两种方法．

图４　基于递归神经网络模型的依存句法编码器和
对应的句法剪枝机制

图５　基于带句法标签的图卷积网络模型的句法编码器和对应的句法剪枝机制
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３．３．１　基于递归神经网络模型的句法剪枝机制
受已有工作的启发［４８］，首先采用递归神经网络

模型（ＲｅｃｕｒｓｉｖｅＮｅｕｒａｌＮｅｔｗｏｒｋ）编码依存句法结
构．具体地，考虑用一个孩子规约（ＣｈｉｌｄＳｕｍ）结构
的树递归模型来编码依存树，采用长短时记忆网络
（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＬＳＴＭ）为基本单元．
同时，考虑一个双向的连通结构来充分捕获树结构中
的信息交互，即自下而上和由上至下的递归树结构．

基于给定的输入句子的依存句法结构，如图４
（ｃ）所示，构建出递归神经网络结构．递归神经网
络中每个节点犼以Ｔｒａｎｓｆｏｒｍｅｒ表征编码层的上下
文输出为输入特征，对应到每个输入的词狑犼．在这
个双向的树传播结构中，其中自下而上的过程表述为

珔犺↑犻＝∑犼∈犆（犻）犺↑犼，　　　　　　　　
犻犻＝σ（犠（犻）狉′犻＋犝（犻）珔犺↑犻＋犫（犻）），
犳犻犼＝σ（犠（犳）狉′犻＋犝（犳）珔犺↑犼＋犫（犳）），
狅犻＝σ（犠（狅）狉′犻＋犝（狅）珔犺↑犻＋犫（狅）），
狌犻＝Ｔａｎｈ（犠（狌）狉′犻＋犝（狌）珔犺↑犻＋犫（狌）），
犮犻＝犻犻⊙狌犻＋∑犼∈犆（犻）犳犻犼⊙犮犼，
犺↑犻＝狅犻⊙ｔａｎｈ（犮犻） （１４）

其中，犠，犝和犫均为模型参数．犆（犻）是节点犻的子节
点集合．犺犼，犻犼，狅犼以及犮犼分别表示节点犼的隐状态、
输入门控、输出门控及记忆门控．犳犼犽是节点犼的各
个子节点犽的忘记门．σ（·）为Ｓｉｇｍｏｉｄ激活函数，⊙
为元素级别的乘法．相同地，由上至下的递归神经网
络结构与上述自下而上过程有相同的转移方程式，
我们将其得到的节点表征记为犺↓犻．将两个方向的树
结构表征在每个对应词的位置进行拼接即可得到
最终的基于递归神经网络模型的句法编码器输出
向量：

狊ｒｅｃｕｒ犻 ＝［犺↑犻；犺↓犻］ （１５）
　　基于递归神经网络模型进行动态句法结构裁
剪，记为ＲｅｃｕｒＤＳＰ．在式（１４）中，由于采用标准的
Ｓｉｇｍｏｉｄ激活函数，输出门控的输出值狅犻为一个连
续的概率值．考虑狆犻，１＝狅犻为门控开放的概率，狆犻，０＝
１－狅犻为门控关闭的概率．为了达到动态的剪枝效
果，需要一个离散的控制机制，即进行［０，１］取值的
决策．为此，采用ＧｕｍｂｅｌＳｏｆｔｍａｘ函数［４９］来完成此
离散控制过程．具体地，ＧｕｍｂｅｌＳｏｆｔｍａｘ函数完成
从狅犻连续分布变换到０１分布的过程：

犵犻＝ｅｘｐ（ｌｏｇ狆犻，１＋%

）／τ
∑狋＝０，１ｅｘｐ（ｌｏｇ狆犻，狋＋%

）／τ
（１６）

其中，τ为协调因子，在训练过程中，当τ逐渐下降
趋向于０时，上式的犵犻将得到离散的０１分布近似
值．%为从Ｇｕｍｂｅｌ分布中随机抽样而得的变量，其
中Ｇｕｍｂｅｌ函数为
Ｇｕｍｂｅｌ（０，１）＝－ｌｏｇ（－ｌｏｇ（Ｕｎｉｆｏｒｍ（０，１）））（１７）
此处Ｕｎｉｆｏｒｍ（０，１）即为标准正态分布．

对基于句法树的递归神经网络中的每对节点之
间的连接，裁剪机制ＲｅｃｕｒＤＳＰ都会进行一次离散
的门槛判断，即可得到犵犻．遍历整棵树后将得到整
体的剪枝门控向量犌＝｛犵犻｝狀犻＝１，如图４（ｂ）所示．接
着，将犵犻取代式（１４）中输出门控狅犻值再进行递归神
经网络计算，相应的为每个词狑犻得到裁剪后的句法
表征．对于自下而上的剪枝过程有犺↑犻＝犵犻⊙ｔａｎｈ（犮犻），
而对于由上至下过程有犺↓犻＝犵犻⊙ｔａｎｈ（犮犻）．最终将
两个方向的每个对应词的位置进行拼接，即通过
式（１５）．本裁剪过程如图４（ａ）所示．
３．３．２　基于带句法标签的图卷积网络模型的句法

剪枝机制
利用不同的句法编码模型可得到异质的句法结

构特征表征．相比于递归神经网络模型的依存句法编
码器，基于图卷积神经网络模型（ＧｒａｐｈＣｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｔｗｏｒｋ，ＧＣＮ）的句法编码近年来受到了更多的研
究热度［１４］．主要原因在于，图卷积神经网络模型的
计算效率更高，对句法树的计算仅有犗（１）的常数级
复杂度．然而我们注意到，在现有的基于图卷积神经
网络模型编码句法树的语义角色标注工作中，只考
虑了依存弧结构的编码，而忽略了对依存树结构的
句法标签信息的利用．在本研究中，我们考虑同时
将句法依存弧以及对应的标签信息进行建模．为此，
提出一个基于带句法标签的图卷积网络模型句法编
码器（ＳｙｎｔａｘｌａｂｅｌＧｒａｐｈＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｔｗｏｒｋ，
ＳＧＣＮ）．ＳＧＣＮ将依存弧与标签信息统一建模，同
时被归一化为一个分布来更好的表示句法树中的节
点之间的邻接强度．

图５（ａ）展示了所提出的基于带句法标签的图
卷积网络模型句法编码器．给定一个句子以及对应
的依存句法树，为该句法树构建一个依存图（&，'），
其中&为实词节点集合，'为依存对（依赖节点与头
节点）之间的带有弧标签的双向边的集合．在&中，
犪犻，犼＝１表示节点狑犻与节点狑犼之间存在着弧，反之
则犪犻，犼＝０．在'中，除了预定义好的依存标签（如
“ｎｍｏｄ”，“ｃｏｍｐ”，“ｓｂｊ”等），我们额外为每一个节点
增加一个“ｓｅｌｆ”标签来表示其自环边，以促进信息的
充分传播与利用．同时，用一个“ｎｏｎｅ”标签表示所有
的不形成逻辑连接的节点对之间的边．以图２中的
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句子为例，其对应的依存图的实词节点矩阵以及句
法标签矩阵如图５（ｂ）和（ｃ）所示．

我们为每一个边标签π(

犻，犼创建其对应的嵌入式
表征狓(

犻，犼．基于带句法标签的图卷积网络模型句法
编码器的输入为句子中词表征狉犻以及边标签的嵌入
式表征狓(

犻，犼，输出的是编码句法信息的表征狊犻：
狉犿犻，犼＝犠１·狉犼＋犠２·狓(

犻，犼＋犫，

狊ｓｇｃｎ犻＝ＲｅＬＵ∑
狀

犼＝１
α犻，犼狉犿犻，（ ）犼 （１８）

这里，狉犿犻，犼为线性变换的中间过程表征，α犻，犼为图卷积
网络模型的句法图邻接矩阵，由下式计算而得：

α犻，犼＝犪犻，犼·ｅｘｐ（狉狀犻·狉狀犼）

∑
狀

犼＝１
犪犻，犼·ｅｘｐ（狉狀犻·狉狀犼）

（１９）

其中狉狀犻是通过为狉犻和狓(

犻，犼进行元素级别的加和所得
到的表征，即狉狀犻＝狉犻＋狓(

犻，犼．句法依存图邻接矩阵α犻，犼
编码了丰富的依存弧与标签信息，因此可以充分反
映出句法信息在语义角色标注任务的属性．

下一步，我们为基于带句法标签的图卷积网络
模型句法编码器进行句法剪枝．具体地，考虑将句法
依存图邻接矩阵α犻，犼装配离散化门控机制，即：

α^犻，犼＝犵犼·α犻，犼
η＋∑

狀

犼′＝１
犵犼′·α犻，犼′

（２０）

其中，分母中的η为极小值常量用以避免数值计算
不稳定性，犵犼即为剪枝门控，从式（１６）的Ｇｕｍｂｅｌ
Ｓｏｆｔｍａｘ函数计算获得，其中狆犻，１门控开放的概率由
下式获得：

狆犻，１＝σ（犞ＴＴａｎｈ（犠狉犻）） （２１）
其中犞和犠为可训练参数．图５（ｄ）展示了对应的
句法依存树剪枝门控向量．

为了进一步保证句法剪枝裁剪过程中的剪枝力
度可控性，考虑再对基于递归神经网络模型的句法
剪枝机制以及基于带句法标签的图卷积网络模型的
句法剪枝机制的门控开放概率狆犻，１乘以一个伸缩控
制因子λ＞０：

狆犻，１··＝Ｍｉｎ（λ·狆犻，１，１） （２２）
３４　训练与优化

语义角色标注模型的训练目标旨在根据标准的
结构去最小化计算因子犘θ（^犢｜犛）（式（１１））的负对数
似然结构：

)＝－ｌｏｇ犘θ（犢｜犛）＋ζ‖θ‖２２ （２３）
其中公式的第二项为２正则项，用以防止模型参数
过拟合．

由于本文所提的端到端模型需要穷尽式的遍历

所有可能的谓词论元语义标签三元组，导致昂贵
的计算复杂度代价，即犗（狀２犵）≈犗（狀２），其中犵＝
$ 狀为所有的标签的数量．借鉴先前的工作［２２］，
我们定义了两组用来缓存候选谓词和论元的容器．
谓词的缓存容器大小为μ狆·狀，论元的缓存容器大小
为μ犪·狀．首先所有的候选谓词和论元会根据式（８）
与式（９）得到的一元分数按照分数的由高到低进行
排列，然后那些排在容器的容量之外的候选将会被
舍弃掉．

４　实验设置
第４节介绍实验阶段所需的环境设置、数据集、

对比的基线模型以及评估方法．
４１　实验数据集

本文所有实验基于中文语义角色标注基准数据
集，包括ＣｏＮＬＬ０９的中文数据集①和Ｕｎｉｖｅｒｓａｌ
ＰｒｏｐｏｓｉｔｉｏｎＢａｎｋ（ＵＰＢ）的中文集②．每个数据集都
有着对应的训练集、开发集以及测试集．数据集中的
中文已经进行了分词，无需人工再次预处理．此外，
每条句子都给定了标准的句法标注信息，包括每个
词的词性标注标签和依存句法解析树，无需做额外
的句法分析处理．表１给出了数据集的统计信息．

表１　数据集的统计信息
句子 词 谓词 论元

犆狅犖犔犔０９
训练集 ２２２７７ ６０９０６０ １０４０１９ ２３１８６９
开发集 １７６２ ４９６２０ ８２０２ １８５５４
测试集 ２５５６ ７３１５３ １２４３８ ２７７１２
犝犘犅
训练集 ３９９７ ９８６０８ １０４９５ ２１３２２
开发集 ５００ １２６６３ １３０４ ２６８１
测试集 ５００ １２０１２ １３０２ ２６１０

４２　模型参数
采用了预训练的中文Ｆａｓｔｔｅｘｔ词向量③作为系

统的初始化词嵌入层．Ｔｒａｎｓｆｏｒｍｅｒ编码器的层数
为２．例外，实验还用到了中文ＢＥＲＴ预训练语言模
型④来初始化Ｔｒａｎｓｆｏｒｍｅｒ编码器，这里Ｔｒａｎｓｆｏｒｍｅｒ
的层数为１２．词向量的维度为３００维．编码字的卷
积神经网络的卷积核分别为［３，４，５］，字编码嵌入维
度为５０维．依存树标签嵌入狓(

犻，犼的维度为１００．根据
实验结果，ＲｅｃｕｒＤＳＰ的层数为２，ＳＧＣＮＤＳＰ的层
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数为３．句法剪枝机制的伸缩控制因子λ：Ｒｅｃｕｒ
ＤＳＰ中取值为１．６，ＳＧＣＮＤＳＰ中取值为０．８．实验
中采用反向传播算法进行参数优化．使用Ａｄａｍ优
化器来训练模型，其学习率初始值为１ｅ５．采用小
批次（ｍｉｎｉｂａｔｃｈ）的方式训练样本，每个批次大小为

ＣｏＮＬＬ０９数据集为３２，ＵＰＢ数据集为１６．模型在
训练时不固定迭代数量，而是采用提前停止策略
（ｅａｒｌｙｓｔｏｐ）确定迭代次数．实验的环境为ｉ９Ｉｎｔｅｌ
ＣＰＵ以及ＮＶＩＤＩＡＲＴＸ３０９０ＴｉＧＰＵ．其他的模型
参数设置如表２所示．

表２　模型的超参数设置
参数名 值 参数名 值 参数名 值

词向量维度 ３００ 依存树标签嵌入维度 １００ 词性标注标签嵌入维度 ５０
字嵌入维度 ５０ 字卷积过滤器 ５０ 字卷积核 ［３，４，５］
Ｔｒａｎｓｆｏｒｍｅｒ编码器层数 ２ Ｔｒａｎｓｆｏｒｍｅｒ表征狉犻维度 ７６８ 词上下文表征维度 １０６８
ＲｅｃｕｒＤＳＰ层数 ２ ＲｅｃｕｒＤＳＰ表征狊ｒｅｃｕｒ犻 维度 ３００ ＲｅｃｕｒＤＳＰ协调因子τ初始值 ０．６０
ＳＧＣＮＤＳＰ层数 ３ ＳＧＣＮＤＳＰ表征狊ｓｇｃｎ犻维度 ３００ ＳＧＣＮＤＳＰ协调因子τ初始值 ０．７５
ＢＥＲＴ维度 ７６８ 一元打分器维度 ３００ 双仿射打分器维度 ３００
ＲｅｃｕｒＤＳＰ的伸缩因子λ １．６０ ＳＧＣＮＤＳＰ的伸缩因子λ ０．８０ ζ ０．４８
μ狆 ０．２０ μ犪 ０．４５ 特征Ｄｒｏｐｏｕｔ率 ０．１０
优化器 Ａｄａｍ 学习率 １ｅ５ 学习率衰减率 １ｅ３
提前停止容忍值 ２０ ＣｏＮＬＬ０９小批次样本数 １６ ＵＰＢ小批次样本数 ３２

４３　对比方法
为了验证本文所提出基于动态句法剪枝机制的

端到端中文语义角色标注系统的有效性，我们从系
统建模方式、编码句法结构知识、句法剪枝三个角
度，选择了目前最先进的、具有代表性的语义角色标
注系统作为对比模型．模型的具体介绍如下：

（１）Ｚｈａｏ等人（２００９）［５０］和Ｂｊｒｋｅｌｕｎｄ等人
（２００９）［５１］．基于传统的统计模型结合人工构建的离
散特征，诸如依存结构信息、短语句法信息等．

（２）Ｒｏｔｈ等人（２０１６）［１３］．将句法依存树路径嵌
入表征引入到神经网络模型中以改进中文语义角色
标注性能．该方法采用了流水线方式，默认谓词是给
定的．

（３）Ｍａｒｃｈｅｇｇｉａｎｉ等人（２０１７）［１４］．利用图卷积
网络模型编码句法依存知识作为语义角色标注系统
的基本编码器，该模型基于流水线的工作方式．

（４）Ｈｅ等人（２０１８）［３１］．提出基于长短时记忆网
络的流水线语义角色标注系统．该方法首先进行人
工离线的句法剪枝，再将剪枝后的句法特征进行编
码以更好的提升任务性能．

（５）Ｈｅ等人（２０１８）［２２］．采用基于ｓｐａｎ图的网
络构架从而首次实现了端到端的语义角色标注．

（６）Ｃａｉ等人（２０１８）［２１］．将端到端的语义角色
标注任务建模为依存解析任务．该系统未考虑使用
句法结构信息但取得较好的效果．

（７）Ｌｉ等人（２０１９）［１９］．基于Ｈｅ等人（２０１８）［２２］
提出的端到端网络架构，利用双仿射打分器来度量
谓词论元对，从而提升端到端的性能．这里，我们
重新实现了他们的系统，并且将句法信息编码进

模型．
（８）Ｘｉａ等人（２０１９）［１８］．基于多任务学习框架

实现将外部句法结构信息集成到端到端中文语义角
色标注过程．

（９）Ｆｅｉ等人（２０２０）［４３］．基于图网络构架的端到
端模型提出高阶提纯机制，使得模型能够学到全局
的特征．该模型是当前最优的端到端中文语义角色
标注模型．
４４　评估方法

采用精确率（Ｐｒｅｃｉｓｉｏｎ，犘）、召回率（Ｒｅｃａｌｌ，犚）
和犉１值来度量实验中各个模型的性能．无论是流
水线模型还是端到端模型，我们统一对比每个模型
在论元角色标注（简记为Ａｒｇ．）和谓词识别（简记为
Ｐｒｄ．）上的效果．实验过程中所提模型经过１０次训
练，每次训练以不同的随机种子进行初始化，呈现最
终的平均值．利用ＤａｎＢｉｋｅｌ随机验证对比器①进行
显著性测试．对比当前最好模型，所提模型经过了显
著性的验证，即狆０．０５．

５　实验结果与分析
本节详细介绍了所提模型在不同数据集上的实

验结果和分析．首先，通过与基线系统的对比得出相
关结论．然后，通过消融实验分析所提出的方法的各
个机制．最后，对模型的各个功能、优点进行细粒度
的验证与分析．
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５１　主实验结果
在犆狅犖犔犔０９上的结果．表３呈现了各个流水线

方法和端到端方法在ＣｏＮＬＬ０９数据集上的实验结
果．通过比较各个方法的结果，可以得出以下几个结
论．首先可以观察到，端到端方法要好于流水线方
法，例如，最好的流水线模型（Ｈｅ等人（２０１８）［３１］）比
最差的端到端模型（Ｈｅ等人（２０１８）［２２］）在角色论元
识别上少了０．２％的犉１值（８３．０～８２．８）．其次，比
较不同的流水线方法，可发现传统的统计模型
（Ｚｈａｏ等人（２００９）［５０］和Ｂｊｒｋｅｌｕｎｄ等人（２００９）［５１］）
在性能上要低于基于深度学习的模型（Ｒｏｔｈ等人
（２０１６）［１３］、Ｍａｒｃｈｅｇｇｉａｎｉ等人（２０１７）［１４］和Ｈｅ等人
（２０１８）［３１］）．进一步可观察到，采取句法剪枝策略后
的方法（Ｈｅ等人（２０１８）［３１］）要比直接编码整体全量
的句法结构特征（Ｒｏｔｈ等人（２０１６）［１３］）的效果更好．
这证实了句法剪枝对语义角色标注任务的有效性．

表３　模型在犆狅犖犔犔０９数据集上的实验结果
Ａｒｇ．

犘 犚 犉１
Ｐｒｄ．
犉１

流水线方法
Ｚｈａｏ等人（２００９）［５０］ ８０．４７５．２７７．７ －
Ｂｊｒｋｅｌｕｎｄ等人（２００９）［５１］ ８２．４７５．１７８．６ －
Ｒｏｔｈ等人（２０１６）［１３］ ８３．２７５．９７９．４ －
Ｍａｒｃｈｅｇｇｉａｎｉ等人（２０１７）［１４］ ８４．６８０．４８２．５ －
Ｈｅ等人（２０１８）［３１］ ８４．２８１．５８２．８ －
端到端方法
Ｈｅ等人（２０１８）［２２］ ８２．６８３．６８３．０ ８５．７
Ｌｉ等人（２０１９）［１９］ ８４．９８４．６８４．８ ８６．９
Ｘｉａ等人（２０１９）［１８］ ８４．６８５．７８５．１ ８７．２
　　＋ＢＥＲＴ ８８．０８９．１８８．５ ８９．６
Ｆｅｉ等人（２０２０）［４３］ ８５．７８６．２８５．９ ８８．６
　　＋ＢＥＲＴ ８７．４８９．３８８．８ ９０．３
ＲｅｃｕｒＤＳＰ ８６．２８６．６８６．４ ８８．８
　　＋ＢＥＲＴ ８７．８８９．８８９．０ ９０．６
ＳＧＣＮＤＳＰ ８６．８８７．１８６．９ ８９．１
　　＋ＢＥＲＴ ８８６９０７９０４ ９０８

再具体观察各个端到端方法．通过对Ｈｅ等人
（２０１８）［２２］的模型与Ｌｉ等人（２０１９）［１９］的模型进行比
较，可以发现：利用句法结构信息的方法在语义角色
标注效果（同时包含角色论元识别以及谓词识别）上
要优于没有编码句法结构信息的方法．通过进一步
采用更高效的句法融合方式，如Ｘｉａ等人（２０１９）［１８］的
多任务学习框架，可以获得更好的效果，达到了８５．１％
的角色论元识别犉１值，以及８７．２％的谓词识别犉１值．

最关键的是，本文所提的基于动态句法剪枝策
略的端到端模型ＲｅｃｕｒＤＳＰ和ＳＧＣＮＤＳＰ，皆取得
了优异的性能，均超过了当前中文端到端语义角色

标注最强的最强模型，该模型由Ｆｅｉ等人（２０２０）［４３］
提出．这证明执行有效的动态句法剪枝对任务的重
要性．其中可以注意到，所提出的ＳＧＣＮＤＳＰ方案
给出了最优的结果，带来了８６．９％的角色论元识别
犉１值，以及８９．１％的谓词识别犉１值．最后可以发
现，结合最近几年流行的预训练模型ＢＥＲＴ［５２］，各
个系统的效果可以得到非常明显的提升．而本文所
提方法依然获得比所有基线模型更优的性能，比如
ＳＧＣＮＤＳＰ＋ＢＥＲＴ取得了９０．４％的角色论元识
别犉１值，以及９０．８％的谓词识别犉１值．

在犝犘犅上的结果．在ＵＰＢ数据集上我们只展
示了端到端系统的实验结果，具体的结果如表４所
示．各个系统的趋势基本与ＣｏＮＬＬ０９数据集上保
持一致，有以下几个观察．首先，通过比较Ｃａｉ等人
（２０１８）［２１］的句法信息无关方法与Ｌｉ等人（２０１９）［１９］
的基于句法信息的方法可知，融合句法信息的系统
要表现的更好．其次，本文所提模型带来了最优的性
能，ＳＧＣＮＤＳＰ取得了６８．７％的角色论元识别犉１
值，超过目前最强的方法（Ｆｅｉ等人（２０２０）［４３］的模
型）．这再次证明了执行句法动态剪枝的重要性．最
后，通过整合预训练模型ＢＥＲＴ，任务性能得到进一
步的提升．上述实验结果和分析证实本文所提模型
的有效性．
表４　端到端系统在犝犘犅数据集上对语义角色论元

抽取的表现
犘 犚 犉１

Ｈｅ等人（２０１８）［２２］ ６４．８ ６５．３ ６４．９
Ｃａｉ等人（２０１８）［２１］ ６５．０ ６６．４ ６５．８
Ｌｉ等人（２０１９）［１９］ ６５．４ ６７．２ ６６．０
Ｆｅｉ等人（２０２０）［４３］ ６７．５ ６８．８ ６７．９
　　＋ＢＥＲＴ ７０．０ ７３．０ ７２．４
ＲｅｃｕｒＤＳＰ ６７．８ ６８．５ ６８．０
　　＋ＢＥＲＴ ７０．４ ７２．８ ７１．７
ＳＧＣＮＤＳＰ ６８．２ ６９．１ ６８．７
　　＋ＢＥＲＴ ７１９ ７３３ ７２７

５２　混淆矩阵分析
为更加直观地理解所提出的两种动态句法裁剪

机制ＲｅｃｕｒＤＳＰ与ＳＧＣＮＤＳＰ与所对应的基础原
型句法编码器（即Ｒｅｃｕｒ与ＳＧＣＮ）的提升能力的差
异性，对这两套句法编码器模型关于语义角色论元
抽取性能的混淆矩阵进行对比分析．本实验基于
ＣｏＮＬＬ０９的测试集，混淆矩阵结果如图６所示．通过
混淆矩阵热力图的颜色深浅可以推出，句法编码器
Ｒｅｃｕｒ与ＳＧＣＮ结合了所提出的动态句法裁剪机制
后得到了非常明显的性能提升．可看到在原始句法编
码器Ｒｅｃｕｒ与ＳＧＣＮ中大量错误预测的论元角色标
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图６　语义角色论元抽取性能的混淆矩阵可视化的对比（颜
色越深表示数量越多）

签在进行了动态句法裁剪后得到了纠正并成为正确的
预测．比如，Ｒｅｃｕｒ与ＳＧＣＮ模型较多地将犃０预测
为其他标签，而结合了动态句法裁剪后，能够极大减
少这种错误．另外可以观察到，ＳＧＣＮＤＳＰ比Ｒｅｃｕｒ
ＤＳＰ具有更强的能力，所预测的正确结果更多．
５３　消融实验

本节基于消融实验来进一步细粒度地分析和验
证本文所提方法的在各个方面以及各个机制的优缺
点．实验基于ＣｏＮＬＬ０９的测试集，结果如表５所示．

表５　消融实验结果（犉１值）
ＲｅｃｕｒＤＳＰ
Ａｒｇ． Ｐｒｄ．

ＳＧＣＮＤＳＰ
Ａｒｇ． Ｐｒｄ．

完整模型 ８６４ ８８８ ８６９ ８９１
输入特征
摘除预训练词向量 ８６．０ ８８．０ ８６．３ ８８．４
摘除词性标注特征 ８５．２ ８７．０ ８５．８ ８７．７
摘除字信息特征 ８６．２ ８８．４ ８６．６ ８８．９
表征编码层
替换为双向ＬＳＴＭ ８５．１ ８７．２ ８５．７ ８７．８
句法融合层
摘除句法特征 ８４．０ ８５．４ ８４．０ ８５．４
摘除依存句法标签 － － ８４．８ ８６．７
摘除动态句法剪枝 ８４．６ ８６．５ ８５．１ ８７．０
解码层
摘除一元打分器 ８５．９ ８８．０ ８６．４ ８８．４
摘除二元打分器 ８０．７ ８１．８ ８１．０ ８２．１
训练优化
摘除谓词缓存机制 ８６．２ ８８．５ ８６．７ ８８．９
摘除论元缓存机制 ８６．１ ８８．６ ８６．６ ８９．０

（１）输入特征．首先观察模型的输入特征对模
型的影响．具体地，依次摘除掉预训练词向量（替换
为随机初始化的词向量）、词性标注特征以及字信息
特征，可看到模型在任务上的性能都有一定程度的
降低．通过对比可知这三种特征的重要性由强至弱
的排列为词性标注特征＞字信息特征＞预训练词
向量．

（２）表征编码层．若考虑将表征编码层的Ｔｒａｎｓ
ｆｏｒｍｅｒ模型替换为双向长短时记忆网络模型，则可
看到ＳＧＣＮＤＳＰ与ＲｅｃｕｒＤＳＰ两套句法剪枝方案
在谓词识别和角色论元识别两个子任务上都出现了
较为明显的性能下降．这验证了采用基于自注意力
机制的Ｔｒａｎｓｆｏｒｍｅｒ模型作为上下文表征编码层的
有效性．主要原因在于，Ｔｒａｎｓｆｏｒｍｅｒ能充分捕获到
句子中词之间的互相作用，提供更为丰富的句子语
义表征［５３５４］．

（３）句法融合层．进一步考察句法融合层的各个
机制．首先考虑直接去除掉对于句法特征的融合，即
直接让表征编码层的输出作为每个词狑犻所对应的上
下文表征狊犻．可以观察到ＳＧＣＮＤＳＰ与ＲｅｃｕｒＤＳＰ
两个系统都出现了大幅的性能下降①，具体地，角色
论元识别犉１值下降２．９％（８６．９～８４．０），谓词识别
犉１值下降３．７％（８９．１～８５．４）．若去掉ＳＧＣＮＤＳＰ
系统中对依存句法标签特征π(

犻，犼的编码，即只考虑
用图卷积网络模型编码依存句法的连接结构，可观
察到其性能同样有一定程度的下降．这证明了将依
存句法标签特征与依存弧进行统一建模编码的重要
性．接着，我们考虑去掉动态句法剪枝机制，可以看
到ＳＧＣＮＤＳＰ与ＲｅｃｕｒＤＳＰ两个系统都出现了非
常明显的性能下降，这再次验证了本文所提的动态
句法剪枝机制对语义角色标注任务的有效性．

（４）解码层．在解码阶段，我们采用了结合一元
打分器与二元打分器的策略．若将一元打分器为谓
词与论元的打分值从Φ（狆，犪，犾）（式（１３））中移除，可
看到结果出现比较明显的下降．而如果直接去掉二
元打分器，可看到整体色性能下降幅度非常大．其原
因在于二元打分器直接度量了“谓词论元角色标
签”三元组之间合理配对的可能性，是解码层的核心
部件．

（５）训练优化．这里，我们分别摘除掉为优化训
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练而提出的谓词缓存容器与论元缓存容器，可以观
察到ＳＧＣＮＤＳＰ与ＲｅｃｕｒＤＳＰ两个系统在性能上
出现了微弱的下降．再次证实了所设计的缓存容器
对模型训练的有效性．
５４　句法融合模块层数分析

我们进一步研究不同层数的句法融合模块对最
终性能的影响．针对ＳＧＣＮＤＳＰ与ＲｅｃｕｒＤＳＰ两
种系统我们验证在不同句法融合模块层数下的关于
论元角色标签抽取性能．图７展示了实验结果．可观
察到，并非层数越多性能越好．其中，ＲｅｃｕｒＤＳＰ采
用２层的句法融合模块时表现最佳；而ＳＧＣＮＤＳＰ
采用３层的句法融合模块时表现最佳．可能的原因
在于，太少的层数会导致欠充分的句法信息的传播，
而太多层数的句法编码反而会带来过多的参数，从
而导致过拟合．并且在两个数据集上ＳＧＣＮＤＳＰ与
ＲｅｃｕｒＤＳＰ有着相似的规律．另外，之所以ＳＧＣＮ
ＤＳＰ需要更多层数的句法融合，其原因主要在于两
点：（１）编码句法标签信息需要额外的参数开销．
（２）图卷积神经网络基于图模型的工作方式需要更
多的层数来充分传播信息［５５５７］．

图７　不同层数下的ＳＧＣＮＤＳＰ与ＲｅｃｕｒＤＳＰ系统在两
个数据集上关于论元角色标签抽取的性能

５５　谓词论元距离的影响
语义角色标注任务中的一个常见问题为长距离

依存问题［２３，４３］，即当谓词与角色论元之间的距离增
大后，对角色论元的识别将会造成越来越大的困难．
已有的相关研究表明，外部句法信息可以有效地
缓解长距离依存问题，因为直观上理解，依存句法
结构的依存弧可以跨越较长的距离为谓词与论元
之间提供直接的线索，突破句子的词顺序的限制．
因此我们探索进行句法裁剪是否可进一步帮助解
决长距离依存问题，这里基于ＣｏＮＬＬ０９数据集进
行实验．具体地，选择：（１）Ｈｅ等人（２０１８）［２２］的句法
无关方法，（２）Ｌｉ等人（２０１９）［１９］的融合了全量句法
信息的模型作为两个基线方法，同本文提出的
ＳＧＣＮＤＳＰ和ＲｅｃｕｒＤＳＰ模型进行对比．图８显示
了各个模型在不同谓词论元对间距离下论元角色
抽取的表现．

图８　不同谓词论元对间距离下论元角色抽取的表现
首先可以明显观察到，随着谓词与论元的距离

的增大，对论元角色抽取的性能开始逐渐下降．而通
过对比Ｈｅ等人（２０１８）［２２］与Ｌｉ等人（２０１９）［１９］的模
型可知，外部句法信息可以有效地缓解长距离依
存问题．具体地，当距离逐渐增加至９时，基于句法
信息的Ｌｉ等人（２０１９）［１９］的模型亦能表现出较为不
错的性能，而Ｈｅ等人（２０１８）［２２］此时的性能下降非
常明显．最关键的是，本文所提出的ＳＧＣＮＤＳＰ与
ＲｅｃｕｒＤＳＰ方法无论在谓词与论元有多远距离下
都能表现出最好的效果．即使面对超远距离的谓词
论元对，我们的模型都要强于Ｌｉ等人（２０１９）［１９］的
模型．这证明了动态句法裁剪能一定程度上解决长
距离依存问题．另外可观察到ＳＧＣＮＤＳＰ模型要优
于ＲｅｃｕｒＤＳＰ模型．
５６　动态句法裁剪分析

本节深入分析动态句法裁剪对基于句法信
息的语义角色标注系统的影响．由于在式（２２）为
ＲｅｃｕｒＤＳＰ与ＳＧＣＮＤＳＰ各自装配了一个伸缩控
制因子λ以灵活地控制动态句法剪枝机制对依存
结构信息的裁剪力度．现考虑人工调整λ为不同取
值下的实验结果，这里基于ＣｏＮＬＬ０９数据集进行
实验．图９与图１０分别展现了不同伸缩控制因子
下ＲｅｃｕｒＤＳＰ模型以及ＳＧＣＮＤＳＰ模型中的句法
结构信息的覆盖率以及对应的论元角色抽取的
结果．

图９　不同伸缩控制因子λ下ＲｅｃｕｒＤＳＰ模型中的句法结
构信息的覆盖率和对应的论元角色抽取的表现
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图１０　不同伸缩控制因子λ下ＳＧＣＮＤＳＰ模型中的句法
结构信息的覆盖率和对应的论元角色抽取的表现

首先可以看到，随着控制因子的值的提高，剪枝
力度会减弱，从而使得句法结构信息的覆盖率得以
提高．当λ接近于２时，ＲｅｃｕｒＤＳＰ与ＳＧＣＮＤＳＰ
皆达到了接近１００％的句法信息覆盖率．而λ的提
高并不能为论元角色抽取的效果带来持续地提升．
对于ＲｅｃｕｒＤＳＰ，当λ＝１．６时，任务效果达到最佳；
而对于ＳＧＣＮＤＳＰ，当λ＝０．８时，任务效果达到最
佳．究其原因，对于基于树结构的Ｒｅｃｕｒ模型，节点之
间的连接更为稀疏，使得系统学习偏向于让句法剪枝
门控为开（狆犻，１），即降低句法裁剪力度．然而较弱的裁
剪力度使得模型编码了更多的与任务帮助无关的句
法枝干信息，导致裁剪低效．当伸缩控制因子λ提升
到１．６时既能有效地保证句法裁剪达到一定的数量，
又能保证裁剪后保留下来的句法信息最有利于任务．

而对于ＳＧＣＮＤＳＰ，由于将句法结构建模为图
结构，加上为每个节点人工增加的自环结构，以及双
向联通结构，相对ＲｅｃｕｒＤＳＰ而言，图结构更为稠
密，自然系统学习到的句法剪枝门控为开（狆犻，１）的概
率趋向于偏大．这使得模型会加大裁剪力度，导致
过多的句法信息被排除掉．当λ降低到０．８时，恰好
可以让ＳＧＣＮＤＳＰ在句法覆盖率与任务性能上取得
最优平衡．另外还可观察到，去掉动态句法剪枝机制
后，Ｒｅｃｕｒ与ＳＧＣＮ的论元角色抽取性能弱于对应
的最佳地结合了动态句法剪枝机制的模型，相当于
完整全量的句法结构信息帮助下的表现，而全量信
息必然会带来一些无关信息等噪音弱化了效果．

为了进一步直观地验证“动态句法剪枝策略与
静态的句法剪枝或者不进行句法剪枝相比的结果”，
我们进行了一个更为公平的实验．我们考虑基于所
提出的两类句法编码器，在统一的端到端框架下，分
别实现动态剪枝、静态剪枝、不剪枝这三种情况．
表６基于ＣｏＮＬＬ０９数据集在公平的实验条件下对
比了各个剪枝策略分别在论元识别与谓词检测子任
务上的犉１值．可以看到，实现了动态剪枝后的效果

在总体上保持了最佳水平，其次是静态的剪枝，最后
是不进行剪枝的方法．但是，在ＳＧＣＮ模型下，不进
行句法剪枝的效果反而强于利用了静态剪枝的方
法．这意味着，由于ＳＧＣＮ编码了句法标签信息，其
反而不适合进行静态离线式的句法剪枝．其背后深
层的原因在于，这会潜在地引起句法信息丢失问题．

表６　不同剪枝策略的效果（犉１）对比
动态剪枝 静态剪枝 不剪枝

犃狉犵．
Ｒｅｃｕｒ ８６．４ ８５．１ ８４．６
ＳＧＣＮ ８６９ ８４．８ ８５．１
犘狉犱．
Ｒｅｃｕｒ ８８．８ ８６．８ ８６．５
ＳＧＣＮ ８９１ ８６．６ ８７．０

５７　语义角色结构与句法结构依赖关系
由于所提的ＳＧＣＮＤＳＰ系统同时编码依存树

的依存弧结构和对应的标签信息，从而带来了更好
的任务性能．这里进一步探索了语义角色结构与句
法结构的依赖关系．通过分析系统对语义角色标注
的预测结果与句法依存图邻接矩阵α犻，犼（式（１９））的
对应关系，进而可以确定语义角色结构与句法结构
的依赖关系．我们将ＳＧＣＮＤＳＰ所发现的语义角色
结构与句法结构的依赖关系以热力图的方式进行可
视化，如图１１所示．

图１１　ＳＧＣＮＤＳＰ系统发现的语义角色结构与
句法结构的依赖

首先可以推断出，ＳＧＣＮＤＳＰ系统可正确地学
习到语义角色结构与句法结构的依赖关系，这也为
ＳＧＣＮＤＳＰ表现出更强的任务性能提供了直接的证
据．另外，通过该可视化图像可观察到，并非所有的句
法依存结构（依存对）对语义角色标注任务都有帮助
作用．比如，“犪狌狓”与“狉犲犾犮”等句法结构对任何论元角
色标签都无明显的帮助效果．另外，这些带有“狊犫犼”标
签的句法结构对核心语义角色标签“犃０”与“犃１”的
贡献最大；而修饰性语义角色标签如“犃犕犃犇犞”与
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句法标签“犪犱狏”，“犃犕犆犖犇”则与带有“犮狀犱”标签的
句法结构有着最为密切的联系．这证明，一方面句法
标签信息对语义角色标注任务有着非常明显的帮助
作用，另一方面，进行动态句法裁剪帮助对语义角色
标注任务进一步的性能提升极其关键．同时，这种语
义与依法结构信息的依赖关系能够为相关研究，诸
如基于句法信息的无监督语义角色标注任务，提供
重要的理论支撑．
５８　个案分析

最后，为了更加直观地理解本文所提出的动态

句法剪枝机制的优势，我们基于测试数据集中随机
挑选的一个实例，分别用四种不同的方法对其进行
预测，并通过式（１９）中的图邻接矩阵α犻，犼解析其句
子中各个词在句法结构中所激活的状态．图１２分别
展示了（ａ）无句法剪枝机制的ＧＣＮ模型的结果、
（ｂ）无句法剪枝机制的ＳＧＣＮ模型的结果、（ｃ）基于
静态句法剪枝机制的ＳＧＣＮ模型的结果以及（ｄ）基
于动态句法剪枝机制的ＳＧＣＮ模型的结果．通过图
中所展现的现象，我们主要可以得到以下三点观察
与发现．

图１２　个案分析结果（可视化中，绿色的弧表示在图模型中获得激活，绿色越深表示越高的权重；灰色的弧表示未被图模型
激活．黄色的叉号表示该句法弧被裁剪过．蓝色与红色分别表示正确与错误的任务预测结果．其中我们所提出的方
法，即（ｄ）基于动态句法剪枝机制的ＳＧＣＮ，预测的结果全部正确且完整）

（１）通过对比图１２（ａ）和（ｂ）可以明显观察到，
将句法标签信息与弧信息一并建模到图结构中可进
一步帮助正确地判断任务所依赖的句法边的情况．
比如，在图１２（ｂ）中，ＳＧＣＮ学到了对于带有“狆狌”类
型的依存弧，即表示句子结尾的元素，会降低其被激
活的概率．同时，相比ＧＣＮ，ＳＧＣＮ还可以通过句法
标签信息学到依存弧的多跳激活，比如，模型可使得
“俄罗斯”（犃１）被正确解析出来．

（２）通过对比图１２（ｃ）和（ｄ）可以发现，基于动
态句法剪枝机制的ＳＧＣＮ结果要远优于基于静态
剪枝机制的结果．通过图中可视化可知其原因在于，
静态句法剪枝会造成关键信息的丢失，比如，图１２
（ｃ）中由于离线地将“犮犼狋”类型的依存弧（１阶剪枝）

裁剪掉，导致第二个谓词“接壤”以及其对应的论元
的预测造成全部丢失．相比之下，动态句法剪枝机制
灵活地决定哪些句法结构对当前的预测有帮助，从
而将其保留，并促进获得正确的预测结果．

（３）通过对比图１２（ｂ）和（ｃ）可知，对于ＳＧＣＮ
模型，实际上静态剪枝的效果要差于无剪枝的效果．
这表明，由于ＳＧＣＮ利用了句法标签信息，其已经
获得了更高效的句法特征选择能力．

６　总结与展望
本文提出基于动态句法剪枝机制的端到端神经

网络模型，并将其成功用于中文语义角色标注．本文
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提出了两种动态剪枝方法：基于递归神经网络模型
的动态句法剪枝机制和基于带句法标签的图卷积网
络模型的句法剪枝机制．基于中文语义角色标注的
基准数据集的实验结果证实本文所提两种方法均超
越了当前最先进的基线系统，成为目前最佳的中文
语义角色标注系统．通过后续大量的实验分析验证
了本文所提出的动态句法裁剪机制对任务性能的提
升作用．同时，通过为句法依存树的依存弧结构以及
对应的标签进行统一建模，可以发现语义角色结构
与句法结构之间的依赖关系．

未来工作中将考虑以下几个方面的探索．首先，
除了依存句法树结构外，可考虑融合其他类型的句法
结构信息，比如句法成分树．其次，考虑采用不同的句
法编码器进行句法信息的编码，如基于自注意力机制
的Ｔｒａｎｓｆｏｒｍｅｒ模型．最后，本文没有考虑动态句法
裁剪过程中所导致的潜在的句法子结构的不连通问
题，即进行动态句法裁剪后将使得完整的句法树分
解．未来工作可考虑完善句法裁剪机制，使得剪枝后
的结构依然保持全连通．

致　谢　衷心感谢各位审稿专家对本文工作的指导！
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ＡｍｅｒｉｃａｎＣｈａｐｔｅｒｏｆｔｈｅＡｓｓｏｃｉａｔｉｏｎｆｏｒＣｏｍｐｕｔａｔｉｏｎａｌ
Ｌｉｎｇｕｉｓｔｉｃｓ．Ｄｅｎｖｅｒ，ＵＳＡ，２０１５：１１５０１１６０

［５４］ＣｈｅｎＸ，ＬｙｕＣ，ＴｉｔｏｖＩ．Ｃａｐｔｕｒｉｎｇａｒｇｕｍｅｎｔｉｎｔｅｒａｃｔｉｏｎｉｎ
ｓｅｍａｎｔｉｃｒｏｌｅｌａｂｅｌｉｎｇｗｉｔｈｃａｐｓｕｌｅｎｅｔｗｏｒｋｓ／／Ｐｒｏｃｅｅｄｉｎｇｓｏｆ
ｔｈｅＣｏｎｆｅｒｅｎｃｅｏｎＥｍｐｉｒｉｃａｌＭｅｔｈｏｄｓｉｎＮａｔｕｒａｌＬａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ．ＨｏｎｇＫｏｎｇ，Ｃｈｉｎａ，２０１９：５４１５５４２５

［５５］ＬｙｕＣ，ＣｏｈｅｎＳＢ，ＴｉｔｏｖＩ．Ｓｅｍａｎｔｉｃｒｏｌｅｌａｂｅｌｉｎｇｗｉｔｈ
ｉｔｅｒａｔｉｖｅｓｔｒｕｃｔｕｒｅｒｅｆｉｎｅｍｅｎｔ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＣｏｎｆｅｒｅｎｃｅ
ｏｎＥｍｐｉｒｉｃａｌＭｅｔｈｏｄｓｉｎＮａｔｕｒａｌＬａｎｇｕａｇｅＰｒｏｃｅｓｓｉｎｇ．Ｈｏｎｇ
Ｋｏｎｇ，Ｃｈｉｎａ，２０１９：１０７１１０８２

［５６］ＣａｉＲ，ＬａｐａｔａＭ．Ｓｅｍｉｓｕｐｅｒｖｉｓｅｄｓｅｍａｎｔｉｃｒｏｌｅｌａｂｅｌｉｎｇ
ｗｉｔｈｃｒｏｓｓｖｉｅｗｔｒａｉｎｉｎｇ／／ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＣｏｎｆｅｒｅｎｃｅｏｎ
ＥｍｐｉｒｉｃａｌＭｅｔｈｏｄｓｉｎＮａｔｕｒａｌＬａｎｇｕａｇｅＰｒｏｃｅｓｓｉｎｇ．Ｈｏｎｇ
Ｋｏｎｇ，Ｃｈｉｎａ，２０１９：１０１８１０２７

［５７］ＨｏｃｈｒｅｉｔｅｒＳ，ＳｃｈｍｉｄｈｕｂｅｒＪ．Ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ．
ＮｅｕｒａｌＣｏｍｐｕｔａｔｉｏｎ，１９９７，９（８）：１７３５１７８０

犉犈犐犎犪狅，Ｐｈ．Ｄ．ｃａｎｄｉｄａｔｅ．Ｈｉｓ
ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｎａｔｕｒａｌｌａｎｇｕａｇｅ
ｐｒｏｃｅｓｓｉｎｇ，ａｎｄｓｅｍａｎｔｉｃｓｓｙｎｔａｘｓｔｒｕｃ
ｔｕｒｅｐａｒｓｉｎｇ．

犑犐犇狅狀犵犎狅狀犵，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓ
ｉｎｃｌｕｄｅｎａｔｕｒａｌｌａｎｇｕａｇｅｐｒｏｃｅｓｓｉｎｇ，ｍａｃｈｉｎｅｌｅａｒｎｉｎｇａｎｄｄａｔａ
ｍｉｎｉｎｇ．

犚犈犖犢犪犉犲狀犵，Ｐｈ．Ｄ．，ａｓｓｏｃｉａｔｅｐｒｏｆｅｓｓｏｒ．Ｈｉｓｒｅｓｅａｒｃｈ
ｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｎａｔｕｒａｌｌａｎｇｕａｇｅｐｒｏｃｅｓｓｉｎｇａｎｄｄａｔａｍｉｎｉｎｇ．

犅犪犮犽犵狉狅狌狀犱
　　Ｓｅｍａｎｔｉｃｒｏｌｅｌａｂｅｌｉｎｇ（ＳＲＬ）ｉｓａｓｈａｌｌｏｗｓｅｍａｎｔｉｃ
ｐａｒｓｉｎｇｔａｓｋ，ｗｈｉｃｈｈａｓｒｅｃｅｉｖｅｄｅｘｔｅｎｓｉｖｅｒｅｓｅａｒｃｈａｔｔｅｎｔｉｏｎ
ｗｉｔｈｉｎｒｅｃｅｎｔｙｅａｒｓｉｎｎａｔｕｒａｌｌａｎｇｕａｇｅｐｒｏｃｅｓｓｉｎｇ（ＮＬＰ）．
ＴｈｅＳＲＬｔａｓｋａｉｍｓｔｏｅｘｔｒａｃｔｔｈｅ狆狉犲犱犻犮犪狋犲犪狉犵狌犿犲狀狋
ｓｔｒｕｃｔｕｒｅｏｆａｇｉｖｅｎｓｅｎｔｅｎｃｅ，ｗｈｉｃｈｃａｎｆａｃｉｌｉｔａｔｅｍａｎｙＮＬＰ
ｔａｓｋｓｓｕｃｈａｓｉｎｆｏｒｍａｔｉｏｎｅｘｔｒａｃｔｉｏｎ，ｑｕｅｓｔｉｏｎａｎｓｗｅｒａｎｄ

ｒｅａｄｃｏｍｐｒｅｈｅｎｓｉｏｎ，ｅｔｃ．Ａｌａｒｇｅｎｕｍｂｅｒｏｆｓｔｕｄｉｅｓｈａｖｅ
ｂｅｅｎｐｒｏｐｏｓｅｄｆｏｒｔｈｅｔａｓｋ，ａｎｄｔｈｅｅｘｉｓｔｉｎｇｓｔｕｄｉｅｓｃａｎｂｅ
ｄｉｖｉｄｅｄｉｎｔｏｔｗｏｍａｉｎｃａｔｅｇｏｒｉｅｓ：ｍａｃｈｉｎｅｌｅａｒｎｉｎｇｍｅｔｈｏｄｓ
ｗｉｔｈｈａｎｄｃｒａｆｔｅｄｄｉｓｃｒｅｔｅｆｅａｔｕｒｅｓａｎｄｄｅｅｐｌｅａｒｎｉｎｇｍｅｔｈｏｄｓ
ｗｉｔｈａｕｔｏｍａｔｉｃｄｉｓｔｒｉｂｕｔｅｄｆｅａｔｕｒｅｓ．Ｅａｒｌｙｓｔｕｄｉｅｓｌａｒｇｅｌｙ
ｓｅｐａｒａｔｅＳＲＬｉｎｔｏｔｗｏｉｎｄｉｖｉｄｕａｌｓｕｂｔａｓｋｓ，ｉ．ｅ．，ｐｒｅｄｉｃａｔｅ
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ｄｉｓａｍｂｉｇｕａｔｉｏｎａｎｄａｒｇｕｍｅｎｔｒｏｌｅｌａｂｅｌｉｎｇ．Ｍｏｒｅｒｅｃｅｎｔｌｙ，
ｇｒｅａｔｅｆｆｏｒｔｓｈａｖｅｂｅｅｎｐａｉｄｆｏｒｃｏｎｓｔｒｕｃｔｉｎｇｖａｒｉｏｕｓｅｎｄｔｏ
ｅｎｄＳＲＬｓｙｓｔｅｍｓ，ｓｏｌｖｉｎｇｔｗｏｐｉｐｅｌｉｎｅｓｔｅｐｓｉｎｏｎｅｓｈｏｔｖｉａ
ｏｎｅｕｎｉｆｉｅｄｍｏｄｅｌ．

Ｍａｎｙｓｔｕｄｉｅｓｓｈｏｗｔｈａｔｉｎｔｅｇｒａｔｉｎｇｅｘｔｅｒｎａｌｓｙｎｔａｃｔｉｃ
ｆｅａｔｕｒｅｓ，ｓｕｃｈａｓｓｙｎｔａｃｔｉｃｄｅｐｅｎｄｅｎｃｙｔｒｅｅｓ，ａｒｅｈｉｇｈｌｙ
ｉｍｐｏｒｔａｎｔｆｏｒｔｈｅＳＲＬｔａｓｋ．Ｓｏｄｅｓｉｇｎｉｎｇａｎｅｕｒａｌｍｏｄｅｌ，
ｗｈｉｃｈｃａｎｃａｐｔｕｒｅｓｙｎｔａｃｔｉｃｆｅａｔｕｒｅｓｅｆｆｅｃｔｉｖｅｌｙ，ｈａｓｂｅｃｏｍｉｎｇ
ａｈｅａｔｅｄｒｅｓｅａｒｃｈｔｏｐｉｃ．Ｒｅｃｅｎｔｌｙ，Ｈｅｅｔａｌ．（２０１８）ｆｉｎｄｔｈａｔ
ｏｎｌｙａｐａｒｔｏｆｓｙｎｔａｃｔｉｃｓｔｒｕｃｔｕｒｅｉｎｆｏｒｍａｔｉｏｎｃａｎｏｆｆｅｒｖａｌｕａｂｌｅ
ｉｎｆｏｒｍａｔｉｏｎｆｏｒｔｈｅＳＲＬｔａｓｋ，ｗｈｉｃｈｃａｌｌｓｆｏｒｐｒｕｎｉｎｇｔｈｅ
ｓｙｎｔａｃｔｉｃｓｔｒｕｃｔｕｒｅｆｅａｔｕｒｅｓ．Ｈｏｗｅｖｅｒ，ｔｈｅｅｘｉｓｔｉｎｇｒｅｓｅａｒｃｈ
ａｄｏｐｔｓｔｈｅｏｆｆｌｉｎｅｓｙｎｔａｃｔｉｃｐｒｕｎｉｎｇｓｔｒａｔｅｇｙ，ｗｈｉｃｈｉｎｅｖｉｔａｂｌｙ
ｌｅａｄｓｔｏｅｉｔｈｅｒｔｈｅｌｏｓｓｏｆｋｅｙｓｙｎｔａｃｔｉｃｉｎｆｏｒｍａｔｉｏｎｏｒｔｈｅ
ｗｅａｋｅｎｉｎｇｏｆｐｒｕｎｉｎｇｅｆｆｅｃｔｉｖｅｎｅｓｓ．
Ｉｎｔｈｉｓｐａｐｅｒ，ｗｅｐｒｏｐｏｓｅａｎｏｖｅｌｎｅｕｒａｌｎｅｔｗｏｒｋｍｏｄｅｌ

ｆｏｒｔｈｅｅｎｄｔｏｅｎｄＣｈｉｎｅｓｅＳＲＬｂａｓｅｄｏｎａｄｙｎａｍｉｃｓｙｎｔａｃｔｉｃ
ｐｒｕｎｉｎｇｍｅｃｈａｎｉｓｍ．Ｓｐｅｃｉｆｉｃａｌｌｙ，ｗｅｐｒｏｐｏｓｅｔｗｏｆｒａｍｅｗｏｒｋｓ
ｗｉｔｈｄｉｆｆｅｒｅｎｔｓｙｎｔａｘｅｎｃｏｄｉｎｇｍｏｄｅｌｓａｎｄｄｙｎａｍｉｃｓｙｎｔａｃｔｉｃ

ｐｒｕｎｉｎｇｓｔｒａｔｅｇｉｅｓ．Ｗｅｃｏｍｐａｒｅｏｕｒｍｅｔｈｏｄｓｗｉｔｈｔｈｅｃｕｒｒｅｎｔ
ｂｅｓｔｐｅｒｆｏｒｍｉｎｇｓｙｓｔｅｍｓｏｎｍｕｌｔｉｐｌｅＣｈｉｎｅｓｅＳＲＬｂｅｎｃｈｍａｒｋｓ，
ａｎｄｏｕｒｐｒｏｐｏｓｅｄｍｅｔｈｏｄｓｏｕｔｐｅｒｆｏｒｍｔｈｅｃｕｒｒｅｎｔｂｅｓｔｓｙｓｔｅｍ
ｂｙａｌａｒｇｅｍａｒｇｉｎ，ｇｉｖｉｎｇｔｈｅｓｔａｔｅｏｆｔｈｅａｒｔｐｅｒｆｏｒｍａｎｃｅ．
Ｉｎｄｅｐｔｈａｎａｌｙｓｉｓｓｈｏｗｓｔｈａｔｔｈｅｐｒｏｐｏｓｅｄｄｙｎａｍｉｃｓｙｎｔａｘ
ｐｒｕｎｉｎｇｍｅｃｈａｎｉｓｍｃａｎｇｒｅａｔｌｙｉｍｐｒｏｖｅｔｈｅｐｅｒｆｏｒｍａｎｃｅｏｆ
ｔｈｉｓｔａｓｋ．Ｓｐｅｃｉｆｉｃａｌｌｙ，ｏｕｒｐｒｏｐｏｓｅｄｍｏｄｅｌＳＧＣＮＤＳＰ
ａｃｈｉｅｖｅｓ８６．９％犉１ｓｃｏｒｅｉｎａｒｇｕｍｅｎｔｒｏｌｅｌａｂｅｌｉｎｇａｎｄ
８９．１％犉１ｓｃｏｒｅｉｎｐｒｅｄｉｃａｔｅｉｄｅｎｔｉｆｉｃａｔｉｏｎｂａｓｅｄｏｎｔｈｅ
ＣｏＮＬＬ０９ｄａｔａｓｅｔ．Ｂｙｉｎｔｅｇｒａｔｉｎｇｔｈｅｃｕｒｒｅｎｔｐｒｅｔｒａｉｎｅｄ
ｌａｎｇｕａｇｅｍｏｄｅｌＢＥＲＴ，ｔｈｅｔａｓｋｐｅｒｆｏｒｍａｎｃｅｃａｎｂｅｆｕｒｔｈｅｒ
ｉｍｐｒｏｖｅｄ．ＴｈｅｐｒｏｐｏｓｅｄＳＧＣＮＤＳＰｇｉｖｅｓ９０．４％犉１ｓｃｏｒｅ
ｉｎｔｈｅａｒｇｕｍｅｎｔｒｏｌｅｌａｂｅｌｉｎｇ，ａｎｄ９０．８％犉１ｓｃｏｒｅｉｎｐｒｅｄｉ
ｃａｔｅｉｄｅｎｔｉｆｉｃａｔｉｏｎ，ｒｅｓｐｅｃｔｉｖｅｌｙ．

ＴｈｉｓｗｏｒｋｉｓｓｕｐｐｏｒｔｅｄｂｙｔｈｅＮａｔｉｏｎａｌＫｅｙＲｅｓｅａｒｃｈ
ａｎｄＤｅｖｅｌｏｐｍｅｎｔＰｒｏｇｒａｍｏｆＣｈｉｎａ（２０１７ＹＦＣ１２００５００），ｔｈｅ
ＮａｔｉｏｎａｌＮａｔｕｒａｌＳｃｉｅｎｃｅＦｏｕｎｄａｔｉｏｎｏｆＣｈｉｎａ（６１７７２３７８，
６１７０２１２１）ａｎｄｔｈｅＳｃｉｅｎｃｅａｎｄＴｅｃｈｎｏｌｏｇｙＰｒｏｊｅｃｔｏｆ
Ｇｕａｎｇｚｈｏｕ（２０２１０２０２０６０７）．
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