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摘　要　支持向量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，ＳＶＭ）是一种建立在结构风险最小化原则上的统计学习方法，以其

在非线性、小样本以及高维问题中的独特优势被广泛应用于图像识别、故障诊断以及文本分类等领域．但ＳＶＭ 是

一种监督学习算法，它旨在利用大量的、唯一且明确的真值标记样本来训练学习器，在不完全监督、不确切监督以

及多义监督等弱监督场景下难以取得较好的效果．本文首先阐述了弱监督场景的概念和ＳＶＭ的相关理论，然后从

弱监督场景角度出发，系统地梳理了目前ＳＶＭ算法的研究现状和发展，包括基于半监督学习、多示例学习以及多

标记学习的方法；其中基于半监督学习的方法根据数据假设可细分为基于聚类假设和基于流形假设的方法，基于

多标记学习的方法根据解决方案可细分为基于示例水平空间、基于包水平空间以及基于嵌入空间的方法，基于多

标记学习的方法根据处理思路可细分为基于问题转换和基于算法自适应的方法；随后，本文总结了部分代表性算

法在公开数据集上的实验结果；最后，探讨并展望了未来可能的研究方向．
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ａｐｐｒｏａｃｈｅｓａｃｃｏｒｄｉｎｇｔｏｐｒｏｃｅｓｓｉｎｇｉｄｅａｓ．Ｔｈｉｓｓｕｒｖｅｙｐｒｏｖｉｄｅｓａｄｅｔａｉｌｅｄｉｎｔｒｏｄｕｃｔｉｏｎｔｏｔｈｅｒｅｐｒｅ

ｓｅｎｔａｔｉｖｅｍｅｔｈｏｄｓｗｉｔｈｉｎｔｈｅｓｅｃａｔｅｇｏｒｉｅｓ，ｓｕｍｍａｒｉｚｅｓａｎｄａｎａｌｙｚｅｓｔｈｅｉｒｃｈａｒａｃｔｅｒｉｓｔｉｃｓａｎｄｓｈｏｒｔ

ｃｏｍｉｎｇｓ，ｏｆｆｅｒｉｎｇａｂａｓｉｓｆｏｒｓｅｌｅｃｔｉｎｇｄｉｆｆｅｒｅｎｔＳＶＭ ｍｅｔｈｏｄｓｉｎｖａｒｉｏｕｓｔａｓｋｓｃｅｎａｒｉｏｓ．Ａｆｔｅｒ

ｔｈａｔ，ｔｈｅｐｅｒｆｏｒｍａｎｃｅｏｆｓｏｍｅｒｅｐｒｅｓｅｎｔａｔｉｖｅａｌｇｏｒｉｔｈｍｓｉｓｅｖａｌｕａｔｅｄａｎｄａｎａｌｙｚｅｄｂｙｃａｒｅｆｕｌｌｙ

ｃｏｎｄｕｃｔｉｎｇｅｘｐｅｒｉｍｅｎｔｓｏｎｐｕｂｌｉｃｌｙａｖａｉｌａｂｌｅｄａｔａｓｅｔｓ．Ｆｉｎａｌｌｙ，ｐｏｔｅｎｔｉａｌｒｅｓｅａｒｃｈｄｉｒｅｃｔｉｏｎｓｆｏｒ

ｔｈｅｆｕｔｕｒｅｄｅｖｅｌｏｐｍｅｎｔｏｆＳＶＭａｌｇｏｒｉｔｈｍｓｉｎｗｅａｋｌｙｓｕｐｅｒｖｉｓｅｄｓｃｅｎａｒｉｏｓａｒｅｄｉｓｃｕｓｓｅｄ，ｓｕｃｈａｓ

ｄａｔａｉｍｂａｌａｎｃｅ，ｗｅａｋｌｙｓｕｐｅｒｖｉｓｅｄｒｅｇｒｅｓｓｉｏｎ，ｍｉｘｅｄｗｅａｋｌｙｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇ，ｌａｒｇｅｓｃａｌｅ

ｄｅｅｐｌｅｖｅｌｔａｓｋｓａｎｄｌｅａｒｎｉｎｇｐｒｏｂｌｅｍｓｆｏｒｏｐｅｎｅｎｖｉｒｏｍｅｎｔ．

犓犲狔狑狅狉犱狊　 ｗｅａｋｌｙｓｕｐｅｒｖｉｓｅｄｓｃｅｎａｒｉｏｓ；ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ（ＳＶＭ）；ｓｅｍｉｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇ；

ｍｕｌｔｉｐｌｅｉｎｓｔａｎｃｅｌｅａｒｎｉｎｇ；ｍｕｌｔｉｌａｂｅｌｌｅａｒｎｉｎｇ

１　引　言

互联网技术的迅速发展使得现实中的数据不断

增长，如何对这些大量甚至海量的数据进行高效的

分析和管理，并挖掘出其中蕴含的有效信息和知识，

已成为亟待解决的问题．机器学习
［１］是人工智能领

域中的重要组成部分，也是一个非常活跃的研究方

向，其主要研究是从观测数据中寻找蕴含在数据中

的规律，并根据这些规律对未来的数据或无法观测

的数据进行预测，使其具备良好的泛化能力［２］．经典

的机器学习算法，特别是深度学习，通常对监督信息

有以下要求：训练样本规模足够大，样本标记必须充

分．这些特点决定了监督信息的质量，进而影响了模

型的泛化能力．然而，在实际生产实践中，这些要求

往往无法同时满足：一方面，样本的收集周期长、标

注成本高，对于某些特定领域的样本集，尤其是医学

领域，需要专家结合相关知识，耗费大量人力物力，

依据统一准则对样本进行处理和标注，整个样本集

的完善往往需要数月甚至数年的时间；另一方面，样

本的稀有性也是一个问题，很多实际任务本身就是

小样本学习问题，目标样本往往很难获取，例如野外

珍稀物种的样本；此外样本的隐私性也限制了大规

模获取和使用样本的可能性．可见，在实际场景中样

本的收集和标注是非常困难的．２０１８年南京大学周

志华教授发表了题为“Ａｂｒｉｅｆｉｎｔｒｏｄｕｃｔｉｏｎｔｏｗｅａｋｌｙ
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ｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇ”的文章
［３］，对机器学习任务给

出了一个新的趋势和思路，希望机器学习算法能够

在弱监督场景下进行工作，旨在研究通过较弱的监

督信号来构建预测模型．

与深度学习不同，ＳＶＭ是一种基于统计学习理

论［４５］的小样本机器学习方法，与以往仅考虑如何将

经验风险尽可能最小化的一类机器学习方法不同，

ＳＶＭ在训练学习器时采用了结构风险最小化原理，

并利用ＶＣ维对结构化风险进行度量
［５］．根据有限

的数据样本信息，ＳＶＭ在模型复杂性与学习能力间

寻找一个最佳折中，来实现最优的泛化性能，其目标

优化问题可形式化为凸二次规划问题，可利用最优

化理论保证其全局最优解．ＳＶＭ 引入核函数的思

想，将原始的样本空间直接映射到高维的特征空间

上［６］，通过在高维空间中寻找线性超平面来实现原

始空间的非线性决策，避免了维数灾难问题．ＳＶＭ

以其严格的数学理论推导和直观的几何解释在图像

分类［７８］、文本分析［９］、故障诊断［１０１１］等领域展开了

广泛的应用．

然而ＳＶＭ 的标准形式只适用于有监督场景，

即它需要通过大量的、具有单一且明确的真值标记

样本来训练学习器，然而在很多实际场景中，由于数

据样本标注过程耗时耗力，大量的数据样本的标签

是缺乏的甚至是不明确的．另外，在实际应用中样本

对象不再具有唯一语义，即一个样本对象可以拥有

多个标签．在这种多义性的场景下，大规模的样本输

出空间迫使学习器需要更多更丰富的监督信息［１２］．

传统的ＳＶＭ在不完全监督、不确切监督以及多义

监督等弱监督场景下难以取得较好的效果．而弱监

督场景下的学习问题普遍存在于语义分割［１３１５］、图

像识别与理解［１６１７］、目标检测［１８２０］等各个领域，具

有广泛而实际应用背景，因此如何使ＳＶＭ 方法在

弱监督场景下更有效地学习建模，具有重大的理论

与现实意义和应用前景．目前，研究学者们针对弱监

督场景下的支持向量机算法展开了研究，相应地出

现了基于半监督学习、多示例学习、多标记学习的研

究方法，缓解了传统ＳＶＭ 严重依赖于大量人工标

注的不足，实现了更为高效的实际应用．

针对ＳＶＭ的相关性研究成果，丁世飞等人
［２１］、

Ｒｏｙ等人
［２２］都进行了系统性的阐述和评价，但这些

工作主要集中于有监督场景下ＳＶＭ 算法的总结概

括，而对于弱监督场景下的ＳＶＭ 算法综述性研究

仍非常少见．为此，本文主要从弱监督场景下的半

监督学习、多示例学习以及多标记学习出发，对基

于这些学习问题下的支持向量机算法展开综述．

并对比分析了部分代表性算法，最后对未来的工

作进行了展望．

２　相关知识

２１　弱监督场景

机器学习算法通过学习大量的训练样本来构建

预测模型，在很多任务中取得了巨大成功，大部分学

习算法，例如深度学习，都严重依赖于具有单一且明

确的真值标记的大规模训练样本集，然而在很多任

务中，创建这样的训练样本集既昂贵又耗时，需要花

费大量时间和成本进行数据的收集、清理和调试，尤

其是涉及到领域专业知识的情况下．除此之外，学习

任务经常会发生变化和演变．例如数据标注准则、标

注的粒度或下游的用例都会经常变化，需要重新标

记．因此，由于数据标注代价高昂，很多任务很难获

得如全部真值标签这样的强监督信息．针对这一问

题，研究者希望机器学习算法能在弱监督场景下工

作，弱监督场景是相对于监督场景而言的，同监督场

景不同，弱监督场景下的学习算法可以通过有限的，

多义的或者粗糙标注的样本来进行训练．根据标注

数据及信息的提供情况，弱监督场景可以分为不完

全监督、不确切监督甚至是多义监督等多种场景，其

中不完全监督场景是指训练样本集中只有少量样本

具有标签，而绝大部分样本是没有标签的．例如在进

行 Ｗｅｂ网页推荐中，用户需要标注出自己感兴趣的

网页，但很少会有用户愿意花大量时间去提供标记，

导致有标记的网页样本较少，但 Ｗｅｂ上却存在着无

数的网页．不确切监督是指训练样本只给出粗粒度

的标签．例如在图像分类时，希望图片中的每个对象

都被标注，但现实中只有整张图片的标签，而具体图

片中的每个对象则是没有标签的．多义监督是指训

练样本集中每一个样本同时具有多个标签．例如在

文本分类中，一篇新闻可能同时涉及到多个主题，如

“政治”“经济”“体育”“科技”等．针对这些具体的弱

监督场景下的建模问题，学者们提出了不同的学习

范式以克服相应的问题．

如图１所示．面对不完全监督场景下的学习问

题，研究学者们提出了半监督学习［２４２６］，它可以通过

大量的未标记样本以及少量的标记样本来训练学习

器，以获取比仅通过少量标记样本训练的学习器更

为出色的性能，在一定程度上弥补了标记样本不足

的缺陷．为了解决不确切监督场景下的学习问题，研

究学者们提出了多示例学习［２７２８］，在该学习框架中

一个学习对象可被描述成一个示例包，且一个示例

９８９５期 丁世飞等：弱监督场景下的支持向量机算法综述



图１　四种不同的学习框架
［２３］

包是由若干个没有标签的示例构成，当示例包中所

有示例均为负，则该包被标记为负，否则被标记为

正．多示例学习通过在包含粗粒度标记的弱监督信

息下进行学习，以获得泛化性能更好的学习器．面对

多义监督场景下的学习问题，多标记学习［２９３０］被研

究学者们广泛地研究，在多标记学习中一个学习对

象隶属于多个而不是唯一的类别标签，学习目的是

给未知的示例赋予多个合适的标记．

２２　支持向量机

ＳＶＭ是针对二分类问题提出的一种监督学习

方法，其学习目的是通过寻求一个最优超平面将两

种不同类别的样本分开，并保证两种类别的样本间

的间隔最大．给定训练数据集犜＝｛（狓犻，狔犻），犻＝１，

２，…，犾｝，其中狓犻∈犚
狀为样本的特征向量，狔犻∈｛－１，

＋１｝为样本的类别标签，下面给出线性支持向量机

和非线性支持向量机的数学模型．

图２　线性支持向量机的示例

如图２所示，针对线性分类问题，ＳＶＭ 通过寻

找一个间隔最大且分类错误最少的超平面犳（狓）＝

狑Ｔ狓＋犫，其目标优化问题可以表示如下：

ｍｉｎ
狑，犫

１

２
狑 ２＋犆∑

犾

犻＝１
ξ犻

ｓ．ｔ．
狔犻（狑

Ｔ·狓犻＋犫）１－ξ犻，犻＝１，２，…，犾

　　　　　ξ犻
｛ ０

（１）

其中，狑表示法向量，犫表示偏置，犆表示惩罚参数，

ξ犻表示松弛变量．

通过引入拉格朗日函数，式（１）的优化问题可转

换成对偶优化问题：

ｍａｘ
α ∑

犾

犻＝１

α犻－
１

２∑
犾

犻＝１
∑
犾

犼＝１

α犻α犼狔犻狔犼狓犻·狓犼

ｓ．ｔ．
∑
犾

犻＝１

α犻狔犻＝０

０α犻犆，犻＝１，２，…，
烅

烄

烆 犾

（２）

　　式（２）中α犻＞０为拉格朗日乘子，求解上述问题

后得到的决策函数犳（狓）为

犳（狓）＝ｓｇｎ∑
狀

犻＝１

α犻狔犻狓犻·狓＋（ ）犫 （３）

　　针对非线性分类问题，ＳＶＭ通过引入核函数的

概念，将原始的低维度样本空间映射高维度的特征空

间，利用非线性变换来实现样本的线性可分，如图３

所示．因此式（１）可以变为

ｍｉｎ
狑，犫

１

２
狑 ２＋犆∑

犾

犻＝１
ξ犻

ｓ．ｔ．
狔犻（狑

Ｔ犓（狓犻，狓犼）＋犫）１－ξ犻，犻＝１，２，…，犾

　　　　　　 　ξ犻
｛ ０

（４）

图３　非线性支持向量机的示例

　　此时对偶优化问题可变为

ｍａｘ
α ∑

犾

犻＝１

α犻－
１

２∑
犾

犻＝１
∑
犾

犼＝１

α犻α犼狔犻狔犼犓（狓犻，狓犼）

ｓ．ｔ．
∑
犾

犻＝１

α犻狔犻＝０

０α犻犆，犻＝１，２，…，
烅

烄

烆 犾

（５）

相应的决策函数犳（狓）变为

犳（狓）＝ｓｇｎ∑
狀

犻＝１

α犻狔犻犓（狓犻，狓）＋（ ）犫 （６）

３　弱监督场景下的支持向量机算法

本文从弱监督场景角度出发，分别从基于半监

督学习、多示例学习和多标记学习这３个方面来介

绍ＳＶＭ算法的研究进展，其整体架构如图４所示．
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图４　弱监督场景下的支持向量机算法分类

３１　基于半监督学习的支持向量机算法

半监督学习是一种介于监督学习和无监督学习

间的机器学习方法，它可以利用大量无标记样本来

辅助少量标记样本来确定问题的整体分布，也可以

利用少量标记样本来指导无监督学习；从而有效地

克服了监督学习过程中学习器缺少足够标记样本

的不足，同时也缓解了无监督学习过程中未使用标

记样本导致学习器性能下降的问题．半监督学习的

主要思想是根据样本数据分布上的模型假设给未标

记样本赋予标签，可形式化定义为给定样本集犚＝

犔∪犝，其中犔＝｛狓犻，狔犻｝
犾

犻＝１是有标记样本集，犝＝

｛狓犻｝
犾＋狌

犻＝犾＋１是未标记样本集，希望可以得到一个映射

函数犳：犡→犢 能够准确地预测样本狓的标签狔，犾和

狌分别为有标记样本和未标记样本的数目．对于如

何构建未标记样本和目标标签之间的联系，半监督

学习中存在着两个常用的基本假设：聚类假设［３１］和

流形假设［３２３３］．

３．１．１　聚类假设

聚类假设认为同属于一个类簇中的样本极有可

能具有相同的标签．在此假设下，未标记样本可以帮

助探明样本分布的稀疏区域和密集区域，引导学习

算法根据标记样本所获得的决策边界进行调整，使

其尽可能地通过样本分布的稀疏区域［３１］．１９９９年，

Ｂｅｎｎｅｔｔ等人
［３４］提出了一种典型的基于聚类假设的

半监督支持向量机算法Ｓ３ＶＭ，为了有效地利用未

标记样本，在ＳＶＭ的基础上，Ｓ３ＶＭ 添加了两种对

未标记样本的约束，这两个约束分别计算未标记样

本属于正样本或负样本（即类别１或－１）的错分率，

目标函数则是求解两种约束下的最小错分率．具体

来说，Ｓ３ＶＭ可以定义为

　　 ｍｉｎ
狑，犫，η，ξ，狕

犆 ∑
犾

犻＝１
ξ犻＋∑

狌

犼＝１

ｍｉｎ（η犼，狕犼［ ］）＋ 狑

　　　ｓ．ｔ．

狔犻［狑·狓犻＋犫］＋ξ犻１，ξ犻０

狑·狓犼＋犫＋η犼１， η犼０

－（狑·狓犻－犫）＋狕犼１，狕犼

烅

烄

烆 ０

（７）

其中犆＞０是错分率的惩罚参数．

Ｂｅｎｎｅｔｔ利用整数规划来求解上述问题，其基

本思想为每一个未标记样本点狓犼添加一个０或１的

决策变量犱犼．因此，式（７）可转化为以下混合整数规

划问题：

ｍｉｎ
狑，犫，η，ξ，狕，犱

犆 ∑
犾

犻＝１
ξ犻＋∑

狌

犼＝１

ｍｉｎ（η犼，狕犼［ ］）＋ 狑

ｓ．ｔ．

狔犻［狑·狓犻－犫］＋ξ犻１， η犻０

狑·狓犼－犫＋η犼＋犕（１－犱犼）１，η犼０

－（狑·狓犻－犫）＋狕犼＋犕犱犼１，狕犼０，犱犼＝｛０，１

烅

烄

烆 ｝
（８）

其中犕＞０为常量．

同年，Ｊｏａｃｈｉｍｓ
［３５］针对文本分类问题提出了直

推式支持向量机算法ＴＳＶＭ，其基本思路与Ｓ３ＶＭ

所要解决的最优问题相似，因而这两种算法的概念

可以相互替换，但ＴＳＶＭ是从文本分类的背景下提

出的，更侧重于直推式的概念，即它仅考虑一个待定

的测试数据集，并尽量减少这个测试集的错分率，而

不考虑一般的情况．有别于传统ＳＶＭ 能够被现有

凸优化技术有效解决，Ｓ３ＶＭ和ＴＳＶＭ的目标函数

都具有非凸性，这使得它们难以直接求解最优解．为

了解决这个问题，学者们提出了许多优化方法，包括

分支定界法、凹凸优化法、半定规划方法以及判定性

模拟退火方法等，但这些方法的计算复杂度会随着

样本数目的增加显著增加．

Ｚｈａｏ等人
［３６］提出了割平面半监督支持向量机

算法ＣｕｔＳ３ＶＭ，通过构造了一个嵌套序列，使得该

序列中的每个优化问题都可以使用约束凹凸过程

（ＣｏｎｃａｖｅＣｏｎｖｅｘＰｒｏｃｅｄｕｒｅ，ＣＣＣＰ）进行有效求

解；此外，该算法通过理论分析证明了其计算时间与

样本大小和稀疏度呈线性关系，在保证算法精度的

同时有效降低了算法的计算复杂度．Ｌｉ等人
［３７］提出

了一种快速的半监督支持向量机算法 ＭｅａｎＳ３ＶＭ，

与需要估计所有未标记样本标记的Ｓ３ＶＭ 不同，它

只需通过大间隔准则来估计类中心，并利用凸松弛

算法和交替优化算法来解决非凸性问题，获得了两

个 版 本 的 ＭｅａｎＳ３ＶＭ： ＭｅａｎＳ３ＶＭｍｋｌ 和

ＭｅａｎＳ３ＶＭｉｔｅｒ，发现随着数据集规模的增大其计

算效率比ＴＳＶＭ快１００倍，当未标记数据的类中心

已知时，算法的分类性能可近似于获得所有未标记

样本标记的监督ＳＶＭ算法．但 ＭｅａｎＳ３ＶＭ 通过随

机选取无标记样本来确定标签均值来训练分类器严

重影响了算法的稳定性，针对这个问题，Ｔｉａｎ等

人［３８］提出了一种改进的标签均值半监督支持向量

机算法ＣＭｅａｎＳ３ＶＭ，该算法将ＭｅａｎＳ３ＶＭ算法中

标签均值替换为聚类标签均值，并修改原算法中对
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无标记样本惩罚项的约束条件，不仅明显提高了算

法的正确率，还提高了算法的稳定性．

针对不同的错误分类可能会导致不同的代价，

Ｌｉ等人
［３９］还提出了一种 ＭｅａｎＳ３ＶＭ的代价敏感版

本ＣＳ４ＶＭ，将代价敏感学习与半监督学习相结合，

通过优化有标记和未标记样本上的总体代价，有效

地减少了样本总体的错误代价．针对Ｓ３ＶＭ 处理数

据规模的可扩展性进行研究，Ｌｉ等人
［４０］还提出了一

种基于标记生成的 ＷＥＬＬＳＶＭ 算法，它是一种能

处理大规模数据且对具有全局理论保证的半监督支

持向量机方法，通过不断产生最违反的标记赋值来

最大化间隔，利用多核学习获得这些标记赋值的最

优线性组合，使得 ＷＥＬＬＳＶＭ 可形式化为Ｓ３ＶＭ

的凸 松 弛，保 证 了 求 解 结 果 的 全 局 性；另 外，

ＷＥＬＬＳＶＭ的求解涉及一系列两类ＳＶＭ 子问题，

从而可以很容易利用目前最好的可扩展ＳＶＭ 软件

包来处理大规模问题．Ｇｅｎｇ等人
［４１］提出了一种适

用于Ｓ３ＶＭ 的三重随机梯度算法ＴＳＧＳ３ＶＭ，它在

每次迭代中对标记样本和未标记样本以及随机特征

进行采样，以计算三重随机梯度，并使用近似梯度来

更新求解，通过对 ＴＳＧＳ３ＶＭ 进行了新的理论分

析，保证了在弱假设下，对于一般的非凸学习问题，

ＴＳＧＳ３ＶＭ能够以次线性收敛速度收敛到一个平稳

点．Ｗａｎｇ等人
［４２］基于Ｂéｚｉｅｒ函数对非光滑项的逼

近性质，提出了一类新的Ｂéｚｉｅｒ光滑半监督支持向

量机算法ＢＳ４ＶＭ，由于这种近似，可以使用快速拟

牛顿法求解ＢＳ４ＶＭ 来减少计算时间；另外针对不

同规模的数据集，通过选择最佳平滑函数，增强了

Ｓ３ＶＭ在非线性情况下的泛化能力和鲁棒性．

当标记样本有限时，我们期望通过探索未标记

样本来提高模型的性能．然而很多文献的实验结果

表明，利用未标记样本可能会导致性能下降，在某些

情况下甚至比只使用标记样本获得的性能还要差．

Ｌｉ等人
［４３］发现对于给定的少量标记样本和大量未

标记样本，可能会出现多个大间隔低密度划分，如果

选择一个错误的低密度划分则会造成算法性能的大

幅降低；针对这种情况，作者提出了一种安全的半监

督支持向量机算法Ｓ４ＶＭ，对于多个间隔较大的边

界，对未标记样本的类别进行优化，使得算法在最坏

情况下性能得到最大限度的提升．Ｗａｎｇ等人
［４４］发

现当来自不同类别的样本严重重叠时，聚类假设不

能很好地反映真实数据分布；基于聚类调整的聚类

假设，作者利用无监督聚类方法，通过聚类调整的聚

类假设计了一种新的安全半监督分类算法 ＡＣＡ

Ｓ３ＶＭ，该算法考虑了学习过程中单个未标记样本

到分布边界的距离，将聚类边界中的样本分类为类

边界；因此，在样本严重重叠的情况下，类边界被引

导通过簇边界而不是低密度区域，进一步提高学习

安全性．安全半监督方法Ｓ４ＶＭ和ＡＣＡＳＶＭ旨在

对无标记样本的利用，但忽略了对标记样本隐含的

监督信息的利用．为此，Ｈｕａｎｇ等人
［４５］提出了一种

调整聚类假设联合成对约束半监督分类方法ＡＣＡ

ＪＰＡＳＶＭ，它不仅继承了 ＡＣＡＳＶＭ 算法的安全

性，还通过成对约束将有标记样本的类标签转化为

成对约束信息，弥补了算法对监督信息的利用不足，

该方法不仅继承和缓解了不同样本严重重叠时分类

边界造成的不安全学习情况，还在一定程度上提升

了算法性能．

此外还有学者将基于聚类假设的半监督信息用

于核函数的构造中，与ＳＶＭ 相结合，分别提出了基

于谱聚类核［４６］以及基于高斯混合模型核［４７］的半监

督ＳＶＭ方法．

３．１．２　流形假设

流形假设认为在相同局部邻域内的样本性质相

似，那么样本标记也应该相似［３２］．根据这一假设，未

标记样本令样本空间更为密集，更有助于局部区域

特征的描述，从而使决策函数能够更好地与样本进

行拟合．流形正则化
［３８］是建立在流形假设上的一种

半监督学习算法框架，它假设样本分布在外围空间

的子流形上，可利用大量的无标记样本估计出样本

数据的内在流形结构，通过将流形结构信息嵌入到

分类器中，既保持了分类器光滑性又保持了样本的

流形结构．流形正则化框架可以表示为

犳
＝ａｒｇｍｉｎ

１

犾∑
犾

犻＝１

犞（狓犻，狔犻，犳）＋γ１ 犳
２

犓＋γ２ 犳
２

犐

＝ａｒｇｍｉｎ
１

犾∑
犾

犻＝１

犞（狓犻，狔犻，犳）＋γ１ 犳
２

犓＋
γ２
（狌＋犾）２

犳
Ｔ犔犳

（９）

其中，犞（狓犻，狔犻，犳）表示损失函数，用于度量期望输出

与实际输出之间的损失值．正则化参数γ１和γ２分别

控制函数犳在再生核希尔伯特空间中和数据流形

结构上的复杂性，犳
２

犓和 犳
２

犐分别为再生核希尔伯

特空间的惩罚项和流形正则化项．犔为拉普拉斯矩

阵，且犳＝［犳（狓１），犳（狓２），…，犳（狓犾＋狌）］．

２００６年，Ｂｅｌｋｉｎ等人
［３２］在上述流形正则化框

架中令损失函数为铰链损失函数，提出了一种典型

的基于流形正则化的半监督学习方法———拉普拉

斯支持向量机（ＬａｐｌａｃｉａｎＳｕｐｐｏｒｔＶｅｃｔｏｒＭａｃｈｉｎｅ，

ＬａｐＳＶＭ），ＬａｐＳＶＭ的学习问题可以表示为以下优
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化问题：

犳
＝ａｒｇｍｉｎ

犳∈犎犓

１

犾∑
犾

犻＝１

（１－狔犻犳（狓犻））＋

γ１ 犳
２

犓＋
γ２
（狌＋犾）２

犳
Ｔ犔犳 （１０）

该问题的解可以表示成如下形式：

犳
（狓）＝∑

犾＋狌

犻＝１

α

犻犓（狓，狓犻） （１１）

因此，ＬａｐＳＶＭ的学习问题可以等价为

ｍｉｎ
α∈犚

犾＋狌，ξ∈犚
犾

１

犾∑
犾

犻＝１
ξ犻＋γ１α

Ｔ犓α＋
γ２
（犾＋狌）２

α
Ｔ犓犔犓α

ｓ．ｔ．
狔犻 ∑

犾＋狌

犼＝１

α犼犓（狓犻，狓犼）＋（ ）犫 １－ξ犻

ξ犻０，犻＝１，２，…，

烅

烄

烆 犾

（１２）

　　ＬａｐＳＶＭ将拉普拉斯正则项与ＳＶＭ 优化目标

函数相结合，把样本数据的流形结构信息嵌入到传

统的ＳＶＭ算法中，在继承了传统ＳＶＭ 优点的同

时，又在一定程度上解决了训练不足的问题．由于拉

普拉斯矩阵的运算开销较大，未标记样本的增加使

得矩阵的维数增大，显著地增加了时间以及内存的

消耗，因此ＬａｐＳＶＭ在大规模数据集中难以得到广

泛的使用．受原始空间求解 ＳＶＭ 方法的启发，

Ｍｅｌａｃｃｉ等人
［４８］提出了一种原始空间下的半监督学

习算法ＬａｐＳＶＭＰＣＧ，它通过预优共轭梯度方法来

训练原始ＬａｐＳＶＭ，并采用早期停止策略来加速训

练，使得该算法能够快速计算近似解，从而大大减少

了训练时间．Ｑｉ等人
［４９］提出了一种快速的半监督

学习算法ＦＬａｐＳＶＭ，它不需要处理额外的矩阵，也

不需要处理与变量切换相关的计算负担，通过传统

的ＳＶＭ过程进行推导，将核函数直接应用到优化模

型中，利用连续超松弛（ＳｕｃｃｅｓｓｉｖｅＯｖｅｒＲｅｌａｘａｔｉｏｎ，

ＳＯＲ）技术对目标函数求解，使其线性收敛，能更有

效处理大规模数据问题．Ｙａｎｇ等人
［５０］从问题本身

的规模出发，提出了一种有效的安全筛选方法来加

速ＬａｐＳＶＭ，该方法通过结合 ＫＫＴ条件和变分不

等式得到可行集，可以在求解优化问题之前剔除了

大量的训练样本，既有效的提升了算法的计算效率，

同时也保证了最优解．

ＬａｐＳＶＭ采用铰链损失函数作为损失函数，该

函数不是二次可微的，可能会对噪声标记的样本进

行过多的惩罚．为降低ＬａｐＳＶＭ对噪声数据的敏感

性，Ｋｈａｎ等人
［５１］提出了 ＨｕｂｅｒＬａｐＳＶＭ 算法，该

算法在ＬａｐＳＶＭ 中引入了 Ｈｕｂｅｒ铰链损失函数，

Ｈｕｂｅｒ铰链损失函数是铰链损失函数的可微近似，

在衡量误分类时会使训练更加鲁棒；另外，作者采用

了 Ｍｅｌａｃｃｉ等人
［４８］提出的预优共轭梯度方法提高该

算法的效率，不仅减少了训练时间，还保证了与原始

问题相近的精确度．Ｄｏｎｇ等人
［５２］使用Ｌａｐｌａｃｅ核函

数来度量两个变量之间基于相关熵的相似性，将导

出的相关熵损失函数（称为ＬＫ损失），应用于ＬａｐＳ

ＶＭ，以构建鲁棒半监督分类器ＬＫＬａｐＳＶＭ，通过

分析ＬＫ损失的鲁棒性、对称性、有界性、Ｆｉｓｈｅｒ一

致性以及渐近逼近性，引入了ＬＫ损失的非对称版

本，来获得更好的鲁棒性；此外，还利用ＣＣＣＰ技术

迭代处理该损失函数的非凸性，算法不仅具有更好

的鲁棒性，还具有更好的泛化性能．Ｐｅｉ等人
［５３］提出

了一种新的具有非对称平方损失的半监督支持向量

机算法ａｓｙＬａｐＳＶＭ，它不仅能够充分利用丰富的

未标记样本，并且对噪声样本更为鲁棒；为了加快训

练过程，作者还提出了一种简单有效的函数迭代方

法来代替传统的二次规划法来解决所涉及的优化问

题，算法取得了显著的性能．

Ｌｉｕ等人
［５４］发现ＬａｐＳＶＭ 在构建图的过程中

忽略了样本的类别分布信息，提出了一种基于局部

行为相似性的半监督学习算法ＬＢＳＬａｐＳＶＭ，该算

法根据人类行为认知思想的特点，通过结合标记信

息的行为相似性权重来重新构建图，更好地提取出

样本内在的几何结构信息，同时利用局部分布参数

来避免热核参数选择问题，有效地改善了算法的性

能．Ｓｕｎ等人
［５５］发现ＬａｐＳＶＭ中图的构造仅考虑两

两样本之间的序对关系，而忽略样本之间多元复杂

关系，利用超图来代替图设计了一种超图正则化的

半监督支持向量机算法 ＨＧＳＶＭ，由于构造超图需

要更高的计算复杂度，作者还提出了一种边界样本

的方法来筛选信息量更丰富的未标记样本，从而减

少样本的训练规模，所提出的ｆａｓｔＨＧＳＶＭ 算法不

仅在提高分类准确率的同时，也保证不错的计算

效率．

此外，受ＰＳＶＭ
［５６５７］、ＴＷＳＶＭ

［５８５９］以及ＬＳＴ

ＳＶＭ
［６０６１］算法的启发，学者们对这些改进的ＳＶＭ

算法与流形正则化相结合，提出了ＬａｐＴＳＶＭ
［６２］、

ＬａｐＭＮＰＳＶＭ
［６３］、ＳＳＳＲＬＴＰＳＶＭ

［６４］、ＦＬａｐＴＷ

ＳＶＭ
［６５］、ＨＳＲＬＳＴＳＶＭ

［６６］以及 ＬａｐＬｐＴＳＶＭ
［６７］

的方法，降低了算法的复杂度并提高其性能．

表１对基于半监督学习的支持向量机算法进行

总结和对比．
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表１　基于半监督学习的支持向量机算法的对比

划分类型 算法名称 特 点 不 足

聚类假设

Ｓ３ＶＭ［３４］ 在ＳＶＭ基础上加入两个用于计算未标记样本错分率的约束 非凸性；计算复杂度高

ＴＳＶＭ［３５］
基于直推式学习思想，将无标签样本中隐含的分布信息引入
到ＳＶＭ训练中

算法执行之前需要确定无标签样本

中的正样本数目；计算复杂度高

ＣｕｔＳ３ＶＭ［３６］
构造一个嵌套序列，使该序列中的每个优化问题都可以使用
约束ＣＣＣＰ有效地求解

非凸性；算法鲁棒性低；计算效率低

ＭｅａｎＳ３ＶＭ［３７］ 只需要估计标签均值训练，提高了算法的效率 算法准确率低且稳定性差

ＣＭｅａｎＳ３ＶＭ［３８］
采用聚类标签均值替换标签均值，提供了更多的类别信息，更
适合多分类任务

类簇数目难以确定

ＣＳ４ＶＭ［３９］
代价敏感学习与半监督学习相结合，有效地减少了样本总体
的错误代价

未考虑样本不平衡问题，噪声问题；
忽略了样本间的结构信息

ＷＥＬＬＳＶＭ［４０］
通过不断产生最违反的标记赋值来最大化间隔，结合多核学
习，保证了解的全局性，更适合大规模任务

侧重于二分类问题，未考虑多分类
问题

ＴＳＧＳ３ＶＭ［４１］
利用三重随机梯度算法来解决非凸学习问题，并且能在弱假
设条件下实现快速收敛

算法涉及的参数太多

ＢＳ４ＶＭ［４２］
利用一类新的Ｂéｚｉｅｒ函数来逼近 Ｈｉｎｇｅ损失函数，使目标函
数光滑可微，并采用快速的拟牛顿法求解来减少计算时间

如何选择最优的Ｂéｚｉｅｒ函数

Ｓ４ＶＭ［４３］
构造多个候选低密度划分，选择最优划分在最坏情况下实现
性能最大化提升

当无标签样本数量大，算法效率低；
未考虑样本严重重叠的情况

ＡＣＡＳ３ＶＭ［４４］
将未标记样本到类边界的距离引入到模型训练中，缓解了不
同样本严重重叠在分类边界时可能造成不安全学习的情况

未充分利用标记样本中的隐含的监

督信息

ＡＣＡＪＰＣＳ３ＶＭ［４５］
结合成对约束信息，有效利用了标记样本隐含的监督信息，弥
补了不安全造成的性能损失

如何调整成对约束正则化项参数；
计算效率低

流形假设

ＬａｐＳＶＭ
［３２］

通过流形正则化项引入了无标签样本的内在几何结构信息，
较好地解决了标记样本有限情况下训练不充分的问题

对噪声敏感；图的构建简单丢失了
相关信息

ＬａｐＳＶＭＰＣＧ
［４８］

在原始空间下，使用预共轭梯度和早期停止策略实现了快速
求解

核矩阵的存储和运算随数据量增加

而变大

ＦＬａｐＳＶＭ
［４９］

不需要计算逆矩阵，通过逐次超松弛技术使算法线性收敛，更
适合大规模问题

未考虑多分类情况

ＳＳＲＬａｐＳＶＭ
［５０］

通过变分不等式提出了一种有效的筛选方法，减少了样本的
数量，还有效地解决了多参数问题

只能筛选有标记样本

ＨｕｂｅｒＬａｐＳＶＭ
［５１］

利用连续可微的 Ｈｕｂｅｒ损失使算法具有更强的鲁棒性，通过
预优共轭梯度方法减少训练时间

未考虑多分类情况

ＬＫＬａｐＳＶＭ
［５２］

利用ＬＫ损失及其不对称形式增强算法鲁棒性，通过ＣＣＣＰ
来迭代求解实现了线性收敛

算法的计算复杂度高

ａｓｙＬａｐＳＶＭ
［５３］

利用非对称平方损失降低对噪声的敏感性，通过简单有效的
函数迭代法快速求解优化问题

未考虑多分类情况

ＬＢＳＬａｐＳＶＭ
［５４］

利用标记信息的行为相似性权值构造邻接图，引入局部分布
参数解决了热核参数的选择

计算复杂度高，不适合大规模数据集

ＨＧＳＶＭ［５５］
利用超图进一步挖掘样本之间的高阶几何关系，构造样本的
多元流形结构，提高了算法的分类性能

超图的构建存在极高的计算复杂度

ｆａｓｔＨＧＳＶＭ［５５］
利用边界样本来筛选信息量更丰富的未标记样本，缩减了样
本的规模

如何选取更具启发性的标记样本

其他［６２６７］
将ＰＳＶＭ，ＴＷＳＶＭ，ＬＳＴＳＶＭ与流形正则化结合，推广到半
监督形式，提高算法的泛化性能

未考虑多分类情况

３２　基于多示例学习的支持向量机算法

多示例学习是Ｄｉｅｔｔｅｒｉｃｈ等人
［２７］在研究药物分

子活性预测问题上提出的概念，在该学习框架中，样

本集由多个带标签的示例包组成，而每个包中又包

含了若干个无标签的示例，若包中至少含有一个正

示例则标记为正，否则为负．给定一个训练包的集合

犇＝｛（犅１，犢１），（犅２，犢２），…，（犅犿，犢犿）｝，犅犐表示一个

示例包，犢犐表示示例包犅犐的标签．犅犐＝｛狓１，狓２，…，

狓狀｝，其中狓犻表示示例包的一个示例．设狓∈犚
犱为一

个犱维的示例空间，犢＝｛－１，１｝是标记空间，多示

例学习的目标是通过对犇的学习，得到一个映射函

数犳：２
狓
→犢 来预测未知包的标签．

多示例学习中样本的层次化表示结构使其更

能反映实际问题的内在逻辑结构，因此在医学诊

断［６８７０］、文本分类［７１］以及目标检测［７２７４］等多个领域

有着广泛的应用．目前，学者们已经提出了大量的多

示例学习算法，主要可分为示例水平空间、包水平空

间以及嵌入空间的方法．

３．２．１　示例水平空间

这类方法采用训练集中的所有示例来学习一个
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示例水平空间的分类器，并通过包中示例的标记来

推断整个包的标记，其基本思想如图５所示．
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图５　基于示例水平空间方法的示意图
［７５］

ｍｉＳＶＭ
［７６］是Ａｎｄｒｅｗｓ等人对ＳＶＭ在基于示

例水平空间的多示例学习上的推广，它假定训练集

中所有正包中的示例全部为正，通过这些“正”示例

样本和负包中的所有示例样本来训练ＳＶＭ 分类

器，利用训练后的ＳＶＭ重新标记正包中的示例；若

一个正包中的所有示例均被判定为负，则标记该包

中具有最大决策函数值的示例为正；然后再通过这

些新标记的正示例和负包中的所有示例重新训练

ＳＶＭ，反复训练和标记，直到所有训练示例的标签

不再发生变化为止．ｍｉＳＶＭ可表示如下：

ｍｉｎ
｛狔犻
｝
ｍｉｎ
｛狑，犫，ξ｝

１

２
狑

２
＋犆∑

犻
ξ犻

ｓ．ｔ．犻：狔犻（〈狑，狓犻〉＋犫）１－ξ犻，ξ犻０，狔犻∈｛－１，１｝

∑
犻∈犐

狔犻＋１

２
１，犐ｓ．ｔ．犢犐＝１，ａｎｄ狔犻＝－１，

犐犢犐＝－１ （１３）

其中，犐指包的序号，犻指包中示例的序号，犢犐表示包

犐的标签，狔犻表示示例犻的标签．

由于 ｍｉＳＶＭ 算法待求解的目标函数是一个

混合整数非线性规划问题，所以不能直接求其代数

解，Ａｓｔｏｒｉｎｏ等人
［７７］引入了拉格朗日松弛技术，提

出了一种用于二元多示例分类的支持向量机方法

ｍｉＳＶＭ，该算法利用拉格朗日松弛技术的特性，

将一个复杂的混合整数非线性问题转换为一组相对

简单的拉格朗日子问题，同时采用块坐标下降的方

法近似求解有限个拉格朗日子问题，通过拉格朗日

子问题的最优解为原始问题提供了最优解，在分类

性能和计算效率之间取得了满意的结果．ｍｉＳＶＭ

在每次迭代中需要求解一个ＳＶＭ 二次规划子问

题，若子问题的数量太多，则总体计算工作量会显著

增加．为此，Ａｖｏｌｉｏ等人
［７８］提出了一个新的示例空

间算法 ｍｉＳＰＳＶＭ，它是ＳＶＭ 和ＰＳＶＭ 模型之间

的折中，旨在生成一个放置于两个平行超平面中间

的超平面：其中第一个超平面是聚集正包示例的近

端正平面，而第二个超平面是构成负包示例的支持

超平面，使得算法不仅继承了ＳＶＭ 的高精度还满

足了ＰＳＶＭ高效率．Ｙｕａｎ等人
［７９］将基于ＣＣＣＰ算

法的安全示例筛选规则引入到多示例支持向量机

中，通过识别非活动示例可以显著减轻存储负担．该

规则分为两个步骤构建：首先设计动态筛选规则

来筛选凸优化子问题中的非活动示例，其次针对示

例标签可能发生变化的问题，设计了在ＣＣＣＰ迭代

之间传播非活动示例的规则．为了进一步提高求解

效率，在内部求解器中引入了智能双坐标下降法

ＳＤＣＤＭ，该方法跳过了许多导致当前迭代没有变化

的更新，并证明了ＳＤＣＤＭ 的安全性．Ｌｉ等人
［８０］提

出了ＩＫＩＳＶＭ，在每一次迭代中，该方法基于示例

水平生成一个最违规的关键示例来最大化间隔，并

通过多核学习将其进行组合，由于ＩＫＩＳＶＭ 的求

解过程设计到一系列标准的ＳＶＭ子问题，从而可以

方便地利用可扩展ＳＶＭ软件包来处理大规模问题．

包中示例的模糊性问题是多示例学习中的关键

难点之一，即仅知道正包中至少有一个示例是正示

例，但并不清楚具体是哪些示例是正的．针对这个问

题，Ｘｉａｏ等人
［８１］提出了一种基于相似性的多示例学

习算法ＳＭＩＬＥ，通过考虑模糊示例与正、负类示例

的相似性来处理模糊示例，具体地说，从正包中选取

示例的子集作为正候选示例，分别计算每个示例与

正、负类示例的相似性权重；将这些模糊示例及其相

似性权重输入到ＳＶＭ 的训练过程中，另外利用一

个启发式算法更新正候选示例及相似度权重，来细

化分类边界，该方法不仅具有更高的分类精度，还对

标记噪声具有更强的鲁棒性．

３．２．２　包水平空间

这类方法将训练集的每个训练包看作一个独立

的整体，通过获得样本的包级别特征来学习相应的

包级分类器，其基本思想如图６所示．

图６　基于包水平空间方法的示意图
［７５］
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与ｍｉＳＶＭ 类似，ＭＩＳＶＭ
［７６］同样是 Ａｎｄｒｅｗ

等人在ＳＶＭ基础上设计的算法，但它是一种基于包

空间水平的多示例方法．ＭＩＳＶＭ 首先将包中所有

示例的特征相加取均值，得到相应的单特征向量，然

后利用这些得到单特征向量训练ＳＶＭ 分类器，对

正包中的所有示例进行预测，将正包中具有最大决

策函数值的示例更新为该包的单特征向量，重新训

练ＳＶＭ分类器；经过反复训练和标记，直到所有示

例包的单特征向量均不再发生变化．因此，ＭＩＳＶＭ

的目标函数如下：

　ｍｉｎ
｛狑，犫，ξ｝

１

２
狑 ２＋犆∑

犐
ξ犻

　ｓ．ｔ．犐：犢犐ｍａｘ
｛犻∈犐｝

（〈狑，狓犻〉＋犫）１－ξ犻，ξ犻０（１４）

　　由于 ＭＩＳＶＭ 的目标函数是一个混合整数优

化问题，Ａｎｄｒｅｗｓ等人
［７６］采用启发式方法来求解由

此产生的非线性优化问题，但并没有给出收敛性证

明．而Ｃｈｅｕｎｇ等人
［８２］则是采用约束ＣＣＣＰ来求解

ＭＩＳＶＭ的目标函数，提出了ＭＩＳＶＭ，它通过定义

包的输出与其相关示例之间的损失函数，使包和示

例直接参与优化过程，为多示例学习提供了一个更

完整的正则化框架，采用ＣＣＣＰ过程来解决非线性

优化问题保证了收敛到局部最优．在 ＭＩＳＶＭ 算法

的基础上，Ｍｅｌｋｉ等人
［８３］提出了一种多示例代表分

类算法 ＭＩＲＳＶＭ，它利用基于包级信息的包代表选

择器来训练ＳＶＭ，通过识别高度影响分类的示例作

为包代表，寻找最佳的分类超平面；该方法通过允许

正包和负包最多拥有一个代表，以克服可能出现的

类不平衡问题，此外，算法还具有良好的收敛性和可

扩展性，适合于大规模的学习任务．

相比于上述基于示例水平空间的ＩＫＩＳＶＭ，Ｌｉ

等人［８０］还提出了ＢＫＩＳＶＭ，它基于包水平来选择

一个关键示例，即利用每个负包中示例的平均值作

为关键示例，从而避免优化过程中产生大量约束的

问题．Ｃｈｅｐｌｙｇｉｎａ等人
［８４］提出一种通用的多示例差

异化算法 ＭＩＮＤ，该方法利用训练集中每个包与其

他包的差异向量来表示每个包，并将这些差异视为

特征表示，因此多示例学习问题可被转化为监督学

习问题，Ｃｈｅｐｌｙｇｉｎａ等人还证明了不同的相异性定

义对示例的信息性有不同的隐含假设，其中基于包

之间最小示例距离平均值的差异性表现出了良好的

性能，通过在ＳＶＭ分类器上进行学习，实现更好的

分类性能和更高的计算效率．

３．２．３　嵌入空间

与基于包水平空间的方法不同，基于嵌入空间

的方法通过一种隐形的方式来抽取全局包级别信

息，即利用某种映射函数将示例包从原始特征空间

映射到新的特征空间中，然后在新特征空间中重新

训练学习器，其基本思想如图７所示．
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图７　基于嵌入空间方法的示意图
［７５］

２００４年，Ｃｈｅｎ等人
［８５］提出了ＤＤＳＶＭ 算法，

它利用多样性密度（ＤｉｖｅｒｓｅＤｅｎｓｉｔｙ，ＤＤ）算法选择

训练集中具有局部多样性密度最大的示例作为原

型，并根据这些示例原型定义一个非线性映射，将每

个示例包映射到一个新的特征空间中，即包特征空

间．包到包特征空间的映射公式如下：

（犅犻）＝

ｍｉｎ
犼＝１，…，犖犐

狓犻犼－狓
１ 狑

１

ｍｉｎ
犼＝１，…，犖犐

狓犻犼－狓
２ 狑

２

　　　　…

ｍｉｎ
犼＝１，…，犖犐

狓犻犼－狓
狀 狑

熿

燀

燄

燅
狀

（１５）

　　通过上述映射公式，多示例学习问题可被转化

为单示例学习问题，因此，多示例学习问题可表示为

下面的二次优化问题：

α
＝ａｒｇｍａｘ∑

犾

犻－１

α犻－
１

２∑
犾

犻，犼＝１

狔犻狔犼α犻α犼犓（（犅犻），（犅犼））

ｓ．ｔ． ∑
犾

犻＝１

狔犻α犻＝０

犆α犻０，犻＝１，…，

烅

烄

烆 犾

（１６）

　

　　通过求解上述优化问题，将得到的ＳＶＭ 分类

器对新包的标签进行预测．

由于ＤＤＳＶＭ中的ＤＤ算法训练速度比较慢，
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使得整个算法的速度受到很大的影响．针对这个问

题，Ｃｈｅｎ等人
［８６］提出了ＭＩＬＥＳ算法，该算法没有示

例标签与包标签相关联的假设，即没有强制约束负

包中所有的示例均为负标签，通过定义一个示例包

和示例之间的相似性度量，将包映射到基于示例的

特征空间中，然后使用１范数ＳＶＭ 进行训练，剔除

了大量冗余或不相关的特征，从而得到一个稀疏解，

不仅提高了算法训练速度，还在一定程度上降低了

标签噪声的敏感性．多示例学习问题的复杂性在很

大程度上取决于训练数据集中示例的数量，如何设

计有效的示例选择技术以加快训练过程是非常重要

的．Ｌｉ等人
［８７］根据示例水平和包水平的特征表示方

案提出了两种基于消歧的多示例学习算法 ＭＩＬＤ＿Ｉ

和 ＭＩＬＤ＿Ｂ，利用条件概率模型在各正包中预测一

个代表性正示例，在每个负包中选择一个代表性负

示例，并将代表性示例基于不同的特征表示方案映

射到特征空间上，最后利用ＳＶＭ 设计分类器进行

求解，算法具有良好的效率、鲁棒性以及准确性．Ｆｕ

等人［８８］提出了一种基于自适应示例选择的多示例

学习算法 ＭＩＬＩＳ，该方法利用核密度估算函数来实

现初始示例选择，通过迭代的方式将示例选择和

ＳＶＭ分类器学习的步骤结合从而保证收敛，实现

了更高的训练速度，更适用于大规模多示例学习问

题．Ｈｕａｎｇ等人
［８９］合并了多种包表示方法，提出了

ＢＤＲＳＶＭ，他利用提出的包不相似正则化框架对

隐式嵌入空间中数据的局部几何结构建模，并将其

纳入ＳＶＭ分类器中，另外由于ＢＤＲ框架依赖于隐

式和显式包表示，为有效地保留多示例样本中的判

别信息，还提出了一种基于因子分析的Ｆｉｓｈｅｒ评分

的方法，提出的ＢＤＲ方法可以通过同时使用多个包

表示来实现算法性能的即时改进．在不同包表示的

帮助下，ＢＤＲ方法可以适应各种实际任务．

表２对基于多示例学习的支持向量机算法进行

总结和对比．

表２　基于多示例学习的支持向量机算法比较

划分类型 算法名称 特 点 不 足

示例水平

空间

ｍｉＳＶＭ［７６］ 将ＳＶＭ引入多示例学习问题，基于包中示例最大化分类边界
非凸性，计算复杂度高，混合整数非
线性问题

ｍｉＳＶＭ［７７］ 利用拉格朗日松弛技术和块坐标下降法来获得最优解 仅适合二分类多示例问题

ｍｉＳＰＳＶＭ［７８］
结合ＳＶＭ和ＰＳＶＭ，生成一个位于两个平行超平面中间的分离
超平面，不仅具有高精度还满足高效率

未将算法扩展到核变换，仅支持线
性分离

ＳＳＲＳＤＣＤＭ［７９］
引入了安全筛选规则显著减轻存储负担，为内部求解器引入了

ＳＤＣＤＭ方法进一步提高求解效率

内部求解器依赖于 ＣＣＣＰ，计算负
担仍然很大

ＩＫＩＳＶＭ［８０］
基于示例水平生成关键示例，并联合多核学习对一个不满足要求
的关键示例进行处理求出最优解

算法稳定性差

ＳＭＩＬＥ［８１］ 考虑模糊示例与类的相似性，分类器具有更好的判别能力和抗噪性 计算复杂度高，不适合大规模数据集

包水平

空间

ＭＩＳＶＭ［７６］ 将ＳＶＭ引入多示例学习问题，基于包最大化分类边界 过早收敛，易陷入局部最优

ＭＩＳＶＭ［８２］ 定义包输出与相关示例的损失函数，采用ＣＣＣＰ保证了收敛性 依赖于ＣＣＣＰ算法，计算负担增加

ＭＩＲＳＶＭ［８３］
通过识别高度影响分类的示例来寻找最佳超平面，仅允许正包和
负包最多有一个代表性，消除了可能的类不平衡问题

未考虑多分类情况

ＢＫＩＳＶＭ［８０］
基于包水平生成关键示例，并联合多核学习对一个不满足要求的
关键示例进行处理求出最优解

算法稳定性差

ＭＩＮＤ［８４］
利用训练集中包之间的相异性来表示每个包，将多示例问题被转
换为监督学习问题，扩展性好

如何确定最佳的相异性表示

嵌入空间

ＤＤＳＶＭ［８５］ 利用ＤＤ算法将多示例问题转为监督问题 计算复杂度极高

ＭＩＬＥＳ［８６］
不强加示例标签与包标签相关联的假设，采用１范数ＳＶＭ 剔除
冗余和不相关特征，提高计算效率，还提高噪声鲁棒性

特征向量不稀疏，所需存储空间大

ＭＩＬＤ［８７］
通过一种新的消歧方法选择正包中真正示例，采用示例级和包级
两种特征表示方案，效率高，鲁棒性好，且扩展性强

示例选择中忽略了负示例包中负示

例原型

ＭＩＬＩＳ［８８］
采用基于负示例分布的示例选择方法降低问题规模，通过交替优
化框架将示例选择和分类器相结合，保证了收敛性

算法依赖的迭代优化机制耗时长，
执行效率低，难以应用大规模问题

ＢＤＲＳＶＭ［８９］
利用因子分析的Ｆｉｓｈｅｒ评分有效保留多示例样本中的判别信息，
通过一种包不相似正则化框架，提高算法性能

计算复杂度高

３３　基于多标记学习的支持向量机算法

不同于传统的单标记学习，多标记学习主要用

于解决单个样本同时属于多个标签的问题［２９３０］．多

标记学习可定义如下：假设犡＝犚犱表示犱维特征空

间，犢＝｛狔１，狔２，…，狔狇｝表示标记集合，多标记样本集

犇＝｛（狓１，犢１），（狓２，犢２），…，（狓犿，犢犿）｝，其中狓犻∈犡

表示第犻个样本，犢犻∈犢 表示狓犻的相关标记集合．多

标记学习的目标是通过训练样本集犇，学习到一个映

射犳：犡→２
犢来预测未知样本的标签集合．近年来，研

究学者们提出了许多的多标记学习算法，其理论成
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果在情感识别［９０９２］、图像标注［９３］、文本分类［９４９６］、生

物信息［９７９８］等领域也得到了广泛的应用．目前，多

标记学习算法可大致分为两类：问题转换法以及算

法自适应法．

３．３．１　问题转换

问题转换法旨在将多标记分类任务转换为其他

成熟的学习问题，如单标记分类和标记排序．Ｂｏｕｔｅｌｌ

等人［９９］提出了第一个用于多标签分类的ＳＶＭ算法

ＢＲＳＶＭ，它借助ＢｉｎａｒｙＲｅｌｅｖａｎｃｅ（ＢＲ）策略，将具

有犽个标签的样本集划分为犽个二分类样本集，其

中每个二分类样本集是由包含指定标签的正样本和

不包含该指定标签的负样本组成，并且每个二分类

样本集的样本数目与多标签样本集的样本数目相

同，然后为每个二分类样本集分别训练一个独立的

二分类ＳＶＭ 分类器．受ＤＣＳＶＭ
［１００］算法的启发，

Ｌｉｕ等人
［１０１］提出了 ＭＬＤＣＳＶＭ 算法，它利用基于

分而治之策略的ＤＣＳＶＭ替代ＳＶＭ达到了全局的

快速收敛，并通过一对多分解技术将ＤＣＳＶＭ 拓展

到多分类问题上，实现了快速多标签分类；另外算法

还采用ＤＥＣ
［１００］方法改进ＤＣＳＶＭ，改善了标签数

据不平衡的问题．ＣｌａｓｓｉｆｉｅｒＣｈａｉｎｓ（ＣＣ）
［１０２］是ＢＲ

的扩展，它将ＢＲ策略产生的分类器连成一条链，下

一个分类器的特征空间用前一个分类器的预测标

签进行扩展，通过在分类器之间传递信息，有效地利

用了标签的相关性．ＥｎｓｅｍｂｌｅｏｆＣｌａｓｓｉｆｉｅｒＣｈａｉｎｓ

（ＥＣＣ）
［１０３］通过集成多条随机标记序列的ＣＣ，减轻

ＣＣ中分类器的随机顺序给性能造成的影响．Ｃａｌｉ

ｂｒａｔｅｄＬａｂｅｌＲａｎｋｉｎｇ（ＣＬＲ）
［１０４］是一种将多标记任

务转换为标签排序任务的策略，通过引入一个人工

校准标签将每个示例中的相关标签和不相关标签进

行分离．ＬａｂｅｌＰｏｗｅｒｓｅｔ（ＬＰ）
［１０５］是一种多标记任务

转化为多类分类任务的策略，但ＬＰ不能泛化新的

标签集合，且计算复杂度高，Ｔｓｏｕｍａｋａｓ等人
［１０５］通

过结合ＬＰ策略和集成学习，提出了ＲＡＫＥＬ策略，

它通过在标签集上大小为犽的小随机子集上训练

ＬＰ分类器来考虑标签之间的关联，避免了ＬＰ的计

算复杂度问题．Ｙａｐｐ等人
［１０６］综合分析了上述五种

转换策略：ＢＲ、ＣＣ、ＥＣＣ、ＣＬＲ和 ＲＡＫＥＬ在四种

基分类器的分类性能，这四种基分类器包括犽最近

邻、决策树、朴素贝叶斯、支持向量机，实验结果表明

支持向量机在这五种问题转换策略上能取得最好的

分类性能．

３．３．２　算法自适应

算法自适应法旨在改进传统的监督学习算法，

使其直接应用于多标记样本的学习．Ｅｌｉｓｓｅｅｆｆ等

人［１０７］利用相关标签和不相关标签之间的成对关系充

分描述了单个样本的标签相关性，通过扩展多类支

持向量机并将排序损失作为其经验损失，提出了一

种多标记分类的支持向量机算法 ＲａｎｋＳＶＭ．该算

法的基本思想是通过最小化Ｌ２范数正则化项来最

大化样本中相关标签与不相关标签之间的差值，通

过最小化排序损失使任何相关标签的排序都高于任

何不相关标签．ＲａｎｋＳＶＭ需要解决的优化问题为

ｍｉｎ
狑，ξ

１

２∑
狇

犽＝１

狑犽
２＋犆∑

犿

犻＝１

１

犢犻 珚犢犻 ∑
（狔犻
，狔犼
）∈犢犻×犢

－

犻

ξ犻犼犽

ｓ．ｔ．
〈狑犼，狓犻〉＋犫犼－〈狑犽，狓犻〉－犫犽１－ξ犻犼犽，

ξ犻犼犽０，１犻
烅
烄

烆 犿

（１７）

其中犢犻为样本的标签集，犢ｉ为其补集，狇表示样本标

签数目．

此外，ＲａｎｋＳＶＭ 还需要一个阈值学习步骤．设

阈值函数狋（狓）＝〈狑，犳（狓）〉＋犫，其中狑∈犚狇是

权值向量，犳（狓）＝（犳（狓，狔１），犳（狓，狔２），…，犳（狓，

狔狇））
Ｔ
∈犚狇是属性向量，犫∈犚 是偏置．ＲａｎｋＳＶＭ

可通过线性最小二乘法来求解对应参数：

ｍｉｎ
｛狑，犫｝
∑
犿

犻＝１

（〈狑，犳（狓犻）〉＋犫
－狊（狓犻））

２ （１８）

其中狊（狓犻）的取值范围为一个实数区间，

狊（狓犻）＝ａｒｇｍｉｎ
犪∈犚

（｛狔犻 狔犻∈犢犻，犳（狓犻，狔犻）犪｝＋

｛狔犽 狔犽∈犢犻，犳（狓犻，狔犻）犪｝） （１９）

因此，可得多标记分类器：

犺（狓）＝｛狔犼｜〈狑犼，狓〉＋犫犼＞〈狑
，犳（狓）〉＋犫，１犼狇｝

（２０）

　　ＲａｎｋＳＶＭ 不仅存在着极高的计算复杂度，而

且没有定义相关标签的内部零点．针对这个问题，

Ｘｕ等人
［１０８］提出ＲａｎｋＳＶＭｚ算法，它通过添加一个

零标签将相关标签和不相关标签分隔开，并定义了

一种新的排序损失函数，简化了原有的 ＲａｎｋＳＶＭ

形式；另外，该算法采用ＦｒａｎｋＷｏｌｆｅ方法来求解优

化问题，并将整个线性规划问题通过一对多分解

技术划分为一系列子问题，计算成本显著降低．为进

一步加快ＲａｎｋＳＶＭｚ算法的训练过程，Ｘｕ等人
［１０９］

进而提出了 ＲａｎｋＳＶＭｚＲ 算法，它利用随机块坐

标下降法［１１０］替代ＲａｎｋＳＶＭｚ中的ＦｒａｎｋＷｏｌｆｅ方

法，根据不相交的等式约束，通过一对多分解技术

将大规模二次规划问题分解成一系列小规模二次规

划子问题，利用二分类ＳＶＭ 中广泛使用的序列最

小化优化算法来有效地解决每个子问题，实现了比
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ＲａｎｋＳＶＭｚ更低的时间复杂度和更好的分类性能．

由于ＲａｎｋＳＶＭ 不能删除高维问题的冗余特征，

且对噪声点敏感，Ｗａｎｇ等人
［１１１］提出了一种具有

Ｐｉｎｂａｌｌ损失的稀疏弹性网络多标记 ＲａｎｋＳＶＭ 算

法ｐｉｎＥＮＲ来提高泛化性；该算法利用Ｐｉｎｂａｌｌ损

失［１１２］替代铰链损失，降低其对噪声点的敏感性，同

时它采用稀疏弹性网络正则化代替Ｌ２范数正则化

实现变量选择；此外，为了加速ｐｉｎＥＮＲ，作者基于

原目标函数和对偶目标函数的强凸性，构造了一个

安全的特征和标签对消除规则来加速算法的训练过

程，通过在训练前删除大量非活动特征和标签对，在

不牺牲分类准确性的同时提高了算法的计算效率．

Ｗｕ等人
［１１３］认为ＲａｎＳＶＭ阈值学习过程中阈值化

的堆叠方式易造成错误累积，从而降低最终分类性

能，提出了一种新的多标签分类算法ＲＢＲＬ，它采用

ＢＲ策略将阈值化步骤融入ＲａｎｋＳＶＭ的学习过程，

同时利用参数矩阵的低秩约束进一步挖掘标签相关

性；另外，通过加速近端梯度法来有效求解目标函

数，不仅克服了ＢＲ存在类不平衡问题和忽略标签

相关性的缺点，还避免了ＲａｎｋＳＶＭ 中还需阈值学

习步骤的过程．尽管如此，解决大规模问题仍然是

ＲＢＲＬ算法面临的挑战，Ｚｈｏｎｇ等人
［１１４］采用了一种

用于ＲＢＲＬ的子空间筛选规则来加速求解过程，提

出了ＳＳＲＲＢＲＬ，这是一种基于矩阵的稀疏表示及

其最优性条件的迭代方法．具体地说，在每次迭代

中，通过矩阵分解和最优性条件删除了最优解中大

多数系数为零的子空间，这使得需要解决的问题的

规模能够显著减小；为了进一步提高求解速度，在不

同阶段采用了近似奇异值分解和加速近端梯度来加

快算法迭代过程．

此外，针对一些改进的ＳＶＭ 算法，研究学者们

通过结合多标记学习，先后提出了 ＲａｎｋＣＶＭ
［１１５］、

ＲａｎｋＬＳＶＭ
［１１６］、ＭＬＴＳＶＭ

［１１７］等多标记算法．Ｘｕ等

人［１１５］通过结合ＲａｎｋＳＶＭ和核向量机（ＣｏｒｅＶｅｃｔｏｒ

Ｍａｃｈｉｎｅ，ＣＶＭ），设计并实现一种新的ＳＶＭ 型多标

签分类算法ＲａｎｋＣＶＭ，其优化形式与ＣＶＭ 相同，

具有一个特殊的单纯形约束；当采用ＦｒａｎｋＷｏｌｆｅ

方法时，ＲａｎｋＣＶＭ 在任何迭代中都存在解析解和

步长，以及一些有用的代理解、梯度向量和目标函数

值的递推公式，大大加快了 ＲａｎｋＣＶＭ 的训练过

程，降低了计算量．Ｘｕ等人
［１１６］还提出了一种新型

高效的ＳＶＭ型多标签算法，通过在相关标签和不

相关标签之间应用成对约束，并定义一个近似的排

名损失，将二分类拉格朗日支持向量机推广到多标

签形式ＲａｎｋＬＳＶＭ，得到一个仅有非负约束条件的

严格凸二次规划问题；另外，该算法利用基于带有启

发式收缩策略的随机块坐标下降法来加速训练过

程，避免了一些不会导致排名损失的训练样本的更

新，减少了支持向量的数量．借助ＴＷＳＶＭ的思想，

Ｃｈｅｎ等人
［１１７］提出了第一个应用于多标签学习的非

平行超平面ＳＶＭ分类器 ＭＬＴＳＶＭ，它通过确定多

个非平行超平面来捕获数据样本中嵌入的多标签信

息，同时采用一种高效的ＳＯＲ算法来解决 ＭＬＴＳ

ＶＭ中的二次规划问题；此外，根据样本到不同超平

面的距离来设计决策函数，可以方便地为新样本指

定标签集，不仅可以克服测试过程中的模糊情况，而

且可以降低误分类的概率．由于数据样本的结构信

息可能包含用于训练分类器的有用的先验领域知

识，ＡｚａｄＭａｎｊｉｒｉ等人
［１１８］提出了一种用于多标签学

习的结构最小二乘双支持向量机算法 ＭＬＳＬＳＴＳ

ＶＭ，它扩展了 ＭＬＴＳＶＭ方法，利用求解二次规划

问题为每个标签寻找一个近端超平面，通过考虑训

练样本的结构信息并使用最小二乘思想提高了算法

的泛化性能和运行速度．

表３对基于多标记学习的支持向量机算法进行

总结和对比．

表３　基于多标记学习的支持向量机算法比较

划分类型 算法名称 特 点 不 足

问题

转换法

ＢＲＳＶＭ［９９］
利用ＢＲ策略将具有犽个标签的问题转化为犽个独立的二值分
类问题，算法简单易实现

忽略标签之间的相互关系，无法应
对标记空间类不平衡问题

ＭＬＤＣＳＶＭ［１０１］
结合ＢＲ策略和ＤＥＣ方法，不仅提高了算法的计算效率，还克
服了标签样本不平衡的问题

未考虑样本标签间的相关性信息

ＣＣＳＶＭ［１０６］
ＢＲ策略的改进，通过标记链式排列，利用前序标记的预测值增
强后序标记的预测性能

分类器排列的顺序对算法影响较大

ＥＣＣＳＶＭ［１０６］
ＣＣ策略的改进，采取多个随机产生的不同标记序列集成，减轻
分类器排列顺序问题的影响

学习空间中存在的大量冗余，计算
复杂度高，无法适用大规模数据集

ＣＬＲＳＶＭ［１０６］
引入一个人工校准标签分离每个样本中的相关标签和不相关标

签，将多标签分类转化为标签排序问题
分类器的数量与标签的数量成二

次方

ＲＡＫＥＬＳＶＭ［１０６］
结合ＬＰ策略和集成学习，既考虑标签间的相关性同时降低了

ＬＰ算法的复杂度

随机性选择子集大小可能会破坏算

法的稳定性
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划分类型 算法名称 特 点 不 足

算法

自适应

ＲａｎｋＳＶＭ［１０７］
考虑了两两样本间的标签相关性，利用最大边际策略处理多标
记样本

计算复杂度极高，对噪声敏感

ＲａｎｋＳＶＭｚ［１０８］
定义新的排序损失，简化了ＲａｎｋＳＶＭ 形式，增加了零标签，利
用ＦｒａｎｋＷｏｌｆｅ迭代求解降低了计算量

算法依赖ＦｒａｎｋＷｏｌｆｅ迭代法，计
算负担仍然很大

ＲａｎｋＳＶＭｚＲ［１０９］
提出ＲＢＣＤＭ训练算法求解问题，产生的支持向量更少，计算复
杂度降低

如何选择最优参数

ＰｉｎＥＮＲ［１１１］
将弹性网正则化代替Ｌ２范数正则化为算法提供良好的解释

性，采用ＦＬＥＲ加速策略和Ｐｉｎｂａｌｌ损失函数，不仅减少了问题
的规模，还降低对噪声的敏感性

ＦＬＥＲ加速策略仅依靠于一个权

衡参数

ＲＢＲＬ［１１３］
结合ＢＲ和ＲａｎｋＳＶＭ实现了一步训练，避免了误差累计，利用
低秩约束进一步挖掘标签相关性，采用两种不同的加速近端梯
度方法来有效地求解算法

算法参数多，计算复杂度高，难以
处理大规模数据集

ＳＳＲＲＢＲＬ［１１４］
通过矩阵分解和最优性条件去除具有零系数的参数矩阵子空

间，缩小问题的规模，其次引入近似奇异值分解和加速近端梯度
来进一步加快迭代过程

算法所依赖的参数较多

ＲａｎｋＣＶＭ［１１５］ 结合ＣＶＭ和ＲａｎｋＳＶＭ，具有更少的支持向量，计算复杂度更低
算法依赖ＦｒａｎｋＷｏｌｆｅ迭代法，计
算负担仍然很大

ＲａｎｋＬＳＶＭ［１１６］
推广ＬＳＶＭ构造其多标签形式，利用基于启发式收缩策略的随
机块坐标下降方法来求解算法，具有线性收敛速度

如何选择最优参数

ＭＬＴＳＶＭ［１１７］
推广ＴＷＳＶＭ构造其多标签形式，通过确定多个非平行超平面
来捕获嵌入在样本的多标签信息，提出一种有效的逐步松弛算
法加快训练过程

算法所依赖的参数较多

ＭＬＳＬＳＴＳＶＭ［１１８］
考虑了训练样本的结构信息，采用最小二乘思想来提高算法泛
化能力运行速度

算法所依赖的参数较多

４　算法分析与比较

为了分析弱监督场景下支持向量机算法的分类

性能，本节对第３节综述的一些代表性算法进行评估

和比较，实验的硬件测试环境为Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）

ｉ５８３００ＨＣＰＵ＠２．３０ＧＨｚ，４ＧＢＲＡＭ．

４１　半监督学习

针对在半监督学习下支持向量机算法，实验选

取了部分具有代表性的方法在５个 ＵＣＩ数据集进

行测试，数据集的详细信息见表４．

表４　犝犆犐数据集

数据集 样本数 特征数 已标记数目

Ａｕｓｔｒａｌｉａｎ ６９０ １４ ６９

ＣＭＣ １４７３ ９ １４７

Ｇｅｒｍａｎ １０００ ２４ １００

Ｉｏｎｏｓｐｈｅｒｅ ３５１ ３４ ３５

ＷＤＢＣ ５６９ ３０ ５７

为保证实验对比的可靠性，每个ＵＣＩ数据集以

７∶３的比例划分为训练集和测试集，并在训练集上

采用了十倍交叉验证的网格搜索法对参数进行选

择，所有算法均采用ＲＢＦ核函数，且其核参数的选

取范围为｛２－６，２－５，…，２５，２６｝．ＭｅａｎＳ３ＶＭｉｔｅｒ，

ＭｅａｎＳ３ＶＭｍｋｌ，ＣＳ４ＶＭ和 ＷＥＬＬＳＶＭ 都属于基

于聚类假设的半监督ＳＶＭ 方法，该类算法的主要

参数是用于平衡模型复杂度、有标记样本与未标

记样本重要程度的折中参数，分别固定为１和０．１，

ＣＳ４ＶＭ中关于正类样本的错分代价的参数固定

为１．ＬａｐＳＶＭ、ＬａｐＴＳＶＭ、ＬａｐＴＳＶＭ、ＬａｐＰＰＳＶＭ、

ＨＧＳＶＭ和ｆａｓｔＨＧＳＶＭ 都属于基于流形假设的

半监督ＳＶＭ方法，该类算法的主要参数是用于控

制分类器在再生核希尔伯特空间中和数据流形结构

上复杂度的两个正则化参数，其参数的选取范围均

为｛２－６，２－５，…，２５，２６｝，ｆａｓｔＨＧＳＶＭ 中的边界参

数固定为０．８．本节采用半监督学习中常用的评价

指标准确率犪犮犮来评估不同算法的性能．

犪犮犮＝
犜犘＋犜犖

犜犘＋犜犖＋犉犘＋犉犖
（２１）

其中，犜犘表示正样本被预测为正类的数目，犜犖 表

示负样本被预测为负类的数目，犉犘 表示负样本被

预测为正类的数目，犉犖 表示正样本被预测为负类

的数目．

从表５的实验结果可以明显看出，不同的半监

督方法在５个 ＵＣＩ数据集上的分类性能均有所差

异，其中ｆａｓｔＨＧＳＶＭ 算法性能表现最佳，其次是

ＨＧＳＶＭ算法．这两种基于流形假设的方法通过超

图来表征样本的流形结构，充分挖掘了样本间的高

阶复杂关系，另外ｆａｓｔＨＧＳＶＭ 还利用边界样本的

方法来预选最有可能成为支持向量的未标记样本更

进一步提高了分类的准确率．在基于聚类假设的方
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法中，ＣＳ４ＶＭ算法相较于其它三种算法表现更优，

该算法利用代价敏感学习来优化有标记和未标记样

本的总体代价，在一定程度上提高了分类准确率．图

８展示了部分半监督ＳＶＭ方法在ＵＣＩ数据集上的

运行时间，基于聚类假设的四个算法表现了差不多

的运行时间，而在基于流形假设的算法中ＬａｐＳＶＭ

消耗了最少的运行时间，反之 ＨＧＳＶＭ却消耗了最

多的运行时间．ＨＧＳＶＭ 考虑了多个样本之间的多

元关系，而ＬａｐＳＶＭ仅考虑了两两样本之间的序对

关系，其计算成本必然增加．ｆａｓｔＨＧＳＶＭ利用边界

样本筛选未标记，大大缩减了样本空间，显著地降低

了计算成本，虽然没有取得最少的算法运行时间，但

取得了最优的模型性能，更适合一些要求实时响应

且精度高的学习任务．

表５　半监督方法在犝犆犐数据集上的实验结果

数据集 ＭｅａｎＳ３ＶＭｉｔｅｒ ＭｅａｎＳ３ＶＭｍｋｌ ＣＳ４ＶＭ ＷＥＬＬＳＶＭ ＬａｐＳＶＭ ＬａｐＴＳＶＭ ＬａｐＰＰＳＶＭ ＨＧＳＶＭ ｆａｓｔＨＧＳＶＭ

Ａｕｓｔｒａｌｉａｎ ０．８３７ ０．８０２ ０．８３８ ０．８５２ ０．６５２ ０．６６６ ０．８２９ ０．８６８ ０．８７６

ＣＭＣ ０．５５４ ０．５７４ ０．９１７ ０．９１３ ０．５８７ ０．６１４ ０．７７６ ０．９３１ ０．９３３

Ｇｅｒｍａｎ ０．６５２ ０．６１６ ０．６６１ ０．６５０ ０．５９８ ０．６０６ ０．７０７ ０．７１３ ０．７１６

Ｉｏｎｏｓｐｈｅｒｅ ０．７８８ ０．８８３ ０．８０５ ０．７６０ ０．６９５ ０．７３０ ０．７８９ ０．８７６ ０．８８４

ＷＤＢＣ ０．９１４ ０．８６４ ０．９４１ ０．９２５ ０．８４１ ０．８６４ ０．９１５ ０．９４３ ０．９５０
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图８　半监督方法在ＵＣＩ数据集上的运行时间

４２　多示例学习

为了分析在多示例学习下支持向量机算法的分

类性能，本节选取了多示例学习基准数据集 Ｍｕｓｋ对

部分具有代表性的方法进行评价．Ｍｕｓｋ是Ｄｉｅｔｔｅｒｉｃｈ

等人提出的一种药物活性预测数据集，其详细信息

见表６，该数据集分为两个部分：Ｍｕｓｋ１和 Ｍｕｓｋ２，

其中 Ｍｕｓｋ２的包总数比 Ｍｕｓｋ１多１０个，但示例数

是后者的１３．８倍多，因此 Ｍｕｓｋ２的学习难度更大．

实验的设置参照文献［８６］，本节采用准确率犪犮犮来

评估不同算法的性能．

表７展示了９个代表性方法的分类准确率，９种

多示例方法在 Ｍｕｓｋ１和 Ｍｕｓｋ２数据集上均能取得

较高的分类准确率，其中ＳＭＩＬＥ算法获得了最佳的

分类准确率：０．９１３和０．９１６．该算法不同于其他通过

训练分类器来消除正包中的大量模糊示例的方法，

而是通过考虑模糊示例与正、负类示例的相似度来显

示地处理这些示例，从而提高了分类的准确率．对于

ＫＩＳＶＭ算法，在 Ｍｕｓｋ１数据集上ＢＫＩＳＶＭ算法

的分类准确率比ＩＫＩＳＶＭ 高０．０４０，而在 Ｍｕｓｋ２

数据集上，ＢＫＩＳＶＭ 算法的分类准确率比ＩＫＩ

ＳＶＭ低０．０２４．对于 ＭＩＬＤ算法，在 Ｍｕｓｋ１数据集

上ＭＩＬＤ＿Ｉ算法的分类准确率比ＭＩＬＤ＿Ｂ高０．００９，

而在 Ｍｕｓｋ２数据集上 ＭＩＬＤ＿Ｉ算法的分类准确率

比 ＭＩＬＤ＿Ｂ高０．０３１．图９展示了多示例ＳＶＭ 方法

在 Ｍｕｓｋ数据集上的运行时间，无论是 Ｍｕｓｋ１还是

Ｍｕｓｋ２，ＭＩＬＩＳ所占用运行时间最少，对于 Ｍｕｓｋ２

数据集，ＭＩＬＩＳ相对于 ＭＩＬＥＳ的运行时间加速

因示例数量较多而更加明显，影响 ＭＩＬＥＳ运行效

率的主要障碍是训练１范数ＳＶＭ，其在处理大量示

例时会非常耗时，因此导致这两种方法在训练速度

上存在很大差异．另外 ＭＩＬＩＳ（Ｌ１）的训练速度也证

实了这一点，其中１范数ＳＶＭ 分类器在训练中需

要更多的时间，比标准的 ＭＩＬＩＳ要多．ｍｉＳＶＭ 和

ＭＩＳＶＭ虽然比ＭＩＬＥＳ快，但仍比ＭＩＬＩＳ慢．因为

ｍｉＳＶＭ和 ＭＩＳＶＭ都是在示例级别处理ＳＶＭ分

类问题，在每次迭代中，ｍｉＳＶＭ使用所有输入示例

作为训练集在示例特征空间中学习ＳＶＭ．ＭＩＳＶＭ

通过使用所有负示例和每个正袋中的单个正示例来

训练类似的ＳＶＭ，当数据集每个包包含大量示例

时，它们的计算成本大大增加．

表６　犕狌狊犽数据集

数据集
包 数

正包数 负包数 总数
特征数 示例数

包中示例数

最少 最多 平均

Ｍｕｓｋ１ ４７ ４５ ９２ １６６ ４７６ ２ 　４０ ５．１７

Ｍｕｓｋ２ ３９ ６３ １０２ １６６ ６５９８ １ １０４４ ６４．６９

１００１５期 丁世飞等：弱监督场景下的支持向量机算法综述



表７　多示例方法在 犕狌狊犽数据集上的实验结果

数据集 ｍｉＳＶＭ ＩＫＩＳＶＭ ＳＭＩＬＥ ＭＩＳＶＭ ＢＫＩＳＶＭ ＤＤＳＶＭ ＭＩＬＤ＿Ｉ ＭＩＬＤ＿Ｂ ＭＩＬＥＳ

Ｍｕｓｋ１ ０．８７４ ０．８４０ ０．９１３ ０．７７９ ０．８８０ ０．８５８ ０．９１１ ０．９０２ ０．８６３

Ｍｕｓｋ２ ０．８３６ ０．８４４ ０．９１６ ０．８４３ ０．８２０ ０．９１３ ０．８９６ ０．８６５ ０．８７６
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图９　多示例方法在犕狌狊犽数据集上的运行时间

４３　多标记学习

由于样本可能同时具有多个标记的特性，传统

单标记学习中的评价指标并不适用于多标记学习算

法．为了分析在多标记学习下支持向量机算法的性

能，本节通过多标记领域中５种常用的评价指标来

综合评价第３．３节中的部分代表性算法，评价指标

包括犎犪犿犿犻狀犵犾狅狊狊、犚犪狀犽犻狀犵犾狅狊狊、犆狅狏犲狉犪犵犲、犛狌犫狊犲狋

犪犮犮狌狉犪犮狔、犃狏犲狉犪犵犲狆狉犲犮犻狊犻狅狀，分别对应于犺犾狅狊狊、狉犾狅狊狊、

犮狅狏、狊狌犫狊犲狋犪犮犮、犪狏犵狆狉犲犮；其中前３种评价指标取值越

小，则算法的性能越好，而后２种评价指标取值越

大，则算法的性能越好．假设多标记测试样本集犜＝

｛（狓犻，犢犻）｜犻＝１，２，…，犿｝，其中犢犻∈｛－１，１｝
犾，犺（·）

为多标记分类器，犳（·，·）为预测函数，狉犪狀犽犳（·，·）

为排序函数．

（１）犎犪犿犿犻狀犵犾狅狊狊：用于评估样本中单个标记

误匹配的情况．

犺犾狅狊狊（犺）＝
１

犿∑
犿

犻＝１

１

犢
犺（狓犻）Δ犢犻 （２１）

其中Δ表示两个集合的对称差．

（２）犚犪狀犽犻狀犵犾狅狊狊：用于评估不相关标记的排序

高于相关标记的排序的情况．

ｒｌｏｓｓ（犳）＝
１

狀∑
狀

犻＝１

１

犢犻 珚犢犻
｛（狔１，狔２）｜犳（狓犻，狔１）

犳（狓犻，狔２），（狔１，狔２）∈犢犻×珚犢犻｝ （２２）

（３）犆狅狏犲狉犪犵犲：用于评估覆盖样本所有相关标

记所需的搜索步数．

犮狅狏（犳）＝
１

狀∑
狀

犻＝１

ｍａｘ
狔∈犢犻

狉犪狀犽犳（狓犻，狔）－１ （２３）

（４）犛狌犫狊犲狋犪犮犮狌狉犪犮狔：用于评估预测的标记集

合与真实的标记集合一致的情况．

狊狌犫狊犲狋犪犮犮（犺）＝
１

狀∑
狀

犻＝１

犺（狓犻＝犢犻） （２４）

（５）犃狏犲狉犪犵犲狆狉犲犮犻狊犻狅狀：

犪狏犵狆狉犲犮（犺）＝

１

狀∑
狀

犻＝１

１

犢犻 ∑狔∈犢犻
狔′｜狉犪狀犽犳（狓犻，狔′）狉犪狀犽犳（狓犻，狔），狔′∈犢犻

狉犪狀犽犳（狓犻，狔）
（２５）

实验数据集选取了来自音乐、图像、生物以及文

本领域的六个多标记数据集：Ｅｍｏｔｉｏｎｓ①、Ｓｃｅｎｅ①、

Ｙｅａｓｔ①、Ｅｎｒｏｎ①、Ａｒｔｓ①、Ｅｄｕｃａｔｉｏｎ①，其具体信息

如表８所示．为保证实验对比的可靠性，每个数据集

以３∶２的比例划分为训练集和测试集，所有算法

均采用ＲＢＦ核函数，核参数为１／犿（其中犿为数据

集的特征数），另外采用了五倍交叉验证的网格搜索

法对参数进行选择．ＢＲＳＶＭ、ＣＬＲＳＶＭ、ＲＡＫＥＬ

ＳＶＭ都属于基于问题转换的多标记ＳＶＭ 方法，该

类算法的主要参数是用于折中错分样本与模型复杂

度的惩罚参数，其选取范围为｛２－４，２－３，…，２３，２４｝，

ＲＡＫＥＬＳＶＭ中标签子集数目３，分类器数目为

２犾，其中犾为标签总数．ＲＢＲＬ中三个折中参数的选

取范围均为｛２－４，２－３，…，２３，２４｝．

表８　多标记数据集

数据集 示例数 特征数 标记类别 标记基数 标记密度 领域

Ｅｍｏｔｉｏｎｓ ５９３ 　７２ ６ １．８６９ ０．３１１ 音乐

Ｓｃｅｎｅ ２４０７ ２９４ ６ １．０７４ ０．１７９ 图像

Ｙｅａｓｔ ２４１７ １０３ １４ ４．２３７ ０．３０３ 生物

Ｅｎｒｏｎ １７０２ １００１ ５３ ３．３７８ ０．０６４ 文本

Ａｒｔｓ ５０００ ４６２ ２６ １．６３６ ０．０６３ 文本

Ｅｄｕｃａｔｉｏｎ ５０００ ５５０ ３３ １．４６１ ０．０４４ 文本

表９展示了６个代表性方法的分类效果．对于评

价指标犛狌犫狊犲狋犪犮犮狌狉犪犮狔，在Ｅｍｏｔｉｏｎｓ、Ｙｅａｓｔ和Ｅｎｒｏｎ

数据集上，基于问题转换的方法ＲＡＫＥＬ更优于其

他算法，而在Ｓｃｅｎｅ、Ａｒｔｓ和Ｅｄｕｃａｔｉｏｎ数据集上，

基于算法适应的方法ＲＢＲＬ取得最优的效果．对于

评价指标犎犪犿犿犻狀犵犾狅狊狊，ＲＢＲＬ在Ｓｃｅｎｅ、Ｙｅａｓｔ和

Ｅｎｒｏｎ数据集上取得了最优性能，在Ｅｍｏｔｉｏｎｓ数据

集上仅次于ＲＡＫＥＬ．对于评价指标犚犪狀犽犻狀犵犾狅狊狊、

犆狅狏犲狉犪犵犲和犃狏犲狉犪犵犲狆狉犲犮犻狊犻狅狀，ＲＢＲＬ可在这六

个多标记数据集上表现更优．由此可见，ＲＢＲＬ将

２００１ 计　　算　　机　　学　　报 ２０２４年
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表９　多标记方法在多标记数据集上的实验结果

数据集 评价指标 ＢＲＳＶＭ ＣＬＲＳＶＭ ＲＡＫＥＬ ＲａｎｋＳＶＭ ＲａｎｋＳＶＭｚ ＲＢＲＬ

Ｅｍｏｔｉｏｎｓ

犺犾狅狊狊↓ ０．１８３ ０．１８２ ０．１７７ ０．１８９ ０．２０１ ０．１８１

狉犾狅狊狊↓ ０．２４６ ０．１４９ ０．１９２ ０．１５５ ０．１４９ ０．１３８

犮狅狏犲狉犪犵犲↓ ０．３８６ ０．２８３ ０．３３８ ０．２９４ ０．２９１ ０．２７７

狊狌犫狊犲狋犪犮犮↑ ０．３１３ ０．３１８ ０．３５６ ０．２９１ ０．２９２ ０．３３４

犪狏犵狆狉犲犮↑ ０．７６０ ０．８１３ ０．８０１ ０．８０８ ０．８１９ ０．８２８

Ｓｃｅｎｅ

犺犾狅狊狊↓ ０．０７７ ０．０７８ ０．０７５ ０．０９２ ０．１１３ ０．０７３

狉犾狅狊狊↓ ０．１２８ ０．０６１ ０．０８７ ０．０６５ ０．０７２ ０．０５８

犮狅狏犲狉犪犵犲↓ ０．１１９ ０．０６４ ０．０８９ ０．０６８ ０．０７５ ０．０６２

狊狌犫狊犲狋犪犮犮↑ ０．６５５ ０．６５０ ０．６９６ ０．５６３ ０．５００ ０．７３５

犪狏犵狆狉犲犮↑ ０．８３４ ０．８８７ ０．８７５ ０．８８２ ０．８７４ ０．８９５

Ｙｅａｓｔ

犺犾狅狊狊↓ ０．１８８ ０．１８８ ０．１９５ ０．２０３ ０．２０７ ０．１８７

狉犾狅狊狊↓ ０．３０８ ０．１５８ ０．２４４ ０．１７０ ０．１７２ ０．１５７

犮狅狏犲狉犪犵犲↓ ０．６２７ ０．４３６ ０．５４３ ０．４４６ ０．４５８ ０．４３６

狊狌犫狊犲狋犪犮犮↑ ０．１９０ ０．１９４ ０．２４８ ０．１５６ ０．１７９ ０．１９２

犪狏犵狆狉犲犮↑ ０．６８０ ０．７７３ ０．７２７ ０．７５５ ０．７６５ ０．７７７

Ｅｎｒｏｎ

犺犾狅狊狊↓ ０．０５２ ０．０５０ ０．０５２ ０．０５１ ０．０６１ ０．０４６

狉犾狅狊狊↓ ０．２９８ ０．０７１ ０．２０８ ０．０８１ ０．０９８ ０．０７２

犮狅狏犲狉犪犵犲↓ ０．５８０ ０．２１０ ０．４７２ ０．２３５ ０．２６７ ０．２１４

狊狌犫狊犲狋犪犮犮↑ ０．１２８ ０．１３１ ０．１５４ ０．１１９ ０．０６０ ０．１３７

犪狏犵狆狉犲犮↑ ０．４８２ ０．７０５ ０．５９２ ０．６７２ ０．６３０ ０．７０９

Ａｒｔｓ

犺犾狅狊狊↓ ０．０５４ ０．０５５ ０．０５７ ０．０６１ ０．１０６ ０．０５９

狉犾狅狊狊↓ ０．３４４ ０．１１２ ０．２６１ ０．１０９ ０．１１６ ０．１０６

犮狅狏犲狉犪犵犲↓ ０．４３２ ０．１７０ ０．３５２ ０．１６６ ０．１８１ ０．１６４

狊狌犫狊犲狋犪犮犮↑ ０．２４１ ０．２３７ ０．３１９ ０．２７４ ０．０９８ ０．３４８

犪狏犵狆狉犲犮↑ ０．４４５ ０．６１８ ０．５５７ ０．６１７ ０．６１６ ０．６３５

Ｅｄｕｃａｔｉｏｎ

犺犾狅狊狊↓ ０．０３８ ０．０３９ ０．０４０ ０．０４６ ０．０７９ ０．０４２

狉犾狅狊狊↓ ０．４５８ ０．０８１ ０．３５８ ０．０７２ ０．０８１ ０．０７０

犮狅狏犲狉犪犵犲↓ ０．５１８ ０．１１０ ０．４２４ ０．１００ ０．１４８ ０．０９９

狊狌犫狊犲狋犪犮犮↑ ０．２５０ ０．２２７ ０．３１５ ０．２４９ ０．０９６ ０．３４９

犪狏犵狆狉犲犮↑ ０．３７６ ０．６０５ ０．５０３ ０．６１３ ０．５７８ ０．６４３

ＲａｎｋＳＶＭ和ＢＲ与鲁棒低秩学习相结合，不仅解决

了ＲａｎｋＳＶＭ易造成错误累积的缺点，还充分挖掘

低维标签空间假设下的高阶标签相关性，从而提高

了分类性能．
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图１０　多标记方法在多标记数据集上的运行时间

图１０展示了多标记ＳＶＭ 方法在多标记数据

集上的运行时间，基于问题转换的方法要比基于算

法适应的方法消耗更少的运行时间，因为基于算法

适应的方法是通过改进传统的单标记算法来适应多

标记样本的学习，面临的标记空间更复杂、更高维，

计算复杂度会随之大幅度增加．在基于问题转换的

方法中，ＢＲＳＶＭ 消耗了最少的运行时间，相应的

算法性能也最差．相比之下，ＣＬＲＳＶＭ和ＲＡＫＥＬ

ＳＶＭ占用了更多的运行时间，但多标记学习任务上

表现好，这意味带来额外性能同时消耗了更多的计

算资源．在基于算法适应的方法中，对比ＲａｎｋＳＶＭ，

ＲａｎｋＳＶＭｚ需要更少的运行时间，这得益于算法通

过添加零标签简化了原始ＲａｎｋＳＶＭ 的原始形式，

并且在每个迭代步骤中采用ＯＶＲ策略将整个线性

规划问题划分一系列子问题，减少了计算成本；在前

三个数据集中，ＲＢＲＬ的运行时间比ＲａｎｋＳＶＭ慢，

而在后三个文本数据集中，ＲＢＲＬ的运行时间比

ＲａｎｋＳＶＭ快，文本数据集具有更高维的、数量更多

的样本，ＲＢＲＬ可通过加速近端梯度方法使其快速

收敛，更适合于大规模数据问题．

５　未来的研究方向

５１　数据不平衡问题

数据不平衡在监督场景下的分类领域已是一个
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经典的问题，但在弱监督场景中，数据不平衡现象更

为严重．在半监督学习中，数据不平衡的现象不仅会

造成分类边界偏向于多数类的一方，在极端情况下

可能会造成某一个类别的样本不存在以致使学习器

无法学习到该类样本的信息，从而降低半监督分类

的准确性．在多示例学习中，数据不平衡现象不仅可

以发生在示例空间层面，还可以发生包空间层面，这

使得学习到的决策边界会更偏向于多数类．在多标

记学习中，一个样本隶属于多个标签，不同标签的样

本数量往往相差很多，这导致数据不平衡问题在多

标记学习中更为普遍．目前，面向弱监督场景下的不

平衡数据分类方法研究比较少，而面向监督场景下

的不平衡数据分类方法更为常见，主要集中在数据

层面和算法层面，其中数据层面是通过重采样来平

衡数据集，使得各类别样本的数量相等，例如欠采

样、过采样以及混合采样等，而算法层面则是通过调

整算法本身，来提高起学习少数类的能力，例如代价

敏感、集成学习等．因此，可借鉴监督场景下不平衡

数据的处理方法，利用代价敏感、样本采样等技术中

来缓解数据不平衡问题所带来的影响，使得弱监督

下的支持向量机算法具有更好的泛化性能．

５２　弱监督回归问题

尽管针对弱监督场景已经提出了各种类型的改

进支持向量机算法，并已在文本分类、人脸识别等领

域得到了成功应用，但是现有研究主要集中于解决

支持向量机的分类问题，对回归问题的研究和利用

还非常缺乏．回归问题比分类问题复杂，其样本标记

是数值型输出，而半监督学习中聚类假设强调的是

同一个类簇中的样本可能属于相同的类别标记，因

此大多数基于聚类假设的半监督算法在支持向量机

回归问题中不成立，与聚类假设不同，流形假设更强

调相同局部邻域内的样本具有相似的输出，且回归

问题的输出通常具有平滑性，因此流形假设更适用

于回归问题，可尝试采用一些基于流形假设的半监

督学习方法，例如图正则化算法，将其推广到半监督

支持向量机回归中．在多示例学习中，Ｒａｙ等人
［１１９］

证明多示例回归问题的求解过程是个 ＮＰ问题，并

指出多示例回归方法要比分类方法更为有效，例如

在研究药物活性预测问题上，数值型输出更能表现

药物分子绑定的强弱，可为药物设计提供更大的帮

助．因此，关于弱监督场景下的支持向量机回归问题

的研究也是今后一个重要的研究方向．

５３　混合弱监督学习问题

目前针对弱监督场景下的问题研究主要集中于

一些单一的学习框架中．对于其他一些更为复杂的

问题研究则相对比较少，这些问题大多数是以混合

形式出现，例如半监督多标记、半监督多示例、多示

例多标记等．然而这些混合弱监督学习问题都更具

有广泛而实际的应用背景，例如在图像分类中，一幅

图像不仅可以拥有多个标记，它还可以通过某种技

术将图像划分成多个区域，从而被表示成由多个区

域组成的一个集合；因此，如何设计面向混合弱监督

场景下的支持向量机算法，具有重要的现实意义．

５４　大规模深层次问题

目前弱监督场景下的支持向量机算法主要集中

在一些小型的分类任务中，对于一些更高更深层次

的任务如语义分割、自动控制等却极少涉及．虽然弱

监督学习问题普遍存在于语义分割、图像识别与理

解、目标检测等各个领域，但关于大规模弱监督场景

下的学习问题研究尚处于起步阶段，大多数弱监督

学习方法如半监督学习、多示例学习等扩展性并不

好，随着数据集的增大，模型性能的衰退性十分明

显．因此面对弱监督场景下的大规模深层次问题，如

何合理有效地融合相关任务场景和支持向量机算法

是一个具有挑战性的问题．

５５　开放环境下的学习问题

目前大多数机器学习算法都是针对某一静态数

据分布的样本集进行建模，而实际情况收集的样本

集常常是动态变化的，可能会不断地发现新类别样

本，这导致样本的数目、维度、标签的数目、标记缺失

的概率分布等都会发生变化，因此真实应用场景往

往具有“开放”属性．在线学习是一种模型训练方法，

其特点是能够连续接收新样本并实时更新模型．这

种方法适用于面对动态变化的样本集，使模型适应

新的类别样本，并不断改进性能．因而，在面对开放

环境下，如何结合弱监督场景和在线学习，使得

ＳＶＭ在学习和适应新的类别时，仍然能保持原有的

性能，并提升算法对未知类别样本的泛化能力．

６　总　结

本文从弱监督场景入手，主要总结了基于半监

督学习，多示例学习和多标记学习的支持向量机算

法，并对近年的相关方法进行了分类和描述．针对基

于半监督学习的支持向量机算法，根据其数据假设

可划分为２类，分别为聚类假设和流形假设；针对基

于多示例学习的支持向量机算法，根据其解决方案

可划分为３类，分别为示例水平空间、包水平空间以

４００１ 计　　算　　机　　学　　报 ２０２４年



及嵌入空间的方法；针对基于多标记学习的支持向

量机算法，根据其处理思路可划分为２类，分别为问

题转换和算法自适应；通过在公共数据集进行实验，

对比分析了部分代表性算法的分类性能；最后针对

数据不平衡问题、弱监督回归问题、混合弱监督学习

问题、大规模深层次问题以及开放环境下的学习问

题，分析了弱监督场景下的支持向量机算法的未来

研究方向．
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