
书书书

第４５卷　第１０期
２０２２年１０月

计　　算　　机　　学　　报
ＣＨＩＮＥＳＥＪＯＵＲＮＡＬＯＦＣＯＭＰＵＴＥＲＳ

Ｖｏｌ．４５Ｎｏ．１０
Ｏｃｔ．２０２２

　

收稿日期：２０２１１１０１；在线发布日期：２０２２０６１５．本课题得到科技创新２０３０“新一代人工智能”重大项目（２０１８ＡＡＡ０１０２０００）、国家自然科
学基金项目（Ｕ２１Ｂ２０３８，６１９３１００８，６２１２２００７５８，６１９７６２０２）、中央高校基本科研业务费专项资金、中科院青促会会员项目、中国科学院战
略性先导科技专项（ＸＤＢ２８００００００）资助．曹宗胜，博士研究生，主要研究方向为推荐系统与知识图谱嵌入算法．Ｅｍａｉｌ：ｃａｏｚｏｎｇｓｈｅｎｇ＠
ｉｉｅ．ａｃ．ｃｎ．许倩倩，博士，副研究员，中国计算机学会（ＣＣＦ）高级会员，主要研究方向为统计机器学习及其在多媒体和计算机视觉领域的
应用．李朝鹏，硕士，主要研究方向为推荐系统与计算机视觉．姜阳邦彦，博士研究生，中国计算机学会（ＣＣＦ）学生会员，主要研究方向为
机器学习与计算机视觉．操晓春，博士，研究员，中国计算机学会（ＣＣＦ）高级会员，主要研究领域为计算机视觉、多媒体分析．黄庆明，博
士，讲席教授，中国计算机学会（ＣＣＦ）会士，主要研究领域为多媒体计算、图像处理、计算机视觉、模式识别．

基于对偶四元数的协同知识图谱推荐模型
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１）（中国科学院信息工程研究所信息安全国家重点实验室　北京　１０００９３）
２）（中国科学院计算技术研究所智能信息处理重点实验室　北京　１００１９０）

３）（中国科学院大学计算机科学与技术学院　北京　１０１４０８）
４）（中国科学院大学网络空间安全学院　北京　１０００４９）

５）（中国科学院大数据挖掘与知识管理重点实验室　北京　１０１４０８）
６）（鹏城实验室　广东深圳　５１８０５５）

摘　要　为减轻用户商品交互数据稀疏和冷启动问题对协同过滤算法推荐效果的影响，许多研究者将知识图谱
引入推荐系统．然而既往工作对协同知识图谱中关系的建模较为单一，表达能力较弱，不利于建模实体间的复杂关
系以及学习用户和商品的嵌入．为克服这一问题，本文提出基于对偶四元数的协同知识图谱推荐模型（ＤＱＫＧＲ），
利用富有表达力的对偶四元数嵌入表示用户和商品，以有效建模实体和关系之间复杂的潜在依赖．在商品和用户
的嵌入学习部分，本文设计了一个新的知识图谱嵌入模型（ＤＱＫＧＥ），可基于莫比乌斯变换捕捉协同知识图谱中实
体间多种复杂关系，并基于此设计偏好传播与聚合方法以利用知识图谱中的结构信息进行推荐．为验证所提
ＤＱＫＧＲ模型的有效性，在公开的ＬａｓｔＦＭ、ＭｏｖｉｅＬｅｎｓ２０Ｍ和ＢｏｏｋＣｒｏｓｓｉｎｇ数据集上进行大量实验，结果表明所
提ＤＱＫＧＲ模型推荐结果在多个评测指标上优于现有方法，可在平均意义上产生２．８３％以上的性能提升．
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１　引　言
随着互联网的快速发展，用户可获得的数据量

日益增长．由于信息过载，人们很难在众多选择中挑
选出真正感兴趣的内容．为了向用户提供个性化的
建议，从而改善用户体验，推荐系统（Ｒｅｃｏｍｍｅｎｄｅｒ
Ｓｙｓｔｅｍ）应运而生，在购物网站［１］、多媒体内容（如
视频［２］、音乐［３］、新闻［４］等）发布和传播平台、社交软
件［５］等现实场景中得到广泛应用．在众多推荐算法
中，基于协同过滤（ＣｏｌｌａｂｏｒａｔｉｖｅＦｉｌｔｅｒｉｎｇ）［６］的推
荐算法主要根据历史用户商品交互数据对用户／商
品相似性进行分析，从而进行推荐．由于其不需要额
外的用户或商品特征，并且通常可以有效地捕获用
户偏好，因此得到广泛应用．然而，当面对历史用户
商品交互数据稀疏和冷启动问题时，这类算法难以
取得令人满意的效果．为此，研究人员提出混合的推
荐算法，将用户或者商品的辅助信息与协同过滤算
法相结合，作为对稀疏历史用户商品交互数据的补
充，从而提高算法的性能．目前，已有多种不同辅助
信息被应用于推荐系统，例如商品的图像［７］、评价文
本［８９］、用户的属性［１０］等．与上述孤立的辅助信息不
同，知识图谱（ＫｎｏｗｌｅｄｇｅＧｒａｐｈ）作为一种结构化
的语义网络，能够连接不同的商品实体［１１］并为推荐
系统提供大量现实世界的知识，因而近年来受到大
量关注．

通常而言，知识图谱是由节点表示实体、由边
表示关系的有向异构图．现实世界中丰富的事实可
以通过知识图谱中形如（头实体，关系，尾实体）的三

元组进行结构化表示．例如，电影知识图谱中的三元
组（ＴｈｅＴｒｕｍａｎＳｈｏｗ，ｆｉｌｍ．ｄｉｒｅｃｔｏｒ，ＰｅｔｅｒＷｅｉｒ）表
示“电影《楚门秀》的导演为彼得·威尔”这一事实
（Ｆａｃｔ）．知识图谱的引入可以为推荐系统提供更
多的结构信息，有利于进一步挖掘用户和商品之
间的关系信息，从而提高推荐结果的精准程度．与
此同时，知识图谱上连接的三元组路径也有利于
增强推荐结果的可解释性．在过去的几年中，研究
人员对知识图谱在推荐系统中的应用进行了大量
的研究［１１１５］，以期利用知识图谱的结构信息学到
有效的用户和商品表示．其中，最经典的是基于嵌
入的方法，例如，Ｚｈａｎｇ等人［１２］提出的ＣＫＥ模型使
用ＴｒａｎｓＲ［１６］方法从知识图谱中学习商品的表示．这
种方法通常基于知识图谱嵌入（ＫｎｏｗｌｅｄｇｅＧｒａｐｈ
Ｅｍｂｅｄｄｉｎｇ）［１６１８］算法对商品知识图谱进行表示学
习，灵活性较好，但得到的商品表示可能更适合原
始图谱上的链路预测任务而非推荐任务．第二类
是基于路径的方法，利用知识图谱中的链接模式
构建元路径，进而辅助推荐任务．具体而言，Ｙｕ等
人［１３］将知识图谱视为异质信息网络（Ｈｅｔｅｒｏｇｅｎｅｏｕｓ
ＩｎｆｏｒｍａｔｉｏｎＮｅｔｗｏｒｋ），提取基于元路径的潜在特
征，从而对用户和商品在不同关系路径下所具备的
连通性进行建模．这类方法可更自然和直观地利用
知识图谱的信息，并且可通过元路径对推荐结果进
行解释，但是严重依赖预先设置的元路径，灵活性较
差．第三类方法是混合的方法，这类方法将基于嵌入
的方法和基于路径的方法相结合，从而更充分地挖
掘知识图谱中的有效信息．例如，Ｗａｎｇ等人［１１］提出
ＲｉｐｐｌｅＮｅｔ模型，设计一种与水波相似的偏好传播机
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制，用户的兴趣被沿着知识图谱中三元组的路径显式
传播．随着图神经网络（ＧｒａｐｈＮｅｕｒａｌＮｅｔｗｏｒｋｓ，
ＧＮＮ）［１９］的快速发展，结合ＧＮＮ的混合算法被提
出，代表性地，ＫＧＣＮ模型［１４］基于图卷积神经网络
处理知识图谱，从而自动捕捉用户的高阶个性化偏
好信息．此外，ＫＧＡＴ模型［１５］将用户商品交互信息
和知识图谱转化为统一的用户商品图谱，并结合
ＴｒａｎｓＲ［１６］和ＧＮＮ的思想，在统一的图谱上显式地
对图中的高阶关系进行建模．实验结果表明，混合的
方法通常可以更有效地提高个性化推荐的精准
程度．

尽管现有结合知识图谱的推荐模型已取得初步
成功，但在从协同知识图谱提取信息的过程中，仍存
在如下问题：（１）目前关于协同知识图谱的嵌入算
法通常将关系建模为单一的几何变换，不能同时建
模协同知识图谱中实体的多种复杂关系模式［２０］（如
对称／反对称模式、反演模式、组合模式以及多关系
模式等）．例如，Ｈｕａｎｇ等人［２１］提出的ＫＳＲ模型、
Ｙｅ等人［２２］提出的ＢＥＭ模型均使用ＴｒａｎｓＥ［１７］算法
从知识图谱中学习，不能建模对称模式；Ｃａｏ等人［２３］

提出的ＫＴＵＰ框架使用ＴｒａｎｓＨ［１８］算法，ＣＫＥ［１２］、
ＡＫＵＰＭ［２４］及ＫＧＡＴ［１５］等模型使用ＴｒａｎｓＲ［１６］算
法提取辅助信息，这两种知识图谱嵌入算法均无法
建模反演模式和组合模式，限制了对知识图谱中复
杂关系的充分挖掘；（２）使用实数向量在欧氏空间
建模用户和商品，不利于挖掘协同知识图谱中实体
间的潜在交互，使模型表达能力欠佳；随着参数量的
增加，模型易趋于过拟合，限制性能提升．考虑到莫
比乌斯变换［２５］蕴含丰富的几何变换（平移、旋转、反
射和位似等），因此针对问题（１），可设计一种基于莫
比乌斯变换的嵌入学习算法，以建模知识图谱中实
体间的复杂关系．同时，注意到Ｃｌｉｆｆｏｒｄ［２６］提出的对
偶四元数（ＤｕａｌＱｕａｔｅｒｎｉｏｎ）具有直观的几何和物
理解释．且对偶四元数乘法中蕴含的汉密尔顿乘积
（Ｈａｍｉｌｔｏｎｐｒｏｄｕｃｔ）具有较强的表示能力（已成功
应用于语音识别［２７］、知识图谱嵌入［２８］等领域），可用
于捕捉实体间丰富的交互．以上分析促使本文尝试
基于对偶四元数在超复数空间中建模用户、商品、实
体和关系，使问题（２）也可同时得到解决．

综上所述，本文主要贡献如下：
（１）为解决推荐协同知识图谱中对关系建模单

一的问题，提出一种基于对偶四元数和莫比乌斯变
换的知识图谱嵌入算法（ＤＱＫＧＥ）．引入对偶四元
数，可在超复数空间中对所构建的协同知识图谱进

行表示学习，对偶四元数乘积蕴含的丰富表示能力
有利于捕捉协同知识图谱中的潜在交互关系．此外，
莫比乌斯变换将关系建模为丰富的几何变换，可建
模协同知识图谱中存在的多种基本关系模式．

（２）为实现更为精准和高效的推荐，提出基于
对偶四元数的知识图谱推荐模型（ＤＱＫＧＲ）．针对
协同知识图谱嵌入后得到用户、商品和实体的对偶
四元数表示，提出一种基于注意力的偏好传播与聚
合机制，从而利用知识图谱的结构信息丰富实体的
表示．

（３）在ＬａｓｔＦＭ、ＭｏｖｉｅＬｅｎｓ２０Ｍ和ＢｏｏｋＣｒｏｓｓｉｎｇ
数据集上进行的大量实验结果表明，相比于既往工
作，本文所提出的ＤＱＫＧＲ模型在多个数据集上不
同值情况下的Ｔｏｐ犓推荐结果更为精准，从而验证
了所提模型的有效性．

本文第２节为相关工作；第３节介绍与本文相关
的基础知识；第４节详细介绍提出的ＤＱＫＧＲ模型；
第５节为实验结果及分析；第６节对本文进行总结．

２　相关工作
在介绍本文主要工作前，本节先对既往工作及

其必要技术细节进行简要回顾，２．１小节主要回顾
四元数以及对偶四元数的应用，２．２小节主要回顾
知识图谱表示学习相关方法，随后２．３小节中回顾
现有结合知识图谱的推荐模型．
２１　四元数及对偶四元数

四元数最早由数学家汉密尔顿提出：四元数是
复数在超复数空间中的一种扩展，由一个实部和三
个虚部组成．与实数和复数相比，四元数的表示能力
相对更强，其可以表示三维空间的旋转．两个四元数
之间的汉密尔顿乘积是不可交换的，并具有内在的
反对称性质．对偶四元数由Ｃｌｉｆｆｏｒｄ［２６］提出，是四元
数在超复数空间中的一种扩展，同时，对偶四元数乘
法中的汉密尔顿乘积可使两个对偶四元数的所有实
部和虚部之间进行充分交互，因此具有很强的表达能
力．鉴于以上优势，四元数以及对偶四元数得到了许
多学者的关注，并且被成功应用于多个领域，包括机
器人学［２９］、图像识别［３０］、知识图谱嵌入［２８，３１］、自动
语音识别［２７］和通用推荐系统［３２］等．此外，Ｐａｒｃｏｌｌｅｔ
等人［３３］提出的四元数多层感知机在语言理解上取
得了优于标准的实数感知机的表现；在音素识别任
务上，该团队提出的四元数循环神经网络［３４］通过更
小的计算量取得优于传统循环神经网络的性能．简
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而言之，四元数和对偶四元数更有利于捕捉神经网
络编码多维输入特征之间潜在的相互依赖和内部依
赖，并显示出良好的模型性能．

值得注意的是，目前尚未有工作将对偶四元数
表示引入到结合知识图谱的推荐系统中，尽管已有
工作如文献［３２］等将四元数表示引入推荐系统，并
取得了良好的性能，但该工作仅利用四元数实现矩
阵分解技术的扩展，无法利用辅助信息提高推荐的
精准程度．因此，本文进一步探索利用对偶四元数实
现结合知识图谱的个性化推荐任务，以期从大规模
知识图谱中挖掘有效的辅助信息，从而提升个性化
推荐的精准程度．
２２　知识图谱表示学习

知识图谱表示学习，也称作知识图谱嵌入，其目
的是将实体和关系映射到低维向量，同时保留其内
在信息．作为知识图谱补全、三元组分类、实体识别
和关系提取等具体知识获取任务的基础，如何进行
有效的知识图谱表示学习成为一个热点问题．根据
对三元组中实体和关系建模空间的不同，本文将大
多数现有的知识图谱嵌入方法分为三类，即基于欧
式空间的嵌入模型、基于复数空间的嵌入模型以及
基于非欧空间的嵌入模型．

基于欧式空间的嵌入模型通常将关系视为头尾
实体之间的平移操作，其中最具代表性的方法是
ＴｒａｎｓＥ［１７］．该方法将实体和关系表示为同一个空间
中的向量，并将关系狉视为头实体犺到尾实体狋的
平移向量．因此，对于图谱中真实存在的三元组
（犺，狉，狋），其头实体嵌入犺、关系嵌入狉、尾实体嵌入狋
满足犺＋狉≈狋．该方法形式简单，但是仅能有效建模
１对１的关系，不能处理１对犖、犖对犖的关系．
为此，Ｆｅｎｇ等人［１８］提出ＴｒａｎｓＨ模型，引入关系特
定超平面，将关系解释为其特定超平面上的平移向
量．Ｌｉｕ等人［１６］提出ＴｒａｎｓＲ模型，引入关系特定空
间，将关系解释为其特定空间内的平移向量．其他
代表性的相关模型还包括ＴｒａｎｓＤ［３５］、ＴｒａｎｓＧ［３６］、
ＫＧ２Ｅ［３７］、ＴｒａｎＳｐａｒｅｓｅ［３８］、ＴｏｒｕｓＥ［３９］模型等．综上，
基于欧式空间的模型相对简单有效，但无法完全捕
获知识图谱中的三种基本关系模式，即对称／反对称
模式、反演模式以及组合模式．

基于复数空间的嵌入模型主要在复空间中利用
旋转操作建立匹配规则，并进行知识图谱嵌入．早期
代表方法如Ｙａｎｇ等人［４０］提出的ＤｉｓｔＭｕｌｔ模型和
Ｔｒｏｕｉｌｌｏｎ等人［４１］提出的ＣｏｍｐｌＥｘ模型，首先将嵌
入空间扩展到复数空间，并利用复数运算建立三元

组匹配规则．随后，Ｓｕｎ等人［２０］提出ＲｏｔａｔＥ模型，
利用复空间内只有一个旋转面的关系运算，将三元
组中的关系形式化为从头实体到尾实体的旋转操
作，从而首次实现对知识图谱中三种基本关系模式
的统一建模．近期，Ｚｈａｎｇ等人［２８］提出的ＱｕａｔＥ模
型将复数空间扩展到四元数空间，使用两个旋转面
的旋转操作取得进一步提升．Ｃａｏ等人［３１］进一步将
对偶四元数引入到知识图谱中，利用对偶四元数的
几何性质，将关系建模为旋转和平移的组合，提升了
模型性能．考虑到在基于几何变换的知识图谱模型
中，关系常建模为对实体嵌入向量的各种变换以
增强模型的表达能力，而以上方法不能利用反射和
位似等几何变换，因此对关系的建模丰富度还存在
欠缺．

基于非欧空间的嵌入模型将双曲空间引入知识
图谱嵌入．由于知识图谱的结构通常比较复杂，有的
包含大量的层次结构．ＭｕＲＰ模型［４２］最早将知识图
谱中的关系建模为双曲空间中的平移，利用双曲空
间在刻画层次结构的优势，ＭｕＲＰ在此类数据集上
表现优异．ＲＯＴＨ［４３］进一步将关系建模为非欧空间
中的旋转，增强了模型对基本关系模式的建模能力．
此外，还有一些其他利用非欧几何进行知识图谱嵌
入的方法（如文献［４４］等），其主要将关系建模为非
欧空间中的平移或者旋转等变换，这就使得模型在
多种关系模型的刻画方面存在欠缺．

综上所述，既往嵌入方法的成功表明了无论是
欧式空间、复数空间还是非欧空间，丰富的几何操作
更有利于实现对知识图谱中多种关系模式的建模，
但同时也可以看到既往方法对关系的建模模式还较
为单一（主要考虑旋转和平移）．这启发本文探寻包
含丰富几何变换的嵌入方法，以期更有效地从现实
世界中复杂的商品知识图谱中提取信息，辅助个性
化推荐任务．
２３　结合知识图谱的推荐模型

推荐系统的目的是帮助用户从海量的商品（如
图书、电影等）找到其可能感兴趣的部分，从而提
升用户体验．常用的推荐方法通常包括如下两个步
骤：（１）利用已有数据学习给定用户和商品的表示；
（２）学习一个评分函数，预测用户对商品的喜好程
度．传统的协同过滤推荐算法仅利用历史的用户商
品交互数据，面对数据稀疏和冷启动问题时效果不
佳．为了缓解这一问题，研究人员提出混合的推荐算
法，将用户或者商品的多种辅助信息与协同过滤算
法相结合，作为对稀疏历史用户商品交互数据的补
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充，从而提高算法的性能．本文主要针对结合知识图
谱的推荐模型展开相关研究．

根据使用知识图谱的不同方式，结合知识图谱
的推荐模型大致可分为基于嵌入的方法［１２，２３，４５４７］、
基于路径的方法［９，４８５１］和混合的方法［１１，１４１５，２４，５２］．基
于嵌入的方法通常利用知识图谱嵌入算法对商品
知识图谱进行表示学习，从中提取信息进而辅助推
荐任务．例如，Ｚｈａｎｇ等人［１２］提出的ＣＫＥ模型使用
ＴｒａｎｓＲ［１６］方法从知识图谱中学习商品的表示；Ｃａｏ
等人［２３］提出的ＫＴＵＰ框架使用ＴｒａｎｓＨ［１８］方法进
行知识图谱嵌入．这类方法在使用知识图谱辅助推
荐任务中展现出较高的灵活性，但是使用的知识图
谱嵌入算法本身通常更适合链路预测等任务而非推
荐任务；此外，这种方法产生的推荐结果可解释性较
差．基于路径的方法通常对知识图谱中商品之间的
各种连接模式进行探索，为推荐任务提供额外的指
导信息．例如，Ｙｕ等人［１３］从知识图谱提取基于元路
径的潜在特征，从而对用户和商品在不同的关系路
径下所具备的连通性进行建模．Ｈｕ等人提出的［９］

学习元路径的表示，从而建模用户商品交互．这类
方法利用知识图谱的方式更为自然和直观，可通过
元路径对推荐结果进行解释，但是严重依赖手动设
置的元路径，难以在实际应用中进行优化．为了兼具
上述两种方法的优势，近期越来越多的研究人员提
出混合的方法，将基于嵌入的方法和基于路径的方
法相结合，从而更充分地挖掘知识图谱中的有效信
息．例如，Ｗａｎｇ等人［１１］提出ＲｉｐｐｌｅＮｅｔ模型，设计
一种与水波相似的偏好传播机制，用户的兴趣被沿
着知识图谱中三元组的路径显式地传播．此外，随着
图神经网络的迅速发展，图卷积神经网络、图注意力
神经网络的思想也在混合方法中得到应用，以期借
助知识图谱中的高阶信息辅助偏好建模．例如，
ＫＧＣＮ模型［１４］使用图卷积神经网络处理知识图谱，
从而自动捕捉用户的高阶个性化偏好信息．此外，
ＫＧＡＴ模型［１５］则将用户商品交互信息和知识图谱
转化成统一的用户商品图谱，利用基于平移的
ＴｒａｎｓＲ［１６］和图注意力神经网络的思想，在统一的图
谱上显式地对图中的高阶关系进行建模．ＱＫＧＮ［５３］
则进一步将ＱｕａｔＥ［２８］引入协同知识图谱，在学习实
体的嵌入时将关系建模为空间的旋转，提升了模型
的表达力．混合的方法通常可以更有效地提高个性
化推荐的精准程度，并在一定程度上保留推荐结果
的可解释性．

综上可知，现有结合知识图谱的推荐模型大多
在协同知识图谱中将关系建模为单一的几何变换

（如平移或旋转）以及使用实数向量度量用户和商品
之间的关系，这使得模型表达能力相对较弱，因而在
建模协同知识图谱中复杂关系的方面存在欠缺．基
于此，本文引入莫比乌斯变换以建模协同知识图谱
中的复杂关系，并利用对偶四元数在超复数空间学
习实体和关系的嵌入，以实现更精准的个性化推荐．

３　相关定义
本节主要介绍与知识图谱和推荐系统相关的问

题定义，以及所使用的对偶四元数和莫比乌斯变换
相关定义．
３１　问题定义

给定用户集合犝＝｛狌１，狌２，…，狌｜犝｜｝和商品（项
目）集合犞＝｛狏１，狏２，…，狏｜!｜｝，根据用户的隐式反馈
定义构建用户商品交互矩阵犢∈!

｜犝｜×｜犞｜，其中每
个元素狔狌狏定义如下：

狔狌狏＝１，若已观测到交互（狌，狏）
０，若未观测到交互（狌，狏｛ ） （１）

根据式（１），当且仅当用户狌被观测到与商品狏
产生交互行为（如用户观看电影、购买商品、听音乐、
点击广告等）时，将狔狌狏记为１，其余情况下狔狌狏则均
记为０．

此外，本文采用商品的知识图谱"作为辅助信
息，从而辅助个性化推荐任务．知识图谱"＝（#，$）
使用节点表示实体、使用边表示关系的有向异构图，
其中#表示节点集合，$表示边的集合．知识图谱通
过两个相连的节点及其连边构成形如（头实体，关
系，尾实体）的三元组，记录现实世界中按照“主语
谓语宾语”逻辑存储的事实．

图１　协同知识图谱构建示意图

如图１，给定用户商品交互矩阵犢和商品的知
识图谱"＝（#，$），将用户商品交互矩阵犢转化
为用户商品二部图．此处实际上是将用户商品交
互转化为三元组，然后依靠商品与商品知识图谱内
的实体的对齐关系将二者进行合并为统一的有向图
"

犮，称之为协同知识图谱（更多细节可参考附录Ａ．１）．
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基于协同知识图谱"

犮，本文的任务是预测每个用户
将来可能感兴趣的前犓个商品．具体而言，本文旨
在学习一个预测函数，对于给定的用户狌和商品狏
可预测偏好分数狊（狌，狏），分数越高则表示用户对该
商品的潜在感兴趣程度越高．
３２　符号定义

以上介绍了推荐系统中的问题设置，在上述问
题定义的基础上，后续本文还将介绍一些关于知识
图谱的模型定义以及符号设置．这里将本文经常出
现的符号总结在表１中．

表１　主要符号定义
符号 含义
% 用户集合
! 商品（项目）集合
狌犻 第犻个用户
狏犼 第犼个商品（项目）
狔狌狏 用户狌被观测到与商品狏产生交互
" 知识图谱
"

犮 协同知识图谱
#

（协同）知识图谱实体集合
$

（协同）知识图谱关系集合
狑犺 头实体的对偶四元数嵌入
狑狉 关系的对偶四元数嵌入
狑狋 尾实体的对偶四元数嵌入
&犺 头实体的单跳邻居集合
⊙ 哈达马乘积
 对偶四元数乘积

３３　协同知识图谱中多种关系模型定义
协同知识图谱（假设其包括实体狓，狔，狕∈#

，关
系狉，狉１，狉２∈$

）实体间存在丰富的交互关系．这些
关系隶属于不同的关系模式，因而建模这些关系模
式对于学习实体的嵌入和挖掘潜在关系至关重要．
协同知识图谱中的多种关系模式的定义如下：

（１）关系狉被称为对称或反对称关系，如果：
狓，狔∈#

，（狓，狉，狔）（狔，狉，狓）ｏｒ
（狓，狉，狔）!（狔，狉，狓） （２）

（２）关系狉２是狉１的反演关系，如果有：
狓，狔∈#

，（狓，狉１，狔）（狔，狉２，狓） （３）
（３）关系狉３被称为关系狉１和狉２的组合关系，如

果满足：
狓，狔，狕∈#

，狉１（狓，狔）∧狉２（狔，狕）狉３（狓，狕）（４）
３４　对偶四元数相关定义

四元数是超复数系统的一种代表，已被成功应
用于多个领域，首先介绍其基本定义．

定义１．　四元数．四元数是一种超复数系统，
一个四元数狇∈"由一个实部和三个虚部组成，定
义为

狇＝犪＋犫犻＋犮犼＋犱犽 （５）

其中犪，犫，犮，犱是实数，犻，犼，犽是满足如下汉密尔顿规
则的虚单位数：

犻２＝犼２＝犽２＝犻犼犽＝－１ （６）
根据定义１所示汉密尔顿规则，可推导得到犻犼＝

犽，犼犻＝－犽，犼犽＝犻，犽犼＝－犻，犽犻＝犼及犻犽＝－犼．根据
以上规则，虚数单元之间的乘积实现不同虚轴之间
的转换．基于此，定义２所示四元数的汉密尔顿乘积
可建模三维空间中的旋转操作．

定义２．　四元数汉密尔顿乘积．给定四元数
狇１＝犪１＋犫１犻＋犮１犼＋犱１犽与狇２＝犪２＋犫２犻＋犮２犼＋犱２犽，
其汉密尔顿乘积由两个四元数中所有元素的标准乘
法组成：

狇１狇２＝（犪１犪２－犫１犫２－犮１犮２－犱１犱２）＋　
（犪１犫２＋犫１犪２＋犮１犱２－犱１犮２）犻＋
（犪１犮２－犫１犱２＋犮１犪２＋犱１犫２）犼＋
（犪１犱２＋犫１犮２－犮１犫２＋犱１犪２）犽 （７）

此外，在四元数的基础上，本文引入对偶数（定
义３）及结合二者实现的对偶四元数（定义４），从而
同时建模平移和旋转操作．

定义３．　对偶数．对偶数狕犱可定义为
狕犱＝犪＋'犪

'

（８）
其中犪和犪

'

是实数（或其他代数域的元素），'是满
足'

２＝０的对偶单位．在上式中，犪和犪
'

分别代表对
偶数狕犱的实部和对偶部．

定义４．　对偶四元数．给定四元数狇１＝犪１＋犫１犻＋
犮１犼＋犱１犽与狇２＝犪２＋犫２犻＋犮２犼＋犱２犽，对偶四元数犙
定义为

犙＝狇１＋'狇２ （９）
其中四元数狇１和狇２分别为对偶四元数犙的实部和
对偶部分．
３５　莫比乌斯变换

莫比乌斯变换是定义在扩充复平面#

　^＝#∪｛∞｝
上的几何变换，其中#为复平面，∞为无穷远点，此类
扩充复平面也被称为黎曼球面．每个莫比乌斯变换
都是黎曼球面到自身的映射．假设［狓，狔］为#

　^中点的
齐次坐标，则#

　^中的莫比乌斯变换τ：#　^→#

　^为

τ（［狓，狔］）＝犛［］狓狔，犛＝犪犫［ ］犮犱 （１０）

其中矩阵犛是可逆的（ｄｅｔ（犛）≠０）．对于空间中的点
狓，可以扩充其齐次坐标为［狓，１］，则其莫比乌斯变
换可以表示为

　狓→狓［］１→犪犫［ ］犮犱
狓［］１→犪狓＋犫

犮狓＋［ ］犱→犪狓＋犫犮狓＋犱（１１）
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其中，可定义映射犳：#　^→#

　^如下：
犳（狓）＝犪狓＋犫犮狓＋犱，犪犱－犫犮≠０ （１２）

式（１２）可以表示所有的莫比乌斯变换．
所有莫比乌斯变换的集合在复数域下构成一个

群，称为“莫比乌斯群”，记为(

（
#

　^）．该群是黎曼球
面#

　^上的自同构群犃狌狋（#　^），具体而言，它可以表示
为一个在射影空间中由所有配备矩阵乘法的２×２
矩阵构成的群，记为犘犌犔（２，#）．鉴于莫比乌斯变
换可同构于三维双曲空间中的保向等距同构群，因
此本文引入莫比乌斯变换以期更好地建模协同知识
图谱中的复杂关系以及学习实体的嵌入．

４　犇犙犓犌犚模型
本节主要介绍所提出的方法，包括模型总览和

各部分的具体设计，以及模型的学习方法．
４１　总　览

注意到对偶四元数在图像分类、语音识别等领
域的成功应用，本文提出了基于对偶四元数的协同
知识图谱推荐模型，其基本框架如图２所示．首先使
用用户商品交互数据和商品知识图谱构建用户商
品协同知识图谱，从而在统一的图谱上实现推荐算
法．为了进行协同知识图谱表示学习，利用对偶四
元数乘积可捕捉实体间丰富的潜在交互，增强模
型的表达能力；引入莫比乌斯变换，从而可有效地
建模知识图谱中的可能存在的多种基本关系模
式；为利用知识图谱路径上的邻居信息，基于注意
力机制设计了适用于对偶四元数向量的偏好传播与
聚合算法；此外，针对已观测到的用户商品交互数
据设计成对比较的损失函数，从而对用户商品偏好
预测进行优化．

图２　基于对偶四元数的协同知识图谱推荐模型框架图

４２　基于对偶四元数和莫比乌斯变换的协同知识
图谱嵌入模型（犇犙犓犌犈）

４．２．１　对偶四元数嵌入
首先，利用对偶四元数对协同知识图谱中的用

户、商品、实体和关系以向量形式进行表示．根据定
义４，可将对偶四元数的向量形式表示为

狑＝狇１＋'狇２ （１３）
其中狇１，狇２为满足狇１，狇２∈"

犽的四元数向量：
狇１＝犪１＋犫１犻＋犮１犼＋犱１犽，
狇２＝犪２＋犫２犻＋犮２犼＋犱２犽 （１４）

犪１，犫１，犮１，犱１，犪２，犫２，犮２，犱２∈!

犽均为维度为犽的实数
向量．同时，可得狑的四元数形式狑（犪，犫，犮，犱）＝犪＋
犫犻＋犮犼＋犱犽，其中犪＝犪１＋'犪２，犫＝犫１＋'犫２，犮＝犮１＋
'犮２且犱＝犱１＋'犱２．

因此，对于协同知识图谱"

犮中的三元组（犺，狉，狋），
头实体犺、关系狉、尾实体狋可分别使用对偶四元数
向量表示为狑犺，狑狉及狑狋，其四元数形式分别记作
狑犺（犪犺，犫犺，犮犺，犱犺）、狑狉（犪狉，犫狉，犮狉，犱狉）及狑狋（犪狋，犫狋，犮狋，犱狋）．
后文将利用此对偶四元数向量对用户、商品、实体和
关系进行建模，并实现个性化推荐任务．
４．２．２　三元组可信度评分

为获得任一三元组（犺，狉，狋）存在于协同知识图
谱中的可信度分数，假定协同知识图谱中的三元组
满足如下的语义匹配原则：头实体犺和尾实体狋可
以通过基于关系狉的莫比乌斯变换进行匹配．具体
而言，如果该三元组存在于协同知识图谱中，即该三
元组的可信度分数高，则期望变换后的头实体与尾
实体嵌入之间的内积会尽可能大；反之，若图谱中不
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存在该三元组，即该三元组的可信度分数低，则期望
其得分函数会尽可能小．需要注意的是，这里并非对
于正负样本存在不同的变换标准，这实际是由后续
的损失函数决定．即损失函数希望增大正样本的可
信度分数，同时减少负样本的分数．注意到关系对偶
四元数矩阵的表示为

狑狉＝
狑狉犪 狑狉犫
狑狉犮 狑狉
熿
燀

燄
燅犱

（１５）

其中，狑狉犪＝狑狉犪（犪，犫，犮，犱）＝犪狉犪＋犫狉犪犻＋犮狉犪犼＋犱狉犪犽，
狑狉犫、狑狉犮和狑狉犱与狑狉犪形式类似．接下来，根据以上对偶
四元数的运算，与关系交互后的头实体狑犺′可表示为

狑′犺＝犳（狑犺，狑狉）＝狑狉犪狑犺＋狑狉犫狑狉犮狑犺＋狑狉犱
，

狑狉犪狑狉犱－狑狉犫狑狉犮≠０，犻＝１，…，犱 （１６）
其中犳为莫比乌斯变换，狓狔为变量狓和狔之间的对
偶四元数除法［２６］．首先计算头实体的表示狑犺和狑狉犪
之间的对偶四元数乘积，用以实现实体和关系的语
义匹配：
狑狉犪狑犺＝（犪狉犪⊙犪犺－犫狉犪⊙犫犺－犮狉犱⊙犮犺－犱狉犪⊙犱犺）＋

（犪狉犪⊙犫犺＋犫狉犪⊙犪犺＋犮狉犪⊙犱犺－犱狉犪⊙犮犺）犻＋
（犪狉犪⊙犮犺－犫狉犪⊙犱犺＋犮狉犪⊙犪犺＋犱狉犪⊙犫犺）犼＋
（犪狉犱⊙犱犺＋犫狉犪⊙犮犺－犮狉犪⊙犫犺＋犱狉犪⊙犪犺）犽（１７）

其中，“⊙”表示向量间的哈达马乘积（Ｈａｄａｍａｒｄ
Ｐｒｏｄｕｃｔ）．根据定义１及定义４中相应的运算规则将
式（１７）逐项展开并整理，对偶四元数之间的乘积可
表示为狑犺，狉犪：

狑犺，狉犪＝（犪′犺１＋'犪′犺２）＋（犫′犺１＋'犫′犺２）犻＋
　（犮′犺１＋'犮′犺２）犼＋（犱′犺１＋'犱′犺２）犽
＝犪′犺＋犫′犺犻＋犮′犺犼＋犱′犺犽 （１８）

完成头实体狑犺与关系中狑狉犪部分的交互，然后
将其与关系的狑狉犫部分做对偶四元数加法，以上运
算可使得协同知识图谱中实体和关系的对偶四元数
表示得到更充分的交互．式（１６）中的狑狉犮狑犺＋狑狉犱可
同理计算．通过将关系建模为莫比乌斯变换，可以对
实体进行平移、旋转、反射、位似等多种几何变换，从
而增强了模型的表达能力，以便更好地学习实体的
嵌入．

将经过莫比乌斯变换后的头实体记为狑′犺，以狑′犺
与尾实体狑狋之间的扩展内积作为三元组评分函数
犵（·），用以度量三元组在该协同知识图谱中是否真
实存在的可信度分数．变换后的头实体和尾实体越
接近，则二者的可信度分数越高．具体地，使用如下
方式计算对偶四元数向量之间的扩展内积：

犵（犺，狉，狋）＝〈狑′犺，狑狋〉
＝〈犪′犺，犪狋〉＋〈犫′犺，犫狋〉＋〈犮′犺，犮狋〉＋〈犱′犺，犱狋〉（１９）

相应地，犵（犺，狉，狋）即为三元组（犺，狉，狋）的可信度
分数．理想情况下，犵（犺，狉，狋）越高表明该三元组越有
可能真实存在于协同知识图谱中；反之，则表明三元
组存在于协同知识图谱中的可信度较低．考虑到存
在于协同知识图谱中的三元组应该比不存在的三元
组有更高的可信度分数，采用如下交叉熵损失函数：
　)ＫＧ＝∑（犺，狉，狋，狋′）∈*犌犮

－ｌｎσ（犵（犺，狉，狋）－犵（犺，狉，狋′））（２０）

其中*犌犮＝｛（犺，狉，狋，狋′）｜（犺，狉，狋）∈"

犮，（犺，狉，狋′）+

犮｝
为协同知识图谱学习对偶四元数嵌入的训练集，
σ（·）表示Ｓｉｇｍｏｉｄ激活函数．上述基于对偶四元数
和莫比乌斯变换的知识图谱嵌入（ＤＱＫＧＥ）可作为
一个新的知识图谱嵌入方法使用．在本文的推荐中，
该方法可引导每个用户和商品利用知识图谱中的信
息丰富自身嵌入，进而提升推荐质量．
４３　基于注意力机制的偏好传播与聚合

经过基于对偶四元数的协同知识图谱表示学
习，利用协同知识图谱中三元组的信息对实体和关
系的表示进行优化，得到用户和商品的对偶四元数
嵌入，从而用于实现个性化推荐．考虑到仅使用协同
知识图谱表示学习得到的嵌入缺乏合理的偏好传播
机制，更适合图上具体的知识获取任务，本文进一步
基于注意力机制设计偏好传播与聚合算法，沿知识
图谱路径利用每个实体的邻居信息辅助用户偏好的
学习．
４．３．１　偏好传播

注意到在协同知识图谱中，用户偏好可通过以
犺作为头实体的三元组传播．因此，基于协同知识图
谱中三元组构成的传播路径，期望模型能够利用头
实体犺的邻居信息以加强对每个实体偏好信息的建
模．具体地，将头节点犺的单跳邻居集合表示为&犺＝
｛（犺，狉，狋）｜（犺，狉，狋）∈"

　犮｝．
考虑到不同的尾实体狋对头实体犺的重要程度

不尽相同，在传播过程中使用基于相似性的注意力
机制．首先使用关系狉的嵌入对头实体犺的嵌入进
行莫比乌斯变换，并使用ｔａｎｈ（·）作为非线性激活
函数，再计算变换后头实体嵌入与尾实体嵌入的相
似度作为注意力分数π（犺，狉，狋），用以衡量通过关系
狉由尾实体狋传播至头实体犺的偏好信息权重：

π（犺，狉，狋）＝〈ｔａｎｈ（狑狋），ｔａｎｈ（犳（狑犺，狑狉））〉（２１）
其中犳为莫比乌斯变换．上述注意力机制旨在引导模
型为超复数空间中得分更为接近的三元组传播更多
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的偏好信息．此后，使用归一化指数函数（Ｓｏｆｔｍａｘ）
对以上注意力分数进行标准化：
π～（犺，狉，狋）＝ ｅｘｐ（π（犺，狉，狋））

∑（犺，狉′，狋′）∈&犺ｅｘｐ（π（犺，狉′，狋′））
（２２）

使用注意力分数计算关于头实体犺邻居实体表
示的线性组合，用以捕获其一阶结构信息，记作狑

&犺：
狑

&犺＝∑（犺，狉，狋）∈&犺
π～（犺，狉，狋）狑狋 （２３）

通过此方式为协同知识图谱中所有实体（即所
有用户、商品和其他实体），计算其相应的邻居传播
信息狑

&犺，从而实现后续的偏好聚合过程．
４．３．２　偏好聚合

对于实体犺，将其表示狑犺与其邻居信息狑&犺聚
合为维度犽′的对偶四元数向量狑犪犵犵犺（犪犪犵犵犺，犫犪犵犵犺，犮犪犵犵犺，
犱犪犵犵犺）．为了充分地融合这两种表示，此处采用结合
加法和乘法的双交互聚合方式：

狑犪犵犵犺＝ＬｅａｋｙＲｅｌｕ（犘１（狑犺＋狑&犺））＋
ＬｅａｋｙＲｅｌｕ（犘２（狑犺⊙狑

&犺
）） （２４）

其中犘１，犘２是可训练的对偶四元数权重矩阵．
以上偏好传播和偏好聚合模块帮助用户、商品

和知识实体显式地捕获其局部结构信息．考虑到对
偶四元数丰富的表达能力，可要求模型仅学习一阶
邻居信息以辅助个性化推荐任务．此外，也可通过堆
叠以上偏好传播与聚合层，从而捕获协同知识图谱
中的高阶结构信息．
４４　用户商品偏好预测

通过以上过程，对于每个用户和商品最终可以
得到其原始对偶四元数嵌入和通过偏好传播增强的
对偶四元数嵌入，即用户狌具备两种嵌入｛狑狌，狑犪犵犵狌｝，
商品狏具备两种嵌入｛狑狏，狑犪犵犵狏｝．为了获得用于偏好
排序的效用函数，首先拼接用户狌的两种嵌入作为
其最终表示：
　狑狌（犪狌，犫狌，犮狌，犱狌）＝狑狌狑犪犵犵狌

＝［犪狌，犪犪犵犵狌］＋［犫狌，犫ａｇｇ狌］犻＋
　［犮狌，犮犪犵犵狌］犼＋［犱狌，犱犪犵犵狌］犽（２５）

其中“‖”表示两个对偶四元数之间的连接操作，即
分别拼接其对应的实数部分和虚数部分；［·，·］表
示向量之间的拼接操作．同理，通过如下方式获得商
品狏的最终表示狑狏：

狑狏（犪狏，犫狏，犮狏，犱狏）＝狑狏狑犪犵犵狏 （２６）
由于对偶四元数丰富的表达能力，本文将用户

狌和商品狏的对偶四元数表示之间的扩展内积作为
偏好排序的效用函数，计算用户狌对商品狏的偏好
分数：

狊^（狌，狏）＝〈狑狌，狑狏〉
　　＝〈犪狌，犪狏〉＋〈犫狌，犫狏〉＋〈犮狌，犮狏〉＋〈犱狌，犱狏〉（２７）

本文假设与未交互的商品相比用户更偏爱已交
互的商品，从而对用户的偏好进行优化．具体地，针
对同一用户的不同商品可设计如下成对排序损失
函数：

)犢＝∑（狌，犻，犼）∈*犢
－ｌｎσ（狊^（狌，犻）－狊^（狌，犼））（２８）

其中，*犢＝｛（狌，犻，犼）｜狔狌犻＝１，狔狌犼＝０｝是由已观测到
的用户商品交互构成的成对比较训练集．协同排序
损失函数可使模型从用户偏好出发，学习到保留排
序的效用函数．
４５　模型学习及优化

采用犔２正则化预防过拟合，记为)ｒｅｇ，其中包含
所提模型中所有的对偶四元数嵌入和可训练的参
数．使用λ１和λ２分别控制对偶四元数协同知识图谱
嵌入的损失项和正则化项的权重，从而在最终完整
的损失函数)ＤＱＫＧＲ中对)ＫＧ和)犢进行联合优化：

)ＤＱＫＧＲ＝)犢＋λ１)ＫＧ＋λ２)ｒｅｇ （２９）
受交替优化在已有工作［１５］中成功应用的启发，

此处对整体损失函数)ＤＱＫＧＲ和协同知识图谱嵌入损
失函数)ＫＧ进行联合优化．在每次迭代中，首先基于
)ＤＱＫＧＲ的梯度联合更新由协同知识图谱嵌入和偏好
传播聚合产生的所有对偶四元数嵌入，之后基于)ＫＧ

的梯度对协同知识图谱中实体和关系再次进行更
新，从而更好地利用汉密尔顿乘积丰富的表达能力
加强对知识图谱信息的利用．
４６　模型分析

在上述模型介绍中，ＤＱＫＧＲ模型在学习实体之
间嵌入时将关系建模为莫比乌斯变换犳（犺，狉），其可
看做一系列几何变换的组合：犳（犺，狉）＝犳４犳３犳２
犳１（犺，狉），其中犳１（犺，狉）＝犺＋狉犱狉犮，可看做平移

狉犱
狉犮个单

位；犳２（犺）＝１犺，可看做反演或者反射变换；犳３（犺，狉）＝
狉犫狉犮－狉犪狉犱
狉２犮 犺，可看做位似或旋转变换；犳４（犺，狉）＝犺＋

狉犪
狉犮，可看做平移变换．表２统计了几种流行知识图谱
嵌入模型支持的空间变换，与其他嵌入模型相比，
ＤＱＫＧＲ中的嵌入学习模块ＤＱＫＧＥ可将关系建模
为更为丰富的几何变换．基于此，ＤＱＫＧＥ可以充分
学习协同知识图谱中的各种关系，推理对称、反演以
及组合等多种关系模式（证明见附录Ａ．２），为后续
推荐过程提供更为精准可靠的嵌入．
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表２　几种流行知识图谱嵌入模型支持的空间变换
模型 平移 旋转 位似 反演 反射

ＴｒａｎｓＥ √ × × × ×
ＲｏｔａｔＥ × √ × × ×
ＣｏｍｐｌＥｘ × √ √ × ×
ＱｕａｔＥ × √ × × ×
ＤｕａｌＥ √ √ × × ×
ＤＱＫＧＥ √ √ √ √ √

注意到与较远处节点相比，一个节点在图结构
中通常与较近邻域的节点更为相似，也即协同知识
图谱中节点的相似性通常是局部的．莫比乌斯变换
是一种双射共形映射，其具有局部保角性［２５］．由于
平移、反演、位似与旋转变换都保持角度不变，两个
超复数（或向量）之间的幅角差（夹角）在经过莫比乌
斯变换后不变．因此，使用莫比乌斯变换能够通过特
定关系的变换来捕获实体之间的相似性．这有益于
偏好传播过程中对于实体的聚合，也有利于利用知
识图谱路径上的邻居信息．

进一步地，对于莫比乌斯变换矩阵犛，如果
ｄｅｔ（犛）＝１，变换后图子结构的体积和方向将保持不
变．在向量空间中，其他知识图谱嵌入模型由于转换
能力有限（如不支持反演和反射），难以捕捉复杂图结
构，因此，基于莫比乌斯变换的ＤＱＫＧＥ在捕捉图谱
结构方面更具有优势．此外，鉴于ＤＱＫＧＥ具有投
影变换的特性，能够较好地捕获异质结构．因此，在
推荐过程中，ＤＱＫＧＲ捕获的子图结构更有利于对
知识图谱路径上的邻居信息进行聚合．

５　实　验
为了验证所提方法的有效性，在三个具有代表

性的真实数据集上进行实验，包括音乐数据集Ｌａｓｔ
ＦＭ、电影数据集ＭｏｖｉｅＬｅｎｓ２０Ｍ和书籍数据集
ＢｏｏｋＣｒｏｓｓｉｎｇ，数据集信息如表３所示．

表３　数据集描述
类型 参数 ＬａｓｔＦＭＭｏｖｉｅＬｅｎｓ２０ＭＢｏｏｋＣｒｏｓｓｉｎｇ

用户商品
交互

用户数量　２３５６６ １１６６７９ 　６６３
商品数量　４８１２３ 　１６８７８ １１３８５
交互数量３０３４７９６ ６５９６０９７ １６７４４
密度／％ ０．１５ ０．３３ ０．２２

知识图谱
实体数量 ５８２６６ １０２５６９ ７７９０３
关系数量　　　９ 　　３２ 　　２５
三元组数量４６４５６７ ４９９４７４ １５１５００

５１　对比方法
为验证本文所提出算法的有效性，在实验中采

用以下９种对比方法与本文算法进行对比：

（１）ＢＰＲＭＦ［５４］是一个传统的矩阵分解模型，
其使用内积和成对比较排序损失函数进行个性化
推荐．

（２）ＦＭ［５５］是一种内容感知因子分解模型，采用
因子化的特征交互实现推荐任务．

（３）ＮＦＭ［５６］是一种较强的分解模型，其可同时
利用ＦＭ的线性特征和神经网络的非线性特征进
行推荐．

（４）ＣＫＥ［１２］通过ＴｒａｎｓＲ［１６］算法从知识图谱中
学习商品嵌入，作为补充信息进行个性化推荐．

（５）ＣＦＫＧ［４５］将用户商品交互和商品知识信息
集成到统一的图谱中，从而学习用户和商品表示进
行推荐．

（６）ＲｉｐｐｌｅＮｅｔ［１１］是一种类似记忆网络的模型，
可以在知识图谱中沿路径传播用户的偏好，辅助推
荐任务．

（７）ＫＧＣＮ［１４］是一个端到端的模型，其基于图
卷积神经网络在知识图谱中聚合商品信息．

（８）ＫＧＡＴ［１５］采用注意力机制区分邻居的重要
性，以对知识图谱中的高阶信息进行显式建模．

（９）ＱＫＧＮ［５３］引入超复数嵌入，通过设计特定
的偏好传播机制与结构信息相关的注意力机制进行
参数更新．

此外，为了验证模型各部分的有效性，本文添加
了消融实验．具体而言，除所提出ＤＱＫＧＲ模型之
外，还实现两种变体模型，因此共提出如下３种
模型：

（１）ｗ／ｏＤＱＫＧＥ在没有使用对偶四元数协同
知识图谱表示学习的情况下，只采用所提出的偏好
传播与聚合方法对协同知识图谱中所有用户、商品
和实体的随机初始化对偶四元数嵌入进行更新，完
成推荐任务．

（２）ｗ／ｏＰＰＬ只使用所提出的对偶四元数协同
知识图谱表示学习为用户和商品求取四元数嵌入，
不借助偏好传播与聚合机制，直接实现个性化推荐．

（３）ＤＱＫＧＲ为本文提出的完整模型，结合基于
对偶四元数的协同知识图谱嵌入及偏好传播与聚合
方法，实现最终的推荐任务．
５２　评价指标

为了对实验结果进行全面的比较，在实验中采
用以下评价指标：

（１）命中率（ＨｉｔＲａｔｉｏ，ＨＲ）直观地衡量模型预
测的Ｔｏｐ犓推荐列表是否包括用户真正感兴趣的
商品：若存在，则该指标为１；反之，则该指标为０．
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（２）精确率（Ｐｒｅｃｉｓｉｏｎ，Ｐ）表示在模型预测的
Ｔｏｐ犓推荐商品列表中，用户真正感兴趣的商品所占
比例．

（３）召回率（Ｒｅｃａｌｌ，Ｒ）为用户真正感兴趣的商
品中，被正确预测到Ｔｏｐ犓推荐列表中的比例．

（４）归一化折损累计增益（ＮｏｒｍａｌｉｚｅｄＤｉｓｃｏｕｎｔｅｄ
ＣｕｍｕｌａｔｉｖｅＧａｉｎ，ＮＤＣＧ）根据Ｔｏｐ犓推荐列表中
每一项的排序位置以及其是否在用户真正喜爱的商
品中为每一项赋予分值，排序在前的命中商品得分
更高，因此该指标可衡量排序算法的平均性能．
５３　犔犪狊狋犉犕数据集的实验
５．３．１　数据集简介

ＬａｓｔＦＭ数据集中原始用户唱片交互信息来
自ＬＦＭ１ｂ［３］．本课题采用ＫＧＡＴ论文［１５］中提出的
一个子集，使用１０ｃｏｒｅ的设置提高数据集的质量
（即只保留至少产生过十次交互的用户和唱片）．此
外，所有的唱片均被映射到Ｆｒｅｅｂａｓｅ知识图谱中的
实体，从而提供商品知识图谱辅助个性化推荐．

在实验中，使用ＫＧＡＴ［１５］发布的公共训练集和
测试集，其中训练集包含８０％的用户唱片交互记
录，测试集包含其余的交互记录．将每个观察到的用
户唱片交互视为一个正例，并为该用户随机抽取一
个未交互过的唱片作为一个负例，以构建成对比较

的数据．
５．３．２　实现细节

在一台配置２个ＩｎｔｅｌＸｅｏｎＣＰＵ（Ｅ５２６２０ｖ４＠
２．１０ＧＨｚ）和１２８ＧＢＲＡＭ的Ｌｉｎｕｘ机器上使用一
块ＴＩＴＡＮＲＴＸＧＰＵ进行所有的实验．具体地，令
对比模型使用的嵌入维度犽＝６４（由于ＲｉｐｐｌｅＮｅｔ计
算量过大，按照其论文的建议将其嵌入尺寸设为
１６）．在所提出的ＤＱＫＧＲ中，使用一层维度为犽′＝
６４的偏好传播与聚合层．此外，参考四元数循环神
经网络［３４］中提出的四元数网络初始化算法，对涉及
到的四元数嵌入及网络参数进行初始化．此外，针对
所有的方法，统一设置批大小（Ｂａｔｃｈｓｉｚｅ）为１０２４，
统一使用Ｘａｖｉｅｒ初始化器和Ａｄａｍ优化器．在超参
数设置上，对于所提方法，设置λ１为０．１，λ２为１ｅ４，
学习率犾为１ｅ３，训练参数丢弃概率（Ｄｒｏｐｏｕｔ）为
０．１．对于对比方法，使用网格搜索调整其超参数．对
于ＫＧＡＴ方法，选取其论文［１５］中性能最佳的结构，
即使用维度分别为｛６４，３２，１６｝的三个注意力嵌入传
播层辅助偏好建模．所有实验均进行５次并记录平
均值，作为最终实验结果．
５．３．３　实验结果

根据表４中ＬａｓｔＦＭ数据集上犓＝２０时各模
型的定量实验结果，有如下发现：

表４　所有模型在三个数据集上的实验结果（最优结果使用粗体表示，次优结果使用下划线表示）
数据集 评价指标ＢＰＲＭＦＦＭ ＮＦＭ ＣＫＥ ＣＦＫＧＲｉｐｐｌｅＮｅｔＫＧＣＮＫＧＡＴＱＫＧＮｗ／ｏＤＱＫＧＥｗ／ｏＰＰＬＤＱＫＧＲ

ＬａｓｔＦＭ

犎犚＠２０↑０．３２４６０．３２５６０．３１０４０．３２５４０．２９０９０．３３３５０．３５０３０．３５５９０．３６８１ ０．３６２３ ０．３６９１０．３８７３
犐犿狆狉狅狏犲／％ － ＋０．３１－４．３８＋０．２６－１０．３６＋２．７６＋７．９１＋９．６５＋１３．４０＋１１．６１ １３．７０＋１９．３０
犘＠２０↑０．０３０６０．０２９７０．０２９００．０３０６０．０２７３０．０３２６０．０３３９０．０３４４０．０３４８ ０．０３５７ ０．０３５９０．０３７６
犐犿狆狉狅狏犲／％ － －３．０７－５．２３－０．１３－１０．７５＋６．５０＋１０．６９＋１２．３９＋１３．７３＋１６．７３ ＋１７．４５＋２２．８７
犚＠２０↑０．０７３３０．０７４４０．０７３７０．０７３００．０６７４０．０７９７０．０８４２０．０８６５０．０９６８ ０．０９２９ ０．０９６２０．１０３１
犐犿狆狉狅狏犲／％ － ＋１．４９＋０．６０－０．４１－８．００＋８．７５＋１４．８７＋１８．０１＋３２．０６＋２４．０４ ＋３１．３０＋４０．６５
犖犇犆犌＠２０↑０．０６２８０．０４８００．０６０１０．０６２９０．０５７７０．０６９１０．０７２００．０７３６０．０８１５ ０．０７７８ ０．０８２２０．０８７３
犐犿狆狉狅狏犲／％ － －２３．５７－４．３０＋０．２４－８．１０＋１０．０４＋１４．７４＋１７．２４＋２９．７８＋２３．９４ ＋３０．９９＋３８．７７

ＭｏｖｉｅＬｅｎｓ
２０Ｍ

犎犚＠２０↑０．６４９８０．６２４５０．６２８５０．６５４７０．５２９４０．６５４９０．６６３６０．６６７２０．６６６９ ０．６４３４ ０．６６１００．６６８２
犐犿狆狉狅狏犲／％ －３．８９－３．２８＋０．７５－１８．５３＋０．７８＋２．１２＋２．６８＋２．６３ －０．９８ ＋１．７２＋２．８３
犘＠２０↑０．０６３９０．０５４６０．０６０９０．０６６７０．０４８２０．０６７４０．０６８８０．０６９１０．０６９３ ０．０６１７ ０．０６９８０．０７０２
犐犿狆狉狅狏犲／％ － －１４．４５－４．７０＋４．３７－２４．６０＋５．４８＋７．７５＋８．１３＋８．４５ －３．４０ ＋９．３２＋９．８６
犚＠２０↑０．１６６８０．１４５３０．１５３７０．１７０３０．１１３４０．１６７３０．１７１１０．１７２７０．１７８１ ０．１７４６ ０．１８１１０．１８２１
犐犿狆狉狅狏犲／％ － －１２．８９－７．８７＋２．０７－３２．０５＋０．３０＋２．５５＋３．４９＋５．４６ ＋４．６８ ＋８．５８＋９．１７
犖犇犆犌＠２０↑０．１１７５０．０９６９０．１０２００．１０３２０．０８７３０．１１３１０．１２１５０．１２１９０．１２２８ ０．１２０６ ０．１２３００．１２７７
犐犿狆狉狅狏犲／％ － －１７．５５－１３．１９－１２．１３－２５．６７－３．７０＋３．４１＋３．７５＋４．５１ ＋２．６５ ＋４．７２＋８．６８

Ｂｏｏｋ
Ｃｒｏｓｓｎｇ

犎犚＠２０↑０．０９８００．１１９２０．１２０７０．０９８２０．１０７１０．１４６３０．１７５００．１７８００．１８６４ ０．１４４８ ０．１８７２０．２０１７
犐犿狆狉狅狏犲／％ － ＋２１．５４＋２３．０７＋０．２０＋９．２３＋４９．２２＋７８．４６＋８１．５４９０．２０ ＋４７．６９ ＋９０．９３＋１０５．８１
犘＠２０↑０．００５９０．００７２０．００７４０．００６００．００５１０．００８９０．０１０２０．０１０３０．０１１２ ０．００８１ ０．０１１５０．０１２２
犐犿狆狉狅狏犲／％ － ＋２３．１３＋２６．５３＋１．３６－１２．７６＋５１．３６＋７３．１３＋７５．６８＋８９．８３＋３８．４４ ＋９５．５７＋１０６．７８
犚＠２０↑０．０２２００．０２６９０．０２９５０．０２２２０．０２５８０．０３７８０．０４７７０．０４８３０．０５２１ ０．０３５１ ０．０５０５０．０６０９
犐犿狆狉狅狏犲／％ － ＋２２．３５＋３４．０３＋０．７７＋１７．２６＋７１．８３＋１１６．８１＋１１９．４９＋１３６．８２＋５９．２５＋１２９．２５＋１７６．８１
犖犇犆犌＠２０↑０．０１３３０．０１３８０．０１３３０．０１３６０．０１３８０．０２０５０．０２５５０．０２５９０．０２８８ ０．０１７８ ０．０３１１０．０３１８
犐犿狆狉狅狏犲／％ － ＋３．７０＋０．１５＋２．４９＋３．８５＋５４．５２＋９２．３１＋９５．０２＋１１６．５４＋３４．２４＋１３４．６２＋１３９．０９
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首先，所提出的基于对偶四元数的协同知识图
谱推荐模型ＤＱＫＧＲ在所有评价指标上取得明显
的性能增益．具体地，虽然ＤＱＫＧＲ只使用一层的
偏好传播层捕获一阶连通性，但由于利用对偶四元
数向量及其汉密尔顿乘积进行建模，在所有指标上
均优于最佳对比方法ＱＫＧＮ．ＱＫＧＮ引入超复数，
在性能方面超越了ＫＧＡＴ；但在相同参数量的情况
下，ＱＫＧＮ的性能不及ＤＱＫＧＲ，这表明对偶四元
数更有利于模型学习协同知识图谱中的潜在关系和
和嵌入表示，从而彰显了对偶四元数的优势．将对
偶四元数协同知识图谱表示学习方法直接用于实现
个性化推荐的ｗ／ｏＰＰＬ模型同样明显优于ＫＧＡＴ
模型，表明所引入的莫比乌斯变换更有利于从知识
图谱的复杂关系中挖掘有利于推荐的辅助信息．与
仅使用用户商品交互信息的ＢＰＲＭＦ方法相比，所
提ＤＱＫＧＲ模型在四个指标上分别提升１９．３０％、
２２．８７％、４０．６５％及３８．７７％．

图３　三个数据集上不同犓值的Ｔｏｐ犓推荐实验结果

第二，对所提出的整体方法ＤＱＫＧＲ及其两个
组成方法的性能进行分析：由于莫比乌斯变换可以
将关系建模为丰富的几何变换，且对偶四元数空间
有益于捕捉实体间的潜在关系，所提出三个方法的
表现一致优于所有的对比方法．同时，去除对偶四元

数协同知识图谱表示学习部分，或者去除基于注意
力的偏好传播与聚合部分，均会导致模型性能下降，
推荐效果弱于整体模型，这一现象表明了两个组成
部分的有效性．此外，与去除对偶四元数协同知识图
谱表示学习部分的模型（ｗ／ｏＤＱＫＧＥ）相比，仅去
除偏好传播与聚合部分的模型（ｗ／ｏＰＰＬ）可达到更
好的结果，这表明经过对知识图谱嵌入和个性化推
荐任务的协同处理，所提基于对偶四元数协同知识
图谱表示学习方法可以得到较高质量的用户、商品
嵌入，可直接应用于个性化推荐任务．

第三，在所有的对比方法中，ＫＧＡＴ、ＫＧＣＮ和
ＱＫＧＮ取较优的性能，而这三种方法均属于混合
的知识图谱推荐方法．这表明从知识图谱中获取
邻居信息从而丰富实体的建模方式，有助于实现更
精准的个性化推荐．ＦＭ和ＮＦＭ方法与基线方法
ＢＰＲＭＦ相比无明显提升，表明此类方法在以知识
图谱为辅助信息的推荐场景下受到限制．

此外，ＣＫＥ和ＣＦＫＧ的性能提升也并不明显，
因此，简单地使用ＴｒａｎｓＥ或ＴｒａｎｓＲ方法得到的嵌
入可能不太适合该协同知识图谱上的知识获取任
务，该种嵌入不能充分利用知识图谱的信息辅助个
性化推荐任务．此外，图３（ａ）以曲线的形式展示了
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ＬａｓｔＦＭ数据集上不同的犓值（犓∈｛１，５，１０，２０，
５０，１００｝）情况下各模型的性能比较，根据实验结果
可知，对于所有不同的犓值，所提出的ＤＱＫＧＲ模
型推荐性能一致优于所有对比方法，这表明所提的
方法可在不同犓值的推荐场景下提高个性化推荐
的精准程度．
５４　犕狅狏犻犲犔犲狀狊２０犕数据集的实验
５．４．１　数据集简介

ＭｏｖｉｅＬｅｎｓ２０Ｍ是完整ＭｏｖｉｅＬｅｎｓ数据集的
一个子集，包括超过１０００００用户对大约２７０００部
电影的２０００００００次显式评分（分数从０．５到５不
等）．本文参考文献［１４］中的数据处理方式将评分数
据转化为隐式反馈，同样采用１０ｃｏｒｅ设置以提高
数据集的质量．此外，采用与ＬａｓｔＦＭ相同的方式
划分训练集和测试集，并使用ＫＧＣＮ论文［１４］公开
的电影知识图谱作为辅助信息．
５．４．２　实现细节

对于提出的ＤＱＫＧＲ模型，此处设置λ１为１ｅ５，
λ２为１ｅ３，犾为１ｅ５．此外，所有方法的实现细节与
ＬａｓｔＦＭ数据集上的实验保持一致．由于此处使用
的知识图谱的数据量较大，考虑到计算设备的限制，
实验中使用前１００００个用户为所有方法进行训练
和测试．
５．４．３　实验结果

由表４中ＭｏｖｉｅＬｅｎｓ２０Ｍ数据集上犓＝２０时
各模型的定量实验结果可知，所提出的ＤＱＫＧＲ同
样在所有指标上优于所有对比方法．特别地，ＤＱＫＧＲ
在四个指标上分别比基线方法ＢＰＲＭＦ提升２．８３％、
９．８６％、９．１７％和８．６８％．因此，所提方法的有效性
再次得到验证．

同时，ＤＱＫＧＲ始终可比单独使用协同知识图
谱表示学习和单独使用偏好传播机制取得更好的性
能，表明协同知识图谱表示学习和偏好传播聚合机
制均为实现高质量Ｔｏｐ犓推荐的重要组成部分．
仅使用基于对偶四元数的协同知识图谱表示学习
方法进行推荐的效果优于仅使用偏好传播与聚合
的方法，这表明所设计的基于莫比乌斯变换的三元
组匹配规则可有效实现知识图谱嵌入和个性化推荐
任务．

此外，可观察到ＦＭ、ＮＦＭ和ＣＦＫＧ的性能与
传统方法ＢＰＲＭＦ相比并不占优，其原因在于上述
方法简单地使用知识图谱嵌入方法学到的商品表
示，未能从较大的知识图谱（超过１０００００个实体）
中充分挖掘有利于个性化推荐的辅助信息，导致性

能不理想．
类似地，图３（ｂ）中ＭｏｖｉｅＬｅｎｓ２０Ｍ数据集上

不同犓值下的推荐效果评测曲线表明，所提出的
ＤＱＫＧＲ模型在不同犓值场景下取得最佳性能．
５５　犅狅狅犽犆狉狅狊狊犻狀犵数据集的实验
５．５．１　数据集简介

原始的ＢｏｏｋＣｒｏｓｓｉｎｇ数据集［５７］包含了Ｂｏｏｋ
Ｃｒｏｓｓｉｎｇ社区用户对超过２０００００本图书的超过
１００００００个显式评分（分数从０到１０不等）．考虑到
数据集的稀疏性，将所有被评分过的书籍作为已交
互样本构建隐式反馈，并通过相同的１０ｃｏｒｅ设置
对数据集进行清洗．使用与ＭｏｖｉｅＬｅｎｓ２０Ｍ相同的
方法构造训练集和测试集，并使用ＲｉｐｐｌｅＮｅｔ论
文［１１］公开的图书知识图谱作为辅助信息．
５．５．２　实现细节

此数据集上，将所提的ＤＱＫＧＲ嵌入维度犽设
为１６，偏好传播与聚合层的维数犽′同样设为１６．设
置超参数λ１为１．０，λ２为１ｅ３，犾为１ｅ３．对于所有对
比方法，对其参数使用网格搜索并记录最佳实验结
果．此外，所有方法的实现细节与ＬａｓｔＦＭ数据集
上的实验保持一致．
５．５．３　实验结果

根据表４中ＢｏｏｋＣｒｏｓｓｉｎｇ数据集上犓＝２０时
的定量实验结果，所提出的ＤＱＫＧＲ模型在所有评
价指标上一致优于对比方法．具体地，ＤＱＫＧＲ模型
在四个指标上分别比仅使用用户商品交互数据的
ＢＰＲＭＦ模型取得超过１倍的性能提升．

观察对比方法的定量实验结果可知，与ＢＰＲＭＦ
方法相比，所有其他方法均取得一定提升，其中，
ＣＫＥ模型和ＣＦＫＧ模型在此数据集上提升最不明
显，此数据集与商品知识图谱数据相比，用户商品
交互数据规模较小，因此，ＣＫＥ模型和ＣＦＫＧ模型
表现相对较弱的原因在于直接使用知识图谱嵌入的
方法对用户和商品进行建模，受该知识图谱规模影
响，其用户和商品的表示更适合知识图谱上的链路
预测等任务，而不是个性化推荐任务．

对本文的三个模型效果进行分析：仅使用对偶
四元数偏好传播与聚合方法的ｗ／ｏＤＱＫＧＥ模型
可以取得与最佳对比方法ＫＧＡＴ相匹配的性能，其
原因在于对偶四元数向量具备较强的表达能力，且
设计的偏好传播与聚合机制有利于利用知识图谱中
的结构信息辅助个性化推荐任务．仅使用协同知识
图谱表示学习方法的ｗ／ｏＰＰＬ模型可取得明显优
于ＫＧＡＴ模型的推荐效果，其原因在于基于莫比乌

３３２２１０期 曹宗胜等：基于对偶四元数的协同知识图谱推荐模型

《
 计

 算
 机

 学
 报

 》



斯变换的三元组匹配规则比单一的几何变换方法在
知识图谱实体和关系建模方面更具优势．ｗ／ｏＰＰＬ
模型和整体的ＤＱＫＧＥ模型之间存在的性能差距
再次验证了偏好传播与聚合机制的有效性．

此外，图３（ｃ）中ＢｏｏｋＣｒｏｓｓｉｎｇ数据集上不同
犓值场景下的推荐效果评测曲线展现出所提的
ＤＱＫＧＲ模型具备明显优势．
５６　不同嵌入维度的实验及分析

如图４所示，在ＬａｓｔＦＭ数据集上对比了ＫＧＡＴ
及所提出的ＤＱＫＧＲ模型在不同嵌入维度犽（犽∈｛８，
１６，３２，６４，１２８｝）设置下的Ｔｏｐ２０推荐实验结果．
在嵌入维度犽从８增长至１２８过程中，两种方法推
荐的精准程度均先上升后下降，其原因在于：维度较
大的嵌入可以编码更多的信息，表达能力更强；但
是，嵌入维度过高会导致过拟合，以致降低模型性
能．此外，易发现随着嵌入维度的增大，ＤＱＫＧＲ模
型的推荐效果始终高于ＫＧＡＴ模型，并且在嵌入维
度较大的情况下，相对更不易因过拟合而导致性能
下降．

图４　ＬａｓｔＦＭ数据集上ＫＧＡＴ与所提ＤＱＫＧＲ不同嵌
入维度的Ｔｏｐ２０推荐效果比较

５７　模型组件的消融研究
本文提出的ＤＱＫＧＲ模型引入了对偶四元数

嵌入以及莫比乌斯变换．为研究这两个组件对模型
的贡献，本文进行消融实验．分别设置：（１）去掉莫
比乌斯变换的版本，记作ｗ／ｏ莫比乌斯变换；（２）去
掉对偶四元数嵌入的版本，这里使用实数数域代替
对偶四元数数域，并且保证总参数量不变，记作ｗ／ｏ
对偶四元数．消融实验的结果见表５，可以看到在去
除莫比乌斯变换后，模型性能下降，原因在于模型不
能很好地建模协同知识图谱中的多种复杂关系．此
外，注意到去除对偶四元数后，尽管模型的参数保持
不变，但模型的性能降低，这表明对偶四元数乘法可
以有效捕捉实体之间的潜在关系，而仅仅通过在实

数域增加嵌入维度并不能实现该效果．综上所述，以
上消融实验证明了莫比乌斯变换和对偶四元数嵌入
都是模型的重要组成部分，它们有益于模型为用户
和商品学习更为精准的嵌入．
表５　犅狅狅犽犆狉狅狊狊犻狀犵数据集上，犓＝２０时，模型关于莫比乌

斯变换和对偶四元数嵌入的消融实验
方法 犎犚＠２０↑犘＠２０↑犚＠２０↑犖犇犆犌＠２０↑

ｗ／ｏ莫比乌斯变换 ０．１９４７０．０１１３０．０５５０ ０．０２９１
ｗ／ｏ对偶四元数嵌入０．１９３５０．０１１１０．０５３２ ０．０２８１

ＤＱＫＧＲ ０．２０１７０．０１２２０．０６０９ ０．０３１８

５８　模型复杂度分析
考虑到本文引入对偶四元数嵌入和莫比乌斯变

换，这增强了模型的表达能力，但一定程度上也增加
了模型的复杂度，接下来本文将基于时间复杂度和
空间复杂度对模型的性能进行分析．不失一般性，本
文基于以上两个角度对ＤＱＫＧＲ与多个方法进行
对比，用以全面性地对模型进行考量．

（１）由表６，在保持ＤＱＫＧＲ与其他模型参数相
同（３４Ｍ）的情况下，ＤＱＫＧＲ可达到最优性能．本文
继续研究了不同模型达到性能最优时的参数量，如
表７所示，ＤＱＫＧＲ在达到最优性能时，所用的总参
数量和其他模型相当．其原因如下：尽管ＤＱＫＧＲ
的对偶四元数包含多个部分（包括实部和虚部），但
这些部分紧密耦合在一起，具有更强的表达能力，减
少了实际使用过程中ＤＱＫＧＲ为每个部分分配的
维度，因此参数总量可以和其他模型保持一致．此外
也可以看到，仅仅通过增加其他模型的嵌入维度并
不能达到和ＤＱＫＧＲ相当的效果，这也验证了对偶
四元数嵌入的有效性．
表６　犅狅狅犽犆狉狅狊狊犻狀犵数据集上，相同参数量下不同模型性能

的比较
方法 犎犚＠２０↑犘＠２０↑ 犚＠２０↑犖犇犆犌＠２０↑
ＫＧＣＮ ０．１７４５ ０．０１０１ ０．０４７１ ０．０２５３
ＲｉｐｐｌｅＮｅｔ ０．１５１１ ０．００９２ ０．０３８８ ０．０２１１
ＫＧＡＴ ０．１７７８ ０．０１０３ ０．０４８２ ０．０２５９
ＱＫＧＮ ０．１８６６ ０．０１１３ ０．０５２１ ０．０２９１
ＤＱＫＧＲ ０．２０１７ ０．０１２２ ０．０６０９ ０．０３１８

表７　犅狅狅犽犆狉狅狊狊犻狀犵数据集上，不同模型达到最优性能时的
参数量（其中犽表示维度，狀犲表示协同知识图谱中实体
的数量，狀狉表示协同知识图谱中关系的数量，犚犖犲狋是
犚犻狆狆犾犲犖犲狋）
方法 空间复杂度 参数量／Ｍ
ＫＧＣＮ ,

（狀犲犽＋狀狉犽） ３０．１５
ＲＮｅｔ ,

（狀犲犽＋狀狉犽） ３３．７６
ＫＧＡＴ ,

（狀犲犽＋狀狉犽） ３１．０５
ＱＫＧＮ ,

（４狀犲犽＋４狀狉犽） ３４．１８
ＤＱＫＧＲ ,

（８狀犲犽＋８狀狉犽） ３２．２２
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（２）此外，本文对不同模型的训练时间进行了
比较．根据表８所示，ＤＱＫＧＲ的单次迭代时间比其
他模型略长；但注意到ＤＱＫＧＲ模型可以以较快的
速度收敛，因而在总时间方面，比其他模型训练要
短．这表明依托对偶四元数嵌入和莫比乌斯变换，模
型可以实现高效学习嵌入．
表８　犅狅狅犽犆狉狅狊狊犻狀犵数据集上，不同模型训练速度的比较

（其中犽表示维度，犚犖犲狋是犚犻狆狆犾犲犖犲狋）
方法 时间复杂度单次迭代时间／ｈ收敛迭代次数总时间／ｈ
ＫＧＣＮ ,

（犽） ０．６５ １２０ ７８．０
ＲＮｅｔ ,

（犽ｌｏｇ犽） ０．８８ １５０ １３２．０
ＫＧＡＴ ,

（犽） ０．７５ １５０ １１２．０
ＱＫＧＮ ,

（犽） ０．８０ １００ ８０．０
ＤＱＫＧＲ ,

（犽） ０．８２ ８０ ６５．５

综上所述，ＤＱＫＧＲ在取得优越性能的同时，在
时间和复杂度方面可以和既往模型相当甚至也优于
既往模型．此外，关于更多模型性能的分析可见附录
Ａ．５．因此ＤＱＫＧＲ也适用于大规模数据集以及对
于算法实时性要求较高的情况．
５９　嵌入学习部分的对比实验及分析

用户和商品的嵌入学习对推荐系统非常重要．通
常而言，嵌入学习得越精准，推荐的性能会越好．在前
文的模型分析以及实验部分，本文的ＤＱＫＧＲ推荐
模型基于ＤＱＫＧＥ学习协同知识图谱中商品和用
户的嵌入，为了探究ＤＱＫＧＥ方法学习嵌入的有效
性，本文主要基于以下两个方面进行对比探究．

（１）本文将ＤＱＫＧＲ中ＤＱＫＧＥ嵌入模块用
ＴｒａｎｓＥ［１７］、ＴｒａｎｓＲ［１６］、ＲｏｔａｔＥ［２０］、ＱｕａｔＥ［２８］、ＭｕＲＰ［４２］、
ＤｕａｌＥ［３１］以及ＲＯＴＨ［４３］等嵌入模型替代，分别记作：
ＴｒａｎｓＥＲ、ＴｒａｎｓＲＲ、ＲｏｔａｔＥＲ、ＱｕａｔＥＲ、ＭｕＲＰＲ、
ＤｕａｌＥＲ和ＲＯＴＨＲ．保持总参数量相等的情况下，
对以上模型进行精调并选取最优参数．如表９所示，
通过对比，可以看到ＤＱＫＧＥ在学习协同知识图谱
的嵌入时具有优势，这验证了ＤＱＫＧＥ在ＤＱＫＧＲ
中的有效性．
表９　犅狅狅犽犆狉狅狊狊犻狀犵数据集上，犓＝２０时，不同知识图谱嵌

入模型对实验结果的影响
方法 犎犚＠２０↑犘＠２０↑ 犚＠２０↑犖犇犆犌＠２０↑

ＴｒａｎｓＥＲ ０．１６７６ ０．０１０２ ０．０３７２ ０．０２３１
ＴｒａｎｓＲＲ ０．１７８９ ０．０１０４ ０．０４８６ ０．０２５９
ＲｏｔａｔＥＲ ０．１８５６ ０．０１０８ ０．０４９５ ０．０２６７
ＱｕａｔＥＲ ０．１９２１ ０．０１１０ ０．０５１２ ０．０２７９
ＭｕＲＰＲ ０．１７３３ ０．０１０８ ０．０５０２ ０．０２７１
ＤｕａｌＥＲ ０．１９４９ ０．０１１２ ０．０５４９ ０．０２８９
ＲＯＴＨＲ ０．１９５１ ０．０１１４ ０．０５４８ ０．０２９１
ＤＱＫＧＲ ０２０１７ ００１２２ ００６０９ ００３１８

（２）探究ＤＱＫＧＥ模型与其他知识图谱嵌入模
型的关系．在附录Ａ．３，表１１对ＤＱＫＧＥ和其他知
识图谱嵌入模型进行了理论上的时空复杂度对比，
可以看到ＤＱＫＧＥ的时间复杂度和空间复杂度都
是线性，因而模型复杂度并不高．此外，本文证明了
一些知识图谱嵌入方法（如ＴｒａｎｓＥ、ＲｏｔａｔＥ等）可
看作ＤＱＫＧＥ的特例，兼之莫比乌斯变换可建模协
同知识图谱中多种类型的关系，这从理论上验证了
ＤＱＫＧＥ的建模能力．在附录Ａ．４中，本文在两个知
识图谱数据集ＷＮ１８ＲＲ［５８］和ＦＢ１５Ｋ２３７［５９］上进行
了链接预测实验．通过与其他流行知识图谱嵌入方
法进行对比，由表１２和表１３（附录Ａ．４中）可以看
到ＤＱＫＧＥ取得了有竞争力的结果．值得注意的
是，以上数据集包含大量的关系模式，如对称、反对
称、反演和组合模式等，上述知识图谱嵌入方法不能
完全建模这些关系模式，或者不能有效挖掘实体间
的潜在关系．而ＤＱＫＧＥ可基于莫比乌斯变换建模
多种复杂关系模式，基于对偶四元数可以更为有效
地挖掘实体之间的潜在交互，因而ＤＱＫＧＥ可以更
为精准地学习嵌入．综上所述，以上理论分析和实验
结果表明，所提出的ＤＱＫＧＥ可单独用作一个知识
图谱嵌入方法，从而为下游任务提供高效的嵌入．
５１０　多个偏好传播与聚合层的实验及分析

由前文实验结果和分析可知，只使用较少的偏
好传播与聚合层可以为所提ＤＱＫＧＲ模型带来足够
的性能提升．为研究多个偏好传播与聚合层的影响，
本文在ＢｏｏｋＣｒｏｓｓｉｎｇ数据集上进行实验，并将具有
狀个偏好传播与聚合层的模型表示为ＤＱＫＧＲ狀．实
验结果如表１０所示，使用多个偏好传播与聚合层，
分别研究层数为１、２、３、４、５时的模型性能．可以看
到，适当增加偏好传播层数，有利于借助图谱中的高
阶信息辅助完成推荐任务，从而提升推荐精准程度．
随着层数的增多，模型的推荐性能会得到提升．但当
层数过多时可能因过拟合而导致性能下降．
表１０　犅狅狅犽犆狉狅狊狊犻狀犵数据集上，犓＝２０时，不同偏好传播聚

合层数对实验结果的影响
方法 犎犚＠２０↑犘＠２０↑ 犚＠２０↑犖犇犆犌＠２０↑

ＤＱＫＧＲ１ ０．２０１７ ０．０１２２ ０．０６０９ ０．０３１８
ＤＱＫＧＲ２ ０．２１９４ ０．０１３７ ０．０６６４ ０．０３５１
ＤＱＫＧＲ３ ０．２１９９ ０．０１３９ ０．０６６８ ０．０３５３
ＤＱＫＧＲ４ ０．２１８４ ０．２１３２ ０．０６５９ ０．０３４６
ＤＱＫＧＲ５ ０．２１８１ ０．２１３０ ０．０６５５ ０．０３４３

６　总　结
本文针对结合知识图谱的个性化推荐问题，提
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出了基于对偶四元数的协同知识图谱推荐模型
ＤＱＫＧＲ．该模型引入对偶四元数和莫比乌斯变换，
对知识图谱中的三元组和用户商品交互进行协同
处理，从协同知识图谱中得到有效的用户、商品对偶
四元数嵌入；同时，采用偏好传播和聚合机制利用每
个实体的邻居信息进一步丰富实体表示，从而更精
准地刻画用户和商品的偏好情况．此外，本文在三个
真实数据集上进行实验，证实所提ＤＱＫＧＲ模型推
荐结果的多个指标优于现有方法．在后续的工作中，
拟考虑以下方向：（１）在用户侧引入社交网络等辅
助信息，使得模型能够同时利用用户社交信息和商
品知识图谱进行个性化推荐；（２）考虑用户商品交
互发生的时间信息，令用户近期产生的交互行为对
偏好建模具备更高的影响力，从而利用时序信息进
一步提高下一时刻个性化推荐的精准程度．
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附录犃．
犃１　协同知识图谱构建方法

为实现更为精准的推荐，通常需要借助辅助信息．具体而
言，辅助信息由真实世界的实体和它们之间的关系组成．例
如，一部电影可以通过其导演、演员和类型来描述．因此辅助
信息可由知识图谱的形式呈现，表示为由主体属性对象三
元组组成的有向图．形式上，给定实体集#和关系集$

，知识
图谱表示为（犺，狉，狋），其犺∈#为头实体，狉∈$为关系，狋∈#为
尾实体．此外，构建商品实体对齐图-＝｛（犻，犲）｜犻∈!

，犲∈#

｝，
其中｛犻，犲｝表示商品犻可与知识图谱中的实体犲进行对齐．

基于以上知识图谱和对齐图，可构建协同知识图谱，它
将用户行为与商品的信息编码为一个统一的关系图．首先将
每个用户行为表示为三元组（狌，犐狀狋犲狉犪犮狋，犻），其中狔狌犻＝１表
示为用户狌和商品犻之间存在交互关系．然后基于上述商
品实体对齐图，用户商品图可以与知识图谱集成为一个统
一的协同知识图谱"＝｛（犺，狉，狋）｜犺，狋∈#′，狉∈$′｝，其中#′＝
#∪犝和$′＝$∪｛犐狀狋犲狉犪犮狋｝．
犃．２　关于犇犙犓犌犈建模多种关系模式的证明

回顾正文３．３节部分，本文已经给出了组合、反演和对
称关系模式的定义．在证明ＤＱＫＧＥ可以建模以上多种关系
模式之前，首先引入定理１．

定理１［２５］．　如果犛１和犛２是两个射影变换τ１和τ２对应
的矩阵，则它们分别对应两个不同的莫比乌斯变换犳１和犳２．
若矩阵犛３是由矩阵犛１和矩阵犛２的乘积产生，那么与矩阵犛３

相关的τ３所对应的两个莫比乌斯变换满足犳３＝犳１犳２．根据
定理１，有如下结论和证明：

（１）ＤＱＫＧＥ可推断组合关系．
证明．　给定实体狓，狔，狕，如果三元组狉１（狓，狔）和狉２（狔，狕）

为正样本，则有
犵狉１（狓）＝狔，
犵狉２（狔）＝狕 （３０）

需推出犵狉３（狓）＝狕，犻＝１，…，犱，其中

　　犵狉犻（犺犻）＝犳（犺犻，狉犻）＝
狉犪犻犺犻＋狉犫犻
狉犮犻犺犻＋狉犱犻

，狉犪犻狉犱犻－狉犫犻狉犮犻≠０（３１）
从式（３０）中，将犵狉１（狓）＝狔代入犵狉２（狔）＝狕中，即有
犵狉２（犵狉１（狓））＝狕．因此，有

犵狉２犵狉１（狓）＝狕 （３２）
这意味着犵狉１和犵狉２这两个莫比乌斯变换是可以组合的．考虑
以上定理，假设犛狉３＝犛狉１犛狉２，有犵狉２犵狉１（狓）＝犵狉３（狓）＝狕．这意
味着三元组（狓，狉３，狕）存在，因此ＤＱＫＧＥ可推断组合关系．
考虑到实数、虚数、四元数都是对偶四元数的特殊情形，因此
可以推断出如果当狓，狔，狕为实数、虚数或者四元数的时候
也是成立的，这时只需将对偶四元数相应的虚数部分变为０
即可． 证毕．

（２）ＤＱＫＧＥ可推断反演关系．
证明．　如果（犲１，狉１，犲２）成立，则有

犵狉１（狓）＝狔 （３３）
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然后需要证明有犵狉２（狔）＝狓．在式（３）中有狔＝犵狉１（狓）．因为
犵狉１是可逆的莫比乌斯变换，因而有犛狉１＝犛－１（狉２），有如下
证明：

狔＝犵－１狉２（狓） （３４）
然后有

狓＝犵狉２（狔） （３５）
这意味着三元组（狔，狉２，狓）正确，因此ＤＱＫＧＥ可推断反演关
系．同理可证，如果将数域从对偶四元数空间退化为四元数、
虚数或者实数，以上结论也成立． 证毕．

（３）ＤＱＫＧＥ可推断对称关系．
证明．　如果三元组（狓，狉，狔）成立，则有

犵狉（狓）＝狔 （３６）
根据式（２）中，需证犵狉（狔）＝狓．

根据式（３６）中，有狔＝犵狉（狓），由于犵狉是莫比乌斯变换，
根据定理可以得到犛狉＝犛－１

狉，因此有
狔＝犵－１

狉（狓） （３７）
因而可得

狓＝犵狉（狔） （３８）
这意味着三元组（狔，狉，狓）正确，因而ＤＱＫＧＥ可推断对称
关系．

同理可证，如果将数域从对偶四元数空间退化为四元
数、虚数或者实数，以上结论也成立． 证毕．
犃３　犇犙犓犌犈与其他知识图谱嵌入模型的关系

在这一节，本文将证明ＤＱＫＧＥ的模型框架中包含一些
常见的知识图谱嵌入模型，如ＴｒａｎｓＥ、ＲｏｔａｔＥ、ＱｕａｔＥ以及
ＤｕａｌＥ等．

首先，犺和狋均为对偶四元数，狉为对偶四元数矩阵，有

狉＝狉犪狉犫
狉犮狉［ ］犱·狉犪＝犪０＋犪１犻＋犪２犼＋犪３犽＋（犪′０＋犪′１犻＋犪′２犼＋犪′３犽）'，

其中'部分被称为对偶部分，犻，犼和犽分别为三个虚数部分．
狉犫、狉犮和狉犱形式与狉犪类似．注意到ＤＱＫＧＥ的得分函数为

犵（犺，狉，狋）＝Ｒｅ（〈犺狉，狋〉） （３９）
其中

犺狉＝［犺狉１，…，犺狉犱］，犺狉犻＝犳狉（犺犻）＝犛狉犻［犺犻，１］Ｔ，
犻＝１，…，犱 （４０）

（１）ＴｒａｎｓＥ是ＤＱＫＧＥ的特例．
证明．　根据式（４０），有

犺狉犻＝犵狉（犺犻）＝犛狉犻［犺犻，１］Ｔ，犻＝１，…，犱，

其中犛＝
狉犪犻狉犫犻
狉犮犻狉犱［ ］

犻
．令狉犪犻、狉犫犻和狉犱犻对偶四元数的对偶部分

以及所有虚数部分为零，狉犮犻为０，且令狉犪犻和狉犫犻的实数部分为
１，于是有

犺狉犻＝犵狉（犺犻）＝犛狉［犺犻，１］Ｔ＝
１狉犫犻［ ］０１

［犺犻，１］Ｔ

＝［犺犻＋狉犫犻，１］，犻＝１，…，犱 （４１）
通过以上变换，可以得到犺狉犻＝犺犻＋狉犫犻．因此可证得

ＴｒａｎｓＥ是ＤＱＫＧＥ的特例． 证毕．

（２）ＲｏｔａｔＥ是ＤＱＫＧＥ的特例．
证明．　根据式（４０），有

犺狉犻＝犵狉（犺犻）＝犛狉犻［犺犻，１］Ｔ，犻＝１，…，犱，

其中犛＝
狉犪犻狉犫犻
狉犮犻狉犱［ ］

犻
．令狉犮犻和狉犫犻为零，狉犱犻的实数部分为１，其

余部分为零，令｜狉犪犻｜＝１且其对偶部分以及犼和犽虚数部分
为零，有

犺狉犻＝犵狉（犺犻）＝犛狉［犺犻，１］Ｔ＝
狉犪犻０［ ］０１

［犺犻，１］Ｔ

＝［犺犻狉犫犻，１］，犻＝１，…，犱 （４２）
因此犵（犺，狉，狋）＝－犺狉－狋＝犺狉犪－狋，因此证得

ＲｏｔａｔＥ为ＤＱＫＧＥ的特例． 证毕．
（３）ＱｕａｔＥ为ＤＱＫＧＥ的特例．
证明．　根据式（４０），有

犺狉犻＝犵狉（犺犻）＝犛狉犻［犺犻，１］Ｔ，犻＝１，…，犱．
令狉犮犻和狉犫犻为零，令｜狉犪犻｜＝１且其对偶部分为零，令狉犱犻

的实数部分为１，其余部分为零，有

犺狉犻＝犵狉（犺犻）＝犛狉［犺犻，１］Ｔ＝
狉犪犻０［ ］０１

［犺犻，１］Ｔ

＝［犺犻狉犫犻，１］，犻＝１，…，犱 （４３）
因此犵（犺，狉，狋）＝犺狉，狋＝〈犺狉，狋〉，其中“”为四元数乘

法．因此证得ＱｕａｔＥ为ＤＱＫＧＥ的特例． 证毕．
（４）ＤｕａｌＥ为ＤＱＫＧＥ的特例．
证明．　根据式（４０），有

犺狉犻＝犵狉（犺犻）＝犛狉犻［犺犻，１］Ｔ，犻＝１，…，犱．
令狉犮犻和狉犫犻为零，令｜狉犪犻｜＝１，狉犱的实数部分为１，其余部

分为零，有

犺狉犻＝犵狉（犺犻）＝犛狉［犺犻，１］Ｔ＝
狉犪犻０［ ］０１

［犺犻，１］Ｔ

＝［犺犻狉犫犻，１］，犻＝１，…，犱 （４４）
因此犵（犺，狉，狋）＝〈犺狉，狋〉＝〈犺狉，狋〉，其中“”表示对偶四元
数乘法．因此证得ＱｕａｔＥ为ＤＱＫＧＥ的特例． 证毕．

表１１　几个流行知识图谱嵌入模型的复杂度比较
模型 时间复杂度 空间复杂度
ＴｒａｎｓＥ ,

（犽） ,

（犽）
ＨｏｌＥ ,

（犽ｌｏｇ（犽）） ,

（犽）
ＣｏｍｐｌＥｘ ,

（犽） ,

（犽）
ＱｕａｔＥ ,

（犽） ,

（犽）
ＤＱＫＧＥ ,

（犽） ,

（犽）

犃４　链接预测实验
为了验证ＤＱＫＧＲ推荐模型中ＤＱＫＧＥ嵌入学习部分的

有效性，本文在两个常用的知识图谱嵌入数据集ＷＮ１８ＲＲ［５８］
和ＦＢ１５Ｋ２３７［５９］上进行了链接预测实验．ＷＮ１８ＲＲ是ＷＮ１８［１７］
数据集的子集，里面包含对称、反对称以及组合关系．ＦＢ１５Ｋ２３７
是ＦＢ１５Ｋ［１７］的子集，其主要包含反对称、对称以及组合关系．
遵循知识图谱中常用的评估方法，本文采用了平均倒数排
名（犕犚犚），命中率（犎犻狋狊＠狀＝１，３，１０）作为评价指标．本文
将ＤＱＫＧＥ与一些流行的方法如ＴｒａｎｓＥ、ＲｏｔａｔＥ、ＴｕｃｋＥＲ、

９３２２１０期 曹宗胜等：基于对偶四元数的协同知识图谱推荐模型
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ＣｏｍｐｌＥｘ、ＱｕａｔＥ、ＤｕａｌＥ、ＣｏｎｖＥ以及ＭｕＲＰ进行对比．
结果分析：不同知识图谱嵌入方法在ＷＮ１８ＲＲ数据集

和ＦＢ１５Ｋ２３７数据集上的结果如表１２和表１３所示．可以看
到，所提ＤＱＫＧＥ模型在两个数据集上均获得了最优性能．
其中：

（１）ＷＮ１８ＲＲ数据集中包含较多的层次结构，这对模型
的链接预测任务构成了挑战．ＭｕＲＰ模型基于双曲几何建
模，因此它可以较好地对该数据集建模．同时，ＤＱＫＧＥ在该
数据集上也取得了最优性能，验证了通过射影几何将关系建
模为多种变换的有效性．

（２）ＦＢ１５Ｋ２３７数据集包含多种复杂关系，ＴｒａｎｓＥ将知
识图谱中的关系建模为平移，ＲｏｔａｔＥ和ＱｕａｔＥ将关系分别
建模为二维空间和三维空间的旋转，当面对复杂关系时，这
类方法的结果显示将关系建模为单一变换会使得模型性能
较弱．ＤｕａｌＥ将关系建模为平移和旋转的组合，模型的性能
得到提升．而ＤＱＫＧＥ通过射影空间将关系建模为多种变
换，进一步增强了模型对数据集中复杂关系的建模能力，因
而ＤＱＫＧＥ模型在该数据集上表现较好．综上所述，ＤＱＫＧＥ
方法利用对偶四元数乘法，可以充分地捕捉空间中实体的
交互，挖掘潜在关系；其利用射影空间将关系建模为空间
中包括旋转、平移、反射、反演以及同态等多种变换，可以提
升模型的表达能力，因而在以上数据集上表现优异．通过
ＤＱＫＧＥ对辅助信息进行建模，可以为后续的推荐过程提供
更为精准的嵌入，因而使得整个ＤＱＫＧＲ模型在推荐任务上
取得良好的性能．
表１２　犠犖１８犚犚数据集上，常见知识图谱嵌入模型与犇犙犓犌犈

模型的性能比较（其中最优结果用粗体表示，次优结
果用下划线表示）

方法 犕犚犚↑ 犎犻狋狊＠１↑犎犻狋狊＠３↑犎犻狋狊＠１０↑
ＴｒａｎｓＥ ０．２２６ － － ０．５０１
ＲｏｔａｔＥ ０．４７６ ０．４２８ ０．４９２ ０．５７１
ＴｕｃｋＥｒ ０．４７０ ０．４４３ ０．４８２ ０．５２６

ＣｏｍｐｌＥｘＮ３ ０．４８０ ０．４３５ ０．４９５ ０．５７２
ＱｕａｔＥ ０．４９１ ０．４４１ ０．５１ ０．５７９
ＤｕａｌＥ ０．４９２ ０．４４４ ０．５１３ ０．５８４
ＣｏｎｖＥ ０．４３０ ０．４００ ０．４４０ ０．５２０
ＭｕＲＰ ０．４８１ ０．４４０ ０．４９５ ０．５６６
ＤＱＫＧＥ ０４９５ ０４４５ ０５１５ ０５８９

表１３　犉犅１５犓２３７数据集上，常见知识图谱嵌入模型与犇犙犓犌犈
模型的性能比较（其中最优结果用粗体表示，次优结
果用下划线表示）

方法 犕犚犚↑ 犎犻狋狊＠１↑犎犻狋狊＠３↑犎犻狋狊＠１０↑
ＴｒａｎｓＥ ０．２９４ ０．１６５ ０．３０６ ０．４６５
ＲｏｔａｔＥ ０．３３８ ０．２４１ ０．３７５ ０．５３３
ＴｕｃｋＥｒ ０．３５８ ０．２６６ ０．３９４ ０．５４４

ＣｏｍｐｌＥｘＮ３ ０．３５７ ０．２６４ ０．３９２ ０．５４７
ＱｕａｔＥ ０．３４８ ０．２４８ ０．３８２ ０．５５
ＤｕａｌＥ ０．３６１ ０．２６８ ０．３９５ ０．５５８
ＣｏｎｖＥ ０．３２５ ０．２３７ ０．３５６ ０．５０１
ＭｕＲＰ ０．３３５ ０．２４３ ０．３６７ ０．５１８
ＤＱＫＧＥ ０３６５ ０２７３ ０４００ ０５６４

相对于传统的知识图谱嵌入表示，对偶四元数引入了更
高的数据维度，本文对该部分进行了时空复杂度的理论分析
以及实验评估．

（１）表１１对ＤＱＫＧＥ与其他知识图谱嵌入模型进行了
对比，可以看到其时间复杂度和空间复杂度均为,

（犽）．具体
使用中，复杂度可能会再乘以一个常系数，但理论上模型的
时空复杂度也均为线性．

（２）在链接预测实验上，本文对ＤＱＫＧＥ与多种模型所
需的参数进行了对比．由表１４可以看到当各个模型达到最
优性能时，ＤＱＫＧＥ在ＷＮ１８ＲＲ数据集上所需的参数量最
少；在ＦＢ１５Ｋ２３７数据集上所需的参数量也相对较少．这表明
ＤＱＫＧＥ的空间复杂度并不高．本文继续对不同知识图谱模
型训练收敛所需的时间进行比较，由表１５，与其他对比方法
相比，可以看到ＤＱＫＧＥ在ＷＮ１８ＲＲ数据集和ＦＢ１５Ｋ２３７
数据集上均能以较短的时间使得训练收敛．其原因在于
ＤＱＫＧＥ中的对偶四元数运算和莫比乌斯变换可以较好地挖
掘知识图谱中实体之间的潜在关系，从而加快模型的收敛．
表１４　犇犙犓犌犈与其他知识图谱嵌入模型关于参数量的

对比实验
数据集 ＭｕＲＰ／ＭＲｏｔａｔＥ／ＭＱｕａｔＥ／ＭＤＱＫＧＥ／Ｍ
ＷＮ１８ＲＲ ３４．５２ ４０．９５ １６．３８ １５．２６
ＦＢ１５Ｋ２３７ ２３．１８ ２９．３２ ５．８２ ６．４３

表１５　犇犙犓犌犈与其他知识图谱嵌入模型关于训练收敛
时间的对比实验

数据集 指标 ＭｕＲＰＲｏｔａｔＥＱｕａｔＥＤＱＫＧＥ
ＷＮ１８ＲＲ 迭代次数 ８００ １０００ ５００ ２００

总时间／ｈ ５．１ ３．７ ３．２ ２．８
ＦＢ１５Ｋ２３７ 迭代次数 １０００ １５００ １０００ ５００

总时间／ｈ ８．３ ５．６ ４．８ ３．９

犃５　实验结果补充分析
在实验部分，本文测试了多个模型在三个数据集ＬａｓｔＦＭ、

ＭｏｖｉｅＬｅｎｓ２０Ｍ、ＢｏｏｋＣｒｏｓｓｉｎｇ的性能．可以看到ＤＱＫＧＲ
超越了其他模型，性能均优于基准方法．本文中所用的实验
设置，包括语义抽取本身，都与流行的方法［１４１５，５３］相同．但也
可以看到在性能结果中，目前主流研究方法的性能指标在这
些数据集上也都不足５０％．其原因主要分为两部分：（１）推
荐问题中所用的数据集都是大数据集，数据存在很大的稀疏
性，且目前的研究方法的性能指标也都不足５０％；（２）由于
本文评价指标犎犚＠狀、犘＠狀、犚＠狀、犖犇犆犌＠狀中，狀选取
２０，这对模型的要求比较严格，如果选择狀＝１００，如表１６和
表１７模型的命中率均可超越５０％，召回率也可较狀＝２０时
有显著提升．

表１６　狀＝１００时，不同模型在犔犪狊狋犉犕数据集的实验结果
模型 犎犚＠１００ 犘＠１００犚＠１００犖犇犆犌＠１００
ＫＧＣＮ ０．６４５１ ０．０１０８ ０．１８３２ ０．１１４５
ＫＧＡＴ ０．６４８８ ０．０１５４ ０．１８４５ ０．１１８９
ＱＫＧＮ ０．６４８２ ０．０１６３ ０．１８５５ ０．１１９７
ＤＱＫＧＲ ０６６２５ ００２１４ ０２０５７ ０１３１０
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表１７　狀＝１００时，不同模型在犕狅狏犻犲犔犲狀狊２０犕数据集的
实验结果

模型 犎犚＠１００ 犘＠１００犚＠１００犖犇犆犌＠１００
ＫＧＣＮ ０．８９０６ ０．０３１５ ０．３８２５ ０．１７４６
ＫＧＡＴ ０．８９７８ ０．０３４７ ０．３９４１ ０．１７９５
ＱＫＧＮ ０．８９８３ ０．０３５８ ０．３９５８ ０．１７９８
ＤＱＫＧＲ ０．９１５０ ０．０３６４ ０．４１８３ ０．１９３２

此外，本文进行显著性实验，以验证模型性能的提升．对
于实验中使用的每个指标，将ＫＧＡＴ和ＤＱＫＧＲ两个模型
在三个数据集上的结果分别作为对比变量，采取原假设为两
个变量不相关，显著性水平α设置为０．０１，结果如表１８所
示．可以看到狆值均大于显著性水平０．０１，因此接受原假
设，认为ＤＱＫＧＲ相对ＫＧＡＴ性能的提升存在显著性差异．
类似地，本文对ＤＱＫＧＲ与ＱＫＧＮ在四个指标上做显著性
检验，结果如表１９所示．可以看到狆值均大于显著性水平
０．０１，因此接受原假设，认为ＤＱＫＧＲ相对ＱＫＧＮ性能的提
升存在显著性差异．

表１８　犇犙犓犌犚与犓犌犃犜性能的显著性验证实验
指标 狆值
犎犚＠２０ ０．０２４４
犘＠２０ ０．０１６１
犚＠２０ ０．０２１１

犖犇犆犌＠２０ ０．０５９６

表１９　犇犙犓犌犚与犙犓犌犖性能的显著性验证实验
指标 狆值

犎犚＠２０ ０．０１４４
犘＠２０ ０．０１８８
犚＠２０ ０．０１２６

犖犇犆犌＠２０ ０．０１２８

犃６　模型其他关键参数的研究
为探究本文中其他关键参数对模型性能的影响，本文继

续研究了模型学习率对模型性能的影响，以及对偶四元数协
同知识图谱嵌入损失项权重λ１和正则化权重λ２对模型性能
的影响．

（１）学习率对模型性能的影响．在ＬａｓｔＦＭ数据集进行

实验，结果如表２０所示，学习率取｛１ｅ１，５ｅ２，１ｅ２，５ｅ３，
１ｅ３，５ｅ４，１ｅ４｝，可以看到不同学习率对模型性能的影响
不大，在正常范围内波动．

表２０　模型学习率对模型的影响
学习率 犎犚＠２０ 犘＠２０ 犚＠２０ 犖犇犆犌＠２０
１ｅ１ ０．３７４１ ０．０３２１ ０．０８３４ ０．０７８５
５ｅ２ ０．３７９７ ０．０３３９ ０．０９２１ ０．０８２１
１ｅ２ ０．３８１４ ０．０３４８ ０．０９７８ ０．０８４７
５ｅ３ ０．３８５４ ０．０３６４ ０．１０２２ ０．０８６１
１ｅ３ ０３８７３ ００３７６ ０１０３１ ００８７４
５ｅ４ ０．３８７１ ０．０３７４ ０．１０２９ ０．０８７２
１ｅ４ ０．３８６９ ０．０３７２ ０．１０２７ ０．０８７０

（２）不同权重对模型性能的影响．为探究对偶四元数协
同知识图谱嵌入项损失权重λ１对模型性能的影响，在ＬａｓｔＦＭ
数据集进行实验，分别取λ１为｛１ｅ１，５ｅ２，１ｅ２，５ｅ３，１ｅ３，
５ｅ４，１ｅ４｝，结果如表２１所示．为探究正则化权重λ２对模型
性能的影响，在ＬａｓｔＦＭ数据集进行实验，分别取λ２为｛１ｅ１，
５ｅ２，１ｅ２，５ｅ３，１ｅ３，５ｅ４，１ｅ４｝，结果如表２２所示．综上，
可以看出相比于λ２，λ１对模型性能的影响更大，这也在一定
程度上说明了利用协同知识图谱进行嵌入学习的重要性．

表２１　λ１对模型性能的影响
λ１ 犎犚＠２０ 犘＠２０ 犚＠２０ 犖犇犆犌＠２０
１ｅ１ ０３８７３ ００３７６ ０１０３１ ００８７３
５ｅ２ ０．３８５１ ０．０３７３ ０．１０２２ ０．０８５０
１ｅ２ ０．３８２６ ０．０３７１ ０．１００８ ０．０８２４
５ｅ３ ０．３７８６ ０．０３６８ ０．０９８７ ０．０８０３
１ｅ３ ０．３７３６ ０．０３６５ ０．０９５２ ０．０７９７
５ｅ４ ０．３６８７ ０．０３６１ ０．０９４３ ０．０７８９
１ｅ４ ０．３６４５ ０．０３５９ ０．０９３４ ０．０７８２

表２２　λ２对模型性能的影响
λ２ 犎犚＠２０ 犘＠２０ 犚＠２０ 犖犇犆犌＠２０
１ｅ１ ０．３７５５ ０．０３４８ ０．０９１４ ０．０７６３
５ｅ２ ０．３７８６ ０．０３５１ ０．０９３４ ０．０７７９
１ｅ２ ０．３８１４ ０．０３５６ ０．０９６４ ０．０８２１
５ｅ３ ０．３８５６ ０．０３６５ ０．１００３ ０．０８５７
１ｅ３ ０３８７３ ００３７６ ０１０３１ ００８７３
５ｅ４ ０．３８６７ ０．０３７３ ０．１０２３ ０．０８６５
１ｅ４ ０．３８６２ ０．０３６９ ０．１０１９ ０．０８６１
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