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摘 要 相同生产工艺的工业过程协同建模是解决工业难测参数在线软测量的有效方法,但因生产原料、设备等

因素差异,所形成的分布式数据往往呈现非独立同分布特性(Nonindependent
 

Identically
 

Distribution,
 

Non-IID).同
时,受生产环境变化影响,数据分布特性会随时间发生变化.因此,工业建模场景对模型的个性化配置和自主调整

能力提出了更高的要求.为此,本文提出一种结构与参数并行优化的联邦增量迁移学习方法(Federated
 

Incremental
 

Transfer
 

Learning,
 

FITL).所提方法在增量式联邦学习框架下,建立了基于模型输出信息的联邦共识组织,并利用

横向联邦进行组内增强;进而,面向联邦共识组织,通过最小化组间共识差异增量迁移不同共识组织信息;最后,结
合组内横向增强和跨组织迁移学习,构造增量迁移下的联邦学习模型.在工业数据集和基准数据集上的实验结果

表明,与现有方法相比,所提模型能更好地实现不同工况Non-IID情况下的协同建模.在过程工业回归任务和公开

数据集的分类任务中,FITL能在多工况环境下相较基线方法提升9%和16%的模型预测精度.
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Abstract 
 

Industrial
 

process
 

collaborative
 

modeling
 

with
 

the
 

same
 

production
 

process
 

is
 

an
 

effec-
tive

 

method
 

to
 

solve
 

the
 

difficult
 

industrial
 

parameters
 

online
 

soft
 

measurement.
 

Due
 

to
 

the
 

differences
 

in
 

production
 

materials,
 

equipment
 

and
 

other
 

factors,
 

the
 

distributed
 

data
 

often
 

prensent
 

nonindependent
 

identically
 

distribution
 

(Non-IID).
 

Simultaneously,
 

influenced
 

by
 

chan-
ges

 

in
 

the
 

production
 

environment,
 

the
 

distribution
 

characteristics
 

of
 

data
 

change
 

over
 

time.
 

Con-
sequently,

 

industrial
 

modeling
 

scenarios
 

demand
 

heightened
 

requirements
 

for
 

personalized
 

config-
uration

 

of
 

models
 

and
 

autonomous
 

adjustment
 

capabilities.
 

To
 

address
 

these
 

concerns,
 

this
 

paper
 

proposes
 

a
 

federated
 

incremental
 

transfer
 

learning
 

(FITL)
 

strategy
 

that
 

achieves
 

parallel
 

optimi-
zation

 

of
 

both
 

structure
 

and
 

parameters.
 

Under
 

the
 

framework
 

of
 

incremental
 

federated
 

learning,
 

a
 

federated
 

consensus
 

organization
 

based
 

on
 

model
 

output
 

information
 

is
 

established,
 

and
 

horizon-
tal

 

federated
 

is
 

used
 

for
 

intra-group
 

enhancement.
 

Furthermore,
 

the
 

information
 

of
 

different
 

consensus
 

organizations
 

is
 

incrementally
 

migrated
 

for
 

federal
 

consensus
 

groups
 

by
 

minimizing
 



consensus
 

differences
 

between
 

groups.
 

Finally,
 

a
 

federation
 

learning
 

model
 

under
 

incremental
 

transfer
 

is
 

constructed
 

by
 

combining
 

intra-group
 

horizontal
 

reinforcement
 

and
 

cross-organization
 

transfer
 

learning.
 

Experimental
 

results
 

on
 

industrial
 

data
 

sets
 

and
 

benchmark
 

data
 

sets
 

show
 

that,
 

compared
 

with
 

the
 

existing
 

methods,
 

the
 

proposed
 

model
 

can
 

better
 

realize
 

collaborative
 

modeling
 

under
 

different
 

working
 

conditions
 

of
 

Non-IID.
 

In
 

the
 

regression
 

task
 

of
 

process
 

indus-
try

 

and
 

the
 

classification
 

task
 

using
 

public
 

datasets,
 

FITL
 

exhibits
 

a
 

notable
 

enhancement
 

of
 

9%
 

and
 

16%
 

in
 

model
 

predictive
 

precision
 

over
 

baseline
 

methods
 

in
 

multiple
 

working
 

conditions.
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1 引 言

工业制造中性能指标大多因依赖人工采样化验

导致样本稀疏、建模困难[1-4].实际上,以生产特定产

品为目标的工业过程大多采用典型生产工艺与生产

设备,生产流程具有特征相似性[5-7].如果能将生产

流程相同的各工业企业私有数据进行集中整合,利
用企业共享的大数据进行协同建模,将大大提升模

型质量.然而,由于数据隐私和安全问题造成的工业

数据信息孤岛使得上述目标难以达成[8-9].因此,如
何在满足数据隐私和安全前提下,更加高效地共同

使用具有相似特征的工业企业私有数据,实现各工

业企业分布式协同建模,建立工业制造性能指标模

型,是一项有意义的工作.本文将该工作定义为数据

安全下的分布式协同建模问题,并对该问题进行了

深入的研究和求解.
针对数据安全下的分布式协同建模问题,联邦

学习能够保证分布在多个地区的参与者在数据安

全的情况下实现协作建模.具体做法是保持数据

在本地,信息通过共享模型梯度或参数来传递.
Fedavg[10]是典型的联邦学习模型,其通过共享分布

客户端的参数信息构建性能更优的全局模型,在多

个实际领域效果显著[11-14].然而,由于生产原料、设
备等差异,分布在多地的工业过程往往处于不同运

行条件(即多工况),使过程数据呈现Non-IID特性.
若忽略工况差异建模,则过程数据难以被有效利用,
导致模型效果不理想.因此,需要为Non-IID的过程

数据设计个性化的问题求解策略.
为了解决协同建模参与端的数据 Non-IID问

题,研究界开展了对联邦个性化建模的研究.文献

[15]在Fedavg的基础上,进一步考虑了客户端的个

性化差异,通过在局部更新目标中添加模型参数更

新近似项,提出了FedProx.该方法在面向客户端存

在设备及统计异构特点的任务时具有显著优势.文
献[16]提出了联邦聚类学习,利用客户端更新的余

弦相似度分析数据分布信息,并设计了一种自适应

聚类机制.文献[17]提出基于 Moreau
 

Envelope的

客户端更新策略,结合局部更新和全局更新设计了

更快收敛的联邦策略pFedMe.文献[18]提出客户

端数 据 分 布 的 混 合 假 设,基 于 EM 算 法 设 计 了

FedEM.此外,一些研究人员使用联邦迁移学习来

解决数据分布差异下的协同建模问题.文献[19]提
出将数据的原始特征映射到一个可以共享信息的高

维空间,以减少由于多个参与方之间数据分布的差

异而导致的模型性能下降.文献[20]研究了智能制

造领域多场景联邦合作中的数据异构化问题,其通

过模型参数传递领域知识,实现了基于模型预训练

策略的新型场景联邦模型的快速构建.上述研究为

客户端的非独立同分布问题提供了更具个性化的求

解方案,在一定程度上解决了客户端的数据分布差

异问题.
然而,上述方法均基于固定的拓扑结构建立模

型,即其是在给定神经网络架构的情况下通过联邦

协作优化模型参数,并不能实现模型结构与参数的

并行优化.神经网络的结构对模型学习效果影响至

关重要,过小过紧的模型容易训练但学习能力低.过
大过松的模型学习能力强,但参数复杂,且数据不足

时难以获得理想效果.在本文的工业分布式协同建

模场景中,工业过程往往具有时变性特性,对于模型

的时效性要求较高,现有基于深度架构的神经网络

难以在工业实际中实施调整与重建.因此,直接推广

现有计算智能的联邦学习架构应用在工业领域的效

果并不理想.增量构造式的随机配置网络(Stochas-
tic

 

Configured
 

Network,
 

SCN)[21]通过对数据特点

的自适应分析,为解决模型结构与参数同步优化配
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置难题提供了有益的途径.值得注意的是,与传统联

邦学习模型在参数随机配置方面的做法不同,SCN
遵循特定的机制来随机生成参数,以确保随机参数

具有理论收敛保障.为实现数据安全与隐私下的分

布式协同建模,文献[22]提出了联邦随机配置网络,
其设计了增量场景下的联邦协作建模方法,基于

SCN实现了客户端网络的自适应构建.然而,由于

数据非独立同分布情况的存在,客户端难以在数据

分布差异情况下实现有效的增量协作建模.迁移学

习是解决数据分布差异下知识共享的有效方法,但
传统的联邦迁移学习均基于给定的架构通过共享参

数迁移知识,仅涉及特定层参数的优化,并不考虑模

型结构的动态变化.据我们所知,尚未有文献研究增

量构造的联邦迁移方法.本文针对工业过程的特性

时变、工况复杂、差异性大等特性,采用SCN为客户

端构建模型,在进行知识迁移优化参数的同时不仅

要考虑信息传输的安全问题,还要考虑模型结构的

动态变化,大大提升了迁移学习的实现难度.
为解决上述问题,本文通过建立分布数据共识

的联邦分组机制,引入迁移学习技术生成组内模型

增强和组间模型迁移的联邦互助策略,提出了基于

分布共识的联邦增量迁移建模方法,具体为:首先,
结合SCN建模特性,分析过程数据分布差异,将不

同企业过程数据分布差异性考虑到模型构建过程.
基于不同模型对于同一数据的预测输出一致性,即
共识,建立基于私有模型输出相似度的联邦共识组

织;然后,在模型增量构建过程中,建立组内基于质

量优先策略的横向联邦合作机制,即组内增强.通过

加权聚合机制生成组内私有模型新增节点的最优选

择;最后,基于 KL 散度建立组内模型和其他多共

识组织模型预测输出差异的损失函数,通过最小化

组内模型本地数据预测误差及组间模型预测输出的

损失函数,实现组间模型信息的增量迁移.本文主要

贡献包括:
(1)在增量式联邦学习框架下,针对全局模型难

以在多工况的企业生产环境下获得理想预测效果的

问题,首次对数据分布差异下的模型自适应增量构

建进行研究,提出了一种基于非梯度策略的联邦个

性化私有模型增量式构建方法.
(2)针对不同工况的信息难以有效协作的问题,

建立了基于模型输出信息的联邦共识组织机制,结
合工况特性为不同的共识组织设计了组内、组间差

异化的增量协作策略,并提供了收敛性分析.
(3)针对分布差异下信息难以有效共享及增量

过程中迁移学习难以实现的问题,通过拟合预测分

布趋势迁移组间知识,建立了基于迁移学习的组间

互助机制.进而,结合组内增量和组间迁移实现了增

量建模过程中的有效协作.
本文的其余部分组织如下:第2节分析了联邦

学习研究进展及SCN建模的主要策略;同时,介绍

了联邦随机配置网络增量构建和信息共享的关键策

略,并进一步分析了其现有不足.第3节概述了本文

所求解的联邦优化问题的问题定义.第4节介绍了

联邦增量迁移学习方法的核心思想及算法的具体步

骤.第5节通过在工业数据及公开数据集上的实验

分析了FITL的优越性.第6节对本文的研究进行

了总结与展望.

2 相关工作

2.1 联邦学习

  联邦学习是一种分布式机器学习方法,其主要

是为了应对由数据隐私意识增强造成的企业数据孤

岛挑战而设计的.联邦学习允许在多个设备或节点

上训练模型,而无需将私有数据集中存储,对于分布

式协同建模具有重要意义.联邦学习方法最早由

Google提出,其设计的Fedavg基于模型层面传输

客户 信 息,实 现 了 数 据 隐 私 下 的 分 布 式 协 同 建

模[10].后续,大多联邦学习的研究都基于该方法的

建模思路展开,并在许多应用场景中引起了越来越

多的关注[23-27].
然而,传统的Fedavg方法难以应对现实生产生

活中的复杂场景.当参与联邦的客户端数据分布存

在差异时,Fedavg常常面临收敛速度慢及通信次数

过多问题.并且,由于仅构建了一个通用的全局模

型,当面临具有个性化数据分布的客户端时,其难以

获得预期的预测效果.针对上述挑战,Li等人[15]提

出了FedProx,该方法为每个客户端的局部更新目

标中额外设计了一个自适应调整估计项,提升了模

型处理数据异构性问题时的准确性.Wu等人[28]提

出 FedHome,通 过 一 种 生 成 式 卷 积 自 编 码 器

(GCAE)协调客户端数据以减少分布差异对联邦模

型准确性的影响.Yang等人[29]和Guo等人[30]对客

户端更新进行采样分析,每轮训练选取低偏置的客

户端集更新信息进行聚合以提升全局模型的稳定

性.上述方法虽然在一定程度上缓解了数据分布差

异对于全局模型的影响,但仍然存在单一模型设定

的局限.在本文的分布式协同建模场景中,不同工况
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的数据其优化方向可能存在差异,因此仅基于单一

模型的优化难以应对个性化的过程数据分布学习.
在学习个性化局部模型研究方面.Arivazhagan

提出了FedPer[31],该方法将局部模型划分成前端基

础层和后端个性化层,其个性层不参与全局更新.Li
等人[32]提出了FedBN,该方法为局部模型设置了个

性化的批规范层,批规范层参数更新值不参与聚合,
在处理客户端特征漂移问题上效果显著.Lu等

人[33]提出了FedAP用于医疗领域的患者信息分

析,其同样设置了个性化的批处理层,并基于批处理

层的参数信息进一步对客户端数据分布差异进行拟

合.迁移学习是处理具有分布差异的领域间学习的

有效方法,因此,基于迁移学习实现局部模型的个性

化构建也开始成为个性化联邦研究的热点.但由于

联邦学习数据传输的特殊设定,目前该方向的研究

主要集中在基于模型的迁移学习策略.Kevin等

人[20]为智能制造场景下的数据异构性问题设计了

基于模型预训练策略的联邦合作架构FTL-CDP.
Fang等人[34]进一步考虑了客户端数据存在的噪声

问题,构建了更具鲁棒性的联邦模型.Wei等人[35]

结合隐私保护机器学习与深度迁移学习构建了处理

不同任务数据的联邦学习架构 MF-SCSN,用于患

者脑电波数据解码.上述方法虽然实现了客户端模

型的个性化构建,但其均是基于固定的神经网络架

构实现的,并且缺少关于轻量模型联邦建模的相关

研究.在本文的分布式协同建模场景中,我们旨在基

于企业过程数据实现一个轻量模型的自适应构建,
以便于模型的嵌入及快速加载.

此外,也有研究结合知识蒸馏技术解决客户端

的数据异构性问题.由于在联邦场景下,基于知识蒸

馏技术解决数据异构性的核心在于提取多个局部模

型的知识到本地模型,因此其也可以视为基于模型

知识进行迁移的一种具体实现方法.Li等人[36]提出

基于知识蒸馏的联邦学习框架FedMD,该方法通过

在一个公共数据集上的共识训练模型,接着再利用微

调对局部模型进行更新.Lin等人[37]提出了FedDF,
其考虑了边缘客户端计算能力的差异,通过集成蒸

馏进行交叉架构的学习,构建了异构的局部模型.
Jiang等人[38]进一步考虑了联邦模型部署期间的数

据分布变化问题,设计了具有测试分布偏移鲁棒性

的
 

FedTHE+.Yang等人[39]针对蒸馏过程中数据

异构对于平均软标签的影响,设计了多个教师独立

蒸馏的FedMMD.Chen等人[40]基于循环蒸馏的方

式构建了去中心化的联邦个性化学习方法 MetaFed.

上述方法能在模型异构的场景下实现分布式协作,
并很好地缓解客户端计算能力差异的问题.但其合

作依赖于对于公共数据集的共识,需要选取的数据

集具有无偏性,这在工业生产领域较难收集满足条

件的数据集.并且,上述方法的模型架构虽然是异构

的,但初始的模型架构仍然需要在训练前指定,并未

实现模型结构的自适应构建.
综上所述,以上研究在一定程度上提升了传统

联邦模型对于个性化数据端的适应性,但其均基于

固定的神经网络架构构建预测模型,并通过该固定

架构优化网络的参数.网络的架构对于神经网络预

测效果至关重要,如何根据本地数据实现客户端模

型的自适应协作构建,是联邦领域值得研究的问题.
本文通过增量的形式进行联邦协作,以实现网络结

构与参数配置并行优化的目标.所提出的FITL主

要针对客户端具有分布差异下的模型自适应增量构

建,并进一步结合领域相似性协助个性化模型提升

构建效率.据我们所知,这是该应用场景下针对联邦

增量学习的首个研究.
另外,本文专注于工业过程场景.该场景下,运

行指标参数往往难以检测,样本化验标注昂贵,故训

练样本相对稀少.此外,工业过程动态时变和有限的

硬件资源限制了模型的规模.因此,传统的联邦学习

模型并不适用于工业设备,需采用模型结构与参数

具有自主调整能力的轻量化学习模型.同时,由于传

统神经网络对初始参数较敏感,不适合该场景的建

模,故引入随机配置网络以实现参数自适应学习.
2.2 随机配置网络

  SCN是一种基于数据监督随机参数配置的构

造型神经网络,其建立了网络节点构造过程中的监

督机制,以实现模型结构与网络参数的同步优化配

置.由于SCN能根据数据分布特点实现模型的自适

应构建,并在多种应用场景下展现了良好的通用逼

近性,近年来在工业建模领域得到了广泛关注[41-42].
SCN的模型结构如图1所示,其具体建模过程

为:假设现有一个L-1个节点的网络已经被构建,

其 输 出 为 fL-1(x)= ∑
L-1

j=1
βjaj((wj)Tx + bj)

 

(L=1,2,…,N,f0=0).其中,w 和b是隐藏层参

数,β是输出层参数,a 为激活函数.记模型的拟合

目标为y,此时,具有L-1个节点的模型的误差为

eL-1=fL-1(x)-y.定义模型的期望误差为eexp,若

eL-1<eexp,SCN将通过新增节点的方式实现目标的

优化.新增的第L 个节点的生成主要包括两个阶
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段,分别是隐藏层节点的随机配置和输出层权值的

计算.首先,是隐藏层权值的随机配置.给定训练数

据集D(x,y),SCN会在公式(1)的监督条件下随

机生成节点.

图1 随机配置网络

ξ=
<eT

L-1,hL>
<hL,hL>

-(1-r-uL)<eT
L-1,eT

L-1>>0

(1)
其中,hL 为数据经过单个隐藏节点L 的输出,r和

uL 为进行随机配置的超参数,0 <r< 1,0 <uL

< (1-r),lim
L→∞

uL =0.

该监督条件是基于模型当前L-1个节点的学

习结果及数据集信息构建的.研究表明,ξ值越大则

网络收敛越快.因此,SCN会在每轮配置的候选节

点中选出ξ最大的点对应的参数配置给新增的第L
个节点.记新增节点L 的隐藏层参数为wL 和bL .
得到隐藏节点的参数配置后,SCN根据公式(2)计

算模型的输出权值β ①.

β=argmin
β

1
2||y-hβ||22=(hTh)-1hTy(2)

其中h 为数据经过隐藏层得到的输出集合.
重复上述新增节点的操作直到模型的误差达到

既定的期望误差,更多关于SCN的研究请参考文献

[43-45].
2.3 联邦随机配置网络

 

  联 邦 随 机 配 置 网 络 (Federated
 

Stochastic
 

Configuration
 

Networks,
 

FSCNs)为解决数据孤岛

及数据隐私问题下的增量模型构建难题提供了解决

方案.其根据随机配置网络的建模特点将模型构建

与联邦学习相结合,联合分布在不同地区的多个客

户端协同增量构建一个更优的全局模型.与传统联

邦不同的是,FSCNs以节点构建的层面出发,注重

各参与者对全局模型参数和结构的增量改进.通过

联邦协作实现网络结构与参数配置的并行提升,而
不仅仅是在全局模型的参数上进行优化.
FSCNs的大致建模架构如图2所示,与SCN

的构建步骤类似,其也可以大致分为隐藏层节点配

置与输出权值评估两个步骤.在隐藏层节点配置阶

段,分布在多个地区的客户端先在中央服务器的协调

下用私有数据生成基于本地数据信息的隐藏层节点

参数上传到中央服务器.接着,中央服务器融合多个

客户端的新增节点信息.结合SCN增量建模的特点,

FSCNs设计了两种策略实现客户端之间的知识共享,
其分别为加权聚合和贪婪选择策略.在加权聚合策略

中,服务器通过数据持有量对第L个节点的信息进行

加权聚合,得到当前节点L 的全局模型隐藏层信息.
而贪婪选择策略将选择出ξ最大的客户端拥有的参

数信息作为全局模型的第L个节点的隐藏层参数.此
外,考虑多个客户端在不同监督机制下的收敛速度问

题,其针对隐藏参数的选取分别设计了速度优先策略

和质量优先策略.其中,速度优先策略选取的参数只

需要满足本地客户端的监督机制即可,而质量优先策

略选择的参数需要满足所有客户端的监督机制.速度

优先策略的收敛速度更具随机性,而后者更稳定,

FSCNs可以按需选择增加节点的具体配置方案.

图2 联邦随机配置网络

在输出权值评估阶段,客户端从中央服务器下

载全局模型第L 个节点的隐藏参数信息后,各自在

本地计算输出权值并上传至服务器聚合.服务器聚

合输出权值后,得到具有L 个节点的全局模型并计

算当前误差,同时判断是否需要继续训练.若满足预

期效果则终止学习,输出构建的全局模型.重复上述

步骤,直至最小化目标函数公式(3).

min∑k∈Klk(f(x),y) (3)

上式中,f 为FSCNs构建的全局模型,lk 为全局模

型在本地数据k上的预测误差,K 为客户端集合.
FSCNs解决了传统联邦学习模型的架构估计
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困难问题,实现了多客户端的自主协同增量建模.其
结合SCN的构建特点,有效地将联邦学习和增量

建模结合,在保证数据安全的前提下进行模型的

增量构建.然而,该方法未考虑客户端数据的非独

立同分布问题.在实际场景中,不同客户端数据往

往由于实际的工况差异导致数据分布差异,使得

不同客户端的知识难以被有效共享.这种情况下,
具有更稳定收敛保证的质量优先方法的FSCNs难

以在短时间内找到满足全局监督条件的参数进行

模型节点配置,收敛速度被大大降低.同时,数据

分布差异也让全局模型难以有效利用来自多个客

户端的知识,造成了全局模型的准确性无法得到保

证的问题.

3 问题定义

联邦学习是解决数据安全前提下工业分布式协

同建模的可靠技术,然而现有研究缺少能在工况差

异下实现增量式协同建模的有效方法.
已有增量式联邦建模方法通过联合多方过程数

据构建更优全局模型,其在数据同分布情况下效果

显著.然而,由于企业实际生产过程的多工况现象,
先前方法难以在数据分布差异下有效利用过程数

据,导致其构建的全局模型准确性难以保证.为了更

好应对工业领域多工况的生产环境,本文将基于生

产数据为企业构建个性化模型,记为企业私有模型.
本文的多工况联邦合作场景考虑了一个中央服

务器和多个不同企业的相似工艺过程,这些过程拥

有不同生产工况的过程数据.定义总的过程数量为

m ,企业集合记为K ={k1,k2,k3,…,km}.每个企

业k拥有的过程数据集合记为Dk ={(xn,k,yn,k)|

xn,k ∈Xk,yn,k ∈Tk}Nk
n=1.其中,x 是数据的特征,

y 为样本的标签,Nk 是企业k 的样本总数,Xk 和

Tk 为特征及标签集,该过程数据对应的分布记为

Pk .企业k在本地训练的模型记为私有模型fk .
企业在中央服务器的协调下构建各自私有模

型,然后服务器融合基于不同过程数据构建的模型

信息以供私有模型进行本地优化.本文采用随机配

置网络构建私有模型,具体为

fk(x)=∑
L

j=1
βk

jak
j((wk

j)Tx+bk
j) (4)

其中,wk、bk 和βk 为私有模型k隐藏层的参数及输

出层权值,L 为当前网络的节点个数,ak 为私有模

型的激活函数.

已有增量式构造的联邦学习方法通过利用分散

在不同地域的本地数据Dk 协同训练效果更好的联

邦全局模型,该方法在Pki =Pkj
时通常表现很好.

然而,由于工况差异导致过程数据分布存在差异,因
此Pki ≠Pkj .此时,增量构建的全局模型直接应用

在工业实际建模中常常难以获得理想学习效果.因
此,在本文的研究中,FITL的学习目标是在Pki ≠
Pkj

的情况下,保持私有数据在本地,通过联邦协作

增量式为企业建立更优的私有模型,实现最小化如

下目标函数

min∑k∈Klk(fk(x),y) (5)

上式中,lk 为私有模型fk 的训练误差.
本文多工况场景下的增量式协作建模主要面临

的难点来自三个方面:首先,在分布式建模中,数据

安全是协作建模的重要前提.因此,服务端无法通过

直接分析过程数据来区分具有不同工况的工业过

程.故如何在保证数据安全的前提下准确识别工况

差异以实现工业过程的合理划分是第一个难点.其
次,同工况的数据信息融合与不同工况的信息融合

方式存在差异.如果均按照差异工况处理则难以利

用同工况协作的高效性,而均按照同工况则难以有

效融合过程数据信息.因此,如何根据工况特性实现

过程数据高效协作是第二个难点.最后,迁移学习是

解决数据分布差异下信息共享的有效方法,然而现

有联邦迁移学习方法无法在模型的增量构建过程中

实现信息的有效融合.所以,如何在模型增量构建过

程中实现数据信息的迁移是第三个难点.此外,需要

注意的是,本文的建模方法需要考虑增量构建架构

下的不同工况信息融合,而不仅仅是固定架构模型

基础上的信息共享.因此,在联邦协作过程中,不仅

需要考虑联邦学习场景下对于数据传输的特殊限

制,还要考虑模型结构的动态变化对于后续优化的

影响,以及网络模型在监督条件下的收敛性约束等,
从而进一步增加了联邦学习的实现难度.

为了解决上述问题,本文提出联邦增量迁移学

习方法.针对问题一,本文基于SCN构建私有模型.
SCN是在过程数据信息监督下构建的,其节点参数

体现本地工况特性.因此,提出基于模型信息的共识

组织建立机制,通过分析私有模型节点信息区分不

同工况.该策略能在保证过程数据安全的前提下实

现过程数据的合理划分.针对问题二,本文在所建立

共识组织基础上设计了一种基于组内横向增强的联

邦机制联合同工况私有模型信息.进一步,面向共识
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组织,基于迁移学习融合不同工况的过程数据信息,
以实现根据工况特性实现过程数据高效协作.针对

问题三,本文建立基于KL 散度的预测分布损失函

数,通过最小化组间预测差异迁移多工况过程数据

信息.该迁移策略能在模型的增量构建过程中基于

模型的潜在架构信息实现组间过程数据的相互学

习.同时,基于本地预测共识能在保证本地预测准确

度的基础上,实现跨组模型泛化性增量式提升.此
外,本文的主要符号及定义见表1.

表1 符号及定义

符号 定义

m 过程总数

K 企业集合

Dk 企业k的过程数据集

Nk
 企业k拥有的过程数据总数

X 过程数据的特征集

T 过程数据的标签集

wk 私有模型k的隐藏层权值

bk 私有模型k的隐藏层偏差

β
k 私有模型k的输出层权值

hk 私有模型k的隐藏层输出

4 联邦增量迁移学习方法

4.1 方法概述
 

  本节给出了联邦增量迁移学习的整体架构流

程.图3是多个不同的客户端通过联邦增量迁移方

法协同训练模型的大致过程.
以企业k的过程为例,本文按照编号顺序在图

3中展示了FITL如何结合组织建立、组内增强及

组间迁移生成私有模型的过程.其大致步骤为:第一

步,企业k上传基于本地数据生成的SCN模型构建

信息至服务器;第二步,中央服务器基于共识组织建

立机制将这些客户端分成若干个共识小组.接着,
在小组内通过共识组织内部的横向增强机制进行

分组协作;第三步,中央服务器将基于模型信息的

各组内增强结果传输回本地;第四步,企业k基于

本地数据通过组间信息迁移机制进行知识迁移工

作;最后,重复上述步骤直至生成的私有模型k满

足预期的效果.

图3 联邦增量迁移学习整体架构

  已有的联邦增量建模方法通过联合多企业构

建一个全局模型供本地使用.然而,在数据非独立同

分布的情况下,其难以在各个本地过程数据上均取

得理想效果.为此,FITL引入迁移学习技术,为企

业建立个性化模型,更有助于联合多方信息,实现本

地问题的优化求解.
4.2 基于模型信息的共识组织建立机制

  本文采用SCN为企业构建私有模型,SCN是

基于过程数据的监督机制生成,其模型参数体现数

据的分布.本文假设网络的输出权值层体现数据的

条件分布,而隐藏层体现数据的边缘分布,故将通过

分析模型参数考察数据分布一致性.共识小组的划

分核心是对客户端私有模型的划分,因此共识组织

先基于预测器的差异进行初步构建.大致为:首先

通过输出权值的评估结果分析数据的条件分布差

异,对多个客户端的私有模型进行初步划分.接

7284
 

期 崔 腾等:基于分布共识的联邦增量迁移学习



着,进一步通过分析隐藏层输出的数据信息对初

步划分的结果进行边缘分布差异下的细化.最后,
融合条件概率和边缘概率的联合聚类效果测定共

识组织的最终划分.
设目前有m 个客户端参与联邦学习,K={k1,

k2,k3,…,km}.客户端ki 根据本地过程数据生成

的第L 个隐藏节点的参数为ϕ
ki
L ={w

ki
L ,b

ki
L },输出

权值为ψ
ki
L ={β

ki
L }.首先,根据输出权值ψK

L 计算数

据条件分布相似度矩阵Scon ∈Rm×m ,如下式所示

Scon(i,j)=
cov(ψ

ki
L ,ψ

kj
L )

cov(ψ
ki
L ,ψ

ki
L )·cov(ψ

ki
L ,ψ

kj
L )

(6)

其中,cov(·,·)为数据的协方差,ki,kj∈K .设定

阈值TS,基于层次划分方法可以获得私有模型条

件分 布 差 异 下 的 分 组 结 果 GScon = {g1,g2,…,

gcScon
},cScon

为条件分布差异下的分组数目.记私有

模型ki 第L 个隐藏节点的输出为h
ki
L =hL(Xki

,

ϕ
ki
L ).接着,在GScon

的每个小组gcScon
内基于企业

集合输出结果hK
L ={h

k1
L ,…,h

km
L }分析过程数据的

边缘分布差异.由于随机配置变量的数值范围变化

较小,通过均值差异难以捕获数据边缘分布差异的

变换.因此,本文通过对比数据的方差差异测量数据

的边缘分布差异变化.可通过公式(7)计算边缘分布

差异相似度矩阵Smar∈Rm×m

Smar(i,j)=var(h
ki
L )-var(h

kj
L ) (7)

其中,var为数据方差,ki,kj ∈K .通过该差异对

小组内的私有模型进行进一步的区分,得到边缘分

布差异下的分组结果GSmar ={g1,g2,…,gcSmar
}.

最后,融合输出最终双分布差异下的共识组织划分

结果G={g1,g2,…,gc},如公式(8)所示

 G=G1
Smar ∪G2

Smar ∪ … ∪G
cScon
Smar

={g1
1,g1

2,…,g1
cSmar

}∪ {g2
1,g2

2,…,g2
cSmar

}

 ∪ … ∪ {g
cScon
1 ,g

cScon
2 ,…,g

cScon
cSmar

}

={g1,g2,…,gc} (8)

其中,c=∑
cScon

i=1
ci

Smar
是共识小组的总个数,算法1描

述了共识小组的建立过程.
算法1. 共识组织建立机制.
输入:待分组私有模型K = {k1,k2,k3,…,km}的参数

信息ϕK
L,ψK

L ,层次聚类阈值TScon,TSmar

输出:共识组织建立结果G = {g1,g2,…,gc}

1.
 

初始化组织个数为m

2.
 

FOR
 

GScon
簇i = 1,2,…,m  DO

3.
 

  gi = 私有模型参数ψ
ki
L ;

4.
 

END
 

FOR
5.

 

WHILE
 

簇间相似度大于TSconDO
6.

 

  通过公式6计算Scon ;

7.
 

  合并相似度最高的两个簇,更新GScon
;

8.
 

END
 

WHILE
9.

 

FOR
 

gcScon
⊂GScon

10.
 

  初始化G
cScon
Smar

的簇为每个私有模型参数ϕ
ki
L ;

11.
 

 
 

WHILE
 

簇间相似度大于TSmarDO
12.

 

   根据公式7计算Smar ;

13.
 

   合并相似度最高的两个簇类,更新G
cScon
Smar

;

14.
 

 
 

END
 

WHILE
15.

 

END
 

FOR

采用上述步骤可以得到双分布差异划分后的共

识组织.通过划分共识组织,可区分出有共性的私

有模型,从而更有针对性地利用组间的共识信息.
此外,本文在建立共识组织过程中仅涉及了模型

参数的交互,不涉及本地数据的传输,因此不会影

响企业隐私.下节中,所提FITL方法将在划分的

共识组内进行横向增强,其可使得具有相似数据

分布的参与者更紧密地合作,从而更好地共享彼

此的信息和知识.
4.3 基于横向联邦的组内增强机制

  基于私有模型建立共识组织后,FITL基于参数信

息在组织内部通过横向联邦进行组内增强.具体为,在
本文私有模型的构建过程中,共识组织内部的隐藏节

点采用加权聚合策略建立节点候选池,根据数据持有

量测定私有模型新增节点信息权值比重,如下式:

ϕ
gc
L =∑

ki∈gc

Nki

N
gcϕ

ki
L (9)

其中,ϕ
gc
L 为gc 组内新增隐藏节点L 的参数,Nki

为企 业ki 的 过 程 数 据 持 有 量,ki ∈gc,N
gc =

∑ki∈gc
Nki .

FITL采用质量优先策略生成私有模型最优节

点,即当节点满足组内所有企业约束时才将其作为

最终节点生成.记企业ki 当前隐藏层参数的监督值

输出为ξ
ki
L ,其计算方式如公式(10)

 ξ
ki
L =

(eT
L-1(Xki

)·h
ki
L )2

(h
ki
L )T·h

ki
L

-(1-r-μL)eT
L-1(Xki

)eL-1(Xki
) (10)

公式(10)中,eL-1(Xki
)为私有模型ki 在具有L-1

828 计  算  机  学  报 2024年



个节点时的误差,0<r<1,0<uL < (1-r).
设置监督记录函数为fki

,其满足公式(11).然

后,在服务器设置变量flag,flag=∑ki∈Kfki .若

flag 为m 则选取当前的随机配置权值作为新增节

点的权值.

fki=
1,ξ

ki
L >0

0,otherwise (11)

  接着,为了实现模型的快速收敛,每个客户端采

用全局更新的方式计算本地输出权值,即ψ
ki =

argmin
ψ
ki

||T
ki -∑

L

j=1
ψ

ki
jh

ki
j ||22,T

ki 为企业ki 样本的

实际标签集.最后,在每个共识组内通过公式(12)进
行组内的横向加强聚合.

ψ
gc =∑

ki∈gc

Nki

N
gcψ

ki (12)

  加强聚合后,ϕ
gc
L 会作为组内节点L 的隐藏层

参数固定,而ψ
gc 将作为跨组织传递的迁移学习知

识以提升组外私有模型的表现.
已有横向增量建模方法采用加权聚合的方式以

实现私有模型之间的横向增强,但当多个企业的过

程数据分布差异较大时,输出参数难以满足多个私

有模型的本地约束,使得模型的收敛速度被极大降

低.此外,横向联邦也难以在数据非独立同分布下实

现有效协作.因此,先前方法在收敛速度和模型准确

度方面难以获得理想效果.而FITL通过考察模型

参数分析过程数据的边缘分布和条件分布差异能有

效区分不同工况,故能实现共识组织内部的有效增

强,算法2描述了联邦共识小组内的横向增强机制.
组内横向增强机制可以提高模型在特定领域的表

现,满足不同共识组的需求,并有助于提升模型的收

敛速度降低通信开销.
算法2. 共识组内横向增强机制.
输入:当前私有模型的节点数目L ,私有模型K ={k1,

k2,k3,…,km}的参数信息ϕK
L,ψK

输出:私有模型参数隐藏层参数聚合结果,输出权值聚

合结果

1.
 

等待私有模型的参数配置信息同步,并上传到服务器

2.
 

IF
 

当前节点数目L =1
3.

 

 通过算法1分析私有模型输出信息并划分共识小组

4.
 

 当前共识组织G = {g1,g2,…,gc}

5.
 

END
 

IF
6.

 

FOR
 

gi ⊂G(i=1,2,…,c)

7.
 

 
 

通过公式(9)计算ϕ
gc
L

8.
 

 
 

基于质量优先策略配置组内隐藏节点参数

9.
 

END
 

FOR
10.

 

返回小组隐藏节点参数到对应的客户端

11.
 

等待客户端上传私有模型输出权值

12.
 

FOR
 

gi ⊂G(i=1,2,…,c)

13.
 

 
 

通过公式12计算ψ
gc

14.
 

END
 

FOR
15.

 

返回小组输出层聚合参数到对应的客户端

4.4 基于迁移学习的组间协作机制

  共识组织内部的横向加强主要涉及隐藏节点的

参数配置,而组间信息的迁移主要在于输出权值的

计算策略.在每轮组内增强后,每个共识组织输出一

个组内公共模型.在共识组织建立组内公共模型后,
接下来进行组间模型信息的传递.

在组间信息的传递中,FITL需要考虑模型在

专注本地的学习效果的同时将其他组织模型的有用

信息融合到私有模型中.此外,值得注意的是,在模

型增量构造达到理想的最优模型前,每个企业的私

有模型均不是理想的目标模型.因此,在模型的增量

构造阶段基于参数校准的方式传输信息的策略难以

获得理想的效果.在本文中,我们基于共识迁移设计

了如公式(13)的输出权值计算策略:

  βk* =argmin
β
k
‖Tk -∑

L

j=1
βkjhk

j‖2

+ ∑
gc⊆G,k∉gc

Kkctr (∑
L

j=1
ψ

gc
jh

gc
j )(log(

∑
L

j=1
ψ

gc
jh

gc
j

∑
L

j=1
βk

jhk
j

))T  
+λ1‖βk‖1 (13)
其中,βk 为私有模型k 的输出权值,Kkc 为根据预

测效果设定的KL 散度项参数,λ1 为正则项参数.
优化输出权值目标函数的第一部分是本地的标签误

差,第二部分是本地模型和其他小组模型在本地数

据上预测分布差异,第三部分为正则化项.该更新公

式第一部分的目标是保证私有模型在本地的学习效

果.在构建第二部分的目标函数时,本文首先基于

KL 散度度量不同组织之间的预测输出差异.在此

基础上,基于迁移学习思想,最小化私有模型和其他

共识组织模型在本地数据的预测结果差异,将其他

共识组织模型信息融合到本地,实现组间模型信息

的迁移.
在本文中,输出权值的更新通过求解优化目标

(13)来获得.采用交替方向乘子法[46]求解目标函数

(13),将其等价转换为公式(14)的形式写为

minf(θ)+g(βk),
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f(θ)=‖Tk -∑
L

j=1
θjhk

j‖2

+ ∑
gc⊆G,k∉gc

Kkctr (∑
L

j=1
ψ

gc
jh

gc
j )(log(

∑
L

j=1
ψ

gc
jh

gc
j

∑
L

j=1
θjhk

j

))T  ,
g(βk)=λ1‖βk‖s.t.θ=βk (14)

  将公式(14)进一步转换成增广拉格朗日的形式为

Lρ(θ,β
k,σ)=f(θ)+g(βk)+σT(θ-βk)

+ρ
2‖θ-βk‖22

s.t.θ=βk (15)
其中,σ为对偶变量,ρ 为拉格朗日惩罚系数,通过

下面的更新方式迭代求解目标函数(15).

θq+1=argmin
θ

Lρ(θ,(β
k)q,σq)

(βk)q+1=argmin
β

Lρ(θq+1,βk,σq)

σq+1=σq +ρ(θq+1-(βk)q+1)

(16)

  记σ1=σ/ρ,可以将上述更新方式重写为

θq+1=argmin
θ
(f(θ)+ρ

2‖θ-(βk)q +σq
1‖22)

(βk)q+1=argmin
β
(g(βk)+ρ

2‖θ
q+1-βk +σq

1‖22)

σq+1=σq +ρ(θq+1-(βk)q+1)
(17)

(1)计算θ
θq+1=argmin

θ
Lρ(θ,(β

k)q,σq)

=argmin‖Tk -∑
L

j=1
θjhk

j‖2

+ ∑
gc⊆G,k∉gc

Kkctr((∑
L

j=1
ψ

gc
jh

gc
j )(log(

∑
L

j=1
ψ

gc
jh

gc
j

∑
L

j=1
θjhk

j

))T)

+ρ
2‖θ-(βk)q +σq

1‖22

  对Lρ(θ,(β
k)q,σq)求θ的偏导数可得:

▽Lρ(θ,(β
k),σq)

=(hk)T(Tk -hkθ)

- ∑
gc⊆G,k∉gc

Kkc(hk)T(h
gcψ

gc)/(hkθ)

+ρ(θ-βq +σq
1)

(18)

  令 ▽Lρ(θ,(β
k)q,σq)=0可得θ.

(2)计算β
(βk)q+1=argmin

β
Lρ(θq+1,βk,σq)

=argmin
β
λ1‖βk‖+ρ

2‖θ
q+1-βk +σq

1‖22

(βk)q+1=Sλ1/ρ
(θq+1+σq

1) (19)
其中,

Sk(a)=
a-k
0

a+k

,
,
,

a>k
|a|≤k
a<-k

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁 (20)

  通过上述交替方向乘子法迭代求解得到的输出

权值等价于求解目标函数(13)获得的权值.基于上

述对优化问题的求解,设计了如算法3所示的私有

模型本地具体训练步骤.此外,上述优化目标通过客

户端的本地迭代来得到最优解,无需额外的通信代

价,该特性在实际应用当中非常理想,因为其帮助减

少了联邦中的通讯过载问题.
算法1~3联合构成了本文的联邦增量迁移学

习策略,该策略通过将模型参数上传到中央客户端

实现利用不同过程数据的信息协助建模,而无需上

传本地数据.在组间知识迁移过程中,企业获取的是

组内增强后的其他组模型参数,而并非私有模型实

际的参数.因此,其对于来自不可靠企业通过模型参

数反推出数据信息的攻击具有安全保障.
算法3. 共识组间迁移机制.
输入:私有模型的训练数 据 集 Dk(xk

i,yk
i),1≤i≤

Nk ;
 

最大的隐藏节点数目Lk
max ;

 

客户端k的目标误差

上限εk ;
 

随机节点配置超参数λk

输出:私有模型参数建立结果

1.
 

WHILE
 

L ≤Lk
max 且||ek

0||F >εk

2.
 

 
 

在 [-λk,λk]和 [0,λk]内随机生成私有模型的

隐藏节点参数wk
L 和bk

L

3.
 

 
 

选择最大的ξk
L

 对应的wk
L 和bk

L 上传到服务器

4.
 

 
 

IF
 

L =1
5.

 

   等待服务器划分共识组织

6.
 

 
 

END
 

IF

7.
 

 
 

下载在服务器生成的ϕ
gc
L ,(k∈gc)并固定

8.
 

 
 

基于ϕ
gc
L ,(k∈gc)计算本地私有模型输出权值

9.
 

 
 

下载在服务器生成的ψ
gc,(k∈gc)

10.
 

 FOR
 

gi ⊂G(i=1,2,…,c;k∉gc)

11.
 

   根据4.4节的更新方式公式(17-19)迭代

更新βk

12.
 

 END
 

FOR
13.

 

 计算本地输出损失ek
L =Tk -hkβk

14.
 

 ek
0 =ek

L,L =L+1
15.

 

END
 

WHILE

4.5 算法理论分析

  本节以私有模型k 的构建为例,对所提联邦增
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量迁移学习方法通过算法1-3所构建的私有模型

的收敛性进行理论分析,令

βk* =[βk*
1 ,βk*

2 ,…,βk*
L ]T

=argmin
β
k
‖Tk -∑

L

j=1
βkjhk

j‖2

+ ∑
gc⊆G,k∉gc

Kkctr (∑
L

j=1
ψ

gc
jh

gc
j )(log(

∑
L

j=1
ψ

gc
jh

gc
j

∑
L

j=1
βk

jhk
j

))T  
+λ1‖βk‖1,

e*
L =Tk -hkβk* =[ek*

L,1,ek*
L,2,…,ek*

L,m]

记βL

~

=[β
~

L,1,β
~

L,2,…,β
~

L,m]T =
<e

_
*
L-1,h

_

L >

h2
L

_ ,eL

~

=

e*
L-1 -

 

βL

~

hk
L .其 中,e*

L-1

_

=∑k∈gc

ek*
L-1

N
gc
,hL

_

=

∑k∈gc

hk
L

N
gc
,e*
0 =Tk .

定理1.定理内容
 

假设span(F)在L2 空间中

稀疏,且 ∀h∈F,对于bh∈R+,有0<‖h‖<
bh,0<r<1,非负实数序列uL 满足uL ≤(1-r)
和lim

L→∞
uL =0.存在一个非负实数序列εL 满足

‖e*
L ‖2 ≥εL (21)

  对于L=1,2,…,给出如下定义:

ηL=
‖e*

L-1‖2-εL
‖e*

L-1‖2
(22)

χ=lim
L→∞∏

L

k=1

(1-ηk) (23)

γ=lim
L→∞∏

L

k=1

(r+μk)<1 (24)

  若网络的随机基函数hL 满足如下不等式

<e*
L-1,hL>2 ≥b2h(1-r-μL)‖e*

L-1‖2 (25)

  且输出权重β由4.4节的ADMM 迭代解得,则

χ‖Tk‖ ≤lim‖Tk -f*
L ‖ ≤ γ‖Tk‖

(26)

f*
L =∑

L

j=1
βk*

j hk
j

  证明.
 

由矩阵理论可知

   ‖e*
L ‖2 ≤ ‖e

~

L‖2

=‖e*
L-1-β

~

LhL‖2

≤ ‖e*
L-1‖2 ≤ ‖e

~

L-1‖
  故网络残差序列 ‖e*

L ‖2 是单调递减的.据文

献[46-47]可知,KL 散度项和L1 范数惩罚项的引

入会导致有偏估计.因此,‖e*
L ‖2 ≠0,且存在一

个充分小的正实数εL 使得公式(21)成立.故可得

‖e*
L-1‖2-‖e*

L ‖2 ≤ ‖e*
L-1‖2-εL (27)

  将公式(22)带入(27)可得

‖e*
L-1‖2-‖e*

L ‖2 ≤ηL‖e*
L-1‖2 (28)

  进一步,将公式(28)转换为

1-ηL‖e*
L-1‖2 ≤ ‖e*

L ‖2 (29)

  由于本文采用质量优先算法生成隐藏层节点参

数,因此过程数据生成的hL 需要满足组内所有私有

模型的不等式条件.在此基础上,结合式(25)可得

‖e*
L ‖2-(r+μL)‖e*

L-1‖2 ≤

‖eL

~

‖2-(r+μL)‖e*
L-1‖2=

‖e*
L-1-β

~

LhL‖2-(r+μL)‖e*
L-1‖2=

(1-r-μL)‖e*
L-1‖2-

<e*
L-1,hL>2

h2
L

≤

(1-r-μL)‖e*
L-1‖2-

<e*
L-1,hL>2

b2h
≤0

(30)

  联立公式(29)与(30)可得

χ‖e*
0 ‖2 ≤ ‖e*

L ‖2 ≤γ‖e*
0 ‖2 (31)

  故可得

χ‖Tk‖ ≤lim
L→∞
‖e*

L ‖2 ≤ γ‖Tk‖

证毕.

5 实验评估

5.1 数据集介绍

  本节在工业数据集及公开数据集上对FITL方

法的表现进行了系统的实验验证.其中工业数据集

来自不同企业的磨矿数据集,用于回归任务.在该工

业数据样本集中,每个样本包括3个维度的特征,分
别为球磨机给矿量、球磨机入口给水流量、螺旋分级

机溢流浓度.输出为矿石产物中直径小于0.074
 

mm
的颗粒在该产物的占比即磨矿粒度.上述样本信息

均为数值型数据,单个样本的维度规模为4.同一地

区设备进行工业生产收集的数据视为来自同一工况

的数据.来自不同地区设备收集的样本视为不同工

况的数据.共设置了9个联邦学习客户端,每个企业

提供3000个研磨粒度的过程数据样本.数据涉及了

三种不同工况下的模型学习效果,每个企业随机划

分了200个样本进行模型学习效果测试.
此外,进一步通过公开数据集上的系统实验对

FITL在准确度、通信次数及有效性方面的性能进行

了验证.分类实验的数据来自UCI机器学习知识库
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和KEEL-DATABASE,这些数据集包括Letter、Pen、

Posture及 MNIST数据集.其中,Letter数据集中包

含了26个字母的大写像素图统计信息,共有20000
个样本,16个特征及26种输出类别.Pen数据集中包

含了10个类别的手写数字统计信息,共有10992个样

本、16
 

个特征及10
 

种输出类别.Posture数据集是对12
个用户的手势识别情况,共有58000个样本,9个特征

及7种输出类别.由于实验并不着重于缺失值的探索,
因此用0填补Posture缺失值.MNIST数据集为10种

类别的手写数字的图片像素信息.分类实验将样本按

照预设的客户端数量将数据随机划分为若干个分组,
每个分组对应一个客户端的私有数据.每组样本再按

照7∶3的比例随机划分出训练数据和测试数据集.
由于本文主要聚焦多工况的工业制造场景,因

此在实验前需要先对公共数据进行预处理以模拟不

同生产工况.实验将数据集借鉴文献[48]的数据划

分方式,以样本类别为基准对原始数据进行非独立

同分布的划分.同时,不同工况的样本分布在具备差

异的同时还存在交集.
实验的软件环境为在 MATLAB

 

2018b,PC机

配 置 为 Intel(R)
 

Core(TM)
 

i7-10750H,
 

2.59
 

GHz
 

CPU,
 

16
 

GB
 

RAM.在回归实验中,模型

精度采用均方根误差(RMSE)来评估,分类实验的

精度采用准确度来评估.基于本文个性化方法的设

定,回归及分类任务的联邦模型效果的计算方法分

别见公式(32)和(33).
1
NK
∑k∈KRMSEk (32)

1
NK
∑k∈KAccuracyk (33)

  上式中,

RMSE= ∑
N

i=1
(f(d)-y(d))2

n
(34)

Accuracy=|
{d:d∈D ∩f(d)=y(d)}|

n
(35)

其中,f(d)表示模型对于样本d 的预测值,y(d)
为样本的实际值,n 为数据集D 的样本总数.此外,
本文计算预测精度提升效果的方式为:精度提升=
(提升后的精度-对比精度)/对比精度×100%
5.2 准确度实验

5.2.1 回归任务
 

回归实验共进行了三种联邦学习的场景模拟测

试,分别为单工况、多工况1和多工况2的场景.

该实验的主要目的在于验证算法相较于仅考虑

同工况的联邦增量方法在协同建模时的优势.其中,
单工况的合作场景中,来自私有模型的过程数据均

属于同一工况.多工况1场景中过程数据来自两种

不同的工况,而多工况2场景中过程数据来自三种

不同工况.在每种合作场景下,本节又分别进行了三

组私有模型的增量实验,分别是3
 

个企业、6
 

个企业

及9
 

个企业.对比方法中,BASE表示只采用客户端

本地数据进行随机配置网络建模的方法,FSCN[22]

是采用质量优先策略的联邦随机配置网络方法.在
数据预处理中,输入和输出数据都被归一化为[-1,

1].本文为SCN、FSCN 及FITL设置了相同的参

数,λ=1∶1∶10,
 

ε=0.05.
实验结果如表2所示.首先,在单工况的合作场

景中,FITL
 

等价于使用质量优先策略的FSCN
 

方

法.从单工况的三组客户端增量实验中可以发现,

FITL的效果在预测准确性及节点个数方面均优于

仅用本地过程数据训练的结果.这说明单个企业拥

有的过程数据不足以训练良好的模型,而联邦合作

能够通过借助其他过程数据有效提升本地预测效

果.此外,在单工况场景中,随着过程数据的增加,个
性化模型在预测精度及建模所需节点个数方面也在

相应改善.其中相比3个企业的合作,9个企业在预

测精度方面提升了1%,节点个数减少了10%.说明

过程数据的增加对于模型的提升很有帮助,也证明了

联邦学习对于提升企业模型预测能力的必要性.
表2展示了多工况1的合作场景下模型效果的

对比情况.可以发现,虽然该实验合作过程数据来自

两个工况,但FSCN在3个企业协作联邦的模型效

果方面却优于本文的FITL方法.这主要是因为该

工况的两个数据集虽然来自不同工况,但其分布差

异较小.虽然本文方法识别了不同的工况,但由于过

程数据的差异较小,并且3个企业的数据量较低,因
此迁移学习的效果并不显著.但随着参与联邦的企

业数据量的增加不同工况模型迁移的效果逐渐提

升.从多工况1下的模型预测表现可以发现,虽然本

文方法在模型预测精度方面相比FSCN的改善并

不明显,提升仅3%.但本文在构建模型所需节点个

数方面效果显著节省36%.而FSCN的效果没有随

着样本数目的增加而提升联邦模型的构建.虽然

FSCN
 

的效果优于过程数据本地训练的效果,然而

所需节点个数增加到基线方法的4倍.该组实验说

明,当过程数据是来自不同工况的样本时,FSCN
 

难

以在多工况的环境中有效利用来自多方的过程数据
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协作建立模型.并且随着过程数据的增加,全局模型 也并未获得理想的促进.

表2 FITL在回归任务上的对比实验

客户端

数量

3 6 9
测试精度 节点个数 测试精度 节点个数 测试精度 节点个数

单工况

BASE 0.085 187 0.087 206 0.087 208
F-SCN - - - - - -
FITL 0.081 94 0.080 86 0.080 84

多工况1
BASE 0.086 200 0.081 213 0.087 223
F-SCN 0.082 108 0.081 400 0.080 800
FITL 0.079 148 0.079 111 0.078 213

多工况2
BASE 0.08 215 0.081 223 0.079 218
F-SCN 0.162 400 0.176 400 0.177 400
FITL 0.071 57 0.072 108 0.071 133

  在表2的多工况2的合作场景中,相比本文的

FITL,FSCN 的效果出现了显著的下降,均下降

58%.这主要是由于多工况2的合作场景过程数据

来自3种工况,并且不同的工况差异较大.此时,

FSCN难以应对多工况的企业合作场景.故即使过

程数据进一步增加也并未对模型的提升有所改

善.而本文的FITL方法仍然能够在工况具有显著

差异时保持联邦合作的有效性,不仅在模型预测

精度上表现优越(提升58%),而且在节点构建个

数方面也显著优于基线方法(节省75%).这是因

为FITL能够通过工况划分有效区分出不同工况

的差异,并进一步根据工况的特点有效进行过程

数据间的合作互助.
图4中展示了企业在多工况1及多工况2场景

下对于数据拟合误差的概率密度函数(Probability
 

Density
 

Function,
 

PDF).从图4(a)-(c)中可以发

现FSCN与FITL的拟合效果相近,其均能最大概

率接近0.但由表2可知,FSCN所需的节点数较多,
因此该场景下FITL的效果优于FSCN.图4(d)-
(f)为多工况2的误差估计分布情况,在该场景下

FSCN误差估计分布大部分都难以接近0,而FITL
构建的私有模型接近0的概率更大更近.该现象证

明了FITL在该场景的优越性,并与本文对于表2
的分析结果一致.
5.2.2 分类任务(增量式方法对比)

分类实验通过三个公开数据集进行了多工况场

景的联邦实验,旨在进一步验证本文方法相对于仅

考虑同工况的联邦增量方法在数据差异情况下协作

建模的有效性.同样,类似上节的回归实验,本节在

每个合作场景下分别进行了三组客户端的增量实

验.在这三个联邦合作场景中,公开数据集的数据均

经过预处理,以模拟真实应用场景中的数据非独立

同分布情况.数据的分布的部分案例如图5所示,三
组实验场景中的客户端数据分布差异程度各不相同.
其中,Pen的差异最小、Posture第二.两者不同分组的

客户端虽然有差异,但也存在很多重合的部分.Letter
数据集中不同共识组织的客户端差异最明显.

在这三组数据集上进行的联邦实验的结果如表

3所示.在数据集Pen的实验中,本文的FITL和

FSCN均优于基线方法,预测精度分别提升37%和

22%,且分别节省了47%和54%的节点.这说明联

邦学习能够通过联合多客户端数据改善模型效果.
并且,FITL在客户端的增量实验中模型预测的准

确度是最优的,相较于FCSN提升了15%,证明了

FITL能够在客户端具有分布差异的情况下有效协

同不同分布数据增量更优构建模型.此外,FSCN在

私有模型构建所需节点数方面优于本文方法.这是

由于数据分布存在差异,后续的节点增加导致误差

出现上升现象,因此其提前终止了训练.
在Posture数据集上的实验中,不同客户端的

数据分布相比Pen来说更大.表3的实验结果中,

FITL无论是在模型效果还是构建模型所需节点个

数方面均表现出优秀的结果,其相较于次优方法提

升了8%预测精度,节约了10%的节点数.而FSCN
的方法相比基线方法产生了很大的下降,比BASE
方法低了10%预测精度.这是因为相比Pen,其难以

有效联合具有更大分布差异的数据协同建模.另外,
值得注意的是,相比Pen数据集,在Posture数据集

上的实验中,客户端构建模型所需的节点个数增加

了1.3倍.这主要是由于Posture的数据规模远大

于Pen数据集.该现象证明了本文在引言部分的假

设,即不同规模的数据所需的模型结构具有差异,而
通过增量建模能根据数据特点自适应构建结构合适

的模型.
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图4 私有模型的估计误差分布情况,(a)-(c)来自多工况1场景,(d)-(f)来自多工况2场景.Method-Ci为 Method为

企业i构建的模型,例:FSCN-C1为FSCN为企业1构建的模型

图5 客户端数据分布情况,(a)和(c)的客户端1
 

和2属于同一共识小组,客户端6来自另一组,(b)的客户端6和7属

于同一组,客户端2属于另一组,不同的小组对应不同的工况
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表3 FITL在分类任务上的对比实验

客户端

数量

3 6 9
测试精度 节点个数 测试精度 节点个数 测试精度 节点个数

Pen
BASE 0.630 720 0.710 723 0.683 727
F-SCN 0.803 331 0.799 333 0.820 317
FITL 0.915 383 0.922 462 0.923 306

Postures
BASE 0.825 967 0.831 1030 0.837 987
F-SCN 0.726 992 0.774 990 0.745 923
FITL 0.889 844 0.895 873 0.912 971

Letter
BASE 0.890 709 0.892 699 0.892 697
F-SCN 0.619 181 0.623 395 0.625 432
FITL 0.921 511 0.933 483 0.941 497

  进一步,在数据分布差异更大的 Letter实验

中,可以发现,相比基线方法,FSCN方法同样出现

了大幅的下降,均预测精度下降30%,并且在较少

节点时就结束了训练.这主要是由于协同差异性数

据对于构建的模型产生了负面的影响,导致构建

的全局模型效果远低于本地数据训练的私有模

型.而本文的FITL在该场景中仍然取得最优的效

果.相比基线方法,FITL在模型效果提升及构建

模型所 需 节 点 方 面 效 果 显 著,均 预 测 精 度 提 升

5%,均节约节点数30%.证明了FITL能够在分

布差异较大的情况下有效协同具有差异性的数据

增量建模.
通过对回归及分类任务中FITL相对于基线方

法的精度提升进行算数平均(仅统计多工况场景),
可得FITL在回归任务上提升了9%的预测精度,分
类任务上提升了16%的预测精度,证明了FITL在

多工况场景的优越性。同时,结合表2、表3在回归

及分类任务上的客户端增量实验结果可以发现,随
着数据样本个数的增加,FITL能够有效利用更多

的数据信息提升模型的学习效果.通过联合更多客

户端的数据,FITL在节点个数或模型准确度方面

进行了提升.FSCN并未随着数据量的增加对模型

的学习效果进行提升,这是因为FSCN难以在数据

分布存在差异下有效联合多方数据.因此,即使进一

步增加客户端数据的数量,FSCN也难以将其用于

模型效果的促进.上述实验结果证明,FITL能够通

过建立共识组织,按照数据特点有效融合多个参与

方的信息,实现数据分布差异下的联邦互助.
5.2.3 分类任务(非增量式方法对比)

本节将FITL与传统的联邦学习方法(非增量

型)作比较,主要目的在于对比本文结构和参数同时

自适应调整的方法相较于基于固定架构神经网络的

联邦学习在数据有效利用方面的优势.

实验在使用 MNIST作为基准数据集前对其进

行了预处理操作以模拟更具难度的学习场景.本文

按照样本类别将数据进行了非独立同分布的划分.
首先,实验为前5个客户端分配了5、6、7三种特有

类别,而后5个客户端分配了8、9、10三个特有类

别.基于此,实验又按照个性化领域常采用的狄利克

雷分布打散了现有客户端.此外,为了拟合特征分布

变化,实验还对前五个客户端的数据集进行了像素

图旋转操作.实验选取的对比方法包括Fedavg[10]、

CFL[16]、FedBN[32]、Fedprox[15]、FedPer[31]、Fed-
DF[37]、RHFL[34].文章中对比的模型采用的是双

层的神经网络,第一层有1024个节点,第二层有

512个节点.由于FedBN涉及到归一化层操作,因
此该方法的模型比其他对比方法多了本地的归一

化层结构.需要注意的是,采用其他结构的神经网

络或许能让上述方法发挥更好的效果,但本文在

该实验中主要研究结构的变换对于模型优化的影

响.因此,为这些网络选取最优的结构不是本文的

讨论范围.
实验结果如表4所示,在准确度方面,该合作场

景的联邦建模中FITL最优,相较于次优方法提升

了2%预测精度.FedBN 和 RHFL的预测表现其

次.CFL没有取得理想效果的原因是其主要适用于

特征分布差异的场景,而本文的数据分布条件分布

差异较大.由于CFL没有有效的从客户端的梯度更

新方向中区分客户端的条件分布差异,故没有取得

理想效果.而Fedprox虽然考虑了客户端的分布差

异,但其构建的全局模型无法适应多分布的数据特

点,因此效果也不理想.此外,FedBN、FedPer的效

果和FITL的效果相近,这主要是因为其为局部模

型设置了个性层,通过结合全局聚合信息和个性化

信息提升了模型对于分布差异信息的表现.但由于

没有在初始时获取一个合适的网络结构,因此效果
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也不如FITL.FedDF和RHFL方法考虑了模型的

个性化更新,能实现模型异构场景下的联邦协作,但
其信息融合依赖于人工选取的公共数据集.从模型

架构方面,在该场景的联邦模型构建中,FITL通过

增量构建的方式配置了832个节点,仅具有约一半

的其他模型规模.通过模型结构与参数的并行优化

及分布差异下的个性化建模,本文在准确度及架构

规模方面均优于所对比的方法.

表4 FITL与非增量式方法的对比实验

    方法

企业编号     
BASE Fedavg CFL FedBN Fedprox FedPer FedDF RHFL FITL

1 0.719 0.720 0.851 0.825 0.717 0.800 0.825 0.804 0.890
2 0.660 0.763 0.792 0.909 0.767 0.910 0.913 0.932 0.843
3 0.762 0.729 0.807 0.891 0.727 0.859 0.870 0.853 0.911
4 0.486 0.752 0.737 0.833 0.748 0.837 0.841 0.866 0.920
5 0.704 0.808 0.802 0.842 0.806 0.828 0.840 0.889 0.821
6 0.747 0.678 0.543 0.812 0.682 0.741 0.776 0.808 0.875
7 0.567 0.700 0.724 0.887 0.699 0.867 0.881 0.886 0.835
8 0.592 0.773 0.862 0.827 0.773 0.813 0.842 0.878 0.867
9 0.664 0.683 0.703 0.812 0.690 0.753 0.764 0.794 0.864
10 0.756 0.801 0.840 0.879 0.799 0.868 0.890 0.891 0.876
avg 0.665 0.741 0.766 0.852 0.741 0.828 0.844 0.860 0.870

  综上所述,上述这些方法虽然为客户端建立个

性化的模型,但不能根据分布的差异有针对性地利用

数据,从而难以有效使用客户端提供的数据信息.并
且上述方法也无法根据数据特点构建合理的模型结

构,故其难以实现存储资源和模型构建效果的理想结

合.而FITL一方面能结合数据特点增量式为客户端

构建结构合适的模型.另一方面,通过建立共识组织,

FITL能根据数据分布差异充分利用数据信息.因此,

在该场景中FITL能有效联合不同分布的客户端合作.
5.3 有效性实验

  本部分的实验主要验证了FITL中对于分组学

习及迁移学习方法的有效性,实验分别随机选取了

多工况场景下的四组回归任务和分类任务.实验结

果如图6所示,其中FITL-G为建立共识组织后没

有进行联邦迁移学习的策略,FITL-T为没有分组

直接进行联邦迁移学习的策略.

图6 有效性实验,A、B、C、D为两组学习场景下随机抽取的4个不同学习任务,

A、B任务中参与方的数据差异相对C、D更大

  建 模 策 略 消 融 实 验 分 析.通 过 将 FITL-G、

FITL-T、FITL与FSCN在随机选取的差异工况任

务上进行对比,本实验对算法在差异工况条件下的

性能稳定性和效率方面的优势进行了验证.图6(a)
为在工业数据上进行回归任务的实验结果,图6(b)
为分类数据上的实验结果.A、B、C、D为随机选取的

多工况环境下6个客户端协作建模任务.首先,分析

FSCN方法与FITL系列方法的效果差异.从图6
可以看出FITL系列方法均优于FSCN方法.其原

因主要在于FITL系列方法考虑了联邦合作时的差

异分布数据情况,并分别通过分组、迁移学习实现差

异工况下的知识共享.因此,相比具有同分布假设的

FSCN,FITL系列方法所构建的模型准确度有显著

提升,均预测精度提升13%.
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然后,分析FITL系列方法间的效果差异.在图

6中,对比小组单独联邦学习FITL-G和小组间进

行迁移互助的FITL实验效果,可以发现FITL进

行知识迁移后的效果比单独学习每个小组FITL-G
的学习效果在均预测精度提升了3%.这说明了本

文迁移学习方法能够通过拟合预测分布有效地将其

他小组的信息迁移到本地,实现本地模型的优化.值
得注意的是,在差异性较大的A、B两组任务中FITL
相比FITL-G的效果提升并不明显,仅为1%.这是因

为两组数据信息差异较大,迁移学习难以在差异较大

的情况下实现互助.而在C、D两组实验中,客户虽有

差异但仍存在很多相似性所以FITL能够比FITL-G
的效果出现明显提升,均预测精度提升4.5%.接着,
对比FITL-T与FITL的实验效果.从图6中可以发

现,两者在模型预测精度方面的差异并不大.而在图

7的运行时间对比中,可以发现FITL-T的运行时间

均高于其他方法.这是因为,FITL-T将所有数据均视

为差异数据,忽视了数据间的相似性,其要学习的来

自其他领域的模型较多.本文中,通过层次聚类进行

小组的划分获取数据相似信息,根据经验建议阈值大

于0.8更有助于横向增强的实现,如果计算资源更充

分可以设置更高的阈值.

图7 运行时间对比

  节点增量下的建模效果分析.通过控制节点个数

的增加,本实验对节点数量变化对于模型效果的影响

进行了验证.表5以分类任务为例,具体展示了随着节

点个数增加模型效果的变化情况.由于本文建立的是

个性化的私有模型,因此表格中详细展示了9个私有

模型的具体准确度变化情况.此外,为了展示节点增加

对于两种模型训练的学习效果影响差别,采用了固定

节点个数对比学习效果的展示.其主要目的是想对比相

同节点个数下两个模型学习效果的差异.可以发现随着

节点数量的增加,模型的效果在不断提升.说明神经网络

模型的架构对于模型效果影响很大,构建一个结构合适

的模型对于节约资源和提升模型效果很有意义.
全局模型与个性化模型分析:通过对比私有模

型和公共模型策略中每个客户端的具体预测表现,
本实验对算法个性化建模策略的兼容性进行了验

证.从横轴的角度分析表5,可以发现采用FSCN构

建的全局模型在企业6-9上并未取得理想的效果.
这是因为该合作场景中企业6-9的数据分布与

1-5的数据分布存在差异.FSCN采用的全局模型

策略难以兼容具有差异分布的数据学习,因此未能
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获得理想的预测效果.相比之下,FITL采用个性化

建模策略,结合工况特性为不同分布的学习设计了

组内、组间差异化的增量协作方式,实现了对于不同

工况企业协作的兼容.所以,个性化建模策略对于不

同工况的客户端合作有更强的兼容性,这一性质对

于提升联邦模型效果具有重要意义.

表5 节点增量下的模型效果对比

方法
   企业编号

节点个数   
1 2 3 4 5 6 7 8 9 AVG

FSCN

100 0.75 0.69 0.73 0.75 0.73 0.40 0.42 0.44 0.39 0.59
200 0.75 0.75 0.78 0.77 0.73 0.40 0.41 0.41 0.40 0.60
300 0.73 0.76 0.73 0.75 0.73 0.39 0.37 0.40 0.41 0.58
400 0.73 0.76 0.73 0.75 0.73 0.39 0.37 0.40 0.41 0.58
500 0.77 0.77 0.78 0.79 0.77 0.44 0.41 0.47 0.43 0.63

FITL

100 0.86 0.89 0.87 0.86 0.89 0.87 0.85 0.85 0.88 0.87
200 0.90 0.91 0.91 0.89 0.92 0.91 0.91 0.90 0.93 0.91
300 0.92 0.93 0.91 0.91 0.93 0.93 0.93 0.91 0.94 0.92
400 0.92 0.93 0.92 0.91 0.94 0.96 0.95 0.93 0.95 0.93
500 0.93 0.93 0.93 0.92 0.94 0.96 0.95 0.94 0.95 0.94

5.4 通信次数

  本节实验对FITL在缓解由于分布差异造成的

SCN收敛困难方面的优势进行了验证.实验主要对

比了相同客户端数据下FITL和FSCN的通信次数

情况.如文中所述,FSCN在质量优先情况下很难满

足既定的监督机制,极大影响了模型的收敛速度.而
联邦增量迁移学习通过将客户端进行分组,缓解了

监督机制难以满足的问题并保证了模型的收敛性.
图8是两组方法在6个客户端执行分类任务情

况下与中央服务器的通信次数比较情况.可以发现,
通过建立联邦共识组织,FITL极大地降低了模型

的通信次数,并且其通信次数随着模型的训练逐步

趋于稳定而无需额外的通信以满足全部的监督机

制.图9-10是FITL和FSCN的准确度和误差变

化曲线,可以发现随着节点数目的增加FITL的模

型准确度和误差能够在一定的迭代次数内收敛,且
其表现均优于FSCN.

图8 相同客户端数据下FITL与FSCN的

通信次数情况对比

图9 FITL与FSCN的准确度收敛情况对比

图10 FITL与FSCN的误差收敛情况对比.

此外,在本文的FITL中,进行知识的迁移需要

借助其他组的集中模型.关于单次通信量的对比,可
以分为两种情况讨论.首先,在所有企业来自同工况

的情况下.FITL只有一个共识小组,则 FITL与

FSCN的单次通信量是相同的.其次,当工况的差异

性较复杂的情况下,此时FITL会建立多个共识小
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组进行知识迁移.在该合作条件下FITL的单次通

信量会超过FSCN,但此时FSCN也会由于难以找

到满足监督条件的节点进行频繁通信,故整体通信

量并不会低于FITL.更重要的是,FSCN虽然进行

了频繁的通信,但其也由于无法适应个性化的本地

数据导致难以获得理想效果.

6 结 论

本文对数据安全下的分布式协同建模问题进行

了研究.针对分布差异下难以实现增量式联邦建模

的问题,提出了联邦增量迁移学习方法.FITL首先

结合随机配置网络特性对私有模型输出参数进行分

析,建立了多个具有共识的联邦组织.然后,基于数

据分布特点分别建立了基于组内横向增强和跨组织

知识迁移的联邦合作机制.最后,结合组内增强和组

间迁移构建基于数据分布特点的联邦互助策略,实
现了数据分布差异下的联邦增量式建模.实验证明,
该方法能有效降低工况差异对于协同建模的影响,
解决了先前的联邦增量学习方法在多工况建模时难

以取得理想效果的问题.
本文所提方法以增量构造式网络为客户端学习

模型,对客户端采用增量构造式网络的联邦学习具

有一定的适用性.在这个方法中,虽然随机配置网络

参数是随机生成的,但通过监督约束,确保了学习的

收敛性.当本文方法扩展至其他增量模型时,其收敛

性需要进一步的探讨.此外,由于企业竞争的存在,
难以保证企业上传信息的有效性为前提和可靠性,
而现有方法均以企业诚实可靠为前提.因此,其模型

的可靠性难以保证,后续将对模型的可靠性问题进

行进一步的研究.
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Background
Federated

 

learning
 

is
 

a
 

distributed
 

machine
 

learning
 

method
 

that
 

ensures
 

data
 

privacy
 

protection.
 

Recently,
 

by
 

enabling
 

participants
 

distributed
 

across
 

multiple
 

regions
 

to
 

collaborate
 

on
 

modeling
 

while
 

maintaining
 

data
 

security,
 

federated
 

learning
 

has
 

achieved
 

significant
 

success
 

in
 

various
 

fields
 

such
 

as
 

healthcare,
 

transportation,
 

and
 

recommenda-
tion

 

systems.
 

Therefore,
 

federated
 

learning
 

emerges
 

as
 

a
 

feasible
 

solution
 

for
 

addressing
 

the
 

challenges
 

of
 

distributed
 

collaborative
 

modeling
 

in
 

industrial
 

enterprises
 

with
 

data
 

privacy.
 

However,
 

the
 

application
 

of
 

federated
 

learning
 

in
 

industrial
 

settings
 

faces
 

two
 

challenges.
 

Firstly,
 

the
 

enterprise
 

process
 

data
 

distributed
 

across
 

multiple
 

locations
 

exhibit
 

variations
 

in
 

data
 

distribution
 

and
 

effectiveness
 

due
 

to
 

climate,
 

demand,
 

and
 

equipment
 

changes
 

in
 

real
 

industrial
 

scenarios.
 

Secondly,
 

the
 

variations
 

of
 

the
 

production
 

environment
 

can
 

lead
 

to
 

the
 

fact
 

that
 

the
 

distribution
 

charac-
teristics

 

of
 

data
 

change
 

over
 

time.
 

As
 

a
 

result,
 

models
 

in
 

industrial
 

application
 

scenarios
 

face
 

heightened
 

requirements
 

in
 

terms
 

of
 

both
 

personalized
 

configuration
 

and
 

autonomous
 

adaptability.
Although

 

the
 

personalized
 

modeling
 

approaches
 

in
 

the
 

federated
 

learning
 

offer
 

more
 

flexible
 

strategies
 

for
 

adapting
 

to
 

clients
 

with
 

different
 

distributions,
 

they
 

lack
 

the
 

capability
 

for
 

autonomous
 

learning
 

of
 

structure
 

and
 

parameters
 

based
 

on
 

data
 

characteristics.
 

Incremental
 

constructive
 

stochastic
 

configured
 

network
 

provides
 

a
 

beneficial
 

avenue
 

for
 

addressing
 

challenges
 

in
 

synchronously
 

optimizing
 

model
 

structure
 

and
 

parameter
 

configurations
 

through
 

adaptive
 

analysis
 

of
 

data
 

characteristics.
 

Nonetheless,
 

the
 

differences
 

of
 

data
 

distribution
 

often
 

impede
 

the
 

achievement
 

of
 

ideal
 

results
 

in
 

federated
 

incremental
 

collaborative
 

modeling.
To

 

address
 

the
 

aforementioned
 

challenges,
 

this
 

paper
 

investigates
 

model-adaptive
 

incremental
 

construction
 

under
 

differences
 

in
 

data
 

distribution
 

and
 

proposes
 

a
 

federated
 

personalized
 

model
 

incremental
 

construction
 

method
 

based
 

on
 

a
 

non-gradient
 

strategy.
 

The
 

proposed
 

method
 

establishes
 

multiple
 

federated
 

consensus
 

organizations
 

by
 

analyzing
 

model
 

structure
 

information,
 

thereby
 

devising
 

differentiated
 

incremental
 

collaboration
 

strategies
 

for
 

clients
 

with
 

distinct
 

distributions.
 

This
 

approach
 

facilitates
 

the
 

simultaneous
 

optimization
 

of
 

model
 

structure
 

and
 

parameters
 

by
 

incorpora-
ting

 

knowledge
 

from
 

divergent
 

distributions.
 

Furthermore,
 

this
 

paper
 

addresses
 

the
 

key
 

challenge
 

of
 

effectively
 

integra-
ting

 

knowledge
 

in
 

incremental
 

learning
 

under
 

distribution
 

disparities
 

by
 

fitting
 

predictive
 

distribution
 

consistency
 

among
 

clients.
 

Experimental
 

validation
 

on
 

industrial
 

and
 

public
 

datasets
 

demonstrates
 

the
 

efficacy
 

of
 

the
 

method
 

in
 

mitigating
 

the
 

impact
 

of
 

working
 

condition
 

variations
 

on
 

collaborative
 

modeling,
 

thereby
 

resolving
 

challenges
 

encoun-
tered

 

by
 

previous
 

federated
 

incremental
 

collaborative
 

modeling
 

approaches
 

in
 

achieving
 

ideal
 

outcomes
 

under
 

diverse
 

working
 

conditions.
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