
书书书

第４７卷　第１期

２０２４年１月

计　　算　　机　　学　　报

ＣＨＩＮＥＳＥＪＯＵＲＮＡＬＯＦＣＯＭＰＵＴＥＲＳ

Ｖｏｌ．４７ Ｎｏ．１

Ｊａｎ．２０２４

　

收稿日期：２０２２１１２８；在线发布日期：２０２３０７１９．本课题得到国家自然科学基金（６２２７６２７７）、广东省自然科学基金（２０２２Ｂ１５１５１２００５９）、

广东省知识产权大数据重点实验室（２０１８Ｂ０３０３２２０１６）资助．陈曼笙，博士研究生，主要研究方向为数据挖掘、多视图聚类．Ｅｍａｉｌ：

ｃｈｅｎｍｓｈ２７＠ｍａｉｌ２．ｓｙｓｕ．ｅｄｕ．ｃｎ．蔡晓莎，博士研究生，主要研究方向为数据挖掘、多视图聚类．林家祺，博士研究生，主要研究方向为数

据挖掘、多视图聚类．王昌栋（通信作者），博士，副教授，主要研究方向为数据聚类、网络分析、推荐算法和大数据信息安全．Ｅｍａｉｌ：

ｗａｎｇｃｈｄ３＠ｍａｉｌ．ｓｙｓｕ．ｅｄｕ．ｃｎ．黄　栋，博士，副教授，主要研究方向为人工智能、大数据分析、深度学习、图神经网络．赖剑煌，博士，教

授，主要研究领域为生物特征识别、数字图像处理、模式识别和机器学习．

张量学习诱导的多视图谱聚类

陈曼笙
１）

　蔡晓莎
２）

　林家祺
２）

　王昌栋
１），３）

　黄　栋
４）

　赖剑煌
１）

１）（中山大学计算机学院　广州　５１０００６）

２）（中山大学数学学院（珠海）　广东 珠海　５１９０００）

３）（广东省知识产权大数据重点实验室　广州　５１０００６）

４）（华南农业大学数学与信息学院　广州　５１０６４２）

摘　要　现有的方法将通过张量奇异值分解（ｔＳＶＤ）正则化的低秩表示应用到多视图子空间聚类中，取得了令人

印象深刻的聚类性能．然而，它们都具有以下两个共同的缺点：（１）他们专注于探索样本之间的关系以构建表征，然

后将其堆叠为张量，其计算复杂度至少为犗（狀２ｌｏｇ狀）；（２）他们总是直接在整合的表征上运行标准的谱聚类算法，而

忽略了不同表征对最终聚类结果的先验知识．为了解决这些问题，本文提出了一种新颖的张量学习诱导的多视图

谱聚类（ＴＬＩＭＳＣ）方法，其中同时探索了空间聚类结构和互补信息．具体来说，该方法将关联样本和簇关系的多视

图谱嵌入表示堆叠成张量，计算复杂度最终变为犗（狀ｌｏｇ狀）．然后，将学习到的带有不同自适应置信度的表征与最终

的一致聚类结果联系起来．在五个数据集上的广泛实验证明了ＴＬＩＭＳＣ所具有的有效性和高效性．
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１　引　言

现普遍存在于大多数应用中的多视图数据，指

的是从多个特征提取器或不同的域得到的数据［１４］．

例如，可以使用不同种类的特征来描述图像，如颜

色、边缘和纹理信息，每种特征可以视为一个特定的

视图．通过结合多个视图可进行数据分析，由此产生

了多视图学习［５］．多视图学习有两个至关重要的原

则［６］，即共识原则和互补原则．共识的目的是使多个

不同视图之间的一致性最大化；互补则意味着数据

的每个视图都包含一些其他视图所没有的信息．

多视图聚类是研究最广泛的多视图学习任务

之一［７１２］．通常多视图聚类有两个基本假设
［１３］，一方

面，每个单一视图中的特征都足以捕获大部分聚类

信息；另一方面，这些多视图特征中可能存在一些噪

声或损坏，这可能导致一小部分数据点被错误聚类．

由于每个单独的视图都分别代表了数据的某种特

征［１４１６］，多视图聚类的关键挑战是如何整合多个视

图并结合这些表征的潜在语义信息（如高阶信息）来

探索数据内在的空间结构以获得更好的聚类性能．

处理多视图数据最简单的策略是将多个特征空间级

联成一个新的单个特征表示，在此基础上采用单视

图聚类方法（如谱聚类）来实现最终聚类．但它并没

有很好地考虑多个视图之间的互补信息，也没有发

现潜在的语义信息［１７］．因此，如何在多视图聚类中

很好地整合多个视图的信息仍然是一项具有挑战性

的任务．

在过去几年中，研究人员致力于研究有效的多视

图聚类方法，如协同正则化多视图聚类［１８］、多视图

犽均值聚类
［１９２０］、基于低秩表示的多视图聚类［２１２３］

等．其中，基于低秩表示的多视图聚类由于性能优越，

已成为多视图聚类方法的主流［３，１３，２４２５］．新兴的基于

张量奇异值分解（ｔｅｎｓｏｒＳｉｎｇｕｌａｒＶａｌｕｅＤｅｃｏｍｐｏ

ｓｉｔｉｏｎ，ｔＳＶＤ）的张量核范数技术已被证明是犾１范数

的有效凸松弛．该技术可以挖掘输入的多视图数

据的空间结构和高阶信息，从而进一步提高聚类

性能［１３，２６３０］．例如，受低秩表征（ＬｏｗＲａｎｋＲｅｐｒｅｓｅｎ

ｔａｔｉｏｎ，ＬＲＲ）方法
［３１］的启发，Ｚｈａｎｇ等人

［２２］提出了

低秩张量约束多视图子空间聚类（ＬｏｗｒａｎｋＴｅｎｓｏｒ

ＣｏｎｓｔｒａｉｎｅｄＭｕｌｔｉｖｉｅｗＳｕｂｓｐａｃｅＣｌｕｓｔｅｒｉｎｇ，ＬＴＭＳＣ）

方法，该方法侧重于最小化通过子空间表示构建的

张量展开矩阵的核范数．然而ＬＴＭＳＣ的塔克张量

分解不是塔克低秩的紧凸松弛，为此，Ｘｉｅ等人
［１３］提

出了基于ｔＳＶＤ的多视图子空间聚类（ｔＳＶＤｂａｓｅｄ

ＭｕｌｔｉｖｉｅｗＳｕｂｓｐａｃｅＣｌｕｓｔｅｒｉｎｇ，ｔＭＳＣ）方法．在ｔＭＳＣ

的基础上，Ｇａｏ等人
［２８］又进一步提出了研究不同奇

异值的不同正则化的多视图子空间聚类（ｔＳＶＤ

ｂａｓｅｄＷｅｉｇｈｔｅｄＴｅｎｓｏｒＮｕｃｌｅａｒＮｏｒｍＭｉｎｉｍｉｚａｔｉｏｎ，

ＷＴＮＮＭ）方法．尽管这些方法取得了巨大的成功，但

它们也有一些不足之处．一方面，它们需要花费大量

时间进行算法学习，其计算复杂度至少为犗（狀２ｌｏｇ狀），

其原因在于它们利用学习到的子空间表征构建张

量，导致狀个样本之间的关系都需要被计算．另一方

面，在张量学习之后，标准的谱聚类或犽均值算法

被直接用于处理之前学习到的综合表征．然而，这样

的做法是有缺陷的，因为每个视图学习得到的表征

对最终的聚类性能有不同的贡献，所以在学习过程

中不应该被同等地对待．

为了解决上述挑战，本文提出了一种新颖的

张量学习诱导的多视图谱聚类（ＴｅｎｓｏｒＬｅａｒｎｉｎｇ

ＩｎｄｕｃｅｄＭｕｌｔｉｖｉｅｗＳｐｅｃｔｒａｌＣｌｕｓｔｅｒｉｎｇ，ＴＬＩＭＳＣ）

方法，可以同时挖掘空间聚类结构和互补信息．具体

来说，受锚点图的启发，ＴＬＩＭＳＣ探讨了狀个样本

和犮个簇之间的表征关系，并从多个视图中学习到

了对应的谱嵌入矩阵．然后，ＴＬＩＭＳＣ利用多个谱

嵌入表征来构建张量，通过基于ｔＳＶＤ的加权张量

核范数来发掘从样本到簇之间的高阶关联，其中该

范数在张量学习中考虑了矩阵不同奇异值之间的先

验知识．此外，在获得具有高阶相关性的表征后，在

最终的共识聚类结果和表征之间建立联系，自适应

地学习不同表征对最终聚类结果的不同贡献．因此，

本文的主要目的是研究一种有效且高效的多视图聚

类方法，不仅可以通过基于ｔＳＶＤ的加权张量核范
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数来捕获样本和簇之间的高阶关联，还考虑了多个

表征对最终聚类结果的不同置信度．

本文的主要贡献总结如下：

（１）本文不直接探索样本之间的关系，而是研

究样本和簇之间的关系，即使用谱嵌入表征来构建

张量，以此挖掘其中的高阶关联关系，其计算复杂度

为犗（狀ｌｏｇ狀）．

（２）本文发掘了不同谱嵌入矩阵对最终共识聚

类结果的不同贡献度，并在它们之间建立了相应的

桥梁．

（３）本文提出了一种交替最小化优化算法来解

决所提出的ＴＬＩＭＳＣ方法．在四个数据集上进行的

大量实验表明，与最先进的多视图聚类方法相比，我

们的方法具有优越性．

本文在第２节中简要介绍一些相关工作；第３节

描述所提出的张量学习诱导的多视图谱聚类方法，

其中包括文中使用的主要符号、所提出方法的优化

算法和复杂性分析；在第４节中，记录四个数据集的

实验结果；最后，本文在第５节中得出结论．

２　相关工作

近年来，通过探索多视图特征之间的关系来进

行多视图聚类的方法被广泛研究［２８，３２３４］．这些方法

可以大致分为三大类［６］，即基于协同训练或协同正

则化的方法、基于图的方法和基于子空间学习的

方法．

对于基于协同训练或协同正则化的方法［１８，３２，３５３７］，

每个视图都有一个单独的学习器，且每个学习器的

信息都被用来约束其他视图．在文献［３５］中，该工作

在不同的视图中互换了分类信息．受协同训练的启

发，Ｋｕｍａｒ等人
［３６］利用一个视图的谱嵌入来约束其

他视图的邻接矩阵．随后，Ｋｕｍａｒ等人
［１８］提出了结

合多个视图隐含图的谱聚类模型，以获得更好的聚

类性能．Ｃａｏ等人
［３２］引入了希尔伯特施密特独立准

则（ＨｉｌｂｅｒｔＳｃｈｍｉｄｔＩｎｄｅｐｅｎｄｅｎｃｅＣｒｉｔｅｒｉｏｎ，ＨＳＩＣ）

作为正则化项来探索不同视图之间的互补信息．

Ｃａｏ等人
［３７］考虑了视频人脸图像的成对约束和跨

视图的一致性来对视频人脸图像进行聚类，其中，一

个共正则化项被用于规范不同视图之间的分歧．通

过 ＨＳＩＣ，Ｗａｎｇ等人
［３８］探索了视图之间的相似性，

以便拥有与完整样本的最大依赖性．

基于图的方法通过视图融合的方式来发现多

个视图之间的关系［１７，２１，３９４０］．基于马尔科夫链，Ｘｉａ

等人［２１］提出了一种鲁棒的多视图谱聚类（Ｒｏｂｕｓｔ

ＭｕｌｔｉｖｉｅｗＳｐｅｃｔｒａｌＣｌｕｓｔｅｒｉｎｇ，ＲＭＳＣ）方法．该方

法通过低秩和稀疏分解的共享低秩转移概率矩阵

来处理与多视图相关的噪声．Ｚｈａｎ等人
［４１］提出了一

种用于多视图聚类的图学习方法，该方法首先用

低秩约束来约束每个视图的初始图，然后通过优

化过程将这些初始图组合得到一个全局图．Ｓｈｕ和

Ｌａｔｅｃｋｉ
［３９］构建了跨视图张量积图来探索不同视图

之间的高阶信息．Ｎｉｅ等人
［１７］从多个原始输入图中

发现了一个块对角矩阵，并为多视图聚类设计了一

种新的权重学习策略．Ｗａｎｇ等人
［４０］将与单个视图

相关的相似性诱导图、所有视图的统一图和聚类指

示矩阵整合到一个统一的框架中．Ｎｉｅ等人
［４２］设计

了一个新颖的多视图学习模型，其中聚类／半监督分

类以及局部结构学习是同时进行的．在某种程度上，

基于图的方法与基于多核学习的方法［４３］相关，后者

将每个视图视为给定的核矩阵，用一定的权重整合

多个核，并进行数据划分．

基于所有的视图都是源于一个潜在子空间的假

设，基于子空间学习的方法旨在发现共享的潜在子

空间［３，２２，２４２５，２８，３２，４４］，并在此基础上进行聚类．Ｚｈａｎｇ

等人［２５］从多个视图中寻找潜在表征并进行数据重

构．进一步地，为了处理多个样本之间的一般相关

性，Ｚｈａｎｇ等人
［３］设计了一个基于神经网络的更泛

化的框架．Ｌｉ等人
［３３］通过将原始特征映射到一个核

空间，从多个视图中发现了一个潜在的共同空间．

Ｌｕｏ等人
［４５］在多视图子空间聚类中同时学习了子

空间表示的一致性和独特性．Ｔａｎｇ等人
［４６］通过同

时考虑多样性正则化和低秩约束，研究了用于多视

图子空间聚类的共享相似性表示．Ｚｈｏｕ等人
［４７］试

图捕获来自多个视图的共享信息之间的相关性，同

时通过多种信息恢复来自不同视图的不同属性．在

工作［４８］中，Ｚｈａｎｇ等人设计了一个基于深度矩阵分

解和分块对齐的多视图聚类方法，其中每个视图对

应的聚类表征是通过深度矩阵分解来得到的，继而

通过整合多视图信息去得到最佳的聚类表征．在基

于ＬＲＲ
［３１］的子空间聚类方法的基础上，Ｚｈａｎｇ等

人［２２］研究了一种多视图子空间方法，对张量施加

了基于展开的低秩约束，而该张量是由不同视图的

子空间表示所构建的．然而，这种张量约束是对塔克

秩的松弛近似，对一般张量缺乏明确的物理意义［２８］．

因此，它不能彻底挖掘多视图之间的互补信息，这

进一步促成了一种新的、紧凑的张量分解方案，即

ｔＳＶＤ
［１３］．

依据文献［４９５０］，通过ｔＳＶＤ分解张量具有良

好的理论特性和明确的物理意义．Ｘｉｅ等人
［１３］提出了
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一种基于ｔＳＶＤ的多视图子空间聚类方法（ｔＭＳＣ），

他们通过张量多秩来约束旋转子空间表示张量，

以探索高阶跨视图的相关性．作为 ＲＭＳＣ
［２１］的扩

展，Ｗｕ等人
［２６］通过不同视图的多个状态转移矩阵

来构建张量．考虑到矩阵奇异值的先验知识，Ｇａｏ等

人［２８］探索了基于ｔＳＶＤ的加权张量核范数最小化

（ＷＴＮＮＭ）方法，其中不同的矩阵奇异值以不同的

置信度被收缩．Ｃｈｅｎ等人
［２９］提出在一个统一的框

架内学习低秩表征张量和相似性矩阵，该框架同时

考虑了局部特征和多视图特征对最终相似性矩阵的

不同置信度．Ｃｈｅｎ等人
［５１］联合研究核表示张量和

相似性矩阵．尽管上述基于张量核范数的多视图子

空间方法取得了较为优异的性能，但它们都集中在

了刻画狀个样本到狀个样本关系的表征构建的张量

学习中，其计算复杂度至少为犗（狀２ｌｏｇ狀）．特别地，

除了基于 ＷＴＮＮＭ 的方法
［２８］，它们都不能很好地

探索不同矩阵奇异值的先验知识．此外，它们都是直

接利用谱聚类方法对整合的表征进行聚类，没有考

虑到不同表征的先验知识对最终聚类结果的影响．

３　方　法

符号系统．本文使用了书法体字母（例如!

）、大

写字母（例如犃）和粗体小写字母（例如犪）分别表示张

量、矩阵和向量．矩阵犃的核范数为 犃 ＝∑
犻

σ犻（犃），

其中σ犻（犃）代表矩阵犃中第犻大奇异值．矩阵犃的

Ｆｒｏｂｅｎｉｕｓ范数是 犃 犉＝ ∑
犻，犼

犃犻犼槡
２
．对于三阶张

量!∈!

狀
１
×狀
２
×狀
３，

!

（犽）用来表示张量!的第犽个正面

切片，并且!

～

＝ｆｆｔ（!，［］，３）表示沿第三维度的快速

傅立叶变换（ＦａｓｔＦｏｕｒｉｅｒＴｒａｎｓｆｏｒｍａｔｉｏｎ，ＦＦＴ）．

类似地，我们可以通过逆ＦＦＴ（ＩｎｖｅｒｓｅＦａｓｔＦｏｕｒｉｅｒ

Ｔｒａｎｓｆｏｒｍａｔｉｏｎ，ＩＦＦＴ）从!

～
得到!

，即!＝ｉｆｆｔ（!
～
，

［］，３）．为了清晰起见，我们将本文用到的主要符号

总结在表１中．

表１　基础符号和说明

符号 含义

犡＝｛犡（１），…，犡（犞）｝ 包含了犞 个视图的数据集

犡（狏）∈!

犱狏×狀 第狏个视图的特征表达矩阵

犔（狏）∈!

狀×狀 第狏个视图的拉普拉斯矩阵

犉（狏）∈!

狀×犮 第狏个视图的谱嵌入矩阵

犉∈!

狀×犮 共识谱嵌入矩阵

"∈!

狀×犮×犞 多个谱嵌入矩阵构造的张量

犘∈!

狀×犮 聚类指示矩阵

犚
（狏）
∈!

犮×犮 第狏个视图的旋转矩阵

γ 权衡参数

（续　表）

符号 含义

α狏 第狏个视图的权重值

ω∈!

１×犞 加权张量核范数的权重参数

#∈!

狀×犮×犞 拉格朗日乘数

ρ＞０ 惩罚因子

μ 收敛速度倍数

犐∈!

狀×狀 单位矩阵

犱狏 第狏个视图的特征维度

犞 视图个数

狀 样本量大小

犮 簇个数

３１　动　机

给定多视图数据集犡＝｛犡
（狏）
∈!

犱狏×狀｝犞
狏＝１
，它包

含了狀个样本和犞 个视图．一般来说，朴素的多视图

谱聚类方法（ＮａｉｖｅＭｕｌｔｉｖｉｅｗＳｐｅｃｔｒａｌＣｌｕｓｔｅｒｉｎｇ，

ＮａＭＳＣ）需要从相应的数据空间中学习拉普拉斯矩

阵犔
（狏）
∈!

狀×狀
．为了获得第狏个视图的谱嵌入表征，

我们会有：

ｍｉｎ
犉
（狏）∑

狏＝１

犜狉（犉
（狏）
Ｔ

犔
（狏）犉

（狏）），

ｓ．ｔ．犉
（狏）
Ｔ

犉
（狏）＝犐 （１）

其中犉
（狏）
∈!

狀×犮是视图特定的谱嵌入矩阵，它由拉

普拉斯矩阵犔
（狏）的前犮小特征值对应的犮个特征向

量构成，犮代表簇个数．受共识原则的启发，我们利

用一种直接的整合方法将计算好的多个谱嵌入矩阵

进行加和求平均，即犉＝ ∑
狏＝１

犉
（狏（ ）） 犞．此外，一些

方法还会考虑犉
（狏）的不同贡献［２７］．事实上，为了获得

一致的谱嵌入表征，还有另一种常用的方法，称为协

同正则化多视图谱聚类（Ｃｏｒｅｇｕｌａｒｉｚｅｄｍｕｌｔｉｖｉｅｗ

ｓｐｅｃｔｒａｌｃｌｕｓｔｅｒｉｎｇ，Ｃｏｒｅｇ）
［１８］，其公式可以定义如下：

ｍａｘ
犉
（狏），犉

∑
狏＝１

犜狉（犉
（狏）Ｔ犔

（狏）犉
（狏））＋

　　α狏犜狉（犉
（狏）犉

（狏）Ｔ犉犉犜），

ｓ．ｔ．犉
（狏）Ｔ犉

（狏）＝犐，犉犜犉＝犐 （２）

其中α狏是第狏个视图的权衡参数．上述公式将多个

视图特定的谱嵌入矩阵｛犉
（狏）｝共正则化为一致的

犉．在获得共识犉后，我们可以对其使用犽均值得

到最终的聚类结果．一般来说，我们通过不同的范数

正则化项（例如ｔｒａｃｅ范数或Ｆｒｏｂｅｎｉｕｓ范数）来计

算视图间具体的最小化或错误表征［３，２４２５］，但是它

们都没有综合考虑具有底层关系的空间结构和多视

图之间的互补信息，无法很好地识别数据的重要特

征．因此，尽管它们具有出色的性能，但一方面，它们

仍然无法捕获多视图数据之间的高阶相关性，从而

忽略了一些更深层次的语义信息．另一方面，它们没
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有考虑不同视图谱嵌入结构的不同置信度和最终共

识聚类结果的关联，导致次优的聚类性能．

３２　框　架

为了解决上述问题，本文提出了一种新的张量

学习诱导的多视图谱聚类（ＴＬＩＭＳＣ）方法来挖掘谱

嵌入表征之间的高阶相关性，然后通过考虑带有不

同置信度的视图相关的谱嵌入表征来获得最终的聚

类结果．图１对本文所提出的ＴＬＩＭＳＣ方法流程进

行了展示和说明．如图所示，该算法以从多个特征子

集中获得的数据犡
（１），…，犡

（犞）作为输入．依据输入

的数据，可以得到对应的不同视图的拉普拉斯矩阵

犔
（１），…，犔

（犞），其中的局部性学习具体指的是本文通

过构造犽近邻图的方式来构造相似性矩阵，继而构

造对应的拉普拉斯矩阵．与直接构造视图内各个样

本点之间相似性的全局性学习不同，局部性学习只

需通过犽个近邻样本点之间的相似性学习来刻画相

似性矩阵．进一步地，可以得到相关的犞 个谱嵌入

矩阵犉
（１），…，犉

（犞）．对于ＴＬＩＭＳＣ的第一部分，为了

捕获不同视图中不同数据之间的高阶相关性，本文

采用了张量构造技术，其中，张量"∈!

狀×犮×犞由多个

谱嵌入矩阵构造得到．具体来说，我们需要将该张量

旋转变成"

－
∈!

狀×犮×犞，以便张量的学习更有效和高

效，更详细地介绍将在下文引入．随后，我们可以通

过基于ｔＳＶＤ的加权张量核范数最小化来更新旋

转后的张量"

－
，从而可以挖掘隐藏在多视图表示中

的高阶相关性．特别地，通过加权张量核范数最小

化，可以对$的每个奇异值进行差异性正则化，并采

用软阈值函数来收缩具有不同权重参数的不同奇异

值．对于ＴＬＩＭＳＣ的第二部分，在获得具有高阶信

息的谱嵌入矩阵后，我们可以通过桥接具有不同自

适应置信度的不同谱嵌入矩阵来实现最终的一致

聚类．

图１　ＴＬＩＭＳＣ模型图示（给定多视图数据集犡
（１），…，犡

（犞）（子图（ａ）），所提出的ＴＬＩＭＳＣ方法旨在研究不同

视图的多个谱嵌入矩阵犉
（１），…，犉

（犞）（子图（ｃ）），通过构造张量"

，挖掘视图之间的高阶相关性．为了更

有效和高效，"需要旋转为 "

　－
，继而 "

　－
通过基于ｔＳＶＤ的加权张量多秩最小化来更新（子图（ｅ））．最终，

基于具有不同贡献｛α狏｝的谱嵌入矩阵，得到最终的一致聚类结果）

首先，为了捕获谱嵌入矩阵内的高阶相关性，不

同于ＮａＭＳＣ和Ｃｏｒｅｇ方法，本文所提出的ＴＬＩＭＳＣ

方法旨在通过学习得到的谱嵌入构建一个三阶张量，

　ｍｉｎ
"

γ∑
狏＝１

犜狉（犉
（狏）Ｔ犔

（狏）犉
（狏））＋Ψ（"），

ｓ．ｔ．犉
（狏）Ｔ犉

（狏）＝犐，"＝Φ（犉
（１），犉

（２），…，犉
（犞））（３）

其中γ是权衡参数．Ψ（·）是关于所构造的张量"的

约束，Φ（·）表示通过将多个嵌入空间犉
（狏）并入到一

个三阶张量的方式来构造张量"．

在本文中，我们采用加权张量核范数来捕获视

图之间的高阶相关性，其中加权张量核范数的一般

定义可见于定义１．特别地，考虑到不同奇异值的不

同重要性，采用了具有不同权重参数的软阈值函数

来收缩学习到的不同奇异值．因此，模型可以重新表

述为

ｍｉｎ
"

γ∑
狏＝１

犜狉（犉
（狏）Ｔ犔

（狏）犉
（狏））＋ " ω，

烐烏 烑

%

高阶相关性

，

ｓ．ｔ．犉
（狏）Ｔ犉

（狏）＝犐，"＝Φ（犉
（１），犉

（２），…，犉
（犞）） （４）

定义１
［２８］．　给定张量犅∈!

狀
１
×狀
２
×狀
３，基于张量

奇异值分解的加权张量核范数可以定义为

& ω，%＝∑

狀
３

犼＝１
∑

ｍｉｎ（狀
１
，狀
２
）

犻＝１

ω犻σ犻（珟犅
（犼）） （５）

其中σ犻（珟犅
（犼））是珟犅

（犼）的第犻大奇异值，ω犻是对应的第

犻个加权系数值，并且ω犻维度与 ｍｉｎ（狀１，狀２）的取值

相关．
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在进一步详细的计算之前，我们需要对构建的

张量进行旋转，将张量的维度从狀×犮×犞 变为犮×

犞×狀，其变换可见于图１中的旋转模块．同时，我们

也很容易有

Φ
－１
（狏）（"）＝犉

（狏） （６）

其中Φ
－１（·）表示Φ（·）的逆运算，其下标（狏）表示从

张量中提取的第狏个正面切片．在本文中，由于狀１＝

犮，狀２＝犞，狀３＝狀且犮＞犞，因而会有 ｍｉｎ（犮，犞）＝犞，

也即是，ω犻维度的选择和视图的个数相关．此外，在

张量上的旋转是至关重要的．一方面，因为ｔＴＮＮ

在"

　～
的每个正面切片上进行ＳＶＤ，使得旋转后的张

量可以挖掘更多关于视图间（不仅是视图内）的高阶

相关性．另一方面，旋转后的计算成本将显著降低．

值得注意的是，当张量的维度从狀×犮×犞 变成

犮×犞×狀，其正面切片的维度则变为了犮×犞．由于

ｔＴＮＮ是在每个正面切片上进行ＳＶＤ的，那在张量

学习的过程中考虑的是不同视图间不同簇的互补关

系学习，以便学习得到不同视图间共识的簇关系．此

外，张量学习本身刻画了比二阶矩阵学习更高阶的

关系（也即是三阶关系）．因此，所提出的 ＴＬＩＭＳＣ

方法能够捕捉到视图之间的互补性信息和高阶

信息．

在对式（４）中的模型进行计算后，我们可以获得

多个谱嵌入矩阵，这些矩阵对多视图数据与相应簇

之间的高阶相关性进行编码．为了得到最终的聚类

结果，我们通常会在这些谱嵌入空间上执行犽均值

算法．尽管如此，它并没有考虑多个谱嵌入矩阵对最

终的聚类结果的不同贡献度，这可能导致次优的聚

类性能．与之前直接使用犽均值的多视图聚类方法

不同，本文考虑了从不同权重的多个谱嵌入矩阵中

学习最终的一致聚类．

依据文献［４１，５２］，当理想的相似性矩阵存在

时，聚类指示矩阵的列向量可以张成对应的谱嵌入

空间．具体来说，在一个理想的相似性矩阵中，如果

样本点属于同一个簇，则它们是连接在一起的．否

则，它们将不会有边连接，这表明理想的相似性矩阵

是犮连通的．同样地，相应的邻接矩阵及其拉普拉斯

矩阵都是数据样本点经适当重新排列后的分块对角

矩阵．由文献［５，５３］启发，我们可以推断出理想拉普

拉斯矩阵前犮小特征值对应的犮个特征向量构成的

特征空间是由聚类指示矩阵的列向量所张成的．

事实上，理想的相似性矩阵对应的谱嵌入矩阵

犉
（狏）不一定等于指示矩阵犘．受文献［４１，５２］的启发，

犉
（狏）的列是构成犘的正交基，我们可以通过犉

（狏）的旋

转来恢复指示矩阵犘，即

ｍｉｎ
犘，犚

（狏）∑
狏＝１

犘－犉
（狏）犚

（狏） ２

犉
，　

ｓ．ｔ．犘∈犐狀犱，犚
（狏）Ｔ犚

（狏）＝犐 （７）

此外，式（７）中的模型没有考虑不同视图对共识

指示矩阵犘的不同贡献，容易导致聚类性能的不稳

定．因此，本文引入了一种关于多视图自适应加权的

学习策略，其公式可以定义为

ｍｉｎ
犘，犚

（狏）∑
狏＝１

１

α狏
犘－犉

（狏）犚
（狏） ２

烐烏 烑

犉

加权一致性

，

ｓ．ｔ．犘∈犐狀犱，犚
（狏）Ｔ犚

（狏）＝犐 （８）

其中α狏是以下形式的目标值，

α狏＝
ｄｅｆ

犘－犉
（狏）犚

（狏）
犉 （９）

可以明显看出，上述式（９）中的α狏相对于犘 和

犚
（狏）独立的，当有确切的犘和犚

（狏）时，我们可以设它

为常数．

为了直接比较我们的共识聚类学习部分和犽

均值算法的运用，在本文中，我们没有将以上两个部

分放在一个统一的框架中．特别地，虽然它们不是在

一个框架中一起学习的，但是通过有效地学习视图

间的高阶相关性，并由不同置信度的嵌入表征来得

到一致的聚类结果，我们也可以获得优异的实验结

果，这可以在后续的实验部分进一步证明．

３３　优　化

本文采用交替最小化策略来求解所提出的

ＴＬＩＭＳＣ方法，即更新一个特定变量时固定其他变

量．下面我们先解决ＴＬＩＭＳＣ第一部分中关于高阶

相关性学习，然后介绍如何解决第二部分关于最终

聚类结果的学习．

３．３．１　高阶相关性学习

由增强拉格朗日乘数（ＡｕｇｍｅｎｔｅｄＬａｇｒａｎｇｉａｎ

Ｍｕｌｔｉｐｌｉｅｒ，ＡＬＭ）诱导，我们进一步运用ＡＬＭ与替代

方向最小化（ＡｌｔｅｒｎａｔｉｖｅＤｉｒｅｃｔｉｏｎＭｉｎｉｍｉｚｉｎｇ，ＡＤＭ）

优化算法．为了使"可分离，采用变量拆分技术，引

入一个辅助张量变量'∈!

狀×犮×犞来替换"．因此，我

们可以将式（４）中的模型重新表述为以下优化问题：

ｍｉｎ
犉
（狏），

'

γ∑
狏＝１

犜狉（犉
（狏）Ｔ犔

（狏）犉
（狏））＋ ' ω，%，

ｓ．ｔ．犉
（狏）Ｔ犉

（狏）＝犐，"＝'

（１０）

进一步地，上述模型相应的增广拉格朗日函数

可表述为

(

（
"

，
'

）＝γ∑
狏＝１

犜狉（犉
（狏）Ｔ犔

（狏）犉
（狏））＋ ' ω，%＋

ρ
２

'－ "＋
#（ ）ρ

２

犉

，

　 ｓ．ｔ．犉
（狏）Ｔ犉

（狏）＝犐 （１１）
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其中#∈!

狀×犮×犞是拉格朗日乘数，ρ＞０是惩罚因子．

借助于交替最小化策略，我们可以将式（１１）中的问

题分解为以下三个子问题，然后交替优化每个变量．

'子问题．通过固定其他变量，'可以通过解决

以下问题来更新，

ｍｉｎ
'

１

ρ
' ω，%＋

１

２
'－ "＋

#（ ）ρ
２

犉

（１２）

为了求解上述加权张量核范数最小化问题，需

引入以下两个定理．

定理１
［５４］． 给定犢∈!

犿×狀的ＳＶＤ形式犢＝

犝犢犇犢犞
Ｔ

犢
，τ＞０，犾＝ｍｉｎ（犿，狀），我们可以将标准

加权核范数最小化问题定义为

ａｒｇｍｉｎ
犡

１

２
犡－犢

２

犉＋τ 犡 ω， （１３）

则我们可以得到模型在式（１３）中的最优解，

犡＝Γτω［犢］＝犝犢犘τω（犢）犞
Ｔ
犢 （１４）

其中我们有犘τω（犢）＝ｄｉａｇ（ξ１，ξ２，…，ξ犾），ξ犻＝

ｓｉｇｎ（σ犻（犢））ｍａｘ（σ犻（犢）－τω犻，０）．

定理２
［２８］．　给定 !∈ !

狀
１
×狀
２
×狀
３，犾＝ｍｉｎ（狀１，

狀２），我们有!＝)$*

Ｔ．针对模型

ａｒｇｍｉｎ
+

１

２
+－!

２

犉＋τ + ω，% （１５）

我们可以定义其最优解为

+

＝Γτω（!）＝)ｉｆｆｔ（犘τω（!
～
））*

Ｔ （１６）

其中!

～

＝ｆｆｔ（!，［］，３），犘τω（!
～
）是一个张量，其中

犘τω（!
～（犻））表示犘τω（!

～
）中的第犻个正面切片．

因此，根据定理２，我们可以很容易地得到模型

在式（１２）中的解：

'

＝Γ１

ρ
ω

"＋
１

ρ
［ ］#

（１７）

犉
（狏）子问题．通过固定其他变量，犉

（狏）可以得到

更新，式（１１）中的问题变为

ｍｉｎ
犉
（狏）
γ∑
狏＝１

犜狉（犉
（狏）Ｔ犔

（狏）犉
（狏））＋

ρ
２

'－ "＋
#（ ）ρ

２

犉

，

　　　　　ｓ．ｔ．犉
（狏）Ｔ犉

（狏）＝犐 （１８）

具体来说，对于每个视图，式（１８）中的问题可以

重写为

ｍｉｎ
犉
（狏）
γ犜狉（犉

（狏）Ｔ犔
（狏）犉

（狏））＋　

ρ
２
犑
（狏）－ 犉

（狏）＋
犙
（狏）

（ ）ρ

２

犉

，

　　　　　ｓ．ｔ．犉
（狏）Ｔ犉

（狏）＝犐 （１９）

上述式（１９）中的模型可以进一步简化为

　 ｍｉｎ
犉
（狏）Ｔ

犉
（狏）
＝犐

犜狉（犉
（狏）Ｔ（γ犔

（狏）－λ犐）犉
（狏））－

　犜狉犉
（狏）Ｔ

ρ犑
（狏）－
犙
（狏）

（ ）（ ）ρ
，

 ｍａｘ
犉
（狏）Ｔ

犉
（狏）
＝犐

犜狉 犉
（狏）Ｔ（λ犐－γ犔

（狏））犉
（狏（ ）） ＋

　２犜狉犉
（狏）Ｔρ
２
犑
（狏）－
犙
（狏）

（ ）（ ）ρ
，

 ｍａｘ
犉
（狏）Ｔ
犉
（狏）
＝犐

犜狉（犉
（狏）Ｔ犅

（狏）犉
（狏））＋２犜狉（犉

（狏）Ｔ犆
（狏））（２０）

其中犅
（狏）＝λ犐－γ犔

（狏）
∈!

狀×狀和犆
（狏）＝ρ
２
犑
（狏）－
犙
（狏）

（ ）ρ
∈

!

狀×犮
．λ表示一个常数，以确保矩阵犅

（狏）是正定的．犐∈

!

狀×狀是一个单位矩阵．

为了得到上述问题的解犉
（狏），我们需要引入以

下定理．

定理３
［２７］．　考虑以下的问题：

ｍａｘ
犉
Ｔ
犉＝犐

犜狉（犉Ｔ犅犉）＋２犜狉（犉Ｔ犆） （２１）

我们可以得到解犉＝犝犞Ｔ，其中犝犛犞Ｔ是犕＝犅犉＋

犆的紧凑ＳＶＤ形式．

证明．　首先引入一个对称的拉格朗日乘子

Π，然后式（２１）中的模型可以重新表述为

(

（犉，Π）＝犜狉（犉
Ｔ犅犉）＋２犜狉（犉Ｔ犆）－

犜狉（Π（犉
Ｔ犉－犐）） （２２）

为了获得犉，我们将(

（犉，Π）关于犉的导数设

置为零，即

２犅犉＋２犆－２犉Π＝０ （２３）

然后式（２３）变成

犉Π＝犅犉＋犆＝犕 （２４）

由于犕∈!

狀×犮的紧凑ＳＶＤ形式，我们有 犕＝

犝犛犞Ｔ，其中犝∈!

狀×犮，犛∈!

犮×犮和犞∈!

犮×犮．

为了得到Π，我们进行以下转换：

（犉Π）
Ｔ（犉Π）＝犕

Ｔ犕

Π
Ｔ犉Ｔ犉Π＝（犝犛犞

Ｔ）Ｔ（犝犛犞Ｔ）

Π
Ｔ
Π＝犞犛

２犞Ｔ

Π
２＝犞犛２犞Ｔ

Π＝犞犛犞
Ｔ （２５）

之后，我们可以将Π＝犞犛犞
Ｔ代入式（２４）中，即

犉Π＝犉（犞犛犞
Ｔ）＝犕＝犝犛犞Ｔ （２６）

因此，式（２２）中问题的解犉由如下公式可以计

算得到，
犉＝犝犞Ｔ （２７）

证毕．

相应地，由于定理３，式（１９）中模型的最优解

犉
（狏）可以定义为

犉
（狏）＝犝

（狏）犞
（狏）Ｔ （２８）
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其中犝
（狏）犛

（狏）犞
（狏）Ｔ是犕

（狏）＝犅
（狏）犉

（狏）＋犆
（狏）的紧凑ＳＶＤ

形式．

#和ρ子问题．拉格朗日乘子#和惩罚因子ρ

可以通过以下方式更新，

#＝#＋ρ（"－'

），

ρ＝μρ （２９）

其中μ＞１用于提高收敛速度
［５５］．我们在算法１中

总结了式（４）的求解过程．

算法１．　学习视图特定的谱嵌入空间｛犉
（狏）｝．

输入：多视图数据集犡＝｛犡
（狏）
∈!

犱
狏
×狀｝犞狏＝１，权衡参数

γ＞０，权重向量ω＞０和聚类个数犮

输出：多个谱嵌入空间｛犉
（狏）｝

１．用犽ｎｎ初始化犠
（狏），计算犔

（狏）和犉
（狏）；

２．初始化#＝'＝０；

３．ＷＨＩＬＥ不收敛ＤＯ

４．　通过解决式（１７）来更新'

；

５．　ＦＯＲ狏＝１，…，犞 ＤＯ

６．　　犝
（狏）犛

（狏）犞
（狏）Ｔ ＝犛犞犇（犅

（狏）犉
（狏）＋犆

（狏））；

７．　　通过犉
（狏）＝犝

（狏）犞
（狏）Ｔ 更新犉

（狏）；

８．　ＥＮＤＦＯＲ

９．通过#＝#＋ρ（"－'

）更新#

；

１０．通过ρ＝μρ更新ρ；

１１．ＥＮＤＷＨＩＬＥ

３．３．２　最终聚类结果学习

为了解决式（８）中的问题，我们也采用了交替优

化策略．

犘子问题．通过固定除犘之外的其他变量，式（８）

相当于求解下面的问题：

ｍｉｎ
犘 ∑

狏＝１

１

α狏
犘－犉

（狏）犚
（狏） ２

犉
，

ｓ．ｔ．犘∈犐狀犱 （３０）

在简单地展开上述等式的狏个平方范数之后，

我们有

ｍｉｎ
犘∈犐狀犱∑狏＝１

１

α狏
（犘

２

犉＋ 犉
（狏）犚

（狏） ２

犉
）－

∑
狏＝１

２

α狏
犜狉（犘Ｔ犉

（狏）犚
（狏）） （３１）

此外，由于犘∈犐狀犱和犉
（狏）Ｔ犉

（狏）＝犐的约束，式（３１）

中的问题可以改写为

ｍｉｎ
犘∈犐狀犱∑狏＝１

狀＋犮

α狏
－２犜狉犘Ｔ ∑

狏＝１

犉
（狏）犚

（狏）

α（ ）（ ）
狏

（３２）

因此，为了获得最优解犘，我们需要解决如下

问题：

ｍａｘ
犘∈犐狀犱
犜狉 犘Ｔ ∑

狏＝１

犉
（狏）犚

（狏）

α（ ）（ ）
狏

（３３）

其中它有一个闭合解，即

犘＋
犻犼＝

１，犼＝ａｒｇｍａｘ
犮 ∑

狏＝１

犉
（狏）犚

（狏）

α［ ］
狏 犮

０

烅

烄

烆 其他

（３４）

犚
（狏）子问题．通过固定其他变量，我们可以通过

以下问题更新犚
（狏），

ｍｉｎ
犚
（狏）∑
狏＝１

１

α犻
犘－犉

（狏）犚
（狏） ２

犉
，

ｓ．ｔ．犚
（狏）Ｔ犚

（狏）＝犐 （３５）

显然，式（３５）中的第狏个子问题可以独立求解

（其中１
α犻
为常数），即

ｍｉｎ
犚
（狏）
犘－犉

（狏）犚
（狏） ２

犉
，

ｓ．ｔ．犚
（狏）Ｔ犚

（狏）＝犐 （３６）

为了计算上述问题的最优解犚
（狏），本文提供了

以下的定理．

定理４．　给定问题ｍｉｎ
犚
Ｔ
犚＝犐

犎－犌犚
２

犉
，我们可以

得到犚的闭式解，即犚＝珚犝珚犞Ｔ，其中珚犝和珚犞 分别为

犌Ｔ犎 的ＳＶＤ左右奇异值．

因此，根据定理４，我们可以得到式（３６）中问题

的最优解，

犚
（狏）＝珚犝

（狏）珚犞
（狏）Ｔ （３７）

其中珚犝
（狏）珔犛

（狏）珚犞
（狏）Ｔ是犉

（狏）Ｔ的ＳＶＤ形式．

α狏子问题．通过固定除α狏之外的其他变量，该优

化问题相当于处理式（９）中的模型，可以由已经计算

得到的犘和犚
（狏）求解．在算法２中我们总结了式（８）

的求解过程．

算法２．　学习最终聚类结果犘．

输入：多个谱嵌入矩阵｛犉
（狏）
∈!

狀×犮｝犞狏＝１

输出：最终聚类结果犘

１．令［α狏∈!

犞×１］犞
狏＝１＝１，｛犚

（狏）
∈!

犮×犮｝犞狏＝１＝犐；

２．ＷＨＩＬＥ不收敛 ＤＯ

３．　通过式（３４）更新犘；

４．　通过解决式（３７）来更新犚
（狏）；

５．　通过式（９）来更新α狏；

６．ＥＮＤＷＨＩＬＥ

３．４　复杂度分析

在这一小节中，我们给出了这两个优化算法的

计算复杂度分析．对于算法１，在初始化步骤中，我

们使用了犽ｎｎ方法初始化相似性矩阵犠
（狏），其复杂

度为犗（狀犮），然后我们使用标准的谱聚类方法来计

算每个犉
（狏），这需要犗（狀犮２犞）的复杂度．在算法的优

化迭代中，首先解决了' 子问题，其中维度为犮×

犞×狀的张量的３ＤＦＦＴ及３ＤＩＦＦＴ和维度为犮×犞

９５１期 陈曼笙等：张量学习诱导的多视图谱聚类



的矩阵在傅立叶域中的狀个ＳＶＤ的过程为主要的

计算．因此，在每次迭代中更新'的计算复杂度为

犗（２狀犮犞ｌｏｇ（狀犮犞）＋犮犞
２狀），其中犗（２狀犮犞ｌｏｇ（狀犮犞））

是对于ＦＦＴ和ＩＦＦＴ的计算成本，犗（犮犞２狀）是维度

为犮犞×狀的矩阵ＳＶＤ分解的成本．对于更新犉
（狏），

依据定理３，每次迭代的计算成本为犗（狀犮２犞）．对

于乘子#

，我们只需要犗（犞）的复杂度．因此，总的

计算复杂度为犗（（２狀犮２犞＋２狀犮犞ｌｏｇ（狀犮犞）＋狀犮犞
２＋

狀犮＋犞）狋犉），其中狋犉表示算法１的迭代次数，并且

狀犮，狀犞．对于算法２，更新犘时，式（３４）的计算

成本为犗（狀犮２犞＋狀犮），其中犗（狀犮２犞）用于构造公式

∑
狏＝１

犉
（狏）犚

（狏）

α狏
，犗（狀犮）用于执行ａｒｇｍａｘ运算符．对于犚

（狏）

子问题，矩阵乘法需要犗（狀犮２犞）．对于求解α狏，式（９）

的计算成本仅需犗（狀犮犞）．因此，整个计算复杂度为

犗（（２狀犮２犞＋狀犮犞＋狀犮）狋犘），其中狋犘为算法２的迭代

次数．总体而言，所提出的ＴＬＩＭＳＣ方法总共需要

犗（（２狀犮２犞＋２狀犮犞ｌｏｇ（狀犮犞）＋狀犮犞
２＋狀犮＋犞）狋犉＋

（２狀犮２犞＋狀犮犞＋狀犮）狋犘）的计算复杂度，由于狋犉和狋犘通

常很小（在我们的实验中小于２０），因此算法的总计

算复杂度接近于犗（狀ｌｏｇ狀）．

３．５　收敛性分析

在这一小节中，为了对所提出的ＴＬＩＭＳＣ方法

的收敛性进行分析，我们将分别分析其中两部分算

法的收敛性．对于第一部分的算法，需要优化更新的

两个变量分别是犉
（狏）和'．文献［５６］指出当不精确

的增广拉格朗日乘子法至多有两个变量模块时，其

收敛性是可以确保的，因而也推导出了第一部分算

法理论上的收敛性．进一步地，在几个真实世界数据

集上的经验收敛曲线证据证明了该算法在学习具有

更高阶关系的谱嵌入空间时具有强大而稳定的收敛

性．对于第二部分的算法，它的收敛性证明如下．具

体来说，从这个算法中我们可以看出，对应三个变量

的三种更新规则都不会使相应的目标函数值增加．

进一步地，由于自适应加权策略的存在，该目标函数

可以相应地简化为以下问题：

ａｒｇｍｉｎ
犘∈犐狀犱，犚

（狏）Ｔ
犚
（狏）
＝犐
∑
狏＝１

犘－犉
（狏）犚

（狏）
犉

（３８）

上述式（３８）有下界，所以我们可以从理论上推

导出第二部分算法的收敛性［５２］，并且几个真实世界

数据集上的经验收敛曲线证据也验证了其快速的收

敛行为．

因此，我们所提出的ＴＬＩＭＳＣ方法的收敛性是

可以得到保证的．

４　实　验

在本节中，为了验证所提出方法的有效性，我们

在五个真实世界的数据集上进行了大量实验，在聚

类性能和运行时间方面将所提出的方法与现有最先

进的方法进行比较．同时，还综合地记录了消融实

验、参数分析和收敛性分析的结果．所有的实验均在

酷睿２四核１．７ＧＨｚ和８ＧＢ内存的机器上使用

ＭａｔｌａｂＲ２０１６ａ实现．ＴＬＩＭＳＣ方法的源代码和所

用真实世界数据集可以从ｈｔｔｐｓ：／／ｐａｎ．ｂａｉｄｕ．ｃｏｍ／

ｓ／１ｅＴｔＤＭｃｘＶ３ｂｄＴｐｂｋ５ｑ６ＸｋＤＡ 下载，其中的提

取码为ＴＬＩＭ．

４．１　实验设置

４．１．１　数据集

我们在五个真实世界的数据集上进行了实验，

以便对所提出的ＴＬＩＭＳＣ方法进行全面评估．我们

将这在五个数据集的统计信息总结在表２中．

表２　五个真实世界数据的统计信息

数据集 样本量 视图个数 类个数

ＯＲＬ 　４００ ３ ４０

ＵＣＩ ２０００ ３ １０

ＮＵＳ ２４００ ６ １２

Ｓｃｅｎｅ１５ ４４８５ ３ １５

Ｈｄｉｇｉｔ １００００ ２ １０

４．１．２　对比方法

以下最先进的聚类方法被用于与我们提出的

ＴＬＩＭＳＣ方法进行比较：分别应用于每个视图的标

准谱聚类方法（ＳＣ）
［５７］、应用于所有视图级联特征

的标准谱聚类方法（ＦｅａＣｏｎ）、协同训练多视图谱聚

类方法（ＣｏｔｒａｉｎｅｄＭｕｌｔｉｖｉｅｗＳｐｅｃｔｒａｌＣｌｕｓｔｅｒｉｎｇ，

ＣｏＴｒ）
［３６］、ＲＭＳＣ

［２１］、一致性与独特性多视图子空

间聚类方法（ＣｏｎｓｉｓｔｅｎｔａｎｄＳｐｅｃｉｆｉｃＭｕｌｔｉｖｉｅｗＳｕｂ

ｓｐａｃｅＣｌｕｓｔｅｒｉｎｇ，ＣＳＭＳＣ）
［４５］、ＬＴＭＳＣ

［２２］、潜在多

视图子空间聚类方法（ＬａｔｅｎｔＭｕｌｔｉｖｉｅｗＳｕｂｓｐａｃｅ

Ｃｌｕｓｔｅｒｉｎｇ，ＬＭＳＣ）
［２５］、基于样本感知相似性的多视

图子空间聚类方法（ＭｕｌｔｉｖｉｅｗＳｕｂｓｐａｃｅＣｌｕｓｔｅｒｉｎｇ

ｗｉｔｈＩｎｔａｃｔｎｅｓｓＡｗａｒｅＳｉｍｉｌａｒｉｔｙ，ＭＳＣＩＡＳ）
［３８］、

基于自适应近邻的多视图学习方法（Ｍｕｌｔｉｖｉｅｗ

ＬｅａｒｎｉｎｇｗｉｔｈＡｄａｐｔｉｖｅＮｅｉｇｈｂｏｒｓ，ＭＬＡＮ）
［４２］、基

于图的多视图聚类方法（ＧｒａｐｈｂａｓｅｄＭｕｌｔｉｖｉｅｗ

Ｃｌｕｓｔｅｒｉｎｇ，ＧＭＣ）
［４０］、ＷＴＮＮＭ

［２８］、ｔＭＳＣ
［１３］、用于

多视图谱聚类的基本张量学习方法 （Ｅｓｓｅｎｔｉａｌ

ＴｅｎｓｏｒＬｅａｒｎｉｎｇｆｏｒＭｕｌｔｉｖｉｅｗＳｐｅｃｔｒａｌＣｌｕｓｔｅｒｉｎｇ，

ＥＴＬＭＳＣ）
［２６］、用于多视图内在子空间聚类的局部
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结构低秩张量近似方法（ＬｏｗｒａｎｋＴｅｎｓｏｒＡｐｐｒｏｘ

ｉｍａｔｉｏｎｗｉｔｈＬｏｃａｌＳｒｕｃｔｕｒｅｆｏｒＭｕｌｔｉｖｉｅｗＩｎｔｒｉｎｓｉｃ

ＳｕｂｓｐａｃｅＣｌｕｓｔｅｒｉｎｇ，ＬＴＡＬＳ）
［５８］．

对于所有方法，包括所提出的ＴＬＩＭＳＣ方法和

上述１４种方法，每种方法都进行了２０次实验，并报

告了算法的平均性能．同时，大多数方法需要犽均

值算法才能实现最终的聚类性能，因此我们将犽均

值算法运行１０次以减轻每次实验中随机初始化的

影响．对于我们的方法，具体来说，权衡参数γ在

［０．２，３］的范围内调整，不同视图对应的奇异值权重

ω在（０，７０］内调整．由于不同视图的属性不同，

ＡＬＭ函数优化的惩罚因子ρ选取范围为｛０．００３，

０．００５，０．００８，０．００９，０．０３，０．０５，０．０８，０．０９，

０．３，０．５，０．８，０．９｝，相应的收敛提升参数μ（＞１）

在［１．５∶０．５∶８］范围内选取．

４．１．３　评价指标

对于评价指标，我们运用了四种广泛使用的指标

来综合评估聚类性能，即准确性（Ａｃｃｕｒａｃｙ，ＡＣＣ）、

归一化互信息（Ｎｏｒｍａｌｉｚｅｄ ＭｕｔｕａｌＩｎｆｏｒｍａｔｉｏｎ，

ＮＭＩ）、Ｆ分数（Ｆｓｃｏｒｅ）和调整等级指数（Ａｄｊｕｓｔｅｄ

ＲａｎｋＩｎｄｅｘ，ＡＲＩ）．对于上述所有的评估措施，较高

的值表示更好的聚类性能［５９］．由于每个评估指标都

会惩罚或偏向于聚类结果中的特定属性，因此我们

可以通过四种不同的指标报告最终的聚类结果来获

得更全面的评估．

４２　对比实验

表３至表７分别报告了在五个真实世界的数据

集上采用不同聚类方法得到的关于 ＡＣＣ、ＮＭＩ、

Ｆｓｃｏｒｅ和ＡＲＩ的聚类结果，其中我们将所有方法运

表３　犗犚犔数据集上的平均性能

方法
数据集ＯＲＬ

ＡＣＣ ＮＭＩ Ｆｓｃｏｒｅ ＡＲＩ

ＳＣ１ ０．６５００ ０．７９８３ ０．５２８５ ０．５１６９

ＳＣ２ ０．７７４４ ０．８９１１ ０．７１２０ ０．７０４９

ＳＣ３ ０．７０４９ ０．８４２１ ０．６１１６ ０．６０２１

ＦｅａＣｏｎ ０．６５２３ ０．８０１４ ０．５３５９ ０．５２４６

ＣｏＴｒ ０．７５３９ ０．８８１３ ０．６８８０ ０．６８０２

ＲＭＳＣ ０．７５８３ ０．８８４１ ０．６９８１ ０．６９０７

ＣＳＭＳＣ ０．８１６６ ０．９１７３ ０．７７４１ ０．７６８５

ＬＴＭＳＣ ０．７９１３ ０．９０２７ ０．７３９３ ０．７３２９

ＬＭＳＣ ０．８０１３ ０．９０６６ ０．７４５５ ０．７３９２

ＭＳＣＩＡＳ ０．８７２４ ０．９３１０ ０．８２４４ ０．８２０２

ＭＬＡＮ ０．７２７５ ０．８３８４ ０．５０９７ ０．４９４６

ＧＭＣ ０．６３２５ ０．８５７１ ０．３５９９ ０．３３６７

ＷＴＮＮＭ ０．９７７６ ０．９９３４ ０．９７７４ ０．９７６９

ｔＭＳＣ ０．９７４１ ０．９９２５ ０．９７４２ ０．９７３６

ＥＴＬＭＳＣ ０．７１７２ ０．８５７９ ０．６４０３ ０．６３１３

ＬＴＡＬＳ ０．９９２５ ０．９９５２ ０．９８５９ ０．９８５５

ＴＬＩＭＳＣ １００００ １００００ １００００ １００００

表４　犝犆犐数据集上的平均性能

方法
数据集ＵＣＩ

ＡＣＣ ＮＭＩ Ｆｓｃｏｒｅ ＡＲＩ

ＳＣ１ ０．６１７６ ０．５８５８ ０．５０６３ ０．４５１０

ＳＣ２ ０．６８４７ ０．５８７４ ０．５５４２ ０．５０４４

ＳＣ３ ０．５４６８ ０．４８９７ ０．４２７１ ０．３６２８

ＦｅａＣｏｎ ０．５９１９ ０．５７６７ ０．５１５２ ０．４６０３

ＣｏＴｒ ０．８４０１ ０．７９６１ ０．７７９９ ０．７５４９

ＲＭＳＣ ０．８５９９ ０．８２２５ ０．８００６ ０．７７７９

ＣＳＭＳＣ ０．８８２６ ０．７８７７ ０．７８４１ ０．７６００

ＬＴＭＳＣ ０．８００４ ０．７６８９ ０．７４８９ ０．７２０６

ＬＭＳＣ ０．８５６６ ０．７８３７ ０．７６２８ ０．７３６４

ＭＳＣＩＡＳ ０．９７６６ ０．９４６９ ０．９５３３ ０．９４８２

ＭＬＡＮ ０．９６８０ ０．９２５８ ０．９３７０ ０．９３０１

ＧＭＣ ０．７３５５ ０．８１５３ ０．７１３４ ０．６７７９

ＷＴＮＮＭ ０．９９６５ ０．９９０４ ０．９９３０ ０．９９２２

ｔＭＳＣ ０．９９６０ ０．９８９１ ０．９９２０ ０．９９１１

ＥＴＬＭＳＣ ０．９３３９ ０．９６１０ ０．９３９３ ０．９３２１

ＬＴＡＬＳ ０．９９５０ ０．９８６６ ０．９９００ ０．９８８９

ＴＬＩＭＳＣ ０９９９０ ０９９７３ ０９９８０ ０９９７８

表５　犖犝犛数据集上的平均性能

方法
数据集ＮＵＳ

ＡＣＣ ＮＭＩ Ｆｓｃｏｒｅ ＡＲＩ

ＳＣ１ ０．１６０１ ０．０３９２ ０．１１５０ ０．０１４９

ＳＣ２ ０．１５４２ ０．０３８６ ０．１１８６ ０．０１１８

ＳＣ３ ０．１４０６ ０．０３１６ ０．０９８３ ０．０１１５

ＳＣ４ ０．１５４３ ０．０４０４ ０．１０４８ ０．０１５６

ＳＣ５ ０．１４００ ０．０３５３ ０．１１１５ ０．０１１０

ＳＣ６ ０．２３８４ ０．１１３４ ０．１３９４ ０．０５８４

ＦｅａＣｏｎ ０．２４３８ ０．１１８１ ０．１４２７ ０．０６１９

ＣｏＴｒ ０．３１２２ ０．１７８２ ０．１８２１ ０．１０５７

ＲＭＳＣ ０．２４９６ ０．１２４０ ０．１４６０ ０．０６７６

ＣＳＭＳＣ ０．２５９７ ０．１４００ ０．１６７７ ０．０８６６

ＬＴＭＳＣ ０．２４７３ ０．１２４５ ０．１５４３ ０．０７３５

ＬＭＳＣ ０．２５９７ ０．１２８３ ０．１５１９ ０．０７４６

ＭＳＣＩＡＳ ０．２２３０ ０．１１８７ ０．１４２０ ０．０５５０

ＭＬＡＮ ０．２５５２ ０．１５９２ ０．１７７５ ０．０４４４

ＧＭＣ ０．１６５０ ０．１２２４ ０．１５９２ ０．０１２４

ＷＴＮＮＭ ０．５２１９ ０．３６３８ ０．３５０５ ０．２９０９

ｔＭＳＣ ０．４６８６ ０．３４３４ ０．３２２６ ０．２５９７

ＥＴＬＭＳＣ ０．８３５７ ０．７７２８ ０．７４９１ ０．７２５９

ＬＴＡＬＳ ０．１６０４ ０．０７１３ ０．１７０１ ０．０２４３

ＴＬＩＭＳＣ ０９７５８ ０９５４２ ０９５２７ ０９４８４

表６　犛犮犲狀犲１５数据集上的平均性能

方法
数据集Ｓｃｅｎｅ１５

ＡＣＣ ＮＭＩ Ｆｓｃｏｒｅ ＡＲＩ

ＳＣ１ ０．４２５６ ０．４０５０ ０．３１７９ ０．２６７３

ＳＣ２ ０．３４３５ ０．３５１５ ０．２５１１ ０．５０００

ＳＣ３ ０．３２２７ ０．２９１０ ０．２１４５ ０．１５５７

ＦｅａＣｏｎ ０．３２０５ ０．２９１８ ０．２１４１ ０．１５５２

ＣｏＴｒ ０．５８４８ ０．５５１３ ０．４５９４ ０．４１９３

ＲＭＳＣ ０．４４７３ ０．４２１２ ０．３４１７ ０．２９３１

ＣＳＭＳＣ ０．５９２７ ０．５６８４ ０．４７４２ ０．４３３９

ＬＴＭＳＣ ０．５６５７ ０．５７１０ ０．４６４３ ０．４２３４

ＬＭＳＣ ０．５２３４ ０．５３５６ ０．４２３６ ０．３７６８

ＭＳＣＩＡＳ ０．５６７５ ０．６０１６ ０．４６８８ ０．４２６１

ＭＬＡＮ ０．４４４２ ０．４７２４ ０．２８３７ ０．１９８６

ＧＭＣ ０．３８１０ ０．５１８６ ０．２８０９ ０．１９０５

ＷＴＮＮＭ ０．９０２１ ０．９２６６ ０．８９８１ ０．８９０５

ｔＭＳＣ ０．９０１３ ０．９２６４ ０．８９７４ ０．８８９７

ＥＴＬＭＳＣ ０．８３０２ ０．８５９１ ０．８０９１ ０．７９４４

ＬＴＡＬＳ ０．８０６７ ０．８３３３ ０．７７７５ ０．７６１０

ＴＬＩＭＳＣ ０９６８８ ０９５２２ ０９４３２ ０９３９０
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表７　犎犱犻犵犻狋数据集上的平均性能

方法
数据集 Ｈｄｉｇｉｔ

ＡＣＣ ＮＭＩ Ｆｓｃｏｒｅ ＡＲＩ

ＳＣ１ ０．５２６４ ０．４６８５ ０．４１２８ ０．３４５９

ＳＣ２ ０．４８５６ ０．４５５５ ０．３９１２ ０．３２２７

ＦｅａＣｏｎ ０．７５６２ ０．６７１４ ０．６４８２ ０．６０８６

ＣｏＴｒ ０．９１０２ ０．８２６３ ０．８４５２ ０．８２８８

ＲＭＳＣ ０．７２９２ ０．６７２０ ０．６３９２ ０．５９８６

ＣＳＭＳＣ ０．８３４８ ０．７３８９ ０．７３１１ ０．７０１０

ＬＴＭＳＣ ０．７８２５ ０．６６１６ ０．６４９０ ０．６０９８

ＬＭＳＣ ０．８０２０ ０．７９６６ ０．７５８８ ０．７３０９

ＭＳＣＩＡＳ ０．７２８７ ０．８３１４ ０．７６３８ ０．７３４０

ＭＬＡＮ ０．７１０６ ０．８３７４ ０．７６２０ ０．７３１７

ＧＭＣ ０．９９８１ ０．９９３９ ０．９９６２ ０．９９５８

ＷＴＮＮＭ ０．９９８９ ０．９９６４ ０．９９７８ ０．９９７６

ｔＭＳＣ ０．９９７２ ０．９９１３ ０．９９４４ ０．９９３８

ＥＴＬＭＳＣ ０．９１７８ ０．９６２９ ０．９３２８ ０．９２４７

ＬＴＡＬＳ ０．９９９４ ０．９９８０ ０．９９８８ ０．９９８７

ＴＬＩＭＳＣ １００００ １００００ １００００ １００００

行２０次并报告它们的平均结果．对于每个数据集，

我们以粗体突出显示关于不同度量的最佳性能，

“ＳＣ１”表示谱聚类算法是在数据集的第一个视图上

运行的，“ＳＣ２”、“ＳＣ３”等也类似．

从五个表中可以观察到，本文所提出的ＴＬＩＭＳＣ

方法在所有测试数据集上实现了最佳聚类性能．例

如，在ＯＲＬ数据集上，在ＡＣＣ和ＮＭＩ方面，相对于

第二好的方法ＬＴＡＬＳ的性能改进分别为０．７５％和

０．４８％．在ＮＵＳ数据集上，ＴＬＩＭＳＣ在ＡＣＣ和ＮＭＩ

方面分别实现了１４．０１％和１８．１４％的改进，显著优

于第二好的ＥＴＬＭＳＣ．特别地，可以观察到基于奇异

值分解的张量核范数的方法，即ＴＬＩＭＳＣ、ＬＴＡＬＳ、

ＥＴＬＭＳＣ、ｔＭＳＣ和 ＷＴＮＮＭ，通常比其他对比方

法能够获得更好的聚类结果，这表明张量核范数的

引入有效地捕获了多视图数据之间的高阶相关性，

并且对于聚类至关重要．尽管如此，由于 ＴＬＩＭＳＣ

能够发掘谱嵌入之间的高阶相关性，并通过具有不

同置信度的多个谱嵌入获得了最终的聚类结果，因

此比其他方法表现得更好．

对于每个基准数据集，本文利用谱聚类算法（ＳＣ）

来揭示不同视图的不同聚类能力，这反映了在学习

时对不同视图进行加权的重要性．因此，ＴＬＩＭＳＣ

方法考虑了不同的谱嵌入表征对一致聚类结果的不

同贡献．同时，在通过张量探索高阶相关性的过程

中，多个不同视图对应的奇异值被不平等地对待．同

样地，ＷＴＮＮＭ 方法也优于ｔＭＳＣ，因为后者忽略

了多个子空间表示的奇异值的不同置信度．尽管如

此，ＴＬＩＭＳＣ在所有基准数据集上的表现都优于

ＷＴＮＮＭ．依据这些实验结果，可以证明我们提出

方法中的两种加权策略是相当有效的．

值得注意的是，ＬＴＭＳＣ是基于展开的张量核

范数的方法，它是塔克秩的松弛替代．由于松弛性，

ＬＴＭＳＣ方法在大多数基准数据集上获得的聚类性

能比其他基于张量的方法差得多．例如，在 ＭＳＲＣｖ１

数据集上，所提出的ＴＬＩＭＳＣ方法在ＡＣＣ和ＮＭＩ方

面优于ＬＴＭＳＣ，分别提高了１８．６％和２６．７９％的聚

类性能，这验证了基于张量奇异值分解的张量核范数

的有效性．依据这五个表，可以看出 ＭＳＣＩＡＳ总体上

表现良好，尤其是在ＯＲＬ和ＵＣＩ数据集上，这显示

了基于完整空间学习技术的完整感知相似性的优

势．此外，ＣＳＭＳＣ也取得了不错的结果，但在发现

不同数据点之间更深层次的相关性和语义信息方面

无法取得进一步的突破．因此，所提出的 ＴＬＩＭＳＣ

方法通过严格的张量分解发现了多视图数据点之间

的高阶相关性，并更全面地考虑了多个谱嵌入之间

的关系，从而获得最终一致的聚类结果．

４３　消融实验

为了进一步分析，我们对ＴＬＩＭＳＣ进行了消融

实验，包括张量的作用以及在谱嵌入和最终一致聚

类之间架起桥梁的策略．从以上对比结果可以看出，

仅考虑低秩张量子空间表示的方法（如 ＷＴＮＮＭ、

ｔＭＳＣ、ＥＴＬＭＳＣ）无法获得进一步满意的聚类结果．

此外，它们都没有考虑到谱嵌入与最终结果之间的相

关性．为了解决这些问题，本文提出了ＴＬＩＭＳＣ方法

来捕获谱嵌入之间的高阶相关性，并通过具有不同

自适应置信度的多个谱嵌入来实现最终的聚类性

能．为了分别研究ＴＬＩＭＳＣ这两个部分的贡献，我

们通过执行两个测试来进行进一步的实验．具体来

说，对于第一个测试，我们将舍弃张量核范数项，仅

留下第一项关于标准谱嵌入的学习．而对于第二个

测试，我们学习到具有高阶相关性的谱嵌入之后，在

累加整合的共识谱嵌入上执行犽均值算法，以此获

得最终结果，这意味着每个视图的谱嵌入表征对于

最终的聚类结果具有相同的置信度．

为了符号简单起见，我们将第一个测试表示为

ＴＬＩＭＳＣｗ１，类似地，将第二个测试表示为ＴＬＩＭＳＣ

ｗ２．这两个测试是在所有基准数据集上进行的，其

在ＮＭＩ方面的对比结果见于表８．从表８中可以看

出，与ＴＬＩＭＳＣｗ１和ＴＬＩＭＳＣｗ２相比，ＴＬＩＭＳＣ

在所有基准数据集中都实现了更优的聚类性能．因

此，消融实验验证了通过张量捕获谱嵌入表征之间

高阶相关性的重要性，以及每个视图的谱嵌入对实

现最终一致聚类结果有不同等置信度的必要性．
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表８　犜犔犐犕犛犆及其变体的比较结果（犖犕犐）

变体 ＯＲＬ ＵＣＩ ＮＵＳ Ｓｃｅｎｅ１５ Ｈｄｉｇｉｔ

ＴＬＩＭＳＣ １００００ ０９９７３ ０９５４２ ０９５２２ １００００

ＴＬＩＭＳＣｗ１ ０．８７６４ ０．９４３４ ０．１１５６ ０．５０９７ ０．７７９２

ＴＬＩＭＳＣｗ２ ０．９３１０ ０．９８８７ ０．７７５８ ０．７７６９ ０．９９７５

４４　运行时间对比

在本节中，我们记录了所有方法所消耗的平均

运行时间（以ｓ为单位），如表９所示．从表９中可以

看出，除了ＳＣｂｅｓｔ（在数据集最好的视图上执行ＳＣ

所得到的结果），具有计算复杂度为犗（狀ｌｏｇ狀）的

ＴＬＩＭＳＣ总是在四个基准数据集上运行最快，共同

排名第一．相比之下，尽管 ＷＴＮＮＭ 性能优越，它通

常是１３种比较方法中运行最慢的．除了ＥＴＬＭＳＣ之

外，基于低秩张量的对比方法，即ＬＴＭＳＣ、ＷＴＮＮＭ

和ｔＭＳＣ，都需要较多的运行时间．在某种程度上，

ＥＴＬＭＳＣ改善了算法的执行时间，但它的性能表现

通常不如 ＷＴＮＮＭ和ｔＭＳＣ，这也表明了它们各有

优缺点．综上所述，本文所提出的ＴＬＩＭＳＣ方法不

　　　 　表９　对比结果以平均运行时间表示 （单位：ｓ）

数据集 ＯＲＬ ＵＣＩ ＮＵＳ Ｓｃｅｎｅ１５ Ｈｄｉｇｉｔ

犛犆ｂｅｓｔ ０．７５ １８６ 　３９１ 　２２．９８ 　１０７．０５

ＣｏＴｒ ３１．２６ ５９．０７ １５５．５８ ２６０．０７ ６６６．７０

ＲＭＳＣ ４．９６ ９７．１９ １７１．１９ １１４２．６１ １１７０５．７２

ＣＳＭＳＣ １８．１３ ６１．９１ １３８．６７ ７６３．６６ ６２２．２９

ＬＴＭＳＣ ３０．９２ ２０６．３７ ６４７．５１ １８５６．８１ １１０９５．４６

ＬＭＳＣ １７．１５ １３５．４７ ２２５．４４ １３８３．５４ ３６２０５．９０

ＭＳＣＩＡＳ ２６．０１ ３２．２６ ４８．３６ １７０．７６ ５２３．０４

ＭＬＡＮ １．６８ ２０．５４ ３８．４１ １５７．１２ ８３３．８８

ＧＭＣ ３．２２ ３６．０６ ７７．９６ ２１７．００ １１８５．０８

ＷＴＮＮＭ ６１．４１ ２４８．３５ ８３８．３５ ２９４３．８９ ３１５２３．４９

ｔＭＳＣ ２６．５５ １２４．０４ ４２６．２２ １１９７．４６ １０４７４．９１

ＥＴＬＭＳＣ ３．６８ ２．９２ ２８８．３８ ５７０．３５ ７６９７．４３

ＬＴＡＬＳ ２４．４３ ３７５．７５ １３９８．８０ ３９９９．００ １９６５７．００

ＴＬＩＭＳＣ ０５１ ２．２３ ５．３０ ７７９ ２０２８

仅实现了最佳的聚类性能，而且与大多数对比方法

相比消耗了最少的计算时间，这进一步证明了捕获

多个谱嵌入之间高阶相关性的有效性．

４５　参数分析

在ＴＬＩＭＳＣ中，有四个需要调整的权衡参数γ、

ω、ρ和μ．为了研究这四个参数对不同数据集的影

响，在本小节中，我们进行了参数分析．具体来说，对

于参数γ，在图２中，我们展示了在五个数据集中不

同γ参数值对于ＮＭＩ的影响．从图２可以看出，在

所有的基准数据集上，γ的选择对于模型的聚类效

果起了很关键的作用．当模型取得最佳效果时，γ的

取值范围是在［０．８，１．２］区间，这主要是由于所提出

的谱嵌入矩阵学习项和加权张量核范数项对于模型

学习是同等重要的，因而权衡参数γ的取值在１．０

附近选取可以让两项学习得较好．对于不同的数据

集，γ具体的最佳选取也会所差异．对于加权系数

ω，我们以第一个基准数据集，即 ＯＲＬ为例来进行

参数分析，其结果报告于图３．此图记录了不同权重

值下ＮＭＩ的结果．我们可以观察到，在给定的参数

范围内，加权系数的取值对模型的聚类性能影响不

大，而合适的加权系数可以实现和真实聚类标签匹

配的聚类性能．例如，当ＯＲＬ数据集的三个视图对

应的参数ω分别调整为［２３，６６．５，５７］时，我们的方

法可以达到更好的性能．对于参数ρ和μ，在图４

中，我们展示了在五个数据集中不同取值的ρ和μ

对于ＮＭＩ的影响．从图４中可以观察到，在 ＮＵＳ

数据集上，不同ρ和μ的取值会对模型的聚类效果

影响较大，这主要是由于 ＮＵＳ数据集较稀疏的属

性导致的．以往的研究常常忽略讨论这俩参数不同

图２　γ在五个数据集上的参数分析

３６１期 陈曼笙等：张量学习诱导的多视图谱聚类



图３　ω在ＯＲＬ数据集三个视图上的参数分析

取值对聚类效果的影响，一般是直接默认其为定值．

在该研究工作中，我们依据不同数据集的特定属性

对参数值的选择进行了调整．为了清晰起见，我们将

不同参数在五个基准数据集上设置的默认值归纳于

表１０中．

表１０　四个参数在五个基准数据集上的默认值

参数 ＯＲＬ ＵＣＩ ＮＵＳ Ｓｃｅｎｅ１５ Ｈｄｉｇｉｔ

γ １ ３ １ １．１ ３

ω ［２３，６６．５，５７］ ［１２，４７，４５］
［１５，１２，

５，９，８，８］
［１４，３０，３０］ ［２０，８］

ρ ０．０５ ０．００３ ０．３ ０．０３ ０．００３

μ ２ ３．５ ２．５ ７．５ ３．５

图４　ρ和μ在五个数据集上的参数分析

４６　收敛性分析

在本小节中，我们对四个基准数据集进行了收

敛性分析，以验证ＴＬＩＭＳＣ的收敛性，其中涉及了

ＴＬＩＭＳＣ的两个部分．具体来说，对于ＴＬＩＭＳＣ的第

一部分，我们记录了每次迭代步骤对应的变量误差

∑
犞

狏＝１

犉
（狏）
（犽＋１）－犑

（狏）
（犽＋１） ∞

，其结果绘制在图５中．在图５

中，横轴表示迭代次数，纵轴表示上述的变量误差．

我们可以观察到，误差最终可以在１０次迭代内趋于

零，这意味着ＴＬＩＭＳＣ的第一部分能够在几次迭代

后收敛．对于ＴＬＩＭＳＣ的第二部分，我们记录了每次 图５　ＴＬＩＭＳＣ第一部分模型的收敛性分析
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迭代对应的目标函数值∑
犞

狏＝１

犘（犽＋１）－犉
（狏）
（犽＋１）犚

（狏）
（犽＋１） 犉

，

其结果绘制在图６中．在图６中，类似地，横轴和纵

轴分别表示迭代次数和目标函数值．可以看出，目标

值在５次迭代内就可以得到一个稳定的值，这说明

ＴＬＩＭＳＣ的第二部分也可以在仅仅几次迭代后收

敛．综上所述，所提出的ＴＬＩＭＳＣ方法可以保证在

几次迭代后收敛．

图６　ＴＬＩＭＳＣ第二部分模型的收敛性分析

５　总结与展望

本文提出了一种新颖的张量学习诱导的多视图

谱聚类（ＴＬＩＭＳＣ）方法．受基于ｔＳＶＤ加权张量核

范数约束方法的启发，本文从关联样本和簇关系的

多个谱嵌入表征堆叠的张量中恢复了多视图之间

的高阶相关性．借助张量旋转，本文可以更有效地优

化所提出的ＴＬＩＭＳＣ方法，将其计算复杂度降低为

犗（狀ｌｏｇ狀），并且可以很好地研究跨视图之间的主要

组成成分．在获得谱嵌入表征后，我们将带有自适应

置信度的多个谱嵌入表征与最终的一致聚类结果巧

妙地关联起来．与现有最先进的多视图聚类方法相

比，在四个数据集上的大量实验结果证明了所提出

的ＴＬＩＭＳＣ方法的有效性和高效性．对于未来的工

作，我们计划利用张量学习来处理不完整多视图聚

类中的挑战性问题．
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５６１期 陈曼笙等：张量学习诱导的多视图谱聚类
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７６１期 陈曼笙等：张量学习诱导的多视图谱聚类



ｌｏｗｒａｎｋｔｅｎｓｏｒｃｏｎｓｔｒａｉｎｅｄｍｕｌｔｉｖｉｅｗｓｕｂｓｐａｃｅｃｌｕｓｔｅｒｉｎｇ
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ｐｕｒｐｏｓｅｏｆｔｈｉｓｐａｐｅｒｉｓｔｏｓｔｕｄｙａｎｅｆｆｅｃｔｉｖｅａｎｄｅｆｆｉｃｉｅｎｔ
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