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基于凸多面体抽象域的自适应强化学习技术研究
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摘　要　表格驱动的算法是解决强化学习问题的一类重要方法，但由于“维数灾”现象的存在，这种方法不能直接

应用于解决具有连续状态空间的强化学习问题．解决维数灾问题的方法主要包括两种：状态空间的离散化和函数

近似方法．相比函数近似，基于连续状态空间离散化的表格驱动方法具有原理直观、程序结构简单和计算轻量化的

特点．基于连续状态空间离散化方法的关键是发现合适的状态空间离散化机制，平衡计算量及准确性，并且确保基

于离散抽象状态空间的数值性度量，例如犞 值函数和犙 值函数，可以较为准确地对原始强化学习问题进行策略评

估和最优策略π计算．文中提出一种基于凸多面体抽象域的自适应状态空间离散化方法，实现自适应的基于凸多

面体抽象域的犙（λ）强化学习算法（ＡｄａｐｔｉｖｅＰｏｌｙｈｅｄｒａＤｏｍａｉｎｂａｓｅｄ犙（λ），ＡＰＤＱ（λ））．凸多面体是一种抽象状态

的表达方法，广泛应用于各种随机系统性能评估和程序数值性属性的验证．这种方法通过抽象函数，建立具体状态

空间至多面体域的抽象状态空间的映射，把连续状态空间最优策略的计算问题转化为有限大小的和易于处理的抽

象状态空间最优策略的计算问题．根据与抽象状态相关的样本集信息，设计了包括犅狅狓犚犲犳犻狀犲犿犲狀狋、犔犉犚犲犳犻狀犲犿犲狀狋

和犕犞犔犉犚犲犳犻狀犲犿犲狀狋多种自适应精化机制．依据这些精化机制，对抽象状态空间持续进行适应性精化，从而优化具

体状态空间的离散化机制，产生符合在线抽样样本空间所蕴涵的统计奖赏模型．基于多面体专业计算库ＰＰＬ（Ｐａｒｍａ

ＰｏｌｙｈｅｄｒａＬｉｂｒａｒｙ）和高精度数值计算库 ＧＭＰ（ＧＮＵ ＭｕｌｔｉｐｌｅＰｒｅｃｉｓｉｏｎ）实现了算法 ＡＰＤＱ（λ），并实施了实例研

究．选择典型的连续状态空间强化学习问题山地车（ＭｏｕｎｔａｉｎＣａｒ，ＭＣ）和杂技机器人（Ａｃｒｏｂａｔｉｃｒｏｂｏｔ，Ａｃｒｏｂｏｔ）作

为实验对象，详细评估了各种强化学习参数和自适应精化相关的阈值参数对ＡＰＤＱ（λ）性能的影响，探究了抽象状

态空间动态变化情况下各种参数在策略优化过程中的作用机理．实验结果显示当折扣率γ大于０．７时，算法展现

出较好的综合性能，在初期，策略都快速地改进，后面的阶段平缓地趋向收敛（如图６～图１３所示），并且对学习率α

和各种抽象状态空间精化参数都具有较好的适应性；当折扣率γ小于０．６时，算法的性能衰退较快．抽象解释技术

用于统计学习过程是一种较好的解决连续强化学习问题的思想，有许多问题值得进一步研究和探讨，例如基于近

似模型的采样和值函数更新等问题．
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ｍｏｕｎｔａｉｎｃａｒ（ＭＣ）ａｎｄａｃｒｏｂａｔｉｃｒｏｂｏｔ（Ａｃｒｏｂｏｔ）ｗｉｔｈｔｈｅｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓｐａｃｅｓａｓｔｈｅ

ｅｘｐｅｒｉｍｅｎｔａｌｓｕｂｊｅｃｔｓ，ｔｈｅａｂｉｌｉｔｙａｎｄｔｈｅｌｉｍｉｔａｔｉｏｎｏｆＡＰＤＱ（λ）ｕｎｄｅｒｄｉｆｆｅｒｅｎｔｃｏｍｂｉｎａｔｉｏｎｓｏｆ

ｐａｒａｍｅｔｅｒｓｖａｌｕｅｓａｒｅｐｒｏｂｅｄｉｎｄｅｔａｉｌ．Ｔｈｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｄｅｍｏｎｓｔｒａｔｅｔｈａｔ（１）ＡＰＤＱ（λ）

ｂｅｈａｖｅｗｅｌｌｗｈｅｎγ０．７，ｊｕｓｔａｓｓｈｏｗｎｉｎｆｉｇｕｒｅｓ６—１３：Ｔｈｅｐｏｌｉｃｙｉｓｒａｐｉｄｌｙｉｍｐｒｏｖｅｄｉｎｔｈｅ

ｉｎｉｔｉａｌｐｈａｓｅａｎｄｉｎｃｌｉｎｅｓｔｏｃｏｎｖｅｒｇｅｌａｔｅｒｏｎ，ｍｏｒｅｏｖｅｒ，ｉｔｈａｓｆｉｎｅａｄａｐｔａｂｉｌｉｔｙｔｏｌｅａｒｎｉｎｇｒａｔｅα

ａｎｄａｌｌｓｏｒｔｓｏｆｐａｒａｍｅｔｅｒｓｒｅｌａｔｅｄｔｏｔｈｅｒｅｆｉｎｅｍｅｎｔｏｆａｂｓｔｒａｃｔｓｔａｔｅｓｐａｃｅ；（２）ｔｈｅｐｅｒｆｏｒｍａｎｃｅｏｆ

ｔｈｅａｌｇｏｒｉｔｈｍｄｅｇｒａｄｅｓｓｅｖｅｒｅｌｙｗｈｅｎγ０．６．Ｓｕｍｍａｒｉｌｙ，ｉｔｉｓａｎｏｖｅｌｉｄｅａｏｎｓｏｌｖｉｎｇｒｅｉｎｆｏｒｃｅｍｅｎｔ

ｌｅａｒｎｉｎｇｐｒｏｂｌｅｍｓｗｉｔｈｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓｐａｃｅｔｈａｔａｂｓｔｒａｃｔｉｏｎｉｎｔｅｒｐｒｅｔａｔｉｏｎｔｅｃｈｎｉｑｕｅｉｓａｐｐｌｉｅｄ

ｔｏｓｔａｔｉｓｔｉｃａｌｌｅａｒｎｉｎｇｐｒｏｃｅｓｓ，ａｎｄｍａｎｙｔｏｐｉｃｓｄｅｓｅｒｖｅｍｏｒｅａｔｔｅｎｔｉｏｎ，ｓｕｃｈａｓｔｈｅｓａｍｐｌｉｎｇ

ｐｏｌｉｃｙａｎｄｔｈｅｕｐｄａｔｅｏｆｖａｌｕｅｆｕｎｃｔｉｏｎｓｉｎｔｈｅｃｏｎｔｅｘｔｏｆａｂｓｔｒａｃｔａｐｐｒｏｘｉｍａｔｅｍｏｄｅｌ．

犓犲狔狑狅狉犱狊　 ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ；ｃｏｎｖｅｘｐｏｌｙｈｅｄｒａａｂｓｔｒａｃｔｉｏｎｄｏｍａｉｎ；ｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓ

ｐａｃｅ；犙（λ）；ａｄａｐｔｉｖｅｒｅｆｉｎｅｍｅｎｔ

１　引　言

强化学习是一类重要的机器学习方法，在智能

控制机器人及分析预测等领域有着广泛的应用［１３］．

强化学习的主要任务是通过对学习主体与环境之间

交互样本的分析，利用数值型的环境回馈（奖赏），对

学习主体的行为策略进行评估控制，从而得到使得

累积奖赏（回报）最大化的最优控制策略．然而，强化

学习方法应用于解决实际问题时，面临着“维数灾”

问题，即状态爆炸问题．解决或缓解维数灾问题的基

本方法主要有两种：大状态空间的离散化和函数近

３１１１期 陈冬火等：基于凸多面体抽象域的自适应强化学习技术研究
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似，此处的大状态空间包括连续无限状态空间．具体

而言，这些方法包括状态聚集方法［４５］、策略空间搜

索［６］、策略函数近似、值函数近似［７８］、关系强化学

习［９１１］和分层强化学习［１２１４］等，它们都在状态／动作

空间离散化或函数近似的基础上，结合各种不同

的策略，提高了强化学习算法的可扩展性、适用性和

效率．

函数近似方法通过一组基函数、核函数或神经

网络来构造各种线性或非线性的值函数近似器，从

而把策略评估和控制问题转化为一组参数的求解问

题［７８，１５２０］．函数近似方法具有一般性，理论上能处理

任意规模的状态／动作空间．但实际上，基函数或核函

数的合理选择需要对环境具备足够的先验知识．如果

基函数选择不合适，将导致算法收敛速度慢，甚至不

收敛，或者出现泛化能力不足的情况．许多研究工

作［１５１６，２１２３］表明，在一些约束条件下，基于线性函数

近似的时间差分（ＴｅｍｐｏｒａｌＤｉｆｆｅｒｅｎｃｅ，ＴＤ）类型的

算法用于策略评估具有稳定性和收敛性，例如

犜犇（λ）；但一般情况下，基于线性函数近似的异策略

类型ＴＤ算法不可靠，不具备收敛性，例如 Ｑ学习

算法犙（λ），相关文献［１８］给出了反例，显示参数的

发散性．这些基于函数近似的ＴＤ类型算法在实现

时，一般都涉及各种复杂的矩阵和函数计算．相比函

数近似方法，基于状态／动作空间的离散化方法具有

原理简单，实现的算法结构简单，计算类型轻量化等

鲜明的特点．这种方法的关键是自动发现合适的离

散化机制，能准确地用于学习各种具有连续状态空

间的强化学习问题最优或近优策略．离散化方法需

要平衡计算代价和模型准确性两种因素．一般而言，

离散化的粒度越细，泛化能力越弱，并且计算代价越

大；反之，离散化粒度越粗，泛化能力越强，计算代价

越小．如果离散化机制设计不合理，使得基于抽象离

散状态空间的近似动力学模型和价值模型极大地偏

离环境真实的状态／动作的迁移模型和奖惩信息模

型，则难以得到有效的最优策略或近优策略．

基于连续状态空间离散化强化学习技术的工作

已经取得了较多的研究成果，相关实验表明该技术

对于低维度的强化学习问题具有较好的学习效

果［２４］．粗糙编码是较早提出的一种离散化状态空间

的技术［２５２６］，它通过特征集合｛犉１，犉２，…，犉狀｝把状

态空间离散化为狀个抽象状态，原环境系统任意一

个状态只满足一个特征，即只属于一个抽象状态．该

方法最大的局限性在于如何提取及表示有意义的，

满足强化学习需要的特征集合．与粗糙编码相比，另

外一种方法：“瓦片编码”（ｔｉｌｅｃｏｄｉｎｇ）在强化学习领

域得到了更为广泛的应用［２７２８］．在瓦片编码里，环

境系统特征的提取与输入域无关，采用预先定义好

的特征划分方法对原状态空间进行离散化，例如：对

于二维连续状态空间可采用正方体方格对其进行状

态特征的划分．此外，利用小脑神经网络（ＣＭＡＣ）的

思想，瓦片编码技术可以灵活地结合函数近似的方

法，构造出有效的强化学习算法［２９］．文献［３０］提出

基于相邻向量量化的方法处理连续状态空间的强

化学习问题，该方法具有一定的自适应性．算法对状

态空间的初始离散化机制是不敏感的，可以利用在

线评估所得状态动作对犙 值，对离散化机制进行

持续精化，得到更加准确的离散化机制．文献［３１］提

出了基于判定树的连续状态空间的离散化方法．文

献［３０，３１］所提出的方法都具有一定的自适应性，但

这两种方法描述离散状态空间的表达方式和离散化

自适应调整机制具有较大的局限性，只在奖赏模型

为离散型，并且对此模型具有较多先验的情况下具

有较好的效果．

基于函数近似求解连续状态空间强化学习问题

一直是研究重点，它的优点和不足在上文已经有所

论述．针对基函数或核函数的构造和数量选择方面

的问题，文献［３２，３３］提出了非参函数近似的方法．

非参函数近似采用核函数的方法，并且核函数的数

量根据样本空间的数量确定．这种方法有两个缺陷：

首先，不能保证核函数的质量，例如核函数应尽量

稀疏；再者单个样本所确定的核函数，难以有效地确

定与核函数相关的特征参数．文献［３４］提出了线性

贝叶斯强化学习的方法，并且作用于 ＭＣ问题取得

了良好的学习效果，１０００个情节内获得了稳定的

１００以内的近优策略．但这种方法只能有效地应用

于动力学模型为线性的强化学习问题，例如 ＭＣ问

题；另外贝叶斯网也是一种具有高计算代价的计算

模型．

函数的凸性特征对最优控制求解具有重要的意

义，是确保获得最优或近优策略的重要条件．以往的

大部分工作集中于利用凸性函数表示犙和犞 值函

数，而本文工作把凸性多面体应用于状态的抽象表

示，这与这些工作有着根本的差别．另外，文献［３５］

通过凸优化提高参数稀疏度，从而提高函数近似器

的质量；文献［３６］把不具有凸性特征最优贝尔曼残

差计算问题转化为凸性函数的计算问题，这些工作

都是凸性优化在强化学习领域有意义的应用．

连续状态空间的离散化是软件形式化方法领域

４１１ 计　　算　　机　　学　　报 ２０１８年
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的一种核心技术，该领域具有大量的与状态空间离

散化及离散化精化机制相关的理论、技术和算法，用

于分析各类计算机系统的功能属性和性能属性（数

值属性）［３７３９］．这些理论、技术和算法及相关的软件

工具可用于连续状态空间的马尔科夫决策系统数值

属性———状态值函数或状态动作对值函数的求解，

进而求解最优策略．本文的主要贡献包括提出基于

凸多面体抽象域和抽象解释的连续状态空间近似表

达方法，并在此基础上建立形式化的抽象和抽象精

化理论；其次，结合强化学习问题状态和状态动作对

相关的数值属性，即犞 值函数和犙 值函数的特点，

提出可行的离散化机制精化方法，设计具体的精

化操作，使得相关的算法对初始离散机制不敏感，具

有较好的可扩展性和适应性；设计并实现了基于凸

多面体抽象域自适应离散化犙（λ）算法（Ａｄａｐｔｉｖｅ

ＰｏｌｙｈｅｄｒａＤｏｍａｉｎｂａｓｅｄ犙（λ），ＡＰＤＱ（λ））；最后，

通过求解山地车（ＭｏｕｎｔａｉｎＣａｒ，ＭＣ）和杂技机器人

（Ａｃｒｏｂａｔｉｃｒｏｂｏｔ，Ａｃｒｏｂｏｔ）等经典强化学习实例，

对算法进行了详细的评估，显示了所提方法用于求

解连续状态空间强化学习问题的可行性和有效性．

本文第２节介绍强化学习的基础知识，包括本

文所涉及的各种基本概念及相关的符号定义；第３

节是本文的重点，详细讨论凸多面体抽象域的形式

化系统，以及基于多面体抽象域的离散化机制和精

化技术，并给出详细的 ＡＰＤＱ（λ）；第４节进行 ＭＣ

等强化学习问题的实例研究，通过各种实验数据从

各个视角对算法的性能进行评估；最后总结本文，提

出进一步的工作方向．

２　强化学习技术

２１　强化学习基础框架

所谓的强化学习是指学习主体通过与环境进行

交互———感知环境的状态，选择可行的动作，获得可

度量的价值奖赏，计算如何进行动作的选择，使得目

标状态获得最大的长期累积奖赏，这种状态到动作

的映射也被称作行为策略．与监督学习不同，强化

学习是通过试错来发现最优行为策略，这种试错机

制基于数值化奖赏值的评估实现，而不是像监督学

习那样，通过对学习主体行为作出正确或错误的二

元判断来指导学习主体获得最优行为策略．下面将

基于马尔科夫决策过程（ＭａｒｋｏｖＤｅｃｉｓｉｏｎＰｒｏｃｅｓｓ，

ＭＤＰ）框架建立强化学习问题的形式化定义．

定义１．　马尔科夫决策过程 ＭＤＰ是一四元组

〈犛，犃，犘，犚〉，其中犛、犃、犘和犚 分别解释如下：

（１）犛是一状态集合；

（２）犃是一动作集合；

（３）犘：犛×犃×犛→［０，１］称为迁移概率函数，

犘（狊，犪，狊′）表示在状态狊（狋时刻）采取动作犪迁移到

状态狊′（狋＋１时刻）的概率．犘（狊，犪，狊′）可简记为

犘犪（狊，狊′），显然∑
狊′∈犛

犘（狊，犪，狊′）＝１；

（４）犚：犛×犃→!

称为奖赏函数，其中
!

是实数

集合，犚（狊，犪）表示在状态狊，采取动作犪所能获得的

奖赏．

ＭＤＰ结构具有描述随机性及交互性的能力，是

自动机的一种扩充，用于大多数强化学习问题环境

系统建模，是讨论强化学习问题及各种强化学习算

法的基础［４０４１］．学习主体通过策略和环境进行交

互，实施控制．具体的策略可用函数π：犛×犃→

［０，１］进行形式化定义，π（狊，犪）表示在状态狊，选择动

作犪的概率，对于任意状态狊，∑
犪∈犃

π（狊，犪）＝１．当对于

任意状态动作对（狊，犪），π（狊，犪）＝１或π（狊，犪）＝０，策

略π为确定性策略，π（狊，犪）＝１可简记为π（狊）＝犪．

按照惯例，最优策略表示为π．各种强化学习算法

普遍采用状态值函数犞：犛→ !

和状态动作对值函

数犙：犛×犃→!

对策略的优劣进行评估．给定策略

π，状态或状态动作对值函数与环境动态性之间的关

系可用贝尔曼方程进行描述［４２４３］，具体如式（１）和

（２）所示．

犞
π（狊）＝犈π｛狉狋＋γ狉狋＋１＋γ

２狉狉＋２＋…｜狊狋＝狊｝

＝犈π｛狉狋＋γ犞
π（狊狋＋１）｜狊狋＝狊｝

＝∑
犪∈犃

π（狊，犪）犚（狊，犪）＋γ∑
狊′∈犛

犘（狊，犪，狊′）犞π（狊′（ ））（１）

犙
π（狊，犪）＝犚（狊，犪）＋γ∑

狊′∈犛

犘（狊，犪，狊′）犞π（狊′）

＝犚（狊，犪）＋γ∑
狊′∈犛

犘（狊，犪，狊′）∑
犪′∈犃

π（狊′，犪）犙
π（狊′，犪′）（２）

式（１）和（２）中的犞π、犙π和犈π分别为与策略π

相关的状态值函数、状态动作对值函数和期望，γ为

折扣因子，０γ１．当π为最优策略时，贝尔曼方

程可用一种更特殊的方式———贝尔曼最优方程表

示，如式（３）和（４）所示．

犞（狊）＝ｍａｘ
犪∈犃∑

狊′∈犛

犘（狊，犪，狊′）（犚（狊，犪）＋γ犞（狊′））（３）

犙（狊，犪）＝犚（狊，犪）＋γ∑
狊′∈犛

犘（狊，犪，狊′）犞（狊′）

　　 ＝犚（狊，犪）＋γ∑
狊′∈犛

犘（狊，犪，狊′）ｍａｘ
犪′∈犃
犙（狊′，犪′）（４）

贝尔曼方程和贝尔曼最优方程是求解各类强化
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学习问题方法的基础，主要的强化学习方法包括动

态规划法、蒙特卡洛方法和时间差分方法．相比动态

规划法，蒙特卡洛方法和时间差分方法不需要完备

的环境动态性模型，它们通过在线或者离线样本统

计的方法对策略的值函数进行评估，对策略进行改

进，从而获得最优或近优策略．

２２　强化学习算法

强化学习算法的基本任务是通过评估和改进状

态值函数和状态动作对值函数，进而得到最优策略

或近忧策略．在模型未知的情况下，状态动作对值函

数犙比状态值函数犞 应用更为广泛．如果已知最优

的状态动作对值函数犙，可以采用贪婪的方法，根

据式（５）得到最优策略，如果仅有最优状态值函数

犞，还需要环境的动态性知识方能获得最优策略．

因此，下文的阐述和讨论围绕状态动作对值函数评

估和控制的算法展开，若没有特别说明，值函数专指

状态动作对值函数．当然，本文所提出的原理和方法

也适用于状态值函数的评估和控制．

π
（狊）＝ａｒｇｍａｘ

犪∈犃（狊）
犙（狊，犪） （５）

各种算法的具体设计和实现都采用迭代的方

法，通过统计样本所获得的信息，逐次对值函数进行

更新修改，以获得最优策略值函数．更新方法的基本

原理来自贝尔曼方程或贝尔曼最优方程，实际更新

过程取决于算法所涉及的各种因素．时间差分方法

结合了蒙特卡罗方法和动态规划方法的思想，是最

为重要的强化学习技术之一，在强化学习领域受到

广泛的关注，各种基于ＴＤ方法的强化学习算法在

强化学习理论及应用领域也起着基础性的作用，例

如ＳＡＲＳＡ（λ）算法和犙（λ）算法．

算法１．　ＴＤ算法．

输入：犙０，α，γ，π犫，π狌

输出：珟犙

１．ＷＨＩＬＥ（ｆｏｒｅａｃｈｅｐｉｓｏｄｅ）ＤＯ

２．　犐狀犻狋犻犪犾犻狕犲（狊）

３．　ＷＨＩＬＥ（ｆｏｒｅａｃｈｓｔｅｐｏｆｅｐｉｓｏｄｅ）ＤＯ

４．　　犪←犆犺狅狅狊犲犃犮狋（狊，π犫）

５．　　狉，狊′←犈狓犲犮狌狋犻狀犵（犪）

６．　　犙（狊，犪）←犙（狊，犪）＋α［犙
π狌（狊，犪）－犙（狊，犪）］

７．　　狊←狊′

８．　ＥＮＤＷＨＩＬＥ

９．ＥＮＤＷＨＩＬＥ

算法１给出了基本ＴＤ算法的框架，算法的输

入参数π犫和π狌分别是行为策略和值函数更新策略，

当π犫＝π狌时，算法称为同策略算法，否则称为异策略

算法．时间差分误差（ＴＤ误差）是犙值函数更新的

基本依据，算法１中第６行中的犙π狌（狊，犪）－犙（狊，犪）

是ＴＤ误差计算式，当更新策略为贪婪策略时，时间

差分误差为狉＋γｍａｘ
犪′
犙（狊′，犪′）－犙（狊，犪）．

犙（λ）是一种重要的基于模型未知的异策略型

算法，它的行为策略和值函数更新策略分别为ε贪

婪策略和纯贪婪策略，算法２中包含了该算法的基

本逻辑框架．原理上，通过参数λ，犙（λ）综合了复杂

的时间信用分配模式，使得算法具有良好的适应性

和扩展性；另外，具体的算法设计和实现采用了后向

传播的方法，通过被称为资格迹的因子，以一种自然

的，易于实现的方式实现ＴＤ误差的信用分配
［４４４６］．

根据后向观点的解释，所谓的资格迹是指当前

的奖赏或时间差分误差对所访问过状态的信用分

配．犙（λ）通过增量迭代的方式计算资格迹，进而更

新值函数．状态动作对（狊，犪）的资格迹记为ξ（狊，犪），

算法犙（λ）按照下式对状态动作对的资格迹进行

更新：

　ξ狋（狊，犪）＝犐狊狊狋犐犪犪狋＋

　

γλξ狋－１（狊，犪），犙狋－１（狊狋，犪狋）＝ｍａｘ
犪
犙狋－１（狊狋，犪）

０， 犙狋－１（狊狋，犪狋）≠ｍａｘ
犪
犙狋－１（狊狋，犪

烅

烄

烆
）
（６）

上式中犐狊狊狋和犐犪犪狋分别称为状态指示函数和动

作指示函数．令狓和狔 为状态或动作，假如狓＝狔，

犐狓狔＝１，否则犐狓狔＝０．值函数按照式（７）进行迭代更

新．式（７）中δ狋＝狉狋＋１＋γｍａｘ
犪′
犙狋（狊狋＋１，犪′）－犙狋（狊狋，犪狋）

为ＴＤ误差．

犙狋＋１（狊，犪）＝犙狋（狊，犪）＋αδ狋ξ狋（狊，犪） （７）

犙（λ）是一种强大的解决强化学习问题的算法，

但基本的犙（λ）算法是基于表格驱动的算法，只能处

理离散的状态及动作空间．面对连续状态空间的强化

学习问题，本文提出了ＡＰＤＱ（λ）算法．该算法具有

犙（λ）的特点，包括异策略机制和基于资格迹的后向

时序差分分配机制等，并通过集成一种“抽象解释

抽象精化”循环迭代机制，在表格驱动算法结构框架

下处理连续状态空间的强化学习问题．下一节将详

细介绍多面体域抽象及精化的基本原理及融合凸多

边形域抽象和精化技术的犙（λ）算法ＡＰＤＱ（λ）．

３　连续状态空间自适应离散化

３１　抽象解释

在计算机科学领域，抽象解释（简称抽象）是关

于计算机程序的近似模型构建的理论，广泛应用于

程序静态分析及验证领域．对于形式化方法而言，抽
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象技术更是该领域的基础理论及技术基石，是各种

形式化软件平台能应用于大规模复杂系统分析与验

证的关键．通过抽象解释技术，可以把具有连续状态

空间的系统
!

，抽象成具有有限状态空间的近似系

统
!α．这样，对系统!

属性狆的分析问题可以转化

为对抽象系统
!α的属性狆′分析，并且这种分析是

可靠的，即
!α狆′!狆．

图１　（"，"，α，γ）抽象系统

抽象解释是以代数格为基础的关于程序语义理

论，下面对它的形式化基本知识进行介绍，关于抽象

解释及抽象解释在程序分析和验证领域等领域具体

应用的详细内容，请参阅相关的文献［３７３９］．令

"＝〈犔，"〉和"＝〈珚犔，"〉为偏序格，α：犔→珚犔，γ：珚犔→犔

为单调函数，此处函数的单调性建立在偏序关系
"

和
"

上：犪，犫∈犔，犪"犫，α（犪）"α（犫），犪，犫∈珚犔，犪"犫，

γ（犪）"γ（犫）．如果函数α和γ 满足条件：狓∈犔·

狔
－
∈珚犔·α（狓）"狔

－
狓"γ（狔

－），则四元组（
"

，
"

，α，γ）

称为抽象系统，简记为
"

和
"．函数对（α，γ）称作格"

和
"

之间的 Ｇａｌｏｉｓ连接
［４７］，其中α被称为抽象函

数，γ为具体函数，犔和犔分别为具体状态空间和抽

象状态空间，
"

和
"

分别为具体格和抽象格．在实际

应用中，抽象函数α是关注的重点．通过设计适当的

α，可以使得｜珚犔｜｜犔｜，至少｜α（犔）｜｜犔｜，其中

表示“远远小于”的概念，α（犔）表示抽象函数α的值

域，由具体模型所产生的抽象模型具有较小的规模

和复杂性，容易处理和分析．图１给出了一个抽象系

统的示例．图中犔＝ #

（
!

），珚犔＝｛⊥，

⊥

，０－，０＋，０，

＋，－｝，抽象格的偏序关系 "

由图中的盖斯图所定

义．抽象状态空间珚犔中的元素解释了具体格中元素

所含的“正负”信息熵特征，例如α（狓）＝

⊥

意味着集

合狓既包含正数，又包含负数．假如需要判断集合狓

是个正整数集合，不需要对狓中的元素进行逐一检

查，只要计算α（狓）函数值即可，当然，图１所示的抽

象系统过于简单，不具备实际应用价值．

通过上文的论述及图１的示例可以看出，抽象

状态空间是具体状态空间的一种近似描述，在损失

准确性的前提下，其规模比具体状态空间小，容易分

析和处理．

３２　凸多面体抽象域

在形式化分析与验证领域，已经提出了各种各

样的抽象系统，用于各种类型系统的分析和验证，例

如谓词抽象、图抽象、笛卡尔抽象、区间抽象、有界差

分矩阵抽象和多面体抽象等，其中区间抽象、有界差

分抽象和多面体抽象经常用于程序数值属性分析

和验证．强化学习中最优策略求解问题可以归结

为状态值函数和动作值函数的计算问题，这两种值

函数是系统典型的数值属性．基于形式化抽象解释

理论设计强化学习技术框架，具有以下几方面的显

著特点：

（１）抽象和抽象精化广泛应用于复杂计算机系

统的分析和验证，具有成熟的理论基础和技术框架，

这为设计具有自适应性强化学习算法奠定良好的基

础，并为改进算法的性能提供指导．

（２）形式化方法领域提供了丰富的语言机制，

它们以不同的抽象粒度表达系统的状态抽象，表达

先验知识．针对特定的问题，可以选择不同的抽象表

达，以平衡计算成本和系统表达的准确性．

（３）形式化方法领域具有各种高效的软件工具

包，为强化学习算法中与状态抽象表达和抽象精化

相关的计算提供有效的支撑，例如各种命题逻辑可

满足性判定器、模理论可满足性判定器和线性规划

求解器，多面体计算库［４８］和高精度数值计算库，与

ＡＰＤＱ（λ）算法相关的软件工具为多面体计算库和

高精度数值计算库．

鉴于强化学习框架中环境模型的复杂性和待分

析属性的特点，在各种抽象解释中，基于多面体域的

抽象系统符合学习犞 值函数和犙 值函数对状态空

间表达的需求．凸多面体是一类重要的多面体，具有

许多有效的算法和软件工具用于凸多面体的代数及

几何运算，因此可以广泛应用于软硬件系统的优化、

综合、分析和验证众多领域．下面对凸多面体域进行

详细的解释．

令犡＝｛狓１，狓２，…，狓狀｝是实型变量的集合，犪＝

〈犪１，犪２，…，犪狀〉∈!

狀为狀维行向量，则犪Ｔ为相应的狀

维列向量．由犿个形如α犻１狓１＋α犻２狓２＋…＋α犻狀狓狀◇β犻
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的线性不等式方程构成的方程组称为凸多面体，

犿１，式中１犻犿，α犻犼，β犻∈!

，１犼狀，符号◇代

表｛，，＜，＞，＝｝中任意操作符．当◇仅限于，

和＝时，相应的凸多面体称为闭凸多面体．对于

闭凸多面体，可以通过对线性不等式方程进行等

价变换，得到一种统一的规范化表示，许多多面体计

算包都采用了这种处理方法，例如ＰＰＬ
［４８］．α犻１狓１＋

α犻２狓２＋…＋α犻狀狓狀β犻通过线性变换可得等价的不等

式方程－α犻１狓１＋（－α犻２狓２）＋…＋（－α犻狀狓狀）－β犻；

同理α犻１狓１＋α犻２狓２＋…＋α犻狀狓狀＝β犻可用以下不等式

方程组等价表示：

α犻１狓１＋α犻２狓２＋…＋α犻狀狓狀β犻

－α犻１狓１＋（－α犻２狓２）＋…＋（－α犻狀狓狀）－β
烅
烄

烆 犻

．

令１犻犿，α犻＝〈α犻１，α犻２，…，α犻狀〉，犃＝〈α１，

α２，…，α犿〉为犿×狀矩阵，犅＝〈β１，β２，…，β犿〉，凸多

面体可记为
!

犡＝（犃，犅）犡，表示犿 个形如α犻１狓１＋

α犻２狓２＋…＋α犻狀狓狀β犻的不等式方程组所定义的闭凸

多面体．α和α
犜分别可视作１行狀列和狀行１列矩

阵，直接参与矩阵的各种运算．在不引起歧义的情况

下，
#

犡中的犡 可省略．$#

犡＝｛#犡＝（犃，犅）｜犃＝

（犪犻犼）狀×｜犡｜∈!

狀×｜犡｜，犅＝（犫犻犼）狀×１∈!

狀×１｝称为狀维闭

凸多面体抽象域．机器浮点数为有理数，系数为浮点

数的不等式方程可以用只含有整数系数的不等式方

程等价表达．因此，在许多情况下，令式中犪犻犼和犫犻犼

为整数，相应的多面体抽象域具备足够的表达能力．

按照惯例，
$#

犡简记为
$#．图２是２维多面体示例，

该闭凸多面体可表示为（犃，犅），其中：

犃＝

０ １

１ －１

１ １

熿

燀

燄

燅－１ －１

，犅 ［ ］＝ １ －１ ３ －８ ．

基于狀维状态空间 !

狀和闭多面体抽象域
$#

，可以

定义抽象系统（
#

（
!

狀），）←
α
→
γ
（
$#

，
"

），其中
#

（
!

狀）

表示
!

狀的幂集．偏序关系"

定义如下：

#１"#２犮狅狀（#１）犮狅狀（#２），

其中
#１，#２∈$#

，函数犆狅狀：$#→#

（
!

狀）为γ同类

型的函数，用于表示多面体所包含点的集合，即表示

多面体的不等式约束方程组解的集合．对于 #＝

（犃，犅）∈$#

，犆狅狀（#）＝｛狓∈!

狀
｜犃×狓

Ｔ
犅

Ｔ｝，式中

表示向量之间的比较关系，〈犫１，犫２，…，犫狀〉◇

〈犫′１，犫′２，…，犫′狀〉表示向量的相应分量满足犫犻◇犫′犻，１

犻狀．在实际应用中常用的抽象系统为（#（!
狀），）

←
α
→
γ
（
$#

，
"

），其中抽象格（
$#狀，"）为（$#，"）的子

图２　２维凸多面体示例

格，满足以下性质：

（１）$#狀$#

；

（２）对于任意闭凸多面体 #１，#２∈ $#狀，如果

犆狅狀（#１）∩犆狅狀（#２）≠，则#１和#２满足以下两条

件之一：

①犆狅狀（#１）犆狅狀（#２）∨犆狅狀（#２）犆狅狀（#１）；

②对于任意狏＝〈犪１，犪２，…，犪狀〉∈犆狅狀（#１）∩

犆狅狀（#２），σ１，σ２，…，σ狀为任意小的非负实数，且存在

犻，１犻狀，σ犻≠０，则（〈犪１±σ１，犪２±σ２，…，犪狀±σ狀〉∈

犆狅狀（#１）→〈犪１±σ１，犪２±σ，…，犪狀±σ狀〉犆狅狀（#２））∧

（〈犪１±σ１，犪２±σ２，…，犪狀±σ狀〉∈犆狅狀（#２）→〈犪１±σ１，

犪２±σ，…，犪狀±σ狀〉犆狅狀（#１））．

满足以上两条性质的闭凸多面体集合
$#狀称为

规范凸多面体集合．对于该集合中没有包含关系的

两个凸多面体
#１和 #２：要么没有相交的部分，即

犆狅狀（#１）∩犆狅狀（#２）＝；要么它们的相交部分必位

于边界，如图３所示．给定马尔科夫决策过程!＝

〈犛，犃，犘，犚〉，令$犳犻狀$#狀是一有限的凸多面体集

合，∪
#∈$

犳犻狀

犆狅狀（#）犛，结构〈$犳犻狀，犃犪犫，犘犪犫，犚犪犫〉为马

尔科夫决策过程
!

的一种抽象，其中犃犪犫＝犃，犘犪犫的

类型为
$犳犻狀×犃×$犳犻狀→［０，１］，犚犪犫的类型为$犳犻狀×

犃→!．由于本文基于模型未知的方法进行最优策

略求解，因此不对抽象系统的动态性函数犘犪犫和犚犪犫

进行详细的定义，关于这方面的知识可参考相关的

文献［４９］．ＭＣ是强化学习研究领域中用于显示算法

特性和性能经常采用的例子，它的状态空间包含位

移和速度两个连续维度，为无限状态空间，图３显示

了 ＭＣ的状态空间的一种抽象｛#１，#２，#３，#４｝∈

#

（
$#狀）．值得注意的是，抽象往往蕴含着先验知识，
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例如图３显示的是一种“直觉的经验”：速率和位

移的方向预示着不同的决策方案．“好”的抽象能改

善算法的性能，加速算法的收敛速度．在不考虑系统

动态性犘犪犫和犚犪犫的情况下，很容易建立系统不同抽

象之间的精化关系，精化关系记为
%．对于$１，$２∈

#

（
$#狀）：

$１%$２ｉｆｆ#∈$２·#′∈$１·犆狅狀（#）犆狅狀（#′）．

图３　ＭＣ状态空间抽象初始化

如果
$１和$２满足精化关系%

，抽象系统〈
$２，犃，犘

２
犪犫，

犚２犪犫〉称为〈$１，犃，犘
１
犪犫，犚

１
犪犫〉的精化．在不考虑系统动

态性的情形下，抽象系统可以用抽象状态空间作为

简称，例如
$１和$２．显然，结构〈#（$#狀），%〉为偏序

结构．另外，如果 $

是犛的抽象系统，狊∈犛，!∈$

，

狊∈犆狅狀（!），那么犃（!）犃（狊）．

３３　犃犘犇犙（λ）算法

ＡＰＤＱ（λ）算法的核心是在给定待求解问题初

始抽象
$０的情形下，采用逐步求精的方法，获得一抽

象系列
$１，$２，…，$狀，其中$犻%$犻＋１，０犻＜狀．$狀是满

足算法收敛性要求所获得的原马尔科夫决策过程的

抽象系统．通过$狀可以获得近似最优策略．对于任意

状态狊∈犛，!∈$狀，狊∈犆狅狀（!）：

π
～＝ａｒｇｍａｘ

犪∈犃（狊）

珟犙（
#

，犪） （８）

算法２显示了ＡＰＤＱ（λ）的细节，该算法继承了

犙（λ）的基本框架，但集成了基于凸多面体抽象域的

自适应抽象精化机制，通过这种机制，ＡＰＤＱ（λ）可

以处理具有连续状态空间的强化学习问题．该算法

应用具有较强表达能力，而又较易处理的凸多面体

描述抽象状态；在相关阈值参数的控制下，根据在线

样本空间和由在线样本空间所诱导的抽象状态样本

空间的数值性属性，自适应地对离散化机制进行精

化和计算近优策略．

算法２．　ＡＰＤＱ（λ）算法．

输入：γ，λ，α，ε，"，δ／ε贪婪策略；γ，λ，α强化学习相关

参数；
"

，δ精化操作相关参数，"为

犙值方差阈值，δ为分辨率阈值／

输出：珟犙

１． $０←犐狀犻狋犻犪犾犻狕犻狀犵犃犫狊狋狉犪犮狋犻狅狀（犛）／犛为环境具体

状态空间／

２．犐狀犻狋犻犪犾犻狕犲（珟犙）

３．犻←０

４．ＷＨＩＬＥ（ｆｏｒｅａｃｈｅｐｉｓｏｄｅ）ＤＯ

５．　犚犲狊犲狋（犲）／重置资格迹／

６．　狊←狊０

７．　 #←犚犲犵犻狊狋犲狉犆狅狀犮狉犲狋犲犛狋犪狋犲（狊）／#∈$犻，狊∈

犆狅狀（#）／

８．　犪←犆犺狅狅狊犲犃犮狋（狊）／随机选择动作犪∈犃（狊）／

９．　ＷＨＩＬＥ（ｆｏｒｅａｃｈｓｔｅｐｏｆｅｐｉｓｏｄｅ）ＤＯ

１０．　　（狉，狊′）←犈狓犲犮狌狋犻狀犵（犪）

１１．　　#′←犚犲犵犻狊狋犲狉犆狅狀犮狉犲狋犲犛狋犪狋犲（狊′）

１２．　　

ＩＦ（犜犲狊狋犚犲狊狅犾狌狋犻狅狀（δ））ＴＨＥＮ

　$犻＋１←犚犲犳犻狀犲犿犲狀狋（$犻）

　犻←犻＋１

ＥＮＤＩＦ

１３．　　犪←ａｒｇｍａｘ
犪∈犃（狊′）

犙（#′，犪）

１４．　　犪′←犆犺狅狅狊犲犃犮狋犠犻狋犺犘狉狅犫犪犫犻犾犻狋狔（ε）

１５．　　Δ←狉＋γ犙（#′，犪）－犙（#，犪）

１６．　　犲（#，犪）←犲（#，犪）＋１

１７．　　ＷＨＩＬＥ（ｆｏｒａｌｌ（#，犪）ｐａｉｒｓ）ＤＯ

１８．　　　犙（#，犪）←犙（#，犪）＋αΔ犲（#，犪）

１９．　　　ＩＦ（犪′＝＝犪）ＴＨＥＮ

２０．　　　　犲（#，犪）←γλ犲（#，犪）

２１．　　　ＥＬＳＥ

２２．　　　　犲（#，犪）←０

２３．　　　ＥＮＤＩＦ

２４．　　ＥＮＤＷＨＩＬＥ

２５．　　ＷＨＩＬＥ（ｆｏｒａｌｌ#∈$犻）ＤＯ

２６．　　　

ＩＦ（犜犲狊狋犙犕犞犫（"））ＴＨＥＮ

　　$犻＋１←犚犲犳犻狀犲犿犲狀狋（$犻）

　　犻←犻＋１

ＥＮＤＩＦ

２７．　　ＥＮＤＷＨＩＬＥ

２８．　　犠犻犱犲狀（ζ）

２９．　　犪←犪′

３０．　　#← #′

３１．　ＥＮＤＷＨＩＬＥ

３２．ＥＮＤＷＨＩＬＥ

算法２实线框中的伪代码与抽象精化机制相
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关，重点包括精化操作触发评估机制、精化操作实

施方法和抽象宽化操作．精化操作触发评估机制决

定精化操作实施的条件，精化操作实施的条件对

ＡＰＤＱ（λ）算法的性能有重要影响．算法２采用两种

类型的评估方法：一种方法基于抽象状态的分辨率，

另一种方法基于抽象状态相关样本集合的犙 值方

差．抽象状态的分辨率反映抽象状态的聚集程度，

本文采用累积奖赏对抽象状态的分辨率进行度量．

累积奖赏记为犪犮犮犚犲狑犪狉犱，它的计算是与样本相关

的．对于给定样本狊犪犿：狊０
犪１，狉
→
１

狊１
犪２，狉
→
２

，狊２
犪３，狉
→
３

…
犪狀，狉
→
狀

狊狀

犪犮犮犚犲狑犪狉犱０＝０，犪犮犮犚犲狑犪狉犱犻＋１＝：

①犪犮犮犚犲狑犪狉犱犻＋狉犻＋１ｉｆ #犻＝ #犻＋１，犪犻＝犪犻＋１，

狊犻∈犆狅狀（#犻），狊犻＋１∈犆狅狀（#犻＋１）；

②狉犻＋１ｉｆ#犻≠#犻＋１∨犪犻≠犪犻＋１，狊犻∈犆狅狀（#犻），

狊犻＋１∈犆狅狀（#犻＋１）．

其中
#犻，#犻＋１∈$

，
$

为执行样本狊犪犿 的动作犪犻＋１时

马尔科夫决策系统的抽象状态空间．当犪犮犮犚犲狑犪狉犱

超过分辨率阈值时，实施精化操作．显然，给定的分

辨率阈值δ越大，则抽象系统具有更大的近似性，抽

象状态空间更小，问题较易处理，但不利之处是算法

的稳定性相对较差，较难甚至不能收敛到最优策略．

基于分辨率确定精化操作实施的方法对具体状态空

间采用统一的评估标准，但实际上系统不同的子状

态空间具有不同的数值属性特征，例如犙 值，与之

相适应，不同的子状态空间应采用不同的抽象机制．

另外，基于抽象分辨率的精化方法需要对环境的奖

惩模型具有一定的先验知识．基于抽象状态相关样

本犙 值方差的方法则体现了具体状态空间的局

部性特征，可以得到与状态空间数值属性相关的抽

象精化机制，并且这种方法不需要环境奖惩模型的

先验知识．给定抽象状态#∈$

，令犆犛（#）为在线所

获取样本中满足狊∈犆狅狀（#）的具体状态狊的集合，

犞犪狉（#，犪）为抽象状态的犙 值方差，该方差通过样

本状态集合的犙值计算而得

犞犪狉（#，犪）＝

１／（狀－１） ∑
狊∈犆犛（#）

（犙（狊，犪）－犈（#，犪））槡
２ （９）

式（９）中狀为有限集合犆犛（#）的大小，犈（#，犪）

使用１／狀∑
狊∈犆犛（#）

犙（狊，犪）作为近似值．当ｍａｘ
犪∈犃（#）

犞犪狉（#，

犪）"

时，对抽象状态
#

实施精化操作，
"

为方差阈

值．具体实现时，也可以选择更为简单的判断标准

ｍａｘ
狊∈犆犛（#），犪∈犃（#）

｜犙（狊，犪）－犈（#，犪）｜ "．犃（#）为在抽

象状态所能选择动作的集合，严格地说，犃（#）＝

∩
狊∈犆犛（#）

犃（狊），但一般情况下，对于任意狊∈犆犛（#），

犃（#）＝犃（狊）．这种评估标准把抽象状态的抽样犙

值特征作为是否实施抽象精化的依据，体现了抽象

状态数值属性的抽象本质，避免了基于分辨率方法

的不足．当然，基于样本状态犙 值方差的方法会增

加算法的计算成本，例如为了得到样本状态的统计

犙值，算法中需要采用时序差分的方法对样本状态

的犙值进行更新，当样本状态空间较大时，这部分

计算成本会影响算法的时空复杂性．并且这种方法

由于涉及抽象系统和具体系统资格迹和犙 值函数

的同步更新，因此有着更复杂的参数调控机制．

具体的抽象精化操作有三种类型，分别称为盒

式精化操作（犅狅狓犚犲犳犻狀犲犿犲狀狋）、线性拟合精化操作

（犔犉犚犲犳犻狀犲犿犲狀狋）和最小方差线性拟合精化操作

（犕犞犔犉犚犲犳犻狀犲犿犲狀狋），这三种精化操作的形式化类

型为
$#狀→#

（
$#狀）．令狊∈犆狅狀（#），狊［犻］为状态狊第

犻维（分量）的数值，犕犪狓（#，犻）为抽象状态#

第犻维

的最大取值，即存在一状态狊，对于任意状态狊′∈

犆狅狀（#），犕犪狓（#，犻）＝狊［犻］，狊［犻］狊′［犻］；类似的方法

可以定义犕犻狀（#，犻）．对于狀维闭凸多面体#

，可计

算出狀组犕犪狓（#，犻）和犕犻狀（#，犻），通过关系运算符

和，可以构造出狀组形如狓犻（犕犪狓（#，犻）－

犕犻狀（#，犻））／２和狓犻（犕犪狓（#，犻）－犕犻狀（#，犻））／２

的不等式．每组相关不等式选择其中之一可构成２狀

个不等式方程组，即２狀个闭凸多面体，为了简单，把

这２狀个由#

诱导产生的多面体用［０，２狀－１］之间的

整数表示，记为
#

［０］，#［１］，…，#［２狀－１］．这样，

犅狅狓犚犲犳犻狀犲犿犲狀狋可定义如下：

犅狅狓犚犲犳犻狀犲犿犲狀狋（#）＝｛#′∈$#狀｜０犻２
狀－１·

犆狅狀（#′）＝犆狅狀（#）∩犆狅狀（#［犻］）｝．

显然，当狀较小时，犅狅狓犚犲犳犻狀犲犿犲狀狋是一种成本

较小的精化操作，算法２中，犅狅狓犚犲犳犻狀犲犿犲狀狋一般结

合基于分辨率的评估方法一起使用．相较而言，

犔犉犚犲犳犻狀犲犿犲狀狋和犕犞犔犉犚犲犳犻狀犲犿犲狀狋精化操作更加

复杂，与抽象状态的样本状态集合犆犛（#）密切相

关．以所有的狊∈犆犛（#）作为样本点，选择某一状态

维作为因变量，采用最小二乘方法进行线性拟合，

获得线性方程θ１狓１＋θ２狓２＋…＋θ狀狓狀＋犫＝０．如果

设置第犻维为因变量，则θ犻≠０，最小二乘公式如下

所示：

∑
狊＝〈犪１

，犪
２
，…，犪狀

〉∈犆犛（#）

（犪犻－（θ１犪１＋…＋θ犻－１犪犻－１＋

θ犻＋１犪犻＋１＋…＋θ狀犪狀＋犫）／（－犪犻））
２．

令多面体
#１和#２满足：
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①犆狅狀（#１）＝｛狊＝〈犪１，犪２，…，犪狀〉｜狊∈犆狅狀（#）∧

θ１犪１＋…＋θ狀犪狀＋犫０｝；

②犆狅狀（#２）＝｛狊＝〈犪１，犪２，…，犪狀〉｜狊∈犆狅狀（#）∧

θ１犪１＋…＋θ狀犪狀＋犫０｝．

显然
#１和#２是闭凸多面体．根据#１和#２可以给

出犔犉犚犲犳犻狀犲犿犲狀狋的定义：

犔犉犚犲犳犻狀犲犿犲狀狋（#）＝｛#１，#２｝．

犕犞犔犉犚犲犳犻狀犲犿犲狀狋的定义方式与犔犉犚犲犳犻狀犲犿犲狀狋

类似，犕犞犔犉犚犲犳犻狀犲犿犲狀狋（#）＝｛#１，#２｝，#１和#２由

拟合直线θ１狓１＋θ２狓２＋…＋θ狀狓狀＋犫＝０产生，拟合

条件为

①ｍｉｎ ∑
犪∈犃（#１

）

犞犪狉（#１，犪）＋ ∑
犪∈犃（#２

）

犞犪狉（#２，犪（ ））；

② ｍａｘ
犪∈犃（#１

）
犞犪狉（#１，犪）"

；

③ ｍａｘ
犪∈犃（#２

）
犞犪狉（#２，犪）"．

犔犉犚犲犳犻狀犲犿犲狀狋和犕犞犔犉犚犲犳犻狀犲犿犲狀狋都与抽象

状态相关的样本状态分布特征相关，但犔犉犚犲犳犻狀犲犿犲狀狋

拟合的直线只与状态维的值特征相关，而 犕犞犔犉

犚犲犳犻狀犲犿犲狀狋拟合的直线则与样本状态犙 值特征相

关．一般而言，犕犞犔犉犚犲犳犻狀犲犿犲狀狋精化操作更符合

问题和抽象的语义内涵，但 犕犞犔犉犚犲犳犻狀犲犿犲狀狋操

作为含有不等式约束条件下的优化计算，具有较高

的时空复杂性，这会极大地增加频繁调用这类操

作的算法的时空开销，进而影响样本空间的大小和

学习效果．犔犉犚犲犳犻狀犲犿犲狀狋是介于犅狅狓犚犲犳犻狀犲犿犲狀狋

和犕犞犔犉犚犲犳犻狀犲犿犲狀狋之间的一种精化操作．由于

犕犞犔犉犚犲犳犻狀犲犿犲狀狋具有较大的计算代价，因此在实

例研究中只采用了犅狅狓犚犲犳犻狀犲犿犲狀狋和犔犉犚犲犳犻狀犲犿犲狀狋．

算法２中第１和７行的犐狀犻狋犻犪犾犻狕犻狀犵犃犫狊狋狉犪犮狋犻狅狀（）

和犚犲犵犻狊狋犲狉犆狅狀犮狉犲狋犲犛狋犪狋犲（）分别用于计算环境的

初始抽象状态集合
$０和判定样本状态狊所属的抽象

状态
#．第１２和２６代码块中的犜犲狊狋犚犲狊狅犾狌狋犻狅狀（）和

犜犲狊狋犙犕犞（）分别用于在给定相关阈值的情况下，

评估是否实施精化操作，评价方法为上文所讨论

的两种方法．犚犲犳犻狀犲犿犲狀狋（）采用犅狅狓犚犲犳犻狀犲犿犲狀狋、

犔犉犚犲犳犻狀犲犿犲狀狋或犕犞犔犉犚犲犳犻狀犲犿犲狀狋的方法实现．

第２８行的犠犻犱犲狀（）的类型为 #

（
$#狀）→$#

，该操作

用于把抽象状态空间中的多个闭凸多面体聚集成为

１个多面体，以便得到更小的抽象状态空间，加速收

敛过程．多个凸多面体的并操作结果∪
狀

犻＝１

#犻并不一定

是凸多面体，这为设计合适的犠犻犱犲狀（）带来很大的

难度，如果按照文献［５０］的方法设计操作∪＋代替∪，

这样虽然能保证∪＋
狀

犻＝１

#犻为凸多面体，并且犆狅狀（∪＋
狀

犻＝１

#犻）

犆狅狀（∪
狀

犻＝１

#犻），但不能保证 ∪＋
狀

犻＝１

#｛ ｝犻 ∪$$#狀．基于上

述的原因，算法２在实现时并没有引入程序数值属

性分析中常用的犠犻犱犲狀 技术，用于加速算法的收

敛，重点通过调整各种学习参数和与抽象精化相关

的阈值提高算法的性能．

下面分两种情况对算法 ＡＰＤＱ（λ）的最坏计算

代价进行讨论：（１）分辨率结合犅狅狓犚犲犳犻狀犲犿犲狀狋；

（２）犙值方差结合犔犉犚犲犳犻狀犲犿犲狀狋．算法２所涉及的

计算代价主要包括４方面：抽象状态犙值和资格迹

的计算、具体状态犙值和资格迹的计算、具体状态

至抽象状态映射的计算和抽象精化操作．为了简化

讨论，把单个具体状态至抽象状态映射的计算、犙值

计算和资格迹计算视作代价相同的操作；另外，由于

$０和$狀的大小是确定的，抽样学习过程中，精化操作

调用的次数也是确定的，因此可以统一用犮狅狊狋狉犲犳表

示这方面的计算代价．令单个样本长度的上限为犾，

样本数量为狀，由于抽象状态空间大小是动态变化

的，因此单次样本所涉及的抽象状态数目平均为

１／２｜$狀｜．对于单个样本而言，第１种情况涉及犾次

状态映射计算，计算 ＴＤ误差所需的｜犃｜次状态犙

值枚举比较计算，抽象状态犙值和资格迹计算次数

皆为１／２｜$狀｜，因此第１种情况总的计算代价可表

示为狀（｜$狀｜＋｜犃｜＋犾）＋犮狅狊狋狉犲犳．第２种情况则在第

１种情况的基础上多了犾次具体状态犙 值和犾次资

格迹的计算，因此总的计算代价为狀（｜$狀｜＋｜犃｜＋

３犾）＋犮狅狊狋狉犲犳．

决定ＡＰＤＱ（λ）算法性能的主要因素包括基于

凸多面体计算的抽象评估和精化机制．凸多面体的

各种计算是一类具有较高时空复杂性的代数和几何

计算，为了尽可能地降低这类计算对算法时空性能

的负面影响，ＡＰＤＱ（λ）算法的实现采用了多面体计

算的专用库ＰＰＬ
［４８］，并且算法只涉及闭凸多面体对

象．ＰＰＬ是由意大利Ｐａｒｍａ大学数学系一个研究小

组所开发的开源数学工具包，该工具包从语法和语

义层次对凸多面体的计算提供高效的支撑，ＰＰＬ还

提供了各种高层数值属性抽象方法，专门用于程序

数值属性的验证和分析．另外，ＡＰＤＱ（λ）所涉及的

各种具有高精度要求的基础数值计算通过调用

ＧＭＰ（ＧＮＵ ＭｕｌｔｉｐｌｅＰｒｅｃｉｓｉｏｎ）库①所提供相关函

数实现．ＧＭＰ库提供了整数、有理数和浮点数任意

精度计算的功能．

１２１１期 陈冬火等：基于凸多面体抽象域的自适应强化学习技术研究

① ＧＭＰＭａｎ６．１．２（ＣＡＩＤＡ）．ｈｔｔｐ：／／ｇｍｐｌｉｂ．ｏｒｇ／ｇｍｐｍａｎ
６．１．２．ｐｄｆ，２０１７，３，１０
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３４　犃犘犇犙（λ）算法的收敛性

文献［４４］给出了对于有限状态空间和动作空间

情况下犜犇（λ）算法的收敛性证明，文献［４５４６］给

出了有限状态空间和动作空间情况下犙（λ）算法收

敛性的证明．对于无限随机马尔科夫决策问题，文

献［５１］给出了满足条件（１）、（２）和（３）下基于网格离

散化的犙学习算法收敛性的证明：

（１）状态集合犛和动作集合犃 为紧集，并且对

于任意狊，狊′∈犛，犪，犪′∈犃，犪∈犃（狊），犪′∈犃（狊′），满

足 犪－犪′ 犉犪－犪′ ，其中犉为一正的常数．

（２）对于任意狊，狊′∈犛，犪，犪′∈犃，狑，狑′∈犠，状

态迁移函数犳和奖赏函数犚 满足Ｌｉｐｓｃｈｉｔｚ连续性

条件：

① 犳（狊，犪，狑）－犳（狊′，犪′，狑′）犔（狊－狊′ ＋

犪－犪′ ＋ 狑－狑′ ；

② 犚（狊，犪，狑）－犚（狊′，犪′，狑′）犕（狊－狊′ ＋

犪－犪′ ＋ 狑－狑′ ．

式中犔和犕 为正的常数，· 为范数，犠 是随

机噪声集合，犠 用于为系统的随机性建模．

（３）噪声信息狑的概率分布依赖于状态动作对

（狊，犪），且概率分布函数狆（狊，犪）满足Ｌｉｐｓｃｈｉｔｚ连续

性条 件，即 狆（狊，犪）－狆（狊′，犪′）  犗（狊－狊′ ＋

犪－犪′ ）．

当条件（３）成立时，状态迁移函数犳和奖赏函

数犚 的Ｌｉｐｓｃｈｉｔｚ连续性条件可简化为

① 犳（狊，犪，狑）－犳（狊′，犪′，狑′）犔′（狊－狊′ ＋

犪－犪′ ）；

② 犚（狊，犪，狑）－犚（狊′，犪′，狑′）犕′（狊－狊′ ＋

犪－犪′ ）．

令
$＝｛犛１，…，犛狀｝和%＝｛犃１，…，犃犿｝．分别是

无限状态空间犛和动作空间犃 经过网格化处理后

所得的有限抽象状态空间，例如算法２持续精化所

得的多面体状态空间
$１，$２，…，犱$

和犱
#

分别表示

离散化状态空间
$

和动作空间
%

的离散化尺度［３９］．

珟犙依概率１收敛于犙 的条件为犱
$

＋犱
#→０，即

犱
$→０，犱#→０．算法２仅涉及状态空间的离散化，因

此，收敛条件可简化为犱
$→０．当样本的数目趋于无

穷时，算法２能否依概率１收敛取决于算法中所采

取的精化操作机制．下面分别对采取精化操作

犅狅狓犚犲犳犻狀犲犿犲狀狋和犔犉犚犲犳犻狀犲犿犲狀狋的收敛性特性进

行讨论．

令
$＝｛#１，#２，…，#狀｝为基于多面体抽象机制

的离散化状态空间，对于
#犻，１犻狀，犱#

犻
为多面

体
#犻的直径，犱#

犻
＝ ｍａｘ

狊
１
，狊
２∈犆狅狀

（
#

犻
）
狊１－狊２ ，则 犱$

＝

ｍａｘ
１犻狀

犱
#

犻
．显然对于连续状态空间而言，当犱

$→０，

狀→∞．在算法２中，当初始抽象状态空间$０为有限

集合，当对
$犻实施犅狅狓犚犲犳犻狀犲犿犲狀狋精化操作时，根据

犅狅狓犚犲犳犻狀犲犿犲狀狋的定义，｜$犻｜＜｜$犻＋１｜｜$犻｜＋４，

因此狀→∞意味着算法２中实施犅狅狓犚犲犳犻狀犲犿犲狀狋精

化操作的次数不受限制．在保证获取样本公平性的

基础上，能否持续进行犅狅狓犚犲犳犻狀犲犿犲狀狋精化取决于

累积奖赏犪犮犮犚犲狑犪狉犱 阈值δ的设置．一般情况下，

由于环境的模型因素犘 和犚 是未知的，无法确保

设计正确的阈值．当奖赏模型类似于 ＭＣ问题时，

基于分辨率的方法最容易调控，且能保证收敛；但

一般缺乏环境的动力学属性的情况下，不能保证

收敛．对于犔犉犚犲犳犻狀犲犿犲狀狋操作，当犞犪狉（#，犪）→０，

根据犞犪狉（#，犪）的定义，意味着抽象状态相关的抽

样样本具体状态 犙 值保持一致，这意味着采用

犔犉犚犲犳犻狀犲犿犲狀狋精化操作具有收敛性．

４　实　验

４１　实验设计

本节通过设计一系列针对算法 ＡＰＤＱ（λ）的实

验，评估各类参数和精化方法对其性能的影响．选取

ＭＣ和 Ａｃｒｏｂｏｔ强化学习问题作为实验对象，ＭＣ

问题具有２维状态空间，而Ａｃｒｏｂｏｔ问题更复杂，其

状态空间具有４个连续维度，它们的环境系统模型

示意图如图４和图５所示．由于ＡＰＤＱ（λ）算法在执

行过程中，抽象状态空间是持续动态变化的，因此传

统的强化学习参数，例如折扣率γ和学习率α，对算

法的学习效果具有更加复杂的影响机制；另外，与精

化操作相关的各种阈值参数直接决定着动态状态空

间大小的变化率、绝对大小和局部状态空间的局部

特征，这些状态空间度量特征对抽象状态和具体状

态犙值函数的计算、策略评估和控制的准确性和效

率等有着重要的影响．

图４　ＭＣ问题模型
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图５　Ａｃｒｏｂｏｔ问题模型

ＭＣ问题的状态空间犛＝犔×犞，其中 犔＝

［－１．２，０．６］称为位移维，犞＝［－０．０７，０．０７］，称为

速度维，离散动作空间 犃＝｛犅犚犃，犣犈犚犗＿犃犆犆，

犃犆犆｝，犅犃犚、犣犈犚犗＿犃犆犆 和犃犆犆 分别表示动作

“制动”、“０加速”和“加速”．动作犅犃犚、犣犈犚犗＿犃犆犆

和犃犆犆分别用整数－１、０和１进行编码，ＭＣ的奖

惩模型用下式表示：

犚ＭＣ（狊，犪，狊′）＝
０， 狊′［１］０．５

－１，狊′［１］＜｛ ０．５
．

令狊′＝犳（狊，犪）为ＭＣ的状态迁移模型，狊，犪，狊′满

足：（１）狊′［１］＝狊［１］＋狊［２］；（２）狊′［２］＝狊［２］＋犪

０．００１＋ｃｏｓ（３狊［１］）（－０．００２５）．对于狊∈犛，１

犻２，狊［犻］表示２维状态第犻分量的值．显然，此处的

ＭＣ环境模型是一种简化的，不具有随机性的模型．

Ａｃｒｏｂｏｔ问题状态空间具有较高的维度，包括２个

角度维和２个角速度维，属比 ＭＣ问题更难求解的

问题．２个角度维用Θ１，Θ２表示，２个角速度维用Θ
·

１，

Θ
·

２表示，Ａｃｒｏｂｏｔ问题的状态空间犛＝Θ１×Θ２×

Θ
·

１×Θ
·

２，Θ１＝Θ２＝［－π，π］，Θ
·

１＝［－４π，４π］，Θ
·

２＝

［－９π，９π］．在 Ａｃｒｏｂｏｔ问题中，通过在ｌｉｎｋ１和

ｌｉｎｋ２的连接处施加扭力矩（ｔｏｒｑｕｅ），对ｌｉｎｋ１和

ｌｉｎｋ２的状态进行控制，使ｌｉｎｋ２的末端达到或超

过目标线（ｇｏａｌｌｉｎｅ）．动作空间犃＝｛犖犈犌＿犜犗犚，

犣犈犚犗＿犜犗犚，犘犗犛＿犜犗犚｝，３个动作分别表示施加

反向扭力矩，不施加任何扭力矩和施加正向扭力矩．

Ａｃｒｏｂｏｔ问题的动力学模型比 ＭＣ问题更复杂，给

定状态〈θ１，θ２，θ
·

１，θ
·

２〉∈犛，后继状态角度和角速度分

量的值通过计算角加速度积分获得，ｌｉｎｋ１和ｌｉｎｋ２

的角加速度θ
··

１，θ
··

２的计算如下式所示：

①θ
··

１＝犱
－１

１
（犱２θ

··

２＋１）；

②θ
··

２＝（犿２犾
２
犮
２
＋犐２－犱

２

２
／犱１）

－１（τ＋犱２／犱１１，

－犿２犾１犾犮
２
θ
··
２

１ｓｉｎθ２－２）．

２＝犿２犾犮
２
ｇｃｏｓ（θ１＋θ２－π／２），其中犱１，犱２，１，２

计算如下：

①犱１＝犿１犾
２
犮
１
＋犿２（犾

２

１＋犾
２
犮
２
＋２犾１犾２ｃｏｓθ２）＋

犐１＋犐２；

②犱２＝犿２（犾犮
２
＋犾１犾犮

２
ｃｏｓθ２）＋犐２；

③１＝－犿２犾１犾犮
２
θ
·
２
２ｓｉｎθ２－２犿２犾１犾犮

２
θ
·

２θ
·

１ｓｉｎθ２＋

（犿１犾犮
２
＋犿２犾１）ｇｃｏｓ（θ１－π／２）＋２；

④２＝犿２犾犮
２
ｇｃｏｓ（θ１＋θ２－π／２）．

上式中，犾１＝犾２＝１ｍ，犿１＝犿２＝１ｋｇ，犾犮
１
＝犾犮

２
＝

０．５ｍ分别为ｌｉｎｋ１和ｌｉｎｋ２的长度，质量和重心位

置，犵＝９．８为重力加速度．τ∈｛－１，０，１｝为动作编

码，每０．２ｓ进行１次动作决策．犐１＝犐２＝１为采用近

似积分所引入的与惯性相关的常数．Ａｃｒｏｂｏｔ问题

的奖惩模型如下：

犚Ａｃ（狊，犪，狊′）＝

　
０， －（ｃｏｓ狊′［１］＋ｃｏｓ（狊′［１］＋狊′［２］））＞１

－１， －（ｃｏｓ狊′［１］＋ｃｏｓ（狊′［１］＋狊′［２］））｛ １
．

根据算法 ＡＰＤＱ（λ）的主要特点，本文设计了

３个系列的实验：第Ⅰ系列实验探究不同学习参数

作用下算法的性能；第Ⅱ系列实验探究不同精化操

作参数及不同精化操作作用下算法的性能；最后，设

计相关的对比实验，比较算法ＡＰＤＱ（λ）与基于统一

离散化算法的性能．为了方便，把第Ⅰ系列和第Ⅱ系

列实验称为验证实验，第Ⅲ系列称为对比实验．

４２　实验结果及分析

４．２．１　验证实验

４．２．１．１　第Ⅰ系列实验

第Ⅰ系列实验主要研究了行为策略为εＧｒｅｅｄｙ

（ε＝０．０１），参数α和γ 取不同值对算法性能的影

响．对于 ＭＣ和Ａｃｒｏｂｏｔ问题，算法的性能主要以在

线情节的数量与相应情节到达目标位置的步数之间

的关系进行衡量，每个情节步数的上限为１０００．表１

给出了该系列实验详细的参数设置．

表１　第Ⅰ系列实验参数设置

固定参数 测试参数 犅狅狓犚犲犳犻狀犲犿犲狀狋（犅）犔犉犚犲犳犻狀犲犿犲狀狋（犔）

δ＝－３犅

α＝０．９犅｜０．５犔

"＝０．５犔

γ＝０．３，０．７，０．９ ＭＣ（图６）
ＭＣ（图８）

Ａｃｒｏｂｏｔ（图１０）

δ＝－３犅

γ＝０．９

"＝０．５犔

α＝０．３，０．７，０．９ ＭＣ（图７） ＭＣ（图９）

在表１中的固定参数中，具有上标犅 的参数
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用于与犅狅狓犚犲犳犻狀犲犿犲狀狋精化操作相关的实验；具有

上标犔的参数用于与犔犉犚犲犳犻狀犲犿犲狀狋精化操作相

关的实验；没有上标的参数则可用于两种精化

操作相关的实验．犅狅狓犚犲犳犻狀犲犿犲狀狋只适用于具有低

维度状态空间强化学习问题的求解，因此，表１中

犅狅狓犚犲犳犻狀犲犿犲狀狋所在的行仅有状态空间为２维度的

ＭＣ问题．

犕犆问题

图６显示α＝０．９，折扣率值分别为０．９、０．７和

０．３，采用犅狅狓犚犲犳犻狀犲犿犲狀狋精化操作情况下情节数

目与步数之间的关系图．该图显示随着折扣率的降

低，学习效果逐渐变差．当γ＝０．９时，算法的收敛性

较好，且当步数小于４００的情况下，到达目的位置所

需要的步数出现快速的下降，后面的变化趋势较为

平缓．当γ＝０．７，０．３时，图形显示算法在情节数为

２０００以内时并没有出现收敛的趋势，且性能出现下

降．但以下两方面的特点较为显著：（１）随着γ值的

降低，步数达到情节步数上界，即未达到目的位置的

情节数目越来越多；（２）对于达到目的位置的情节，

随着γ值的降低，分布在步数较多范围的情节数目

增加，分布在步数较低范围的情节数目降低．

图６　折扣率γ取不同值时情节数目与步数之间的关系图

折扣率γ的大小直接决定后继状态动作对的价

值奖赏对前驱状态动作对犙值的信用更新，随着回

溯时间步的增加，更新值以γ的指数级衰减．导致算

法２出现震荡的因素包括：（１）抽象状态空间不准

确，即根据多面体抽象状态动作对（
#

，犪）的犙值所

做的决策依据不能准确体现
#

所包含的具体状态的

真实情况；（２）样本空间过小，犙值函数不能充分收

敛，或样本信息没有被充分利用．根据算法２第１２

行代码块可以看出，当分辨率参数犪犮犮犚犲狑犪狉犱超过

阈值时，启动精化操作犚犲犳犻狀犲犿犲狀狋（）．当分辨率

犪犮犮犚犲狑犪狉犱超出阈值时，此时，为了避免不正确的信

用后向传播，在算法实现时仅进行了抽象的精化，并

没有更新任何资格迹和犙值，这降低了样本的利用

率．在学习的开始阶段，由于初始抽象状态空间较小，

一般会出现频繁的精化操作，此时样本的利用率更

低．当折扣率γ值较小时，后向信用分配衰减得更快，

在线产生的样本的利用率进一步降低．犚犲犳犻狀犲犿犲狀狋（）

通过增大抽象状态空间，提高了抽象的准确性，但抽

象空间不能过大．抽象空间增大，也会导致正确的信

用分配速度降低及大状态空间难以进行有效抽样．

从提高样本利用率的角度而言，γ值应设置得大些，

例如本实验中的０．９，但面对不同的学习问题，还应

该考虑学习问题的环境模型的影响，本次实验对

ＭＣ问题的环境进行了简化，没有考虑随机性，因此

抽样较准确地反映了环境的动力学性质，γ值可以

设置得尽量大，而当环境模型具有很强的随机性时，

γ值的设置应偏小些．

图７显示了γ＝０．９，α分别为０．９、０．７和０．３，

采用犅狅狓犚犲犳犻狀犲犿犲狀狋精化操作情况下情节数目与

步数之间的关系图．该图显示α取不同的值对算法

２性能的影响不像γ那么显著．当γ＝０．９时，α取各

种不同的值，算法２的学习性能较好，能快速地接近

收敛，而且震荡较小．这与犙值的更新规则相关，即

犙值的更新与α线性相关的．不过图７有一明显的

特征与α相关：随着α的减小，初始震荡区域，即垂

直坐标轴与虚线之间的距离增大，即当α较大时，算

法能较快地获得一个较好的策略，且保持在较稳定

的状态．

根据分辨率来确定是否实施精化操作需要具有

环境奖惩模型的知识，且与环境的动力学模型具有较

大的关联性，而犔犉犚犲犳犻狀犲犿犲狀狋则没有这种局限性．

图８和图９分别显示了学习参数α和γ 取不同的

值，采用犔犉犚犲犳犻狀犲犿犲狀狋精化操作的情况下算法

ＡＰＤＱ（λ）的性能．图８和图９所显示的实验结果说
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图７　学习率α取不同值时情节数目与步数之间的关系图

图８　γ取０．９和０．３时情节数目与步数之间的关系图

明在犅狅狓犚犲犳犻狀犲犿犲狀狋和犔犉犚犲犳犻狀犲犿犲狀狋的作用下，

ＡＰＤＱ（λ）算法体现出较一致的规律性，例如γ取不

同的值算法性能变化较大，相对而言α对算法性能的

影响则没有那么显著．但比较图６（图７）和图８（图９）

可以看出，在学习的初期，犔犉犚犲犳犻狀犲犿犲狀狋并没有显

示出优势，许多情况下，性能不如犅狅狓犚犲犳犻狀犲犿犲狀狋，

这一点图９（ｃ）表现尤其突出．这种现象是由于抽象

模型的不准确性造成的，在学习的初始阶段，抽象模

型与原始模型差距较大，当学习率过小时，抽象状态

空间精化操作频率过小，这会导致某些抽象状态会

反复出现在样本所诱导的抽象状态路径上，由于

ＡＰＤＱ（λ）采用的是累加资格迹的实现方式，这样计

算所得的抽象状态动作对的犙值会产生很大的误

差，从而导致学习性能恶化．采用分辨率作为评估标

准时，由于当抽象状态路径中相邻的抽象状态相同

时，为了避免不正确的信用传播，对资格迹和犙 不

进行更新，从而可以减轻或避免这种现象的出现．

图９　α取０．９，０．７和０．３时情节数目与步数之间的关系图

犃犮狉狅犫狅狋问题

为了更进一步显示 ＡＰＤＱ（λ）的性能、可扩展

性和适用性，选取更复杂的具有４维度连续状态空

间的Ａｃｒｏｂｏｔ问题作为实验对象，４．１节显示单个

维度值空间比 ＭＣ大得多．该问题的动力学模型是

非线性的，计算过程涉及积分计算，本实验采用

ＲｕｎｇｅＫｕｔｔａ积分方法，而不是Ｅｕｌｅｒ公式积分方
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法，这使得该问题具有较大的难度．Ａｃｒｏｂｏｔ问题不

适合采用基于分辨率的方法，经过对实验过程的观

察发现，即使使分辨率阈值为－２，在采用类似于

ＭＣ问题类似的初始离散化方案的情况下，进行

５００次情节在线抽样，所得到的抽象状态数目小于

１０００，难以得到用于近优策略计算所需的近似抽象

模型．这说明基于分辨率的精化机制方法具有很大

的局限性，受奖惩模型和动力学模型双重影响．

图１０显示了α＝０．５，"＝０．５，采用犔犉犚犲犳犻狀犲犿犲狀狋

精化操作情况下γ取值对算法２性能，由于Ａｃｒｏｂｏｔ

问题较难，因此情节数目的上限设为５０００．关于ＭＣ

和Ａｃｒｏｂｏｔ问题的实验显示，α和γ对ＡＰＤＱ（λ）的

作用规律具有一致性，因此由于篇幅的问题，图１０

和图８中删除了γ＝０．５的情形，α为可变参数的情

形则被整体删除．图１０所显示的结果说明ＡＰＤＱ（λ）

相关的原理和技术可有效地作用于更难更复杂的强

化学习问题．由于Ａｃｒｏｂｏｔ问题的复杂性，出现明显

收敛趋势的图１０（ａ）相比 ＭＣ问题，具有更大的震

荡；要得到更好的收敛结果，需要抽取更多的在线样

本．需要说明的是通过进一步降低方差阈值，虽然会

使得抽象模型更准确，但会降低离散机制的泛化能

力，增加样本需求．图１０（ｂ）虽然没有出现收敛的趋

势，但从图中也可看出，实验样本所诱导的离散机制

具有较好的泛化能力，大部分决策动作都能达到目

标，且所需的步数都在５００以下．

图１０　γ取０．９，０．３时情节数目与步数之间的关系图

４．２．１．２　第Ⅱ系列实验

第Ⅱ系列实验说明与精化操作相关的参数对算

法ＡＰＤＱ（λ）性能的影响．表２详细给出了该系列实

验参数配置和实验安排．

表２　第Ⅱ系列实验参数设置

固定参数 测试参数 犅狅狓犚犲犳犻狀犲犿犲狀狋（犅）犔犉犚犲犳犻狀犲犿犲狀狋（犔）

γ＝０．９

α＝０．９
δ＝－２，－４，－６ ＭＣ（图１１）

γ＝０．９

α＝０．５
"＝０．８，１，１．２ Ａｃｒｏｂｏｔ（图１２）

图１１显示了采用不同的分辨率情况下采用

犅狅狓犚犲犳犻狀犲犿犲狀狋精化操作的学习效果．实验结果表

明，当分辨率为－２，－４，－６时，算法性能较稳定，

在情节数大于４００时，处于较稳定的状态；分辨率越

小，学习结果越不稳定，出现越多的震荡．当分辨率

为－６时，算法２可以得到稳定的近忧策略，这说明

ＭＣ问题犙值函数局部性较好．

图１１　不同分辨率的学习效果图（ＭＣ问题）

不同的犙值样本方差阈值对犔犉犚犲犳犻狀犲犿犲狀狋的

影响，在学习的初始阶段并没有明显的规律性，这从

图１２可以看出；不过在中后期阶段，阈值为０．８的

图１２（ａ）震荡幅度更小．从图１２和图１１的比较可

以看出，在一定范围内，算法２对分辨率和犙 值方

差域值具有较好的实验性．
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图１２　不同犙值方差阈值的学习效果图（Ａｃｒｏｂｏｔ问题）

上面的几组实验说明，采用自适应离散化方法

处理强化学习问题，算法性能与各种学习参数有着

复杂的关系．由于抽象系统是原系统的一种近似，在

一定量，甚至较大规模的抽样样本的情况下，震荡不

可避免会在一定范围内存在．当采样的数目较多时，

这种规律性的震荡现象很容易观察出来．在验证实

验中固定参数设置为实验观测到的最优值或较优

值，例如γ＝０．９，α＝０．５时，并没有针对α－γ－狉狆（狉狆

为δ或 "

）３维和α－γ２维笛卡尔乘积参数值空间测

试α、γ和狉狆对ＡＰＤＱ（λ）算法学习性能的影响．采用

这种实验方案受已有的相关研究工作和ＡＰＤＱ（λ）

算法测试过程的观测两方面因素的影响．

已有的相关研究工作表明针对不同的强化学习

问题，α－γ对许多典型的强化学习算法性能的影响

是难以得到一致的，具有通用价值的定性和定量描

述，甚至对于同一强化学习问题也是如此．针对α和

γ的作用效果，往往从探索和利用，信用分配模式和

算法收敛速度等方面分别进行讨论和说明．对于

ＡＰＤＱ（λ）算法，它的行为决策模型具有抽象性，近

似性和动态变化的性质，并且在有限样本空间内α

和γ的作用对算法的性能展现出较好的规律性，这

从关于 ＭＣ和Ａｃｒｏｂｏｔ问题的验证实验中得到了较

好的体现．文中对造成这一现象的原因进行了详细

的学理上的讨论．尽管 ＭＣ和Ａｃｒｏｂｏｔ两种强化学

习问题具有一定的代表性，但这种规律性是否具有

严格形式上的描述和证明，是否能推广到别的强化

学习问题还有待于进一步的实验和研究．在有限的

样本空间及一定的精化阈值参数的条件下，为了提

高样本的利用效率和抽象系统的泛化能力，一般令

α０．５，γ０．７．但值得强调的是提高样本的利用

效率和提高抽象系统的泛化能力有时候是相向的目

标，例如，当采用犔犉犚犲犳犻狀犲犿犲狀狋精化操作时，α和γ

设置得越大，那么与抽象状态相关的犙值方差会被

放大，从而更加频繁地调用犔犉犚犲犳犻狀犲犿犲狀狋操作，导

致泛化能力降低．图９显示当γ取０．９时，α对算法

性能影响的显著度明显小于γ，但是相关的实验显

示，当α的值小于０．１５时，算法性能出现较显著的

下降．

４．２．２　对比实验

本文所提的方法具有一般性，可用于各种强化

学习问题的求解．为了进一步说明它的可行性和性

能，设计了相关的对比实验．对比实验采取两种典

型的处理连续状态空间问题的技术，即瓦片编码和

径向基函数近似（ＲＦＢ）．这两种方法的实现采用

Ｐｙｔｈｏｎ系统的开源强化学习包ｒｌｐｙ实现．两种实验

中与强化学习有关的参数分别为α＝０．５、γ＝λ＝

０．９，算法犙（λ）的行为策略为εＧｒｅｅｄｙ（ε＝０．０１）．

图１３（ａ）情节数为２０００，每情节的步数上限为１００００，

２维瓦片特征为８×８，共有１０个瓦片；图１３（ｂ）采

用高斯径向基函数，１００×１００的状态维分辨精度，

高斯径向基函数所涉及的均值和方差都由状态维分

辨率确定的特征块的每个维度的宽度所产生．

图１３的实验结果显示，采用瓦片编码方法的实

验效果较差，而基于ＲＦＢ方法则得到了稳定的近优

策略．导致图１３（ａ）实验结果的基本原因为：（１）瓦

片的特征和瓦片数量的设置不合理，瓦片之间的关

系简单，仅通过平移来确定每个瓦片的位置；（２）特

征的表达方式简单，且缺乏自动调整的手段．图１３

（ｂ）所得的近优策略与 ＡＰＤＱ（λ）算法在实例研究

中所得结果较为接近，但图１３（ｂ）收敛时震荡明

显比采用ＡＰＤＱ（λ）方法的实验结果小．这是因为

ＡＰＤＱ（λ）在执行过程中，抽象状态空间动态调整的

７２１１期 陈冬火等：基于凸多面体抽象域的自适应强化学习技术研究
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必然结果．但采用ＲＢＦ的方法需要预设状态维的分

辨率和径向基函数及有关的参数．实验中当改变状

态维分辨率的值后，例如把１００×１００改为２０×２０

或１０００×１０００，实验效果急剧下降．采用ＳＡＲＳＡ（λ）

算法的实验结果也类似．另外，在第１节的相关工作

中，具有对近年一些工作的讨论和比较．

图１３　关于 ＭＣ问题的对比实验

５　结　论

本文提出了基于凸多面体抽象域的自适应离散

化强化学习技术，用于对具有连续状态空间和连续

动作空间的强化学习问题进行求解．基于这种思想，

实现了ＡＰＤＱ（λ）学习器．通过以ＭＣ和Ａｃｒｏｂｏｔ两

个强化学习问题的实例研究，初步说明了各种参数

对算法性能的作用规律；说明了作为一种具有一般

性意义的强化学习技术的可行性和有效性．下一步

的工作将重点围绕两方面展开：一是进一步优化算

法，提供效率，例如如何在抽象状态空间上利用哈希

技术，提高计算具体状态和抽象状态的执行效率，以

及进行更多具有高维度连续状态空间的实例研究；

二是结合基于多面体状态表示和基于多面体抽象状

态值函数表示的方法，以便更加有效地处理具有更

高连续维度的强化学习问题．

致　谢　匿名评审专家为本文工作的改进提出了许

多宝贵的意见，在此致以诚挚的感谢！
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ＩｎｆｏｒｍａｔｉｏｎＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．Ｖａｎｃｏｕｖｅｒ，Ｃａｎａｄａ，２００９：

１２０４１２１２

［４７］ ＣｏｕｓｏｔＰ，ＣｏｕｓｏｔＲ．ＡＧａｌｏｉｓｃｏｎｎｅｃｔｉｏｎｃａｌｃｕｌｕｓｆｏｒａｂｓｔｒａｃｔ

ｉｎｔｅｒｐｒｅｔａｔｉｏｎ．ＡＣＭＳＩＧＰＬＡＮＮｏｔｉｃｅｓ，２０１４，４９（１）：３４

［４８］ ＢａｇｎａｒａＲ，ＨｉｌｌＰ Ｍ，ＺａｆｆａｎｅｌｌａＥ．ＴｈｅＰａｒｍａｐｏｌｙｈｅｄｒａ

ｌｉｂｒａｒｙ：Ｔｏｗａｒｄａｃｏｍｐｌｅｔｅｓｅｔｏｆｎｕｍｅｒｉｃａｌａｂｓｔｒａｃｔｉｏｎｆｏｒｔｈｅ

ａｎａｌｙｓｉｓａｎｄｖｅｒｉｆｉｃａｔｉｏｎｏｆｈａｒｄｗａｒｅａｎｄｓｏｆｔｗａｒｅｓｙｓｔｅｍｓ．

ＳｃｉｅｎｃｅｏｆＣｏｍｐｕｔｅｒＰｒｏｇｒａｍｍｉｎｇ，２００８，７２（６）：３２１

［４９］ ＣｅｒｎｙＰ，ＨｅｎｚｉｎｇｅｒＴ Ｈ，ＲａｄｈａｋｒｉｓｈｎａＡ．Ｑｕａｎｔｉｔａｔｉｖｅ

ａｂｓｔｒａｃｔｉｏｎｒｅｆｉｎｅｍｅｎｔ．ＡＣＭＳＩＧＰＬＡＮＮｏｔｉｃｅｓ，２０１３，４８（１）：

１１５１２８

［５０］ ＢａｇｎａｒａＲ，ＨｉｌｌＰＭ，ＺａｆｆａｎｅｌｌａＥ．Ｅｘａｃｔｊｏｉｎｄｅｔｅｃｔｉｏｎｆｏｒ

ｃｏｎｖｅｘｐｏｌｙｈｅｄｒａａｎｄｏｔｈｅｒｎｕｍｅｒｉｃａｌａｂｓｔｒａｃｔｉｏｎｓ．Ｃｏｍｐｕ

ｔａｔｉｏｎａｌＧｅｏｍｅｔｒｙ，２００９，４３（５）：４５３４７３

［５１］ ＪｉａｎｇＧｕｏＦｅｉ，ＧａｏＨｕｉＱｉ，ＷｕＣａｎｇＰｕ．Ｃｏｎｖｅｒｇｅｎｃｅｏｆ

ｄｉｓｃｒｅｔｉｚａｔｉｏｎｐｒｏｃｅｄｕｒｅｉｎＱｌｅａｒｎｉｎｇ．ＣｏｎｔｒｏｌＴｈｅｏｒｙａｎｄ

Ａｐｐｌｉｃａｔｉｏｎ，１９９９，１６（２）：１９４１９８（ｉｎＣｈｉｎｅｓｅ）

（蒋国飞，高慧琪，吴沧浦．Ｑ学习算法中网格离散化方法的

收敛性分析．控制理论与应用，１９９９，１６（２）：１９４１９８）

犆犎犈犖 犇狅狀犵犎狌狅，ｂｏｒｎｉｎ１９７４，

Ｐｈ．Ｄ．，ｌｅｃｔｕｒｅｒ． Ｈｉｓ ｍａｉｎ ｒｅｓｅａｒｃｈ

ｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｐｒｏｇｒａｍ ｖｅｒｉｆｉｃａｔｉｏｎ，

ｍｏｄｅｌｃｈｅｃｋｉｎｇ，ａｎｄａｕｔｏｍａｔｅｄｒｅａｓｏｎｉｎｇ．

犔犐犝犙狌犪狀，ｂｏｒｎｉｎ１９６９，Ｐｈ．Ｄ．，ｐｒｏｆｅｓｓｏｒ，Ｐｈ．Ｄ．

ｓｕｐｅｒｖｉｓｏｒ．Ｈｉｓｍａｉｎｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｉｎｔｅｌｌｉｇｅｎｃｅ

ｉｎｆｏｒｍａｔｉｏｎｐｒｏｃｅｓｓｉｎｇ，ａｕｔｏｍａｔｅｄｒｅａｓｏｎｉｎｇ，ａｎｄｍａｃｈｉｎｅ

ｌｅａｒｎｉｎｇ．

犣犎犝犉犲犻，ｂｏｒｎｉｎ１９７８，Ｐｈ．Ｄ．，ａｓｓｏｃｉａｔｅｐｒｏｆｅｓｓｏｒ．

Ｈｉｓｍａｉｎｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ，

ｔｅｘｔｍｉｎｉｎｇ，ａｎｄｐａｔｔｅｒｎｒｅｃｏｇｎｉｔｉｏｎ．

犑犐犖犎犪犻犇狅狀犵，ｂｏｒｎｉｎ１９７３，Ｍ．Ｓ．，ｌｅｃｔｕｒｅｒ．Ｈｉｓｍａｉｎ

ｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｓｉｎｃｌｕｄｅｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇａｎｄｄｅｅｐ

ｌｅａｒｎｉｎｇ．

犅犪犮犽犵狉狅狌狀犱

Ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｉｓａｂｒａｎｃｈｏｆｍａｃｈｉｎｅｌｅａｒｎｉｎｇ，

ｗｈｉｃｈｉｓｃｏｎｃｅｎｔｒａｔｅｄｏｎｈｏｗｓｏｆｔｗａｒｅａｇｅｎｔｓｏｕｇｈｔｔｏｔａｋｅ

ａｃｔｉｏｎｓａｃｃｏｒｄｉｎｇｔｏｔｈｅｓｔａｔｅｏｆａｎｅｎｖｉｒｏｎｍｅｎｔｓｏａｓｔｏ

ｍａｘｉｍｉｚｅｓｏｍｅｑｕａｎｔｉｔａｔｉｖｅ ｍｅｔｒｉｃ，ｎａｍｅｄｔｈｅｌｏｎｇｔｅｒｍ

ｃｕｍｕｌａｔｉｖｅｒｅｗａｒｄ．Ｔｈｕｓ，ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｉｓｐａｒｔｉｃｕｌａｒｌｙ

ｗｅｌｌｓｕｉｔｅｄｔｏｐｒｏｂｌｅｍｓｗｈｉｃｈｉｎｃｌｕｄｅａｌｏｎｇｔｅｒｍｖｅｒｓｕｓ

ｓｈｏｒｔｔｅｒｍｒｅｗａｒｄｔｒａｄｅｏｆｆ，ｓｕｃｈａｓｒｏｂｏｔｃｏｎｔｒｏｌ，ｅｌｅｖａｔｏｒ

ｓｃｈｅｄｕｌｉｎｇ，ｐａｔｈｐｌａｎｎｉｎｇ，ｗｅｂｉｎｆｏｒｍａｔｉｏｎｓｅａｒｃｈａｎｄｐｏｒｔｆｏｌｉｏ

ｍａｎａｇｅｍｅｎｔ．Ｂｕｔｉｎｐｒａｃｔｉｃｅ，ｆａｃｅｄｏｎｔｈｅｒｅｉｎｆｏｒｃｅｍｅｎｔ

ｌｅａｒｎｉｎｇｐｒｏｂｌｅｍｓｗｉｔｈｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓｐａｃｅ，ａｌｌｋｉｎｄｓｏｆ

ｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｔｅｃｈｎｏｌｏｇｙｉｓｃｈａｌｌｅｎｇｅｄｂｙｔｈｅｃｕｒｓｅ

ｏｆｄｉｍｅｎｓｉｏｎａｌｉｔｙ，ａｌｓｏｎａｍｅｄｔｈｅｓｔａｔｅｅｘｐｌｏｓｉｏｎｐｒｏｂｌｅｍ．

Ｔｗｏｅｘｉｓｔｉｎｇｍｅｔｈｏｄｓａｔｔａｃｋｉｎｇｔｈｅｃｕｒｓｅｏｆｄｉｍｅｎｓｉｏｎａｌｉｔｙ

ａｒｅｔｈｅｄｉｓｃｒｅｔｉｚａｔｉｏｎｏｆｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓｐａｃｅａｎｄｆｕｎｃｔｉｏｎ

ａｐｐｒｏｘｉｍａｔｉｏｎ．Ｔｈｅｏｒｅｔｉｃａｌｌｙ，ｆｕｎｃｔｉｏｎａｐｐｒｏｘｉｍａｔｉｏｎｃａｎ

ｄｅａｌｗｉｔｈｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇｐｒｏｂｌｅｍｓｗｉｔｈａｎｙｓｉｚｅｏｆ

ｓｔａｔｅｓｐａｃｅｕｎｄｅｒｃｏｎｄｉｔｉｏｎｔｈａｔａｓｅｔｏｆｂａｓｉｓｆｕｎｃｔｉｏｎｓｏｒ

ｋｅｒｎｅｌｆｕｎｃｔｉｏｎｓｅｎｃｏｄｉｎｇｔｈｅｆｅａｔｕｒｅｓｏｆｓｔａｔｅｓｐａｃｅｉｓ

ｒｅａｓｏｎａｂｌｙｓｅｔ．Ｂｕｔｆｕｎｃｔｉｏｎａｐｐｒｏｘｉｍａｔｉｏｎｄｏｅｓｎｏｔｓｃａｌｅｗｅｌｌ

ｄｕｅｔｏｔｈｅｒｅｑｕｉｒｅｍｅｎｔｏｆｄｅｅｐｉｎｓｉｇｈｔｉｎｔｏｄｏｍａｉｎｋｎｏｗｌｅｄｇｅ

ｗｈｅｎｓｅｔｔｉｎｇｔｈｅｂａｓｉｓｏｒｋｅｒｎｅｌｆｕｎｃｔｉｏｎｓｓｅｔａｎｄｔｈｅｈｉｇｈ

ｃｏｍｐｕｔａｔｉｏｎｃｏｓｔ．Ｔｈｅａｌｇｏｒｉｔｈｍｂａｓｅｄｏｎｔｈｅｄｉｓｃｒｅｔｉｚａｔｉｏｎ

ｏｆｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓｐａｃｅｐｅｒｆｏｒｍｓｏｎａｌｏｏｋｕｐｔａｂｌｅ，ｗｈｉｃｈ

ｈａｓｔｈｅａｄｖａｎｔａｇｅｓｏｆｓｔｒａｉｇｈｔｆｏｒｗａｒｄｐｒｉｎｃｉｐｌｅ，ｔｈｅｉｍｐｌｅ

ｍｅｎｔａｔｉｏｎｗｉｔｈｃｏｎｃｉｓｅｄａｔａｓｔｒｕｃｔｕｒｅａｎｄｔｈｅｌｉｇｈｔｗｅｉｇｈｔ

ｃｏｍｐｕｔａｔｉｏｎ．Ｂｕｔｔｈｅｅｘｉｓｔｉｎｇｒｅｓｅａｒｃｈｎｅｅｄｆｕｒｔｈｅｒｂｅａｄｖａｎｃｅｄ

ｉｎｓｏｍｅｒｅｓｐｅｃｔｓ，ｔｙｐｉｃａｌｌｙｉｎｃｌｕｄｉｎｇｔｈｅｆｏｒｍａｌｓｐｅｃｉｆｉｃａｔｉｏｎ

ｏｆａｂｓｔｒａｃｔｓｔａｔｅｗｉｔｈｒｉｇｉｄｓｙｎｔａｘａｎｄｔｈｅａｕｔｏｍａｔｅｄｔｏｏｌａｎｄ

ｐｒｏｇｒａｍｍｉｎｇｓｕｐｐｏｒｔｏｆｃｏｍｐｌｅｘｒｅａｓｏｎｉｎｇａｎｄｃｏｍｐｕｔａｔｉｏｎ，

ａｎｄ ａｄａｐｔｉｖｅ ｒｅｆｉｎｅｍｅｎｔ ｏｆ ｄｉｓｃｒｅｔｉｚａｔｉｏｎ ｍｅｃｈａｎｉｓｍ．

Ｃｏｎｓｉｄｅｒｉｎｇｔｈｅａｂｏｖｅｍｅｎｔｉｏｎｅｄｒｅｓｅａｒｃｈｂａｃｋｇｒｏｕｎｄｓ，ｔｈｅ

ｐａｐｅｒｐｒｅｓｅｎｔｓａｐｒｅｓｅｎｔａｔｉｏｎｏｆａｂｓｔｒａｃｔｓｔａｔｅｂａｓｅｄｏｎ
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ｃｏｎｖｅｘｐｏｌｙｈｅｄｒａｄｏｍａｉｎ，ａｎｄｔｈｅｃｏｎｖｅｘｐｏｌｙｈｅｄｒａｄｏｍａｉｎ

ｈａｓｅｎｏｕｇｈｅｘｐｒｅｓｓｉｖｅｎｅｓｓｐｏｗｅｒｆｏｒｓｏｌｖｉｎｇｒｅｉｎｆｏｒｃｅｍｅｎｔ

ｌｅａｒｎｉｎｇ ｐｒｏｂｌｅｍｓ ｗｉｔｈｃｏｎｔｉｎｕｏｕｓｓｐａｃｅ． Ｍｏｒｅｏｖｅｒ，ｉｎ

ｔｅｒｍｓｏｆａｂｓｔｒａｃｔｉｎｔｅｒｐｒｅｔａｔｉｏｎｉｎｆｏｒｍａｌｍｅｔｈｏｄ，ａｓｏｌｉｄ

ｆｒａｍｅｗｏｒｋｏｆｄｉｓｃｒｅｔｉｚａｔｉｏｎｍｅｃｈａｎｉｓｍａｎｄｖｉａｂｌｅｒｅｆｉｎｅｍｅｎｔ

ｆｕｎｃｔｉｏｎｓｉｓｆｏｒｍａｌｌｙｂｕｉｌｔ．ＡｖａｒｉａｎｔＡＰＤＱ（λ）ｏｆ犙（λ）

ｉｎｔｅｇｒａｔｉｎｇａｄａｐｔｉｖｅｒｅｆｉｎｅｍｅｎｔｍｅｃｈａｎｉｓｍｉｓｄｅｓｉｇｎｅｄａｎｄ

ｉｍｐｌｅｍｅｎｔｅｄ．Ｓｕｍｍａｒｉｌｙ，ＡＰＤＱ（λ）ｅｍｂｏｄｉｅｓｓｏｍｅａｔｔｒｉｂｕｔｅｓ

ｏｆｏｆｆｐｏｌｉｃｙ，ｅｌｉｇｉｂｉｌｉｔｙ ｔｒａｃｅ ｂａｓｅｄ ｂａｃｋｗａｒｄ ｔｅｍｐｏｒａｌ

ｄｉｆｆｅｒｅｎｃｅａｓｓｉｇｎｍｅｎｔａｎｄｔｈｅｃｏｎｖｅｒｇｅｎｃｅｇｕａｒａｎｔｅｅｂｅｓｉｄｅｓ

ｂｅｉｎｇｅａｓｉｌｙ ｓｃａｌｅｄ ｔｏ ｔｈｅ ｍｏｓｔｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ

ｐｒｏｂｌｅｍｓ．Ｔｈｅｃａｓｅｓｔｕｄｉｅｓａｂｏｕｔｍｏｕｎｔａｉｎｃａｒ（ＭＣ）ａｎｄ

ａｃｒｏｂａｔｉｃｒｏｂｏｔ（Ａｃｒｏｂｏｔ）ｗｉｔｈｔｈｅｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓｐａｃｅｓ

ｓｈｏｗｅｄｔｈａｔｔｈｅｐｅｒｆｏｒｍａｎｃｅｏｆＡＰＤＱ（λ）ｍｅｅｔｓｅｘｐｅｃｔａｔｉｏｎｓ

ａｎｄｔｈｅｉｄｅａｓｉｎｔｈｅｐａｐｅｒｗｏｕｌｄｂｅａｐｒｏｍｉｓｉｎｇｒｅｓｅａｒｃｈ

ａｓｐｅｃｔｆｏｒｃｈａｌｌｅｎｇｉｎｇｔｈｅｃｏｎｔｉｎｕｏｕｓｓｔａｔｅｓｐａｃｅ，ｅｖｅｎ

ｃｏｎｔｉｎｕｏｕｓａｃｔｉｏｎｓｐａｃｅｉｎｒｅｉｎｆｏｒｃｅｍｅｎｔｌｅａｒｎｉｎｇ．

Ｔｈｅｒｅｓｅａｒｃｈ ｗｏｒｋｉｎｔｈｅｐａｐｅｒｉｓｓｕｐｐｏｒｔｅｄｂｙｔｈｅ

ＮａｔｉｏｎａｌＮａｔｕｒａｌＳｃｉｅｎｃｅＦｏｕｎｄａｔｉｏｎｏｆＣｈｉｎａ （６１２７２００５，

６１３０３１０８，６１３７３０９４，６１４７２２６２，６１５０２３２３，６１５０２３２９），ｔｈｅ
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