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带有时间预测辅助任务的会话式序列推荐
陈　聪　张　伟　王　骏

（华东师范大学计算机科学与技术学院　上海　２０００６２）

摘　要　会话式序列推荐旨在根据短期匿名行为序列预测该用户近期行为，因为该任务设定考虑了用户偏好的变
化而备受学术和工业界关注．现有方法集中于以单任务模式预测下一交互对象，忽略了行为时间预测辅助任务中
的额外语义．在面向事件、地点的一般序列推荐问题中，有少数方法以并行方式同时预测下一交互对象及对应时
间，然而这并不完全契合用户先产生交互意图再选择合适时间的实际情况．为缓解上述问题影响，本文提出了一种
基于序列式多任务学习的会话式序列推荐方法，具有两方面特色．首先，该方法通过将下一交互对象预测结果作为
下一时间预测的输入，赋予两个任务顺序依赖性．相比于传统的并行式交互对象和时间预测方式该方法耦合性更
强．其次，本文开发了一种经过改进的双向时间间隔感知自注意力方法，使得会话中每个位置可以融合来自左右两
侧的交互对象及时间间隔信息．相比于过去的单向会话式序列推荐方法增强了建模会话上下文的能力，该方法有
利于更好地刻画用户兴趣表征．本文在Ｔｉａｎｃｈｉ电商数据集、Ｌａｓｔｆｍ音乐数据集以及Ｆｏｕｒｓｑｕａｒｅ地点行为轨迹数
据集上进行了实验．结果表明：（１）所提出方法在常用序列推荐指标上一致优于所采用的比较方法．特别地，在
犖犇犆犌＠５评价指标上比最好的基线方法ＴｉＳＡＳＲｅｃ平均提高１３．５１％；（２）序列式多任务学习和双向时间间隔感
知自注意力机制对于预测性能均能带来正面提升．

关键词　会话式序列推荐；交互对象预测；时间预测；序列式多任务学习；自注意力网络
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ｐｒｏｐｏｓｅｄｍｅｔｈｏｄｉｍｐｒｏｖｅｓｔｈｅａｄｏｐｔｅｄｓｔｒｏｎｇｂａｓｅｌｉｎｅｓｃｏｎｓｉｓｔｅｎｔｌｙｉｎｔｅｒｍｓｏｆｄｉｆｆｅｒｅｎｔｅｖａｌｕａｔｉｏｎ
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ｍｕｌｔｉｔａｓｋｌｅａｒｎｉｎｇ；Ｓｅｌｆａｔｔｅｎｔｉｏｎｎｅｔｗｏｒｋｓ

１　引　言
会话式序列推荐（ＳｅｓｓｉｏｎｂａｓｅｄＳｅｑｕｅｎｔｉａｌ

Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）是推荐系统中的重要研究方向，
其适用场景主要体现在当用户处于匿名状态或者用
户的长期交互行为未被记录时，推荐系统只能依靠
用户在当前会话中的短期行为序列产生推荐．例如，
因为用户隐私问题，电商平台在很多情况下无法跟
踪用户的长期浏览足迹，从而依赖于当前会话捕捉
用户的短期购买意图，预测用户感兴趣的目标商品；
另外一个常见的例子是，用户在未登录状态下使用
音乐软件，虽然无法确定用户身份，但平台仍然可以
根据用户在当前会话中的短期听歌记录推荐符合其
兴趣偏好的相关音乐．由于广泛存在的应用场景和
较高的实用价值，近年来该方向得到了越来越多研
究者的关注．

在早期研究中，基于马尔可夫链（ＭａｒｋｏｖＣｈａｉｎ，
ＭＣ）［１２］的推荐方法被用于会话式序列推荐中．但由
于仅考虑最近行为的影响，该类方法无法从会话序
列整体角度建模用户兴趣，因此预测准确性面临瓶
颈．近年来，深度学习在会话式序列推荐中逐渐成为
主流方法，主要思路为将整个会话建模为序列，并通
过深度神经网络从中捕捉用户兴趣以及交互对象间
的依赖关系，以实现下一交互对象的预测．Ｈｉｄａｓｉ
等人［３］首次将循环神经网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌ
Ｎｅｔｗｏｒｋ，ＲＮＮ）应用到会话式序列推荐中，效果相
比传统方法取得显著提升；Ｌｉ等人［４］利用ＲＮＮ和
注意力机制（ＡｔｔｅｎｔｉｏｎＭｅｃｈａｎｉｓｍ，Ａｔｔｅｎｔｉｏｎ）建模
用户的序列行为和主要目的；Ｌｉｕ等人［５］则利用注
意力机制和多层感知机（ＭｕｌｔｉｌａｙｅｒＰｅｒｃｅｐｔｒｏｎ，
ＭＬＰ）捕捉用户的整体兴趣和当前兴趣；Ｗｕ等人［６］

将会话建模为图结构，试图利用图神经网络（Ｇｒａｐｈ
ＮｅｕｒａｌＮｅｔｗｏｒｋ，ＧＮＮ）学习交互对象表示．
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虽然上述深度学习方法在会话式序列推荐任务
中取得了不错的性能，但仍然存在一些因素的制约．

首先，现有方法多以单任务模式预测下一交互
对象，忽略了下一时间预测辅助任务中的额外语义．
实际上，用户行为不仅涉及到交互对象序列，还包含
每次交互对应的具体时间戳信息．因此，如何使模型
能够同时利用交互对象和时间信息作为监督信号进
行训练对于提高序列推荐质量十分关键．少数前
人［７８］在这方面有所探索，提出序列神经网络与时序
点过程［９］融合的思路，以并行式多任务学习方式［１０］

同时预测交互对象及时间．这种方式虽然简单直接，
但与现实场景中用户先产生交互意图再选择合适时
间的实际情况不完全契合．例如，用户在电商平台购
买手机后，出于保护和装饰需要，很可能会接着挑选
手机壳；而对于蔬菜、水产等生鲜产品，出于食材新
鲜程度考虑，用户大多只会购买当日所需，次日再购
买其他生鲜，这样相邻两次行为时间间隔较大．因
此，下一交互对象不同，用户偏好的交互时间也存在
差异．

其次，现有方法大多只考虑会话序列中交互对
象时间戳信息所蕴含的序列模式，忽视了交互对象
之间的时间间隔对于表征用户兴趣的作用．直观上，
由于会话序列中相邻交互对象的时间间隔不同，具
有更近时间戳的交互对象不仅更能反映用户当前兴
趣［１１］，而且对于时间临近的交互对象的影响也会越
大．因此，考虑交互对象之间的时间间隔有利于对序
列中的每个交互对象实现精细化建模，进而推动用
户会话序列的整体表征效果．

为解决以上问题，本文在会话式序列推荐中引
入了时间预测辅助任务，以序列式多任务学习方式
依次预测下一交互对象及时间，即将下一交互对象
预测结果作为下一时间预测的输入．这种策略不仅
引入了时间知识促进模型学习，而且使得交互对象
和时间的预测顺序也更贴近现实场景．另外，最近
Ｌｉ等人［１１］在序列推荐任务中将时间间隔信息融入
到自注意力机制（ＳｅｌｆＡｔｔｅｎｔｉｏｎＭｅｃｈａｎｉｓｍ，Ｓｅｌｆ
Ａｔｔｅｎｔｉｏｎ），单向建模交互对象之间的时间间隔对
预测的影响．本文将其推广到会话式序列推荐并改
进为双向时间间隔感知自注意力机制（Ｂｉｄｉｒｅｃｔｉｏｎａｌ
ＴｉｍｅＩｎｔｅｒｖａｌＡｗａｒｅＳｅｌｆＡｔｔｅｎｔｉｏｎ），使得会话中
每个位置可以融合来自左右两侧的交互对象及时间
间隔信息，增强了建模会话上下文的能力，可以更为
准确地从会话序列整体角度刻画用户兴趣表征．

总体而言，本文的贡献总结如下：

（１）提出了一种针对会话式序列推荐任务的新
型序列式多任务深度推荐模型，通过时间预测辅助
任务促进交互对象的预测，达到了提升推荐性能的
目的．

（２）开发了一种经过改进的双向时间间隔感知
自注意力方法，赋予模型显式建模用户会话中每个
位置与其左右两侧对象交互的能力，并能有效融入
其对应时间间隔信息．

（３）在Ｔｉａｎｃｈｉ电商数据集、Ｌａｓｔｆｍ音乐数据
集、Ｆｏｕｒｓｑｕａｒｅ地点数据集进行了实验．实验结果
表明，所提出方法比基线方法取得显著提升．另外
也验证了以序列式多任务学习方式组织主辅任
务、双向时间间隔感知自注意力机制等核心部分
的有效性．

２　相关工作
２１　基于深度学习的会话式序列推荐

近年来，深度学习被证明是有效的序列数据建
模方法，ＲＮＮ、Ａｔｔｅｎｔｉｏｎ、ＧＮＮ等相关技术均在会
话式序列推荐中得到了广泛应用．Ｈｉｄａｓｉ等人［３］首
次尝试使用ＲＮＮ变体门控循环单元（ＧａｔｅＲｅｃｕｒ
ｒｅｎｔＵｎｉｔ，ＧＲＵ）建模会话序列，Ｔａｎ等人［１２］在此基
础上通过数据增强技术和考虑用户行为的时序变化
进一步提高模型性能；Ｌｉ等人［４］在利用ＧＲＵ建模
会话序列的同时利用Ａｔｔｅｎｔｉｏｎ计算不同交互对象
权重，捕捉用户在当前会话中的主要目的；Ｌｉｕ等
人［５］利用Ａｔｔｅｎｔｉｏｎ和ＭＬＰ完全替代ＲＮＮ，并强
调了最近一次交互对反映用户当前兴趣的重要作
用；Ｗｕ等人［６］将图结构应用到会话序列，建模交互
对象间的复杂关系，Ｑｉｕ等人［１３］则在会话图中捕捉
交互对象转换模式的内在顺序，最近Ｗａｎｇ等人［１４］

联合考虑了目标行为序列和辅助行为序列，通过构建
多关系会话图从全局角度学习交互对象之间的关系，
虽然考虑了将另一种行为作为辅助信息提高推荐质
量，但是也没有在利用时间信息上做出更多探索；
Ｋａｎｇ等人［１５］受Ｓｅｌｆａｔｔｅｎｔｉｏｎ在自然语言处理领域取
得优异表现的启发，在序列推荐中利用Ｓｅｌｆａｔｔｅｎｔｉｏｎ
替代ＲＮＮ建模用户行为序列，无论是序列模式挖掘
还是并行计算能力，Ｓｅｌｆａｔｔｅｎｔｉｏｎ均表现出了巨大
优势，该方法同样能够适用于会话式序列推荐．

虽然上述方法取得了显著效果，但是忽略了时
间预测辅助任务可学习到的额外语义，也没有考虑
交互对象之间的时间间隔对于表征用户兴趣的重要
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作用，本文在这两个方面做出了更多探索．
２２　时序点过程

时序点过程（ＴｅｍｐｏｒａｌＰｏｉｎｔＰｒｏｃｅｓｓ）是由连
续时间域上一系列离散事件构成的随机过程，作为
时间预测最流行的方法之一，在许多工作中和深度
学习技术紧密结合．Ｄｕ等人［９］使用ＲＮＮ建模历史
事件整体表示，将时序点过程的强度函数设计为历
史事件的非线性函数；Ｍｅｉ等人［１６］提出了神经霍克
斯过程（ＮｅｕｒａｌＨａｗｋｅｓＰｒｏｃｅｓｓ），利用长短期记忆
（ＬｏｎｇＳｈｏｒｔＴｅｒｍＭｅｍｏｒｙ，ＬＳＴＭ）学习历史事件
的累积信息，由事件之间的相互影响动态估计下一
事件的类型和发生时间；最近时序点过程也被应用
到地点预测问题的时间预测任务中，其中Ｌｉａｎｇ等
人［８］将用户长期偏好、动态兴趣和时序点过程组织
成了统一的体系结构，同时预测下一地点及时间．本
文将在时间预测辅助任务中利用时序点过程预测下
一交互对象发生时间．

时序点过程通常利用条件强度函数λ（狋）建模下
一事件发生时间［１７］．λ（狋）ｄ狋＝犘｛狋狀＋１∈［狋，狋＋ｄ狋）｜
犎狋｝表示在历史事件犎狋基础上下一事件将在小的
时间窗口［狋，狋＋ｄ狋）内发生的概率．设犳（狋）为条件密
度函数，犉（狋）为上次事件在狋狀发生以来下一事件会
在狋之前发生的累积概率，λ（狋）可指定为

λ（狋）ｄ狋＝犳（狋）ｄ狋
（１－犉（狋）） （１）

由以上公式，犳（狋）可表示为
犳（狋）＝λ（狋）ｅｘｐ－∫狋狋狀λ（!）ｄ（ ）ε （２）

不同时序点过程取决于条件强度函数λ（狋）的不
同选择．在４．３．２节中，本文将λ（狋）设计为相关语义
表示的非线性函数．
２３　多任务学习

多任务学习［１８］致力于利用多个相关任务同时
学习，以提升所有或者目标任务性能．多任务学习在
推荐系统领域应用较为广泛．Ｈａｄａｓｈ等人［１９］将推
荐系统领域中的排序任务和评分预测任务通过多任
务学习进行结合．Ｌｕ等人［２０］通过文本生成任务产
生的输出，为评分预测任务提供可解释性．最近，腾
讯公司提出了渐进式分层抽取模型，实现了基于共
享知识和任务特定知识的渐进式路由机制，并在腾
讯视频推荐数据集上验证了其优越性［２１］．

与本文最相关的多任务序列推荐工作［８９］将时
间预测和事件／地点预测融合到一个统一的多任务
学习框架中．然而，他们均采用并行式多任务学习方

式，即利用模型得到的序列单个语义表示同时预测
下一交互对象及对应时间，忽略了现实场景中用户
往往先产生交互意图再选择合适时间的实际情况．
因此，本文侧重于通过序列式多任务学习解决这一
问题．

３　问题定义
本节对会话式序列推荐进行形式化定义，包括

所研究问题的正式描述和相关符号含义说明，并给
出了本文使用的主要符号定义．

设数据集中交互对象集合"＝｛狏１，狏２，…，狏犿｝，
其中犿为交互对象个数．会话序列定义为犛＝
［狊１，狊２，…，狊狀］，其中狀为序列长度，狊犻∈"按照时间
顺序排列．犛对应的时间戳序列犜＝［狋１，狋２，…，狋狀］，
狋犻为狊犻的发生时间．会话内交互对象之间的时间间隔
定义为矩阵犚，其中狉犻，犼＝狋犻－狋犼．

所研究问题可正式描述为：给定会话序列犛以
及交互对象之间的时间间隔犚，预测下一交互对象
及时间（狊狀＋１，狋狀＋１）．其中通过间接预测下一交互对
象发生的时间间隔τ狀＋１，得到狋狀＋１＝狋狀＋τ狀＋１．

本文使用的主要符号定义如表１所示．
表１　符号定义

符号 描述
犛，犜 会话序列和时间戳序列
犿 交互对象个数
狀 序列长度
犱 语义向量维度
犚 时间间隔矩阵
犈犐 交互对象嵌入矩阵
犈犌 时间间隔嵌入矩阵
犡 交互对象输入嵌入矩阵

犕犓，犕犞 时间间隔输入嵌入矩阵
犘犓，犘犞 位置嵌入矩阵

４　模　型
在本节中，详细介绍本文提出的以序列式多任

务学习方式预测下一交互对象及时间的会话式序列
推荐方法．首先，给出对交互对象序列和时间间隔进
行预处理并在嵌入层映射为稠密向量表示的方法．
然后，说明利用双向时间间隔感知自注意力网络对
会话序列建模的具体细节．接着，介绍如何以序列式
多任务学习方式依次预测下一交互对象及时间．最
后，给出对主辅任务进行联合训练的方法．模型结构
如图１所示．
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图１　模型结构

４１　嵌入层
嵌入层负责将输入的会话序列和时间间隔映射

为稠密向量表示．首先根据集合"

，创建交互对象嵌
入矩阵犈犐∈!

犿×犱，其中犱为语义向量维度．对于会
话序列，经填充０或保留最近交互将其处理为长度
为狀的定长序列，并通过犈犐映射为矩阵犡∈!

狀×犱，
填充位置均为全零向量．

对于时间间隔犚，根据Ｌｉ等人［１１］的方法，时间
戳序列犜的填充部分取值与第一个非填充位置相
同，由犜得到犚∈"

狀×狀．经过狉犻，犼＝狉犻，犼／ｍｉｎ（犚）缩
放和狉犻，犼＝ｍｉｎ（犪，狉犻，犼）裁剪处理，犚中元素被限定为
０到犪之间的自然数，其中犪为控制时间间隔取值
上限的超参数．最后创建时间间隔嵌入矩阵犈犌∈
!

２×（犪＋１）×犱，第一个维度为２的原因是要将处理后的
犚映射为犕犓∈!

狀×狀×犱和犕犞∈!

狀×狀×犱，分别用于自
注意力计算中的ｋｅｙ和ｖａｌｕｅ．

由于自注意力计算需要对位置信息进行显式编
码，这里采取的方法是将可学习的位置嵌入矩阵
犘犓∈!

狀×犱和犘犞∈!

狀×犱分别用于自注意力计算中的
ｋｅｙ和ｖａｌｕｅ．
４２　自注意力网络

近年来，Ｔｒａｎｓｆｏｒｍｅｒ模型［２２］及其变体在许多
自然语言处理任务中取得最佳表现，其使用的自注
意力机制也随之被大量应用于序列推荐中．在本文
工作中，为了学习到主辅任务之间的语义差异，利用
两个自注意力网络分别对会话序列建模，定义为

ＳＡＮＩ和ＳＡＮＴ，两个网络结构一致，参数不同，共
享模型输入与嵌入层．另外，受Ｌｉ等人［１１］工作启
发，本文开发了一种经过改进的双向时间间隔感知
自注意力方法，会话中每个位置可以融合来自左右
两侧的交互对象及时间间隔信息．由于ＳＡＮＩ和
ＳＡＮＴ的网络结构相同，下面将统一阐述．网络结
构如图２所示．

图２　自注意力网络

４．２．１　双向时间间隔感知自注意力
Ｔｒａｎｓｆｏｒｍｅｒ中使用的自注意力机制可定义为

Ａｔｔｅｎｔｉｏｎ（犙，犓，犞）＝ｓｏｆｔｍａｘ犙犓
Ｔ

槡
烄
烆

烌
烎犱犞（３）

其中犙、犓、犞分别表示ｑｕｅｒｙ、ｋｅｙ、ｖａｌｕｅ，缩放因子
槡犱可防止内积过大，犱为语义向量维度．为了引入
时间间隔和位置信息，需对该式进一步改进［１１］．

自注意力机制输入犡＝［狓１，狓２，…，狓狀］，定义输
出犣＝［狕１，狕２，…，狕狀］，其中犣∈!

狀×犱．在自注意力机
制中加入时间间隔和位置信息的方法：

狕犻＝∑
狀

犼＝１
α犻犼（狓犼犠犞＋犕犞

犻犼＋犘犞犼） （４）
其中犠犞∈!

犱×犱在ｖａｌｕｅ中对输入进行线性变换．
权重系数α犻犼可通过ｓｏｆｔｍａｘ函数计算：

α犻犼＝ｅｘｐ（犲犻犼）∑
狀

犽＝１
ｅｘｐ（犲犻犽） （５）

同时相关性分数犲犻犼的计算也考虑了交互对象
之间的时间间隔和位置信息：

犲犻犼＝狓犻犠
犙（狓犼犠犓＋犕犓

犻犼＋犘犓犼）Ｔ
槡犱 （６）

其中犠犙∈!

犱×犱和犠犓∈!

犱×犱分别用于在ｑｕｅｒｙ和
ｋｅｙ中对输入进行线性变换．
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Ｌｉ等人［１１］对用户行为序列进行单向建模，序列
中每个位置均参与训练，为了防止信息泄露，自注意
力计算中每个位置均要屏蔽右侧的交互对象及时间
间隔信息．这种方式虽然加快了训练速度，但也有很
大缺陷，一方面每个位置只能利用左侧的交互数据，
这无疑损失了大量可利用信息，限制了交互对象的表
示能力，另一方面由于推荐场景存在复杂的未知因
素，用户行为不一定会严格遵循顺序关系，从左右两
侧捕捉上下文语义对于用户行为序列建模至关
重要［２３］．

为了对会话序列双向建模，使得每个位置能够
融合来自左右两侧的交互对象及时间间隔信息，本
文对每个会话进行数据增强处理产生多个子序列，
其中每个子序列只有最后的位置参与训练，比如会
话［狊１，狊２，…，狊狕－１，狊狕］划分出的子序列及下一交互对
象为｛（［狊１］，狊２），（［狊１，狊２］，狊３），…，（［狊１，狊２，…，
狊狕－１］，狊狕）｝．因此，对于上述式（６）中的相关性分数计
算以及式（４）中的输出序列计算，序列中每个位置均
不用屏蔽右侧的交互信息，增强了建模会话上下文
的能力，有利于更好地刻画用户兴趣表征．
４．２．２　前馈网络

自注意力机制本质仍是线性建模，为了赋予模
型非线性能力并增强不同维度之间的交互，在双向
时间间隔感知自注意力后使用两层前馈网络：

犺犻＝犚犲犔犝（狕犻犠１＋犫１）犠２＋犫２ （７）
其中犠１∈!

犱×犱、犠２∈!

犱×犱、犫１∈!

犱、犫２∈!

犱为可学
习参数．前馈网络输出可定义为犎＝［犺１，犺２，…，犺狀］∈
!

狀×犱．
４．２．３　堆叠自注意力模块

双向时间间隔感知自注意力和前馈网络可分别
定义为ＳＡ和ＦＦＮ，两者的组合可看作基本的自注
意力模块．通常堆叠多个自注意力模块可以捕捉更
复杂的交互模式，但网络加深也会造成过拟合、梯度
消失等问题，本文利用随机失活（Ｄｒｏｐｏｕｔ）［２４］、残差
连接（ＲｅｓｉｄｕａｌＣｏｎｎｅｃｔｉｏｎ）［２５］、层归一化（Ｌａｙｅｒ
Ｎｏｒｍａｌｉｚａｔｉｏｎ）［２６］等技术解决上述问题．

将每层自注意力模块的犣和犎进一步定义为
犣犾和犎犾，犾∈［１，…，犾狀］表示层数，在此给出整个自
注意力网络的结构定义：
犣犾＝ＬＮ（犎犾－１＋Ｄｒ（ＳＡ（犎犾－１，犕犓，犕犞）））（８）

犎犾＝ＬＮ（犣犾＋Ｄｒ（ＦＦＮ（犣犾））） （９）
其中Ｄｒ和ＬＮ分别表示随机失活和层归一化操作，
犎０＝犡．另外，每层自注意力模块参数不同．

４３　预测层
通过堆叠多层自注意力模块，自注意力网络的输

出为犎犾狀∈!

狀×犱．如图１所示，将ＳＡＮＩ和ＳＡＮＴ
最后位置的输出犎犾狀狀分别定义为狅犻和狅狋，作为会话
的语义表示．接下来以序列式多任务学习方式预测
下一交互对象及时间，下一交互对象预测结果会作
为下一时间预测的输入．相比并行式，序列式更加契
合用户先产生交互意图后选择合适时间的实际情
况，同时也使得主辅任务的联系更加紧密．
４．３．１　下一交互对象预测

首先将序列语义表示狅犻∈!

犱与交互对象嵌入
矩阵犈犐∈!

犿×犱中每个交互对象的嵌入表示做内
积，得到当前序列与每个交互对象的相关性分数：

狉＝狅犻（犈犐）Ｔ （１０）
其中狉∈!

犿，狉犼表示当前序列与交互对象犼的相关
性分数，数值越高意味着相关性越强．

然后选择相关性分数最高的交互对象作为下一
交互对象预测结果：

狊^狀＋１＝ａｒｇｍａｘ（狉） （１１）
４．３．２　下一时间预测

在得到下一交互对象的预测结果后，预测其发
生时间．首先通过以下方式将序列语义表示狅狋与下
一交互对象嵌入表示犈犐狊^狀＋１进行融合：

犮狋＝［狅狋；犈犐狊^狀＋１］犠犮＋犫犮 （１２）
其中［狅狋；犈犐狊^狀＋１］∈!

２犱表示狅狋与犈犐狊^狀＋１的拼接操作，犠犮∈
!

２犱×犱、犫犮∈!

犱为可学习参数．另外，训练阶段式
（１２）中的下一交互对象如果直接取真实输出，会造
成训练阶段和推断阶段的不一致，也就是曝光偏差
问题，本文利用计划采样（ＳｃｈｅｄｕｌｅｄＳａｍｐｌｉｎｇ）［２７］
解决该问题，训练阶段每次当时间预测需融合下一
交互对象时，以概率狆选择真实输出狊狀＋１，或以概率
１－狆选择由式（１１）得到的预测结果狊^狀＋１，概率狆随
着训练轮次增加而指数衰减．概率狆可计算如下：

狆＝κ犲狆狅犮犺＿狀狌犿 （１３）
其中κ是控制指数衰减速率的超参数，犲狆狅犮犺＿狀狌犿
是当前已经完成的训练轮次．

然后，利用时序点过程预测下一时间，基于融合
得到的表示犮狋，条件强度函数可定义为

λ（狋）＝ｅｘｐ（犮狋·狌狋Ｔ＋狑狋·犵狀＋犫狋） （１４）
其中犵狀＝狋－狋狀为上次交互以来的时间间隔，犫狋为偏
置项，狌狋∈!

犱、狑狋∈!

、犫狋∈!均为可学习参数，指数
函数用于非线性变换并保证了强度为正．

接着，用式（１４）替代式（２）中的条件强度函数，
得到条件密度函数的完整表达：
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犳（狋）＝ｅｘ｛ｐ犮狋·狌狋Ｔ＋狑狋·犵狀＋犫狋＋１狑狋ｅｘｐ（犮狋·狌狋Ｔ＋犫狋）－
１
狑狋ｅｘｐ（犮

狋·狌狋Ｔ＋狑狋·犵狀＋犫狋｝） （１５）
最后，下一时间预测结果可计算如下：

狋^狀＋１＝狋狀＋∫∞

狋狀
狋·犳（狋）ｄ狋 （１６）

式（１６）中的积分并没有解析解，可利用一维函数中
常用的数值积分技术近似计算．
４４　模型训练

本文将下一交互对象及时间预测主辅任务以多
任务学习框架进行联合训练．对于下一交互对象预
测任务，以二元交叉熵损失为目标函数：

犾狅狊狊犻＝－［Ｉｎ（σ（狉狊狀＋１））＋Ｉｎ（１－σ（狉狊′））］（１７）
其中对于每个真实输出狊狀＋１，采样了一个负样本狊′，
σ为ｓｉｇｍｏｉｄ函数，Ｉｎ为自然对数函数．

对于下一时间预测任务，目标函数定义为
－Ｉｎ（犳（狋狀＋１）），具体形式如下：
犾狅狊狊狋 ｛＝－犮狋·狌狋Ｔ＋狑狋·犵狀＋犫狋＋１狑狋ｅｘｐ（犮

狋·狌狋Ｔ＋犫狋）－
１
狑狋ｅｘｐ（犮

狋·狌狋Ｔ＋狑狋·犵狀＋犫狋｝） （１８）
其中犵狀＝狋狀＋１－狋狀．

最终的目标函数为主辅任务目标函数的和：

犾狅狊狊＝∑
犫狊

犼＝１
（犾狅狊狊犻＋β犾狅狊狊狋） （１９）

其中β是调整时间预测辅助任务权重的超参数，犫狊
是在优化器中使用的批量大小（ＢａｔｃｈＳｉｚｅ）．最后，
可利用端到端的反向传播算法训练整个模型．算法１
给出了模型参数学习的主要步骤．

算法１．　模型参数学习算法．
输入：训练集#

狋狉及其样本数量｜#

狋狉｜，交互对象集合
"

，批量大小犫狊，总训练轮次犲狆狅犮犺＿狋狅狋犪犾，每个轮
次的迭代次数犻狋犲狉＿狋狅狋犪犾＝｜#狋狉｜／犫狊

输出：训练好的模型参数
１．随机初始化模型参数
２．ＦＯＲ犻＝１ＴＯ犲狆狅犮犺＿狋狅狋犪犾ＤＯ
３．ＦＯＲ犼＝１ＴＯ犻狋犲狉＿狋狅狋犪犾ＤＯ
４． 从训练集#

狋狉中采样犫狊个样本组成当前训练批
量，每个样本包括会话序列犛、时间间隔犚、下一
交互对象及时间（狊狀＋１，狋狀＋１）；

５． 对于上述每个样本的真实输出狊狀＋１，采样一个
负样本狊′；

６． 针对当前训练批量，根据式（１９）计算目标函数值；
７． 基于优化器的反向传播算法优化上述目标函数，

更新模型参数；
８．ＥＮＤ
９．ＥＮＤ

５　实验设置
５１　数据集①

本文在三个公开真实数据集上评估不同方法．
（１）Ｔｉａｎｃｈｉ①．阿里巴巴的公开数据集，基于电

商平台真实用户商品行为，提供了２０１４年１１月１８
日到２０１４年１２月１８日一个月内２００００个用户对
４７５８４８４个商品的２３２９１０２７次交互．

（２）Ｌａｓｔｆｍ②．该数据集收集了音乐平台Ｌａｓｔ．ｆｍ
上的用户听歌记录，提供了２００９年５月５日之前
９９２个用户的完整听歌记录，包括对９６１４１６首歌曲
的１９１５０８６８次交互．

（３）Ｆｏｕｒｓｑｕａｒｅ③．Ｆｏｕｒｓｑｕａｒｅ是一个基于地理
位置信息的社交平台，用户可以通过分享自己当前
位置进行签到．该数据集提供了２０１２年４月１２日
到２０１３年２月１６日美国纽约和日本东京的用户签
到记录［２８］．本文使用东京的用户签到数据，包括
２２９３个用户对６１８５８个地点的５７３７０３次交互．

三个数据集包含用户的整个交互序列，数据预
处理需要将每个用户的交互序列划分为多个会话，
同时后续忽略用户ＩＤ等相关信息，以适应会话式序
列推荐的用户匿名场景．对Ｔｉａｎｃｈｉ，过滤掉少于５０
次交互的商品，以会话内相邻交互对象的时间间
隔不超过２４小时来划分序列，并剔除长度小于３
的会话．对Ｌａｓｔｆｍ和Ｆｏｕｒｓｑｕａｒｅ的处理流程相同．
对Ｌａｓｔｆｍ，过滤掉少于２０次交互的歌曲，会话内相
邻交互对象的时间间隔不超过６０分钟．对Ｆｏｕｒ
ｓｑｕａｒｅ，过滤掉少于５次交互的地点，会话内相邻交
互对象的时间间隔不超过２４小时．

将会话划分为训练集、验证集和测试集，Ｔｉａｎｃｈｉ
和Ｆｏｕｒｓｑｕａｒｅ上每个用户前８０％会话用于训练，中
间１０％用于验证，后１０％用于测试，由于用户会话
数量较多，Ｌａｓｔｆｍ上该比例取９８％、１％、１％，数据
集统计信息见表２．另外，训练集每个会话需要按照
４．２．１节的方法经过数据增强处理划分为多个子序
列用于训练．对时间戳序列的处理方式相同，其中
Ｔｉａｎｃｈｉ、Ｌａｓｔｆｍ、Ｆｏｕｒｓｑｕａｒｅ的时间戳序列分别以
小时、分钟、小时为单位．

由表２可知，三个数据集的会话平均长度均在
１６以内．为了充分利用数据，本文将序列长度狀统

７４８１９期 陈　聪等：带有时间预测辅助任务的会话式序列推荐

①
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一设置为２０，训练和推断阶段均按照４．１节的方法
对会话序列进行预处理．

表２　数据集统计信息
数据集 交互对象

数量
训练会话
数量

测试会话
数量

会话平均
长度

Ｔｉａｎｃｈｉ ４０９０１ ２３０５１２ １７５７２ １５．３４
Ｌａｓｔｆｍ １５６２９４ ９２７３５９ ９９８０ １３．９０
Ｆｏｕｒｓｑｕａｒｅ １５１００ ４２３１６ ５３８８ ７．７５

５２　评价指标
对于下一交互对象预测任务，利用命中率犎犻狋

和归一化折损累计增益犖犇犆犌评估推荐性能［２９］，取
了四个常用的Ｔｏｐ犽评价指标犎犻狋＠５、犎犻狋＠１０、
犖犇犆犌＠５、犖犇犆犌＠１０．其中犎犻狋＠犽衡量真实输出
是否排在前犽，未考虑具体位置，犖犇犆犌＠犽则为更
靠前的位置分配更大的分数．为了减轻计算负担，对
于每个真实输出随机采样了１００个负例，真实输出
和负例一同排序．犎犻狋＠犽和犖犇犆犌＠犽定义如下：

犎犻狋＠犽＝１
#

狋犲∑犻∈#

狋犲
#

（犚犪狀犽狉狊狀＋１犽）（２０）

　犖犇犆犌＠犽＝１
#

狋犲∑犻∈#

狋犲

２#

（犚犪狀犽狉狊狀＋１犽）－１
ｌｏｇ２（犚犪狀犽狉狊狀＋１＋１）

（２１）
其中#

狋犲和#

狋犲分别表示测试集及其样本数量，#
为指示函数，表示真实输出的相关性分数是否位于
前Ｔｏｐ犽位置．由于每个序列样本只对应一个真实
下一交互对象，犖犇犆犌＠犽可表示为犇犆犌＠犽形式．

对于下一时间预测任务，利用均方根误差
犚犕犛犈评估模型表现．犚犕犛犈可定义为

犚犕犛犈＝ １
#

狋犲∑
犻∈#

狋犲
（狋^狀＋１－狋狀＋１）槡 ２ （２２）

５３　基线方法
本文将所提出方法与以下方法对比．
第一类是基于深度学习的序列推荐方法，由于

基于马尔可夫链的传统方法已被以下多数方法超
越，本文忽略了与他的比较：

（１）ＧＲＵ４Ｒｅｃ［３］．在会话式序列推荐中首次使
用ＧＲＵ建模用户序列．

（２）ＮＡＲＭ［４］．在ＧＲＵ的基础上加入Ａｔｔｅｎ
ｔｉｏｎ用来捕捉用户在会话中的主要目的．

（３）ＳＴＡＭＰ［５］．利用Ａｔｔｅｎｔｉｏｎ和ＭＬＰ替代
ＲＮＮ，建模用户的整体兴趣和当前兴趣．

（４）ＳＲＧＮＮ［６］．将会话序列建模为图结构数
据，使用ＧＮＮ捕捉交互对象之间的复杂转换．

（５）ＳＡＳＲｅｃ［１５］．在序列推荐中使用Ｓｅｌｆａｔｔｅｎ
ｔｉｏｎ完全替代ＲＮＮ去建模用户序列，该方法同样适
用于会话式序列推荐．

（６）ＴｉＳＡＳＲｅｃ［１１］．对ＳＡＳＲｅｃ进一步改进，在
Ｓｅｌｆａｔｔｅｎｔｉｏｎ中加入了交互对象之间的时间间隔．

第二类选取了以多任务学习框架进行事件／地
点和时间预测的方法，他们均只使用单个网络建模
用户序列，以并行式预测下一交互对象及时间：

（１）ＲＭＴＰＰ［９］．将ＲＮＮ与时序点过程结合，预
测下一事件及时间．

（２）ＰＲＰＰＡＵ［８］．考虑了用户长期偏好和动态
兴趣，结合ＧＲＵ和时序点过程预测下一地点及时
间．实验去掉了其中利用用户ＩＤ表示长期偏好的
部分．
５４　实现细节

本文使用ＴｅｎｓｏｒＦｌｏｗ框架实现所提出方法和
基线方法，优化器选择Ａｄａｍ［３０］，最优超参数的组
合根据模型在验证集上的表现确定，并在测试集
上验证模型效果．本文方法对应的最优超参数设
置如表３所示．

表３　超参数设置
数据集 批量大小，犫狊学习率，犾狉自注意力模块

层数，犾狀
语义向量
维度，犱 Ｌ２正则化，犾２随机失活，

犱狉狅狆狅狌狋
时间间隔
最大值，犪

指数衰减
速率，κ

辅助任务
权重，β

Ｔｉａｎｃｈｉ ５１２ ０．００１ ２ １２８ ０．０００１ ０．２ ５１２ ０．９２ ０．１　
Ｌａｓｔｆｍ ５１２ ０．００１ ２ １２８ ０．０００１ ０．１ １０２４ ０．９０ ０．００１
Ｆｏｕｒｓｑｕａｒｅ ５１２ ０．００１ ２ １２８ ０．０００１ ０．１ ５１２ ０．９７ ０．１　

６　实验结果
６１　下一交互对象预测主任务方法对比

表４、表５、表６给出了下一交互对象预测主任务
中不同方法在三个数据集上的实验结果对比．在所有

基线方法中，ＳＡＳＲｅｃ和ＴｉＳＡＳＲｅｃ比基于ＲＮＮ、
Ａｔｔｅｎｔｉｏｎ和ＧＮＮ的方法效果更突出，证明了Ｓｅｌｆ
ａｔｔｅｎｔｉｏｎ建模序列数据的优势，其中ＴｉＳＡＳＲｅｃ是
效果最好的基线方法，原因是在Ｓｅｌｆａｔｔｅｎｔｉｏｎ中加
入交互对象之间的时间间隔信息后，模型可以捕捉
到时间间隔对于表征用户兴趣的重要作用．

８４８１ 计　　算　　机　　学　　报 ２０２１年
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表４　犜犻犪狀犮犺犻上下一交互对象预测主任务不同方法对比
方法 犎犻狋＠５犎犻狋＠１０犖犇犆犌＠５犖犇犆犌＠１０

ＧＲＵ４Ｒｅｃ ０．４１６５ ０．５３３８ ０．３１０４ ０．３４８２
ＮＡＲＭ ０．５５９５ ０．６０６９ ０．４８２９ ０．４９８３
ＳＴＡＭＰ ０．５８３７ ０．６２７３ ０．５２９７ ０．５３４８
ＳＲＧＮＮ ０．６１３３ ０．６５２９ ０．５５２４ ０．５７０１
ＲＭＴＰＰ ０．５００３ ０．５５６９ ０．４３２５ ０．４５０８
ＰＲＰＰＡＵ ０．５６５２ ０．６１１６ ０．５０４０ ０．５１９５
ＳＡＳＲｅｃ ０．７７１８ ０．８５１９ ０．６２３９ ０．６５０１
ＴｉＳＡＳＲｅｃ ０．７９５３ ０．８７２４ ０．６４９１ ０．６７４２
Ｏｕｒｓ ０．８４２１ ０．８９３８ ０．７３８８ ０．７５５７

表５　犔犪狊狋犳犿上下一交互对象预测主任务不同方法对比
方法 犎犻狋＠５犎犻狋＠１０犖犇犆犌＠５犖犇犆犌＠１０

ＧＲＵ４Ｒｅｃ ０．２３３０ ０．３３０３ ０．１６１４ ０．１９２８
ＮＡＲＭ ０．４４６２ ０．５００１ ０．２９１４ ０．３０８８
ＳＴＡＭＰ ０．４５８６ ０．５０９８ ０．３０２７ ０．３１６４
ＳＲＧＮＮ ０．４６２１ ０．５２６５ ０．３０９３ ０．３２７８
ＲＭＴＰＰ ０．３２０８ ０．３８５９ ０．２７０４ ０．２９１３
ＰＲＰＰＡＵ ０．３３１９ ０．４００８ ０．２８０１ ０．３０２３
ＳＡＳＲｅｃ ０．４７３１ ０．６０５８ ０．３４５２ ０．３８８０
ＴｉＳＡＳＲｅｃ ０．４８５７ ０．６１８３ ０．３５８８ ０．４０１６
Ｏｕｒｓ ０．５４４９ ０．６５９１ ０．４１９６ ０．４５９７

表６　犉狅狌狉狊狇狌犪狉犲上下一交互对象预测主任务不同方法对比
方法 犎犻狋＠５犎犻狋＠１０犖犇犆犌＠５犖犇犆犌＠１０

ＧＲＵ４Ｒｅｃ ０．５１８９ ０．６１３９ ０．４０９０ ０．４３９７
ＮＡＲＭ ０．５６３７ ０．６３９７ ０．４８７１ ０．５０８５
ＳＴＡＭＰ ０．５９６５ ０．６５０９ ０．５１６４ ０．５２９６
ＳＲＧＮＮ ０．６４３２ ０．６８２２ ０．５６１７ ０．５７０３
ＲＭＴＰＰ ０．５６０４ ０．６３８６ ０．４６３７ ０．４８９０
ＰＲＰＰＡＵ ０．５８６０ ０．６４８１ ０．５０４４ ０．５２１５
ＳＡＳＲｅｃ ０．７５４８ ０．８２９５ ０．６４５５ ０．６７６６
ＴｉＳＡＳＲｅｃ ０．７６５２ ０．８３１８ ０．６６０７ ０．６８２５
Ｏｕｒｓ ０．８０８４ ０．８６３４ ０．７２５３ ０．７４３２

本文所提出方法优于所有基线方法，在犎犻狋＠５、
犎犻狋＠１０、犖犇犆犌＠５、犖犇犆犌＠１０指标上比ＴｉＳＡＳＲｅｃ
分别取得了７．９１％、４．２８％、１３．５１％、１１．８２％的提
升（三个数据集取平均，下同），原因一方面是引入了
时间预测辅助任务，以序列式多任务学习方式预测
下一交互对象及时间，使模型学习到了更多知识，另
一方面双向时间间隔感知自注意力机制也使得序列
中每个位置可以融合来自左右两侧的交互对象及时
间间隔信息．另外，虽然ＲＭＴＰＰ和ＰＲＰＰＡＵ方法
也包含时间预测辅助任务，但和本文方法存在较大
差距，除了ＲＮＮ建模能力不如Ｓｅｌｆａｔｔｅｎｔｉｏｎ的因
素，另外的原因一方面是这些方法均在主辅任务上
共享同一个ＲＮＮ，参数硬共享无法捕捉任务间的语
义差异，另一方面并行式并不完全契合用户交互的
实际情况，任务间无法产生更为紧密的联系．

为了进一步验证本文所提出方法相比于ＴｉＳＡＳ
Ｒｅｃ的优势，利用配对狋检验（ｐａｉｒｅｄ狋ｔｅｓｔ）验证两

个方法的测试结果是否存在显著性差异．以一个指
标为例，具体流程是：首先利用相同种子对两个方法
进行模型参数初始化并完成训练和测试，在不同的
种子下重复该过程１０次，该指标测试结果可组成
１０对样本，也就是样本数量为１０；然后计算所有配
对的差值，并假设差值满足正态分布；接着利用所得
差值计算狋值；最后查狋检验临界值表，根据样本数
量和狋值确定狆值范围，参照置信水平（设置为
９５％）做出两组数据是否存在显著性差异的判断．狋
值计算公式如下：

狋＿狏犪犾狌犲＝ 珚犱
狊犱／狊犪犿＿槡 狀狌犿

（２３）

其中珚犱和狊犱分别表示所得差值的平均值和标准差，
狊犪犿＿狀狌犿为样本数量．

接下来具体对犎犻狋＠５和犖犇犆犌＠５指标进行显
著性分析．表７给出了Ｆｏｕｒｓｑｕａｒｅ数据集上犎犻狋＠５
和犖犇犆犌＠５指标各自对应的１０对测试结果．根据
式（２３）计算狋值，得到狋＿狏犪犾狌犲犎犻狋＠５、狋＿狏犪犾狌犲犖犇犆犌＠５分
别为５１．３４、５７．２７．经查表可知，两个指标的狆值均
远小于０．０５，因此可以认为该数据集上两个方法的
测试结果存在显著性差异．
表７　犉狅狌狉狊狇狌犪狉犲上狆犪犻狉犲犱狋狋犲狊狋显著性分析原始测试结果
编号 犎犻狋＠５

Ｏｕｒｓ ＴｉＳＡＳＲｅｃ
犖犇犆犌＠５

Ｏｕｒｓ ＴｉＳＡＳＲｅｃ
１ ０．８０７５ ０．７６２４ ０．７２５２ ０．６５９１
２ ０．８０８８ ０．７６８８ ０．７２３８ ０．６６５３
３ ０．８１２５ ０．７６７３ ０．７２５８ ０．６６４５
４ ０．８０８２ ０．７６６１ ０．７２２８ ０．６６４４
５ ０．８０７６ ０．７６７０ ０．７２６８ ０．６６１４
６ ０．８１１１ ０．７６６３ ０．７２６７ ０．６６１０
７ ０．８１１９ ０．７６３７ ０．７２８７ ０．６６０３
８ ０．８１１８ ０．７６６９ ０．７２７４ ０．６６１７
９ ０．８１０４ ０．７６８３ ０．７２６２ ０．６６５３
１０ ０．８１０６ ０．７６３５ ０．７２５６ ０．６６００

按照上述方法同样可以对Ｔｉａｎｃｈｉ和Ｌａｓｔｆｍ
数据集上的犎犻狋＠５和犖犇犆犌＠５指标进行显著性
分析，此处不再赘述．表８给出了三个数据集的显著
性分析结果，最终可得出的结论是，本文所提出方法
在三个数据集上均比ＴｉＳＡＳＲｅｃ取得显著提升．

表８　三个数据集上狆犪犻狉犲犱狋狋犲狊狋显著性分析结果
数据集 测试指标 样本数量 狋值 置信水平／％
Ｔｉａｎｃｈｉ 犎犻狋＠５ １０ ７９．１９ ９５

犖犇犆犌＠５ １０ １３２．１２ ９５
Ｌａｓｔｆｍ 犎犻狋＠５ １０ ６９．６１ ９５

犖犇犆犌＠５ １０ ９１．９５ ９５
Ｆｏｕｒｓｑｕａｒｅ 犎犻狋＠５ １０ ５１．３４ ９５

犖犇犆犌＠５ １０ ５７．２７ ９５
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６２　下一时间预测辅助任务方法对比
表９给出了下一时间预测辅助任务中不同方法

在三个数据集上的ＲＭＳＥ实验结果对比．另外，时
序点过程建模使用的时间单元过小可能会造成训练
困难、计算溢出等问题，本文通过增大时间单元解
决［８］．由于时间戳单位和下一时间间隔数值范围（见
５．１节）不同，Ｔｉａｎｃｈｉ、Ｌａｓｔｆｍ、Ｆｏｕｒｓｑｕａｒｅ的时间
单元分别取的是４小时、５分钟、４小时．

表９　三个数据集上不同方法的ＲＭＳＥ结果对比
方法 Ｔｉａｎｃｈｉ Ｌａｓｔｆｍ Ｆｏｕｒｓｑｕａｒｅ
ＲＭＴＰＰ ０．８１３６ ０．７７４０ ４．３２３１
ＰＲＰＰＡＵ ０．７７９１ ０．７７０８ ４．１４８６
Ｏｕｒｓ ０．７６６８ ０．７６６２ ３．９５５４

由实验结果可以看出：在主任务取得优异表现的
同时，辅助任务效果也超过了基线方法，比ＲＭＴＰＰ
和ＰＲＰＰＡＵ分别提升了５．０９％和２．２８％．
６３　不同主辅任务形式影响分析

为了验证本文提出的以序列式多任务学习方式
组织主辅任务方法的有效性，本节对比了主辅任务
组织的五种形式：

（１）不加入时间预测辅助任务的单任务形式，
也就是只预测下一交互对象．

（２）主辅任务共享同一个自注意力网络，以并
行式同时预测下一交互对象及时间．

（３）主辅任务共享同一个自注意力网络，以序
列式依次预测下一交互对象及时间．

（４）主辅任务使用不同自注意力网络，以并行
式同时预测下一交互对象及时间．

（５）主辅任务使用不同自注意力网络，以序列
式依次预测下一交互对象及时间．

表１０、表１１、表１２给出了不同形式在三个数据
集上的实验结果．由实验结果可以看出：其他四种主
辅任务形式均比单任务形式有明显提升，证明了时
间预测辅助任务对提高推荐效果的重要作用；当共
享同一个网络或使用不同网络，序列式比并行式在
犖犇犆犌＠５指标上分别提升了１．７１％和３．７８％，证
明了以序列式多任务学习方式组织主辅任务方法的

表１０　犜犻犪狀犮犺犻上不同主辅任务形式对比
方法 犎犻狋＠５ 犎犻狋＠１０ 犖犇犆犌＠５
单任务 ０．８００２ ０．８７６６ ０．６７１１

共享网络＋并行式 ０．８１１５ ０．８８１０ ０．６９８５
共享网络＋序列式 ０．８２０４ ０．８８２５ ０．７０９２
不同网络＋并行式 ０．８２７８ ０．８８６８ ０．７１６４
不同网络＋序列式 ０．８４２１ ０．８９３８ ０．７３８８

表１１　犔犪狊狋犳犿上不同主辅任务形式对比
方法 犎犻狋＠５ 犎犻狋＠１０ 犖犇犆犌＠５
单任务 ０．５０３１ ０．６２３９ ０．３６４０

共享网络＋并行式 ０．５１０９ ０．６３０８ ０．３８２６
共享网络＋序列式 ０．５１７４ ０．６３９２ ０．３９０９
不同网络＋并行式 ０．５２３６ ０．６４５７ ０．３９８１
不同网络＋序列式 ０．５４４９ ０．６５９１ ０．４１９６

表１２　犉狅狌狉狊狇狌犪狉犲上不同主辅任务形式对比
方法 犎犻狋＠５ 犎犻狋＠１０ 犖犇犆犌＠５
单任务 ０．７７４３ ０．８４３２ ０．６７８６

共享网络＋并行式 ０．７８０１ ０．８４６３ ０．６８４５
共享网络＋序列式 ０．７８８８ ０．８４９０ ０．６９４２
不同网络＋并行式 ０．７９６９ ０．８５２５ ０．７０５５
不同网络＋序列式 ０．８０８４ ０．８６３４ ０．７２５３

优势；另外，使用不同网络比共享网络的效果更为突
出，原因是相比于单个网络，使用不同网络能够捕捉
到不同任务间的语义差异．
６４　自注意力网络结构影响分析

为了验证本文开发的双向时间间隔感知自注意
力方法的有效性，本节在自注意力网络中对时间间
隔和双向结构进行擦除实验．ｗ／ｏＧ表示去掉时间
间隔，每个位置只融合来自左右两侧的交互对象，不
考虑时间信息；ｗ／ｏＳ表示去掉双向结构，每个位置
只融合左侧的交互对象及时间间隔信息；ｗ／ｏＧ／Ｓ
表示同时去掉时间间隔和双向结构，每个位置只融
合左侧的交互对象．

表１３、表１４、表１５给出了不同网络结构在三个
数据集上的实验结果．由实验结果可以看出：当去掉
时间间隔或双向结构，模型效果均明显下降，其中

表１３　犜犻犪狀犮犺犻上不同自注意力网络结构对比
方法 犎犻狋＠５ 犎犻狋＠１０ 犖犇犆犌＠５

ｗ／ｏＧ／Ｓ ０．８１６８ ０．８７７５ ０．６９６５
ｗ／ｏＧ ０．８２１９ ０．８８０８ ０．７１３６
ｗ／ｏＳ ０．８３０４ ０．８８４１ ０．７２１７
Ｏｕｒｓ ０．８４２１ ０．８９３８ ０．７３８８

表１４　犔犪狊狋犳犿上不同自注意力网络结构对比
方法 犎犻狋＠５ 犎犻狋＠１０ 犖犇犆犌＠５

ｗ／ｏＧ／Ｓ ０．５０３２ ０．６３４４ ０．３８１９
ｗ／ｏＧ ０．５１７７ ０．６３９０ ０．３９６０
ｗ／ｏＳ ０．５２９５ ０．６４５３ ０．４００２
Ｏｕｒｓ ０．５４４９ ０．６５９１ ０．４１９６

表１５　犉狅狌狉狊狇狌犪狉犲上不同自注意力网络结构对比
方法 犎犻狋＠５ 犎犻狋＠１０ 犖犇犆犌＠５

ｗ／ｏＧ／Ｓ ０．７８９５ ０．８５０７ ０．６９５９
ｗ／ｏＧ ０．７９４７ ０．８５７１ ０．７０６５
ｗ／ｏＳ ０．７９８０ ０．８５７６ ０．７１０４
Ｏｕｒｓ ０．８０８４ ０．８６３４ ０．７２５３

０５８１ 计　　算　　机　　学　　报 ２０２１年

《
 计
 算
 机
 学
 报
 》



ｗ／ｏＳ、ｗ／ｏＧ、ｗ／ｏＧ／Ｓ在犖犇犆犌＠５指标上分别
下降了３．００％、３．８８％、６．２５％，一方面说明了时间
间隔对模型预测的重要影响，另外也验证了融合左
右两侧交互对象及时间间隔信息的必要性．
６５　重要超参数影响分析

本节主要讨论了本文所提出方法涉及到的一些
重要超参数对模型效果的影响，包括辅助任务权重
β、语义向量维度犱、时间间隔最大值犪．

（１）辅助任务权重．由６．１节和６．３节的分析可
知，引入时间预测辅助任务对提高推荐效果具有关键
作用，现在研究不同辅助任务权重对模型效果的影
响，该超参数的具体取值集合是｛１０－４，１０－３，１０－２，
１０－１，１００｝．图３给出了三个数据集上犖犇犆犌＠５指
标在该集合上的变化曲线，对于辅助任务权重的每
个取值，其他超参数保持最优设置不变．从图中可以
看出：辅助任务权重对模型效果影响较大，Ｔｉａｎｃｈｉ、
Ｌａｓｔｆｍ、Ｆｏｕｒｓｑｕａｒｅ分别在１０－１、１０－３、１０－１处取得
最佳表现；三个数据集均在１０－４处表现最差，原因
是辅助任务权重过小使得主任务无法充分利用辅助
任务提高推荐效果；但过高的权重１００并没有取得
较好的效果，可能原因是模型过多地关注辅助任务
反而会对主任务产生一定的抑制作用．

图３　辅助任务权重对模型效果的影响

（２）语义向量维度．接下来分析语义向量维度
如何影响模型效果，该超参数的具体取值集合是
｛１６，３２，６４，１２８，２５６｝．图４给出了三个数据集上
犖犇犆犌＠５指标的变化曲线．从图中可以看出：三个
数据集上犖犇犆犌＠５的变化趋势整体一致，随着语
义向量维度增加，模型效果也随之提高，最终在犱
取１２８时达到最佳；当继续增加犱到２５６，模型效果
均有所下降，原因是更大的维度反而会导致过拟合，
降低了模型的泛化能力．

图４　语义向量维度对模型效果的影响
（３）时间间隔最大值．该超参数将会话序列中

交互对象之间的时间间隔限定为０到犪之间的自然
数，具体取值集合是｛６４，１２８，２５６，５１２，１０２４，２０４８｝．
图５给出了三个数据集上犖犇犆犌＠５指标的变化曲
线．从图中可以看出：模型效果随着时间间隔最大值
的增加而提高，Ｔｉａｎｃｈｉ、Ｌａｓｔｆｍ、Ｆｏｕｒｓｑｕａｒｅ分别在
５１２、１０２４、５１２处达到最佳；之后当时间间隔最大值
进一步增加时，模型效果趋于稳定．

图５　时间间隔最大值对模型效果的影响

６６　模型训练时长分析
本文在主辅任务中使用不同网络分别对会话序

列建模，模型主体结构相比于ＴｉＳＡＳＲｅｃ多使用了
一个自注意力网络，因此在提高推荐效果的同时也
会增加训练时间开销．本节对相关训练时长进行了
对比分析．

表１６给出了ＴｉＳＡＳＲｅｃ和本文所提出方法在
三个数据集上的训练轮次、训练时长、每轮次的平均
训练时长（单位为秒）．相关训练时长均在同一运行
环境（显卡：ＮＶＩＤＩＡＧｅＦｏｒｃｅＲＴＸ２０８０Ｔｉ）下测
量．由结果可以看出：两个方法训练轮次一致，本文
所提出方法相比于ＴｉＳＡＳＲｅｃ在训练时长上增加了
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３５．７５％．如何在提升模型推荐效果的同时尽可能减
少额外时间开销值得未来做进一步探索．

表１６　三个数据集上不同方法的训练时长对比
数据集 方法 训练轮次训练时长平均训练时长
Ｔｉａｎｃｈｉ ＴｉＳＡＳＲｅｃ １０ ２４４２３ ２４４２．３０

Ｏｕｒｓ １０ ３３７３２ ３３７３．２０
Ｌａｓｔｆｍ ＴｉＳＡＳＲｅｃ ８ ６５０３５ ８１２９．３８

Ｏｕｒｓ ８ ８４０２０ １０５０２．５０
ＦｏｕｒｓｑｕａｒｅＴｉＳＡＳＲｅｃ ５０ １２８５２ ２５７．０４

Ｏｕｒｓ ５０ １７９８７ ３５９．７４

７　总　结
本文针对会话式序列推荐这一重要问题进行研

究，提出了一种新型的序列式多任务深度推荐模型，
不仅引入了时间知识促进模型学习，而且使得交互
对象和时间的预测顺序也更贴近现实场景．另外，开
发了一种经过改进的双向时间间隔感知自注意力方
法，赋予模型显式建模用户会话中每个位置与其左
右两侧对象交互的能力，并能有效融入其对应时间
间隔信息．在三个公开数据集上的实验结果表明了
所提出方法的优越性．
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