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收稿日期：２０２００９２１；在线发布日期：２０２１０５１１．本课题得到国家自然科学基金（６１９７６０３２）资助．安敬民，博士研究生，主要研究方向为
推荐系统、泛在计算、知识工程．Ｅｍａｉｌ：ｊｉｎｇｍｉｎａｎ１０１８＠１６３．ｃｏｍ．李冠宇（通信作者），博士，教授，博士生导师，中国计算机学会（ＣＣＦ）
高级会员，主要研究领域为物联网、知识工程．Ｅｍａｉｌ：ｌｉｇｕａｎｙｕ＠ｄｌｍｕ．ｅｄｕ．ｃｎ．蒋　伟，博士研究生，主要研究方向为算法优化、知识工
程．孙云浩，博士研究生，主要研究方向为语义网、知识工程．

基于用户活动轨迹和个性化区域划分的兴趣点推荐
安敬民　李冠宇　蒋　伟　孙云浩
（大连海事大学信息科学技术学院　辽宁大连　１１６０２６）

摘　要　随着基于位置的社交网络（ＬｏｃａｔｉｏｎＢａｓｅｄＳｏｃｉａｌＮｅｔｗｏｒｋｓ，ＬＢＳＮｓ）与兴趣点（ＰｏｉｎｔｏｆＩｎｔｅｒｅｓｔ，ＰＯＩ）推荐
的有效组合，近年来已涌现出大量的相关研究，这些方法主要可分为将地理、社会、类别、文本以及时间等上下文信
息进行建模并融合，进而克服数据稀疏问题并提升兴趣点推荐的性能．但已有的兴趣点推荐方法认为不同上下文
间相互独立，在对不同上下文建模并融合的过程中忽略了其内在联系，导致上下文信息未得到充分利用．另外，在
将上下文模型融合到用户自身偏好模型时，未考虑上下文信息对用户历史签到记录的不同影响．为应对上述挑战，
本文合理地重构了上下文信息模型并有效地融合到用户偏好模型中，且提出了一种基于用户活动轨迹和个性化区
域划分的兴趣点推荐方法．该方法根据用户的活动轨迹刻画出其日常活动区域，并探索了不同用户间的地理距离
分布以及活动轨迹的相似度以建模社会关系对用户签到的影响．进一步地，结合用户活动轨迹区域内的ＰＯＩ的地
理信息，使用带有自适应带宽的核密度估计方法评估ＰＯＩ间的地理相关性，以建模ＰＯＩ地理信息对用户签到的影
响．最后，将用户社会关系模型和ＰＯＩ地理信息模型与用户自身偏好模型融合，使用改进的加权矩阵分解技术求解
用户的个性化ＰＯＩ推荐．本文分别采用经典的和当前流行的相关研究作为基准，在Ｇｏｗａｌｌａ和Ｆｏｕｒｓｑｕａｒｅ数据集
上进行对比，实验结果表明本文方法具有更好的ＰＯＩ推荐效果，说明了本文提出的模型在融合策略和克服数据稀
疏性方面更具优势．

关键词　基于位置的社交网络；兴趣点推荐；上下文信息；数据稀疏；用户活动轨迹；加权矩阵分解
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ｍｏｄｅｌｉｎｏｖｅｒｃｏｍｉｎｇｔｈｅｐｒｏｂｌｅｍｓｏｆｄａｔａｓｐａｒｓｉｔｙａｎｄｃｏｌｄｓｔａｒｔ．

犓犲狔狑狅狉犱狊　ｌｏｃａｔｉｏｎｂａｓｅｄｓｏｃｉａｌｎｅｔｗｏｒｋ；ｐｏｉｎｔｏｆｉｎｔｅｒｅｓｔｒｅｃｏｍｍｅｎｄａｔｉｏｎ；ｃｏｎｔｅｘｔｉｎｆｏｒｍａｔｉｏｎ；
ｄａｔａｓｐａｒｓｅ；ａｃｔｉｖｉｔｙｔｒａｃｋｓｏｆｕｓｅｒｓ；ｗｅｉｇｈｔｅｄｍａｔｒｉｘｆａｃｔｏｒｉｚａｔｉｏｎ

１　引　言
随着移动设备和无线网络在近几年的快速发展

与普及，人们在日常生活中获得了越来越多的便利，
这其中以人们可以随时分享自己的位置和兴趣点
（ＰｏｉｎｔｏｆＩｎｔｅｒｅｓｔ，ＰＯＩ）最为普遍，也使得基于位置
的社交网络（ＬｏｃａｔｉｏｎＢａｓｅｄＳｏｃｉａｌＮｅｔｗｏｒｋｓ，ＬＢＳＮｓ）
受到了广大用户和专家学者的关注，例如国内的大众
点评平台，国外的Ｇａｗａｌｌａ和Ｆｏｕｒｓｑｕａｒｅ网站等最
为典型．当前常见的ＬＢＳＮｓ的基本结构框架如图１
所示，用户将自己签到过的位置通过点评的方式分
享到网络平台上，其他用户通过ＬＢＳＮｓ查找符合自
己偏好的ＰＯＩ（电影院、餐厅和景点等）．其中，我们
不难发现，在整个签到和社交过程中，除了用户的签

到数据，同时产生了丰富的上下文信息，比如可直接
获取的用户社交信息、ＰＯＩ的地理信息、类别信息、
文本信息和签到时间信息等，以及隐含在交互信息
中的某些社会行为关系．能够对这些上下文信息进
行合理地挖掘和使用，将会促进基于ＬＢＳＮｓ的ＰＯＩ
个性化推荐进一步发展．

图１　基于位置的社交网络模型
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个性化ＰＯＩ推荐服务旨在综合用户偏好和其他
的上下文信息，向用户推荐其未曾访问过的ＰＯＩ［１］．
对用户本身而言，这无疑为其日常出行等活动提供
了方便，而对于第三方商家来说，也可以获取更多用
户潜在的ＰＯＩ，并向相应的用户群体推送广告，以达
到准确定位客户需求的目的．

截至目前，关于ＬＢＳＮｓ的ＰＯＩ推荐的研究层
出不穷，但为了实现更加高效的个性化ＰＯＩ推荐，
仍然主要存在两个问题需进一步解决．其一，现实世
界中现有的位置ＰＯＩ的数量是巨大的，且遍布各
地，但相比较而言，每个用户实际访问且签到过的
ＰＯＩ数量确是极少的，这造成了可利用的签到数据
矩阵的高稀疏性，也为以数据分析为基础的个性化
ＰＯＩ推荐带来了挑战；其二，实现个性化ＰＯＩ推荐，
需要结合用户在社会交互过程中产生的上下文信
息．由于上下文信息是多样化的，若只考虑部分上下
文信息（地理或社会信息）会对推荐的准确性产生较
大的影响，而全面地考虑多种上下文信息来拟合用
户决策过程，如何有效合理地融合信息建模也成为
了一个难题．

首先，根据地理学第一定律［２］可知，相邻事物的
相似度大于远离事物，所以地理距离是用户考虑是
否访问一个ＰＯＩ的重要因素．地理因素主要包括
“用户用户”距离、“用户ＰＯＩ”距离和“ＰＯＩＰＯＩ”距
离三种，前者是用户间的社会地理距离，主要指不同
用户所在生活区域距离，而两后者分别是用户与
ＰＯＩ间的地理距离和用户未访问过的ＰＯＩ与签到
过的ＰＯＩ间距离．其次，由于用户签到行为大多发
生在其自身的日常生活区域附近［３５］，所以我们认
为，在用户的社会关系上，那些现实中与该用户社会
地理距离较近且行为习惯相近者（如朋友、邻居或者
其他人）对用户的偏好决策影响更大．因此，为解决
签到数据稀疏问题和提高个性化ＰＯＩ推荐准确
性，将上述提及的地理、社会、ＰＯＩ类别、文本以及
时间等上下文信息与用户自身偏好有效地融合是
现阶段的研究重点．而在现有的一些研究工作［６１３］

中主要存在以下问题：（１）未能同时充分考虑上述
影响因素；（２）在综合不同上下文对用户偏好决策
时，假设上下文间是相互独立的，而忽略了其可能的
内在联系；（３）在上下文与用户自身偏好融合过程
中，忽略了上下文对零项与非零项的不同影响．如文
献［６８，１０，１３］缺少对ＰＯＩ文本内容或时间信息的
考虑，文献［６，１１１２］忽略了上下文间可能存在的内
在联系，文献［７１３］中的融合策略未考虑上下文对

用户ＰＯＩ签到矩阵中的零项与非零项的不同影响．
针对上述分析，本文提出了一种基于用户的活

动轨迹和个性化区域划分的ＰＯＩ推荐方法，该方法
的主要工作和贡献点如下：（１）联合“用户用户”、
“用户ＰＯＩ”和“ＰＯＩＰＯＩ”地理距离关系、用户签到时
间以及文本内容信息，提出了全新的社会地理模型
的建模方法；（２）向用户ＰＯＩ签到矩阵中融入ＰＯＩ
类别信息的影响来建模用户自身偏好，并提出了一种
具有两步融合策略的加权矩阵分解技术（Ｗｅｉｇｈｔｅｄ
ＭａｔｒｉｘＦａｃｔｏｒｉｚａｔｉｏｎ，ＷＭＦ）；（３）本文在两个真实
的ＬＢＳＮｓ数据集（Ｇｏｗａｌｌａ和Ｆｏｕｒｓｑｕａｒｅ）上进行
了多角度多评估指标的实验，结果证实该方法相比现
有的方法具有更好的性能，也同时说明本文在融合多
种上下文信息建模和克服数据稀疏性方面更具优势．

本文第２节对现有的基于ＬＢＳＮｓ的ＰＯＩ推荐
方法进行概述；第３节给出基于用户活动轨迹和个
性化区域划分的上下文信息建模；第４节是上下文
信息与用户偏好的融合模型；第５节详细介绍本文
的实验设计与结果分析；第６节是工作总结．

２　相关工作
为了更好地实现在ＬＢＳＮｓ中的ＰＯＩ个性化推

荐服务，当前大多研究工作均采用将上下文信息与
用户签到数据相结合的方式来进行ＰＯＩ推荐，主要
涉及的上下文信息包括地理位置信息、社会信息和
ＰＯＩ类别信息，并同时也有少量研究工作针对时间
信息和文本信息做了相关研究．
２１　基于地理信息的犘犗犐推荐

不同于其他的个性化推荐服务（比如图书、电影
和音乐等项目的推荐），基于ＬＢＳＮｓ的个性化ＰＯＩ
推荐更强调是用户对ＰＯＩ的实际签到或访问的交
互动作，所以ＰＯＩ的地理关系对用户签到行为的决
策起到了不可忽视的作用．在早期的一些工作［１４１６］

当中，作者仅根据用户间的地理关系以计算用户间
相似关系的权重或者将位置ＰＯＩ视为普通的推荐
项目，利用基于项目的协同过滤方法实现推荐，而未
考虑ＰＯＩ具体位置间距离的影响．而后，部分学者
利用真实数据分析用户所签到过的ＰＯＩ间的距离
是具有一定规律特征的，因此使用分布函数进一步
拟合位置间距离的分布．如Ｙｅ等人［１７］利用被同一
用户访问过的ＰＯＩ在空间上具有聚类的特点，提出
ＰＯＩ位置间的幂律分布；Ｃｈｅｎｇ等人［１］发现用户签
到呈现一种多中心现象，并提出了一种多中心高斯
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分布模型；而Ｚｈａｎｇ等人［１８］通过研究提出，基于位
置的用户签到行为是个性化的，不具有一般性，故提
出一种基于核密度估计的个性化地理位置建模方
法，且针对核密度估计中的带宽进行了优化并给出
了一种ＰＯＩ地理关系的近似评估方法，以及设计了
一种上下文信息的联合方法求解用户偏好的ＰＯＩ［１９］；
在此基础上，Ｌｉａｎ等人［２０］和Ｌｉ等人［２１］将地理信息
融入到矩阵分解当中，分别提出ＧｅｏＭＦ模型和
ＲａｎｋＧｅｏＭＦ模型，主要是针对签到的数据和未签
到的数据做了不同的处理（如分配不同权重或排
序）；而Ｌｉｕ等人［２２］则对ＰＯＩ级别进行划分，从单个
ＰＯＩ和区域ＰＯＩ两个角度分析地理位置信息对用
户偏好的影响；近期，Ｙａｎｇ等人［２３］利用神经网络
（Ｎｅｕｒａｌ）较强的感知和表达能力，将半监督学习建
模的上下文信息（地理位置信息和社会关系信息）与
协同过滤方法获得的用户偏好信息有效结合来进行
ＰＯＩ推荐．

在当前现有的工作中已证明了地理信息在用户
个性化ＰＯＩ推荐中的有效性和重要性，但大多研究
只在其基础上考虑了部分上下文信息（如社会信息），
且以简单的线性组合或矩阵分解方式进行融合．
２２　基于社会信息的犘犗犐推荐

在ＬＢＳＮｓ中，用户不是独立存在的，且用户间具
有社会关系（如朋友关系），该关系对用户个性化ＰＯＩ
推荐有着积极的影响．早期的一些研究工作［１７，２４２５］采
用基于用户的协同过滤方法，根据用户对相同ＰＯＩ
的签到数据，利用Ｃｏｎｓｉｎｅ相似度、Ｐｅａｒｓｏｎ相关度
或Ｊａｃｃａｒｄ系数等计算用户间的相似度．而后，在一
些研究［１，１７，２５２７］中，认为朋友间具有更多的相似签到
行为，并且他们的兴趣更为相似，所以为了更好地将
社会信息融合到ＰＯＩ推荐过程中，使用基于朋友的
协同过滤方法［２５］和随机游走算法［２８３０］量化社会关
系对用户偏好的影响（即朋友向用户推荐其未访问
过的ＰＯＩ对用户偏好决策的影响），并结合矩阵分
解实现ＰＯＩ推荐．而Ｚｈａｎｇ等人［６］认为用户和朋友
间的社会签到关系服从幂律分布，并采用幂律分布
函数构建社会关系评估模型．除此之外，仍有少量的
研究考虑了地理位置对社会关系的影响；如Ｇａｏ等
人［３］采取地理位置与社会关系相结合的方式，提出
地理距离与朋友关系的四种组合，并以线性组合的
方式实现用户对未访问过的ＰＯＩ的预测；而Ｌｉ等
人［７］则从三个角度来分析和建模社会关系，分别是
社会联系的朋友关系、对相同ＰＯＩ进行签到的朋友
关系和生活区域较近的朋友关系三个方面，并将三

类朋友关系融合到一个具有两种损失函数的矩阵分
解模型当中，以提高ＰＯＩ推荐准确率和解决冷启动
问题．近期，Ｇａｏ等人［３１］就信任社会信息对ＰＯＩ推
荐的影响展开了研究，将信任关系分为显性的信任
朋友关系和隐性的信任朋友关系，并基于ＳＶＤ＋＋
模型将两类信任关系融合建模，并联合地理信息构
建基于矩阵分解技术的分解模型．

上述研究工作在ＰＯＩ推荐方面均取得了明显
的效果，但仍存在以下不足：（１）在计算朋友签到行
为相似度时，只考虑朋友间对同一位置的签到，而忽
略了不同位置ＰＯＩ的语义关系．如狌１和狌２是朋友关
系，狌１签到过某水上公园犾１，狌２签到过某湿地公园
犾２，犾１和犾２属于同一语义范畴，具有一定的语义相似
性；（２）大多研究工作只将社会关系视为朋友关系，
而在文献［１，１０，１８］中已指出，朋友间的ＰＯＩ分享
或共同签到的ＰＯＩ重叠率不足１０％，说明朋友关系
对用户ＰＯＩ决策的影响是有限的，仍要进一步挖掘
非朋友用户间的社会（行为）关系在ＰＯＩ个性化推
荐中的作用．
２３　基于类别等信息的犘犗犐推荐

除了地理信息和社会信息在用户个性化ＰＯＩ
推荐中被广泛使用，部分研究工作也对其他上下文
信息在ＰＯＩ推荐中的应用进行了研究．ＰＯＩ类别信
息能够隐式地表明用户在签到ＰＯＩ上的相关性，因
此Ｌｉｕ等人［８］在地理或社会信息的基础上，利用用
户签到数据构建ＰＯＩ类别的相关矩阵，并直接融合
到矩阵分解中以求解用户对ＰＯＩ的偏好；而在文献
［６，８］中，则是将社会信息与ＰＯＩ类别信息进行乘
法组合，以从多方面考虑朋友间的相似度；Ｌｉ等
人［７］则是考虑了类别信息对用户自身偏好的影响．
同时仍有部分工作［３２３６］分别针对文本信息和时间信
息在ＰＯＩ推荐中的作用进行了研究．近期，Ｚｈａｎｇ
等人［９］注意到ＰＯＩ的文本内容中隐含着多个不同
特征，这对致力于缺失项预测的矩阵分解模型具有
较高的价值，他们从用户签到矩阵中抽取出用户标
签矩阵以进一步分析用户与ＰＯＩ间的潜在关系，并
最终联合社会及地理影响与用户偏好融合．而Ｇａｏ
等人［３７］首次基于神经网络提出了一个时间感知的
ＰＯＩ推荐网络模型，利用神经网络学习签到行为记
录中的用户、ＰＯＩ及时间的交叉特征和组合特征进
行ＰＯＩ推荐．以及Ｘｉｎｇ等人［１０］采用卷积神经网络
（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）深度挖掘文
本内容的三种信息，即ＰＯＩ属性、用户兴趣和用户
情感，同时与由高斯分布获得的ＰＯＩ地理关系融入
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矩阵分解模型中；而Ｈａｏ等人［１１］侧重于用户ＰＯＩ
签到事件的实时跟踪及表示的研究，利用ＣＮＮ抽
取并表示出访问过的ＰＯＩ文本内容中关键字、位置
和时间的多模式嵌入，并设计了一种实时事件嵌入
的矩阵分解模型．Ｘｉｏｎｇ等人［１２］则是就现有研究未
能考虑ＰＯＩ文本信息的多源性，提出了基于ＬＢＳＮｓ
和ＭＢＳＮｓ（基于微博的社会网络，ＭｉｃｒｏｂｌｏｇＢａｓｅｄ
ＳｏｃｉａｌＮｅｔｗｏｒｋｓ）的文本主题抽取方法，并结合时
间信息建模文本内容对用户签到的影响，同时融合
用户的社会关系及ＰＯＩ地理相关性构建预测ＰＯＩ
的联合分布模型．最近，Ｌｉ等人［１３］提出了ＰＯＩ间的
竞争关系分析方法，利用基于图神经网络（Ｇｒａｐｈ
ＮｅｕｒａｌＮｅｔｗｏｒｋ，ＧＮＮ）的深度学习框架将地理信
息、文本内容信息和用户行为偏好有效融合以挖掘
ＰＯＩ间的竞争关系，且认为更强的竞争关系即更强
的ＰＯＩ相关性，并实现ＰＯＩ推荐．

上述相关研究工作已从多角度建模上下文信息
来拟合用户偏好，包括地理、社会、类别、文本和时间
方面，但主要仍存在以下问题：（１）将时间分割成离
散片段，而时间本质上是连续的；（２）在上下文的建
模和融合过程中认为上下文间是相互独立的，而忽
略了其内在联系；（３）由于用户签到矩阵是稀疏的，
零项的处理方法的选用对最后的推荐结果有较大影

响，这些方法大多直接将上下文信息与用户偏好信
息直接拟合，未考虑上下文信息与用户偏好信息中
的零项和非零项间的实际关系．

综上所述，现有的基于ＬＢＳＮｓ的ＰＯＩ个性化
推荐的方法中，在上下文信息多样性的使用和融合
方面仍有不足，针对这一问题，本文提出了一种基于
用户活动轨迹和个性化区域划分的ＰＯＩ推荐方法，
从地理信息、社会信息、ＰＯＩ类别信息、文本信息和
签到时间信息方面重构社会地理模型及用户偏好
模型，并采用改进的ＷＭＦ将多模型融合以解决现
有工作中的问题．

３　基于用户活动轨迹和个性化区域划
分的上下文信息建模

３１　问题描述
本文旨在研究与用户日常生活区域较近或同一

城市等且用户未访问过的ＰＯＩ的推荐问题．如图２
所示，根据用户日常的ＰＯＩ签到行为轨迹（数据），
可以刻画出用户个性化活动区域及行为模式
犖犻犮犺犲，通过对不同犖犻犮犺犲中的签到行为和ＰＯＩ信
息（如位置、类别和文本等）的分析，获取对应的用户
社会关系与ＰＯＩ地理关系．

图２　用户的ＰＯＩ签到行为模式

定义１．　兴趣点犾犻．令犾犻＝（犾犻．犾狅犮，犾犻．犱狅犮），其
中，犾犻．犾狅犮表示兴趣点的地理位置（经纬度），犾犻．犾狅犮＝
（φ犻，λ犻）；犾犻．犱狅犮则是对兴趣点的描述的文本信息（如
名称、分类、设施、特点等）．

定义２．用户个性化区域下的签到行为犅犲犺犪狏犻狅狉
和行为模式犖犻犮犺犲．令狌犻对犾犼的签到行为犅犻犼＝（狌犻，
犾犼，狋），这里狋表示任意签到时间；狌犻的签到行为模式
犖犻犮犺犲犻＝｛犅犻１，犅犻２，…，犅犻犼，犅犻狀｝．主要符号描述如
表１所示．

表１　文章主要符号描述
符号 描述

犝，犔，犆犪 用户集，ＰＯＩ集，ＰＯＩ类别集
犚｜犝｜×｜犔｜ 用户签到矩阵
［狊犮犻，犼］ 用户狌犻与狌犼间的社会关系矩阵
［犆犻，犼］ 对应犚｜犝｜×｜犔｜的０、１矩阵
［犵犮犻，犼］ 用户狌犻对ＰＯＩ犾犼的偏好程度矩阵
［狊犵犻，犼］ 用户狌犻受上下文信息影响对ＰＯＩ犾犼的偏好程度矩阵
［犐犻，犼］ 用户狌犻对ＰＯＩ犾犼的自身偏好程度矩阵
［狑犻，犼］ 用户狌犻对ＰＯＩ犾犼偏好的权重矩阵
犓 潜在特征向量的维度
犘 犓维用户潜在特征矩阵，狆犻∈犘
犙 犓维ＰＯＩ潜在特征矩阵，狇犼∈犙
犞 犓维ＰＯＩ类别潜在特征矩阵，狏犆犪犼∈犞
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３２　解决方案及建模
通过从传统的ＬＢＳＮｓ模型中刻画出个性化区

域与行为模式犖犻犮犺犲，本文从以下几个方面分析与
使用影响用户签到行为的上下文信息，如图３所示．

（１）利用用户签到数据，构建基于用户签到轨
迹的个性化区域及签到行为模式（定义２）和建模
ＰＯＩ相关的上下文信息（定义１）．

（２）建模社会地理关系模型．关于用户的社会
关系，考虑不同用户的社会地理距离分布，即犖犻犮犺犲
间地理相关性，过滤掉那些与犖犻犮犺犲犻距离较远或不
在同一区域者；其次，联合用户签到过的ＰＯＩ的文
本内容信息和签到时间计算ＰＯＩ的相关性，并采用
ＥＭＤ距离［３８］度量用户狌犻和狌犽的个性化区域内行为
模式（犖犻犮犺犲犻和犖犻犮犺犲犽）间的相似度．这里，我们最终

综合用户间地理和行为相关性，得到社会关系对用
户的偏好影响．而ＰＯＩ的地理关系，则根据（１）所获
得犖犻犮犺犲犻，建模犖犻犮犺犲犻中ＰＯＩ的地理距离分布，通
过判断用户狌犻未访问过的犾犽（犾犽∈犖犻犮犺犲犽）与犖犻犮犺犲犻
中ＰＯＩ的地理相关性，得到ＰＯＩ地理信息对用户的
偏好影响．并使用乘法法则将社会关系和地理关系
融合．

（３）构建用户自身偏好模型及融合模型．采用
ＷＭＦ建模用户自身偏好，并将ＰＯＩ类别信息融入
建模过程中，使得原本极度稀疏的用户ＰＯＩ签到矩
阵得到进一步缓解．最后将上述量化的社会地理关
系针对用户自身偏好中的不同情况（用户ＰＯＩ矩阵
中的零项与非零项），有效融合到矩阵分解模型中，
从而计算生成对用户狌犻的ｔｏｐ犽推荐列表．

图３　解决方案框架图

３３　用户的社会关系建模
的确，在ＰＯＩ推荐过程中，朋友关系会对用户

的偏好决策有影响，但这影响是有限的，其原因主要
有两点：一是用户与朋友往往不在同一区域或地区，
用户的日常签到行为大多均发生在用户生活区域附
近，所以兴趣相似的二者在相同ＰＯＩ签到概率很
低；其二是用户的行为习惯或偏好是受多种客观
因素影响的，朋友间的行为重合度或相似度并不高，
这也被已有的研究［１，１８，２７］所证实．因此，在社会信
息的使用方面，仅仅考虑朋友关系是不合理的．在

ＬＢＳＮｓ中，社交关系是复杂的，除了朋友关系外，不
同用户间隐含的社会关系同样具有应用价值，如用
户间的社会签到行为的相似性：用户狌犻和狌犽经常签
到相同或相近的ＰＯＩ，说明二者具有相似的偏好和
习惯，所以将狌犽签到过而狌犻未访问过的ＰＯＩ推荐给
狌犻是更具有实际应用意义的．不同用户的日常（签
到）行为习惯相似度与对相同ＰＯＩ签到的概率呈正
相关，所以挖掘ＬＢＳＮｓ中的用户行为相似度作为社
会关系是更加合理的．

用户更倾向于签到距离自己较近的ＰＯＩ，且用
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户日常的签到行为大多发生在其活动轨迹和区域附
近．如果用户狌犻和狌犽的活动轨迹或区域间的距离过
大（超过５０ｋｍ，这是已有研究［３９４０］证实的用户可达
距离半径，驾车１～１．５ｈ距离），则说明狌犽签到过的
ＰＯＩ距离狌犻相对较远，因此即使在狌犻和狌犽具有相似
的偏好或习惯的情况下，基于狌犽的协同推荐并不是
最好的选择．进一步地，考虑到不同用户间签到行为
的相似度计算复杂度时，由于在相同区域且行为更相
似的用户相互影响更突出，故过滤掉那些距离较大
（相关性较弱）的用户，以此降低签到行为的相似度
计算复杂度，并同时保证了用户社会关系在ＰＯＩ推
荐中的作用．本文在后续的实验中讨论并证明了这
一点．本文以犖犻犮犺犲的中心作为用户的地理位置，并
采用无参估计的Ｔｒｉａｎｇｕｌａｒ核函数拟合用户在地
理位置上的相关性．因为其相比较于其他核函数方
法，具有更好的过滤性．具体如以下公式犓犇（狌犻，狌犽）
所示：

犓犇（狌犻，狌犽）∝１－犱（狌犻，狌犽）（ ）犫 犐犫 （１）
这里，犓犇（狌犻，狌犽）表示狌犻与狌犽间的地理相关分数；

犱（狌犻，狌犽）表示狌犻和狌犽所在犖犻犮犺犲间的距离；犐犫是指示
函数（如果犱（狌犻，狌犽）犫，则犐犫＝１；如果犱（狌犻，狌犽）＞犫，
则犐犫＝０）；犫是核函数宽度．所以，当犱（狌犻，狌犽）大于犫
时，犓犇（狌犻，狌犽）＝０；否则，犱（狌犻，狌犽）越小，犓犇（狌犻，狌犽）
越大，狌犻与狌犽的相关性越大．本文基于经纬度信息计
算犱（狌犻，狌犽），具体如以下半正矢公式所示：

犱（狌犻，狌犽）＝２狉·ａｒｃｓｉｎｓｉｎ２φ
－
犽－φ－犻（ ）２［ ＋

ｃｏｓ（φ－犻）ｃｏｓ（φ－犽）ｓｉｎ２λ
－
犽－λ－犻（ ）］２

１
２（２）

其中，狉表示地球半径距离；（φ－犻，λ－犻）与（φ－犽，λ－犽）分别
是狌犻和狌犽日常签到ＰＯＩ的中心位置，即犖犻犮犺犲犻和
犖犻犮犺犲犽地理坐标．具体地，使用如下公式求取：

φ－犻＝
∑

φ犼∈犖犻犮犺犲犻
φ犼

狀 （３）

λ－犻＝
∑λ犼∈犖犻犮犺犲犻λ犼
狀 （４）

在用户相似度方面，已有研究［１７１８，２４２５］采用余
弦相似度或Ｊａｃｃａｒｄ相似度等计算方法，利用用户
签到数据集，计算不同用户对相同ＰＯＩ签到的概
率，进而得到用户间的相似度．但这些方法在考虑用

户相似度时，认为用户对ＰＯＩ的签到行为相似度非
０即１，显然这是不合理的，因为在很多情况下，用户
间并没有对相同ＰＯＩ进行签到，但其行为仍有相似
性．例如，狌犻签到了某水上公园，狌犽签到了某湿地公
园，虽然二者不是相同的ＰＯＩ，但是不能以完全相同
或完全不同来度量，两个ＰＯＩ属于相同类别并具有
相似的语义特征，所以其相似度应该介于０和１之间．

本文使用连续词袋（ＣｏｎｔｉｎｕｏｕｓＢａｇｏｆＷｏｒｄｓ，
ＣＢＯＷ）模型［４１］将用户签到数据生成词向量，并使用
ＥＭＤ距离度量公式计算词向量间的语义相似度，即
用户的签到行为模式相似度．令用户狌犻和狌犽间的相
似度犛犻，犽是在其对应的犖犻犮犺犲犻和犖犻犮犺犲犽间的语义距
离犇（狌犻，狌犽）上实现的，具体如以下公式所示：

犛犻，犽∝（１－犇（狌犻，狌犽）） （５）
犇（狌犻，狌犽）是由ＥＭＤ距离计算用户签到行为模

式对应的单词多重集所得，如式（６）所示．令用户狌犻
和狌犽的行为模式单词多重集分别为犠犻＝｛（狑狆１，
犮狆１，犜狆１），（狑狆２，犮狆２，犜狆２），…，（狑狆犿，犮狆犿，犜狆犿）｝和
犠犽＝｛（狑狇１，犮狇１，犜狇１），（狑狇２，犮狇２，犜狇２），…，（狑狇狀，犮狇狀，
犜狇狀）｝，其中狑犻表示狌犻签到行为犅犻犼中的犾犼．犱狅犮，犮犻是
犅犻犼的归一化频次，犜犻是签到的时间集，犳犻犽是狑狆犻到
狑狇犽的转化量，且犱犻犽表示狑狆犻与狑狇犽间的距离．

犇（狌犻，狌犽）＝ｍｉｎ犳犻犽
∑
犿

犻＝１∑
狀

犽＝１
犳犻犽犱犻犽

∑
犿

犻＝１∑
狀

犽＝１
犳犻犽

（６）

ｓ．ｔ．犳犻犼０；

∑
狀

犼＝１
犳犻犼犮狆犻，１犻犿；

∑
犿

犻＝１
犳犻犼犮狇犼，１犼狀；

∑
犿

犻＝１∑
狀

犼＝１
犳犻犼＝ｍｉｎ∑

犿

犻＝１
犮狆犻，∑

狀

犼＝１
犮（ ）狇犼；

这里，犱犻犽是由两部分组成，即语义感知距离和
时间感知距离．语义上，是低维向量狏（狑狆犻）与狏（狑狇犽）
间的距离犱狊犻犽，如式（７）：

犱狊犻犽＝狏（狑狆犻）－狏（狑狇犽）２ （７）
而对于狑狆犻和狑狇犽的签到时间距离感知，是我

们出于对文本犾犼．犱狅犮信息不完整和无意义情况的
考虑．在ＬＢＳＮｓ的用户签到数据（如Ｇｏｗａｌｌａ和
Ｆｏｕｒｓｑｕａｒｅ等）中，平均有３０％的ＰＯＩ的文本信息
描述是不完整的或者无意义的，所以只考虑文本信
息的语义相关性以判断用户行为的相似性在技术上
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仍有不足．我们发现，用户已签到过的ＰＯＩ的文本
内容与签到时间狋（狋∈犜）具有相关性，即用户通常
在相似或相同时间签到那些具有相似或相同功能
（内容）的ＰＯＩ，可以通过构建一种行为模式内容与
签到时间的同现模型，以弥补文本语义相似度计算
的不足．为有效地将文本语义关系与时间效应融合，
我们采用连续时间值，并将一天的时间范围正则化
在［０，１］．这与现有相关方法［１１，３５３７］不同，主要是因
为这些方法大多采用离散时间片段，违背了时间客
观上是连续的以及回避了时间间隔设置的合理性问
题．我们使用Ｂｅｔａ分布［４２］Ψ来刻画基于签到时间
的ＰＯＩ内容的相关性，如式（８）：
　　犘（狑狇犼｜ψ，狋，狑狆犻，犠犻，犠犼）∝
　　　　∑犠犻狀狆犻＋∑犠犼狀狇犼（ ）－１狀狇犼－１

∑犠犻（狀狆犻－１）
·

　　　　（１－狋狆犻）
ψ狑狆犻，１－１·狋ψ狑狆犻，２－１狆犻

Ｂｅｔａ（ψ狑狆犻，１，ψ狑狆犻，２）
（８）

其中，基于Ｇｉｂｂｓ采样，抽取出时间指数狋～Ｂｅｔａ（Ψ狑，１，
Ψ狑，２），狀犻是犠犻中单词狑犻的数量，狋犻是用户狌犻签到内
容为狑犻的时间戳．且Ψ狑，１，Ψ狑，２的更新如下：

ψ狑，１＝狋狑狋狑
（１－狋狑）
狊２狑（ ）－１ （９）

ψ狑，２＝（１－狋狑）狋狑
（１－狋狑）
狊２狑（ ）－１ （１０）

这里，狋狑和狊狑分别表示单词狑的时间戳的采样
平均值和标准差．则签到时间感知距离犱狋犻犽可表示为

犱狋犻犽∝１－犘（狑狇犽｜ψ，狋，狑狆犻，犠犻，犠犽） （１１）
ＰＯＩ的文本内容语义和签到时间的同现模型：

融合文本内容信息和签到时间信息可采取乘法或
加法法则，但由于二者的先验知识不足和难以确定
的加权权重，直接做乘法或加法是不合理的．我们采
用一种将内容语义和时间等同处理的方法，如
式（１２）～（１５）：

归一化犱狊犻犽和犱狋犻犽：

犱^狊犻犽＝犱狊犻犽
ｍａｘ
狑犽∈犠犽

犱狊犻犽
（１２）

犱^狋犻犽＝犱狋犻犽
ｍａｘ
狑犽∈犠犽

犱狋犻犽
（１３）

犱^狊犻犽和^犱狋犻犽间的均值和标准差：

μ犻犽＝犱^
狊
犻犽＋^犱狋犻犽
２ （１４）

σ犻犽＝
（^犱狊犻犽－犱μ犻犽）２＋（^犱狋犻犽－犱μ犻犽）槡 ２

２ （１５）
根据式（１４）和（１５）可知，均值μ犻犽分别与犱狊犻犽和

犱狋犻犽的差值决定了标准差σ犻犽的值，且差值越小，则σ犻犽
越小，^犱狊犻犽和^犱狋犻犽的融合置信度越大，因此我们利用μ犻犽
与σ犻犽的差值构建狑狆犻与狑狇犽间的最终距离：

犱犻犽＝１－（μ犻犽－σ犻犽） （１６）
不同于现有研究，本文在用户社会行为相似度

的基础上进一步融合了用户间的地理关系，并作为
最终的用户相似度犚犻，犽：

犚犻，犽＝犓犇（狌犻，狌犽）·犛犻，犽 （１７）
结合犚犻，犽，本文使用一种基于用户协同过滤的

方法来刻画与狌犻近邻且行为相似的用户对狌犻签到
ＰＯＩ的影响：

狊犮犻，犼＝
∑狌犽犚犻，犽·犆犽，犼
∑狌犽犚犻，犽

（１８）

狊犮犻，犼是用户狌犻在狌犽影响下签到ＰＯＩ犾犼的概率；狌犽
是与狌犻近邻且行为相似的用户，由式（１）获得；犆犽，犼＝１
表示狌犽签到过ＰＯＩ犾犼，犆犽，犼＝０表示狌犽未访问过
ＰＯＩ犾犼．
３４　犘犗犐的地理信息建模

现有研究已证明，ＰＯＩ地理位置的近邻性会显
著增加用户签到率，所以近年来专注于ＰＯＩ位置关
系的研究大量涌现，其中主要以幂律分布［１７］、多中
心高斯模型［１］和核密度估计［１８］等最为典型．基于幂
律分布和多中心高斯模型的位置对用户偏好影响分
析方法均是一种通用模型，而根据本文提出的针对
不同狌犻的犖犻犮犺犲犻，应使用一种能够考虑到个体用户
签到习惯的个性化地理位置信息建模方法，所以本
文采用一种基于自适应宽带（ＡｄａｐｔｉｖｅＢａｎｄｗｉｄｔｈ）
的核密度估计进行ＰＯＩ位置间相关性的分析，如
式（１０）所示．不同于使用固定带宽的核密度估计方
法［１０］，带有自适应带宽的核密度估计能更准确地描
述出不同犖犻犮犺犲中的ＰＯＩ空间分布以及刻画出不
同用户的签到空间偏好，因为自适应带宽是从
犖犻犮犺犲中的签到数据学习获得．

令用户狌犻签到过的ＰＯＩ集犔犻＝｛犾１，犾２，…，
犾狆，…，犾狀｝，犔犻犖犻犮犺犲犻，且以狉犻，狆表示狌犻对犾狆的签到
频率，由于狉犻，狆能够客观反映犾狆对狌犻的重要程度．本
文以犵犮犻，犼表示用户狌犻对未访问过的ＰＯＩ犾犼的地理偏
好程度：
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　犵犮犻，犼＝犘（犾犼｜犔犻）＝１犖∑
狀

狆＝１
（狉犻，狆·犓犎犺犻（犾犼－犾狆））（１９）

犖＝∑
狀

狆＝１
狉犻，狆 （２０）

式（１９）中，犓犎犺犻（犾犼－犾狆）是基于全局带宽犎＝
（犎１，犎２）和自适应带宽犺犻的核函数：
　犓犎犺犻（犾犼－犾狆）＝

　 １
２π犎１犎２犺２犻ｅｘｐ－

（狓犼－狓狆）２
２犎２１犺２犻 －（狔犼－狔狆）

２

２犎２２犺２（ ）犻
（２１）

这里，（狓狆，狔狆）与（狓犼，狔犼）分别是狌犻签到过的
ＰＯＩ和未访问过的ＰＯＩ对应的地理经纬度坐标；两
个全局带宽犎１和犎２是根据犖犻犮犺犲犻中不同ＰＯＩ犾狆，
犾狇∈犔犻的经度（纬度）的标准差计算而得：

犎１＝１．０６狀－１５ １
犖∑

狀

狆＝１
狉犻，狆狓狆－１犖∑

狀

狇＝１
狉犻，狇狓（ ）狇槡 ２（２２）

犎２＝１．０６狀－１５ １
犖∑

狀

狆＝１
狉犻，狆狔狆－１犖∑

狀

狇＝１
狉犻，狇狔（ ）狇槡 ２（２３）

针对每一个犖犻犮犺犲犻的本地自适应带宽犺犻，本文
使用其固定带宽求得，如式（２４）、（２５）和式（２６）：

犘′（犾狆｜犔犻）＝１犖∑
狀

狇＝１
（狉犻，狇·犓犎（犾狆－犾狇））（２４）

犓犎（犾狆－犾狇）＝１
２π犎１犎２ｅｘｐ－

（狓狆－狓狇）２
２犎２１ －（狔狆－狔狇）

２

２犎（ ）２
２

（２５）
犺犻＝（犘′（犾狆｜犔犻）·犣－１）－γ （２６）

其中，γ是可调的敏感参数γ∈［０，１］，犺犻对犘′（犾狆｜犔犻）
的敏感度与γ呈正相关，且犣是犘′（犾狆｜犔犻）的几何
均值：

犣＝
狀

∏
狀

狆＝１
犘′（犾狆｜犔犻槡 ） （２７）

犣的目的是强制约束犺犻的几何平均值为１，犻＝
１，２，…，狀．
３５　融合模型：犝犌犛＿犘犌犠犕犉

本文进一步地分析了上下文对用户签到ＰＯＩ
的偏好影响，重构了用户的社会关系及ＰＯＩ的地理
位置信息模型，并得到用户签到ＰＯＩ的用户地理社
会影响相关分数狊犮犻，犼和ＰＯＩ地理位置相关分数
犵犮犻，犼．融合上下文信息通常有两种方式，即加法法则
和乘法法则，由于文中的狊犮犻，犼主要是根据犖犻犮犺犲犻中
用户签到过的ＰＯＩ的名称等标签信息和签到时间
的相似度计算获得，而犵犮犻，犼则是利用ＰＯＩ的经纬度
分布关系算得．具体地，前者是在不同ＰＯＩ的文本
描述信息及被签到的时间方面的考虑，反映了不同

用户签到ＰＯＩ的轨迹和对ＰＯＩ内容的个性化偏好，
并在寻求偏好相似性的基础上利用用户协同过滤方
法求出社会关系对用户签到偏好的影响，而后者则
是根据用户签到过的ＰＯＩ的空间分布特征反映了
不同用户的活动区域的个性化偏好，并在探究用户
未访问过的ＰＯＩ与个性化活动区域的地理相关性
的基础上求得ＰＯＩ地理关系对用户签到偏好的影
响．所以，二者是从不同的研究角度出发，挖掘不同
的ＰＯＩ的上下文信息对用户偏好的影响，本质上是
不同的，进行简单的加法线性组合显然是不合理的．
相比于加法法则，本文选择乘法法则进行上下文信
息融合，因为犵犮犻，犼是在已确定的狊犮犻，犼的基础上获得
的，故后者可以认为是前者的权重，具体上下文融合
狊犵犻，犼如式（２８）所示：

狊犵犻，犼＝狊犮犻，犼·犵犮犻，犼 （２８）
上下文信息对用户的偏好决策的影响是不可否

认的，但用户自身的偏好在用户签到行为决策方面
具有更大的作用．一般地，基于矩阵分解构建用户自
身偏好模型是常用方法，令狆犻是狌犻的犓维特征潜在
向量，狆犻∈犘，狇犼是ＰＯＩ犾犼的犓维特征潜在向量，狇犼∈
犙，则用户自身偏好犐犻，犼＝狆Ｔ犻狇犼．据此，一些方法［１，８，４３］

使用高斯分布构建概率模型，而也存在一些方
法［７，２０２１］使用Ｈｕ等人［４４］提出的ＷＭＦ模型，两种
模型结构不同主要在于零项与非零项的权重分配
上，前者将非零项均赋值权重为１，而零项权重为０，
后者则是根据用户实际签到次数为所有项分配一个
非零权重，如式（２９）所示：

狑犻，犼＝１
， （狌犻，犾犼）犚｜犝｜×｜犔｜
１＋α·狉犻，犼，（狌犻，犾犼）∈犚｜犝｜×｜犔烅烄烆 ｜

（２９）

其中，狑犻，犼是用户偏好权重，α是一个可调参数且α＞０，
狑犻，犼随着狉犻，犼的增大而增加．考虑到实际生活中缺失
项对用户仍有一定的影响，本文采用ＷＭＦ模型并
进行改进，结合上下文信息因素狊犵犻，犼，给出如下目标
函数：

ｍｉｎ
犝，犔
犌＝∑

狘犝狘

犻＝１∑
狘犔狘

犼＝１
狑犻，犼（犆犻，犼－（犐犻，犼＋狊犵犻，犼））２＋

λ狆∑
狘犝狘

犻＝１
狆犻２＋λ狇∑

狘犔狘

犼＝１
狇犼２ （３０）

这里，λ狆和λ狇表示正则化系数．利用式（３０）可以
建模并求解用户对ＰＯＩ的偏好，当前大多数工
作［１，１４，２０２１，２６，４３４５］均属于此类模型，只有少数工作考
虑了ＰＯＩ类别对用户偏好的影响，如文献［７］．比如
某用户狌犻经常签到某一湿地公园犾犼，说明狌犻对湿地
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公园这一类犆犪犼（犾犼∈犆犪犼）较为感兴趣，所以有效地
融合ＰＯＩ的类别信息可以进一步建模用户自身偏
好以及减缓数据稀疏问题．文献［７］中为所有类别设
置了一个固定偏小的权重，以表示类别在用户自身
偏好的影响，而本文在充分考虑了用户对不同类别
ＰＯＩ的签到频率的不同，对其进行改进如下：

犐犻，犼＝狆Ｔ犻狇犼＋∑犾犼∈犆犪犼狉犻，（ ）犼·狏犆犪（ ）犼 （３１）

其中，∑犾犼∈犆犪犼狉犻，犼表示用户狌犻签到犾犼的频率总和，犾犼属于
类别犆犪犼，狏犆犪犼表示类别犆犪犼的犓维潜在向量，狏犆犪犼∈
犞．根据融合了ＰＯＩ类别的用户自身偏好模型，我们
进一步改进了目标函数如下：

ｍｉｎ
犝，犔
犌＝∑

狘犝狘

犻＝１∑
狘犔狘

犼＝１
狑犻，犼（犆犻，犼－（犐犻，犼＋狊犵犻，犼））２＋

λ狆∑
狘犝狘

犻＝１
狆犻２＋λ狇∑

狘犔狘

犼＝１
狇犼２＋λ狏∑

狘犆犪狘

犼＝１
狏犆犪犼２（３２）

在式（３２）中，本文增加了一个关于ＰＯＩ类别的

正则化项λ狏∑
狘犆犪狘

犼＝１
狏犆犪犼２，λ狏是对应的正则化系数．

通过对式（３２）的分析，我们发现当狌犻签到过或
访问过ＰＯＩ犾犼时，犆犻，犼＝１，这时用户自身偏好与上下
文影响因素之和拟合犆犻，犼＝１．如果狊犵犻，犼偏小，可能
是实际地理距离较远等原因造成的，则此时犐犻，犼会相
对偏大以实现拟合，因为狌犻可能对犾犼十分感兴趣；反
之，若狌犻对犾犼兴趣较弱，犐犻，犼偏小，此时狊犵犻，犼应该偏
大，因为有可能是地理距离较近使得狌犻签到ＰＯＩ犾犼．
所以，在用户偏好决策过程中，上下文信息是不可忽
视的．然而，当犆犻，犼＝０时，即狌犻未访问过ＰＯＩ犾犼的情
况下，为了拟合犐犻，犼＋狊犵犻，犼＝犆犻，犼＝０，那么犐犻，犼＜０，因
为上下文信息影响因素狊犵犻，犼＞０，这显然是不合理
的．狌犻未访问过ＰＯＩ犾犼并不能直接说明其对犾犼是完
全不感兴趣的，当然也不能证明其感兴趣，所以，我
们认为，在犆犻，犼＝０情况下，只使用犐犻，犼来拟合用户实
际签到行为，而忽略狊犵犻，犼的影响更符合客观性．最
终，我们给出如下优化后的目标函数：

ｍｉｎ
犝，犔
犌＝∑

狘犝狘

犻＝１∑
狘犔狘

犼＝１
（狌犻，犾犼）∈犚

狑犻，犼（犆犻，犼－（犐犻，犼＋狊犵犻，犼））２＋

∑
狘犝狘

犻＝１∑
狘犔狘

犼＝１
（狌犻，犾犼）犚

犐２犻，犼＋λ狆∑
狘犝狘

犻＝１
狆犻２＋

λ狇∑
狘犔狘

犼＝１
狇犼２＋λ狏∑

狘犆犪狘

犼＝１
狏犆犪犼２ （３３）

接着，为了求解犌的局部最优，将对矩阵犘、犙
及犞进行更新．考虑到数据稀疏性，用户的签到矩

阵犚｜犝｜×｜犔｜更多的是缺失项（零项），所以更新的主要
任务是对缺失项的处理，即式（３３）中的∑（狌犻，犾犼）犚部分，
而此部分不包含上下文信息，可以线下预处理以降
低时间代价的消耗．本文采取与文献［４５］类似的做
法，利用元素级的最小交替二乘（ｅＡＬＳ）算法对犓
维潜在矩阵犘、犙及犞中的元素逐次更新，相比于向
量级的ＡＬＳ算法，本文使用的方法能够避免矩阵求
逆所带来的大量时间消耗．令狓犻犳、狔犼犳和狕犆犪犼犳分别是
矩阵犘、犙和犞的一个元素，具体步骤如下：

对式（２４）求偏导，使得犌狓犻犳＝０，
犌
狔犼犳＝０和

犌
狕犆犪犼犳

＝０，则：

狓犻犳←
∑犾犼∈犚狑犻，犼犺犼犳（犆犻，犼－狊犵犻，犼－犐

狆
犻，犼）－∑犾犼犚犺犼犳·犐

狆
犻，犼

∑犾犼∈犚狑犻，犼犺
２
犼犳－∑犾犼犚犺

２
犼犳＋λ狆

（３４）

狔犼犳←

∑犾犼∈犚狑犻，犼狓犻犳（犆犻，犼－狊犵犻，犼－犐
狇
犻，犼）－

∑犾犼犚狓犻犳·犐
狇
犻，犼＋∑犾犼∈犆犪犼狉犻，（ ）犼·狏犆犪（ ）犼

∑犾犼∈犚狑犻，犼狓
２
犻犳－∑犾犼犚狓

２
犻犳＋λ狇

（３５）

狕犆犪犼犳←

∑犾犼∈犆犪犼∑犾犼∈犚狑犻，犼∑犾犼∈犆犪犼狉犻，（ ）犼狓犻犳（犆犻，犼－狊犵犻，犼－犐狏犻，犼）（ －

∑犾犼犚狓犻犳·∑犾犼∈犆犪犼狉犻，（ ）犼犐狏犻，犼＋∑犾犼∈犆犪犼狉犻，（ ）犼·狏犆犪（ ））犼

∑犾犼∈犆犪犼∑犾犼∈犚狑犻，犼∑犾犼∈犆犪犼狉犻，（ ）犼２狓２犻犳－∑犾犼犚∑犾犼∈犆犪犼狉犻，（ ）犼２狓２犻犳＋λ（ ）狏
（３６）

上式中：
犺犼犳＝狔犼犳＋∑犾犼∈犆犪犼狉犻，（ ）犼狏犆犪犼犳 （３７）

犐狆犻，犼＝犐犻，犼－狓犻犳·犺犼犳 （３８）
犐狇犻，犼＝犐犻，犼－狓犻犳·狔犼犳 （３９）

犐狏犻，犼＝犐犻，犼－∑犾犼∈犆犪犼狉犻，（ ）犼狓犻犳狏犆犪犼犳 （４０）

３６　时间复杂度分析
以式（３４）为例，由于式中主要的时间消耗来自于

缺失项∑犾犼犚犺犼犳·犐
狆
犻，犼和∑犾犼犚犺

２
犼犳，所以本文在计算过程中，

先对缺失项预处理．由∑犾犼犚犺犼犳·犐
狆
犻，犼＝∑犽≠犳狓犻犽∑

狘犔狘

犼＝１
犺犼犳犺犼犽－

∑犾犼∈犚犺犼犳·犐
狆
犻，犼可知，∑

狘犔狘

犼＝１
犺犼犳犺犼犽与用户无关，所以在更新

狓犻犳时，可进行线下处理（∑犾犼犚犺
２
犼犳同理），则除去线下处

理部分，更新矩阵犘的时间代价为犗（｜犝｜犓２＋
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｜犚｜犓）．
类似地，式（３５）和（３６）在更新矩阵犙和犆犪时，

时间复杂度均为犗（｜犔｜犓２＋｜犚｜犓）．综上，本文提
出的融合模型ＵＧＳ＿ＰＧＷＭＦ的时间复杂度为
犗（（｜犝｜＋｜犔｜）犓２＋｜犚｜犓），与ｅＡＬＳ模型的时间
复杂度在相同的数量级上．向量级的ＡＬＳ算法在更
新一个潜在向量时，将不可避免地消耗矩阵求逆时
间犗（犓３），为此，对于更新矩阵犘、犙和犆犪，使用
ＡＬＳ算法的时间复杂度为犗（（｜犝｜＋｜犔｜）犓３＋
｜犚｜犓２）．所以，本文所提方法优于ＡＬＳ算法犓倍．

４　实验验证与结果分析
本节将重点介绍本文所使用的数据集、实验设

置（参数、评价指标及对比方法）和最终的多角度实

验结果及分析．
４１　数据集

本文采用了ＬＢＳＮｓ中两个经典的数据集
Ｇｏｗａｌｌａ和Ｆｏｕｒｓｑｕａｒｅ中的部分数据，且实验前，我
们对数据集进行了过滤的预处理，目的是剔除异常
数据，如过滤掉签到记录低于１０条或签到不同ＰＯＩ
的数量低于５个的用户，同时排出那些很少被用户
签到的ＰＯＩ（被签到次数少于１０次）．最终获得如
表２所示的数据集，除了表中给出的数据信息，两个
数据集中还有重要的上下文信息，包括ＰＯＩ的标签
和经纬度等．实验过程中，我们对每个数据集随机选
取８０％进行训练模型，剩余的２０％作为测试集来验
证本文方法的性能（向用户推荐其未访问过的ＰＯＩ
的狆狉犲犮犻狊犻狅狀和狉犲犮犪犾犾），并使用被挑选出的异常数据
测试模型处理冷启动问题的能力．

表２　数据集的统计信息
数据集 用户数量 ＰＯＩ数量 类别数量 用户签到数量 稠密度／％
Ｇｏｗａｌｌａ ４１５９ ２４９１９ １２１ ３０１１９１ ０．２９１
Ｆｏｕｒｓｑｕａｒｅ ３４７５ ２１６５７ ５８ ２８９４６７ ０．３８５

４２　实验设置
模型ＵＳＧ＿ＰＧＷＭＦ中需要设定的参数有犫，

γ和α以及正则化系数λ狆，λ狇和λ狏（自适应带宽犺可
通过式（２６）自学习获得），本文通过多次实验调整，
最终在两个数据集上分别选取不同的参数：Ｇｏｗａｌｌａ
上，核函数宽度犫＝４５ｋｍ，敏感参数γ＝０．５，可调
参数α＝０．４５，正则系数λ狆＝λ狇＝０．０１，λ狏＝２００；
Ｆｏｕｒｓｑｕａｒｅ上，核函数宽度犫＝３０ｋｍ，敏感参数γ＝
０．５，可调参数α＝０．５５，正则系数λ狆＝λ狇＝０．０１，
λ狏＝１００．且模型迭代设置为２０轮．而对于与本文对
比的方法（ｂａｓｅｌｉｎｅｓ）中参数设置，我们尽可能保证
１２种方法与在其原文中最优状态下的参数一致．具
体的对比方法如下：

ＵｓｅｒｂａｓｅｄＣＦ．利用不同用户签到习惯的相似
性，向用户推荐其未访问过的ＰＯＩ［４６］．
ＩｔｅｍｂａｓｅｄＣＦ．将ＰＯＩ直接看作一般的项目，

忽略其本身的地理特征，根据ＰＯＩ的用户评价间相
似度，向用户进行服务推荐［４７］．

这里，我们将ＵｓｅｒｂａｓｅｄＣＦ和ＩｔｅｍｂａｓｅｄＣＦ
方法的邻居设定为１００．

ＧｅｏＭＦ．考虑了ＰＯＩ的地理信息对用户签到的
影响，并将地理因素融入到ＷＭＦ中，求解用户访问
某个ＰＯＩ的概率［２０］．

ＧｅｏＳｏＣａ．采用核密度估计评估用户的个性化
ＰＯＩ签到分布；使用幂律分布分别建模基于朋友的
社会关系和基于ＰＯＩ类别加权的流行度对签到的
影响，最后采用线性组合方法将上下文融合，并实现
ＰＯＩ推荐［６］．

ＣｏＲｅ．考虑到用户的实际签到行为是个性化的，
提出利用带有优化带宽的核密度估计计算ＰＯＩ的地
理信息对用户签到的影响，并结合用户的社会关系，
设计了一种上下文融合策略，以实现ＰＯＩ推荐［１１］．

ＡＳＭＦ．针对用户的社会关系，分别定义了三类
朋友关系，并将其组合融合于ＷＭＦ中进行ＰＯＩ个
性化推荐［７］．

ＴＳＧＭＦ．将表征ＰＯＩ文本内容的多标签、用
户的社会关系以及ＰＯＩ的地理相关性融合到矩阵
分解模型中进行ＰＯＩ推荐［９］．

ＲｅａｌｔｉｍｅＭＦ．跟踪用户ＰＯＩ签到事件，基于
ＣＮＮ挖掘事件中上下文特征，并构建文本、位置和
时间的多模式嵌入，采用矩阵分解技术融合上下文
模型求解ＰＯＩ推荐列表［１１］．

ＭＴＡＳ．采用联合分布建模多源的ＰＯＩ文本信
息、签到时间、地理关系以及社会关系对用户签到的
影响［１２］．

ＤｅｅｐＲ．采用ＧＮＮ深度学习框架分别实现ＰＯＩ

６８１１ 计　　算　　机　　学　　报 ２０２２年

《
 计

 算
 机

 学
 报

 》



地理空间竞争关系的学习以及ＰＯＩ的服务或功能
方面的竞争关系学习，并将两种关系融合进行ＰＯＩ
推荐［１３］．该方法也是目前ＬＢＳＮｓ中ＰＯＩ推荐的最
新研究进展之一

ＵＧＳ＿ＰＧＷＭＦ．本文提出的模型，根据用户
活动轨迹和个性化区域划分，重构了用户社会关系
模型和ＰＯＩ地理信息关系模型，并将其融合到加权
矩阵分解技术进行ＰＯＩ推荐．
　　为了验证本文模型的可扩展性，进一步分为
ＵＳＧＷＭＦ和ＰＧＷＭＦ：

ＵＳＧＷＭＦ．本文提出的模型，相比于ＵＧＳ＿ＰＧ
ＷＭＦ，只考虑了用户社会关系和用户自身偏好．
ＰＧＷＭＦ．本文提出的模型，相比于ＵＧＳ＿

ＰＧＷＭＦ，只考虑了ＰＯＩ间的地理关系和用户自
身偏好．

关于评价指标，本文采用准确率（狆狉犲犮犻狊犻狅狀＠犽）
和召回率（狉犲犮犪犾犾＠犽）两个指标进行模型性能的评
测，具体计算公式如下：

狆狉犲犮犻狊犻狅狀＠犽＝１
｜犝｜∑

狘犝狘

犻＝１

｜犛犻（犽）∩犜犻｜
犽 （４１）

狉犲犮犪犾犾＠犽＝１
｜犝｜∑

狘犝狘

犻＝１

｜犛犻（犽）∩犜犻｜
｜犜犻｜ （４２）

其中的犛犻（犽）表示模型向用户推荐的其未访问过的
ｔｏｐ犽ＰＯＩ集合列表（不包括训练集中ＰＯＩ），犜犻表
示测试集中用户签到过的ＰＯＩ．
４３　实验结果

本文首先进行犽＝５，不同维度犓＝｛５，１０，２０，４０｝
在两种数据集上的对比实验，如表３所示．由表３
可知，因为ＧｅｏＳｏＣａ和ＣｏＲｅ在简单协同过滤方法

的基础上，更多地考虑了上下文信息（社会关系和地
理信息等）的作用，所以其性能均优于Ｕｓｅｒｂａｓｅｄ
ＣＦ和ＩｔｅｍｂａｓｅｄＣＦ，且当犓＜１０时，ＧｅｏＳｏＣａ和
ＣｏＲｅ较基于ＭＦ的方法也具有一定的优势．而当
犓１０时，现有的基于ＭＦ改进的方法，如ＡＳＭＦ、
ＴＳＧＭＦ以及ＲｅａｌｔｉｍｅＭＦ，相比直接进行乘法组
合或线性融合的ＧｅｏＳｏＣａ和ＣｏＲｅ模型更具优势．
而且采用联合分布融合不同上下文信息的ＭＴＡＳ
和基于ＧＮＮ学习ＰＯＩ不同特征的ＤｅｅｐＲ是现
有方法中性能最优的．在本文提出的三个模型中，
ＵＳＧＷＭＦ与ＰＧＷＭＦ总体上是接近的且ＵＳＧ
ＷＭＦ稍具优势，这与之前的工作［１，１８，２７，４３］有所不同
（这些工作中都证实在用户偏好决策方面地理信
息的作用大于社会信息），说明本文对社会关系建
模改进的有效性，而且ＵＳＧＷＭＦ和ＰＧＷＭＦ
也分别较ＡＳＭＦ和ＧｅｏＭＦ具有更好的性能表现；
同时综合了ＵＳＧＷＭＦ和ＰＧＷＭＦ两方面优势
的ＵＧＳ＿ＰＧＷＭＦ的个性化ＰＯＩ推荐效果相比于
其他方法有了显著的提升，其中，相比于ＭＴＡＳ与
ＤｅｅｐＲ平均提高了１０％～１３％．这一结果也说明了
ＵＧＳ＿ＰＧＷＭＦ能更好地利用用户签到数据和上
下文信息，在上下文信息的建模并融合到ＷＭＦ这
一过程中，不仅能够有效地降低数据的稀疏性，而
且融合方法是合理且有效的．而且我们发现，随着
犓的增大，ＵＧＳ＿ＰＧＷＭＦ的性能逐渐提高，在
犓＝２０时，狆狉犲犮犻狊犻狅狀和狉犲犮犪犾犾达到最大，所以在接
下来的实验中，将潜在的特征矩阵的维度犓设定为
２０，进行关于推荐不同ＰＯＩ数量（ｔｏｐ犽）、冷启动
（ｇｉｖｅｎ狀）问题和参数影响的实验验证．

表３　１３种方法的推荐（狋狅狆５）性能对比
ＤａｔａＳｅｔ犓 Ｍｅｔｒｉｃｓ Ｕｓｅｒ

ｂａｓｅｄＣＦ
Ｉｔｅｍ
ｂａｓｅｄＣＦ

Ｇｅｏ
ＭＦ

Ｇｅｏ
ＳｏＣａＣｏＲｅＡＳＭＦＴＳＧ

ＭＦ
Ｒｅａｌｔｉｍｅ
ＭＦＭＴＡＳＤｅｅｐＲＵＳＧ

ＷＭＦ
ＰＧ
ＷＭＦ

ＵＧＳ＿ＰＧ
ＷＭＦ

Ｇｏｗａｌｌａ

５狆狉犲犮犻狊犻狅狀＠５０．０４６３０．０４３５０．０５１００．０６１２０．０６０３０．０５１２０．０５２９０．０５３３０．０６３３０．０６３７０．０５２７０．０５２４０．０５３９
狉犲犮犪犾犾＠５０．０３２６０．０３１８０．０３０７０．０３６８０．０３６６０．０３４１０．０３６００．０３６４０．０４２９０．０４２２０．０３５８０．０３４３０．０３３２

１０狆狉犲犮犻狊犻狅狀＠５０．０４６３０．０４３５０．０５５３０．０６１２０．０６０３０．０５７４０．０６０４０．０６１１０．０６３３０．０６３７０．０６０５０．０５９１０．０６３５
狉犲犮犪犾犾＠５０．０３２６０．０３１８０．０３４７０．０３６８０．０３６６０．０３５９０．０３８５０．０３９６０．０４２９０．０４２２０．０３８３０．０３８６０．０４１１

２０狆狉犲犮犻狊犻狅狀＠５０．０４６３０．０４３５０．０５８６０．０６１２０．０６０３０．０６１７０．０６２１０．０６２９０．０６３３０．０６３７０．０６３４０．０６１６０．０７０８
狉犲犮犪犾犾＠５０．０３２６０．０３１８０．０３４８０．０３６８０．０３６６０．０３６２０．０４１４０．０４２８０．０４２９０．０４２２０．０４３７０．０３９４０．０４６３

４０狆狉犲犮犻狊犻狅狀＠５０．０４６３０．０４３５０．０５９８０．０６１２０．０６０３０．０６１３０．０６１９０．０６２２０．０６３３０．０６３７０．０６２１０．０６０２０．０７０２
狉犲犮犪犾犾＠５０．０３２６０．０３１８０．０３５９０．０３６８０．０３６６０．０３７１０．０３９７０．０４０１０．０４２９０．０４２２０．０３８６０．０３６９０．０４４３

Ｆｏｕｒｓｑｕａｒｅ

５狆狉犲犮犻狊犻狅狀＠５０．０４３１０．０５２６０．０５１９０．０６１６０．０６０８０．０５５３０．０５３４０．０５３６０．０６５１０．０６５５０．０５６２０．０５５７０．０５７６
狉犲犮犪犾犾＠５０．０３２１０．０３３５０．０３２３０．０３７００．０３６７０．０３６１０．０３５８０．０３６５０．０４２５０．０４２９０．０３６９０．０３６３０．０３７５

１０狆狉犲犮犻狊犻狅狀＠５０．０４３１０．０５２６０．０５７３０．０６１６０．０６０８０．０５９７０．０６０７０．０６１５０．０６５１０．０６５５０．０６１９０．０６１１０．０６６２
狉犲犮犪犾犾＠５０．０３２１０．０３３５０．０３４５０．０３７００．０３６７０．０３７４０．０３９００．０３９８０．０４２５０．０４２９０．０３９９０．０３８９０．０４３０

２０狆狉犲犮犻狊犻狅狀＠５０．０４３１０．０５２６０．０６１４０．０６１６０．０６０８０．０６２１０．０６２６０．０６３２０．０６５１０．０６５５０．０６６２０．０６４１０．０７４１
狉犲犮犪犾犾＠５０．０３２１０．０３３５０．０３５８０．０３７００．０３６７０．０３７１０．０４２３０．０４２７０．０４３５０．０４２９０．０４５００．０３９３０．０４９２

４０狆狉犲犮犻狊犻狅狀＠５０．０４３１０．０５２６０．０６０１０．０６１６０．０６０８０．０６０７０．０６１８０．０６２３０．０６５１０．０６５５０．０６３００．０６１９０．０７１８
狉犲犮犪犾犾＠５０．０３２１０．０３３５０．０３５６０．０３７００．０３６７０．０３６４０．０４０５０．０４１２０．０４２５０．０４２９０．０３９６０．０３８９０．０４５９
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其次，进行犓＝２０，不同的ＰＯＩ推荐数量犽＝
｛５，１０，２０，４０｝在两种数据集上的性能测试，结果如
表４所示．直观地看，随着犽值的增大，各方法均呈
现出狆狉犲犮犻狊犻狅狀降低，而狉犲犮犪犾犾上升的趋势．这是因
为犽增大，向用户最终推荐的ＰＯＩ数量增多，这其
中用户可能偏好的ＰＯＩ增多，但同时部分ＰＯＩ被签
到的概率就有所降低．具体地分析发现，结合上下文
进行ＰＯＩ推荐的方法完全优于简单的协同过滤方
法ＵｓｅｒｂａｓｅｄＣＦ与ＩｔｅｍｂａｓｅｄＣＦ，且融入了部分
上下文信息的ＧｅｏＭＦ、ＧｅｏＳｏＣａ、ＣｏＲｅ、ＡＳＭＦ以
及ＰＧＷＭＦ和ＵＳＧＷＭＦ整体上逊色于考虑了更
多上下文信息的ＴＳＧＭＦ、ＲｅａｌｔｉｍｅＭＦ、ＭＴＡＳ以
及ＤｅｅｐＲ和ＵＳＧ＿ＰＧＷＭＦ，而ＵＳＧＷＭＦ是利
用部分上下文信息推荐ＰＯＩ方法中性能表现最优
的，ＵＳＧ＿ＰＧＷＭＦ是在１３种推荐方法中最具优

势的．原因在于ＧｅｏＭＦ使用的是标准的核函数（带
有固定的带宽）建模地理信息对用户的偏好，而本文
的ＰＧＷＭＦ则根据用户具体签到过的ＰＯＩ位置
集合（犖犻犮犺犲）采用自适应带宽的核密度估计方法进
行建模，能更准确地刻画用户签到的偏好；ＵＳＧ
ＷＭＦ相比于ＡＳＭＦ不仅考虑了近邻朋友对用户
签到的影响，同时根据不同用户间的地理位置关系，
结合用户行为相似度建模用户社会关系对签到的影
响，改善了社会关系对用户签到方面的作用，且采用
了一种新的基于ＷＭＦ的上下文与用户偏好融合策
略，相比于ＧｅｏＭＦ和ＡＳＭＦ中的简单的ＭＦ融合方
法及ＧｅｏＳｏＣａ和ＣｏＲｅ中的线性组合方法更有效．
ＵＧＳ＿ＰＧＷＭＦ是综合了ＰＧＷＭＦ和ＵＳＧ
ＷＭＦ的优势，同时将社会关系、ＰＯＩ地理信息、ＰＯＩ
类别信息、文本内容信息以及时间信息有效地融合．

表４　１３种方法的推荐（狋狅狆犽）性能对比

ＤａｔａＳｅｔ Ｍｅｔｒｉｃｓ Ｕｓｅｒ
ｂａｓｅｄＣＦ

Ｉｔｅｍ
ｂａｓｅｄＣＦ

Ｇｅｏ
ＭＦ

Ｇｅｏ
ＳｏＣａＣｏＲｅＡＳＭＦＴＳＧ

ＭＦ
Ｒｅａｌｔｉｍｅ
ＭＦ ＭＴＡＳＤｅｅｐＲＵＳＧ

ＷＭＦ
ＰＧ
ＷＭＦ

ＵＧＳ＿ＰＧ
ＷＭＦ

Ｇｏｗａｌｌａ

狆狉犲犮犻狊犻狅狀＠５０．０４６３ ０．０４３５０．０５８６０．０６１２０．０６０３０．０６１７０．０６２１０．０６２９０．０６３３０．０６３７０．０６３４０．０６１６０．０７０８
狉犲犮犪犾犾＠５ ０．０３２６ ０．０３１８０．０３４８０．０３６８０．０３６６０．０３６２０．０４１４０．０４２８０．０４２９０．０４２２０．０４３７０．０３９４０．０４６３
狆狉犲犮犻狊犻狅狀＠１００．０４２１ ０．０３９６０．０５１００．０５２９０．０５２１０．０５３６０．０５４８０．０５５７０．０５６１０．０５６５０．０５６３０．０５２８０．０６１６
狉犲犮犪犾犾＠１００．０３８３ ０．０３８２０．０４１５０．０４２２０．０４１４０．０４２３０．０４６６０．０４７４０．０４８５０．０４７８０．０５０４０．０４５３０．０５４３
狆狉犲犮犻狊犻狅狀＠２００．０３７５ ０．０３６４０．０４５４０．０４７３０．０４７００．０４７５０．０４８７０．０４９８０．０５０７０．０５０５０．０５０３０．０４７５０．０５３９
狉犲犮犪犾犾＠２００．０４５２ ０．０４４００．０４８８０．０４９６０．０４９２０．０５０００．０５４３０．０５６７０．０５７６０．０５７４０．０５８９０．０５２００．０６０８
狆狉犲犮犻狊犻狅狀＠４００．０３５３ ０．０３４３０．０４２２０．０４４３０．０４４１０．０４４６０．０４５６０．０４６６０．０４７５０．０４７２０．０４８００．０４４５０．０５０８
狉犲犮犪犾犾＠４００．０４８８ ０．０４６９０．０５０９０．０５１７０．０５１２０．０５２８０．０５６９０．０５８３０．０５９７０．０５８８０．０６０４０．０５３３０．０６２２

Ｆｏｕｒｓｑｕａｒｅ

狆狉犲犮犻狊犻狅狀＠５０．０４３１ ０．０５２６０．０６１４０．０６１６０．０６０８０．０６２１０．０６２６０．０６３２０．０６５１０．０６５５０．０６６２０．０６４１０．０７４１
狉犲犮犪犾犾＠５ ０．０３２１ ０．０３３５０．０３５８０．０３７００．０３６７０．０３７１０．０４２３０．０４２７０．０４３５０．０４２９０．０４５００．０３９３０．０４９２
狆狉犲犮犻狊犻狅狀＠１００．０３７８ ０．０４５５０．０５４１０．０５５５０．０５５００．０５５２０．０５５９０．０５６４０．０５８６０．０５９４０．０５９１０．０５６６０．０６８３
狉犲犮犪犾犾＠１００．０３６６ ０．０３７７０．０４１５０．０４２４０．０４２１０．０４２７０．０４５８０．０４７２０．０４８１０．０４７７０．０４８９０．０４５１０．０５６７
狆狉犲犮犻狊犻狅狀＠２００．０３３４ ０．０３９８０．０４７９０．０４８８０．０４８５０．０４９２０．０５０５０．０５１００．０５２２０．０５１６０．０５２９０．０５０３０．０６１４
狉犲犮犪犾犾＠２００．０４２５ ０．０４３４０．０４８２０．０４９８０．０４９３０．０５０１０．０５４６０．０５５３０．０５６００．０５５３０．０５６９０．０５１２０．０６６３
狆狉犲犮犻狊犻狅狀＠４００．０３１０ ０．０３６２０．０４４７０．０４５７０．０４５３０．０４６１０．０４８３０．０４９１０．０５０３０．０５０００．０５０５０．０４６７０．０５７２
狉犲犮犪犾犾＠４００．０４３５ ０．０４４３０．０４９８０．０５２１０．０５１７０．０５２４０．０５５９０．０５６７０．０５７６０．０５７５０．０５８００．０５３５０．０６９５

接着，我们进一步验证本文所提出模型的冷启
动（ｇｉｖｅｎ狀）处理能力．实验数据采用在数据预处理
过程中过滤掉的部分，即一个用户签到ＰＯＩ的数
量为３，５，１０（推荐ｔｏｐ５），具体结果如表５所示．不
难发现，上下文信息在推荐过程中发挥了重要作
用，简单的协同过滤方法应对冷启动问题的能力
是较差的，融合了多种不同上下文信息的推荐方
法在冷启动问题上的性能表现优于只融合了部分
上下文信息的推荐方法．本文提出的模型在ＰＯＩ
推荐的冷启动处理能力上更具优势，更具体地，随
着狀的增加，狆狉犲犮犻狊犻狅狀和狉犲犮犪犾犾均有上升的趋势，
这是因为数据量增加，模型可以更好地学习用户
的偏好；ＵＳＧＷＭＦ是利用用户生活区域内与该

用户行为相似的所有用户作为社会关系，相比于
ＡＳＭＦ等考虑了部分上下文信息的方法，能更加
充分合理地利用上下文，更准确地刻画用户的社
会关系影响，且在此基础上进一步融合ＰＯＩ地理
信息（ＰＧＷＭＦ）的ＵＧＳ＿ＰＧＷＭＦ获得了在１３
种方法中最好的推荐结果，即使对于签到数量很
少的用户，其也能充分发挥由多种不同的上下文
信息建模的用户社会关系和ＰＯＩ地理信息的作
用，进行ＰＯＩ推荐．

同时，为了研究ＵＧＳ＿ＰＧＷＭＦ模型中不同
因素所起到的作用，我们分别在犓＝２０，ｔｏｐ犽推荐
和冷启动问题方面进行了实验．这里涉及的因素有社
会、地理以及用户自身偏好，分别对应模型如下：
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表５　１２种方法的冷启动（犵犻狏犲狀狀）处理能力对比
ＤａｔａＳｅｔ狀 Ｍｅｔｒｉｃｓ Ｕｓｅｒ

ｂａｓｅｄＣＦ
Ｉｔｅｍ
ｂａｓｅｄＣＦ

Ｇｅｏ
ＭＦ

Ｇｅｏ
ＳｏＣａＣｏＲｅＡＳＭＦＴＳＧ

ＭＦ
Ｒｅａｌｔｉｍｅ
ＭＦＭＴＡＳＤｅｅｐＲＵＳＧ

ＷＭＦ
ＰＧ
ＷＭＦ

ＵＧＳ＿ＰＧ
ＷＭＦ

Ｇｏｗａｌｌａ

３狆狉犲犮犻狊犻狅狀＠５０．００９５０．００９１０．０１５２０．０１６４０．０１５８０．０１６６０．０１９９０．０１８７０．０２０５０．０１８５０．０２０３０．０１５４０．０２１５
狉犲犮犪犾犾＠５０．００８６０．００７４０．０１３７０．０１４６０．０１４１０．０１４５０．０１５７０．０１５３０．０１７３０．０１５５０．０１５６０．０１４００．０１９１

５狆狉犲犮犻狊犻狅狀＠５０．００９８０．００９９０．０１６１０．０１７５０．０１６８０．０１７９０．０２０７０．０２０１０．０２１２０．０２０３０．０２１１０．０１６５０．０２４５
狉犲犮犪犾犾＠５０．００８７０．００８６０．０１３９０．０１５９０．０１５５０．０１６２０．０１８２０．０１７５０．０１８６０．０１８００．０１８４０．０１４４０．０２１２

１０狆狉犲犮犻狊犻狅狀＠５０．０１０６０．０１０９０．０１７５０．０１８８０．０１８４０．０１９２０．０２１４０．０２２３０．０２３６０．０２２２０．０２２４０．０１７７０．０２８６
狉犲犮犪犾犾＠５０．００９５０．００９８０．０１４３０．０１７４０．０１６９０．０１７６０．０１９４０．０２０１０．０２１５０．０２０２０．０１９９０．０１４６０．０２３７

Ｆｏｕｒｓｑｕａｒｅ

３狆狉犲犮犻狊犻狅狀＠５０．０１０７０．０１１２０．０１５８０．０１７１０．０１６６０．０１７４０．０２０４０．０１９１０．０２１７０．０２０００．０２０９０．０１５９０．０２２３
狉犲犮犪犾犾＠５０．０１０１０．０１０３０．０１３９０．０１４５０．０１４２０．０１４９０．０１６５０．０１５７０．０１７７０．０１６５０．０１６４０．０１４２０．０１９８

５狆狉犲犮犻狊犻狅狀＠５０．０１１４０．０１１８０．０１７８０．０１８６０．０１７９０．０１８９０．０２１２０．０２０６０．０２２６０．０２１２０．０２１５０．０１８２０．０２６０
狉犲犮犪犾犾＠５０．０１０３０．０１０９０．０１４６０．０１５５０．０１４９０．０１５６０．０１８９０．０１８２０．０２０８０．０１８６０．０１９３０．０１４７０．０２１７

１０狆狉犲犮犻狊犻狅狀＠５０．０１２１０．０１２２０．０１９３０．０２０４０．０１９６０．０２０７０．０２１５０．０２２９０．０２６４０．０２２５０．０２２８０．０１９６０．０２９７
狉犲犮犪犾犾＠５０．０１０８０．０１１１０．０１６９０．０１８２０．０１７３０．０１８５０．０２０６０．０２２１０．０２３７０．０２０７０．０２０５０．０１７５０．０２４１

ＳｏＷＭＦ：
ｍｉｎ
犝，犔
犌＝∑狌犻，犾犼狑犻，犼（犆犻，犼－（狆

Ｔ犻狇犼＋狊犮犻，犼））２＋

λ狆∑
狘犝狘

犻＝１
狆犻２＋λ狇∑

狘犔狘

犼＝１
狇犼２ （４３）

ＧｅｏＷＭＦ：
ｍｉｎ
犝，犔
犌＝∑狌犻，犾犼狑犻，犼（犆犻，犼－（狆

Ｔ犻狇犼＋犵犮犻，犼））２＋

λ狆∑
狘犝狘

犻＝１
狆犻２＋λ狇∑

狘犔狘

犼＝１
狇犼２ （４４）

ＣａＷＭＦ：

ｍｉｎ
犝，犔
犌＝∑狌犻，犾犼狑犻，犼（犆犻，犼－犐犻，犼）

２＋λ狆∑
狘犝狘

犻＝１
狆犻２＋

λ狇∑
狘犔狘

犼＝１
狇犼２＋λ狏∑

狘犆犪狘

犼＝１
狏犆犪犼２ （４５）

图４　不同因素对ｔｏｐ犽推荐准确率的影响

具体结果如图４、图５、图６和图７所示．从结果
中可以发现，ＵＧＳ＿ＰＧＷＭＦ始终优于只考虑单因
素的模型，且社会、地理和用户自身偏好分别对
ＵＧＳ＿ＰＧＷＭＦ的性能起到了不同程度的作用．另
外，相同因素在两种不同的实验评估中具有不同的
影响程度．在ｔｏｐ犽推荐的实验中，影响程度：用户
自身偏好＞社会关系＞地理关系．在冷启动问题的
实验中，影响程度：社会关系＞地理关系＞用户自身

图５　不同因素对ｔｏｐ犽推荐召回率的影响

图６　不同因素对冷启动问题（ｇｉｖｅｎ狀）准确率的影响

图７　不同因素对冷启动问题（ｇｉｖｅｎ狀）召回率的影响
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偏好．本文社会关系模型始终优于地理关系模型，再
次说明了本文对社会关系改进的有效性．

进一步地，本文探究参数对ＵＧＳ＿ＰＧＷＭＦ模
型的性能影响，模型中涉及的参数包括核函数宽
度犫，敏感参数γ以及权重α．图８和图９所示的是
犫对ＵＧＳ＿ＰＧＷＭＦ性能的影响，随着犫的增大，在
Ｇｏｗａｌｌａ和Ｆｏｕｒｓｑｕａｒｅ数据集上模型性能均逐步提
高，但分别在犫＝４５和犫＝３０时，模型性能的增长率
开始大幅度降低，说明过大的犫值对模型性能的提升
作用并不明显，这是因为犫值决定参与计算的用户数
据量，用户的邻居用户数量随着犫值增大而增加，但
此时距离该用户活动区域（犖犻犮犺犲）较远的用户数量
也在增加，他们在社会关系对用户签到偏好方面的
影响并不大，反而因为计算量的增加，造成了模型推
荐ＰＯＩ的过程中的消耗代价的增加．图１０和图１１
表明了γ对ＵＧＳ＿ＰＧＷＭＦ的性能的影响，γ＝０
时，自适应带宽的核密度估计方法退化为固定带宽
的核密度估计方法，当γ的取值在［０，０．４）区间内，
模型的推荐效果并不好，是因为ＰＯＩ地理相关性
（式（１０））对用户签到数据的敏感程度较低，不同
用户的本地带宽与具体的数据关联性不大；而γ的
取值在（０．５，１．０］区间内时，随着γ增大，推荐效果
反而降低，是由于式（１０）对用户签到数据高度敏感
造而过拟合造成的；最终当γ的取值在［０．４，０．５］区
间内，模型推荐效果较理想．图１２和图１３显示了权
重参数α对ＵＧＳ＿ＰＧＷＭＦ的性能影响，明显地，
在数据集Ｇｏｗａｌｌａ和Ｆｏｕｒｓｑｕａｒｅ上，α分别在０．４５
和０．５５附近能够取得较好的推荐效果，而过大或过
小的α会使得模型性能下降，原因在于文中的
ＷＭＦ不同于一般的ＭＦ的重要原因是为每一个零

图８　犫值对ＵＧＳ＿ＰＧＷＭＦ的准确率的影响

图９　犫值对ＵＧＳ＿ＰＧＷＭＦ的召回率的影响

图１０　γ值对ＵＧＳ＿ＰＧＷＭＦ的准确率的影响

图１１　γ值对ＵＧＳ＿ＰＧＷＭＦ的召回率的影响

图１２　α值对ＵＧＳ＿ＰＧＷＭＦ的准确率的影响
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图１３　α值对ＵＧＳ＿ＰＧＷＭＦ的召回率的影响

项分配一个非零权重，而非零项的权重根据α动态
计算获得，如果α过小，则零项与非零项区别不大，
影响非零项在计算过程中的作用，而如果α过大，则
影响零项数据的作用．

上述实验证实了本文提出的模型的性能的优
势，这主要归功于本文对于用户的社会关系、ＰＯＩ的
地理信息、ＰＯＩ类别信息、文本信息、时间信息以及
用户自身偏好的建模和融合的优势，但由于签到数
据的稀疏性，致使狆狉犲犮犻狊犻狅狀和狉犲犮犪犾犾均不高．最后，
本文对模型在克服数据稀疏性方面进行了实验，我
们设置犽＝５，分别利用２０％、４０％及６０％的数据作
为训练集，在原有的数据基础上进一步调整了数
据的稀疏性强度，结果如表６所示．从表６中的数
据可知，当数据稀疏性提高时，模型的推荐性能较

表３中的结果有了明显的下降，这是可用的用户
签到数据减少，用户的自身偏好建模效果不佳所
导致的．整体上，简单协同过滤方法ＵｓｅｒｂａｓｅｄＣＦ
与ＩｔｅｍｂａｓｅｄＣＦ＜应用部分上下文信息建模的方
法＜采用了更多上下文信息建模的推荐方法．所以，
当数据具有较高的稀疏性时，模型的性能优劣更多
依赖于上下文信息的建模．进一步地，当２０％数据
作为训练集时，１３种推荐方法的性能表现均处于最
差水平，且在应用部分上下文信息建模的方法中，
ＵＳＧＷＭＦ的推荐结果是最优的，较ＡＳＭＦ和
ＧｅｏＳｏＣａ分别提高了１９％和２３％，而在采用了更多
上下文信息建模的推荐方法中，ＵＧＳ＿ＰＧＷＭＦ表
现最佳，较ＭＴＡＳ和ＤｅｅＰＲ分别提高了１８％和
２５％．当采用４０％的数据训练时，结果是ＵＳＧ
ＷＭＦ的性能较ＡＳＭＦ和ＧｅｏＳｏＣａ提高了１３％和
１６％，ＵＧＳ＿ＰＧＷＭＦ比ＭＴＡＳ和ＤｅｅｐＲ分别提
高了１５％和１８％．当训练数据达到６０％时，ＵＳＧ
ＷＭＦ比ＡＳＭＦ和ＧｅｏＳｏＣａ提高了１２％和１４％，
ＵＧＳ＿ＰＧＷＭＦ比ＭＴＡＳ和ＤｅｅｐＲ分别提高了
１２％和１４％．随着训练数据集的比例增大，ＵＳＧ
ＷＭＦ和ＵＧＳ＿ＰＧＷＭＦ的优势相对减小，说明了
本文所提出的模型分别在ＰＯＩ地理信息、用户社会
关系、ＰＯＩ类别信息、文本内容以及时间信息的建模
和融合上更具优势，能够更好地解决数据稀疏问题．

表６　１３种方法在不同比例（％）数据集作为训练集情况下的推荐（狋狅狆５）性能对比

ＤａｔａＳｅｔ％ Ｍｅｔｒｉｃｓ Ｕｓｅｒ
ｂａｓｅｄＣＦ

Ｉｔｅｍ
ｂａｓｅｄＣＦ

Ｇｅｏ
ＭＦ

Ｇｅｏ
ＳｏＣａＣｏＲｅＡＳＭＦＴＳＧ

ＭＦ
Ｒｅａｌｔｉｍｅ
ＭＦＭＴＡＳＤｅｅｐＲＵＳＧ

ＷＭＦ
ＰＧ
ＷＭＦ

ＵＧＳ＿ＰＧ
ＷＭＦ

Ｇｏｗａｌｌａ

２０％狆狉犲犮犻狊犻狅狀＠５０．０１０２０．０１１００．０１４２０．０２３５０．０２２６０．０２４６０．０２７５０．０２８９０．０３０３０．０２９５０．０３０１０．０２０８０．０３６９
狉犲犮犪犾犾＠５０．００８９０．００９５０．０１２７０．０１９８０．０１８１０．０２２００．０２２８０．０２５１０．０２６００．０２５６０．０２６２０．０１７４０．０３０７

４０％狆狉犲犮犻狊犻狅狀＠５０．０２０１０．０２０６０．０３４５０．０３６３０．０３５９０．０３７６０．０４０７０．０４１５０．０４２２０．０４１６０．０４２００．０３６２０．０４９９
狉犲犮犪犾犾＠５０．０１７２０．０１８３０．０２８９０．０３０００．０２９５０．０３０６０．０３２６０．０３３８０．０３５４０．０３３９０．０３４１０．０２９６０．０３９８

６０％狆狉犲犮犻狊犻狅狀＠５０．０３３９０．０３３４０．０５１８０．０５５１０．０５４５０．０５６２０．０５７３０．０５８１０．０５９５０．０５８１０．０５８７０．０５４７０．０６８４
狉犲犮犪犾犾＠５０．０２９４０．０２９１０．０３１１０．０３２５０．０３２１０．０３３００．０３７１０．０３９００．０３９６０．０３９００．０３９４０．０３３００．０４３８

Ｆｏｕｒｓｑｕａｒｅ

２０％狆狉犲犮犻狊犻狅狀＠５０．０１１３０．０１２１０．０１５８０．０２６３０．０２４９０．０２７７０．０２８７０．０３０５０．０３１５０．０３０１０．０３０８０．０２３２０．０３８１
狉犲犮犪犾犾＠５０．００９５０．０１０６０．０１３５０．０２１２０．０２０８０．０２３１０．０２４００．０２６２０．０２７９０．０２６３０．０２７００．０１８６０．０３２０

４０％狆狉犲犮犻狊犻狅狀＠５０．０２２３０．０２２７０．０３６２０．０３７８０．０３７００．０３８９０．０４１３０．０４２２０．０４３６０．０４２９０．０４３３０．０４０００．０５２６
狉犲犮犪犾犾＠５０．０１９４０．０１９９０．０２９６０．０３１００．０３０２０．０３１５０．０３３７０．０３４５０．０３６９０．０３６３０．０３６６０．０３０２０．０４１５

６０％狆狉犲犮犻狊犻狅狀＠５０．０３４３０．０３４７０．０５２２０．０５６４０．０５５７０．０５７５０．０５８７０．０５９５０．０６１６０．０６０９０．０６１５０．０５５９０．０６９６
狉犲犮犪犾犾＠５０．０３１００．０３１５０．０３２７０．０３４３０．０３３９０．０３５２０．０３８５０．０４０３０．０４１００．０４０５０．０４０８０．０３４６０．０４６０

５　结束语
针对ＬＢＳＮｓ中ＰＯＩ推荐过程中的用户偏好和上

下文融合问题以及数据稀疏问题，本文提出了一种
ＵＧＳ＿ＰＧＷＭＦ模型．该模型改进了ＷＭＦ，在用户自
身偏好建模时，融入了用户对ＰＯＩ类别的偏好，并针

对用户签到过的ＰＯＩ与未签到过的ＰＯＩ采取了不同
的上下文融合方法，且获得了优异的性能表现．ＵＧＳ＿
ＰＧＷＭＦ重构了用户的社会关系，增强了社会关系在
用户偏好决策中的作用，并利用自适应带宽的核密度
估计评估了用户活动轨迹中的ＰＯＩ个性化分布关系，
并融合到改进的ＷＭＦ中进行ＰＯＩ推荐，结果表明，
该模型能有效克服签到数据的稀疏性和冷启动问题．
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