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摘  要 图像缺损修复研究旨在通过计算机自动修复图像中的缺损内容。近年来，深度神经网络技术的出现有效

促进了相关研究的发展。本文针对该类研究进行了系统梳理和综合介绍。依据网络架构类型，具体将方法分为五

类：Context-Encoder 类、U-Net 类、CGAN 类、DCGAN 类以及 StackGAN 类。我们具体分析了每类方法的思路、

特点、优势和缺陷，并基于系统性实验，在公开大规模数据集上客观对比评价每一类方法的精度和性能。最后对

目前相关工作中存在的问题和挑战进行了阐述和介绍。 
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Abstract   At present, the image is one of the most important tools of visual information storage and 

transmission. Image inpainting is a research that aims to autonomously repair defected and impaired image 

content by computer. This is an interesting research topic attracting the attention of computer vision, image 

processing, and machine learning field. Since the content of impaired area is hardly predicted beforehand, a 

smart solution method must have the ability to model complex general image information. However, 

complex information modeling is always a tough mission in visual researches. Thus, related researches 

once progressed quite slow in decades of years. But things are different because of the development of deep 

neural networks, which is well known for the ability of complex information learning and modeling. 

Nowadays, deep neural network based approaches have become the overwhelming solution of image 

inpainting tasks, and really advanced the general technical merit. In this paper, state of the art works of deep 

neural network based image inpainting is systematically combed and comprehensively introduced. Since 

the main difference among those related approaches comes from the network structure, we will class and 

discuss them according to network architecture discrepancy. Specifically, all mentioned methods are 

divided into five categories, namely, Context-Encoder class, U-Net class, CGAN class, DCGAN class, and 

StackGAN class. The Context-Encoder is a famous context information modeling network structure, which 

can effectively model general visual content. The U-Net is a network construction that can fuse multiple 
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scale level knowledge, which contains many down and up sampling. The CGAN is a conditional version of 

traditional GAN structure. This strategy promotes the pertinence and controllability of GAN, which is 

famous for the brand new adversarial mechanism and powerful synthesizing capability. The DCGAN is a 

deep level fusion of classical CNN and GAN, and it is a reinforced instrument of feature extraction and 

modeling. Those structures have evident composition characteristics and are fundamentally distinct from 

each other. But all of them have been successfully utilized to solve the puzzle of image inpainting, and great 

outcomes have been achieved. And we believe they stand for the highest technique level of current research 

to image inpainting problems. Hence, in this paper, we will be detailed discuss the ideas, features, advantages, 

and defects of each of the five categories, and they will be directly compared and assessed. In order to fairly 

and objectively measure and evaluate the mentioned methods, carefully designed experiments are 

conducted on publicly available large-scale databases. Both quantitative and qualitative performance will be 

demonstrated and discussed to analyze the approaches comprehensively. Finally, the remaining problems 

and challenges of current works are elaborated and discussed. 
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1  引  言 

图像是人类最重要的信息表达和传递方式之

一，对人类的沟通交流有着不可替代的突出作用 . 

然而，在图像信息传递和存储过程中，不可避免地

会出现损失，影响信息呈现质量. 在目前使用最为

普遍的数字图像（相对于逻辑图像而言）中，信息

缺损最主要的表现形式就是像素丢失，如图 1 所示.  

从图中可以明显看出，信息缺损对图像内容的

呈现产生严重影响. 这是由于图像属于非结构性信

息，其中各部分内容的相对独立性较差，所以即使

是尺寸很小的缺损（如第 1 列中，图像仅缺损 10%

内容），也会给人图像整体质量较差的直观感受. 显

而易见，存在内容缺损的图像是不能直接呈现给读

者和用户的. 在图像采集设备不断普及的今天，各

类图像数量每天成几何级数级增长，研究设计能够智

能修复图像缺损内容的自动化方法和技术势在必行.  

由于缺失的信息不可能无中生有，应对图像内

容缺损，最关键的核心工作就是如何获取补偿信息. 

众所周知，图像可以表达的内容包罗万象，颜色、

纹理、结构、组成等各方面均蕴含大量可变性，因

此对真实图像的补偿知识建模属于对超大规模信息

的高层次复杂结构抽象化凝练问题. 在有限存储空

间和运算能力前提下，开展该类工作极为困难. 所

以在过去相当长一段时间内，图像缺损自动修复问

题曾发展非常缓慢，直至深度神经网络技术的出现.  

深度神经网络[1]以结构庞大变量众多闻名，客

观上具备存储固化大规模信息知识的可能，而且其 

 
图 1  图像缺损示例（第 1 行为中心区域缺损，由左至右

缺损比例分别为 10%，15%，20%，25%；第 2 行

为随机区域缺损，由左至右缺损比例分别为 10%，

20%，30%，40%） 

个性化信息响应方式使得其可以依据不同图像灵

活运用补偿知识. 因此近年来基于深度神经网络

实现图像缺损内容修复成为该领域最主要的新兴

研究方向，优秀成果不断涌现[2-37]，有效促进了

该领域整体研究水平的快速提升.  

然而，基于前期大量相关调研，我们发现目

前专门针对基于深度神经网络缺损图像修复技术

的综述性工作偏少. 现在能够查询到的公开发表

工作仅有两个：Elharrouss 等[38]对图像缺损修复

问题进行了已有解决思路的全面综述，但缺少对

基于深度神经网络技术的专门化系统分析总结和

对比归纳；而在另一文献中，强振平等[39]虽然针

对深度神经网络技术在图像缺损问题上的修复应

用进行了系统性研究探索，但遗憾的是没有提供

任何实验表现支撑，对方法的分析深度有限. 显

然，该现状与深度神经网络技术在该领域内的垄

断性优势地位并不匹配.  
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基于此，本文拟针对基于深度神经网络的图像

缺损自动修复方法开展专门系统性综述研究. 从方

法构成的本质性特征出发，我们选择依据网络核心

架构的不同对方法进行分类归纳总结和分析，并依

托在公开大规模数据集上的系统性对比实验进行精

度和性能的客观评价. 其中包含一些我们的个人观

点和看法，未必完全正确，但希望能够对有意了解

该研究方向的读者起到微薄帮助.  

本文的主要贡献在于： 

（1）对目前解决图像缺损修复问题最有效的

state of the art 方法，即深度神经网络类方法，进行

了系统性分析和归纳总结； 

（2）对当前评价图像缺损修复方法的公开数据

集、精度和性能评价指标等进行系统性归纳介绍； 

（3）在大规模公开数据集上开展分析评价实

验，客观度量方法性能，并进行综合性能对比，探

究方法成功和失败背后的核心原因； 

（4）系统性分析列举了当前研究所面临的挑战

性问题和核心技术难点.  

本文余下章节的内容组织安排如下：第 2 节介

绍相关基础知识；第 3 节对深度神经网络类图像缺

损修复方法进行系统性归纳和详细介绍；第 4 节开

展系统性方法实验评测，集中横向对比讨论各类方

法的优缺点；第 5 节介绍解决图像缺损修复问题目

前所仍面临的主要挑战和核心技术难点；第 6 节总

结全文.  

2  相关基础知识概述 

本节将对相关基础知识进行简明介绍，包括深

度神经网络、基于图像自身信息的缺损修复技术、

评价指标、评测数据集等内容.  

2.1  深度神经网络 

深度神经网络是近年来出现并获得迅速发展的

一种颠覆性机器学习知识模型[40]. 在结构组成上，

相对于传统神经网络，也就是俗称的浅网络，深度

神经网络有着明显增加的纵深，以及呈几何级数级

扩容的神经元数目 . 尽管在理论依据上还相对缺

乏，但不可否认在实际表现方面，深度神经网络几

乎在所有领域完全碾压其他机器学习经典模型，如

SVM[41]和 Boosting[42]等. 尤其在一般性图像建模这

些涉及大规模复杂数据的问题上，深度神经网络的

表现几无对手[43].  

在具体结构上，深度神经网络通常由输入层、

输出层以及部署在二者之间数目不等的隐含层组

成，每层中有数目不等的多个神经元. 通过多个隐

含层的叠加，网络可以较好实现对大规模复杂信息

的高层级抽象建模. 通过设计搭配不同类型的输出

层结构，深度网络能够基于隐含层中建模的复杂知

识信息进行分类、识别、定位、分割等各类型决策

操作. 在本文主要涉及的计算机视觉领域，目前被

研究和应用最多的是卷积深度神经网络[44]. 卷积是

一种具有一般意义的运算形式，通过采用搭配不同

参数的卷积模版，绝大多数传统图像处理操作均可

通过卷积实现，如平滑、锐化、采样等.  

近年来，深度神经网络在高层级计算机视觉问题

上取得一系列突出成绩，成为目前最突出的高级视觉

知识建模方法. 卷积网络 AlexNet[45]、VGGNet[46]、

GoogLeNet[47]、ResNet[48]等的提出，使得人们在

ImageNet[49]等超大规模实际图像数据库上进行高精

度图像分类成为可能. 以 GAN[50]为代表的生成对

抗类网络模型，如 CGAN[51]、DCGAN[52]、Stack-

GAN[53]等，以博弈方式有效提升合成内容的灵活

性，成为目前图像合成领域最令人瞩目的研究方向

之一.  

2.2  基于图像自身信息的缺损修复技术 

如第 1 节所述，解决图像缺损修复问题的核心

关键点在补偿知识的获取. 应对该问题，除了采用

本文将在后续章节进行重点介绍的深度神经网络之

外，从图像中未损坏的其它区域获取补偿信息，基

于已知内容填补未知，也是一种可行的思路. 实际

上，在深度神经网络这种突出的复杂信息建模技术

出现之前，基本上这也是唯一可行的一般性图像缺

损修复思路.  

基于图像本身信息进行缺损修复，重点在如何

实现补偿信息的有效选择和融合. 目前，该类技术

主要可以被划分为两类：基于补丁（Patch-based）方

法[54-60]和基于像素扩散（Diffusion-based）方法[61-71]. 

基于补丁方法的主要思路是在图像中未缺损区域中

搜索能够匹配缺损区域的补丁，而后将补丁填充至

缺损区域；基于像素扩散方法通过对无缺损区域与

缺损区域交界处的像素进行扩散，将无缺损区域的

有效图像信息平滑地传递至缺损区域.  

基于自身信息实现缺损修复的方法思路清晰、

含义明确，同时也易于理解和应用，曾是解决该类

问题最有效的方式. 然而，由于缺乏对图像高层次

语义的理解，也并未构建广泛收集图像一般性信息

的补偿知识模型，该类技术在细节精细程度、补偿

灵活性、与实际图像的吻合度等方面均存在较为明
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显的缺陷 . 表现在往往只能局部复制移动图像内

容，而无法实现真正意义上的缺损补偿和灵活修复，

对于结构相对复杂，本身冗余度低的图像，通常难

以达到理想修复效果. 基于此，本文对该类技术不

展开，只重点总结介绍深度神经网络类图像缺损修

复技术.  

2.3  评价指标 

由于属于相对较新的研究课题，对于缺损图像修

复，尚无行业公认的专有量化评价指标. 对于相关方

法的评价，目前主要是基于直观定性观察，或者图像

整体质量评价指标进行. 对于后者，近年来最常用的

是峰值信噪比 PSNR（Peak Signal to Noise Ratio）[72]

和结构相似度 SSIM（Structural Similarity）[73]. 这

两种指标都是通过对比处理后所获得图像 Ix 与目标

图像 Iy 之间的差别来对方法效果进行评价. 其具体

定义方式如下①： 
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（3） 

为图像 Ix 与图像 Iy 的均方误差；MAXi 表示输入图像

格式允许的灰度值上限，对灰度图像，其值为 255；

xI 和
yI 分别表示图像 Ix 与图像 Iy 的像素均值；

xI 与
yI 分别为图像 Ix 与图像 Iy 的方差；

x yI I 表

示协方差；c1，c2 为常数；H 与 W 分别为图像的高

度和宽度.  

2.4  评测数据集 

标准的图像数据集是科学评价图像缺损修复算

法的基础，我们对图像修复领域常用的数据集进行

了分类和汇总. 经过调研发现，图像修复领域常用

的数据集主要分为场景数据集，物体数据集与一般

性数据集三大类（详细数据集信息参见表 1）.  

表 1  图像修复领域常用标准评测数据集 

数据集名称 类型 分辨率 规模 网址 数据集被使用情况 

Places2[74] 256256 10M http://places2.csail.mit.edu/ 

[8],[14],[15],[16],[17],[18],

[19],[26],[30],[32],[33], 

[34],[35],[36],[37] 

Paris 

StreetView[75] 
936537 15K https://github.com/pathak22/context-encoder 

[5],[7],[8],[14],[21],[25], 

[30],[37] 

Cityscapes[76] 20481024 25K https://www.cityscapes-dataset.com/ [21],[22],[29] 

Facades[77] 250250~10241024 0.6K http://cmp.felk.cvut.cz/~tylecr1/facade/ [19],[21] 

SVHN[78] 

场景 

3232 600K http://ufldl.stanford.edu/housenumbers/ [27] 

CelebA[79] 178218 202K http://mmlab.ie.cuhk.edu.hk/projects/CelebA.html 
[8],[16],[17],[23],[24],[26],

[27],[30],[32],[33],[37] 

CelebA-HQ[80] 10241024 30K
https://github.com/willylulu/ 

celeba-hq-modified 

[8],[15],[18],[19],[25],[31],

[32],[33],[35] 

PIPA[81] 5050~10241024 51K
https://www.sarahelizabethmalinak.com/ 

photo-albums/ 
[9] 

MegaFace[82] 3232~20482048 4.7M http://megaface.cs.washington.edu/ [23] 

Stanford Cars[83] 100100~40004000 16K https://ai.stanford.edu/~jkrause/cars/car_dataset.html [27] 

Helen Face[84] 

物体图像 

480480~35003500 2K http://www.ifp.illinois.edu/~vuongle2/helen/ [24],[29] 

ImageNet[49] full resolution 14M http://www.image-net.org/ 
[5],[6],[7],[8],[10],[15], 

[18],[25],[32],[35],[36] 

DTD[85] 

一般性 

图像 

300300~640640 5K https://www.robots.ox.ac.uk/~vgg/data/dtd/ [19],[32] 

 

 

① 对于如 RGB 等多通道图像，以各通道上指标的均值为图像整体度量指标。 
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场景数据集通常由在一种或多种特定场景中拍

摄的真实图像组成. 比较有代表性的有包含 400 余

不同场景图像的 Places2[74]多场景数据集；Paris 

StreetView[75]巴黎街景数据集，该数据集主要从

Google StreetView 数据集[86]抽取图像构成；大规模

城市街景数据集 Cityscapes[76]；建筑物正面图像数

据集 Facades[77]；街景门牌数据集 SVHN[78]. 场景数

据集的特点是图像数据为客观世界中的真实场景 . 

由于真实场景的类型众多，且大多背景复杂，包含多

种物体，该类数据集对于图像修复研究有一定难度.  

物体数据集一般指数据集中的图像样本属于某

一特定类型物体，如人脸等. 常见的此类数据集包

括：大规模人脸数据集 CelebA[79]；CelebA 的高质

量人脸图像版本 CelebA-HQ[80]；大型人脸图像数据

集 Megaface[82]；包含各种外观变化下人脸图像的

Helen Face[84]数据集；包含人类在各种环境、活动、

事件中的姿势与体态的 PIPA[81]人体姿态数据集，其

图像主要从公共相册数据集 Flickr[87]中收集获得；

汽车图像数据集 Stanford Cars[83]. 物体数据集与场

景数据集不同，其背景的复杂度往往较低，且图像

中的前景物体一般占据较大范围比例. 另外，物体

数据集图像样本中的前景一般只包含一个物体. 因

此可以看出，物体数据集的整体修复难度一般低于

场景数据集.  

一般性数据集指由大量不同类别图像构成的综

合性数据集，比较典型的有多物体多场景综合数据

集 ImageNet[49]，覆盖 47 种不同类别物体的纹理图

像数据集 DTD[85]. 一般性数据集由于不受场景与物

体类型的制约，内容更为多样，组成成分也更为复

杂. 因此，在此类数据集上开展图像修复研究的整

体难度也更高.  

3  研究现状与分析 

本节将对目前在图像缺损修复方面取得最突出

表现的深度神经网络类方法进行系统性论述. 如图

2 所示，我们将主流方法依据核心网络架构的不同

具体细分为五大类，即 Context-Encoder 类、U-Net

类、CGAN 类、DCGAN 类和 StackGAN 类.  

3.1  Context-Encoder类方法 

Context-Encoder[5]是一种无监督视觉特征学习

网络架构. 在图像缺损修复问题中，上下文信息对

于修复结果至关重要，Context-Encoder 网络中的上

下文编码器能够有效利用待修复区域周围的局部信

息与整张图像的全局信息，生成与原图像相匹配的

信息. 以 Context-Encoder 为基础的图像缺损修复方

法在近年来成为一种主流方式.  

典型的 Context-Encoder 网络结构如图 3 所示，

主要由编码器和解码器两部分组成. 编码器与解码

器之间的全连接通道有效降低了网络参数的数量 . 

Context-Encoder 不仅能够利用缺损区域周围的图像

信息，还能利用整幅图像中视觉结构的语义信息 . 

在训练阶段，Context-Encoder 引入重建损失（Recon-

struction Loss），如公式（4）所示，以获取缺失区

域整体结构与上下文的一致性 . 同时，Context- 

Encoder 也引入了对抗损失（Adversarial Loss），如

公式（5）所示，来提升生成图像的灵活性. 方法的

整体损失是上述重建损失与对抗损失的加权组合，

如公式（6）所示.  

 

 
图 2  基于深度神经网络的图像缺损修复方法划分 

 

 
图 3  Context-Encoder 网络架构 
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  , rec rec adv advL     （6） 
 

其中，I 代表输入图像，M 为图像缺失区域的 mask，

代表矩阵元素对位乘，F 表示网络输出，代表真

实样本分布，D 为鉴别器，rec 与adv 分别为重建损

失与对抗损失的加权系数.  

Liao 等[6]在 Context-Encoder 的基础上提出了基

于边缘的上下文解码器. 该模型首先提取图像的边

缘信息，然后利用全卷积网络（Fully Convolutional 

Network）来恢复缺失区域的边缘信息，最后将恢复

的边缘信息与不完整图像用 Context-Encoder进行修

复. Yang 等人[7]将 Context-Encoder 中所有的 ReLU

层和 Leaky ReLU 层替换为 ELU 层，使网络在训练

时能够处理较大的负面响应，保证了网络训练的稳

定性. Wang 等人[8]提出的网络架构中包含三个平行

的分支网络，每一个分支网络在下采样时使用不同

大小的感受野，能够提取不同层级的图像特征，克

服了单个网络中只能提取同一层级特征的问题. Sun

等[9]设计提出了一种专门修复人脸图像的方法，具

体包括两个步骤：第一步先根据图像的上下文信息

在合适的位置生成人脸特征点，第二部根据第一步

的结果补全缺失的人脸图像. 两部分的生成器都应

用 Context-Encoder 架构. Vo 等人[10]在 Context-Encoder

框架基础上提出了结构损失（Structural Loss），这是

一种像素重建损失与特征重建损失的线性组合，以

进一步提升方法精度.  

3.2  U-Net类方法 

U-Net[88]网络由 FCN[89]网络进化而来，最初应

用于图像分割领域. U-Net网络之所以被应用于图像

缺损修复问题，是由于其具有独特的特征融合方式：

U-Net 可以将不同尺度的特征在通道维度拼接在一

起，其最后一个上采样输出的特征是由来自第一个

卷积模块输出的特征与上一个上采样输出特征融合

得来. 这种独特的特征融合方式将图像中的低层次

特征与高层次特征深度融合 . 在图像缺损修复领

域，特征融合方式对图像缺损区域的修复至关重要，

不仅需要利用颜色、边缘等低层次特征，也同时要

结合结构、语义等高层次特征. 基于此，U-Net 结构

在图像缺损修复领域有着广泛应用[11-19]. 如图 4 所

示，U-Net 网络结构主要包括两部分：第一部分的

主要作用为特征提取，网络架构与 VGG 网络架构[13]

类似，网络层中每经过一个池化层就是一个尺度；

第二部分为上采样部分，每上采样一次，其输出与

特征提取部分对应融合. U-Net 网络没有全连接层，

且卷积的过程中采用 valid 方式，保证结果均是从没

有缺失的上下文特征中获得.  
 

 
图 4  U-Net 网络架构 

 

Yan 等人[14]在 U-Net 架构上增加特殊的移位连

接层，提出了 Shift-Net 结构，能够填充具有复杂结

构和精细纹理的任意形状缺损区域. 移位连接层能

够链接已知区域的编码器特征和待修复区域的解码

器特征，通过合理的语义和精细的细节纹理产生高

质量的修复结果. Liu 等人[15]将 U-Net 中所有卷积层

替换为部分卷积（Partial Convolution），并在解码阶

段使用最近邻上采样，移位连接层分别将编码器和

解码器的特征和掩码连接在一起，作为下一个部分

卷积层的输入. 最后一个部分卷积层的输入为原始

缺失图像和原始掩码. Wang 等人[16]在 U-Net 中加入

多尺度注意力模块，不仅计算图像低层细节的相似程

度，也同时计算图像高层语义相似性. Hong 等人[17]

在 U-Net 解码器的最后几层中嵌入了多个融合模

块，设计提出 DFNet 方法. 每个融合模块从相应特

征图产生不同分辨率的修复结果. 在损失方面，对

于高层特征，添加感知损失 k
p （Perceptual Loss）与

风格损失 k
s （Style Loss）. 感知损失为原始图像与修

复图像的相似特征之间的 L1 距离，如公式（7）所

示；风格损失为原始图像与修复图像对应的格拉姆

矩阵的 L1 距离，如公式（8）所示.  

 1( )) ˆ ,(


   k
p j k j k

j J

I I   （7） 

 1
ˆ( ) ( ,)



   k
s j k j k

j J

IG I G   （8） 

其中，Ik 为待修复图像， k̂I 为被修复图像， ( )j 为网

络层第 j 层的输出，是一个大小为 CjHjWj 的特征图，

其中 Cj，Hj，Wj 分别代表特征图的通道数，高度与宽

度； ( )jG 表示格拉姆矩阵，其中每一个元素为 

 , , , , , '

1 1

1
( ) ( ) ,( )

 
  

j jH W

j c c j h w c j h w c
j j j h w

G I I I
C H W

    （9） 

其中，c 和 cʹ 代表元素在矩阵中的位置坐标. 感知
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损失与风格损失的加入，使缺损图像在修复过程中

受到更多约束. 通过嵌入融合模块与这些约束，使

网络能将修复内容与现有内容实现平滑融合，达到

较好修复效果.  

Xiao 等人[18]受 NIN（Network in Network）和

Inception Module 的启发，将 Inception Module 嵌入

U-Net. Inception Module 的主要思想是，卷积网络中

经过优化的局部稀疏结构可以被一系列容易获得的

密集子结构近似和替代，从而在保持网络稀疏性的

同时提高计算性能. Zeng 等人[19]在 U-Net 结构之上，

提出了金字塔上下文编码网络 PEN-Net. 它可以对

来自全分辨率输入的上下文语义进行编码，并将学

习到的语义特征解码为图像信息用于修复缺损内

容. 在训练过程中，编码器从高级语义特征图中通过

注意力逐步学习区域之间的关联性，然后通过注意力

将区域之间的关联性转移到低级特征图中，确保图像

修复的视觉和语义的一致性. Zhang 等人[20]将多个

U-Net 网络作为生成器，逐步修复图像中的缺失内容.  

3.3  CGAN类方法 

条件生成对抗网络 CGAN[51]是经典生成对抗网

络 GAN 的条件约束版本. GAN 是近年来在图像生

成领域出现的标志性方法，通过博弈机制的引入，

其生成模式不再直接受限于训练目标图像，在生成

内容灵活性方面的表现显著优于其它方法. 而图像

缺损修复问题，在本质上是缺损内容的生成问题，

因此 GAN 类方法在该问题上有着普遍应用.  

由于对模型的约束较少，经典 GAN 对生成内容

的整体控制力和定制力偏弱，限制了方法的适用范围

和应用价值. 针对该问题，Mirza 等人[51]提出了能够

施加额外约束要求的条件生成对抗网络 CGAN，网络

架构如图 5 所示，目标函数如公式（10）. 与 GAN

不同的地方在于，它的生成器与鉴别器的输入分别多

了一个条件，使其能够按照特定条件生成所需图像.  

 
   
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（10）

 

 
图 5  CGAN 网络架构 

近年来以 CGAN 为核心的图像缺损修复方法取

得一系列突出进展. Isola 等人[21]设计提出一种 CGAN

方法应用的一般性框架，即 PIX2PIX. 由于基础

CGAN往往局限于生成低分辨率的图像，Wang等人[22]

提出了基于 CGAN 的具有多尺度生成器和鉴别器的

网络架构 HRISSM，可以生成 2048×1024 的高分辨

率图像. Dolhansky等人[23]基于CGAN使用隐藏在参

考图像中的示例信息，生成高质量眼睛修复图像 . 

其网络使用一组对应的训练集图像 Xi 和 ri 来进行对

抗训练，如图 6 所示，其中，Xi 为生成器 G 的输出，

ri 为参考图像，Zi 为缺损图像，D 为鉴别器. Liao 等

人[24]基于 CGAN 提出了协作生成对抗网络，该网络

由三个分支网络组成，即人脸特征点生成网络，图

像修复网络，图像分割网络. 每一个分支网络输出

的结果都与输入一起作为鉴别器的输入. 该框架通

过将额外信息嵌入到其它任务中，从而诱导性地改

进主要生成任务. Zheng 等人[25]基于 CGAN 架构提

出双分支网络 Pluralistic，其中一个分支为重建路

径，根据图像中已知区域信息获得缺失区域信息的

先验分布；另一分支为生成路径，结合上一分支中

获得的条件先验信息，生成缺损部分内容.  
 

 

图 6  文献[23]提出的眼睛修复网络结构 

3.4  DCGAN类方法 

DCGAN[52]是 CNN[90]与 GAN[50]深层次融合的

产物. 相对于经典 GAN，DCGAN 在特征提取方式

方面的升级，有效提高了网络训练的稳定性与图像

生成质量. 图像缺损修复问题是根据已有图像信息

生成缺损部分的图像内容，实际上就是求从已有图

像信息到完整图像的映射关系. 这种映射关系在图

像中的表示就是特征之间的映射. 在图像中学习更

丰富的特征表示是求解映射关系的关键，DCGAN

在该方面表现突出. 具体实现上，DCGAN 对卷积神

经网络结构做了一些改变，主要包括：（1）去掉所

有的池化层，生成器中使用微步幅度卷积代替池
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化层，鉴别器中使用步幅卷积代替池化层；（2）

生成器和鉴别器中均使用批量归一化；（3）去掉

全连接层，使网络变为全卷积网络；（4）生成器

中使用 ReLU 作为激活函数，最后一层使用 tanh；

（5）鉴别器中使用 Leaky ReLU 作为激活函数. 

DCGAN 的网络结构图如图 7 所示，生成器的输

入是一个 100 维的噪声，中间通过 4 层卷积层，

每通过一个卷积层通道数减半，长宽扩大一倍，

最终产生 64643 大小的图像输出；鉴别器可以

看成是生成器取反. 值得一提的是，DCGAN 中生

成器中采用的卷积为微步幅度卷积，而不是反卷

积，两者的差别如图 8 所示，反卷积在整个输入

矩阵周围补 0，而微步幅度卷积会把输入矩阵拆

开，在每一个像素点的周围补 0.  
 

 

图 7  DCGAN 网络结构 
 

 

图 8  反卷积与 DCGAN 中使用的微步幅度卷积，其中左

边为反卷积，右边为微步幅度卷积. 
 

Iizuka 等人[26]将 DCGAN 应用于图像修复领

域，设计提出 GL 方法，引入全局和局部上下文

鉴别器进行修复图像鉴别，其中全局鉴别器判断

整张图像的合理性，局部鉴别器判断被修复局部

区域的合理性. Yeh 等人[27]提出基于 DCGAN 的

网络模型，并使用完好无损的图像训练生成器，

通过对现有数据的学习来生成图像中的缺失内

容. 在测试阶段，生成模型通过搜索潜在图像中

与受损图像的最近编码，并与未缺损部分的内容

信息相匹配然后生成缺失的内容信息. Banerjee

等人[28]提出了一个基于 DCGAN 的多尺度的生成

对抗网络，能够从一个单一的面部图像生成让人

产生幻觉的虚拟现实环境和背景像素. 该模型由

多个 DCGAN 模块级联而成，每一个模块生成不

同分辨率的图像，下一个模块的输入图像是由上

一个模块生成的图像经过上采样将分辨率扩大两

倍得到的. Song 等人[29]首次将语义分割信息引入

到图像修复中，将图像中的类间差异和类内差异

分离开来，使得语义不同区域之间的边界恢复得

更清晰，语义一致的区域内纹理更精确. 提出的 

模型分为两个模块，第一个模块为分割预测网络，

基于全卷积神经网络，主要作用是对缺失区域的分

割标签进行预测；第二个模块为分割引导模块，分

割引导模块基于 DCGAN，根据分割结果生成图像

内容信息. Nazeri 等人[30]提出了一种结合边缘先验

信息的图像修复方法 EdgeConnect. 其中，生成模

型先生成完整边缘信息，再结合缺损图像一同生成

修复图像. 结构上，该模型为二阶段生成对抗网

络，两个阶段均基于 DCGAN. 第一阶段的生成器

输入为缺损图像，基于 HED 检测得到的边缘图像

以及缺损区域掩码，输出为完整的边缘图像；第二

阶段修复生成器的输入为缺损图像和完整边缘图. 

Jo 等人[31]提出了基于 DCGAN 的 SC-FEGAN，该

网络具有高度的交互性，能够在图像大面积缺失的

情况下进行图像修复. 网络的生成器架构为 U-Net

结构，输出层的激活函数采用 tanh，判别器的架构

为 SN-PatchGAN.  

3.5  StackGAN类方法 

前文介绍的 CGAN 类方法在整体约束模型上有

了长足进步，但由于网络结构相对简单，学习到的

图像特征不如 U-Net 与 DCGAN 丰富，其所修复的

图像在清晰程度方面有一定的不足. 近年来在图像

合成领域取得突出进展，通过层级式结构的引入有

效提升所生成图像清晰程度的 StackGAN 类方法，

有效弥补了该方面的不足.  

原始 StackGAN[53]为一个两阶段 Coarse-to-Fine

生成对抗网络，网络结构如图 9 所示. 第一阶段以
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给定的文本描述为基础生成对象的原始形状和基

本颜色，并根据随机噪声矢量生成背景；第二阶段

根据第一部分的结果作为输入校正第一阶段生成

的低分辨率图像中的缺陷，并根据文本描述来细化

生成对象中的纹理细节，从而生成高分辨率的逼真

图像.  
 

 
图 9  StackGAN 网络结构 

 

在 StackGAN 架构体系下，Yu 等人[32]提出一个

由粗到精的两阶段网络架构 GIICA，第一阶段用重

建损失进行训练，第二阶段用重建损失以及对抗损

失进行训练. 第二阶段的编码器可以比第一阶段学

习到更好的特征表示，能够获得更完整的场景. Yu

等人[33]在文献[32]的基础上，将卷积换为门控卷积，

设计提出 GConv 方法. 门控卷积能够为图像中的每

个通道和空间位置进行动态特征选择，可以根据背

景、掩码、人机交互勾勒的草图学习选择特征图，

以生成更好的修复结果. Xiong 等人[34]提出了由三

个模块级联而成的图像修复网络. 其第一个模块为

不完整轮廓检测模块，该模块应用 Deepcut 网络，

产生前景不完整物体的边缘；第二个模块和第三个

模块的网络架构基于 StackGAN，先生成粗略的边缘

图和粗略的内容信息，而后再进行精细化生成 . 

Sagong 等[35]提出基于 StackGAN 的 PEPSI 网络，该

网络将两级级联网络统一为一个单级编解码器网

络. 该网络由一个单一的共享编码器和两个并行解

码器组成. 两个并行解码器一个为粗修复路径，一

个为精修复路径. 粗修复路径从编码器产生的特征

映射产生粗略修复结果，精修复路径首先通过 CAM

重建特征图，然后解码器通过重建的特征图生成更

高质量的修复结果. Shin 等人[36]在文献[35]的基础

上提出了轻量级的 PEPSI 模型 Diet-PEPSI，利用少

量参数聚合全局背景信息，缩短了训练时间. Liu 等

人[37]提出基于 StackGAN 的两阶段网络结构，并在

第二阶段中增加相关注意力网络层，以提升图像修

复的清晰程度.  

4  方法性能分析 

为全面评估方法性能，对比方法表现，本节将

在大规模公开数据集上对所述方法展开系统性综合

实验.  

4.1  实验配置 

本文全部实验基于 Ubuntu18.04 操作系统进行，

统一采用 Intel E5-2620 CPU，32GB 内存，Tesla K80 

GPU（12GB 显存）硬件平台.  

考虑到如图 1 所示的中心区域缺损和随机区域

缺损是目前相关研究重点关注的问题，我们的实验

将在这两类缺损图像上全面展开. 由于缺损区域面

积显著影响方法修复效果，为全面度量方法能力，

我们将在不同缺损面积下，分别开展系统性实验 . 

具体配置为：在中心区域缺损上，实验 10%、15%、

20%、25%四种缺损比例；在随机区域缺损上，实验

10%、20%、30%、40%四种缺损比例. 注：两类比

例配置不同的原因在于，中心缺损定位在图像的中

心位置，因此影响比随机缺损更大，所以我们对缺

损比例做了适当缩减.  

众所周知，深度神经网络类方法涉及的配置参数

众多，在没有源代码的情况下，很难准确复现原有算

法. 因此，为客观评价方法水平，我们将仅对提供公

开代码的方法进行实验. 在实验过程中，最大限度保

持原方法配置不改变，确保客观呈现原有方法水平.  

具体实验时，每组实验均由定量度量、定性展

示，以及资源消耗三部分内容组成，全面展示评估

方法表现. 其中，定量实验基于 PSNR 和 SSIM 两项

指标在全部测试集图像上的平均表现进行考察；定

性方面，为全面展示方法性能，我们没有刻意选择

效果最好或者最差的图像，而是随机选取部分结果进

行展示，重在体现方法的一般性效果水平；资源消耗

则按照在所有相关实验上的平均表现进行记录统计.  

4.2  数据集 

本文实验基于目前图像缺损修复领域最常用

的两个公开数据集 CelebA 和 Places2 进行. 如 2.4

节所述，CelebA 是由人脸图像组成的著名单一物
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体图像数据集，而 Places2 则是包含数百个实际场

景的综合性场景数据集.  

在 CelebA 上，随机选择 1,000 幅图像组成测

试集，训练集由剩余 201,599 幅图像组成；Places2

数据集上，从其验证子集中随机选择 1,000 幅图

像作为测试集，另使用该数据集测试子集全体

328,500 幅图像作为训练集. 本文所有实验均在

相同训练集和测试集配置下进行.  

4.3  实验分析 

4.3.1  Context-Encoder 类方法 

表2展示了Context-Encoder类方法在中心区域

缺损图像上的定量修复表现①. 从表中可以看到，

CE[5]方法和 GMCNN[8]方法各在 8 项实验中占优，

反映出两类方法的精度表现无确定性优劣关系.  

图 10 展示了方法的相应定性表现. 从图中可

以看出，两种方法的表现与定量结果基本一致，

未有一种方法能够达到普遍意义上的更优表现 . 

CE 方法在 CelebA 上的表现稍好，GMCNN 则在

Places2 数据集上有一定优势.  

表 3 展示了两种方法的资源消耗情况. 可以

看出，在训练时间、测试时间、使用内存和显存

方面，CE 方法全面占优. 因此可以得出结论，CE

是一种在运算速度和资源消耗方面更为优秀的方

法. 本质上，这是由于 CE 的结构相对于 GMCNN

明显更为精简：在特征编码阶段 CE 方法只有 1

个模块，而 GMCNN 则有 3 个.  
 

表 2  Context-Encoder 类方法在中心区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25%

CE[5] 26.20 29.10 28.15 30.75 0.910 0.928 0.911 0.931 20.20 21.49 21.22 21.16 0.780 0.777 0.759 0.751

GMCNN[8] 28.26 25.86 24.31 22.63 0.942 0.915 0.891 0.856 24.13 22.12 20.35 18.79 0.915 0.881 0.840 0.793
 

 
图 10  Context-Encoder 类方法在中心区域缺损图像上的修复效果：(a) 输入图像，(b) CE 方法修复结果，(c) GMCNN

方法修复结果，(d) Ground Truth. 
 
 

① 本文实验使用的 CE Pytorch 版本源代码中没有随机区域缺损训练源码，因此该轮实验中没有随机区域缺损部分。 
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表 3  Context-Encoder 类方法资源消耗情况 

资源 训练时间(h) 单幅测试时间(s) 使用内存(GB) 使用显存(GB)

数据集 CelebA/Places2 
开源代码网址 

CE[5] 106.6/133.3 0.089/0.095 1.52/1.56 1.88/2.18 https://github.com/BoyuanJiang/context_encoder_pytorch

GMCNN[8] 170.1/220.0 0.222/0.236 1.52/1.87 4.96/6.36 https://github.com/shepnerd/inpainting_gmcnn 

 

4.3.2  U-Net 类方法 

表 4 与表 5 分别展示了 U-Net 类方法在中心区

域缺损和随机区域缺损图像上的定量实验表现. 从

表中可以看出，DFNet 方法[17]在 PSNR 与 SSIM 指

标上的表现全面占优（全部 32 项测试中，DFNet

有 29 项取得最优成绩）. 可见，DFNet 引入的感知

损失和风格损失，以及融合模块嵌入策略，对于

U-Net 类方法的性能提升有显著作用.  

图 11 与图 12 展示了相应定性实验表现. 从图

中可以看出，与定量表现一致，DFNet 方法能够取

得明显更好的修复效果.  

表 6 展示了 U-Net 类方法的资源消耗情况 . 

可以看到，DFNet 在最重要的测试时间方面，有

明显优势，能够用更少的运算时间完成图像修复 . 

但在显存使用方面，相对于 Shift-Net[14]方法明显

偏高 .  
 

 

图 11  U-Net 类方法在中心区域缺损图像上的修复效果：(a) 输入图像，(b) Shift-Net 方法修复结果，(c) DFNet 方法修

复结果，(d) PEN-Net 方法修复结果，(e) Ground Truth. 
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图 12  U-Net 类方法在随机区域缺损图像上的修复效果：(a) 输入图像，(b) Shift-Net 方法修复结果，(c) DFNet 方法修

复结果，(d) PEN-Net 方法修复结果，(e) Ground Truth. 
 

表 4  U-Net 类方法在中心区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25%

Shift-Net[14] 24.23 22.53 22.51 22.82 0.903 0.856 0.876 0.865 24.97 23.44 22.19 20.98 0.902 0.873 0.839 0.802

DFNet[17] 30.90 29.21 27.25 25.17 0.934 0.920 0.900 0.860 25.44 23.76 22.35 21.10 0.916 0.885 0.849 0.808

PEN-Net[19] 26.29 24.87 23.57 21.70 0.892 0.873 0.852 0.817 22.79 21.99 21.12 20.22 0.817 0.794 0.765 0.729
 

表 5  U-Net 类方法在随机区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40%

Shift-Net[14] 32.20 29.10 26.54 23.62 0.943 0.913 0.870 0.808 28.91 25.11 22.69 20.72 0.930 0.868 0.792 0.712

DFNet[17] 31.56 30.94 29.17 26.96 0.942 0.920 0.900 0.864 29.82 26.07 23.64 21.63 0.945 0.889 0.825 0.754

PEN-Net[19] 27.03 23.92 21.59 20.04 0.882 0.819 0.759 0.713 23.39 20.93 19.04 17.78 0.792 0.703 0.622 0.564
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表 6  U-Net 类方法资源消耗情况 

资源 训练时间(h) 单幅测试时间(s) 使用内存(GB) 使用显存(GB)

数据集 CelebA/Places2 
开源代码网址 

Shift-Net[14] 49.9/317.0 0.210/0.360 1.67/2.27 1.43/1.67 https://github.com/Zhaoyi-Yan/Shift-Net_pytorch 

DFNet[17] 153.8/208.3 0.060/0.065 1.75/1.96 4.38/4.58 https://github.com/hughplay/DFNet 

PEN-Net[19] 157.0/220.5 0.154/0.160 2.63/5.84 5.51/7.70 https://github.com/researchmm/PEN-Net-for-Inpainting

 
4.3.3  CGAN 类方法 

表 7 与表 8 分别展示了 CGAN 类方法在中心

区域缺损和随机区域缺损图像上的定量图像修复

表现. 通过结果可以看出，Pluralistic 方法 [25]有明

显精度优势：在 90.6%的实验中能够取得更好表现. 

同时可以看到，Pluralistic 方法的量化表现与缺损

区域面积成反比，与一般性预期相符，说明方法的

稳定性较好. 上述实验表现说明，Pluralistic 方法提

出的双分支网络架构，是一种有效的 CGAN 类方

法实现策略.  

图 13、图 14 展示了相关定性结果. 可以看到，

两种方法 的 性能与定 量 表现基本 一 致 . 但是

Pluralistic 方法在修复人脸图像时，在多幅图像上获

得的结果与 Ground Truth 人脸有较大差异，反映出

此类方法的精度水平仍需进一步提升.  

表 9 展示了资源消耗情况. 在训练时间、使用

内存和显存方面，Pluralistic 方法有一定优势，但在

测试时间方面弱于 PIX2PIX[21]. 这是由于 PIX2PIX

方法采用了结构最为简单的单生成器结合单判别器

体系架构. 
 

 
图 13  CGAN 类方法在中心区域缺损图像上的修复效果：(a) 输入图像，(b) PIX2PIX 方法修复结果，(c) Pluralistic 方

法修复结果，(d) Ground Truth. 
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图 14  CGAN 类方法在随机区域缺损图像上的修复效果：(a) 输入图像，(b) PIX2PIX 方法修复结果，(c) Pluralistic 方

法修复结果，(d) Ground Truth. 
 

表 7  CGAN 类方法在中心区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25%

PIX2PIX[21] 20.59 21.17 17.05 22.79 0.856 0.844 0.804 0.834 16.97 17.08 15.05 19.60 0.840 0.814 0.771 0.784

Pluralistic[25] 28.14 25.13 23.50 21.47 0.941 0.912 0.883 0.842 23.81 22.20 20.72 19.32 0.907 0.874 0.835 0.795

 

表 8  CGAN 类方法在随机区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40%

PIX2PIX[21] 17.67 18.40 23.37 23.68 0.792 0.767 0.811 0.786 15.97 16.02 17.11 16.92 0.679 0.639 0.594 0.532

Plurallistic[25] 32.95 28.88 26.19 23.42 0.957 0.919 0.874 0.814 28.11 24.73 22.46 20.38 0.926 0.864 0.798 0.723

 

表 9  CGAN 类方法资源消耗情况 

资源 训练时间(h) 单幅测试时间(s) 使用内存(GB) 使用显存(GB)

数据集 CelebA/Places2 
开源代码网址 

PIX2PIX[21] 229.2/466.7 0.021/0.021 2.94/3.06 11.40/11.40 https://github.com/affinelayer/pix2pix-tensorflow 

Pluralistic[25] 108.0/336.0 0.535/0.670 2.16/2.31 6.20/6.25 https://github.com/lyndonzheng/Pluralistic-Inpainting
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4.3.4  DCGAN 类方法 

表 10、表 11 展示了 DCGAN 类方法在中心区

域缺损和随机区域缺损图像上的定量实验结果. 可

以看到，该系列实验体现出鲜明的数据集决定性：

在 CelebA 数据集上，EdgeConnect[30]方法全面占优，

而在 Places2 集合上，GL[26]方法则全面领先. 出现

该现象的原因，主要在于 EdgeConnect 方法注重边

缘信息，而人脸图像上的边缘信息较为单一和明确，

所以能够起到较好的指示作用 . 但在场景数据集

Places2 上，边缘信息较为复杂，核心边缘信息不突

出，对图像修复的指示作用有所降低.  

图 15、图 16 展示了定性实验结果. 图中反映的

精度信息与定量实验基本一致. 但需要注意的是，

图 16 中部分图像容易引发人类视觉系统的错觉，误

以为 EdgeConnect 的表现优于 GL. 这是因为偏重边

缘信息的 EdgeConnect 往往会在细节纹理上接近

Ground Truth 图像（因为纹理的特征与细小的边缘

信息直接相关），但在整体结构上却无法体现原物体

特点，造成细节相近但结构缺失. 如(B)图最后一列

所示，虽然 EdgeConnect 的修复结果在纹理上与

Ground Truth 图相近，但仔细对比可以发现，原图

中重要的白色书籍、水龙头等内容在修复图像中消

失了.  

从表 12 展示的资源消耗情况看，EdgeConnect

方法在测试时间和训练时间上的表现优于 GL 方法，

但需要消耗更多的显存资源. 
 

 

图 15  DCGAN 类方法在中心区域缺损图像上的修复效果： (a) 输入图像，(b) EdgeConnect 方法修复结果，(c) GL 方

法修复结果，(d) Ground Truth. 
 

表 10  DCGAN 类方法在中心区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25%

EdgeConnect[29] 29.44 25.98 24.73 22.52 0.951 0.919 0.894 0.853 25.24 23.58 22.17 20.94 0.916 0.887 0.851 0.809

GL[25] 26.39 24.49 23.60 21.77 0.847 0.826 0.809 0.781 27.02 25.19 23.65 22.28 0.932 0.906 0.875 0.840
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表 11  DCGAN 类方法在随机区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40%

EdgeConnect[29] 35.29 30.87 28.14 25.43 0.974 0.944 0.908 0.860 30.04 26.02 23.74 21.66 0.950 0.893 0.833 0.764

GL[25] 27.65 26.20 24.25 21.44 0.863 0.840 0.804 0.744 34.76 28.32 25.10 22.18 0.976 0.936 0.884 0.812
 

表 12  DCGAN 类方法资源消耗情况 

资源 训练时间(h) 单幅测试时间(s) 使用内存(GB) 使用显存(GB)

数据集 CelebA/Places2 
开源代码网址 

EdgeConnect[29] 165.8/204.0 0.48/0.54 2.10/2.11 9.53/9.56 https://github.com/knazeri/edge-connect 

GL[25] 236.0/218.0 4.76/1.05 2.79/1.64 4.22/4.51 https://github.com/shinseung428/GlobalLocalImageCompletion_TF

 

 
图 16  DCGAN 类方法在随机区域缺损图像上的修复效果： (a) 输入图像，(b) EdgeConnect 方法修复结果，(c) GL 方

法修复结果，(d) Ground Truth. 
 

4.3.5  StackGAN 类方法 

方法的定量修复表现集中展示在表 13 和表 14

中. 可以看到，在约 75%的实验中，GConv[33]方法

的表现更好. 图 17、图 18 展示了相应定性实验结

果，GConv 方法同样展示出良好性能，在多幅测试

图像上取得良好效果，验证了 StackGAN 类方法提

出的层级式结构能够有效帮助图像修复工作.  

从表 15 展示的资源消耗情况看，GConv 方法的

测试运行速度更快，且消耗的显存资源更少.  

4.3.6  综合表现 

在所有方法的综合表现方面，呈现明显多元化

现象： 

在 CelebA 数据集上，针对中心区域缺损问题，

表现最好的是 Context-Encoder 类的 CE 方法，在 5/8 
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图 17  StackGAN 类方法在中心区域缺损图像上的修复效果：(a) 输入图像，(b) CSA 方法修复结果，(c) GConv 方法修

复结果，(d) Ground Truth. 
 

表 13  StackGAN 类方法在中心区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25% 10% 15% 20% 25% 

CSA[36] 28.53 26.29 24.67 23.22 0.907 0.886 0.865 0.834 24.55 23.20 21.99 20.81 0.908 0.879 0.844 0.802

GConv[32] 29.75 27.33 25.04 23.23 0.954 0.928 0.900 0.862 23.94 22.18 20.77 19.53 0.913 0.882 0.846 0.805
 

表 14  StackGAN 类方法在随机区域缺损图像上的修复表现 

数据集 CelebA Places2 

评价指标 PSNR SSIM PSNR SSIM 

遮挡比例 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40% 10% 20% 30% 40%

CSA[36] 30.36 28.23 26.45 24.47 0.914 0.891 0.862 0.819 29.04 25.76 23.63 21.70 0.936 0.886 0.831 0.765

GConv[32] 34.86 30.06 27.34 24.89 0.972 0.937 0.897 0.849 30.27 25.63 23.00 20.86 0.953 0.897 0.834 0.765
 

表 15  StackGAN 类方法资源消耗情况 

资源 训练时间(h) 单幅测试时间(s) 使用内存(GB) 使用显存(GB)

数据集 CelebA/Places2 
开源代码网址 

CSA[36] 42.2/342.0 2.580/3.360 2.05/2.03 8.29/8.46 https://github.com/KumapowerLIU/CSA-inpainting

GConv[32] 1132/566 0.234/0.235 2.98/2.93 6.15/6.15 https://github.com/JiahuiYu/generative_inpainting 
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图 18  StackGAN 类方法在随机区域缺损图像上的修复效果：(a) 输入图像，(b) CSA 方法修复结果，(c) GConv 方法修

复结果，(d) Ground Truth. 
 

项量化指标上取得最优表现；其次是 U-Net 类的

DFNet 方法，在 2/8 项指标上取得最优表现. 针对随

机缺损问题，表现最好的是 U-Net 类的 DFNet 和

DCGAN 类的 EdgeConnect，分别在 4/8 项指标上现

最佳. 在运算速度方面，CGAN 类的 PIX2PIX 方法

最快，单幅图像平均处理时间 0.021 秒. 而训练用时

最少的，则是 StackGAN 类的 CSA，时长 42.2 小时. 

显存占用方面，表现最好的是 U-Net 类的 Shift-Net，

平 均 占 用 1.43GB. 内 存 方 面 ， 占 用 最 少 的 是

Context-Encoder 类的 CE 和 GMCNN，均为 1.52GB.  

在 Places2 数据集上，面对中心区域缺损和随机

缺损图像，表现最好的都是 DCGAN 类的 GL 方法

在，其在全部 16 项量化指标上均取得最优表现. 运

算速度方面，CGAN 类的 PIX2PIX 方法达到单幅图

像平均 0.021 秒的处理速度，表现最优. 训练时间

上，Context-Encoder 类的 CE 方法在 133.3 小时内完

成训练过程，耗时最短 . 显存和内存消耗上，与

CelebA 数据集上的情况类似，U-Net 类的 Shift-Net

和 Context-Encoder 类的 CE 方法消耗最低，分别为

1.67GB 和 1.56GB.  

从上述实验表现看，数据集的差异、图像缺损

类型的不同等因素均会对最优方法的选择产生直接

影响. 因此，目前在图像缺损修复领域并没有一种

能够稳定实现最优表现的突出方法. 而且从定性效

果看，即使是在量化表现方面最优秀的方法，在我

们随机展示的实验图像上也并非全部能够达到十分

理想的效果，反映出整个领域还存在比较大的提升

空间.  

5  所面临的问题和挑战 

毋庸置疑，缺损图像修复问题有着明确的应用

背景和突出的实际价值，是计算机视觉、图像处理、

机器学习等领域不可或缺的重要研究课题. 而深度

神经网络技术的出现和发展，有效促进了该领域整

体技术水平的全面提升. 但深度网络出现的时间并

不长，大面积应用于图像修复问题也仅短暂的数年

时间，整体技术水平并不成熟，仍存在一定提升空

间. 除了前文已经提到的精度问题，目前所面临的
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其它问题和挑战可能包括： 

（1）缺损修复既涉及高层语义知识，又离不开

低层像素信息，只有将两部分信息高结构化融合，

才能逼近人类视觉系统的图像修复水平. 目前的深

度神经网络架构，在该方面仍缺乏妥善解决方案.  

（2）受限于庞大的网络结构所带来的巨额运算

开销，目前深度神经网络类方法往往只能针对分辨

率较低图像进行处理 . 本文研究的方法中，只有 

HRISSM[22]、GIICA[32]和 GConv[33]能够对 512×512

以上图像进行修复. 高分辨率图像的缺损修复问题

目前亟待解决.  

（3）在图像修复领域，目前大量方法均需要提

前获知缺损区域，因此并不是完全意义上的端到端

解决方案. 设计能够彻底摆脱人工干预和前期预分

析处理的全自动图像修复深度神经网络架构仍是当

前重要研究课题.  

（4）模型的泛化能力仍存在较大提升空间. 在

目前的相关研究中，方法还是仍然必须在相关度较

高的训练集上进行训练才能在对应测试集上取得较

好效果. 仍然缺少一种一般意义上的“最小泛化训

练数据集”，即只要在该数据集上充分训练，就可以

在大多数图像修复问题上取得理想效果.  

（5）专门性度量指标仍然缺乏. 从本文实验部

分可以看出，目前采用比较普遍的 PSNR 和 SSIM

两项指标虽然对修复效果有一定指示作用，但与人

类的直观视觉体验尚存差距. 设计专门的图像修复

质量度量指标和方法，势在必行.  

6  总  结 

本文对基于深度神经网络的图像缺损修复技术

展开系统研究 . 将目前主流技术划分为 Context- 

Encoder 类、U-Net 类、CGAN 类、DCGAN 类以及

StackGAN 类共五个类别，对每个类别的核心思路和

技术特点进行了归纳和分析介绍. 对于公开代码的

11 种方法进行了系统性评测实验和性能对比 . 最

后，对于目前相关研究中存在的问题和挑战进行了

介绍和阐述.  
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Background 

Image defects inpainting is an important research content 

in the field of computer vision. It has extensive application 

value in the fields of virtual reality, animation production, 

image editing, and protection of ancient cultural relics. In 

recent years, as the research on deep learning technology in 

image processing becomes more and more mature, it can 

achieve good results in advanced feature extraction and image 

generation of the image, making the research of image 

defects inpainting methods based on the deep neural network 

becomes a key research area for research scholars. At present, 

deep learning-based image defects inpainting technology 

has produced many amazing research works, and has been 

applied to tasks such as 3D reconstruction, virtual reality, 

and movie special effects production in the field of computer 

vision. Meanwhile, there are still a few of challenging 

problems that deserve great attention, such as the inpainting 

quality with high-resolution images, the generalization ability 

of the model. To these issues, we should have a careful 

review to the newly developed works and advancements in 

the past ten years. 

This paper divides the image defects inpainting methods 

based on the deep neural network into 5 classes. The network 

structure of each algorithm is analyzed and compared in 

detail, and the technical knowledge and innovative parts 

used in the network architecture are summarized. Then the 

loss function, advantages and disadvantages of these meth-

ods are detailed analyzed. In addition, the commonly used 

datasets in the field of image defects inpainting are intr-

oduced, as well as the characteristics of the image samples in 

each dataset. Finally, the advantages and disadvantages of 

each type of algorithm are compared through experimental 

data, and the experimental results of each type of algorithm 

on the corresponding data set are given. 

This work is a critical component of our NSFC research 

project “A Research of Automatic Compensation of General 

Object Occlusion (No. 61771340)” hosted by LI Yue-Long. 

This is a project mainly devoting to solve general occlusion 

compensation problem. Image defects inpainting is a core 

task of the project which consists of automatic compensation 

of general object occlusion. Without image defects inpainting, 

we cannot solve the problem of automatic compensation of 

image 

Image defects inpainting is a main research topic of our 

research group in Tiangong University. In the past few 

years, we have published a few papers about this topic. In 

the future, we will do our best to more achievements about 

occlusion reconstruction. 

 

 


