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摘　要　随着在线社交应用和媒体的迅速扩散，在线社交网络（ＯｎｌｉｎｅＳｏｃｉａｌＮｅｔｗｏｒｋ，ＯＳＮ）已将我们的日常生活
与网络信息空间连接起来．这些连接产生了大量的数据，不仅包括传播信息，还包括用户行为．社交关系挖掘的研
究是社交网络挖掘中的一个重要领域，为我们对网络的形成机理、用户的交互模式和动态机制的理解提供了一个
机会．社交关系（ＳｏｃｉａｌＴｉｅｓ）是社交网络中人与人连接和交互的纽带，也是社交网络中信息传播的基础．从计算学
的观点来看，社交关系挖掘的研究包括社交关系的形成机理、社交关系的语义化以及基于社交关系人与人之间的
交互．该文综述性地分析了这３个方面的研究现状，具体来说，在社交关系形成机理方面介绍关系链接预测，在基
于社交关系的交互方面介绍关系交互预测，在社交关系语义化方面介绍关系类型预测．首先给出社交网络分析问
题的形式化描述和相关概念、常用数据，然后分别介绍关系链接预测、关系类型预测和关系交互预测３个方面的方
法、理论和模型，并给出重要的应用实例及其效果．最后，该文给出了未来工作的展望．
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中图法分类号ＴＰ３９１　　　犇犗犐号１０．１１８９７／ＳＰ．Ｊ．１０１６．２０１７．００５３５

犃犛狌狉狏犲狔狅狀犛狅犮犻犪犾犜犻犲狊犕犻狀犻狀犵
ＺＨＡＯＳｈｕ１），２）　ＬＩＵＸｉａｏＭａｎ１），２）　ＤＵＡＮＺｈｅｎ１），２）　ＺＨＡＮＧＹａｎＰｉｎｇ１），２）　ＴＡＮＧＪｉｅ２），３）

１）（犓犲狔犔犪犫狅狉犪狋狅狉狔狅犳犐狀狋犲犾犾犻犵犲狀狋犆狅犿狆狌狋犻狀犵犪狀犱犛犻犵狀犪犾犘狉狅犮犲狊狊犻狀犵狅犳犕犻狀犻狊狋狉狔狅犳犈犱狌犮犪狋犻狅狀，犃狀犺狌犻犝狀犻狏犲狉狊犻狋狔，犎犲犳犲犻　２３０６０１）
２）（犆犲狀狋犲狉狅犳犐狀犳狅狉犿犪狋犻狅狀犛狌狆狆狅狉狋犪狀犱犃狊狊狌狉犪狀犮犲犜犲犮犺狀狅犾狅犵狔，犃狀犺狌犻犝狀犻狏犲狉狊犻狋狔，犎犲犳犲犻　２３０６０１）
３）（犇犲狆犪狉狋犿犲狀狋狅犳犆狅犿狆狌狋犲狉犛犮犻犲狀犮犲犪狀犱犜犲犮犺狀狅犾狅犵狔，犜狊犻狀犵犺狌犪犝狀犻狏犲狉狊犻狋狔，犅犲犻犼犻狀犵　１０００８４）

犃犫狊狋狉犪犮狋　Ｗｉｔｈｔｈｅｅｍｅｒｇｅｎｃｅａｎｄｒａｐｉｄｐｒｏｌｉｆｅｒａｔｉｏｎｏｆｏｎｌｉｎｅｓｏｃｉａｌａｐｐｌｉｃａｔｉｏｎｓａｎｄｍｅｄｉａ，
ｏｎｌｉｎｅｓｏｃｉａｌｎｅｔｗｏｒｋｓａｌｒｅａｄｙｃｏｎｎｅｃｔｏｕｒｐｈｙｓｉｃａｌｄａｉｌｙｌｉｆｅｗｉｔｈｔｈｅｗｅｂｂａｓｅｄｉｎｆｏｒｍａｔｉｏｎ
ｓｐａｃｅ．Ｔｈｅｃｏｎｎｅｃｔｉｏｎｐｒｏｄｕｃｅｓｈｕｇｅｖｏｌｕｍｅｏｆｄａｔａｉｎｃｌｕｄｉｎｇｎｏｔｏｎｌｙｔｈｅｓｐｒｅａｄｉｎｇｉｎｆｏｒｍａｔｉｏｎ，
ｂｕｔａｌｓｏｕｓｅｒｂｅｈａｖｉｏｒ．Ｓｏｃｉａｌｎｅｔｗｏｒｋｍｉｎｉｎｇａｉｍｓｔｏｐｒｏｖｉｄｅａｃｏｍｐｒｅｈｅｎｓｉｖｅｕｎｄｅｒｓｔａｎｄｉｎｇｏｆ
ｇｌｏｂａｌａｎｄｌｏｃａｌｐａｔｔｅｒｎｓ，ｍｅｃｈａｎｉｓｍｏｆｔｈｅｎｅｔｗｏｒｋｆｏｒｍａｔｉｏｎ，ａｎｄｄｙｎａｍｉｃｓｏｆｕｓｅｒｂｅｈａｖｉｏｒｓ．
Ｒｅｓｅａｒｃｈｏｎｓｏｃｉａｌｔｉｅｓｍｉｎｉｎｇｉｓｏｎｅｏｆｔｈｅｍｏｓｔｉｍｐｏｒｔａｎｔｒｅｓｅａｒｃｈｅｓｉｎｓｏｃｉａｌｎｅｔｗｏｒｋｍｉｎｉｎｇ．
Ｓｏｃｉａｌｔｉｅｓａｒｅａｂｒｉｄｇｅｏｆｃｏｎｎｅｃｔｉｏｎａｎｄｉｎｔｅｒａｃｔｉｏｎｂｅｔｗｅｅｎｐｅｏｐｌｅ，ａｎｄａｌｓｏｔｈｅｆｏｕｎｄａｔｉｏｎｏｆ
ｉｎｆｏｒｍａｔｉｏｎｄｉｆｆｕｓｉｏｎｉｎｓｏｃｉａｌｎｅｔｗｏｒｋｓ．Ｆｒｏｍｔｈｅｃｏｍｐｕｔｉｎｇｖｉｅｗｐｏｉｎｔ，ｒｅｓｅａｒｃｈｅｓｏｎｓｏｃｉａｌｔｉｅｓ
ｍｉｎｉｎｇｉｎｃｌｕｄｅｔｈｅｍｅｃｈａｎｉｓｍｏｆｓｏｃｉａｌｔｉｅｓｆｏｒｍａｔｉｏｎ，ｔｈｅｓｅｍａｎｔｉｚａｔｉｏｎｏｆｓｏｃｉａｌｔｉｅｓ，ａｎｄｔｈｅ
ｉｎｔｅｒａｃｔｉｏｎｏｆｓｏｃｉａｌｔｉｅｓｂｅｔｗｅｅｎｐｅｏｐｌｅ．Ｔｈｉｓｐａｐｅｒｒｅｖｉｅｗｓｔｈｅｃｕｒｒｅｎｔｓｔａｇｅｏｆｔｈｅｓｅｆｉｅｌｄｓ．
Ｓｐｅｃｉｆｉｃａｌｌｙ，ｉｔｄｉｓｃｕｓｓｅｓｔｈｅｓｏｃｉａｌｔｉｅｓｌｉｎｋｐｒｅｄｉｃｔｉｏｎ，ｓｏｃｉａｌｔｉｅｓｔｙｐｅｐｒｅｄｉｃｔｉｏｎ，ａｎｄｓｏｃｉａｌｔｉｅｓ



ｉｎｔｅｒａｃｔｉｏｎｐｒｅｄｉｃｔｉｏｎ．Ｆｉｒｓｔｌｙ，ｔｈｅｆｏｒｍａｌｉｚｅｄｄｅｓｃｒｉｐｔｉｏｎｓｏｆｔｈｅｓｅｔｈｒｅｅｐｒｏｂｌｅｍｓｉｎｓｏｃｉａｌ
ｎｅｔｗｏｒｋａｎａｌｙｓｉｓａｒｅｇｉｖｅｎａｎｄｒｅｌａｔｅｄｃｏｎｃｅｐｔｓ，ｓｏｍｅｕｓｅｄｄａｔａｓｅｔｓａｒｅｉｎｔｒｏｄｕｃｅｄ．Ｔｈｅｎ，ｔｈｅ
ｍｅｔｈｏｄｓ，ｔｈｅｏｒｉｅｓａｎｄｍｏｄｅｌｓｏｆｓｏｃｉａｌｔｉｅｓｌｉｎｋｐｒｅｄｉｃｔｉｏｎ，ｓｏｃｉａｌｔｉｅｓｔｙｐｅｐｒｅｄｉｃｔｉｏｎ，ａｎｄｓｏｃｉａｌ
ｔｉｅｓｉｎｔｅｒａｃｔｉｏｎｐｒｅｄｉｃｔｉｏｎａｒｅｄｉｓｃｕｓｓｅｄ．Ａｌｓｏｆｏｒｅａｃｈｏｆｔｈｅｓｅｔｈｒｅｅｐｒｏｂｌｅｍｓ，ｓｏｍｅｒｅａｌａｐｐｌｉｃａｔｉｏｎｓ
ａｎｄｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓａｒｅｐｒｅｓｅｎｔｅｄ．Ｆｉｎａｌｌｙ，ｔｈｅｆｕｔｕｒｅｒｅｓｅａｒｃｈｄｉｒｅｃｔｉｏｎｓａｒｅｄｉｓｃｕｓｓｅｄ．

犓犲狔狑狅狉犱狊　ｓｏｃｉａｌｔｉｅｓ；ｌｉｎｋｐｒｅｄｉｃｔｉｏｎ；ｔｙｐｅｐｒｅｄｉｃｔｉｏｎ；ｉｎｔｅｒａｃｔｉｏｎｐｒｅｄｉｃｔｉｏｎ；ｏｎｌｉｎｅｓｏｃｉａｌ
ｎｅｔｗｏｒｋ

１　引　言
在线社交网络（ＯｎｌｉｎｅＳｏｃｉａｌＮｅｔｗｏｒｋ，ＯＳＮ）

是指由成千上万的互联网用户通过自组织方式构建
成关系连接而组成的集合［１］，也是真实物理世界的
社交网络在虚拟网络世界的一种映射，其本质是人
与人之间的关系网络．

近年来，在线社交网络取得了飞速发展，众多网
站如Ｆａｃｅｂｏｏｋ、Ｔｗｉｔｔｅｒ以及国内的新浪微博、人人
网、腾讯网等迅速崛起．２００４年成立的Ｆａｃｅｂｏｏｋ公
司到目前已经有超过２２亿的注册用户，２００６年发
布的Ｔｗｉｔｔｅｒ有超过５亿的注册用户；国内的腾讯
公司也拥有超过８亿的活跃用户，新浪最新公布的
数据表明新浪微博的注册用户数已经超过５亿［２］．
图１给出国内外流行在线社交网站基本统计信息．
据报道，在美国，人们１６％的上网停留在Ｆａｃｅｂｏｏｋ
上，这一数字超过了人们使用传统搜索引擎（如
Ｇｏｏｇｌｅ）的１０％．毫无疑问，在线社交网络已经成为
连接物理社交世界和虚拟网络空间的桥梁．网络用
户和信息的交互以及用户之间的交互在社交网络上
留下了各种“足迹”，直接促成了网络大数据时代的
到来．在线社交网络存储了大量用户资料，用户之间
的社交关系以及用户之间的交互，这些海量社交数
据有着巨大的研究价值，同时也在广告、推荐系统等
方面具有广阔的应用前景．

在线社交网络已经成为连接我们现实日常生活
与基于网络的信息空间的桥梁．这种连接产生了庞
大的数据，不仅包括传播信息，还包括用户行为．无
所不在的社交网络和巨大的社交数据为我们学习用
户之间的交互模式以理解不同网络下的动态机制提
供了前所未有的机遇，这在缺乏可用数据的过去是
很难进行的．

社交关系（ＳｏｃｉａｌＴｉｅｓ）是社交网络中人与人连
接和交互的纽带，也是社交网络中信息传播的基础．

从计算学的观点来看，社交关系挖掘的研究包括：社
交关系的形成机理（关系链接预测）、社交关系的语
义化（关系类型预测）以及基于社交关系人与人之间
的交互（关系交互预测）．

图１　国内外流行在线社交网站基本统计信息

关系链接预测，即预测和推荐未知的链接．对给
定的社交网络，ＬｉｂｅｎＮｏｗｅｌｌ和Ｋｌｅｉｎｂｅｒｇ［３］系统地
研究了推断用户之间新链接的问题．他们引入几种
无监督学习的方法来处理这类基于网络中节点的狕
“接近度”或同质性原则［４］（物以类聚［５］）的问题，这
类问题主要是基于用户的内容或者结构的相似性．
Ｂａｃｋｓｔｒｏｍ等人［６］提出了监督学习的随机游走算法
来估算社交关系的强度．

关系类型预测，即自动地识别与每一个社交关
系相关联的语义．Ｌｅｓｋｏｖｅｃ等人［７］使用Ｌｏｇｉｓｔｉｃ回
归模型预测在线社交网络中的正／负关系．Ｄｉｅｈｌ等
人［８］通过学习排序函数识别“经理下属”关系．Ｍｅｎｏｎ
等人［９］针对二元预测提出了对数线性矩阵模型．
Ｗａｎｇ等人［１０］提出一种概率模型用于从出版物网络
中挖掘“指导者受指导者”的关系．Ｐｅｎｔｌａｎｄ等人［１１］

提出了几种模型用于挖掘Ｍｏｂｉｌｅ数据，并用这些模
型推断朋友关系．Ｔａｎｇ等人［１２］进一步提出一种通
用的框架用于异构网络的社交关系类型的分类．

除了关系链接预测和关系类型预测之外，社交
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关系研究中第３个重要分支是关系交互预测．
关系交互预测，即研究单向的社交关系怎样发

展成双向的社交关系，及其产生的原因．近年来，
Ｈｏｐｃｒｏｆｔ等人［１３］探索了关系交互预测问题，Ｌｏｕ等
人［１４］研究了社交关系如何发展成三元闭包．他们提
出一种学习框架，将关系交互预测问题形式化成一种
图模型，并在Ｔｗｉｔｔｅｒ数据集上评估这个方法，该模
型可以准确地预测出动态网络中９０％的交互关系．

鉴于社交关系分析的重要研究意义和实用价
值，本文对目前社交关系的分析进行总结，主要从关
系链接预测、关系交互预测和关系类型预测３个方
面介绍社交关系分析相关的方法、理论和模型，最后
给出一些应用实例．

图２给出社交关系分析中主要的研究课题．它
们的纵向关系由浅到深依次是关系链接预测、关系
交互预测、关系类型预测．其中，关系链接预测和关
系类型预测都是单向预测，关系交互预测是双向预
测，关系类型预测是对预测边进行语义研究．

图２　社交关系分析研究

本文第２节给出社交关系分析问题的形式化描
述，详细介绍问题的定义和相关数据集；第３，４，５节
分别介绍关系链接预测、关系类型预测和关系交互
预测３个方面的方法、理论和模型，并给出重要的应
用实例及其效果；最后对关系链接预测、关系类型预
测和关系交互预测３个方面的内容、主要的进展和
存在的问题进行整体的梳理，并对其未来的研究热
点和新方向进行展望．

２　问题的形式化描述
２１　问题的输入

首先，给出本文所讨论的问题的输入．

给定一个社交网络犌＝（犞，犈），其中犞是｜犞｜＝
犖个用户的集合，犈犞×犞是｜犈｜＝犕条用户关系
的集合．犲犻犼∈犈表示从用户狏犻到用户狏犼的一条有向
关系．在无向网络中，犲犻犼＝犲犼犻，在这种情况下，我们用
犲犻犼或犲犼犻来表示用户狏犻与狏犼之间的关系．下面我们将
以无向图为例进行介绍相关定义，这些定义也可以
很容易扩展到有向图上．
２２　问题形式化描述
２．２．１　关系链接预测问题的形式化描述

问题１．　关系链接预测．给定一个已知社交网
络犌＝（犞，犈）和预测算法犘狉犲犱（），已知的社交关系
集合犈，未知的社交关系集合为犅．设用户数目为
｜犞｜＝犖的网络的全关系集合为犝，且｜犝｜＝犖×
（犖－１）／２，可知犅＝犝－犈．预测目标：犫狉狋∈犅，表示
网络中节点狏狉与狏狋之间没有连接．对于任意犫狉狋，由
犘狉犲犱（犈，犫狉狋）输出一个数值狆狉狋（该数值用以描述节
点狏狉与狏狋产生链接关系的可能性）．

例１．　关系链接预测的例子．
图３（ａ）和（ｂ）给出了一个以科学家合作网络为

例的关系链接预测实例．问题的输入：科学家之间的
合作关系，犈＝｛犲１２，犲１３，犲２３，犲２４，犲３４｝和一个给出关系
链接预测算法犃．预测目标：未有过合作的科学家的
集合犅＝｛犫１４，犫１５，犫２４，犫３５，犫４５｝．输出结果：虚线上的
数值是预测算法犃输出的预测分值，预测数值越大
说明科学家未来合作的概率越大．

图３　关系链接预测的例子

２．２．２　关系类型预测问题的形式化描述
问题的输入仍是一个社交网络犌＝（犞，犈），输

出是社交关系的语义表示．
定义１．　语义关系．语义关系可以用一个三元

组（犲犻犼，狉犻犼，狆犻犼）来描述，其中犲犻犼∈犈表示社交关系，
狉犻犼∈狔表示关系的语义标签，狔是所有标签的集合，
狆犻犼是算法所推断出的关系类型正确的概率（信度）．

社交关系在某些网络中可能是无向的（如从移
动通信（Ｍｏｂｉｌｅ）网络中发现的朋友关系），在另一些
网络中是有向的（如Ｐｕｂｌｉｃａｔｉｏｎ网络中的“指导者
受指导者”关系）．此外，随着时间的推移，关系可能
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是静态的（如家庭成员关系）或动态的（如同事关
系）．这里重点介绍静态关系．

为了推断出关系语义，需要考虑不同的因素，如
特定用户的信息、特定链接的信息，以及全局约束．
例如，要从Ｐｕｂｌｉｃａｔｉｏｎ网络发现“指导者受指导
者”关系，可以考虑两位作者合作了多少篇论文，每
位作者发表了多少篇论文，什么时候发表第１篇论
文等．除此之外，部分关系可能存在标记．因此，在形
式上，可以定义问题的输入为一个部分标签网络．

定义２．　部分标签网络．部分标签网络表示为
犌＝（犞，犈犔，犈犝，犚犔，犠），其中犈犔表示有标签的关系
集合，犈犝表示无标签的关系集合，犈犔∪犈犝＝犈．犚犔
是与犈犔中的关系对应的标签集；犠是犞中与用户
相关的属性矩阵，其中每行对应一个用户，狑犻犼表示
用户狏犻的第犼个属性．

基于上述概念，可以定义关系类型预测的问题，
即给定一个部分标签网络，目标是预测网络中所有
未知关系的类型（标签）．以下给出问题形式化描述．

问题２．　关系类型预测．给定一个部分标签网
犌＝（犞，犈犔，犈犝，犚犔，犠），社交关系推荐问题的目标
是学习预测函数

犳：犌＝（犞，犈犔，犈犝，犚犔，犠）→犚．
　　针对这类问题，在许多情况下，标签数据是有限
的，获取标签的代价也非常昂贵，是否可以设计一个
策略，用最小的标记成本来主动地学习这个模型？
给出主动学习的关系类型预测问题的描述．

问题３．　基于主动学习的关系类型预测．给定
一个部分标签网络犌＝（犞，犈犔，犈犝，犚犔，犠）和一个
标记预算犫（用户交互的数量）．目标是在犫的约束
范围下选择未知关系犃′犈犝的子集进行标记，从
而尽可能的提高预测函数犳的性能．

因此，关键问题是如何找到函数犳，可以利用
有标签的关系和无标签的关系对未知关系进行
推断．

问题４．　基于迁移学习的关系类型预测．给定
源网络犌犛和目标网络犌犜，其中犌犛中有大量带有标
签的关系，而犌犜中只有部分关系有标签．目标是学
习预测函数犳：（犌犜｜犌犛）→犢犜，该函数利用源网络中
的监督信息（标记的关系）推断目标网络中的关系
类型．

该问题的输入由两个部分标记网络犌犛（源网
络）和犌犜（目标网络）组成，｜犈犔

犛｜｜犈犔
犜｜（极端的情

况是｜犈犔
犜｜＝０）．注意，这两个网络可能是完全不同

的（具有不同的顶点集，即犞犛∩犞犜＝，且边定义

的属性不同）．
例２．　关系类型预测的例子．
图４给出了在Ｍｏｂｉｌｅ网络中关系挖掘的例子．

左边的图是问题的输入：一个由用户、用户之间的呼
叫和短信，以及用户的位置记录等组成的Ｍｏｂｉｌｅ社
交网络，目标是推断这个网络中关系的类型．在右边
的图中是家庭成员的用户用实线相连，朋友用破折
线相连，同事用虚线相连．与每对关系相关的概率表
示在检测关系类型上的置信．

图４　在移动通信网络中推断社交关系的例子［４９］

例３．　迁移学习的例子．
图５给出一个在跨产品评价网络和移动通信网

络上推断社交关系的例子．在图５中，左边的子图是
问题的输入：评论家网络，它由评论家和他们之间的
关系组成；移动网络，它由移动用户和他们之间的通
讯关系（通过呼叫或者文本短信建立）组成．右边的
子图是问题的输出：在这两种网络中推断社交关系．
在评论家网络中，推断信任／不信任关系，在通信网
络中，推断朋友关系、同事关系和家人关系．图５的
中间部分是用于在不同网络中推断社交关系的知识
转移的组件．
２．２．３　关系交互预测问题的形式化描述

假设在狋时刻，用户狏犻创建了到狏犼的链接，但之
前狏犼不存在到狏犻的链接，则称狏犻新关注狏犼．当用户
狏犻创建到狏犼的链接时，狏犼已经存在到狏犻的链接，则称
狏犻回粉狏犼．

问题５．　回粉预测．令〈１，…，狋〉表示某个时间
粒度（日、星期等）上的时间序列．给定狋时刻的社交
网络犌狋＝（犞狋，犈狋，犢狋），其中犢狋是在狋时刻的回粉标
记集合．回粉预测的任务是得到一个预测函数犳：
（｛犌１，…，犌狋｝）→犢狋＋１，从而可以预测在狋＋１时刻的
回粉行为．

在社交网络中，用户之间通过关注行为产生有
向边，称这种方式下形成的网络为显式网络．除此之
外，用户之间还会进行回复和转发等交互行为．如果
用户狏转发了用户狑的帖子，则形成一条从狏到狑
的有向边，称这种方式下形成的网络为隐式网络．
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图５　迁移学习的例子［１２］

问题６．　隐式关系交互预测．给定图犌和节
点对｛狏，狑｝，且已知有向边（狏，狑）和（狑，狏）中至少存
在一条边，但具体方向未知．隐式关系交互预测的任
务是判断连接狏和狑的边的方向．具体可以再细分
为两种问题：一是判断这条边是单向还是双向；二是
在已知存在（狏，狑）的条件下，判断（狑，狏）是否存在．

问题７．　三元闭包预测．给定狋时刻的社交
网络犌狋＝（犞狋，犈狋，犡狋，犢狋），其中犡狋是在狋时刻的回
粉行为，如狏犻回粉狏犼．三元闭包预测的任务是给定
｛犌１，犌２，…，犌狋｝求预测函数犳，判断狏犻是否会在狋＋１
时刻新关注狏犼的某个被关注者狏犽，从而使（狏犻，狏犼，狏犽）
形成三元闭包．

给定３名用户犃，犅，犆，如果犃和犅以及犅和
犆之间均存在链接，而犃和犆之间没有链接，则称
三元组（犃，犅，犆）是一个开放式三元组．如果犃，犅，犆
中任意两名用户之间均存在链接，则称三元组
（犃，犅，犆）是一个封闭式三元组．给定狋时刻的开放
式三元组，需要预测该三元组是否会在狋＋１时刻变
为封闭式三元组，即犃和犆之间是否会产生链接，
由此给出如下描述．

问题８．　封闭式三元组预测．记狋时刻的网络

犌狋＝（犞，犈），用犜狉狋表示某个候选的开放式三元组，
并为每个开放式三元组设置隐变量狔狋．如果在狋＋１
时刻，三元组的状态变为封闭的，则狔狋＋１＝１，否则
狔狋＋１＝０．给定所有历史信息，需要对狔进行预测，即
求：犳：（｛犌狋，犢狋｝狋＝１，…，犜）→犢狋＋１，其中犢狋＋１是狋＋１时
刻所有隐变量的值．
２３　数据集

表１给出了本文介绍的实验中使用的主要社交
网络信息．

表１　实验中使用的网络数据集概括
名称 顶点数 边数 用途描述

Ｅｐｉｎｉｏｎｓ［１５１６］ １３１８２８ ８４１３７２ 信任／不信任网络
Ｓｌａｓｈｄｏｔ［１６］ ７７３５７ ５１６５７５ 朋友／敌人网络
Ｍｏｂｉｌｅ［１１］ １０７ ５４６３ 朋友网络

Ｃｏａｕｔｈｏｒ［１０，１５］ ８１５９４６ ２７９２８３３ 合作者网络
Ｅｎｒｏｎ／Ｅｍａｉｌ［８］ １５１ ３５７２ 邮件通信网络
ＤＢＬＰ［１６］ １２５６３ ４９７７９ 引文图
Ｈｅｐｔｈ［１６］ ２７７６６ ３５２８０７ 引文图
Ａｄｖｏｇａｔｏ［１６］ ７３８５ ５７６２７ 信任网络
ＷＷＷ［１６］ ３２５７２９ １４９７１３５ 超链接图
ＷＴ１０Ｇ［１６］ １６０１７８７ ８０６３０２６ 超链接图
Ｐｕｂｌｉｃａｔｉｏｎ［１０］ １０３６９９０ １９９０２６０ 合作者网络

Ｅｐｉｎｉｏｎｓ是产品评论网络．每一个用户可以对
任意产品发表评论，其他用户也可以对这个评论标

９３５３期 赵　姝等：社交关系挖掘研究综述



记信任或者不信任．通过评论者之间的信任和不信
任关系构建网络．这个数据集包含１３１８２８个节点
（用户）和８４１３７２条边，其中大约８５％是信任链接．
该数据集用于推断用户之间的信任关系．
Ｓｌａｓｈｄｏｔ是朋友网络．Ｓｌａｓｈｄｏｔ是一个用来分

享技术相关消息的网站．２００２年Ｓｌａｓｈｄｏｔ引进
ＳｌａｓｈｄｏｔＺｏｏ允许用户用“朋友”（喜欢）或“敌人”
（不喜欢）标记其他人．这个数据集由７７３５７名用户
和５１６５７５条边组成，其中７６．７％的边是“朋友”关
系．该数据集用于推断用户之间的“朋友”关系．

Ｍｏｂｉｌｅ是移动用户网络．这个数据集来源于文
献［１１］，其中包含１０个月中１０７名用户的呼叫记
录、蓝牙扫描数据和发射塔ＩＤ．Ｍｏｂｉｌｅ数据集总共
包含５４６３条边．数据集用于推断两个用户之间是否
存在朋友关系．

Ｃｏａｕｔｈｏｒ是合作者网络．这个数据集来自于
ＡｒｎｅｔＭｉｎｅｒ．ｏｒｇ［１５］，包含８１５９４６名作者和２７９２８３３
条合作关系．文献［１０］中也用到了该数据．

Ｅｎｒｏｎ是Ｅｎｒｏｎ公司的邮件通信网络，在有些
文献中被称为Ｅｍａｉｌ．它包含Ｅｎｒｏｎ公司的１５１名
员工和员工之间的１３６３２９封邮件．员工之间存在
两种关系，即经理下属关系和同事关系．该数据集
由文献［８］提供，目标是推断用户之间的经理下属
关系．数据集中共有３５７２条边，其中１３３条是经理
下属关系．

ＤＢＬＰ是学术引文图，数据来源于计算机科学
电子书目网站．ＤＢＬＰ中包含１２５６３名作者，４９７７９
条合著关系．文献［１６］中也使用了这个数据集．

Ｈｅｐｔｈ是Ａｒｘｉｖ的高能物理学／理论方面的学
术引文图，数据来源于文献［１６］．Ａｒｘｉｖ是一个收集
物理学、数学、计算机科学与生物学论文预印本的网
站（ｈｔｔｐ：／／ａｒｘｉｖ．ｏｒｇ／）．Ｈｅｐｔｈ中包含２７７６６名作
者，３５２８０７条合著关系．

Ａｄｖｏｇａｔｏ是具有３层信任的信任网络．包含
７３８５个节点，５７６２７条边．该数据集用于推断节点
之间的信任／不信任关系．

ＷＷＷ和ＷＴ１０Ｇ是从万维网的一个子集中
提取的超链接网络数据集，来源于文献［１６］．其
中，ＷＷＷ中包含３２５７２９个节点，１４９７１３５条边；
ＷＴ１０Ｇ中包含１６０１７８７个节点，８０６３０２６条边．
Ｐｕｂｌｉｃａｔｉｏｎ是Ｃｏａｕｔｈｏｒ数据集的子集，由文献

［１０］提供．该数据集包含ＡｒｎｅｔＭｉｎｅｒ［１５］中１９３６年到
２０１０年间的１６３２４４２本出版物，其中包含１０３６９９０

个作者，１９８４１６４条无标记关系和６０９６条有标记
关系．

３　关系链接预测
３１　关系链接预测的主要方法

目前社交网络关系链接预测方法可以分成如
表２所示的几组．

表２　关系链接预测的主要方法
种类 方法 描述

相似性度量

ＬＰＰ［３］ 多种相似性指标
ＰＰＭ［１７］ 拓扑特征
ＦＩＦ［１８］ 基于社会学领域知识的特征
ＧＦＴ［１９］ 图形特征追踪
ＨＳＬＰ［２０］ 基于相似度的分层递阶结构
ＳＶＣ［２１］ 基于社交属性的向量模型
ＶＣＰ［２２］ 基于节点的属性
ＤＬＰ［２３］ 局部和全局属性

ＬＰＭＰＳＮ［２４］ 移动电话社交网络的特征
ＬＰＬＳＮ［２５］ 基于社交网络的位置特征
ＣＴＬＰ［２６］ 隐特征的降维
ＮＬＦＭ［２７］ 隐特征模型
ＬＰＰＳ［２８］ 声望ｖｓ．相似度
ＬＰＳＳＮ［２９］ 稀疏网络中基于相似度方法

矩阵因子分解 ＳＧＴ［１６］ 谱图变换
ＮＭＤ［３０］ 非对角线矩阵分解

图模型

ＬＰＧＭ［３１］ 局部概率图模型
ＳＢＭ［３２］ 随机块模型
ＴＰＦＧ［１０］ 有时间约束的概率因子图模型
ＣＳＬＰ［３３］ Ｂｏｏｔｓｔｒａｐ概率图模型

ＬＩＮＫＲＥＣ［３４］ 随机游走
ＳＲＷ［６］ 监督学习的随机游走
ＤＢＮ［３５］ 动态贝叶斯网络
ＭＴＬＭ［３６］ 混合主题链接模型
ＬＦＰＭ［３７］ 潜在朋友关系传播模型
ＰＦＧＭ［３８］ 因子图模型
ＤＬＦＰＭ［３９］ 动态潜在特征传播模型

吕和周等人在２０１１年发表的一篇关于关系链
接预测的综述文章，并在之后出版《链接预测》专著，
将在这之前的国内外学者关于关系链接预测的研究
成果做了很好的综述，详细见文献［４０４１］，与吕的
综述相同的部分我们在这里仅作简要介绍，以保持
完整性．
３．１．１　基于相似性度量的方法

基于相似性度量的方法一般通过计算节点（用
户）对之间的相似值，再基于获得的相似值进行关系
链接预测———相似值越高，产生链接的可能性就
越高．

在文献［３］中，ＬｉｂｅｎＮｏｗｅｌｌ和Ｋｌｅｉｎｂｅｒｇ提出
基于相似性度量的方法解决关系链接预测问题．给
定一个社交网络，他们首先通过各种基于图的相似
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性度量方法计算出节点对之间的相似度，然后利用
相似度值预测两个节点之间的链接．Ｌｅｅ等人［２１］

提出基于社交向量时钟特征求解关系链接预测问
题，基于这种特征的计算代价较小．在文献［２２］中，
Ｌｉｃｈｔｅｎｗａｌｔｅｒ等人介绍了顶点排列轮廓（ＶＣＰ）的
概念进行拓扑链接分析和预测．ＶＣＰ提供了关于嵌
入式节点对的局部结构周围几乎全部的信息．Ｄｅ等
人［２３］把全局属性、局部属性，以及社团的中间层连
接密度结合在一起，用在有识别能力的关系链接预
测器中．文献［２４２５］分别为Ｍｏｂｉｌｅ网络和基于位
置的社交网络提取了不同的特征进行关系链接预
测．Ｏｙａｍａ等人［２６］提出一种降维的方法，从训练数
据中学习一组特征投影矩阵，进行跨时间的关系链
接预测．Ｚｈｕ［２７］提出一种最大间隔非参隐特征模型
用于发现有识别力的隐含特征，并且自动地推断未
知的隐含的社会维度．Ｐａｐａｄｏｐｏｕｌｏｓ等人［２８］指出声
望只是吸引力的其中一维，另一维是相似性，他们开
发了一种框架能够精确地预测技术、生物和社交网
络中的新链接，在这个框架中，新的链接优化了声望
和相似度之间的平衡．在文献［２９］中，Ｌｉｃｈｔｅｎｗａｌｔｅｒ
等人发现了许多在影响和指导分类中有重大意义的
因素，提出了一种有效的基于流的预测算法，这个算
法给出了稀疏网络关系链接预测的不均衡性的边
界．Ｚｈｕ等人［４２］考虑路径的异质性，在相似度计算
中利用中间节点的度，提出重要路径指标解决链接
预测问题．

国内外众多的关系链接预测方法大多都适用于
无权网络，只有极少部分可扩展到加权网络．Ｚｈａｏ
等人［４３］提出了一种有效的基于“可靠路径”的适用
于加权网络的预测方法．
３．１．２　基于矩阵因子分解的方法

基于矩阵因子分解方法将社交网络建模为一个
矩阵，然后用线性代数或图论的矩阵分解法解决关
系链接预测问题．

在文献［１６］中，Ｋｕｎｅｇｉｓ等人基于图的代数变
换，提出一个统一框架用于学习大规模网络中的关
系链接预测和边权预测的函数．他们的方法概括了
几种图内核和降维的方法，并且提供一种有效方法
进行参数估计．在文献［３０］中，他们又提出一种基
于有向网络的非对称邻接矩阵的非对角线分解的
方法用于信任关系预测．他们将非对角线的分解
用于有向部件（ＤＥＤＩＣＯＭ）以获得网络的邻接矩
阵的矩阵多项式的系数．该方法可以用于计算网
络的邻接矩阵的多项式的低阶近似，比奇异值分

解法更好．
３．１．３　基于概率图模型的方法

基于概率图模型的方法是采用贝叶斯图模型方
法对节点之间的联合概率进行建模，用贝叶斯图模
型直接挖掘网络的隐关系通常是复杂的．

在文献［３１］中，Ｗａｎｇ等人介绍了一种局部概
率图模型的方法可以估计大规模网络中节点对的联
合同现概率．Ｇｕｉｍｅｒａ等人［３２］提出一种基于随机分
块模型的通用数学与计算框架处理复杂网络中数据
可靠性问题，通过这个框架，可以从带有噪声的网络
观测值中可靠地识别出丢失的和虚假的交互．

Ｗａｎｇ等人提出一种有时间约束的概率因子图
模型（ＴＰＦＧ），它将Ｐｕｂｌｉｃａｔｉｏｎ网络作为输入，用联
合似然目标函数对“指导者受指导者”之间关系的
挖掘问题进行建模［１０］．在文献［３３］中，Ｌｅｒｏｙ等人提
出一种基于引导概率图的两阶段方法．在文献［３４］
中，Ｙｉｎ等人提出使用随机游走算法在具有属性和
结构信息的增广社交网络上评估链接的相关性．
Ｂａｃｋｓｔｒｏｍ等人提出一种有监督的随机游走算法，
这个算法自然地将节点的网络结构信息和边层次的
属性结合在一起［６］．

Ｍａｒｔｈｕｒ等人［３５］利用动态贝叶斯网络对带手
动标注数据的合作团队检测其交互链接．Ｚｈｕ等
人［３６］将主题模型中的经典思想与混合成员分块模
型的一种变型结合起来，提出混合主题链接模型用于
无监督学习的主题分类和关系链接预测．Ｚｈａｎｇ等
人［３７］将链接信息作为个人交友行为与个人兴趣相
结合的结果．他们提出潜在友谊传播网络（ＬＦＰＮ）
描述个人的自我中心网络的演化发展，并使用潜在
友谊传播模型（ＬＦＰＭ）对个人的社会行为进行建
模．Ｗｕ等人［３８］提出一种交互式学习框架，这个框架
将推荐专利合作伙伴的问题形式化描述为因子图模
型．Ｈｅａｕｋｕｌａｎｉ等人［３９］提出一种潜在属性传播模
型，该模型通过捕获网络中已经观察到的社交关系
如何影响未来没有被观察的网络结构进行关系链接
预测．
３２　相似性度量

首先介绍用于关系链接预测的各种相似性指
标，包括基于节点邻居的指标、基于路径的指标、基
于节点和边属性的指标以及基于隐特征的指标．其
中，基于节点邻居的指标Ｌü等人［４０］已做详细介绍，
这里我们将不再赘述，其他大部分的指标在文献
［４４４５］中也都有相关介绍，这里我们仅对一些经典
指标加以阐述．

１４５３期 赵　姝等：社交关系挖掘研究综述



３．２．１　基于路径的度量
（１）最短路径距离
该类方法的基本思想是如果在一个社交网络中

两个节点之间的距离（通过最短路径）比较短，那么
这两个节点之间就很有可能产生一个链接．然而，根
据六度分离理论，每个人和事物之间只有六步或者
更短的距离．因此，这个属性有时候就不太起作用．

（２）ＨｉｔｔｉｎｇＴｉｍｅ
Ｈｉｔｔｉｎｇｔｉｍｅ的概念来自于图的随机游走．给

定图中两个节点狌和狏，击中时间犎狌，狏表示从狌开
始随机游走到狏所需的期望步数．击中时间越短表
明节点间越相似，因此它们在将来会有更高的机会
进行链接．由于这个指标是不对称的，对无向图，可
以使用往返时间犆狌，狏＝犎狌，狏＋犎狏，狌表示．

（３）ＲｏｏｔｅｄＰａｇｅＲａｎｋ
ＰａｇｅＲａｎｋ值可以作为关系链接预测的一个指

标．然而，由于ＰａｇｅＲａｎｋ本身是量化单个节点重要
性的指标，因此需要对它进行修正以估算节点对狌
和狏之间的相似性．ＰａｇｅＲａｎｋ最初的定义是：对某
个固定的概率α，一个网民以概率α从一个网页跳
转到一个随机网页，以概率１－α关注一个已经链接
的超链接．在这种随机游走下，网页狏的重要性是链
接到狏的所有网页狌的重要性的期望总和．在随机
游走术语中，我们可以用“平稳分布”来取代“重要
性”．为了进行关系链接预测，原始ＰａｇｅＲａｎｋ随机
游走的假设可以更改为：每一步随机游走中节点狏以
概率１－α返回到节点狌，以概率α移到一个随机的邻
居节点的平稳概率来度量狌和狏之间的相似性．这个
指标是不对称的，可以通过计算节点狌和狏互换后的
对应项之和使它变得对称，这个指标也称为Ｒｏｏｔｅｄ
ＰａｇｅＲａｎｋ．
３．２．２　基于节点属性的度量

顶点和边的属性在关系链接预测中扮演着非
常重要的角色．注意，在一个社交网络中，代表节点
的个体效用是链接产生的直接动机，这种效用是节
点和边的属性函数．许多研究表明，节点或边的属
性作为近似特征可以明显地提高关系链接预测的
性能．

（１）择优连接值
一般来说，一个节点与网络中其他节点相连接

是基于它们度的概率．因此，如果把邻居节点集的大
小作为特征值，那么将它们相乘就是一个聚合函数，
称为“择优连接值”：
ＰｒｅｆｅｒｅｎｔｉａｌＡｔｔａｃｈｍｅｎｔＳｃｏｒｅ（狌，狏）＝Γ（狌）·Γ（狏）（１）

　　（２）聚类系数值
节点狌的聚类系数表示如下：
ＣｌｕｓｔｅｒｉｎｇＣｏｅｆｆｉｃｉｅｎｔ（狌）＝ ２×狀

犽×（犽－１）（２）
其中狀是节点狌的所有犽个邻居间的边数．

为计算顶点狌和狏之间用于关系链接预测的得
分，我们可以把狌和狏的聚类系数值求和或相乘．
３．２．３　基于隐特征的度量

在许多关系链接预测问题中，尽管表示数据对
象的特征向量是高维的，但对预测真正起作用的隐
特征的数量却相对较少．因此，可以通过识别和使用
低维隐特征空间来提高关系链接预测的准确性．在
监督学习的线性降维方法中，从原始的犇维特征空
间到犱（＜犇）维隐特征空间的线性投影犠是通过训
练数据学习到的，这些训练数据包括的数据对象是
已知在它们之间有或没有链接的．在学习过程寻求
线性投影犠使得映射空间的距离犠狓－犠狔尽可
能小，其中狓和狔是两个已知它们之间存在链接的
节点．学习过程完成后，两个具有未知链接状态的数
据对象通过使用犠被映射到隐空间．如果这两个数
据对象映射后彼此足够近，就认为他们之间存在一
个链接．

假设有犖个训练数据对象，狓１，…，狓犖，每一个
数据对象狓犻用犇维特征向量表示［２６］．可以使用保
留局部性投影，通过求解下面的优化问题发现优化
的线性投影矩阵犠：

犠＝ａｒｇｍｉｎ犠 ∑犻，犼犃犻犼犠狓犻－犠狓犼
２
２ （３）

其中：·２是欧几里德范数（２范数）；犃′＝｛犃犻犼｝是
邻接矩阵，定义为

犃犻犼＝１，如果狓犻和狓犼之间存在链接
０，｛ 其他 （４）

３３　矩阵分解
本节以预测无向链接为例，介绍谱变换的基本

方法．
如果用代数的方法处理关系链接预测问题，可

以考虑图的邻接矩阵犃′，寻找一个函数犉（犃′）返回
一个相同大小的矩阵，使得它的元素可以用来预测．
Ｋｕｎｅｇｉｓ等人提出的方法包括两个过程：计算矩阵
分解犃′＝犝′犇′犞′Ｔ；求解函数犉（犃′）＝犝′犉（犇′）犞′Ｔ，
其中犉（犇′）将实数集上的函数分别运用到图谱犇′
的每一个元素上［１６］．Ｋｕｎｅｇｉｓ等人证明了有为数不
少的共有链接和边权预测算法可以映射成这种形
式．该方法为这类的关系链接预测算法提供了一种
评估任意参数的机制．类似地，他们也考虑了将网络
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的拉普拉斯矩阵作为关系链接预测的基础．
３４　概率图模型

众所周知，朋友关系的传递性是社交网络中流
行的社会学原理．然而，人们的交友行为在何种程度
上遵循这个原理以及这个原理在多大程度上有益于
关系链接预测工作仍然是未知的．在文献［３７］中，
Ｚｈａｎｇ等人尝试采用这个社会学原理来解释网络的
发展，并学习潜在朋友关系传播的问题．
３．４．１　问题描述

Ｚｈａｎｇ等人提出了潜在朋友关系传播网络（ＬＦＰＮ）
捕获朋友关系传递性的趋势．ＬＦＰＮ犵′由３层构成：
ｅｇｏ层，ｌｏｃａｌ层和ｇｌｏｂａｌ层．接下来，首先给出ｌｏｃａｌ
层和ｇｌｏｂａｌ层的定义，再给出ＬＦＰＮ的定义．

定义３．潜在朋友关系传播三元组（ＬＦＰＴｒｉｐｌｅ）．
给定犌中的３个顶点狌，狕和狏，如果狌通过狕和狏
交朋友，那么（狌，狕，狏）就称为ＬＦＰ三元组．狌是这个
元组的发起人，狕是中间人．

定义４．Ｌｏｃａｌ层．在ＬＦＰＮ犵′上ｅｇｏ狌的
ｌｏｃａｌ层表示为犵′犔（狌），由狌的所有朋友组成．对每一
个由狌发起的ＬＦＰ三元组（狌，狕，狏），在犵′犔（狌）中有一
个对应的ｌｏｃａｌＬＦＰ边〈狕，狏〉，它的权重是狑犔（狌）狕，狏＝
狆（狕｜〈狌，狏〉）．

定义５．对每一个朋友狕∈犵′犔（狌），在ｌｏｃａｌ层
中有一个中间倾向边〈狌，狕〉从ｅｇｏ狌指向狕，它的权
重是狑犈狌，狕＝狆（狌→狕）．

定义６．每一个ＬＦＰ三元组（狌，狕，狏）源自一
个ＬＦＰ模式狕→狏，表明狕的朋友关系可能传播给狏．

定义７．Ｇｌｏｂａｌ层．ＬＦＰＮ犵′的ｇｌｏｂａｌ层，记
为犵′犌，由给定社交网络的所有个体组成．对每个
ＬＦＰ模式狕→狏，存在一个相应的ｇｌｏｂａｌＬＦＰ边
〈狕，狏〉，其权重是狑犌狕，狏＝狆（狕→狏）．

定义８．　潜在朋友关系传播网络（ＬＦＰＮ）．给
定社交网络的潜在朋友关系传播网络（ＬＦＰＮ）犵′是
一个加权三层网络，由ｅｇｏ层｛狌｝，每个ｅｇｏ的ｌｏｃａｌ
层｛犵′犔（狌）｝和ｇｌｏｂａｌ层犵′犌组成．

ＬＦＰＮ推理问题．给定一个演化中的网络犌＃＝
｛犌１，犌２，…，犌狋｝，其相关交互集合为犡＃＝｛犡１，
犡２，…，犡狋｝，ＬＦＰＮ推断问题的目的是推断ＬＦＰＮｓ
犵′１，犵′２，…，犵′狋，犵′狋其中是ＬＦＰＮ的犌狋．
３．４．２　潜在朋友关系传播模型（ＬＦＰＭ模型）

每个ＬＦＰ三元组（狌，狕，狏）隐含这样一种假设，
即交友行为有两步过程：首先狌选择狕作为中间人，
然后通过狕和狏交朋友．同时这个过程必然受到狌

的兴趣的影响．ＬＦＰ模式是ＬＦＰ三元组的聚合，它
们都是ＬＦＰＮ的基础元素．因此ＬＦＰＮ推断的初步
问题是发现所有的ＬＦＰ三元组．换句话说，给定狌
和狏之间的朋友关系，我们需要推断中间人狕．为了模
拟这个过程，并推断每种朋友关系的中间人，Ｚｈａｎｇ
等人［３７］提出了潜在朋友关系传播模型（ＬＦＰＭ），它
是社交网络中的一种社会行为的概率生成模型．
３５　异质信息网络

目前，社交网络链接预测的研究成果绝大多数
都是在单一网络或者同质网络上实现的，但是也有
很多学者逐渐将研究重点转向异质信息网络，使得
异质信息网络的链接预测成为链接预测研究的一大
重点方向．相对单一网络或者同质网络来说，异质网
络中节点和链接的类型不再是单一的，而是多样的，
从而增加了链接预测的复杂度．
Ｚｈａｎｇ和Ｐｈｉｌｉｐ［４６］的关于异质信息网络的链接

预测方面的研究综述详细介绍了国内外该领域学者
的研究成果．此外，Ｌｉｕ等人［４７］提出了均衡的因子图
（ＡＦＧ）模型解决均衡的异质网络链接预测问题，并
提出均衡结构算法降低因子图的规模，从而提高预
测性能．Ｄｏｎｇ等人［４８］提出用广义的耦合张量分解
框架进行异质信息网络的链接预测．

４　关系类型预测
关系类型预测的目标是有效地推断两个用户之

间社交关系的类型．具体说来，给定用户行为历史和
用户间的交互，能否估计他们是家庭成员或同事的
可能性？面临的一个挑战就是如何设计一个统一的
模型，使其能够很容易应用到不同领域（或不同网
络）．目前已有一些相关研究．如，Ｄｉｅｈｌ等人［８］尝试
通过学习排序函数识别这些关系．Ｗａｎｇ等人［１０］提
出一种无监督算法用于从出版物网络中挖掘“指导
者受指导者”关系．然而，Ｄｉｅｈｌ等人只考虑通信记
录，Ｗａｎｇ等人提出的是一种特定领域的无监督算
法．两种算法都不容易扩展到其他领域．

另一个挑战是当今的社交网络变得越来越复杂
多变，甚至最先进的算法获得的最优性能也低于
９０％，这一结果无法令人满意．比较好的解决方案
是：设计交互式界面允许用户提供对推断结果的反
馈．但交互过程可能是乏味的、容易出错，而且很耗
费时间．比较理想的情况是，这个算法应该能够主动
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选择少数可能存在错误的结果让用户检查，而不是
被动地等待用户反馈．这个问题被称为通过主动学
习来推断社交关系．

因此，基本的问题是，如何针对不同的网络设计
一个灵活的模型从而有效地推断社交关系．这个问
题面临一系列的挑战．首先，哪些潜在因素决定特定
类型的社交关系的形成？其次，作为输入的社交网
络是部分标记的．有些关系是有标记的，但大多数关
系是未知的．要得到一个高质量的预测模型，不仅要
考虑有标记的关系提供的信息，也要考虑如何利用
无标记的网络信息．第三，如何最好地利用用户交
互．在选择用于进行用户交互的内容时，应该考虑不
确定性和网络结构信息．最后，实际的社交网络的规
模越来越大，拥有数百万甚至更多的节点，设计一种
适用于大规模实际网络的方法非常重要．

本节主要介绍无监督学习、监督学习和主动学
习、迁移学习四类框架下的关系类型预测模型．
４１　无监督学习的关系类型预测

获得数量充足的标签关系的代价是昂贵的，
Ｗａｎｇ等人［１０］提出一种无监督学习的方法来推断不
带标签数据的社交关系，用来推断合作网络中的“指
导者受指导者”关系，称为“有时间约束的概率因子
图模型（ＴＰＦＧ）”．其主要思想是利用有时间限制的
概率因子图模型对每个作者的指导者的联合概率进
行分解．通过最大化因子图的联合概率，在候选图上
推断关系，计算每个关系的排列名次．

框架按如下两个阶段进行处理．
阶段１：预处理．预处理的目的是生成候选图

犎′，使得大多数情况下保证指导者不会被排除在候
选池之外，减少搜索空间．

首先根据合作者信息，通过逐一处理网络中的
论文，产生一个均匀的作者网络犌′．对每篇论文狆犻，
可以对其中每一对作者构造一条边．

然后通过执行过滤过程，排除那些不可能的“指
导者受指导者”关系．对图犌′上的每条边犲犻犼，表明
犪犻和犪犼有合作．为了确定犪犼是否可能是犪犻的指导者，
需要检查以下条件．首先，只有当犪犼开始发表文章
的时间比犪犻早时，才考虑这种可能．其次可以基于
“指导者受指导者”关系的直观知识来启用一些启
发式规则．详细的规则定义可参考文献［１０］．

阶段２：因子图模型．根据候选图犎′中的局部
信息，可以知道每个作者可能的指导者以及这种可
能性．对整个网络进行建模，结合结构信息和时序约
束，从而更好地分析个体链接间的关系．

使用因子图模型，为候选人图犎′的每个节点
定义一个隐变量，通过最大化目标函数，得到隐变
量的取值．学习该模型，可以考虑使用和积算法
（ｓｕｍｐｒｏｄｕｃｔ）与联合树（ｊｕｎｃｔｉｏｎｔｒｅｅ）算法［１３］．

为了对该方法进行评价，使用Ｐｕｂｌｉｃａｔｉｏｎ数据
库，从一些在线资源中收集了有标签的“指导者受
指导者”关系．在该数据库上，ＴＰＦＧ模型的犉１测
度达到了８１％～８５％．
４２　监督学习的关系类型预测
４．２．１　ＰＬＰＦＧＭ模型

进行关系类型预测时，Ｔａｎｇ等人［４９］结合下面
描述的一些直观知识，提出一种部分标记的成对因
子图模型（ＰＬＰＦＧＭ）．首先，特定用户或特定链接
的属性中可能包含关系的隐含信息．例如，两个在工
作时间经常打电话的用户可能是同事；而两个经常
在晚上互相联系的用户更可能是家庭成员或好友．
第二，不同用户之间的关系可能有相关性．例如，在
移动网络中，如果用户狏犻打电话给狏犽后立即打电话
给狏犼，那么狏犻可能与狏犼和狏犽有类似的关系（家庭成
员或同事）．第三，还需要考虑一些全局约束，例如常
识或对特定用户的约束．

图６是ＰＬＰＦＧＭ的图形化描述．部分标签网
络犌中的每一个关系（狏犻１，狏犻２）或犲犻１犻２在ＰＬＰＦＧＭ
上都被映射为关系节点狉犻１犻２．一组关系节点可表示
为犢＝｛狔１，狔２，…，狔犕｝．犌中的关系是部分标记的，
因此ＰＬＰＦＧＭ中的所有节点可以分为两个子集
犢犔和犢犝，分别对应有标签和无标签的关系．对每个
关系节点狔犻＝（狏犻１，狏犻２，狉犻１犻２），可以把属性｛犠犻１，犠犻２｝
组合成关系属性向量狓犻．

在ＰＬＰＦＧＭ中，输入的关系表示为模型中的
关系节点．与之前所提到的３个直观知识相对应，可
定义以下３个因子．

（１）属性因子．犳（狔犻，狓犻）代表给定属性向量狓犻时
关系狔犻的后验概率；

（２）相关因子．犵（狔犻，犌（狔犻））表示关系之间的
相关性，其中犌（狔犻）表示与狔犻有关的一组关系．

（３）约束因子．犺（狔犻，犎（狔犻））反映了关系之间
的约束，其中犎（狔犻）表示对狔犻有约束的一系列关系．

给定一个部分标记网络犌＝（犞，犈犔，犈犝，犚犔，
犠），可以定义犢上的联合概率分布
狆（犢｜犌）＝∏犻犳（狔犻，狓犻）犵（狔犻，犌（狔犻））犺（狔犻，犎（狔犻））（５）
　　３个因素可以用不同的方法实现．这里使用指
数线性函数．具体说来，定义属性因子为
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图６　ＰＬＰＦＧＭ模型的图形化表示［４９］

犳（狔犻，狓犻）＝１犣λｅｘｐ｛λ
ＴΦ（狔犻，狓犻）｝ （６）

其中：λ为权重向量；Φ是特征函数向量．类似的，相
关因子和约束因子可定义为
犵（狔犻，犌（狔犻））＝１犣αｅｘｐ∑狔犻∈犌（狔犻）α

Ｔ犵（狔犻，狔犼｛ ｝）（７）
犺（狔犻，犎（狔犻））＝１犣βｅｘｐ∑狔犻∈犎（狔犻）β

Ｔ犺（狔犻，狔犼｛ ｝）（８）
其中犵和犺函数可以定义为指示函数向量，这种特
征定义在马尔科夫随机场①和条件随机场［５０］等图模
型中经常使用．

（１）模型学习
ＰＬＰＦＧＭ的学习是估计参数θ＝（λ，α，β），使

观测信息（标记关系）的对数似然函数最大化．为简单
起见，将关系节点狔犻的所有因子函数合并为狊（狔犻）＝
（Φ（狔犻，狓犻）Ｔ，∑狔犻犵（狔犻，狔犻）

Ｔ，∑狔犻犺（狔犻，狔犻）
Ｔ）Ｔ．

式（５）中定义的联合概率可以重写为
狆（犢狘犌）＝１犣∏ｅｘｐ｛θＴ狊（狔犻）｝

＝１犣ｅｘｐ｛θ
Ｔ∑狊（狔犻）｝

＝１犣ｅｘｐ｛θ
Ｔ犛｝ （９）

其中，犣＝犣λ犣α犣β为归一化因子（也称为配分函数）；犛
是所有关系节点的因子函数的聚合（ａｇｇｒｅｇａｔｉｏｎ），
即犛＝∑犻狊（狔犻）．

学习ＰＬＰＦＧＭ模型时的一个挑战是：输入数
据是部分标记的．在计算配分函数犣时，需要对所
有节点（包括无标记节点）可能状态的似然性求和．
为了解决这一问题，可使用有标签的数据来推断未

知标签．用犢｜犢犔表示根据已知标签推断出来的标
签犢，定义如下的对数似然目标函数犗′（θ）
Ο′（θ）＝ｌｏｇ狆（犢犔狘犌）

＝ｌｏｇ∑
犢狘犢犔

１
犣ｅｘｐ｛θ

Ｔ犛｝

＝ｌｏｇ∑
犢狘犢犔
ｅｘｐ｛θＴ犛｝－ｌｏｇ犣

＝ｌｏｇ∑
犢狘犢犔
ｅｘｐ｛θＴ犛｝－ｌｏｇ∑犢ｅｘｐ｛θＴＳ｝（１０）

　　为了求解目标函数，考虑梯度下降法，首先计算
参数θ的梯度

Ο′（θ）
θ＝

ｌｏｇ∑
犢狘犢犔
ｅｘｐθＴ犛－ｌｏｇ∑犢ｅｘｐθＴ（ ）犛

θ

＝
∑
犢狘犢犔
ｅｘｐθＴ犛·犛

∑
犢狘犢犔
ｅｘｐθＴ犛

－
∑犢ｅｘｐθＴ犛·犛
∑犢ｅｘｐθＴ犛

＝犈＃
狆θ（犢狘犢犔，犌）犛－犈＃

狆θ（犢狘犌）犛 （１１）
　　另一个挑战是，ＰＬＰＦＧＭ中的图形结构可以
是任意的，可能包含循环，这时难以直接计算期望
犈＃
狆θ（犢｜犌）犛．研究者提出了一些近似算法，这里采用环
路信度传播（ＬＢＰ）［５１］算法对边缘概率狆（狔犻｜θ）和
狆（狔犻，狔犻｜θ）进行近似估计，结合边缘概率，对所有关
系节点求和得到梯度．值得注意的是，在每次迭代中
需要执行两次ＬＢＰ，一次用于估计边缘概率狆（狔｜犌），
另一次估计狆（狔｜犢犔，犌）．根据梯度，用学习率η更
新每个参数．算法１对ＰＬＰＦＧＭ的学习过程进行
了总结．
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算法１．　ＰＬＰＦＧＭ学习过程．
输入：学习速率η
输出：学习参数θ
初始化θ；
重复
　使用ＬＢＰ计算Ε＃狆θ（犢｜犢犔，犌）犛；
　使用ＬＢＰ计算犈＃狆θ（犢｜犌）犛；
　根据方程（１８）计算θ的梯度

θ＝Ε＃狆θ（犢狘犢犔，犌）犛－Ε＃狆θ（犢狘犌）犛
　使用学习速率η更新参数θ

θｎｅｗ＝θｏｌｄ－η·θ
直到收敛；
（２）推断未知社交关系
根据学习到的参数，通过最大化式（５）的联合概

率，得到对应的标签，从而预测关系的标签．
犢＝ａｒｇｍａｘ

犢狘犢犔
狆（犢狘犌） （１２）

　　因此，再次使用ＬＢＰ计算每个关系节点的边缘
概率狆（狔犻｜犢犔，犌），然后具有最大边缘概率的标签作
为待预测关系的类型，边缘概率是预测结果的信度．

（３）时间复杂度分析
用犿１，犿２，犿３分别表示ＰＬＰＦＧＭ中的属性因

子、相关因子和约束因子的数量．在ＬＢＰ的每一次
循环中，传播的时间代价是犗（犿１·ｄｉｍ（Φ）＋犿２·
ｄｉｍ（犵）＋犿３ｄｉｍ（犺）），其中ｄｉｍ（·）是向量维度．对
算法执行狀次迭代，在每迭代中执行狀ＬＢＰ次ＬＢＰ．
因此时间复杂度为犗（犿１·ｄｉｍ（Φ）＋犿２·ｄｉｍ（犵）＋
犿３ｄｉｍ（犺））×狀×狀ＬＢＰ．
４．２．２　评　估

Ｔａｎｇ等人［４９］在Ｐｕｂｌｉｃａｔｉｏｎ、Ｅｍａｉｌ和Ｍｏｂｉｌｅ
这３种不同的数据集上对方法的性能进行了评估．
在３种数据集上使用不同的方法进行关系挖掘并比
较性能，结果如表３所示．

表３　在３种数据集上使用不同方法
进行关系挖掘的性能［４９］ （单位：％）

数据集 方法 犃犮犮狌狉犪犮狔犘狉犲犮犻狊犻狅狀犚犲犮犪犾犾 犉１

Ｐｕｂｌｉｃａｔｉｏｎ
ＳＶＭ ７６．６ ７２．５ ５４．９６２．１
ＴＰＦＧ ８１．２ ８２．８ ８９４８６．０

ＰＬＰＦＧＭＳ８４．１ ７７．１ ７８．４７７．７
ＰＬＰＦＧＭ ９２７ ９１４ ８７．７８９５

Ｅｍａｉｌ
ＳＶＭ ８２．６ ７９．１ ８８６８３．６

ＰＬＰＦＧＭＳ８５．６ ８５．８ ８５．６８５．７
ＰＬＰＦＧＭ ８８０ ８８６ ８７．２８７９

Ｍｏｂｉｌｅ
ＳＶＭ ８０．０ ９２７ ６４．９７６．４

ＰＬＰＦＧＭＳ８０．９ ８８．１ ７１．３７８．８
ＰＬＰＦＧＭ ８３１ ８９．４ ７５２８１６

（１）ＳＶＭ．使用关系属性向量狓犻训练分类模型，
然后利用该模型预测关系．

（２）ＴＰＦＧ．即上一节中给出的无监督学习方
法．由于该方法与领域有关，因此仅在Ｐｕｂｌｉｃａｔｉｏｎ
数据集上进行比较．

（３）ＰＬＰＦＧＭＳ．与基于部分标记网络的ＰＬＰ
ＦＧＭ模型相比，ＰＬＰＦＧＭＳ只使用有标签的节点
进行训练．
４３　主动学习推断社交关系

如２．２．２节中问题４所述，针对主动学习的关
系类型预测，Ｚｈｕａｎｇ和Ｔａｎｇ等人［５２］定义质量函数
犙（犃）用于衡量标记集合犃中的关系后所带来的预
测性能的改善，此时问题可以定义为犙（犃）的优化
问题，即

犃＝ａｒｇｍａｘ
犃犢犝

犙（犃），狘犃狘＝犫，犫＞０（１３）
　　为了量化犙（犃），可以考虑一个被选中的节点
是如何影响其他节点的．例如，纠正中心位置关系可
能会把这种纠正传播出去，从而有利于相关关系的
推断．

基于上面的直观想法，设计了影响力最大化选
择（ＩＭＳ）和信任最大化选择（ＢＭＳ）两种模型用于主
动地推断社交关系类型．ＩＭＳ模型利用从ＰＬＰ
ＦＧＭ中获得的网络结构和不确定性选择最具影响
力的节点．ＢＭＳ模型进一步将主动选择过程与
ＰＬＰＦＧＭ的学习过程相结合．
４．３．１　影响力最大化选择（ＩＭＳ）

ＩＭＳ模型为每个节点设置分数以反映它在模
型中影响传播的强度．传播过程可描述为：

（１）图形化表示同图６所示．当一个节点的标记
被确定后，称这个节点是激活的．初始化的激活节点集
合是犢犔．为每个节点指定一个阈值ε犻＝∑狔∈狔′狆（狔犻＝
狔｜犌，犢犔）－１

｜狔′｜，其中狔′表示狔的取值空间，这样
不确定性较高的节点将更容易被激活．

当一个节点犻被激活时，它将所获得的分数增
益（犵′犻－ε犻）以权重犫犻，犼传播给相邻节点犼∈犖犅（犻），
即犵′犻←犵′犻＋犫犻，犼（犵′犻－ε犻），其中犵′犻表示节点犻的分数，
犖犅（犻）表示节点犻的邻居节点集．获得的分数增益
反映了用户标记带来的信度提升，因此标记不确定
关系将比标记较确定关系带来更大的影响力．为了
简化问题，设置权重犫犻，犼＝ １

｜犖犅（犼）｜．
若用户标记了一个节点，则将该节点设置为激

活状态，并将它获得的分数设置为１．开始时，其他

６４５ 计　　算　　机　　学　　报 ２０１７年



节点获得的分数均设置为０．一旦某个非激活节点犽
所得的分数超过了阈值，即犵′犽＞ε犻，就变成激活状
态，并传播它所获得的分数．一个激活节点只能传播
一次分数，并保持其状态．

将质量函数犙ＩＭＳ（犃）定义为传播完成之后激活
节点的总数．要找到一个能最大化质量函数犙ＩＭＳ（犃）
的集合犃是ＮＰ难问题．与文献［５３］类似，可以采
用贪心策略进行近似求解．
４．３．２　信任最大化选择（ＢＭＳ）

使用ＬＢＰ过程中所获得的每个节点的信度来
量化一个节点对其他节点的影响力，并从信度的分
数中移除属性所带来的影响，由此获得一个启发式
规则，表示为犅′（狔犻｜犌，犢犔）．
犅′（狔犻｜犌，犢犔）＝ｅｘｐ｛θＴ狊（狔犻）－λＴΦ（狔犻，狓犻）｝（１４）

　　通过对关系节点的信度进行归一化，可获得其
信度的边缘概率．

狆犅′（狔犻｜犌，犢犔）＝１犣犅′犅′（狔犻｜犌，犢
犔）（１５）

其中犣犅′是归一化因子．式（１５）用于估计关系节点
的边缘概率分布，其中不存在属性相关的信息．

一个直观的想法是，关系节点的信度随着相同
类型关系节点数量的增加而单调增加，即犅′（狔犻＝
狔｜犌，犢犔）随着带有标签狔的关系的数量而单调增
加．不失一般性，首先考虑二值关系挖掘问题，即只
有两种可能的关系标签（狔′＝｛０，１｝）．在二值情况
下，进一步针对每种类型分别考虑主动选择，因为不
同类型的关系混合在一起的时候，无法保证得到一
个解析解．因此，当用户仅提供正反馈时，目标是发
现正的节点集．对应地，定义正向ＢＭＳ策略的质量
函数为

犙ＢＭＳ＋（犃）＝∑
狔犻∈犢

犝
（１）

狆犅′（狔犻＝１狘犌，犢犔∪犃）（１６）

其中犢犝（１）＝｛狔犻｜狔犻∈犢犝∧犅′（狔犻＝１（犌，犢犔）犅′（狔犻＝０｜
犌，犢犔））｝．
　　质量函数犙ＢＭＳ＋（犃）和犙ＢＭＳ－（犃）的最优化都是
ＮＰ难问题．但这两个质量函数都是子模函数，可以
通过贪心算法获得最优解（１－１／ｅ）的近似解．具体
策略为每次选择那些能使质量函数获得最大边缘增
长的关系．这里注意一点，由于主动学习算法在选择
阶段是不知道标签的，在最优化犙ＢＭＳ＋（犃）时，将关
系节点狔犻作为正类，在最优化犙ＢＭＳ－（犃）时，将狔犻作
为负类．

为了防止进行不平衡选择，使用犙ＢＭＳ＋选择犫／２
个节点（其中犫是每次需要询问用户的关系数量），

然后使用犙ＢＭＳ－选择剩下的犫／２．这种选择策略被称
为ＢＭＳ，它结合了ＢＭＳ＋和ＢＭＳ－，但无法保证近
似解得到更低的误差界．
４．３．３　评　估

这里仍然使用４．２．３节中使用的数据集评估不
同的主动学习算法的性能．算法执行了多次，表４列
出了不同数据集上不同选择策略的平均犉１值．

表４　所有选择策略的犉１值［５２］（单位：％）
数据集 随机 ＭＵ［１２］ ＩＤ［５４］ ＢＭＳ ＩＭＳ

Ｐｕｂｌｉｃａｔｉｏｎ ６０．６ ６３．７ ６４．８ ６６．４ ６６８
Ｅｍａｉｌ ８５．６ ８６．２ ８７．３ ８７６ ８６．３
Ｍｏｂｉｌｅ ７９．２ ８０．０ ７４．３ ８０４ ７９．９

在每个数据集中，首先随机选择１０条关系作为
初始标签集犢犔，然后迭代地执行主动选择算法，每
次选择犫＝１０条关系进行查询．
４４　通过迁移学习进行跨网络的关系类型预测

传统的方法中，通常需要数量充足的有标签关
系来获得好的预测模型以推断社交关系．但是，在不
同网络中获得关系标签的难度是不同的．有些网络
中，比如Ｓｌａｓｈｄｏｔ，可能更容易收集有标签的关系
（比如用户之间的信任／不信任关系），而在大部分其
他网络中，获得标签信息可能是困难的（甚至是不可
行的）．一个挑战问题是：是否可以利用一个网络中
有标签关系的信息来推断另一个完全不同网络中的
关系类型？

Ｔａｎｇ等人［１２］提出基于迁移的因子图模型犌用
于跨网络进行社交关系类型的学习和预测．首先在
单个网络中进行学习，然后将网络提供的监督信息
迁移到另一个网络．
４．４．１　模型框架

（１）跨异构网络学习
在基于迁移的因子图模型ＴｒａｎＦＧ中结合社会

学理论（如社会平衡、结构洞、社会状态、意见领袖
等［５５］），在源网络和目标网络上定义如下的对数似
然目标函数
犗′（α，β，μ）＝犗′犛（α，μ）＋犗′犜（β，μ）

＝∑
狘犞犛狘

犻＝１∑
犱

犼＝１
α犼犵犼（狓犛犻犼，狔犛犻）＋

∑
狘犞犜狘

犻＝１∑
犱′

犼＝１
β犼犵″犼（狓犜犻犼，狔犜犻）＋

∑犽μ犽∑犮∈犌犛犺犽（犢
犛犮）＋∑犮∈犌犜犺犽（犢

犜犮（ ））－
ｌｏｇ犣　　　　　　 （１７）
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其中：犱和犱′分别是源网络和目标网络中属性的数
量；｜犞犛｜和｜犞犜｜分别是源网络和目标网络中节点的
数量；μ犽表示第犽个相关功能函数的权重；犺犽表示第
犽个相关功能函数；犢犛

犮和犢犜
犮分别表示源网络和目标

网络中犮领域的标签集合．在这个目标函数中，前两
项分别定义源网络和目标网络上的似然函数，第３
项定义这两个网络上共有特征的似然函数，共有特
征函数根据社会学理论进行定义．

（３）模型学习和推断
ＴｒａｎＦＧ模型的学习是估计参数θ＝（｛α｝，｛β｝，

｛μ｝），从而最大化对数似然目标函数犗′（α，β，μ）．
Ｔａｎｇ等人使用梯度下降方法来求解目标函数．以μ
为例来介绍如何学习参数．目标函数关于每个μ犽的
梯度可以写为如下形式：
犗′（θ）
μ犽＝犈＃［犺犽（犢犛犮）＋犺犽（犢犜犮）］－　　　　　　

犈＃
犘狌犽（犢犮狘Χ犛，Χ犜，犌犛，犌犜）［犺犽（犢犛犮）＋犺犽（犢犜犮）］（１８）

其中：犈＃［犺犽（犢犛犮）＋犺犽（犢犜犮）］是给定数据分布的因子
函数犺犽（犢犛犮）＋犺犽（犢犜犮）的期望；犈＃

犘狌犽（犢犮｜Χ犛，Χ犜，犌犛，犌犜）［·］
是在估计模型给出的分布犘μ犽（犢犮｜狓犛，狓犜，犌犛，犌犜）
下的期望．类似的，可以求出参数α犼和β犼的梯度．
４．４．２　评　估

为了证明ＴｒａｎＦＧ模型的通用性，Ｔａｎｇ等人［１２］

在Ｅｐｉｎｉｏｎｓ，Ｓｌａｓｈｄｏｔ，Ｍｏｂｉｌｅ，Ｃｏａｕｔｈｏｒ和Ｅｎｒｏｎ
这５种不同类型的网络上模型进行了验证，并与其
他的关系类型预测方法（ＳＶＭ，ＣＲＦ，ＰＦＧ）进行对
比．表５和表６概括了不同方法在推断朋友或信任
关系下性能对比．可以看出，ＴｒａｎＦＧ明显地提高了
关系分类的性能．
表５　不同方法推断朋友关系（或信任关系）的性能对比［１２］

数据集 方法 犘狉犲犮． 犚犲犮． 犉１ｓｃｏｒｅ

Ｅｐｉｎｉｏｎｓ（犛）到
Ｓｌａｓｈｄｏｔ（犜）（４０％）

ＳＶＭ ０．７１５７ ０．９７３３ ０．８２４９
ＣＲＦ ０．８９１９ ０．６７１０ ０．７６５８
ＰＦＧ ０．９３００ ０．６４３６ ０．７６０７
ＴｒａｎＦＧ０９４１４ ０．９４４６ ０９４３０

Ｓｌａｓｈｄｏｔ（犛）到
Ｅｐｉｎｉｏｎｓ（犜）（４０％）

ＳＶＭ ０．９１３２ ０９９２５ ０．９５１２
ＣＲＦ ０．８９２３ ０．９９１１ ０．９３９３
ＰＦＧ ０９９５４ ０．９７８７ ０９８７０
ＴｒａｎＦＧ０９９５４ ０．９７８７ ０９８７０

Ｅｐｉｎｉｏｎｓ（犛）到
Ｍｏｂｉｌｅ（犜）（４０％）

ＳＶＭ ０．８９８３ ０．５９５５ ０．７１６２
ＣＲＦ ０．９４５５ ０．５４１７ ０．６８８７
ＰＦＧ １００００ ０．５９２４ ０．７４４０
ＴｒａｎＦＧ０．８２３９ ０８３４４ ０８２９１

Ｓｌａｓｈｄｏｔ（犛）到
Ｍｏｂｉｌｅ（犜）（４０％）

ＳＶＭ ０．８９８３ ０．５９５５ ０．７１６２
ＣＲＦ ０．９４５５ ０．５４１７ ０．６８８７
ＰＦＧ １００００ ０．５９２４ ０．７４４０
ＴｒａｎＦＧ０．７２５８ ０８５９９ ０７８７２

注：（犛）表示源网络，（犜）表示目标网络．对于目标网络，使用标签数
据的４０％进行训练，其余的用于测试．

表６　不同方法推断有向关系的性能对比［１２］

数据集 方法 犘狉犲犮． 犚犲犮． 犉１ｓｃｏｒｅ

Ｃｏａｕｔｈｏｒ（犛）到
Ｅｎｒｏｎ（犜）（４０％）

ＳＶＭ ０．９５２４ ０．５５５６ ０．７０１８
ＣＲＦ ０．９５６５ ０．５３６６ ０．６８７５
ＰＦＧ ０９７３０ ０．６５４５ ０．７８２６
ＴｒａｎＦＧ０．９５５６ ０７８１８ ０８６００

Ｅｎｒｏｎ（犛）到
Ｃｏａｕｔｈｏｒ（犜）（４０％）

ＳＶＭ ０．６９１０ ０．３７２７ ０．４８４２
ＣＲＦ １００００ ０．３０４３ ０．４６６６
ＰＦＧ ０．９９１６ ０．４５９１ ０．６２７７
ＴＰＦＧ ０．５９３６ ０７６１１ ０．６６６９
ＴｒａｎＦＧ０．５９３６ ０．５５２５ ０７０６５

注：（犛）表示源网络，（犜）表示目标网络．对于目标网络，使用标签
数据的４０％进行训练，其余的用于测试．

５　关系交互预测
关系交互预测的目标是分析两个用户之间交互

关系的形成原因及对社交网络演化的进一步影响．
在社会学中，个体之间的关系划分成两类：单向

关系和双向关系［５６］．最常见的单向关系形式是明星
和他们的粉丝之间的关系，而好友之间则是双向关
系．反映到社交网络中，用户之间也存在这样的单向
和双向关系．例如，当用户Ａ关注用户Ｂ之后，两者
之间就产生了单向联系．用户Ｂ可以选择也关注Ａ
（称为回粉），从而形成一个双向关系．有些社交网络
中用户之间的联系是无向图，但也存在类似的问题．
那么，双向关系是如何从单向关系演化而来的？它
对社交网络的进一步演化有什么影响？本节主要介
绍关系交互预测的几个不同模型．
５１　回粉预测

回粉预测与第３节中讨论的关系链接预测看起
来相似，但有着明显的区别．文献［５７］表明，关系链
接预测中所使用的特征在回粉预测中并非是最重要
的．从问题求解的定义域来说，关系链接预测的定义
域是网络中所有尚不存在的边，而回粉预测的定义
域是网络中所有的单向边［５８］．

文献［１３１４］探索了关系的相互性预测问题，他
们提出一个学习框架ＴｒｉＦＧ，使用图模型来解决关
系的相互性预测，并在Ｔｗｉｔｔｅｒ数据上对该模型的
性能进行了评价．对关系的相互性预测，给定从１到
狋时刻所有用户关注行为的历史日志，我们希望得
到一个预测模型，从而判断当用户Ｂ在狋时刻关注
Ａ之后，Ａ是否会在狋＋１时刻关注Ｂ．图７给出了
该问题的一个形象描述．图７（ａ）是一个关注关系形
成的网络，其中实线箭头表示的边表示在狋时刻新
生成的关注关系，图７（ｂ）中的破折线箭头表示的边
表示在狋＋１时刻形成的回粉关系．
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图７　回粉问题示意图［１４］

　　新关注和回粉这两种行为分别代表了之前所提
到的单向关系和双向关系．在关系的相互性预测中，
重点研究回粉行为，如问题５所述．

Ｌｏｕ等人设计了一个三元组因子图模型（ＴｒｉＦＧ），
用于对关系的相互性进行预测．根据问题６的描述，
如果用户狏狊犻在狋时刻关注了狏狌犻，则存在边犲犻∈犈．对
回粉预测来说，任务是预测在狋＋１时刻狏狌犻是否会回
粉狏狊犻，即狔犻的值是０还是１．该模型根据观察结果为
每条边定义了若干属性，记为犡犻．则整个数据集可
以描述为一个大小为｜犈｜×犱的属性矩阵，其中犱
是属性的维数．例如，可以定义一个属性用来描述两
个用户是否来自同一时区．

图８　ＴｒｉＦＧ模型的结构［１４］

图８给出了ＴｒｉＦＧ模型的结构．左边是输入的
关注网络，其中包含６个用户在狋时刻的关注状态．

实线箭头表示在狋时刻之前就已经存在的关注，虚
线箭头表示在狋时刻新增的关注．图８的右侧是根
据输入网络所得到的因子图模型．每个椭圆表示用
户之间的关系，每个圆形是对应的隐变量狔犻．狔犻＝１
时，表明狏狊犻回粉了狏狌犻，狔犻＝０时，则没有产生回粉．如
果狔犻＝？，则表示未知，这正是模型所要预测的．犺（·）
表示定义在三元组上的平衡因子，用于反映边之间
的约束关系．犳（狏狌犻，狏狊犻，狔犻）表示与边犲犻相对应的属性
因子．

ＴｒｉＦＧ模型的推理和预测过程与４．１节相似，
此处不再赘述，有兴趣的读者可以参考文献［１４］．

Ｌｏｕ等人选取了Ｔｗｉｔｔｅｒ网络上的１３４４２６５９
名用户，观察他们从１０／１２／２０１０到１２／２３／２０１０期
间的关注变化情况，最终获得５６８９３２３４条关注关
系．为了理解有哪些因素会影响双向关系的形成，他
们从多个角度对数据进行分析，得到一些有趣的结
果，这里给出部分结论，有助于我们了解目前社交网
络的一些特性．

（１）地理距离．数据分析表明，在线社交网络正
在变得越来越全球化，即使用户间隔了几个时区的
距离，产生回粉行为的概率仍然是相近的．而从另一
个角度来看，相同时区内用户的双向关系数量是那
些相距３个时区用户之间数量的５０倍，社交网络仍
然表现出很强的局部特性，即绝大多数的朋友仍然
身处同一地域．

（２）同质性．同质性准则表明具有相似特征的
用户更愿意彼此之间产生联系．从链接同质性来看，
随着两名用户之间共同邻居数量的增多，他们之间
产生关注的可能性也迅速增大．而对于社会地位同
质性，如果将网络中的用户划分为知名用户和普通
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用户两类，则知名用户之间更乐于互相关注．
（３）结构平衡．结构平衡理论是社会心理学中

的一个基本理论．对３个用户形成的一个三元组，结
构平衡理论表明，或者这３个人彼此都是朋友，或者
仅有其中的某两人之间是朋友关系．Ｌｏｕ等人将双
向关系和单向关系分别映射为朋友关系后分析网络
是否满足该理论．结果表明，在Ｔｗｉｔｔｅｒ网络上，对
于具有双向关系的用户，大部分用户所形成的三元
组均满足结构平衡理论；而对仅具有单向关系的用
户，网络结构是非常不平衡的．比较常见的情况是两
名普通用户都关注了某个明星，但这两名用户互不
相识，这也非常符合日常生活中的情况．

为了评估ＴｒｉＦＧ模型的性能，Ｌｏｕ等人将
ＴｒｉＦＧ模型与支持向量机（ＳＶＭ）、Ｌｏｇｉｓｔｉｃ回归
（ＬＲＣ）、条件随机场（ＣＲＦ）等模型进行了对比．同
时，为了考察社会学理论对预测性能的影响，还与不
考虑结构平衡时的条件随机场（ＣＲＦｂａｌａｎｃｅ）和不
考虑社会地位同质性和结构平衡的ＴｒｉＦＧ模型
（ＷｅａｋＴｒｉＦＧ）进行了对比．结果如表７所示．可以
看出，ＴｒｉＦＧ模型取得了比较好的预测结果，而且社
会学理论也对提升预测性能有很大的帮助．

表７　不同模型在回粉预测问题下的性能对比［１４］

算法 犘狉犲犮． 犚犲犮． 犉１
ＳＶＭ ０．６９０８ ０．６１２９ ０．６４９５
ＬＲＣ ０．６９５７ ０．２５８１ ０．３７６５

ＣＲＦｂａｌａｎｃｅ ０．９９６８ ０．５１６１ ０．６８０１
ＣＲＦ １００００ ０．６２９０ ０．７７２３
ｗＴｒｉＦＧ ０．９６９１ ０．５４８３ ０．７００４
ＴｒｉＦＧ １００００ ０８５４８ ０９２１７

Ｇｏｎｇ等人［５８］将回粉预测看作一个离群值检测
问题，并在Ｇｏｏｇｌｅ＋和Ｆｌｉｃｋｒ数据集上对问题进行
了研究．Ｇｏｏｇｌｅ＋数据集抓取了２０１１年Ｇｏｏｇｌｅ＋刚
刚推出时用户关系在９８天内的连续变化信息，能够
展现在线社交网络的早期演化过程．Ｆｌｉｃｋｒ数据集
抓取于２００７年，由于Ｆｌｉｃｋｒ诞生于２００２年，因此该
数据集描述了在线社交网络的稳定发展阶段，两个
数据集可以互补地反映社交网络在不同时期的一些
性质．

他们首先比较了双向边和单向边的结构及演化
过程，使用同配系数［５９］分析了度同质性，结论是网
络在双向关系下表现为高同配的，而在单向关系下
表现为不同配的．这一现象表明，双向关系一般发生
在团体内部，而单向关系产生于团体之间，即：度相
近的用户之间更容易产生双向关系，而在普通用户

和明星用户之间则偏向于产生单向关系．
通过观察还发现，用户行为、节点属性和边的属

性，这些都对双向边的形成有着重要的影响．以用户
的行为为例，一个直观的想法是，如果一个用户在过
去一段时间比较乐于接受其他人的朋友请求，那么
他今后会接受请求的可能性也很高；类似的，如果一
个人发出去的朋友请求比较容易被其他人所通过，
那么以后也会有这种趋势，数据分析的结果对上述
想法给出了肯定的结论．与此类似，结点属性也对双
向边的形成有着显著的影响，且不同属性的影响力
也存在差异．如果给单向边一个关于年龄的描述，即
单向边形成之后所经历的天数，统计结果显示，随着
单向边年龄的增大，会产生回粉的可能性也在降低．
基于这些观察结果，可以定义一组特征用于回粉
预测．

Ｇｏｎｇ等人认为，之前的相关研究中，将关系的
相互性预测看作是监督学习或半监督学习，将产生
了回粉行为的边看作正样本，反之则看作负样本．但
由于网络是动态变化的，当前网络快照下的负样本
有可能在未来变为正样本．因此，他们将回粉预测看
作是一个已知正样本的离群值检测问题，使用ＳＶＭ
方法进行检测，在Ｇｏｏｇｌｅ＋和Ｆｌｉｃｋｒ数据集上均取
得了较好的实验结果．
５２　隐式关系交互预测

Ｃｈｅｎｇ等人［５７］在Ｔｗｉｔｔｅｒ数据集上对隐式关系
交互预测问题进行了研究．他们将这种隐式网络称
为＠信息网络，其中＠信息可能是由于回复或转
发而产生的．由于Ｔｗｉｔｔｅｒ用户所发布的信息数量
符合长尾分布，因此他们选择Ｔｗｉｔｔｅｒ上发布＠信
息数量的活跃用户作为研究对象．

一个非常直观的想法是，能够反应用户狏和狑
地位相似性和社交圈相似性的特征应当有助于这种
关系的交互预测．他们定义了一组特征，用于描述用
户各自的属性以及结点对（狏，狑）的属性．对每个单
一特征，通过为其选择一个最佳的阈值，使得分类的
准确性最高．同时，他们在多种属性上使用决策树和
Ｌｏｇｉｓｔｉｃ回归模型进行预测．Ｃｈｅｎｇ等人发现，“出
度／入度比”以及“两步路径比”这两个属性在隐关系
的交互预测问题上发挥了重要的作用．比如，只使用
“出度入度比”这一个属性进行预测时，其准确性
（８２．０％）仅比使用所有属性的决策树模型的准确性
（８６．２％）略低．
Ｓｔｅｕｒｅｒ等人［６０］使用Ｌｏｇｉｓｔｉｃ回归模型在虚拟

社会网络ＭｙＳｅｃｏｎｄＬｉｆｅ上对用户之间的交互进
行了类似研究．他们将网络分解成社会网络和位置
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网络两部分，其中社会网络根据用户之间的交互行
为生成，位置网络依据用户是否曾在不同时间出现
在相同的位置生成．在两个网络中，均分别根据拓扑
结构和同质性得到两组特征．使用不同的特征组合，
他们讨论了如何判断用户之间是否会进行交互，以
及这种交互行为是单向还是双向的．
５３　三元闭包预测

在回粉预测问题的基础上更进一步，如果Ａ在
关注Ｂ之后，又继续关注Ｂ所关注的某个用户Ｃ，则
（Ａ，Ｂ，Ｃ）形成一个有向的三元闭包．仍然以图７为
例，在图７（ｃ）中，当狏４回粉狏６之后又关注了狏５，在
狏４，狏５和狏６之间就形成了一个有向三元闭包．此时产
生了一个新的问题，这种两两之间的关系最终是如
何形成三元闭包的？

Ｌｏｕ等人［１４］在回粉预测的基础上进一步讨论
了三元闭包的形成过程．与回粉预测中的分析类似，
Ｌｏｕ等人对影响三元闭包形成的因素进行分析．首
先，仍然把用户分为明星用户和普通用户两类，Ｌｏｕ
等人对比了不同组合情况下形成三元闭包的可能
性，得到了一组有趣的结论．比如，如果明星用户会
回粉普通用户，那么他很有可能会去了解一下这名
普通用户所关注的对象．而从链接同质性来看，观察
结果表明，随着共同邻居数的增加，形成三元闭包的
可能性也在逐步提高．基于这些观察结果，可以通过
定义新的特征函数和平衡因子，将ＴｒｉＦＧ模型直接
用于三元闭包的预测．

Ｈｕａｎｇ等人［６１６２］针对问题９对三元闭包预测
进行了更为系统的研究，综合考虑网络结构、人口学
特征和社会角色等因素，提出了一个概率图模型
ＴｒｉａｄＦＧ用来预测３名用户之间是否会形成闭包．

Ｈｕａｎｇ等人使用新浪Ｗｅｉｂｏ数据集，在有向图
上对三元闭包预测问题进行了研究．数据集中包括
１７７６９５０名用户之间的３０８４８９７３９条关注关系，同
时，获取了所有用户的描述信息，包括他们的昵称、
性别、地理位置以及发出的微博内容．

同样地，他们首先对数据集进行观察，得到如下
一些结论．（１）地址位置对形成三元闭包的影响不
大；（２）女性用户比男性用户更乐于形成三元闭包；
（３）明星用户对形成三元闭包没有什么影响，但是
明星用户之间非常乐于形成三元闭包；（４）对结构
洞用户来说，如果他原先是开放式三元组中间位置
的节点，那么对形成三元闭包没什么影响，但他如果
是两边的节点，则会非常愿意形成三元闭包，因为这
样可以获取到更多的资源．基于这些观察结果，

Ｈｕａｎｇ等人提出了一个三元组因子图模型ＴｒｉａｄＦＧ，
用于预测三元闭包的形成．有兴趣的读者可以参考
文献［６１６２］了解更多的细节．

为了评估ＴｒｉａｄＦＧ模型的性能，Ｈｕａｎｇ等人使
用支持向量机（ＳＶＭ）和Ｌｏｇｉｓｔｉｃ回归进行了对比．
结果如表８所示．可以看出，ＴｒｉａｄＦＧ模型的预测性
能与其他两种模型相比均有明显提高．
表８　不同方法在三元闭包预测问题上的性能对比［６１］

算法 犘狉犲犮． 犚犲犮． 犉１ 犃犮犮狌．
ＳＶＭ ０．７６８３ ０．７４２０ ０．７３４４ ０．７４２２
Ｌｏｇｉｓｔｉｃ ０．７６５７ ０．７３９３ ０．７３１６ ０．７３９４
ＴｒｉａｄＦＧ ０８３６０ ０９０８４ ０８５６４ ０８４４４

６　未来工作展望
（１）关系链接预测中的类别偏斜
在机器学习中，存在的一个难点是监督学习中

的类别偏斜问题．由于模型估计的方差和类分布的
不平衡，即使只有很少一部分负例的预测值与正例
类似，模型最终还是会产生很多假的正例．而在基于
相似度指标的监督式关系链接预测中也存在同样的
问题．在社交网络中，可能的链接数是顶点数的二次
方倍，然而网络中实际的链接（即图中的边）仅仅是
数量很小的一部分．这就会导致大量的类别偏斜，
使训练和推理都变得困难起来［３９］．如何从不均衡的
数据集中进行学习是一项非常重要的研究，而文献
［６３］就解决此问题的各种技术进行了深入讨论．

（２）大数据与动态数据的处理
大数据是目前比较热门的研究方向，随着在线

社交网络数据不断增长，从技术上，我们面临挑战，
同时也拥有机遇．首先，社交网络的数据是动态的并
且以流数据的形式产生的，因此，针对大规模动态网
络，研究高效的模型和算法进行社交关系挖掘是非
常有必要的．其次，人们认为并不是所有的大数据都
会产生价值，在许多实际应用中，一部分数据很有可
能以较高的性能解决了问题，若用大数据则会引发
较大的计算代价问题．那么一个挑战就是，什么时候
用大数据解决问题，什么时候只需用采样的数据就
可以解决问题．再次，在线社交网络数据越来越大，
有必要研究有效的算法以牺牲一定的精度保证计算
的速度，那么挑战是，如何设计有效的算法并能从理
论上保证求解的近似值．

（３）将社会理论与复杂网络理论融合到计算模
型中，以提高预测精度
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如何无缝地将社会理论、复杂网络理论以及社
会心理学理论等融合到挖掘算法中，指导模型建立，
以提高预测精度将是一个有意义的研究方向．目前
已有一些算法和模型融入了社会理论，但通常都是
针对某个特定问题进行求解的，难点在于如何建立
一个通用的模型，使得社会理论、社会心理学等理论
更容易融入．同时，社交网络是动态的，关系链接和
关系类型是不断变化的，更重要的是如何根据社会
理论等进行动态模式挖掘和关系预测．

（４）异质网络的社交关系挖掘
目前，在单一网络中研究关系链接预测、关系交

互预测和关系类型预测的较多，但在真实社会中，没
有人是只存在于单一的社交网络中的，人们可能有
自己的工作圈也有自己的朋友圈，通常，同一个人在
不同的社交网络中所在位置和所起作用是不同的．
如何研究异质网络的社交关系挖掘面临挑战，主要
有如下３个难点：①无共同特征．两个网络之间可
能没有共同特征，甚至没有交集．已有的迁移学习无
法直接使用，需要建立两个或者多个网络之间的桥
梁；②网络规模不均衡．如Ｆａｃｅｂｏｏｋ和企业邮件网
络，两个网络的规模可能相差千万倍，很难用一个网
络做训练集另一个网络做测试集，直接进行预测；
③统一的模型．目前的模型大部分都是针对具体问
题设计的，如何设计一个统一的模型求解这类问题
将是难点．

（５）应用
有许多实际应用是基于上述问题求解的结果，

如可以根据关系链接预测进行信息推荐，根据关系
类型预测研究人们在不同网络中的不同影响力．下
一步可以进一步将理论研究成果应用于更多实际
领域．

７　结束语
近年来，社交关系挖掘的研究已经取得了飞速

的发展，而无所不在的社交网络和巨大的社交数据
为我们学习用户之间的交互模式以理解不同网络
下的动态机制提供了前所未有的机遇．社交关系
（ＳｏｃｉａｌＴｉｅｓ），也称为人际关系，被定义为人与人之
间信息传输的连接．从计算的观点看，社交关系挖掘
的相关研究主要包括：关系链接预测、关系类型预
测、关系交互预测等．

本文首先介绍了社交关系挖掘研究相关的一些
基础知识，即相关问题的形式化描述，然后以关系链

接预测、关系类型预测和关系交互预测三个社交关
系挖掘的研究方向为重点，结合国内外相关的研究
成果，对社交关系挖掘研究进行了详细的阐述，并对
同方向不同方法进行对比说明．

社交关系挖掘研究是目前社交网络领域的一个
热点，我们将社交关系挖掘目前的研究现状归纳总
结并介绍给读者，希望更多感兴趣的研究同行更多
地了解社交关系挖掘的研究工作，促进这一研究方
向及其相关研究的发展．
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