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摘要 边缘计算将计算、存储和带宽等资源分布到了靠近用户的一侧．通过将边缘计算引入车联网，服务提供商能为车载用

户提供低延时的服务，从而提高用户出行的服务体验．然而，由于边缘服务器所配备的资源一般是有限的，不能同时支持

所有车联网用户的服务需求，因此，如何在边缘服务器资源限制的约束下，确定服务卸载地点，为用户提供低时延的服务，

仍然是一个巨大的挑战．针对上述问题，本文提出了一种“端-边-云”协同的 5G 车联网边缘计算系统模型，并针对该系统模

型设计了深度学习和深度强化学习协同的分布式服务卸载方法 D-SOAC．首先，通过深度时空残差网络，D-SOAC 在中心

云预测出潜在的用户服务需求量，协同各边缘服务器获取本地车联网边缘计算环境的系统状态，输入边缘服务器上的本地

行动者网络，得到该状态下的服务卸载策略．然后，本地评论家网络基于时序差分误差，评价该服务卸载策略的优劣，并

指导本地行动者网络进行网络参数的优化．优化一定步数后，边缘服务器将优化过的本地网络参数上传到位于中心云的全

局网络，协同中心云进行网络参数的更新．最后，中心云将最新的参数推送回本地网络，从而不断对行动者评论家网络进

行调优，获得服务卸载的最优解．基于来自现实世界的车载用户服务需求数据集的实验结果表明，在各种车联网边缘计算

环境中，相比于四种现有的服务卸载算法，D-SOAC 能够降低 0.4%~20.4%的用户平均服务时延． 
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Abstract The increasing number of vehicles, along with the development of the fifth-generation (5G) wireless 

communication technology, has made the interconnections between vehicles and other objects (e.g., pedestrians, 
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infrastructures, and service platforms) become a reality, which forms a novel networking paradigm: the Internet 

of Vehicles (IoV). In the IoV, due to the rapid speed of the vehicles, services such as route recommendation and 

collision warning are required to be satisfied in time. Thanks to the birth of edge computing, which deploys 

resources (e.g., computation, storage, and bandwidth) at the side close to the users, thereby reducing the 

transmission latency and alleviating the network load, service providers can efficiently serve users with 

low-latency services by introducing edge computing into the IoV. Nevertheless, since the edge servers are often 

limited with insufficient resources, problems such as overload would occur if all the services requested by the 

IoV users are offloaded to the edge servers for executing, which will significantly slow down the processing 

speed and reduce the quality of service (QoS) provided by the edge servers. Therefore, how to allocate the 

limited computation and bandwidth resources of the edge servers to the IoV services and determine the 

offloading destinations of the services to serve the IoV users with low-latency services still remains enormous 

challenge. Toward this end, an end-edge-cloud collaborative computing framework for 5G-enabled IoV is 

proposed in this paper. Based on this framework, a distributed service offloading method with asynchronous 

advantage actor-critic (A3C), named D-SOAC, is developed to figure out the optimal service offloading strategy. 

Specifically, by leveraging the deep spatio-temporal residual network (ST-ResNet), D-SOAC predicts the future 

service requirements from the IoV users in each road segment firstly and sends them to the local edge server 

deployed in the road segment. Secondly, through combining the local future service requirements with the local 

network condition (e.g., transmission power and channel gain) and the local resource condition (e.g., remaining 

computation resources and bandwidth resources of the local edge server) into local system states, each edge 

server feeds the local system state into the local actor network to obtain the preliminary service offloading 

strategy. Technically, to avoid dimension explosion of action space in A3C, a multi-output actor network is 

introduced. Thirdly, based on the temporal difference (TD) error, the local critic network evaluates the 

preliminary offloading strategy and calculates its parameter gradient, which further guides the gradient ascent of 

the local actor network for gradient accumulation. After the accumulationof the parameter gradient, the local 

network pushes the accumulated gradient to the global network in the cloud center for parameter updating and 

pulls the updated global network parameters back to the local networks afterward, thereby collaborating with the 

global network in optimizing the preliminary service offloading strategy steadily and obtaining the optimal 

service offloading strategy. Eventually, extensive experimental evaluations of D-SOAC are conducted based on a 

real-world service requirement big dataset. The experiment results demonstrate that D-SOAC decreases the 

average service latency by 0.4% to 20.4% compared with four exiting service offloading methods in different 

IoV environments, proving the effectiveness and efficiency of D-SOAC. 
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1 引言 

 据研究，目前全世界商用和民用车辆数之和已

经超过了 10 亿．到 2035 年，预计这一数字将会达

到 20 亿[1]．汽车保有量的增加，给城市带来了诸如

交通拥堵、行车安全等一系列问题[2]．与此同时，

互联网的迅速发展使得人们对出行的服务需求更

加复杂和多样化．在此背景下，车联网（Internet of 

Vehicles，IoV）应运而生．基于车用无线通信技术

（Vehicle to Everything，V2X），车联网将车辆、路

边单元（Road-side Unit，RSU）以及服务提供商连

接为一个有机的网络整体，实现了它们之间的全方

位通信[3]．通过车联网，服务提供商能够获取用户

服务需求和道路环境信息，基于这些数据为车载用

户提供例如自动驾驶、路径规划、碰撞预警、车载

娱乐等多种服务．这些服务能够有效地缓解城市中

的各种道路交通问题，提高了驾驶安全性和旅途舒
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适性，用户体验（Quality of Experience，QoE）也

因此得以提高[4]． 

 一般而言，搭载在车辆上的计算设备的计算能

力有限，甚至某些车辆不会搭载计算设备[5]．为此，

目前最常见的解决方案是将车联网用户的服务需

求卸载到云端进行处理[6]．云平台将用户的服务需

求处理完成后，再将结果传回车联网用户．然而，

由于云端和用户之间的地理距离较远，将服务卸载

到云端进行处理再返回的过程往往会产生较长的

时延．与此同时，车联网中的用户通常处于高速移

动的状态，这要求用户服务应在极低的时延之内完

成．如果某一些服务（例如，碰撞预警）的延迟超

过了一定限度，会导致服务质量（Quality of Service, 

QoS）的下降，甚至交通事故的发生[7]． 

 边缘计算作为解决此矛盾的可行方案之一，通

过在路边单元（Road Side Unit, RSU）上部署边缘

服务器（Edge Server，ES），将原来集中在云端的

计算资源分布到靠近车联网用户一侧[8]．因此，车

联网用户和计算资源的距离得以大大缩短，所获服

务的时延也得以降低．有鉴于此，目前已有大量案

例将边缘计算运用在车联网环境中．例如，[9]中提

出了一种名为 HVC（Hybrid Vehicular Edge Cloud）

的分布式车联网边缘计算解决方案．利用多路存取

网络，该方法实现了路边单元和云端计算资源的有

效共享．Cui 等人为车联网环境设计了一种基于区

块链的容器化边缘计算平台 CUTE，该平台能够协

助车联网进行资源协调和管理，从而降低用户的服

务时延[10]． 

 但是，由于边缘服务器所配备的计算、存储和

带宽资源往往是有限的，很难保证将所有车联网用

户的服务请求卸载到边缘服务器后，边缘服务器仍

不处于过载状态．一旦边缘服务器发生过载，服务

时延将会升高，用户体验也会相应地降低[11]．因此，

某些车联网用户的服务请求仍需在云平台或者本

地执行，从而保证边缘服务器资源的使用效率．如

何在满足边缘服务器资源受限的约束下，对车联网

用户服务的卸载目的地进行决策，尽可能地降低服

务时延，是车联网边缘计算中极具挑战性的问题之

一． 

 此外，第五代无线通信技术（5G）的快速发展

给车联网边缘计算赋予了巨大的动能．相比于传统

的第四代无线通信技术（4G），5G 能够为车联网服

务提供更大的带宽、更低的延时以及更少的能

耗．更重要的是，车联网用户的移动性给网络连接

的稳定性带来极大的挑战，传统的 4G 通信并不能

保证用户在高速移动时网络连接依然稳定．而如果

采用基于 5G 的无线通信，即使用户的移动速度达

到 500km/h，仍能保证稳定的网络连接与通信[12]．因

此，将 5G 技术引入车联网边缘计算中是十分必要

的． 

 在车联网边缘计算环境中，网络环境、计算资

源和用户服务需求等无时无刻不处在变化状态．其

中服务卸载的决策过程可以抽象为马尔科夫决策

过程（Markov Decision Process，MDP）[13]．强化

学习（Reinforcement Learning，RL），作为人工智

能领域的一部分，是一类通过智能体在和环境的交

互过程中不断试错，学习如何得到最大收益的方法-

，能够有效求解马尔科夫决策问题[14]．此外，近年

来深度学习（Deep Learning，DL）的快速发展，使

得计算机学习数据的高维抽象特征表示成为了可

能[15]．深度强化学习（Deep Reinforcement Learning，

DRL）将深度学习和强化学习结合，较好地解决了

传统强化学习无法应用于高维度状态空间和动作

空间的问题，进一步提高了强化学习求解问题的能

力[16]． 

 目前为止，虽然有一些研究已将深度强化学习

应用于 5G 车联网边缘计算服务卸载中，但这些研

究存在着两方面的问题．一方面是，某些研究，例

如文献[17]，仅仅将强化学习作为优化目标函数，

例如时延、能耗的一种手段，而并未考虑环境的动

态变化，真正运用强化学习对边缘计算环境中用户

服务进行长期的、动态的服务卸载决策．另一方面，

某些研究，例如文献[18]和文献[19]，虽然利用强化

学习解决了服务卸载的动态决策问题，但是设计的

服务卸载方法同时考虑环境中所有的边缘服务器，

而没有考虑边缘服务器的分布式特征．因此，当边

缘服务器数量较多，或者服务需求量较大时，会导

致状态空间和动作空间维度爆炸，造成网络参数过

多，训练缓慢甚至难于训练等问题． 

 总的来说，如何在考虑车联网边缘计算环境动

态变化、资源受限的同时，充分利用边缘计算分布

式的特点，避免因边缘服务器数量或用户服务需求

量较大而产生的维度爆炸问题，从而长期、稳定地

为用户提供低时延的服务，是当前车联网边缘计算

服务卸载的一大挑战．为此，本文提出了一种基于

深度强化学习的车联网边缘计算服务卸载方法．特

别地，考虑到边缘计算具有分布式的特征，本方法

基于分布式的强化学习算法，从而提高服务卸载的
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效率．本文的主要贡献包含以下三个方面： 

 1）提出了一种“端-边-云”协同的 5G 车联网边

缘计算系统模型．该模型中，边缘服务器能够对服

务卸载方法进行局部优化，而中心云负责服务卸载

方法的全局优化；边缘服务器和中心云协同工作，

从而实现分布式的服务卸载优化． 

 2 ） 将 深 度 时 空 残 差 网 络 [20] （ Deep 

Spatio-Temporal Residual Network，ST-ResNet）和

异步优势行动者评论家[21]（Asynchronous Advantage 

Actor-Critic，A3C）结合，提出了一种车联网边缘

计算环境下分布式的服务卸载方法 D-SOAC．该方

法协同了深度学习和强化学习，实验证明其能够有

效地降低车联网用户长期的平均服务时延． 

 3）引入了一种多动作输出的行动者网络，并推

导出该网络的参数梯度．解决了传统深度强化学习

中，当动作由多个子动作复合而成时，动作空间维

度随子动作取值数呈多项式增长，导致行动者网络

参数过多、难于训练的问题． 

 本文其余章节的安排为：第 2 节介绍了和本文

相关的研究工作，并对这些研究的成果和存在的问

题做了一定分析；第 3 节对 5G 车联网边缘计算环

境中的服务卸载问题建立了详细的系统模型；第 4

节提出分布式的 5G 车联网边缘计算服务卸载方法

D-SOAC；第 5 节介绍实验的参数设置和实验结果；

最后总结全文，指出未来的研究工作方向． 

2  相关工作 

2.1 边缘计算在车联网中的应用 

 由于边缘计算能够很好满足车联网用户对低

延迟服务的需求，近年来其在车联网中的应用得到

了中外学者极大关注和广泛研究．例如，为了满足

车联网环境中通信、计算和存储的多种需求，文献

[22]设计了一种能耗敏感的车联网移动边缘计算

（Mobile Edge Computing，MEC）调度框架．该文

作者提出了一种启发式的算法，该算法同时考虑了

移动边缘计算服务器的计算和网络下行能量消

耗．实验表明，该方法在降低能耗、时延和任务阻

塞概率方面有着极好的效果．张海波等人[23]通过整

合内容分发网络（Content Delivery Network）和

MEC，利用动态信道分配算法和基于 RSU 调度的

合作博弈算法，形成了一个能够合理组织中心云、

边缘云和车载云资源的架构，有效降低了车联网用

户的服务时延，提高了资源利用率．为了有效利用

车联网中不同计算架构的优势，进而部署大规模的

IoV 系统，Wang 等人[24]提出了一种名为 CVEC 的

新型车辆边缘协同计算框架．该框架能够同时为可

扩展的车联网服务以及车联网应用提供水平方向

和垂直方向的协作和支持．然而，这些研究在将边

缘计算应用于车联网的过程中，均未考虑边缘计算

的分布式特征所能给车联网带来的服务速度和灵

活性方面的提升． 

2.2 边缘计算中的分布式服务卸载 

考虑到边缘计算环境中，一般会有多个配置在

不同地理位置的边缘服务器，因此边缘计算天生具

有分布式的特征，可以应用于分布式算法进行服务

卸载决策．相比于传统的集中式服务卸载算法，分

布式算法所要考虑的决策空间更小，因此能够更加

高效、快速地解决服务卸载问题，获得了中外学者

的极大关注和深入研究．文献[25]设计了一种移动

边缘计算环境下的分布式服务卸载方法，该方法将

卸载过程中用户和边缘云的交互过程抽象为斯塔

克尔伯格博弈（Stackelberg Game）模型，旨在降低

用户使用边缘服务器所产生的花费．而文献[26]则

关注在服务时延约束下边缘计算系统的能耗．该文

作者将卸载问题建模为一个潜在博弈（Potential 

Game）模型，并证明了该模型那什均衡的存在性．实

验表明，该文提出的方法在环境规模增大时，能够

取得较低的系统能耗．Chen 等人考虑了多用户场景

中移动边缘云计算的计算卸载问题[27]．他们首先提

出了一种集中式的计算卸载最优化问题，并证明了

该问题是 NP-Hard．然后，他们设计了一种分布式

的计算卸载模型，作为集中式计算卸载问题的替

代，并使用博弈论设计了一种分布式的多用户计算

卸载算法．实验表明，当用户数量增加时，该算法

仍能够获得较好的性能表现．然而，上述研究均只

考虑了某一时刻下的服务卸载策略，并没有考虑随

着时间流逝，用户服务需求、网络环境、计算资源

的动态变化导致的诸如服务质量不稳定的问题．而

本文运用深度学习模型 ST-ResNet 预测用户服务需

求量，协同深度强化学习方法 A3C，将车联网环境

的动态变化考虑在内，构建出分布式的车联网边缘

计算服务卸载方法 D-SOAC，从而为车联网环境下

车载用户提供长期的高质量服务． 

2.3 强化学习在车联网中的应用 

近年来，将深度学习技术应用于强化学习而形

成的深度强化学习方法，相比于传统的强化学习方
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法有着更强的环境感知能力，在诸如电子游戏、参

数优化、机器人控制等多个领域得到了广泛的研究

和令人振奋的成果[28]．如何将强化学习应用于车联

网环境中，提高车联网用户的服务体验，也是当今

车联网领域的一大研究方向．文献[29]中，作者设

计了一种启发式算法，来对车联网中 RSU 云资源

进行有效的管理．该文将启发式算法中选择帕累托

最优解的过程，定义为马尔可夫决策过程，并将强

化学习应用于此．实验表明，该算法能够最小化长

期使用的虚拟机（Virtual Machine, VM）迁移次

数．如引言所述，目前已有研究者运用深度强化学

习进行车联网边缘计算服务卸载．例如，Ning 等人
[30]将车联网边缘计算环境中的通信和计算状态抽

象为有限马尔科夫链，将任务规划和卸载问题表示

为一个最大化用户服务体验的联合优化问题，通过

运用深度强化学习方法，规划出了最佳的服务卸载

和网络资源分配方案．文献[31]在考虑车联网环境

中车流量、服务需求和通信环境的变化的同时，基

于 Q 学习（Q-Learning）和深度强化学习，寻找最

佳的计算卸载和资源分配策略．然而，这些研究都

将车联网中所有边缘服务器和用户一次性纳入环

境中．当用户服务需求量较大，或者边缘服务器数

量较多时，容易导致状态空间和动作空间维度过

高，神经网络参数过多，造成训练时间的延长，甚

至导致网络难于训练．为了解决这一问题，本文基

于 A3C 算法，充分发挥了边缘计算分布式的特点，

每个本地网络仅负责所在环境的用户服务需求的

卸载决策，最后与全局网络协同进行网络参数的更

新，从而有效降低了强化学习中状态空间和动作空

间的维度，减少了参数的数量，提高了训练的效率． 

3  系统模型 

本节首先提出了一种如图 1 所示的“端-边-云”

协同的 5G 车联网边缘计算系统模型．然后，在此

基础上，对系统内的网络通信和用户服务时延建立

了数学模型．最终，我们将车联网边缘计算中的服

务卸载问题抽象为一个整数规划问题．系统模型中

一些重要变量的符号表示及其含义如表 1 所示． 

表 1 系统模型中的重要变量符号及其含义 

变量 含义 

𝑀(𝜏) 𝜏时间段内系统用户的总数量 

𝑅 道路段编号 

𝑀𝑅(𝜏) 𝜏时间段内道路段𝑅中用户的总数量 

𝑈𝑅(𝜏) 𝜏时间段内道路段𝑅的用户集 

𝑁𝑏  边缘服务器可分配的子信道个数 

𝑁𝑐 边缘服务器可分配的计算资源个数 

 

边缘计算节点-2 边缘计算节点-N

 

道路段-1 道路段-2  道路段-N

中心云

车
联
网
用
户
层

边
缘
层

云
服
务
层

路边单元

边缘服务器

云服务器

服务提供商

自动驾驶 碰撞预警

 

路径规划 车载娱乐

边缘计算节点-1

 

图 1“端-边-云”协同的 5G 车联网边缘计算系统模型图
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3.1 “端-边-云”协同车联网边缘计算模型 

车联网环境中“端-边-云”协同的 5G 边缘计算

系统模型如图 1 所示．该系统分为车联网用户层、

边缘层和云服务层三层．其中，车联网用户层包括

了在道路上行驶的所有用户车辆，且每一用户车辆

都配备了有限的计算资源．用户的服务需求可以运

用本地的计算资源，在安装于本地的车载应用内满

足．边缘层包括分散在道路旁的 5G 边缘计算节点，

每个节点包括路边单元以及配备在该路边单元上

的边缘服务器两大部分．路边单元用于收集用户服

务需求、网络状况等信息，具有一定的覆盖范围，

该范围将道路分为一个个不重合的道路段，车联网

用户层中的用户也因此被分在唯一的道路段中．特

别地，5G 边缘计算节点和用户车辆上都安装有 5G

通信设备．通过 5G 无线信道，基于毫米波

（Millimeter Wave，mmWave）[32]等无线通信技术，

用户车辆和相应的边缘计算节点之间形成高带宽

的通信连接．在本文中，我们假设每一个路边单元

均会配备一个边缘服务器，并在服务器中已经预先

安装好了服务提供商提供的各类车载应用，可以满

足用户卸载到边缘服务器上的服务需求．同时，用

户的服务需求还可卸载到中心云执行，此时边缘计

算节点会将服务需求通过有线信道转发到中心云

进行计算．中心云所在的层即为云服务层，该层包

含了高性能的计算资源，并且同服务提供商直接相

连，能够高效、快速地满足用户的服务需求． 

该系统中，时间被离散化为不同的时间段．此

外，运用虚拟化技术，各个边缘服务器的计算资源

可以被虚拟化为一份份独立的计算资源，分配给用

户使用．在每个时间段开始时，路边单元会收集所

属道路段的环境信息（例如用户服务需求、网络状

况等），发送给对应的边缘服务器．边缘服务器首

先根据环境信息对本地的车联网服务需求做出卸

载决策．之后，其会对刚刚做出的卸载决策进行评

判，学习本地的卸载策略的优化方向．当学习一定

次数后，边缘服务器会将其学习到的优化知识发送

给中心云．中心云对来自不同道路段的优化知识进

行汇总后，可以得出优化后的卸载策略，并将其回

传给各个边缘服务器进行实现．因此，卸载策略的

优化过程被分配给了多个不同的本地边缘服务器

同时进行处理，最后再由中心云进行处理结果的汇

总．这一过程满足分布式的特征． 

值得注意的是，由于车辆具有移动性，在某一

时间段结束时，该车辆可能会移动到和时间段开始

时不同的道路段中．我们假设在某一时间段内，用

户车辆会与且仅会与时间段开始时，用户车辆所在

道路段中的 5G 边缘计算节点连接．也就是说，即

使在某一时刻，用户离开了在时间段开始时其所在

的道路段𝑟，但是用户车辆还会和道路段𝑟中的 5G

边缘计算节点保持连接．因此，服务卸载决策的优

化过程会付出“端-边”之间，也就是用户车辆和边缘

计算节点之间稳定的通信连接的代价．考虑到 5G

技术的特性，这一代价是可以被满足的． 

3.2  网络通信模型 

为了更准确地对 5G 车联网边缘计算服务卸载

系统中的网络通信建立计算模型，首先对车联网用

户进行定义，如定义 1 所示． 

定义 1．车联网用户．车联网用户是一个三元

组，记为𝑢𝑖 =< 𝜆𝑖 , 𝑝𝑖 , 𝛿𝑖 >，其中，𝑖表示车联网用

户的编号，𝜆𝑖是车联网用户和边缘计算节点之间的 

最大数据传输速率，𝑝𝑖代表该用户的信号发射功率，

𝛿𝑖表示该用户和边缘计算节点之间的信道增益．用

𝑈(𝜏) = {𝑢1,𝑢2,⋯ ,𝑢𝑀(𝜏)}表示用户集，代表车联网

边缘计算环境中𝜏时间段内所有用户的集合． 

如 3.1 节所述，本系统中用户和 5G 边缘计算

节点以无线方式连接．假设用户采用频分复用正交

多址接入技术与边缘计算节点相连[33]，实现数据的

双向传输，其中，每一个子信道的带宽为𝑤．假设

在某一道路段内，各用户与边缘计算节点之间的通

信干扰可以忽略不计，则用户𝑢𝑖和对应的边缘计算

节点之间的最大数据传输速率为： 

𝜆𝑖 =  𝑛𝑖
𝑏 ⋅ 𝑤 log2

 1 + 𝑝𝑖 ⋅ 𝛿𝑖 ⋅ 𝜎
−2 ，# 1  

其中，𝑛𝑖
𝑏表示分配给用户𝑢𝑖的子信道数； 𝜎代表环

境中的高斯白噪声的标准差． 

3.3  服务时延计算模型 

在本系统中，由于用户的服务需求既可以在本

地执行，亦可卸载到边缘服务器执行，亦可卸载到

中心云上执行，所以需要考虑这三种不同情况下的

服务时延．首先定义系统中的服务需求如下． 

定义 2．服务需求．车联网环境中的服务需求

是一个三元组𝑠𝑖 =< 𝑑𝑖 , 𝑟𝑖 ,𝑢𝑖 >，其中，𝑑𝑖代表该服

务需求所需的输入参数的数据量大小；𝑟𝑖代表完成

该服务需求所需的计算量；𝑢𝑖表示产生该服务需求

的用户．用𝑆(𝜏) = {𝑠1, 𝑠2,⋯ , 𝑠𝑀(𝜏)}表示车联网边缘

计算环境中𝜏时间段内所有的用户服务需求集合． 

在服务需求定义的基础上，下文为不同情况下
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满足用户服务需求所需的服务时延进行定义，并最

终给出系统总服务时延的计算公式． 

3.3.1  本地执行时用户的服务时延 

当用户的服务需求在本地执行时，用户无需将

该服务的输入参数数据通过无线信道上传到边缘

服务器，而只需通过位于本地的车载应用，利用本

地的计算资源进行处理即可．因此，对于用户𝑢𝑖和

其产生的服务需求𝑠𝑖 =< 𝑑𝑖 , 𝑟𝑖 , 𝑢𝑖 >，可以得到该用

户在本地完成其服务需求的时延为： 

𝑡𝑖
𝑙𝑜𝑐 =

𝑟𝑖
𝑓𝑖
，# 2  

其中，𝑓𝑖是用户𝑢𝑖所配备的本地计算资源的计算速

率大小． 

3.3.2  卸载到边缘服务器执行时用户的服务时延 

 当用户的服务需求被卸载到边缘服务器上进

行处理时，需要考虑等待无线信道空闲所产生的等

待时延、将服务需求输入参数从用户本地上传至边

缘服务器的传输时延、在边缘服务器上处理服务需

求的执行时延、以及将处理完成的服务结果返回给

用户的回程时延四大部分．考虑到服务结果相比于

输入参数来说，数据量一般较小，因此回程时延一

般忽略不计．在本系统中，我们也忽略回程时延．其

余三部分中，用户𝑢𝑖 =< 𝜆𝑖 , 𝑝𝑖 , 𝛿𝑖 >将其所需求服

务𝑠𝑖的输入参数上传至边缘服务器所需的时间可由

下式计算： 

𝑡𝑖
𝑢𝑝

=
𝑑𝑖
𝜆𝑖

．# 3  

在边缘服务器上处理服务𝑠𝑖的执行时延的计算

公式如下所示： 

𝑡𝑖
𝑐𝑎𝑙 =

𝑟𝑖
𝑛𝑖
𝑐 ⋅ 𝑓𝑀𝐸𝐶

，# 4  

其中，𝑛𝑖
𝑐代表分配给用户𝑢𝑖的计算资源数；𝑓𝑀𝐸𝐶表

示单个边缘服务器计算资源的计算速率． 

 因此，如果用户𝑢𝑖的服务需求被卸载到边缘服

务器执行，所产生的服务时延可被下式计算： 

𝑡𝑖
𝑒𝑑𝑔𝑒

= 𝑡𝑖
𝑤𝑎𝑖𝑡 + 𝑡𝑖

𝑢𝑝
+ 𝑡𝑖

𝑐𝑎𝑙，# 5  

其中，𝑡𝑖
𝑤𝑎𝑖𝑡是用户的等待时延．对于某一个用户的

服务需求来说，其等待时延即为从该用户产生该服

务需求开始，直到该服务需求得到处理的时间间

隔．在本文中，由于卸载的服务需求需要等待无线

信道空闲时才能进行上传，因此，服务需求开始处

理的时间即为该需求被分配到无线信道的时间．使

用𝑡𝑖
𝑠𝑡𝑎𝑟𝑡表示用户𝑢𝑖产生服务需求𝑠𝑖的时间，使用

𝑡𝑖
𝑒𝑛𝑑表示用户𝑢𝑖的服务需求𝑠𝑖被分配到无线信道的

时间，则用户𝑢𝑖的等待时延𝑡𝑖
𝑤𝑎𝑖𝑡可以被计算为： 

𝑡𝑖
𝑤𝑎𝑖𝑡 = 𝑡𝑖

𝑒𝑛𝑑 − 𝑡𝑖
𝑠𝑡𝑎𝑟𝑡 . # 6  

3.3.3  卸载到云服务器执行时用户的服务时延 

 根据 3.1 节的 5G 车联网边缘计算模型，如果

用户的服务需求需要被卸载到云端执行，那么该服

务的输入参数首先要通过无线信道由用户车辆上

传到边缘层，再由相应的边缘计算节点通过有线信

道转发给云端进行处理．考虑到云端配备的云服务

器有着较强的计算能力，处理时延相较于传输时延

来说可以忽略不计，因此，当用户𝑢𝑖将服务𝑠𝑖卸载

到云端执行时产生的服务时延主要包括等待无线

信道空闲的等待时延、将输入参数上传到边缘计算

节点的传输时延，以及边缘计算节点和云服务器之

间传输数据所产生的往返时延（Round-Trip Time，

RTT）三部分，计算公式如下所示： 

𝑡𝑖
𝑐𝑙𝑜𝑢𝑑 =  𝑡𝑖

𝑤𝑎𝑖𝑡 +
𝑑𝑖
𝜆𝑖

+ 𝑅𝑇𝑇．# 7  

由于云服务器距离边缘计算节点的地理距离

较远，边缘计算节点将输入参数数据转发给云端，

和云端将服务处理结果返回的过程一般会产生相

近的时延，且该时延与输入参数的数据量无关．因

此，𝑅𝑇𝑇可以写成： 

𝑅𝑇𝑇 = 2𝑡𝑜𝑓𝑓
𝑐𝑙𝑜𝑢𝑑，# 8  

其中，𝑡𝑜𝑓𝑓
𝑐𝑙𝑜𝑢𝑑 表示将数据从边缘服务器转发到云端

所产生的时延． 

3.3.4 系统总服务时延 

在本系统中，每一个用户的服务需求仅可被卸

载到本地、边缘服务器和云端三地中的其中一处执

行．使用 0-1 变量𝛼𝑖和𝛽𝑖表示某一个服务𝑠𝑖的卸载情

况，其中，变量𝛼𝑖定义为是否在本地执行： 

𝛼𝑖 =   
1,服务𝑠𝑖于本地执行

0,服务𝑠𝑖不于本地执行
 ．# 9  

 变量𝛽𝑖定义为是否在边缘服务器执行： 

𝛽𝑖 =   
1,服务𝑠𝑖卸载至边缘服务器执行

0,服务𝑠𝑖卸载至云服务器执行
 ．# 10  

 因此，对于任意服务𝑠𝑖，其服务时延为： 

𝑡𝑖 = 𝛼𝑡𝑖
𝑙𝑜𝑐 +  1− 𝛼  𝛽𝑡𝑖

𝑒𝑑𝑔𝑒
+  1− 𝛽 𝑡𝑖

𝑐𝑙𝑜𝑢𝑑  ．# 11  

 所以，对于𝜏时间段内的所有用户来说，系统

总服务时延的计算公式如下所示： 
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𝑇(𝜏) =  𝑡𝑖

𝑀(𝜏)

𝑖=1

．# 12  

3.4问题建模 

在本系统中，我们要求长期一段时间内，使得

系统平均时延最少的一组服务卸载策略，因此，问

题可以被建模为： 

min
𝜶,𝜷,𝒏𝒃,𝒏𝒄

lim
𝒯→∞

 𝑇 𝜏 𝒯
𝜏=1

 𝑀 𝜏 𝒯
𝜏=1

，# 13  

满足： 

 𝑛𝑖
𝑏

𝑢 𝑖∈𝑈𝑅(𝜏)

≤ 𝑁𝑏∀𝑅,∀𝜏，# 14  

 𝑛𝑖
𝑐

𝑢 𝑖∈𝑈𝑅(𝜏)

≤ 𝑁𝑐   ∀𝑅,∀𝜏，# 15  

𝛼𝑖 + 𝕝𝑛 𝑖
𝑏≥1 = 1 ∀𝑖 ≤ 𝑀 𝜏 ,∀𝜏， # 16  

(1− 𝛼𝑖) 1− 𝕝𝑛 𝑖
𝑐≥1 𝛽𝑖 = 0 ∀𝑖 ≤ 𝑀 𝜏 ,∀𝜏，# 17  

𝛼𝑖 ,𝛽𝑖 ∈  0, 1  ∀𝑖 ≤ 𝑀 𝜏 ,∀𝜏， # 18  

其中，𝕝(·)是条件判断函数，当条件(·)为真时，值为

1，否则值为 0．目标函数(13)的含义是最小化长期

的用户平均服务时延．𝜶，𝜷，𝒏𝒃和𝒏𝒄代表该最优

化问题中的决策变量，即每个用户的𝛼𝑖、𝛽𝑖、𝑛𝑖
𝑏和𝑛𝑖

𝑐

的集合．约束(14)表示在任意时间段内，分配给某

道路段用户的子信道数不超过该道路段内可分配

的子信道数；约束(15)表示在任意时间段内，分配

给某道路段用户的计算资源数不超过该道路段边

缘服务器拥有的计算资源数；约束(16)要求当分配

给某一用户的子信道数为 0 时，该用户的服务需求

必须位于本地执行；约束(17)要求当分配给某一用

户的边缘服务器计算资源数为 0，且不在本地执行

时，该服务只能位于云端进行执行．由于该问题是

一个 NP-Hard 非凸整数规划问题，用传统方法求其

最优解的算法复杂度达到指数级．考虑到服务卸载

的决策过程可以被抽象为马尔科夫决策过程，能使

用深度强化学习求其近似解，因此本文接下来基于

深度强化学习算法 A3C 求解该问题． 

4  基于 A3C 的车联网服务卸载 

本节结合 ST-ResNet 和 A3C 算法，设计了一种

分布式的方法 D-SOAC，来解决车联网边缘计算环

境中的服务卸载问题．首先给出 D-SOAC 方法的总

体架构，然后对其中各个部分进行详细说明，最后

给出 D-SOAC 的完整算法． 

4.1  总体架构 

D-SOAC 方法的总体架构主要包含两个部分，

如图 2 所示．一部分是部署在云服务层的

ST-ResNet，主要功能是根据各道路段的历史用户服

务需求量预测未来的服务需求量，并将其回送给边

缘计算节点供服务卸载决策时使用．另一部分包含

了 A3C，主要功能是根据边缘层中路边单元获取的

环境信息，包括待卸载服务输入参数数据量大小、

计算量大小、用户发送功率、信道增益以及未来用

户服务需求量等信息，决定某用户服务需求的卸载

目的地． 

环境-1

环境-2

环境-3

环境-N

 

本地网络-1

本地网络-2

本地网络-3

本地网络-N

环境状态
动作奖励

卸载策略

环境状态
动作奖励

卸载策略

深度时空残差网络

（ST-ResNet）

历
史
用
户
流
量

预
测
流
量

预测流量

当前流量

预测流量

当前流量

全局网络

环
境
状
态

卸载
策略

值函数

累计梯度

模型参数

累计梯度

模型参数

异步优势行动者-评论家网络

（A3C）

 

图 2 D-SOAC 方法总体架构

D-SOAC 方法的 A3C 部分还能被继续分成若

干个本地网络和全局网络．每个本地网络配备在边

缘层中的若干 5G 边缘服务器上，负责本道路段中

所有用户服务需求的卸载决策．而全局网络被部署
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在云服务层．当本地网络做出一个卸载决策之后，

边缘服务器会根据该卸载决策，返回该决策的动作

奖励，本地网络再依据该动作奖励计算网络的累计

梯度．当梯度累计一定次数时，边缘服务器会将自

己网络的累计梯度推送到云服务器上的全局网络，

用于参数更新，然后云服务器会将更新后的全局网

络模型参数返回给本地网络，从而使各个本地网络

不断学习得到最优的卸载策略．由于每个本地网络

被部署在不同道路段中的边缘服务器上，因此该架

构是一个分布式的架构，很好地适应了边缘计算分

布式的特征． 

4.2  基于ST-ResNet的服务需求量预测 

在利用 ST-ResNet 进行服务需求量预测之前，

首先对用户服务需求量进行定义． 

定义 3．用户服务需求量．车联网环境中的用

户服务需求量是一个二维矩阵𝐌 ∈ ℝ𝒯×|𝑅|，其中𝒯

表示时间段的数目，|𝑅|代表系统中道路段的个

数．使用𝐌 𝜏 = [𝑀1 𝜏 ,𝑀2 𝜏 ,⋯ ,𝑀|𝑅| 𝜏 ]表示𝜏时

间段内的用户服务需求量．在某一时间段𝜏内，某

道路段𝑅的服务需求量即为时间段𝜏内道路段𝑅中所

有用户产生的服务需求三元组的个数，即

𝑀𝑅 𝜏 =   𝕝𝑟𝑖=𝑅𝑠𝑖∈𝑆(𝜏) ．其中，当服务需求三元组𝑠𝑖

中的分量𝑟𝑖和区域𝑅相同时，𝕝𝑟𝑖=𝑅的值为 1．否则其

值为 0． 

 根据定义 3 可以看出，用户服务需求量是一种

同时包含了时间属性和空间属性的典型时空数

据．这种时空数据具有动态变化和随机性的特点，

传统的基于统计的预测模型，例如差分整合移动平

均 自 回 归 （ Autoregressive Integrated Moving 

Average，ARIMA）模型，以及基于深度学习的模

型，例如长短期记忆网络（LongShortTermMemory）

已经被一系列实验证明并不能较准确地对时空数

据进行预测[34][35]．但是，作为深度学习的一种方法，

ST-ResNet 同时考虑数据的时间和空间特征，拥有

同时提取数据之间的时间相关性和空间相关性特

征的能力，已经被广泛用于预测包括用户服务需求

量在内的一系列时空数据，并取得了良好的表

现．例如，[36]中基于 ST-ResNet，设计了一种名为

SeqST-ResNet 的神经网络进行用户产生任务的预

测．[37]中在 ST-ResNet 的基础上，设计了一种能

够 进 行 出 租 车 服 务 需 求 预 测 的 神 经 网 络

DMVST-Net．综上所述，ST-ResNet 有能力完成用

户服务需求预测的任务，因此在本文中，我们基于

ST-ResNet 实现服务需求量的预测，其网络结构如

图 3 所示．下文对此网络结构进行具体说明．

图 3ST-ResNet 的网络结构

一般来说，服务需求量具有短时不变、周期循

环和长期增加的时间特征[17]．考虑到用户服务需求

量的这些时间特征，ST-ResNet 从历史用户服务需

求量中，提取出能表现出这三种特征的服务需求

量，作为样本数据输入网络中，对网络进行训练．具

体来说，对于一个标签𝐌(𝜏)，与其对应的短时需求、

周期需求和长期需求样本分别为： 

𝐌(𝑐) 𝜏 =  𝐌 𝜏 − 𝑖 

𝑙𝑐

𝑖=1

，# 19  

𝐌 𝑝  𝜏 =  𝐌 𝜏 − 𝜏𝑝 𝑖 

𝑙𝑝

𝑖=1

， ###### 20  
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𝐌 𝑡  𝜏 =  𝐌 𝜏 − 𝜏𝑡 𝑖 

𝑙𝑡

𝑖=1

， ###### 21  

其中，∪表示连接运算符；𝜏𝑝和𝜏𝑡分别表示周期需

求和长期需求的时间跨度，𝑙𝑐、𝑙𝑝和𝑙𝑡分别表示短时

需求、周期需求长期需求的时间长度． 

将具有不同的时间特征的用户服务需求量提

取出来后，ST-ResNet 将它们分别输入短时需求通

道、周期需求通道和长期需求通道中，提取空间特

征．这三个通道是具有相同网络结构的一维卷积神

经网络．特别地，为了避免网络层数过深导致的神

经网络退化问题，除了第一层和最后一层之外，其

余的一维卷积被替换为了一维残差单元．不失一般

性，以短时需求𝐌(𝑐)为例进行分析．首先，𝐌(𝑐)作

为第一个一维卷积层 C1 的输入，输出即为： 

𝐌 1 
(𝑐)
 𝜏 =  Cov1D[𝐖 1 ,𝐌

(𝑐) 𝜏 ] + 𝐛 1 ，# 22  

其中，𝐖(1)和𝐛(1)分别为卷积层 C1 的权重和偏置；

Cov1D表示一维卷积；下标(1)表示该变量是通道中

第一层网络的参数或输出． 

 当短时需求通过第一个卷积层之后，会继续通

过𝐿个一维残差单元，其中第𝑛个一维残差单元的输

出可以用下式表示： 

𝐌 𝑛+1 
(𝑐)

(𝜏) = 𝐌 𝑛 
(𝑐)

(𝜏) + Res 𝐌 𝑛 
(𝑐)

(𝜏) ，# 23  

其中，Res表示一维残差函数，定义为Res 𝑥 =

𝑔 𝑔 𝑥  ，并且𝑔 𝑥 =  Cov1D[𝐖,𝒢 𝑥 ] + 𝐛 ，其中𝐖

和𝐛均为可训练参数，𝒢表示 ReLU 函数，当自变量

取值小于 0 时，值为 0，否则值等于自变量的值． 

 通过 L 个一维残差单元后的输出，经过 ReLU

函数激活，进入一维卷积层 C2，得到最后短时需求

通道的输出，公式为： 

𝐌 𝐿+1 
(𝑐)

(𝜏) =  Cov1D[𝐖 𝐿+1 ,𝒢 𝐌 𝐿 
(𝑐) 𝜏  ] + 𝐛 𝐿+1 ．# 24  

 相似地，当周期需求和长期需求通过相应的通

道之后，可以得到输出分别为：𝐌 𝐿+1 
 𝑝 

(𝜏)和

𝐌 𝐿+1 
(𝑡)

(𝜏)．考虑到短时不变、周期循环和长期增加

三种特性对未来服务需求量的影响程度不同，将这

三个通道的输出分别乘以权重后进行求和，公式如

下所示： 

𝐌(𝑓) 𝜏 =  𝐖(𝑖) ⊙𝐌 𝐿+1 
(𝑖)  𝜏 

𝑖∈ 𝑐 ,𝑝 ,𝑡 

， #(25)
 

其中，𝐖(𝑐)、𝐖(𝑝)和𝐖(𝑡)分别为附加在短时需求通

道输出、周期需求通道输出、以及长期需求通道输

出上的权重矩阵，均为可训练参数；⊙表示逐元素

乘法． 

 最后，经过双曲正切激活层激活，即可得到归

一化后未来的用户服务需求量，如下式所示： 

𝐌 (𝜏) = tanh 𝐌(𝑓)(𝜏) ，# 26  

其中，tanh为双曲正切函数，tanh 𝑥 =
𝑒𝑥−𝑒−𝑥

𝑒𝑥+𝑒−𝑥
．使

用均方差函数（Mean Square Loss，MSE）作为损

失函数，可以得到标签𝐌(τ)的误差的计算公式为： 

𝐿 𝜃𝑠𝑡 =
  M 𝑖 𝜏 −M𝑖 τ 

|𝐌(𝜏)|
𝑖=1  

1
2

|𝐌(𝜏)|
，# 27 

 

其中𝜃𝑠𝑡是网络中所有可训练参数的集合，| ·|表示

向量中元素的个数，在这里|𝐌(𝜏)|即为道路段的个

数|𝑅|． 

因此，若采用小批量梯度下降算法（Mini-Batch 

Gradient Descent, MBGD），一次取𝐵个样本，并将

第𝑖个样本的误差记为𝐿(𝑖)(𝜃𝑠𝑡)，可以使用下式对深

度时空残差网络进行参数更新： 

𝜃𝑠𝑡 ← 𝜃𝑠𝑡 − 𝜂 ⋅
1

𝐵
 ∇𝐿(𝑖) 𝜃

𝑠𝑡 

𝐵

𝑖=1

，# 28  

其中𝜂为学习率．最终，就可以找到使得𝐿(𝜃𝑠𝑡)最小

化的参数  𝜃𝑠𝑡  ∗．通过正向传播算法（ Forward 

Propagation Algorithm），即可预测得到未来的用户

服务需求量．若需进行多步预测，即预测未来多个

时间段的用户服务需求量，则只需将预测出的单步

服务需求量看作是历史需求量作为输入参数传回

网络中，再进行一次正向传播即可，如算法 1 所示． 

算法 1．多步用户服务需求量预测． 

输入：𝐌、预测步数𝜅、𝜏、 𝜃𝑠𝑡  ∗ 

输出： 𝐌  𝜏 + 1 ,𝐌  𝜏 + 2 ,⋯ ,𝐌  𝜏 + 𝜅   

1．𝑖 ← 1 

2．WHILE𝑖 ≤ 𝜅: 

3．根据 (19)~(21)计算𝐌 𝜏 + 𝑖 对应的样本𝐌(𝑐) 𝜏 + 𝑖 ，

𝐌(𝑝) 𝜏 + 𝑖 ，𝐌(𝑡) 𝜏 + 𝑖  

4 ．以  𝜃𝑠𝑡  ∗为网络参数，将𝐌(𝑐) 𝜏 + 𝑖 ，𝐌(𝑝) 𝜏 + 𝑖 ，

𝐌(𝑡) 𝜏 + 𝑖 输入网络，根据(22)~(26)计算得到𝐌  𝜏 + 𝑖  

6．𝑖 ← 𝑖 + 1 

7．RETURN [𝐌  𝜏 + 1 ,𝐌  𝜏 + 2 ,⋯,𝐌  𝜏 + κ ] 

4.3  基于异步优势行动者评论家的服务卸载决策 

 强化学习是一种智能体通过和环境交互，不断

试错，获得收益，从而发现能获取最大化收益的策

略的机器学习方法．本文中的智能体即为各道路段
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配备的边缘服务器．由于强化学习在数学上的形式

一般可以用 MDP 模型进行描述，我们首先构建车

联网边缘计算服务卸载的 MDP 模型，并根据该模

型，将一种多动作输出的行动者网络引入 A3C 中，

对传统的 A3C 算法进行了改进，最终解决了 5G 车

联网边缘计算服务卸载问题． 

4.3.1  MDP 模型 

1）状态空间 

目前，大部分利用深度强化学习进行车联网边

缘计算服务卸载的工作，均以环境中某一时间段内

所有车联网用户的服务需求、网络状况、以及边缘

服务器的资源情况作为系统的状态，例如文献[30]、

文献[31]．这种设计具有两大问题：一是在不同时

间段内，用户服务需求量会发生变化，导致状态空

间维度是一个不定的变量；二是，在用户服务需求

量高峰时，状态空间维度较高，导致了强化学习算

法难于收敛等问题．为了避免这两大问题，本文提

出一种基于服务集的服务需求选择方法，使得智能

体每次只固定观测到一个服务需求的状态，从而在

固定状态空间维度的同时，减少了状态空间的维

数． 

具体来说，在边缘服务器中保存有一个服务

集，在每个时间段开始时，路边单元会收集本道路

段中所有用户的服务需求，并加入服务集中，同时

所有用户在本地执行自己的服务需求．此时，记录

当前时刻为所有用户的服务需求开始等待的时间

𝑡𝑖
𝑠𝑡𝑎𝑟𝑡．接着，边缘服务器从服务集中随机抽取一个

服务需求，提取出该服务需求的状态，交由智能体

进行卸载决策，并将该服务需求从服务集中删

除．此时，记录当前时刻为该被抽取出的服务需求

开始进行处理的时间，即𝑡𝑖
𝑒𝑛𝑑．由于该服务从被加

入服务集到被抽取出进行卸载决策的时间即为服

务需求的等待时间 𝑡𝑖
𝑤𝑎𝑖𝑡 ，因此可以计算出

𝑡𝑖
𝑤𝑎𝑖𝑡 = 𝑡𝑖

𝑒𝑛𝑑 − 𝑡𝑖
𝑠𝑡𝑎𝑟𝑡．循环该操作，直到环境中的

子信道已经被全部分配完毕．等待任一占用子信道

的服务需求上传完成，空闲出子信道资源后，继续

抽取服务需求，交由边缘服务器进行服务卸载决

策．同时，如果在等待子信道空闲的过程中，某一

在本地执行的服务需求已经执行完毕，则从服务集

中去除该服务需求．采用该方法后，智能体一次只

对一个服务需求进行卸载决策，这样便保证了状态

空间维度较低且固定． 

考虑到未来的用户服务需求量对服务卸载具

有辅助作用，假设在时间步𝜒时环境处于时间段𝜏，

边缘服务器选择用户𝑢𝑖的服务需求进行卸载决策，

那么道路段𝑅中智能体观测到的状态𝒔𝒕𝑅 𝜒 可表示

为： 

𝒔𝒕𝑅 𝜒 =  ∪𝑗=1
𝜅 𝑀𝑅(𝜏 + 𝑗), 𝑠𝑖 ,𝑢𝑖 ,𝜎,𝑁𝑐(𝜒),𝑁𝑏(𝜒) ，# 29  

其中𝜅表示用户服务需求量的预测步数；𝑁𝑐(𝜒)和

𝑁𝑏(𝜒)分别表示时间步𝜒时可分配的计算资源数和

子信道个数．简洁起见，下文在不引起歧义的情况

下，将省略表示道路段的下标𝑅。 

2）动作空间 

本文中，MDP 的动作空间定义为分配给用户的

子信道个数和计算资源的数目，分别使用独热

（one-hot）向量 0/1 𝑐和 0/1 𝑏表示．例如，假设最

大子信道个数和最大计算资源个数分别为 4 和 3，

那么 0/1 𝑏(2) =  0,0,1,0,0 和 0/1 𝑐(1) = (0,1,0,0)

分别表示分配 2 个子信道和 1 个计算资源给当前时

间步决策的用户服务需求．因此，动作空间即为两

者的笛卡尔积，定义为： 

𝐀 =  0/1 𝑐 ×  0/1 𝑏，# 30  

其中，×代表笛卡尔积．我们使用𝒂 𝜒 ∈ 𝐀来表示

动作空间中的在时间步𝜒执行的一个动作． 

 注意到问题建模中，存在着(14)~(18)五个约束

条件，但是根据(30)定义的动作空间，仅仅能保证

约束(18)不被破坏．为此，本文设计了一种动作和

卸载决策的映射算法，如算法 2 所示． 

算法 2．动作和卸载决策的映射算法. 

输入：𝒂(𝜒)，剩余子信道个数𝑁𝑏(𝜒)，剩余计算资源个数

𝑁𝑐(𝜒) 

输出：动作对应的服务卸载策略(𝛼,𝛽,𝑛𝑏 ,𝑛𝑐) 

1．根据𝒂(𝜒)计算分配子信道和计算资源个数𝑛𝑏、𝑛𝑐 

2．IF𝑛𝑏 == 0 OR 𝑁𝑏 𝜒 ==  0： 

3． 𝛼 ← 1，𝛽 ← 0、𝑛𝑏 ← 0，𝑛𝑐 ← 0 

4．ELSE IF 𝑛𝑐 == 0 OR 𝑁𝑐 𝜒 == 0: 

5． 𝛼 ← 0，𝛽 ← 0、𝑛𝑏 ← min(𝑁𝑏(𝜒),𝑛𝑏)，𝑛𝑐 ← 0 

6．ELSE: 

7． 𝛼 ← 0 ， 𝛽 ← 1 ， 𝑛𝑏 ← min(𝑁𝑏(𝜒),𝑛𝑏) ， 𝑛𝑐 ←

min(𝑁𝑐(𝜒),𝑛𝑐) 

8．RETURN (𝛼,𝛽,𝑛𝑏 ,𝑛𝑐) 

算法 2 中，首先通过独热向量𝒂(𝜒)得出该动作

分配给当前服务需求的子信道个数和计算资源个

数．接着进入判断，如果该动作没有为服务分配子

信道，或者当前道路段的子信道已经被全部分配

完，则将该服务需求卸载到本地执行，不为其分配

子信道和计算资源（步骤 2、3），满足了约束
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(14)(16)；如果子信道可以分配，但动作没有为当前

服务需求分配计算资源，或者计算资源已经被分配

完，则将该服务需求卸载到云端执行，即𝛼 = 0，

𝛽 = 0，为其分配的子信道个数为当前道路段中剩

余的子信道个数和动作分配的子信道个数中的较

小值（步骤 5），这样就满足了约束(14)和(17)；而

当子信道和计算资源都能够分配时，则将该服务需

求卸载到边缘服务器上执行，即𝛼 = 0，𝛽 = 1，同

时实际分配的子信道个数为剩余子信道个数和动

作分配的子信道个数中的较小值，实际分配的计算

资源数为剩余的计算资源个数和动作分配的计算

资源个数中的较小值，这样就可以满足约束(14)和

(15)．根据这一算法，能够保证问题中所有的约束

条件均能够被满足，同时根据分配的子信道和计算

资源数，即可得出决策变量𝛼和𝛽的取值，降低了决

策变量的维度． 

3）奖励函数 

本文中服务卸载的目的是，使得所有用户长期

的平均服务时延之和最小．定义在系统状态𝒔𝒕(𝜒)时

执行动作𝒂(𝜒)所获得的即时奖励𝒓(𝜒)为：假设𝒔𝒕(𝜒)

决定的是用户𝑢𝑖的服务需求卸载，那么𝑢𝑖产生的服

务需求𝑠𝑖根据动作𝒂(𝜒)执行的服务卸载，相比于将

𝑠𝑖卸载到用户本地进行执行时能够节约的时间，即： 

𝒓 𝜒 = 𝑡𝑖
𝑙𝑜𝑐 − 𝑡𝑖．# 31  

由于最大化相比于本地执行的节约时间和最

小化长期用户平均服务时间本质上是一致的，因此

使用(31)作为奖励函数可以求解(13)． 

4）MDP 过程 

本文中，状态𝒔𝒕(𝜒)时做出动作𝒂(𝜒)的概率即服

务卸载策略，记为𝜋(𝒂(𝜒)|𝒔𝒕(𝜒))．例如，某边缘服

务器观测到初始时间步车联网边缘计算环境处于

𝒔𝒕(0)状态，并根据𝜋(𝒂(0)|𝒔𝒕(0))选择一个服务卸载

策略𝒂(0)，系统状态转移到𝒔𝒕(1)，获得奖励𝒓(0)．系

统不断循环此过程，直到达到了停止条件（例如，

时间段超过了上限）．整个服务卸载的过程可以表

示为： 

 𝒔𝒕 0 ,𝒂 0 ,𝒓 0 ,𝒔𝒕 1 ,𝒂 1 ,𝒓 1 ,⋯ , 𝒔𝒕 Χ  ， 

其中，𝒔𝒕 Χ 表示系统终止状态，Χ即终止状态的时

间步．该 MDP 过程的带折扣累积奖励可以被计算

为： 

ℛ =  𝛾𝜒𝒓 𝜒 

Χ−1

𝜒=0

，# 32  

其中𝛾表示折扣率，是[0, 1]之间的常数． 

深度强化学习的目的则是，寻找一个最优的策

略𝜋𝜃(𝒂(𝜒)|𝒔𝒕(𝜒))服从于参数𝜃，使得 MDP 过程的

带折扣累计奖励ℛ最大．如果在某一时间步𝜒时，智

能体观察环境正处于状态𝒔𝒕 𝜒 ，且根据某一策略

𝜋𝜃(𝒂(𝜒)|𝒔𝒕(𝜒))选择动作𝒂(𝜒)，得到了一个较大的

奖励𝒓 𝜒 ．但是该动作产生的系统状态转移使在时

间步𝜒′时智能体所能获得的奖励变得更小，即𝒓(𝜒′)

变小，那么 MDP 过程的带折扣累计奖励ℛ就会相

应减小，达不到最大值．因此，智能体就会改变自

己的策略，执行虽然在时间步𝜒时获得奖励相对较

低，但能使系统进行状态转移后，在时间步𝜒′时能

获得较大奖励的动作，从而最大化带折扣累计奖励

ℛ．因此，即使在奖励函数(31)中仅考虑某一用户

节约的时间，也能达到全局时延的最优化．本文基

于 A3C 来寻找能使带折扣累计奖励最大的策略，进

而解决车联网边缘计算环境中的服务卸载问题． 

4.3.2 基于 A3C 服务卸载方法 D-SOAC 

 强化学习算法一般可以分为基于值函数的方

法和基于策略的方法两大类．行动者-评论家算法

（Actor-Critic，AC）则将基于值函数和基于策略的

方法结合起来，首先基于策略的方法，行动者观测

环境产生动作，再将产生的动作送给基于值函数的

评论家进行评价，从而指导智能体找到最优的动作

策略．优势行动者-评论家（AdvantageActor-Critic）

算法将优势函数引入了 AC 算法中，对 AC 算法进

行了第一步改进．而 A3C 则在 A2C 的基础上进行

了更进一步的优化，将多个不同的行动者和评论家

放在不同环境中进行交互，每个行动者-评论家组合

在学习一定步数后，将自己的学习经验交给一个公

共的全局网络进行汇总和参数更新，然后再将全局

网络中的参数返回来更新各环境中的行动者-评论

家网络参数，从而指导后续的环境交互．因此，A3C

算法能够做到分布式地学习． 

 在 5G 车联网边缘计算环境中，原先集中在云

计算中心的计算、带宽等资源被分散到了不同区域

段的边缘服务器中，因此边缘服务器之间形成了一

种典型的分布式架构，很好地适配了 A3C 算法的分

布式并行计算特性．而 AC 和 A2C 算法均为集中式

的深度强化学习算法，没有充分利用 5G 车联网边

缘计算环境的分布式特征，需要同时考虑所有边缘

服务器的卸载决策问题，当边缘服务器数量较多或

者服务需求量较大时，会产生训练速度缓慢、状态

空间、动作空间维度爆炸等问题．除此以外，AC、

A2C 等集中式的强化学习算法要求服务器配备
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GPU 等特殊的计算硬件，开销较大，边缘服务器也

一般不会配备这些特殊的硬件．而 A3C 算法的计算

强度相对较低，仅仅使用 CPU 即可完成任务，符

合边缘服务器计算资源有限的特点．因此，在本文

中，我们基于 A3C 算法，实现 5G 车联网边缘计算

环境下的服务卸载方法 D-SOAC． 

 在 5G 车联网边缘计算环境中，行动者网络（策

略网络）即是通过神经网络来拟合的服务卸载策略

𝜋𝜃 𝒂 𝜒  𝒔𝒕 𝜒  ，其中𝜃是网络参数．对于某一行动

者，它的评论家网络可以记为值函数𝑉𝜋𝜃  𝒔𝒕;𝜃𝑣 ，

表示当使用𝜋𝜃作为服务卸载策略时，当观察到状态

𝒔𝒕后，所能获得的累计奖励的期望值， 即

𝑉𝜋𝜃  𝒔𝒕 = 𝔼[ 𝛾𝑖∞
𝑖=0 𝒓 𝜒+ 𝑖 + 1 |𝒔𝒕 𝜒 = 𝒔𝒕]，其中

𝔼(·)代表数学期望．在 A3C 中，评论家网络也是一

个利用神经网络来拟合的函数，网络参数为𝜃𝑣．特

别地，A3C 使用时序差分（Temporal-Difference，

TD）误差来拟合该网络，其参数的梯度可以被下式

计算： 

d𝜃𝑣 =
𝜕[  𝑄(𝒔𝒕 𝜒 ,𝒂(𝜒))− 𝑉𝜋𝜃  𝒔𝒕 𝜒 ;𝜃𝑣  ]2

𝜕𝜃𝑣
，# 33  

其中，𝑄(𝒔𝒕 𝜒 ,𝒂(𝜒))为状态-动作值函数，一般使

用单步采样近似估计，即𝑄 𝒔𝒕 𝜒 ,𝒂 𝜒  = 𝒓 𝜒 +

𝛾𝑉𝜋𝜃  𝒔𝒕 𝜒+ 1  ． 

 对于策略网络，它的目的是最大化带折扣累计

奖励的期望．根据 4.3.1 节，策略网络决策卸载时，

不仅需要决定分配给用户服务需求的子信道数量，

还需要决定分配给用户服务需求的计算资源数量，

因此动作空间表示为两者的笛卡尔积，这就导致了

动作空间维度的复杂度为𝑂(𝑁𝑐 ⋅ 𝑁𝑏)，随着系统中

可用子信道数量和计算资源数量的增长成平方量

级增长．一旦系统中可用子信道数量和计算资源数

量较多，就会导致动作空间维度过大、网络参数过

多、训练缓慢等问题．为了解决这些问题，本文将

传统的单动作输出策略网络替换为能够同时输出

多 个 子 动 作 的 概 率 分 布 的 策 略 网 络 ， 即

𝜋𝜃 𝒂
𝑐 𝜒 ,𝒂𝑏 𝜒  𝒔𝒕 𝜒  ．这样，动作空间维度的复

杂度便由平方复杂度𝑂(𝑁𝑐 ⋅ 𝑁𝑏)变为了线性复杂度

𝑂(𝑁𝑐 +𝑁𝑏)． 

对于单动作输出的策略网络𝜋𝜃 𝒂 𝜒  𝒔𝒕 𝜒  ，

其参数的梯度可以被计算为： 

d𝜃 = 𝐴𝜃 𝒔𝒕 𝜒 ,𝒂 𝜒  ∇𝜃 log𝜋𝜃 𝒂 𝜒  𝒔𝒕 𝜒  #， 34  

其中，𝐴𝜃 𝒔𝒕 𝜒 ,𝒂 𝜒  是优势函数，表示在使用参

数为𝜃的策略𝜋𝜃的情况下，执行动作的优劣性．本

文中，我们使用 TD 误差衡量，即𝐴𝜃 𝒔𝒕 𝜒 ,𝒂 𝜒  =

𝑄 𝒔𝒕 𝜒 ,𝒂 𝜒  − 𝑉𝜋𝜃  𝒔𝒕 𝜒 ;𝜃𝑣 ．假设根据策略𝜋𝜃

执行各个子动作之间的事件之间是互相独立的，

即： 

𝜋𝜃 𝒂
𝑐 ,𝒂𝑏 𝒔𝒕 = 𝜋𝜃 𝒂

𝑐 𝒔𝒕,𝒂𝑏 ⋅ 𝜋𝜃 𝒂
𝑏 𝒔𝒕 ，  

那么多动作输出策略网络的参数梯度可以由如下

推导得出： 

d𝜃 = 𝐴𝜃∇𝜃 log𝜋𝜃 𝒂
𝑐 ,𝒂𝑏 𝒔𝒕 

= 𝐴𝜃∇𝜃 log 𝜋𝜃 𝒂
𝑐 𝒔𝒕,𝒂𝑏 𝜋𝜃 𝒂

𝑏 𝒔𝒕  

= 𝐴𝜃∇𝜃  log𝜋𝜃 𝒂
𝑐 𝒔𝒕 + log𝜋𝜃 𝒂

𝑏 𝒔𝒕   

（方便起见，𝐴𝜃的参数和时间步𝜒省略不写），即多

动作输出策略网络的参数梯度为： 

 d𝜃 = 𝐴𝜃∇𝜃  log𝜋𝜃 𝒂
𝑐 𝒔𝒕 + log𝜋𝜃 𝒂

𝑏 𝒔𝒕  ．# 35  

根据上述推导结果，可以得到基于 A3C 服务卸

载方法 D-SOAC，如算法 3 所示．在 5G 车联网边

缘计算环境下，每个边缘服务器均配备了行动者网

络和评论家网络．路边单元通过传感器、监控摄像

头等设备，收集用户服务需求量等环境信息，并将

用户服务需求量发送给配置在中心云上的

ST-ResNet，预测未来的服务需求量．然后，中心云

将预测的服务需求量回传给边缘服务器，边缘服务

器再将其和道路段中网络发射功率、无线信道增

益，以及剩余子信道和计算资源等情况组合，形成

系统状态𝒔𝒕(𝜒)，输入本地的行动者网络和评论家网

络（步骤 7）．行动者网络负责进行卸载决策，输出

动作𝒂𝑐(𝜒)、𝒂𝑏(𝜒)后，将该动作输入算法 2 进行服

务卸载（步骤 9、10）．服务卸载完成后，智能体观

测到环境的下一个状态以及该动作的奖励（步骤

11）．重复该过程若干次，直到达到了终止状态，

或者超过设定的次数后，评论家网络计算该过程累

积奖励的期望值（步骤 15），利用单步采样近似估

计出动作-状态值函数（步骤 17），并根据(33)和(35)

分别计算两个网络的累计梯度（步骤 18、19），最

后将该梯度上传到位于中心云的全局网络中进行

参数的更新（步骤 20）．最后，回到循环开头．云

服务器将更新过后的全局网络的参数回传到边缘

服务器的局部网络中进行下一幕的训练过程（步骤

5）．上述操作在所有道路段中的边缘服务器中同

时、异步进行，直到超过了设定的步数后，算法终

止（步骤 21 ），输出使 (32)最大的策略网络

𝜋𝜃 𝒂
𝑐 𝜒 ,𝒂𝑏 𝜒  𝒔𝒕 𝜒  作为服务卸载策略（步骤

22）．在算法中，使用历史的用户服务需求量来进

行网络的训练过程．之后，便可以将策略网络部署

在边缘服务器上，在真实环境下进行服务需求卸

载． 
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算法 3．D-SOAC. 

输入： 𝐌，𝜅，𝑁𝑏，𝑁𝑐，𝜒𝑚𝑎𝑥，Χ𝑚𝑎𝑥， 𝛾 

输出：最优的服务卸载策略𝜋𝜃
∗ 𝒂c 𝜒 ,𝒂𝑏 𝜒  𝒔𝒕 𝜒   

1．随机初始化全局共享评论家网络参数𝜃𝑣，策略网络参数

𝜃；初始化全局共享时间步Χ ← 0 

2．随机初始化各边缘服务器中的评论家网络参数𝜃𝑣 ，策略

网络参数𝜃 ；初始化边缘服务器时间步𝜒 ← 1 

3．REPEAT 

4．重置梯度d𝜃 ← 0，d𝜃𝑣 ← 0 

5．𝜃 ← 𝜃，𝜃𝑣 ← 𝜃𝑣  

6．𝜒𝑠𝑡𝑎𝑟𝑡 ← 𝜒 

7．根据算法 1 预测未来𝜅步服务需求量，得到𝒔𝒕 𝜒  

8．REPEAT 

9．根据𝜋𝜃  𝒂
c 𝜒 ,𝒂𝑏 𝜒  𝒔𝒕 𝜒  选取动作𝒂c 𝜒 ,𝒂𝑏 𝜒  

10．将𝒂c(𝜒)，𝒂𝑏(𝜒)，𝑁𝑏，𝑁𝑐输入算法 2 进行服务卸载 

11．获取服务卸载得到的实时奖励𝒓 𝜒 ，根据算法 1 预测未

来𝜅步用户服务需求量，得到新状态𝒔𝒕 𝜒 + 1  

12．𝜒 ← 𝜒 + 1 

13．Χ ← Χ + 1 

14．UNTIL 𝒔𝒕 𝜒 终止状态 OR 𝜒 − 𝜒𝑠𝑡𝑎𝑟𝑡 = 𝜒𝑚𝑎𝑥  

15．计算𝑄 =  
0, 𝒔𝒕 𝜒 是终止状态

𝑉𝜋𝜃  𝒔𝒕 𝜒 ; 𝜃𝑣  , 𝒔𝒕 𝜒 非终止状态
  

16．FOR 𝑖 FROM 𝜒 − 1 TO 𝜒𝑠𝑡𝑎𝑟𝑡 : 

17．𝑄 ← 𝒓 𝑖 + 𝛾𝑄 

18．根据(33)计算d𝜃𝑣，Δ𝜃𝑣  += d𝜃𝑣  

19．根据(35)计算d𝜃，Δ𝜃 += d𝜃 

20．使用Δ𝜃𝑣、Δ𝜃更新全局参数𝜃𝑣、𝜃 

21．UNTIL Χ > Χ𝑚𝑎𝑥  

22．RETURN 𝜋𝜃 𝒂
c(𝜒),𝒂𝑏(𝜒) 𝒔𝒕(𝜒)  

5  实验与结果分析 

本节首先对实验平台以及实验数据集进行简

单说明，然后简要介绍实验参数设置．接着对

D-SOAC 方法进行了收敛性实验，证明了 D-SOAC

方法的可行性．在此基础上，针对不同的系统资源

状态，我们对 D-SOAC 进行了详细的性能实验和评

估，并和现有的服务卸载方法进行了对比分析． 

5.1  实验平台与实验数据集 

本实验的硬件环境中，CPU 使用 Intel Xeon 

E5-2678 v3，其包含 48 个逻辑处理器；GPU 使用

NVIDIA GeForce RTX 2080Ti．所有的实验环境均

使用 Python 3.7 和 PyTorch 1.3.1 实现． 

本文使用的数据集为采集自中国南京的真实

车载用户服务需求数据集．数据集中包含了超过 1

亿条的车载用户服务需求信息．这些信息来自于覆

盖南京市范围的 436 个路边单元，信息收集时间从

2014 年 9 月 1 日开始至 2014 年 9 月 30 日为止．数

据集中每一条车载用户信息的数据格式为一个四

元组：(𝑡, 𝑖𝑑, 𝑠𝑝𝑒𝑒𝑑, 𝑐𝑜𝑙𝑜𝑟)，其中，𝑡表示时间，𝑖𝑑表

示覆盖该用户的路边单元编号，𝑠𝑝𝑒𝑒𝑑表示该用户

车辆的速度，𝑐𝑜𝑙𝑜𝑟表示车辆颜色．一条车载用户数

据即代表某一用户正处于某一路边单元的覆盖范

围中．在实验中，我们仅使用该四元组中前两个分

量的信息，也就是时间𝑡和路边单元编号𝑖𝑑．运用下

式，可以预处理出时间间隔𝜏内，在道路段𝑅的所有

用户的服务需求量为： 

𝑀𝑅 𝜏 =  𝕝𝑡∈𝜏 ∧ 𝑖𝑑∈𝑅

 𝑡 ,𝑖𝑑 ∈𝒟

，# 36  

其中，𝒟表示数据集中所有的车载用户信息，(𝑡, 𝑖𝑑)

表示该数据集中某一条记录的时间和覆盖该用户

的路边单元编号．𝕝𝑡∈𝜏 ∧ 𝑖𝑑∈𝑅是一个判断函数，当记

录的时间𝑡处在时间段𝜏内，并且覆盖用户的路边单

元处于区域𝑅中时，该函数的值为 1，否则其值为 0． 

此外，数据集中，每一个路边单元编号都和一

个具体的路边单元及其地理经纬度坐标对应．数据

集中部分路边单元的位置分布如图 4 所示． 

 

图 4 数据集中部分路边单元的分布位置 

5.2  实验参数设置 

本实验中，由于 CPU 具有 48 个逻辑处理器，

因此我们从 436 个路边单元中随机抽取了 48 个路

边单元，在其中配置了位于本地的行动者-评论家网

络，模拟边缘服务器的工作．设置时间段长度为 2

分钟．每个用户在时间段开始时会从六种类型的服

务中随机产生一种类型服务的服务需求．根据文献

[18]，设置六种类型服务所需输入数据大小为[15, 

25, 30, 40, 45, 60] MB，服务所需计算量大小为[1.2, 

0.6, 0.7, 0.7, 0.8, 1.2] Gigacycles，产生各个服务需求

的概率分别为[0.1, 0.2, 0.3, 0.15, 0.15, 0.1]．为了评
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估 D-SOAC 方法在不同环境中的性能表现，参考文

献[38]，设置不同 5G 车联网环境下每个道路段中网

络的总带宽为 20GHz、30GHz 或 40GHz，而固定每

一个子信道所占用的带宽为 1GHz；参考文献[39]，

设置边缘服务器的计算能力为 2.5Gigacycle/s、5 

Gigacycle/s 或 7.5 Gigacycle/s，而固定每份计算资

源的计算能力为 0.5Gigacycle/s．因此，在不同的环

境中，子信道数可能为 20、30 或 40，计算资源数

可能为 5、10 或 15．为了预测未来用户服务需求量，

设置 ST-ResNet 中周期需求和长期需求的时间跨度

分别为 1 天和 3 天，短时需求、周期需求和长期需

求的时间长度分别为 8、3 和 4．在 ST-ResNet 的训

练过程中，我们采用等间隔学习率调整策略，每隔

10 次迭代就将学习率调整为原来的 80%．其余参数

的设置如表 2 所示． 

表 2 实验参数设置 

变量 值 

𝑝 2 ± 0.2 W
[40]

 

𝛿 144 ± 14.4 dB
[41]

 

𝜎2 1.5 × 10−8 W
[40]

 

𝑓 0.3 ± 0.03 Gigacycle/s 

𝑡𝑜𝑓𝑓
𝑐𝑙𝑜𝑢𝑑  1000 ms 

此外，对于 ST-ResNet 来说，由于最后的激活

层为tanh函数，将输出限制在了(−1, 1)范围内．所

以需要首先对历史用户服务需求量数据进行标准

化处理才能衡量误差．这里采用最大最小标准化

（Min-MaxNormalization）进行数据预处理操作，

定义为： 

𝐌′ = Nom 𝐌 = 2
𝐌−𝑀𝑚𝑖𝑛

𝑀𝑚𝑎𝑥 −𝑀𝑚𝑖𝑛
− 1，# 37  

其中，Nom表示最大最小标准化函数，𝑀𝑚𝑖𝑛表示𝐌

中的最小值，𝑀𝑚𝑎𝑥表示𝐌中的最大值． 

在对 ST-ResNet 计算测试误差时，用均方根误

差来衡量测试误差，并将误差经过最大最小标准化

的逆变化，定义为： 

𝑅𝑀𝑆𝐸 = Nom−1   
1

𝒱
   

   𝐌  𝑖 − 𝐌′ 𝑖    2

|𝑅|
 

𝒱

𝑖=1

  ，# 38  

其中，𝒱是验证集中的样本个数，Nom−1表示最大

最小标准化函数的反函数． 

5.3  实验结果 

实验 1．收敛性分析. 

为了评价 D-SOAC 方法中 ST-ResNet 的收敛性

情况，我们将 ST-ResNet 训练过程中的初始学习率

分别设置为 0.0025、0.005、0.0065 和 0.007，所得

到的训练误差和测试误差的收敛情况分别如图 5 和

图 6 所示． 

 

图 5 不同学习率时 ST-ResNet 的训练误差收敛情况 

 

图 6 不同学习率时 ST-ResNet 的测试误差收敛情况 

可以看到，当学习率为 0.007 时，由于学习率

较高，ST-ResNet 不能很好的达到损失函数的极小

值点，训练误差最终收敛到了 0.015 左右．相应的，

在测试集上形成的测试误差也较高，均方根误差最

终收敛于 70 左右．而当学习率设置较小，为 0.0025

时，虽然在训练集上损失函数收敛，但是陷入了局

部的最优点处，最后的训练误差虽然优于学习率为

0.007 时，但是劣于学习率为 0.005 和 0.0065 的情

况．此外，当学习率为 0.0025 时，还导致了过拟合

问题的产生，虽然训练误差较低，但是测试误差却

在所有学习率情况中表现最差，测试误差最终在

100 左右．当学习率设置为 0.005 或 0.0065 时，

ST-ResNet 的训练表现出色，最后训练误差均收敛

到了一个较小值．但是，由于 0.005 的学习率小于

0.0065，因此训练速度相较学习率为 0.0065 时更为

缓慢，并且在测试集上出现了过拟合的情况，最终



16 计算机学报  

 

测试集上的均方根误差较学习率为 0.0065 时高了

10 左右．而学习率为 0.0065 时表现最佳，在测试

集和训练集上均取得了较为良好的表现．最终的测

试误差收敛到了 15 左右． 

和 ST-ResNet 相同，D-SOAC 方法中 A3C 网络

的学习率也是影响收敛一个重要的超参数．分别设

置 A3C 网络的学习率为 0.05、0.01 和 0.005，对

D-SOAC 进行训练，结果如图 7 所示．由于 D-SOAC

方法中，所有边缘服务器异步并行运行，不同区域

中边缘服务器行动者-评论家网络训练速度不同，导

致整个车联网边缘计算环境中所获得的移动平均

奖励一开始会有一个较大的变化过程，然后开始逐

步稳定并上升，最后收敛到最大的奖励处．由图可

见，三种学习率情况下，D-SOAC 方法均收敛，证

明了利用 D-SOAC 方法进行车联网边缘计算服务

卸载的可行性．当学习率为 0.05 时，由于搜索范围

较广，最终方法没有收敛至全局最优；而当学习率

为 0.005 时，由于学习率较低，因此移动平均奖励

收敛较慢．当学习率为 0.01 时，D-SOAC 获得了较

高的累计奖励，并且收敛速度较快，达到了平衡． 

 

图 7 不同学习率时 D-SOAC 所获得的移动平均奖励 

实验 2．超参数对服务需求预测和服务卸载性能的

影响实验. 

 D-SOAC 方 法 的 一 大 特 点 便 是 采 用 了

ST-ResNet 将未来的用户服务需求量作为系统状态

输入 A3C，进行服务卸载的决策．此外，带折扣累

计奖励中的折扣率𝛾影响着智能体对长期奖励或短

期奖励的倾向程度．因此，预测步数𝜅和折扣率𝛾是

D-SOAC 方法中的两个重要的超参数．除此以外，

ST-ResNet 中短时需求、周期需求和长期需求的时

间长度设置不同会导致服务需求的预测结果产生

较大差异．在本节中，我们尝试对各超参数的设置

进行调整，并对其对服务需求预测和服务卸载性能

的影响进行讨论． 

 我们首先尝试对短时需求长度𝑙𝑐、周期需求长

度𝑙𝑝和长期需求长度𝑙𝑡进行调整，测试各超参数设

置下服务需求预测的准确度表现．首先固定𝑙𝑝和𝑙𝑡

分别为 3 和 4，调整𝑙𝑐的值分别为 1、2、4、6 和 8，

实验结果如图 8 所示．由图可见，当短时需求长度

为 6 和 8 时，服务需求预测的误差值较低，而当短

时需求长度为 2 或 4 时，误差较高．该实验结果表

明，某段时间用户的服务需求量和 12～16 分钟前

用户服务的需求量关系密切．而和前 4～8 分钟前

用户的服务需求量关系不大． 

 

图 8 短期需求长度不同时服务需求预测误差 

 接着，固定𝑙𝑐和𝑙𝑡分别为 8 和 4，调整𝑙𝑝的值为

1、2、3、4 或 5，讨论周期需求长度对服务需求预

测性能的影响．实验结果如图 9 所示．实验结果表

明，1 天到 3 天之前的用户历史服务需求和当前的

服务需求有极大关联，而更久远之前的用户服务需

求和当前用户的服务需求关系不大，甚至会导致服

务需求预测准确度的降低．例如，周期需求长度为

4时的预测误差是长度为 1时预测误差的 6倍多．当

周期需求长度为 1 或 3 时，服务需求预测的准确度

较高，分别取得了 15.14 和 15.47 的均方根误差． 

 然后，固定𝑙𝑐和𝑙𝑝分别为 8 和 3，设置𝑙𝑡的值从

1 到 5 依次递增，考察长期需求长度对服务需求量

预测准确度的影响情况．实验结果如图 10 所示．结

果显示，当长期需求长度设置为 1 时，未来用户服

务需求预测的误差较大，达到了 439.33，这说明较

少数量的长期历史用户服务需求对未来用户服务

需求的预测没有帮助，甚至会导致预测准确度下

降．而将更多的长期历史用户服务需求考虑在内，

则能达到较高的预测准确度．特别地，当长期需求

长度设置为 4 时，达到了最低的均方根误差
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（15.47），相较于长期需求长度为 1 时的误差减少

了 28 倍． 

 

图 9 周期需求长度不同时服务需求预测误差 

 

图 10 长期需求长度不同时服务需求预测误差 

为了证明将未来用户服务需求量作为系统状

态一部分的合理性，我们固定 A3C 的学习率为

0.01，采用学习率为 0.0065时训练完成的 ST-ResNet

模型，分别对不预测（预测步数为 0）、预测未来一

步和预测未来两步用户服务需求量的 D-SOAC 方

法所获得的累计奖励进行对比，结果如图 11 所

示．可以见到，不论是否进行用户服务需求量预测，

D-SOAC 均收敛．但是不进行预测时，D-SOAC 收

敛到一个较小的累计奖励上．当预测步数为 1 时，

D-SOAC 获得了最高的累计奖励，为 550 左右，说

明未来用户服务需求量的预测对于服务卸载决策

有着很大的作用．而当预测步数为 2 时，系统所获

累计奖励与预测步数为 1 时相差不大．说明未来两

步的用户服务需求量对于智能体决策有一定的作

用．但是预测步数为 2 时的移动平均奖励收敛速度

较预测步数为 0 和预测步数为 1 时都更慢．综上所

述，预测步数设置为 1 可以对车联网用户服务卸载

起到较好的指导作用． 

 

图 11 不同预测步数时 D-SOAC 所获得的移动平均奖励 

最后，考察折扣率𝛾对 D-SOAC 方法的性能影

响．设置折扣率𝛾取值为 [0.9, 0.95, 0.99]，固定

D-SOAC 学习率为 0.01，实验结果如图 12 所示．由

图可见，当折扣率取值为 0.9 和 0.99 时，D-SOAC

所得到的移动平均奖励相差无几，最后收敛到 460

左右；而当折扣率为 0.95 时，D-SOAC 取得了较好

的性能表现，最后移动平均奖励能够收敛到 550 左

右．总的来说，折扣率为 0.95 时所获的奖励相比于

折扣率为 0.9 或 0.99 时获得的移动平均奖励提高了

20%左右．由此实验结果可以推断出，仅考虑短期

的奖励，即折扣率较小（为 0.9）时，并不能取得

全局的最优解，无法缩减全局的时延；而当折扣率

设置过大，例如折扣率为 0.99 时，智能体会将长期

之前时间步所获得的奖励也考虑在服务卸载决策

过程中，也并不能达到较好的缩小全局时延的效

果． 

 

图 12 不同折扣率时 D-SOAC 所获得的移动平均奖励 

实验 3．与其他服务需求预测方法的对比实验. 

本实验中，我们选择以下四种不同的服务需求
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预测方法，与 ST-ResNet 方法进行服务需求量预测

准确度的对比实验，以证明 ST-ResNet 在用户服务

需求预测任务上的能力和先进性． 

（1）HA（HistoryAverage），历史平均．将历史一

段时间内某一区域的平均用户服务需求量作为未

来该区域中的服务需求量． 

（2）LSTM（Long-Short Term Memory），长短期记

忆网络．作为递归神经网络的一种，LSTM 具有强

大的序列数据处理能力，其已在自然语言处理等领

域取得了广泛的应用． 

（3）Bi-LSTM（BidirectionalLSTM），双向长短期

记忆网络．由前向 LSTM 和后向 LSTM 共同组成，

解决了 LSTM 中只能单方向处理序列数据的问题． 

（4）CNN（ConvolutionalNeuralNetwork），卷积神

经网络．利用卷积运算来提取数据之间的空间关

系．在图像处理、模式识别等领域，CNN 已展现出

强大的性能． 

 本实验设置 ST-ResNet 的学习率为 0.0065，短

时需求长度、周期需求长度和长期需求长度分别为

8、3 和 4．实验结果如表 3 所示． 

表 3 不同服务需求预测方法的训练误差和测试误差 

 训练误差（MSE） 测试误差（RMSE） 

HA N.A. 84.09 

LSTM 1.953 × 10−3 23.79 

Bi-LSTM 1.760 × 10−3 23.22 

CNN 1.617 × 10−3 22.57 

ST-ResNet 𝟎.𝟏𝟖𝟖 × 𝟏𝟎−𝟑 𝟏𝟓.𝟒𝟕 

 从实验结果可以看出，不管在训练误差还是在

测试误差方面，ST-ResNet 的表现均优于其他四种

对比方法．例如，ST-ResNet 的训练误差相比于

LSTM 方法降低了 10 倍以上．即使和在对比算法中

表现最好的 CNN 方法相比，ST-ResNet 的训练误差

水平也仅为 CNN 的 11.6%左右．对于测试误差，

ST-ResNet 的测试误差分别仅为 HA、LSTM、

Bi-LSTM 和 CNN 方法的 18.4%、65.0%、66.6%和

68.5%，取得了较好的表现．该实验结果证明，

ST-ResNet 由于同时考虑了用户服务需求量这一时

空数据的时间相关性和空间相关性，相比于传统的

仅能单一地提取时间特征（例如 HA、LSTM 和

Bi-LSTM）或者空间特征（例如 CNN）的服务需求

预测方法来说，有着更高的预测准确性． 

实验 4．与其他车联网服务卸载方法的对比实验. 

本实验中，我们选择以下五种车联网边缘计算

环境下服务卸载的方法，与 D-SOAC 方法进行对

比： 

（1）LO（Local Offloading），全本地卸载．车联网

用户的服务需求全部由本地的车载应用执行． 

（2）RO（Random Offloading），随机卸载．当车联

网用户产生服务请求时，边缘服务器随机给用户分

配子信道和计算资源进行相应的服务卸载操作． 

（3）ECO（Edge Computing Enabled Computation 

Offloading Method with NSGA-II），使用进化算法

NSGA-II 寻找车联网服务卸载问题的最优解，从而

进行服务卸载决策的服务卸载方法[42]．由于 ECO

在每次服务卸载决策时，需要通过迭代的方式找到

最优解，因此 ECO 算法的迭代时间即为所有用户

的等待时间． 

（4）BDR（Big Data Deep Reinforcement Learning 

Approach）[43]．该方法和 D-SOAC 方法一样，也采

用深度强化学习进行服务卸载决策．不同的是，

BDR 方法中采用深度 Q 学习（Deep Q-Learning）

作为深度强化学习的方法． 

（5）Optimal，最优算法．由于服务卸载问题是一

个 NP-Hard 问题，求解该问题的时间复杂度是关于

用户服务需求数𝑀和时间段数量𝒯的指数函数，在

可接受时间内无法完成该任务．因此，我们首先对

服务卸载问题进行简化，不考虑 5G 车联网边缘计

算环境中可用计算资源和通信资源的动态变化，认

为每个时间段内边缘服务器提供固定数量的计算

资源数和子信道个数．然后，使用动态规划

（DynamicProgramming，DP）技术，求得该简化

的服务卸载问题的最优解． 

在实验 4 中，我们从 436 个道路段中随机抽取

50 个道路段，计算 1 小时 20 分钟内经过这 50 个道

路段的所有用户产生的平均用户服务时延．此外，

通过改变系统中子信道和计算资源的个数，比较

D-SOAC 和对比算法在不同车联网边缘计算环境中

的表现．其中，D-SOAC 方法使用学习率为 0.0065

时训练得到的 ST-ResNet 进行用户服务需求量的一

步预测，使用学习率为 0.01 的 A3C 网络进行用户

服务卸载决策． 

当边缘服务器的计算能力较弱（可分配的计算

资源数为 5）时，不同服务卸载方法在不同网络环

境下的表现如图 13 所示，各算法求解所用的时间

在表 4 中列出．实验结果表明，D-SOAC 方法仅花

费了最优算法 7.1%～26.7%的执行时间，便达到了

62.5%～65.4%的最优解近似率．此外，D-SOAC 在
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各种网络环境下的服务卸载表现均优于除最优算

法以外的其他方法．当系统中子信道个数分别为

20、30 或者 40 时，D-SOAC 的用户平均服务时延

分别为 2.541s、2.547s 和 2.542s，相较于表现最差

的 ECO 算法，D-SOAC 方法的性能提升了 5.12%～

5.70%不等，将服务时延降低了 0.15s 左右．同时，

D-SOAC 求解的时间仅为 ECO 算法的约 1/20．而

和表现最好的 BDR 和 RO 算法比较，D-SOAC 也降

低了 0.4%～2.5%的用户平均服务时延，并且求解时

间仅为它们的 59.2%～67.3%．该实验结果证明

D-SOAC 方法在边缘服务器计算能力较弱时，为用

户提供低时延服务的能力． 

 

图 13 计算资源数为 5 时用户的平均服务时延 

表 4计算资源数为5时不同服务卸载方法求解的时间（单位：

秒） 

子信道数量 20 30 40 

BDR 116.02 122.21 129.66 

RO 121.15 116.27 113.95 

LO 190.78 191.25 191.72 

ECO 1485.88 1494.48 1494.31 

Optimal 288.65 620.20 1081.99 

D-SOAC 77.17 77.24 76.72 

 除此以外，我们随机抽取了环境中的一个道路

段，以之为例对道路段内使用不同的服务卸载方法

所产生的用户服务总时延和服务需求量之间的变

化关系进行了实验，实验结果如图 14 至图 16 所

示．由图可见，所有的方法在用户服务需求量增加

时，用户服务的总时延也会相应增加．并且用户的

总服务时延相比服务需求量的增加有一定的延迟，

特别是当服务数量激增后，总服务时延还会在较高

的水平保持一段时间．这是符合实际的，因为用户

服务需求量越大，那么车联网就要消耗更多的计算

资源和带宽资源，以完成车联网用户产生的各种服

务，导致用户服务时延的提升．同时，车联网用户

服务需求的增加导致了在一个时间段内这些用户

的服务需求不能全部完成，因此占用了下一个时间

段的计算资源，使边缘服务器可用资源动态变化，

进而导致下一时间段的服务时延相应升高．实验结

果表明，当边缘服务器配备计算资源数为 5 时，我

们所提出的 D-SAOC 方法在车联网用户产生不同

数量的服务需求时，为用户提供服务的总时延较其

他方法均有降低．除此以外，在用户服务数量激增

时，例如在第 13 个时间段，在配备了不同子信道

个数的 5G 车联网边缘计算环境中，我们所提出的

D-SOAC 方法相较于其他的对比方法来说，降低了

2s～4s 不等的用户总服务时延．由此可见，D-SOAC

方法在边缘服务器配备计算资源数为 5 时，有降低

用户的服务总时延的激增程度的能力． 

 

图 14 计算资源为 5、子信道数为 20 时用户服务总时延和服

务需求量的变化关系 

 

图 15 计算资源为 5、子信道数为 30 时用户服务总时延和服

务需求量的变化关系 
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图 16 计算资源为 5、子信道数为 40 时用户服务总时延和服

务需求量的变化关系 

当系统中每个道路段所配备的边缘服务器计

算资源数为 10 时，用户平均服务时延和卸载策略

求解时间的实验结果分别如图 17 和表 5 所示．从

中可见，D-SOAC 方法相较于最优算法的近似比在

46.9%～55.9%左右，但求解时间仅为最优算法的

2.6%～8.9%．相比 ECO 和 LO 方法，D-SOAC 方

法均较大幅度地减小了用户的平均服务时延．例

如，当子信道个数为 20 时，使用 ECO 和 LO 作为

服务卸载方法所产生的用户平均服务时延分别为

2.676s 和 2.673s．而使用 D-SOAC 方法，用户平均

服务时延仅为 2.455s，平均为每个用户降低了超过

0.2s 的服务时延．和 RO 方法和 BDR 方法相比，使

用 D-SOAC 方法产生的用户平均服务时延下降约

有 0.4%～2.2%左右的降低，表现相近．但是，考虑

到在车联网环境中 1 个小时 20 分钟内，用户就产

生了超过 1.2 万个用户服务需求，因此考虑用户服

务时延总量的情况下，仍然有较客观的降低．除此

以外，D-SOAC 方法求出服务卸载策略所花费的时

间也是最少的，相较于 RO 和 BDR 方法，D-SOAC

方法将服务卸载卸载方法的求解时间降低了近

40s． 

 

图 17 计算资源数为 10 时用户的平均服务时延 

表 5 计算资源数为 10 时不同服务卸载方法求解的时间（单

位：秒） 

子信道数量 20 30 40 

BDR 124.35 105.75 122.08 

RO 127.99 128.73 125.27 

LO 191.11 191.11 190.87 

ECO 1490.35 1483.50 1468.31 

Optimal 907.36 1912.98 3325.47 

D-SOAC 81.10 80.13 87.06 

当 5G 车联网边缘计算环境中边缘服务器配备

计算资源数为 10 时，不同的服务卸载方法产生的

用户服务总时延和服务需求量的变化关系如图 18

至图 20 所示．从中可见，我们所提出的 D-SOAC

方法在边缘服务器配备不同数量的子信道资源时，

均能降低用户服务总时延的激增程度．例如，当边

缘服务器配备计算资源数为 10，子信道数为 30 时，

在第 3 个时间段用户服务需求量激增时，采用

D-SOAC 方法时用户总服务时延的增加程度相较于

其他四种对比方法程度是最小的． 

 

图 18 计算资源为 10、子信道数为 20 时用户服务总时延和

服务需求量的变化关系 

 

图 19 计算资源为 10、子信道数为 30 时用户服务总时延和

服务需求量的变化关系 



 许小龙等：车联网边缘计算环境下基于深度强化学习的分布式服务卸载方法 21 

 

 

图 20 计算资源为 10、子信道数为 40 时用户服务总时延和

服务需求量的变化关系 

当边缘服务器中的计算资源较为充足（计算资

源数为 15）时，用户能把更多的服务需求卸载到边

缘服务器上来完成，因此能够获得更低的用户服务

时延．实验结果也支持该结论，如图 21 和表 6 所

示．和最优算法相比，D-SOAC 使用了最优算法

1.4%～5.8%的求解时间，便达到了 50%左右的最优

解近似率．除此以外，当计算资源数为 15 时，不

论子信道个数多少，D-SOAC 方法表现均优于对比

算法．例如当子信道个数为 20 时，D-SOAC 方法

相比于 ECO、LO、RO 和 BDR 算法，用户平均服

务时延降低了 20.4%、20.1%、20.0%和 11.5%．当

子信道个数为 30 和 40 时，采用 D-SOAC 方法能降

低 5.0%～15.0%和 4.3%～14.6%的用户平均服务时

延．同时，D-SOAC 方法在求解服务卸载策略的时

间方面，相较于其他四种对比算法表现也是最优

的．例如当边缘服务器配备计算资源数为 15，子信

道数量为 40 时，D-SOAC 方法仅使用了 BDR 方法

67.8%的时间，即达到了相比于 BDR 方法更优的性

能表现．总的来说，当 5G 车联网边缘计算系统配

备较为充足的资源时，D-SOAC 方法的表现会更加

出色． 

 

图 21 计算资源数为 15 时用户的平均服务时延 

表 6 计算资源数为 15 时不同服务卸载方法求解的时间（单

位：秒） 

 20 30 40 

BDR 141.03 130.34 136.91 

RO 139.02 134.13 130.59 

LO 190.26 189.85 190.39 

ECO 1521.31 1524.71 1528.89 

Optimal 1798.18 3848.36 6657.72 

D-SOAC 103.95 104.10 92.88 

当边缘服务器配备计算资源数为 15，且配备子

信道数量为 20、30 或 40 时，不同的车联网服务卸

载方法产生的用户服务总时延和服务需求量的变

化关系如图 22 至图 24 所示．由实验结果可以看出，

当边缘服务器计算资源数较为充沛的时候，

D-SOAC 方法相比于其他的服务卸载方法，能够大

幅降低用户服务需求激增时的用户服务时延，而不

论系统中配备的子信道数量多少．例如，当子信道

数为 20 时，使用 D-SOAC 方法在任一时间段内产

生的用户服务总时延和其他方法相比都是最小

的．除此以外，当服务需求量在第 30 个时间段由

14 左右激增到 25 时，采用 D-SOAC 方法产生的用

户服务总时延仅增加了 10s 左右，而其他四种方法

用户总服务时延的激增均超过 20s，甚至达到

25s．当子信道数量为 30 或 40 时，也有类似的结

论．比如，当边缘服务器配备子信道个数为 40 时，

在第 22 至第 23 个时间段用户需求数量增加时，使

用 D-SOAC 方法产生的用户服务总时延约为 13s，

而使用 BDR 算法则会产生 15s 左右的用户服务总

时延，使用 RO 或者 LO 算法所产生的用户服务总

时延甚至会达到 20s. 

 

图 22 计算资源为 15、子信道数为 20 时用户服务总时延和

服务需求量的变化关系 
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图 23 计算资源为 15、子信道数为 30 时用户服务总时延和

服务需求量的变化关系 

 

图 24 计算资源为 15、子信道数为 40 时用户服务总时延和

服务需求量的变化关系 

综上所述，本文提出的 D-SOAC 方法在配备不

同计算资源和带宽资源的 5G 车联网边缘计算环境

中，均能在较短的执行时间内，降低用户平均服务

时延，相比于其他四种对比算法，有着 0.4%~20.4%

不等的性能提升．由此可以证明，D-SOAC 方法能

够在不同 5G 车联网边缘计算环境下降低用户服务

时延，提高车联网用户的服务体验． 

6  结论与展望 

为满足车联网用户对低时延服务的需求，本文

提出了一种分布式的基于深度强化学习的 5G 车联

网边缘计算服务卸载方法 D-SOAC，以降低车联网

用户长期的平均服务时延，从而为用户提供高质量

的服务体验．特别地，我们利用 ST-ResNet 预测未

来车联网中用户的服务需求量，将其作为系统状态

的一部分输入到 A3C 中，辅助智能体进行卸载决

策．同时，为了解决传统深度强化学习中，当动作

包含多个子动作时，动作空间复杂度过高的问题，

本文引入了一种多动作输出的行动者网络，并推导

了该网络的梯度．最后，本文基于现实世界的车联

网用户服务需求数据集，将 D-SOAC 与其他四种现

有方法进行了对比实验．实验表明，D-SOAC 方法

能够有效降低用户平均服务时延，验证了本文方法

的有效性．下一步，我们将在考虑用户的服务时延

需求的同时，研究如何进一步降低服务的能耗，并

提高边缘服务器的资源利用率和负载均衡性． 
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Background 

Due to the development of the Internet of Vehicles (IoV) 

and the modern wireless communication technology such as the 

fifth-generation network, drivers and passengers can be served 

with numerous services by the service providers while traveling 

on vehicles, thereby enhancing users’ riding safety and travel 

experience. However, since most vehicles are not equipped 

with sufficient computation resources, these services are 

traditionally offloaded to the cloud center for execution, 

leading to high service latency because of the long distance 

between the users and the cloud center. Edge computing solves 

this problem by distributing edge servers equipped with 

resources, including computing power, storage space, and 

bandwidth, near to the users. However, the resources deployed 

on the edge servers are often limited, which makes it 

impossible for the edge servers to support all the 

latency-sensitive services requested by the users at the same 

time. Therefore, how to build a service offloading method that 

selects the appropriate offloading destination for services and 

minimizes the service latency remains a challenge. Recently, 

there have been some service offloading methods for 

5G-enabled IoV with edge computing based on game theory, 

convex optimization, and evolutionary algorithm. However, 

these studies mainly had two significant drawbacks. Firstly, 

some of the studies did not consider the dynamic changing of 

the IoV environment, including but not limited to the users’ 

service requirements, the network condition, and the amount of 

available resource. Secondly, most of the existing service 

offloading methods were centralized algorithms, neglecting the 

distributed feature of edge computing. To handle these 

problems, we propose a distributed service offloading method 

with asynchronous advantage actor-critic (A3C). By utilizing a 

big real-world dataset from Nanjing, China, the experimental 

results show the effectiveness of the proposed method. Our 

method reduces the average service latency by 0.4% ~ 20.4% 

compared with four existing service offloading methods in 

different 5G-enabled IoV environments, where edge servers are 

deployed with different computing and network capabilities. 
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