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摘  要 软件缺陷预测通过挖掘软件历史仓库，构建缺陷预测模型来预测出被测项目内的潜在缺陷程序模块。但在挖掘过

程中，对程序模块进行类型标记或软件度量时均可能产生噪声。虽然研究人员对已有特征选择方法的噪声容忍能力进行了分

析，但据我们所知，很少有研究人员在软件缺陷预测研究中，针对性的设计出可容忍噪声的新颖特征选择方法。为了解决此

问题，我们提出一种可容忍噪声的特征选择框架 FECS。具体来说，首先借助聚类分析，将原始特征集划分到指定数目的簇

中，随后设计出三种不同的启发式特征选择策略，依次从每一个簇中选出最为典型的特征。在实证研究中，以 Eclipse 和 NASA

等实际项目为评测对象。首先借助一系列数据预处理方法来提升数据集质量，随后同时注入类标噪声和特征噪声来模拟噪声

数据集。通过与典型的特征选择方法进行比较，验证了 FECS 框架的有效性，除此之外，通过深入分析噪声注入率、特征选

择比例及噪声类型对缺陷预测性能的影响，为更有效的使用 FECS 提供了指导。 
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Abstract Software defect prediction constructs a software defect prediction model based on the mining of 

software historical repositories. Then it uses the trained model to predict potential defect-proneness program 

modules. However noises are inevitable when labeling or measuring the software entities. Although some 

researchers have investigated the noise tolerance of existing feature selection methods, few studies focus on 

proposing new feature selection methods with a certain noise tolerance. To solve this issue, we propose a novel 

framework FECS (FEature Clustering with Selection strategies). In particular, FECS first cluster original features 

into specified number of clusters based on cluster analysis. Then it selects a most typical feature from each 
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cluster based on our proposed three heuristic feature selection strategies. During empirical studies, we choose 

real-world software projects, such as Eclipse and NASA. We first perform a set of data preprocessing steps to 

improve the quality of these datasets. We then inject class level and feature level noises simultaneously to imitate 

noisy datasets. After using classical feature selection methods as the baseline, we confirm the effectiveness of 

FECS and provide a guideline of using FECS after analyzing the effects of varying either percentage of selected 

features or the noise injection rates, and different noise types. 

Key words Software quality assurance; Software defect prediction; Feature selection; Noise tolerable ability; 

Cluster analysis 

1 引言 

软件缺陷预测（software defect prediction）[1-3]

是当前软件工程数据挖掘领域 [4]中的一个研究热

点。首先通过分析软件代码或开发过程，设计出

与软件缺陷相关的度量元（metric）[5]，随后通过挖

掘软件历史仓库来创建缺陷预测数据集。最后基

于上述搜集的缺陷预测数据集，构建缺陷预测模

型，并用于预测出被测项目内的潜在缺陷程序模

块。 

但在挖掘软件历史仓库时，在对程序模块进行

类型标记或软件度量时均有可能产生噪声，这些噪

声的存在会影响到缺陷预测模型的构建。虽然一些

研究人员对已有特征选择方法的噪声容忍能力进

行了分析[6-7]。但据我们所知，很少有研究人员去针

对性的设计出具有一定噪声容忍能力的特征选择

方法。 

在我们前期研究工作中，提出一种新颖的基于

聚类分析的特征选择框架 FECAR
[8]。FECAR 首先

根据特征间的特征相关度将特征进行聚类分析，这

样可以将具有冗余关系的特征集中于同一聚类中。

随后对于每一个聚类，根据特征与类间的类相关度

从高到低进行排序，并从中选出指定数量的特征，

该阶段可以有效避免选出无关特征。本文对该框架

进行了拓展，并设计出了一种具有噪声容忍能力的

特征选择框架 FECS （ FEature Clustering with 

Selection strategies）。FECS 重点对特征选择阶段进

行了扩展。具体来说，我们设计出三种不同的启发

式特征选择策略，这些策略基于类相关度

（FC-Relevance）和特征相关度（FF-Correlation）

来从每一个聚类中选出最为重要的一个特征。在实

证研究中，为评估 FECS 方法的噪声容忍能力，我

们选择了Eclipse和 NASA实际项目作为评测对象，

首先通过一系列数据预处理方法来确保数据集的

质量。随后我们同时注入类标噪声（C-Noise）和特

征噪声（F-Noise）来模拟含有噪声的数据集。最后

我们通过将 FECS 与一些经典特征选择方法（例如

IG、CFS 和 Consist 等）进行比较，验证了 FECS

的有效性。 

论文的主要贡献可总结如下：（1）针对软件缺

陷预测问题，提出了一种具有噪声容忍能力的特征

选择框架 FECS。其中在第一个阶段，我们提出一

种基于 k-medoids 的特征聚类方法。随后在第二个

阶段，我们设计出了三种不同的特征选择策略 FR、

MR 和 LE。（2）通过来自实际项目的实证研究，验

证了 FECS 框架的有效性并为有效的使用 FECS 提

供了相应指导。 

论文剩余内容安排如下：第 2 节介绍了研究背

景和相关工作，第 3 节介绍了 FECS 的实现细节，

第 4 节依次介绍了需要回答的实验问题、数据集特

征、噪声注入方式、评测指标和实验细节，第 5 节

对实证研究的结果进行分析和讨论，并对影响实证

研究有效性的影响因素进行了分析，最后总结全文

并对未来研究工作进行了展望。 

2 研究背景和相关工作 

2.1  软件缺陷预测 

软件缺陷产生于开发人员的编码过程。含有

缺陷的软件在运行时可能会产生意料之外的结果

或行为，严重的时候会给企业造成巨大的经济损

失，甚至会威胁到人们的生命安全。在软件项目

的开发生命周期中，检测出内在缺陷的时间越

晚，修复该缺陷的代价也越高。因此项目主管借

助软件测试或代码审查等软件质量保障手段，希

望能够在软件部署前尽可能多的检测出内在缺

陷。但是若关注所有的程序模块会消耗大量的人

力物力，因此项目主管希望能够预先识别出需要

重点关注的程序模块，并对其分配足够的测试资

源。软件缺陷预测 [1-3]是一种可行方法，具体来

说，通过分析软件代码或开发过程，设计出与软

件缺陷相关的度量元[4]，随后通过挖掘软件历史仓

库来创建缺陷预测数据集。目前可以挖掘与分析
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的软件历史仓库包括项目所处的版本控制系统（例

如 CVS、SVN 或 Git）或缺陷跟踪系统（例如

Bugzilla、Mantis、Jira 或 Trac）等。最后基于上述

搜集的缺陷预测数据集，构建缺陷预测模型，并

用于预测出项目内的潜在缺陷程序模块。 

软件缺陷预测可以将程序模块的缺陷倾向性、

缺陷密度或缺陷数设置为预测目标。以预测模块的

缺陷倾向性为例，其典型的模型构造和预测过程如

图 1 所示。 

 

 

软件历史 

仓库
 …

…
…

 

   程序模块  度量元     

  

 

   

类

新程序模块 度量元

预测

抽取程序模块
数据预处理并

构建缺陷预测模型

FP

NFP
对模块进行度量并

标记

缺陷预

测模型

图 1  以缺陷倾向性为预测目标的软件缺陷预测过程 

该过程主要包括 4 个阶段：（1）挖掘软件历史

仓库，从中抽取出程序模块。程序模块的粒度根据

实际应用的场景，可设置为文件、包、类或函数等。

随后将该程序模块标记为有缺陷模块或无缺陷模

块，在图 1 中，我们将有缺陷模块用红色进行标记，

无缺陷模块用绿色进行标记。（2）通过分析软件代

码或开发过程设计出与软件缺陷存在相关性的度

量元，通过这些度量元对程序模块进行软件度量并

构建出缺陷预测数据集。（3）对缺陷预测数据集进

行必要的数据预处理后，借助特定的建模方法构建

出缺陷预测模型。（4）当面对新程序模块时，在完

成对该模块的软件度量后，基于缺陷预测模型和度

量元取值，可以完成对该模块的分类，即将该模块

预测为有缺陷倾向性（defect-proneness，简称 FP）

模块或无缺陷倾向性（non defect-proneness，简称

NFP）模块。 

2.2  特征选择方法在软件缺陷预测中的应用 

缺陷预测数据集中若含有大量特征（即度量

元），会使得数据集存在维数灾难问题。因此需要

提出有效方法来重点识别出数据集中的冗余特征

和无关特征。其中冗余特征大量或完全重复了其他

单个或多个特征中含有的信息。而无关特征则对采

用的数据挖掘算法不能提供任何帮助。研究表明无

关特征和冗余特征的存在会增加缺陷预测模型的

构建时间，并会降低模型的预测性能。 

特征选择是解决维数灾难问题的一种有效方

法，通过识别并移除数据集中的冗余特征和无关特

征，来确保选出最为有用的特征子集来构建缺陷预

测模型。目前已有的特征选择方法可简单分为两

类：包装（wrapper）法和过滤（filter）法。其中包

装法借助预先指定的学习算法的预测精度来决定

选择出的特征子集。因此虽然精度较高，但计算开

销较大。过滤法则通过分析数据集来完成特征的选

择，因此与选择的学习算法无关，具有更好的通用

性且计算开销较小，但精确度较低。 

Menzies 等人[9]和宋擒豹等人[10]提出的通用缺

陷预测框架中均包含了基于包装法的特征选择方

法。Gao等人[11]针对一个大规模遗留电信软件系统，

考虑了一种混合特征选择方法，在该方法中考虑了

不同的特征排序评估方法和特征子集评估方法。我

们[8]也基于过滤法，提出一种新颖的基于聚类分析

的特征选择框架 FECAR。FECAR 首先根据特征间

的特征相关度将特征进行聚类分析，这样可以将具

有冗余关系的特征集中于同一聚类中。随后对于每

一个聚类，根据特征与类间的类相关度从高到低进

行排序，并从中选出指定数量的特征，该阶段可以

有效避免选出无关特征。 

2.3  缺陷预测数据集中的噪声问题 

在挖掘软件历史存档时，在对程序模块进行类

型标记和软件度量时均可能产生噪声，这些噪声的

存在会影响到缺陷预测模型的构建，并会对已有实

证研究结论的有效性产生严重影响。 

以程序模块类型标记为例，首先，将版本控制

系统中的修改日志与缺陷跟踪系统中的缺陷报告

建立链接关系时容易产生噪声。例如通过在修改日

志中搜索特定关键词（例如 fixed 或 bug）和缺陷 ID

号（例如#53322）可以去建立这种链接关系，随后

基于该链接关系将代码修改涉及的程序模块标记

为有缺陷模块。但在实际的软件开发过程中，开发

人员在修复完缺陷并提交代码修改时，经常会忘记

在修改日志中输入这次修复的缺陷 ID 号，从而造

成一些链接关系的遗漏，这种遗漏会造成一些有缺

陷模块被误标记为无缺陷模块。我们称这种噪声为

假阴性（false negative）噪声。Bird 和 Bachmann

等人[12-13]通过分析一些开源项目，发现大约 54%的

已修复缺陷并未与对应的修改日志建立链接关系。

Nguyen 等人[14]同样在一个商业项目中也发现了上

述问题。随后 Wu 等人[15]和 Nguyen 等人[16]分别提

出了 ReLink 方法和 MLink 方法来尝试重新发现这

些遗漏的链接关系。Rahman 等人[17]则从另一个角
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度出发，他们深入分析了缺陷预测数据集的假阴性

噪声和规模对缺陷预测模型性能的影响。他们认为

可以通过提高数据集的规模来缓解噪声问题的影

响。 

其次在缺陷跟踪系统中，如果问题报告（issue 

report）存在错误分类也会产生噪声。Herzig 等人[18]

手工检查了来自五个开源项目的 7000 多份问题报

告，他们发现大部分的问题报告均被分类为缺陷报

告（即为了修复缺陷）。但深入分析之后，他们发

现其中 33.8%的问题报告存在误分类问题。即其提

交的问题报告不是为了修复缺陷，而是为程序模块

添加新的特征、修改相应文档或重构内部代码等。

这些被误分类的问题报告会造成一些无缺陷模块

被误标记为有缺陷模块。我们称这种噪声为假阳性

（false positive）噪声。他们提出了一套分类指南，

可以有效提高对这些问题报告的分类准确率。 

通过上述分析，不难看出缺陷数据集中的噪声

问题难以避免。Kim 等人[6]采用随机方式，手工注

入类标噪声，并对已有缺陷预测方法的噪声抗干扰

能力进行了分析。他们在实证研究中发现：（1）当

数据集中的缺陷模块足够多时，增加噪声并不会显

著降低已有方法的预测性能。（2）已有方法对假阴

性噪声的抗干扰能力更强一些。（3）当数据集中包

含的假阳性和假阴性噪声的总比例不超过

20%~35%时，已有方法的性能不会显著下降。

Tantithamthavorn 等人[7]认为 Kim 等人采用随机方

式来为数据集注入噪声并不合理，他们基于 Herzig

等人[18]的研究工作，发现因问题报告误分类产生的

噪声并不是随机出现的。同时不同的噪声注入方式

对最终的实证研究结果存在显著的影响。 

与上述研究工作不同，我们对前期研究工作[8]

进行了扩展，其扩展之处包括：（1）在特性选择阶

段，设计出了三种不同的启发式策略，旨在具有一

定的噪声容忍能力。（2）设计出噪声注入机制，通

过同时注入类标噪声 C-Noise 和特征噪声 F-Noise

来模拟噪声数据集。具体来说，通过随机修改实例

的标记来注入 C-Noise，借助 Gaussian 噪声来注入

F-Noise。基于上述噪声数据集，系统的验证了论文

所提方法的噪声容忍能力。（3）分别从性能评测指

标 AUC 和稳定性评测指标 RLA 来验证论文所提方

法的有效性，同时深入分析了特征选择比例和噪声

注入率对结果的影响。 

3 特征选择框架 FECS 

本节将给出论文所提的特征选择框架 FECS 的

实现细节。首先，对 FECS 框架中使用的类相关度

和特征相关度进行定义。随后描述方法的整体框架

结构以及特征选择阶段中的三种不同的启发式特

征选择策略。 

3.1  特征关联性分析 

论文依次对类相关度和特征相关度做如下定

义： 

定义 1. 类相关度（FC-Relevance）. 对于给定

的特征 fi 和类标，用 FC-Relevance 定义它们之间的

类相关度，并借助类相关度度量公式计算出特征

与类标间的关联性强度。 

目前存在多种用于计算类相关度的度量公式 
[19-20]。常用的度量公式可以分为三类：第一类基于

统计理论，包括卡方值（Chi-Square）等；第二类

基于信息熵，包括信息增益（information gain）、对

称不确定性（symmetric uncertainty）等；还有一类

基于实例，包括 Relief 和 ReliefF 等。已有研究工

作[8,21]表明：在软件缺陷预测领域中，基于信息增

益的度量公式在数据集内含有噪声的情况下，仍然

可以取得较好的预测性能。因此，论文采用信息增

益作为 FECS 框架的类相关度度量公式。其具体公

式为： 

)|(log)|()(

)()|(

2 yxpyxpyp

XHYXIG

XxYy






        (1) 

在公式(1)中，H(X)用于计算随机变量 X 的信息

熵，p(y)表示变量 Y 取值为 y 的先验概率，p(x|y)表

示当变量 Y 取值为 y，变量 X 取值为 x 的后验概率。

其中信息熵 H(X)的计算公式为： 





Xx

xpxpXH )(log)()( 2            (2) 

定义 2. 特征相关度（FF-Correlation）. 对于

任意两个特征 fi和 fj（i j），用 FF-Correlation 定义

它们之间的相关度，并借助特征相关度度量公式

计算出两个特征间的关联性强度. 

目前同样存在多种特征相关度度量公式，可以

计算出两个特征间的相关度[19-21]。Yu 和 Liu 发现对

于软件度量特征来说，非线性的相关度度量方法比

线性方法更为实际有效。同样，我们的前期研究工

作也表明：非线性的对称不确定性（symmetric 
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uncertainty，简称 SU）在软件缺陷预测中能取得足

够好的预测性能。因此论文采用 SU 作为 FECS 框

架的特征相关度度量公式，其计算公式为： 

)()(

)|(
2),(

YHXH

YXIG
YXSU


          (3) 

其中，IG(X|Y)和 H(X)可通过公式（1）和公式

（2）来计算。 

3.2  FECS框架的总体结构 

本文提出的 FECS 框架如图 2 所示，具体来说，

在按照 3.1 节对特征集进行关联性分析后，FECS

分为两个阶段。在第一阶段，借助聚类分析，基于

FF-Correlation 将原始特征集划分到指定数目的簇

中。在第二阶段，基于类相关度 FC-Relevance 和特

征相关度 FF-Correlation 设计出三种不同的启发式

特征选择策略，依次从每一个簇中选中最有价值的

特征。 

    

   

   

原有特征集

将特征进行聚类分析

从每个聚类中

选出一个典型特征

选出的特征子集

选择策略

策略1：FR

策略2：MR 

策略3： LE

 

c

 

 

Select by feature ranking

Select by maximum representative

Select by least eccentricity

 

图 2  FECS 框架的总体结构 

3.2.1  特征聚类阶段 

在该阶段，借助 k-medoids 聚类方法。该方法

首先基于 FC-Relevance 对特征进行排序，并选取前

k 个特征作为初始中心点。接着，基于 FF-Correlation

将剩余的特征划分到最近的中心点所在的簇中。之

后，计算簇中每个特征与其他特征之间的特征相关

度之和，选取最大的相关度之和来更新簇中心。重

复上述过程，直至方法收敛为止。具体的算法细节

可以参考我们的前期研究工作[8]。相对于最常用的

k-means 聚类方法，k-medoids 选取的中心点都是簇

内的实际数据点，而不是簇中数据均值，因此尽管

存在噪声也不会对中心点的选取产生严重的影响。

另一方面，在算法第一次计算出所有特征相关度

后，每次更新簇中心都不需要再次计算各个特征之

间的特征相关度，而是可以利用第一次的计算结果

进行簇中心的更新运算，相比于 k-means 可以大幅

度减少计算开销。因此论文在特征聚类阶段选取了

更适用于构建鲁棒特征选择算法的 k-medoids 聚类

方法。 

3.2.2  特征选择阶段 

在该阶段，基于第一阶段的聚类分析结果，依

次从每一个簇中选出一个最有代表性的特征来构

成最终选出的特征子集。在前期研究工作[8]中，我

们可能会从每个簇中选出不止一个特征。但是，由

于数据集中可能含有 C-Noise 和 F-Noise，这种策略

可能无法适用于存在噪声的数据集中。除此之外，

我们发现若基于 FF-Correlation，有时候也有助于选

出一些具有噪声容忍能力的特征。我们将在 3.3 节

中具体说明框架内考虑的三种不同的启发式特征

选择策略。 

3.3  三种启发式特征选择策略 

完成聚类分析后，我们在特征选择阶段设计了

三种不同的启发式策略，可以依次从每个簇中选出

有助于容忍噪声的最典型特征。三种策略的描述如

下： 

策略 1（FR）：选择类相关度最大的。该策略

在每个簇中，计算各个特征与类标的类相关度

FC-Relevance，选择该值最大的一个作为最终选择

的特征。 
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策略 2（MR）：选择簇中最具代表的。该策略

在每个簇中，计算各个特征与其他所有特征的特征

相关度 FF-Correlation 之和，选择该值最大的一个

（即簇中心）作为最终选择的特征。 

策略 3（LE）：选择与其他簇关联性最低的。

该策略在每个簇中，计算各个特征与其他簇中心的

特征相关度 FF-Correlation 之和，选择该值最小的

一个作为最终选择的特征。 

除了从各个簇中仅选出一个特征，策略 1 和我

们前期工作[8]类似。该策略也被其他研究人员[22-23]

用于特征选择。但是，由于数据集中可能会存在

C-Noise，因此该策略基于 FC-Relevance 所选出的

特征容易受到 C-Noise 的影响。 

而在设计策略 2 和策略 3 时，因没有考虑

FC-Relevance，所以能有效缓解 C-Noise 带来的影

响。尤其在策略 2 中，该策略选出的是每个簇中最

具代表的簇中心特征。文献[24]表明存在噪声的软件

度量特征与正常特征之间的相关度很低。所以，簇

中心特征受到 F-Noise 的影响也会较小。与策略 2

不同，在不含有噪声的数据集中，策略 3 可能表现

较好，主要因为该策略会选出特征之间冗余度最小

的特征。不过在存在 F-Noise 的数据集上，策略 3

只考虑特征与其他簇中心之间的特征相关度，因此

簇内则可能选取与簇内其他特征相关度较低的噪

声特征，所以容易受到 F-Noise 的影响。 

3.4  算法描述及分析 

本节对 FECS 的算法进行总结。FECS 的输入

是 原 有 特 征 集 、 指 定 的 FC-Relevance 和

FF-Correlation 度量方法、启发式特征选择策略、以

及聚类分析时需要生成的簇的数量。输出是选出的

特征子集。算法使用 SU 来度量两个特征之间的特

征相关度，使用 IG 来度量特征与类标之间的类相

关度。具体算法如算法 1 所示。 

随后分析该算法的时间复杂度。FECS 的时间

消耗主要包括三个部分，即特征集关联性分析和特

征聚类、簇内特征选择两个阶段。假设数据集中的

实例数量是 n、数据集的维度是 m、FECS 聚类后得

到 k 个簇。通常来说，实例数量 n 要远大于特征数

量 m，而 m 又要大于聚类后的簇数量 k。相对于 n，

可以将 m 和 k 视做常数。 

首先给出计算特征集关联性分析的时间复杂

度。该部分包括（1）类相关度计算：对于信息增

益，计算一个特征的类相关度是线性的，所以在含

有 n 个实例的数据集上计算一个特征的类相关度的

时间复杂度是 O(n)。总共有 m 个特征，计算它们类

相关度的时间复杂度是 O(nm) O(n)。（2）特征相

关度计算：由 SU 的计算公式可知，计算两个变量

SU 的时间复杂度也是线性的，即时间复杂度是

O(n)。总共有 m 个特征，那么计算特征相关度的时

间复杂度是 O(nm
2
) O(n)。 

算法 1.  FECS 框架. 

输入：原有特征集 F，FC-Relevance 的度量方法 IG，

FF-Correlation 的度量方法 SU，簇数量 k，特征选择策略 s 

输出：选出的特征子集 Subset 

1、特征集关联性分析 

for each pair of features (fi, fj) in F do 

 借助 SU 计算特征 fi 与特征 fj 之间的特征相关度 

endfor 

构造出矩阵 M，其中 Mi,j 表示 SU(fi, fj) 

for i=1 to m do 

 借助 IG 计算特征与类标之间的类相关度，并构造向量

V，其中 Vi 表示 IG(fi, label) 

endfor 

2、特征聚类阶段 

根据矩阵 M 和向量 V，将原有的特征集划分为 k 个簇 

3、特征选择阶段 

Subset←ø 

for i=1 to k do 

 根据策略 s 从簇 Ci 中选出一个典型特征，并添加到

Subset 

endfor 

return Subset 

接着给出 FECS 两阶段的时间复杂度分析： 

第一阶段（特征聚类）：3.2.1 节已经说明特征

聚类主要包括计算特征与各个簇的中心点距离和

更新每个簇的中心点两个步骤。对每一个特征，计

算步骤 1 的过程就是从 k 个簇中心特征中找出与其

最近邻的中心点，因此时间复杂度是 O(k)，又因为

总共有 m 个特征，所以这一步总的时间复杂度是

O(mk)。步骤 2 在更新簇内的簇中心时，需要计算

簇内每个特征与簇内其他特征的特征相关度之和，

而每个簇的期望大小是 m/k，所以更新簇中心特征

的时间复杂度是 O(k(m/k)
2
)=O(m

2
k)。 

第二阶段（特征选择）：可以使用快速排序算

法对簇内的特征按照不同策略根据类相关度或者

特征相关度进行排序选择，该时间复杂度是
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O(k(m/k)log2(m/k))= O(mlog2(m/k))。 

因此 FECS 最终的时间复杂度是[O(n)+O(n)]+ 

[O(mk)+O(m
2
k)]+[O(mlog2(m/k))] O(nlog2n)。 

4 实验设计 

本节对 FECS 的有效性进行实证研究。下面是

实证研究中需要回答的三个实验问题： 

RQ1：相对于经典的特征选择方法，FECS 是

否在无噪声的数据集上能够提高缺陷预测模型的

性能？ 

RQ2：当数据集同时存在类标噪声 C-Noise 和

特征噪声 F-Noise 的情况下，相比于其他经典特征

选择方法，其预测模型的性能损失是增加还是减

少？ 

RQ3：对于 FECS 而言，噪声注入率、特征选

择比例以及噪声类型是如何对预测模型性能产生

影响的？ 

前两个问题的设计主要在没有噪声和存在噪

声的数据集上，探讨 FECS 的预测性能及稳定性。

而第三个问题的设计，则是期望为更有效地使用

FECS 提供相应指导。 

表 1  测评数据集具体信息 

数据集 
程序模

块粒度 
特征数 实例数 

缺陷实例数 

（所占比例） 

Eclipse2.0 类 155 6729 975（14.49%） 

Eclipse2.1 类 155 7888 854（10.83%） 

Eclipse3.0 类 155 10593 1568（14.80%） 

cm1 函数 37 505 48（9.50%） 

kc1 类 86 145 60（41.37%） 

kc3 方法 39 458 43（9.39%） 

kc4 方法 43 125 61（48.80%） 

mc2 函数 39 161 52（32.30%） 

mw1 函数 37 403 31（7.69%） 

pc1 函数 37 1107 76（6.87%） 

pc3 函数 37 1563 160（10.24%） 

pc4 函数 37 1458 178（12.21%） 

pc5 函数 39 17186 516（3.00%） 

 

4.1  数据集 

本文选择了来自实际软件项目的数据集来进

行实验研究，包括来自 Eclipse 项目的三个数据集

和来自 NASA 项目的 10 个数据集。其中 Eclipse 项

目的数据集可以从Promise库中下载获得，而NASA

项目的数据集可以从 MDP 数据库中获取。所有这

些数据集都已公开，并且被广泛用于软件缺陷预测

研究领域[6,8-10,12]。 

为了尽可能的减少数据集内的噪声，论文对下

载的数据集执行了如下的数据预处理：（1）移除所

有非数值型及取值完全相同的特征；（2）原有数据

集的类标表示的是软件缺陷数，而本文处理的是一

个二元分类问题，因此我们将缺陷数大于 0 的模块

标记为有缺陷模块，其他模块则标记为无缺陷模

块；（3）最后依据 Hulse 和 Khoshgoftaar 推荐的方

法[25]来识别并移除存在异常特征取值的模块实例。

通过上述数据预处理，我们假设所得到的数据集不

存在噪声问题。 

4.2  噪声注入 

本文主要考虑两种类型的数据噪声，分别是类

标噪声 C-Noise 和特征噪声 F-Noise，下面依次定义

如下： 

定义 3. 类标噪声（C-Noise）. 当数据集中的

实例（即程序模块）存在类标错误时，则称该类噪

声为类标噪声。 

定义 4. 特征噪声（F-Noise）. 当数据集中的

实例的某些特征值出现丢失或者度量有误时，则称

该类噪声为特征噪声。 

在缺陷预测数据集搜集过程中，这两种噪声通

常会同时出现。因此，本文在噪声注入时同时考虑

了 C-Noise 和 F-Noise，并通过变量 来表示注入的

噪声率。下面是论文设计的噪声注入过程： 

（1）对于 C-Noise 的注入，先随机选取

个实例， 表示数据集中

含有的实例数。然后翻转所选实例的类标（即将没

有缺陷的标记修改为有缺陷的标记，或者相反）。 

（2）对于特征噪声 F-Noise 的注入，使用了文

献[26-27]推荐的高斯噪声（Gaussian noise）。具体来

说，每次随机选取一个实例，然后再随机选取该实

例的一个特征。将服从高斯分布 的随机噪

声 赋 值 给 该 特 征 ， 其 中 ， ，

，max 和 min 分别表示所有实

例在该特征上取值的最大值和最小值。此过程会重
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复 次。 

在噪声率 的取值设置上，本文参考了 Herzig

等人[18]的结论：在缺陷预测数据集中 33.8%的数据

会遭到噪声污染。因此，在本文实验中，对 C-Noise

和 F-Noise 的噪声率 均设置为 33.8%。例如，数据

集 cm1 包含 505 个实例和 37 个特征。在噪声率设

置为 33.8%的情况下，170 个实例的类标会被翻转，

6315 个特征值将会被注入高斯噪声。在 RQ3 中，

我们将进一步分析不同的噪声率 对 FECS 在缺陷

预测模型性能上的影响。 

最后需要注意的是，本文仅对训练集上的数据

注入噪声，并假设测试集上的数据不存在噪声。这

种约定可以直观地比较出注入噪声前后各种特征

方法的性能优劣，从而更公平地去评价 FECS 是否

能提高预测模型的容错能力。 

4.3  评测指标 

本文采用两种评测指标 AUC
[28]和 RLA

[26]来评

价特征选择方法的性能。其中 AUC 指标用来度量

模型的预测性能，而 RLA 指标则度量在噪声数据

集中，模型预测性能的稳定度。 

AUC（area under ROC curve）[28]基于 ROC 曲

线来评估不同缺陷预测模型的预测性能。其中 ROC

曲线[29]在评估分类器的时候，综合考虑了不同的分

类阈值。在 ROC 曲线中，横坐标表示 tpr（true 

positive rate）值，纵坐标表示 fpr（false positive rate）

值，对每一个分类阈值，分类器都有对应的 tpr 值

和 fpr 值（即对应坐标系上的一个坐标点）。将所有

坐标点连接起来就是该分类器对应的 ROC 曲线。

而 AUC 指标则对应的是 ROC 曲线下的面积，其取

值范围是[0,1]，越接近于 1，则代表对应的分类器

性能越好。AUC 指标还特别适用于具有类不平衡问

题的数据集[30]，目前 AUC 指标已经被很多研究人

员用于测评缺陷预测模型的性能[9,28]。 

RLA（relative loss of accuracy）[26]在噪声数据

集上，可评估不同缺陷预测模型的预测性能的损失

情况。与文献[31]不同，论文中 RLA 主要考虑 AUC

值的损失情况，而不是准确率（accuracy）的损失

情况。因此，RLA 指标的计算公式是： 

0

%0
%

AUC

AUCAUC
RLA x

x


               (4) 

在公式(4)中， 表示 x%的噪声（既包括

C-Noise 又包括 F-Noise）被注入后的 AUC 值，而

表示在数据集没有注入噪声时的 AUC 值。 

4.4  实验细节 

为了评估 FECS 框架的有效性，本文基于 3.3

节的 3 种策略，实现了 3 种不同的特征选择方法。

其中 FECS_FR 方法在特性选择阶段使用策略 1，

FECS_MR 方法使用策略 2，而 FECS_LE 方法使用

策略 3。并且选取 3 种经典的特征选择算法（IG、

CFS 和 Consist）作为对比方法。除此之外，还选择

了 ALL 方法作为对比方法，该方法并不使用特征

选择方法（即保留所有特征）。在分类器选择方面，

选取了朴素贝叶斯（NB）和决策树（C4.5）作为缺

陷预测模型的构建方法。图 3 是本文实验配置的整

体框架图。 

原始

数据集

训练

数据集

特征选择方法

分类模型FECS_FR

IG CFS

ALL Consist

NB

C4.5

FECS_MR

FECS_LE

 

图 3  实验配置的框架图 

为评估缺陷预测模型的性能，我们采用 10×10

折交叉验证方式 [6]。具体来说：10 折交叉验证

（10-fold cross validation）是评估分类方法性能的

一种常用方法。即将数据集划分为 10 份，轮流将

其中的 9 份作为训练数据，剩余 1 份作为测试数据。

上述过程重复十次（即确保每个实例都被预测过一

次），并最终取这十次运行结果的平均值。为了避

免数据集中实例次序对结果的影响，在实验中我们

进一步重复 10 折交叉验证 10 次，每次执行前将数

据集中的实例随机打乱。论文将上述验证方法称为

10×10 折交叉验证方式。 

4.4.1  经典特征选择方法介绍 

论文考虑了四种对比方法：IG、CFS、Consist

和 ALL。具体来说：IG 方法[8,21]是一种有效并且广

泛应用于特征选择的排序算法；CFS 特征选择方法
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[32]同时考虑了特征与类标间的类相关度以及特征

彼此间的特征相关度，用 Best-First 搜索策略来寻

找高类相关度低特征相关度的特征子集；Consist

方法[33]的目的是寻找一个最小特征子集，使用该子

集的分类效果和使用全集的分类效果一致；ALL 方

法不做特征选择，而使用原始特征集来构建缺陷预

测模型。加上三种 FECS 特征选择方法，本次实验

总共实现了 7 种方法。 

在方法的参数取值设定上，我们根据宋擒豹等

人[34]的建议，将从原始特征集中选出的特征数设置

为 ，其中 n 表示原始特征数。这种参数取

值适用于 IG 方法和本文提出的 FECS 方法。而 CFS

和 Consist 方法因为不能精确控制所选出的特征数
[32-33]，最终可能会超出实验设定的特征数量。在

RQ3 中，本文还会进一步分析 FECS 所选出的特征

比例对模型预测性能的影响。 

4.4.2  分类器 

本文考虑了两类经典的分类方法来构建缺陷

预测模型：贝叶斯方法中的朴素贝叶斯（Naive 

Bayes，NB）[9,23,28]和决策树方法中的 C4.5
[35]。与

其他贝叶斯方法不同，朴素贝叶斯算法假设特征之

间条件独立。即在类标确定的情况下，特征和特征

之间相互独立。C4.5 在构建决策树的过程中根据特

征的信息增益率选择最大的特征节点进行分裂，同

时使用剪枝方法来减缓过拟合问题。NB 分类器和

C4.5 分类器是缺陷预测领域中应用最广泛的分类

算法[9]。本文基于 Weka 软件包实现了 NB 和 C4.5

分类器，并采用默认的参数取值。 

5 结果的分析和讨论 

为了回答上一节中提出的 3 个实验问题，本节

首先在没有注入噪声的数据集上对 FECS 和其他特

征选择方法进行比较。接着，对数据集注入噪声，

观察 FECS 在噪声数据集上的性能。最后，进一步

研究噪声注入率和特征选择比例对 FECS 性能的影

响。 

为了进一步分析两个方法间的性能差异，我们

统计了两个方法间的 Win/Draw/Loss 信息，具体来

说：‘方法 A vs 方法 B’的 Win/Draw/Loss 信息包

括三个值：Win、Draw 和 Loss。这三个值分别表示

方法 A 好于、等于和差于方法 B 的数据集数量。在

实验中，ALL 方法被固定为‘方法 B’，以此作为

评测基准来比较其他特征选择方法。 

本文为了分析结果在统计上的显著性，还使用

了 Friedman 检验[28,36-37]。Friedman 检验服从自由度

为 k-1 的卡方分布，其原假设是多个方法间的效果

并不存在显著性差异。具体来说，如果发现检验结

果的 p 值足够小（即小于 0.05），则认为原假设不

成立，即各个方法之间存在显著性差异。如果发现

各个方法之间存在显著性差异，则可以使用后续检

验方法来进一步找出哪些方法和其他方法不同。 

表 2  在注入噪声前，基于两种分类器的不同特征选择方法的 AUC值 

数据集 

基于朴素贝叶斯分类器（NB） 基于决策树分类器（C4.5） 

ALL IG CFS Consist 
FECS

_FR 

FECS_

MR 

FECS_

LE 
ALL IG CFS Consist 

FECS_

FR 

FECS_

MR 

FECS_

LE 

Eclipse2.0 .791 .788 .799 .800 .798 .795 .741 .671 .745 .692 .701 .758 .748 .736 

Eclipse2.1 .745 .758 .745 .760 .768 .764 .755 .590 .700 .712 .628 .738 .736 .723 

Eclipse3.0 .762 .762 .755 .769 .783 .770 .774 .637 .732 .704 .671 .748 .728 .635 

cm1 .750 .764 .757 .500 .769 .726 .768 .528 .540 .548 .500 .558 .502 .488 

kc1 .788 .792 .791 .790 .793 .792 .790 .660 .725 .697 .692 .707 .718 .729 

kc3 .808 .766 .797 .795 .821 .822 .813 .567 .586 .606 .611 .752 .750 .660 

kc4 .757 .764 .751 .744 .770 .744 .759 .775 .726 .754 .765 .726 .744 .800 

mc2 .709 .647 .646 .654 .656 .648 .654 .636 .577 .578 .589 .606 .559 .624 

mw1 .744 .777 .780 .772 .784 .781 .815 .556 .558 .570 .602 .605 .562 .560 

pc1 .746 .739 .741 .743 .780 .772 .768 .650 .649 .677 .672 .674 .697 .653 

pc3 .773 .791 .788 .729 .796 .787 .778 .635 .536 .584 .566 .558 .634 .602 

pc4 .836 .828 .814 .832 .834 .825 .827 .760 .854 .852 .771 .870 .773 .789 
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pc5 .928 .943 .871 .935 .944 .930 .932 .733 .890 .850 .821 .852 .901 .874 

平均值 .780 .778 .772 .756 .792 .781 .783 .646 .678 .679 .661 .704 .696 .683 

W/D/L - 7/1/5 5/1/7 6/0/7 11/0/2 9/0/4 10/0/3 - 9/0/4 10/0/3 9/0/4 10/0/3 9/0/4 9/0/4 

 

5.1  RQ1：在注入噪声前的FECS性能分析 

依据 4.4 节，本次实验对所有方法都做了 10×

10 折交叉验证方式。表 2 给出了基于两种分类器的

不同特征选择方法在 13 个数据集上的 AUC 值的均

值，其中左边是基于 NB 分类器，右边是基于 C4.5

分类器。在每个数据集上，将最优结果加粗。表中

最后两行，第一行是平均值，第二行是以 ALL 方

法为评测基准的 Win/Draw/Loss 统计信息。 

当选择 NB 作为分类器时，从 AUC 平均值角

度看，3 种 FECS 方法占据了所有方法的前三名。

其中，FECS_FR 方法的表现最好。不过，我们也发

现特征选择方法并不一定对所有的数据集都有效。

例如，在数据集 mc2 和 pc4 上，ALL 方法的性能要

优于其他特征选择方法。从 Win/Draw/Loss 角度看，

3 种 FECS 方法在 13 个数据集中赢得了 10 次，其

中 FECS_FR 赢得 8 次。在与评测基准 ALL 方法的

对比中，FECS 方法也都赢多输少。执行 Friedman

检验后的 p 值为 0.0288，进一步说明各个方法之间

存在显著性差异。 

当选择 C4.5 作为分类器时，从 AUC 平均值角

度看，3 种 FECS 方法仍旧占据了前三名。其中，

仍是 FECS_FR 方法的表现最好。而 FECS_MR 和

FECS_LE 表现类似。ALL 方法只在数据集 mc2 和

pc3 上表现较好，但平均而言是所有方法中最差的。

从 Win/Draw/Loss 角度看，3 种 FECS 方法在 13 个

数据集中赢得了 11 次，其中 FECS_FR 赢得 7 次。

在与评测基准 ALL 方法的对比中，所有的特征选

择方法，也包括 FECS 方法，都是赢多输少。最后，

执行 Friedman 检验后的 p 值为 0.0435，再一次说明

各个方法之间存在显著性差异。 

通过上述分析，论文得出如下结论：（1）FECS

方法在注入噪声前的数据集上，性能优于其他特征

选择算法，对于不同分类器，这种性能优越性保持

稳定。（2）在 3 种 FECS 方法中，FECS_FR 方法的

平均性能最好。 

表 3  在注入噪声后，基于两种分类器的不同特征选择方法的 AUC 值（ ） 

数据集 

基于朴素贝叶斯分类器（NB） 基于决策树分类器（C4.5） 

ALL IG CFS Consist 
FECS

_FR 

FECS_

MR 

FECS_

LE 
ALL IG CFS Consist 

FECS_

FR 

FECS_

MR 

FECS_

LE 

Eclipse2.0 .749 .739 .794 .778 .744 .735 .742 .604 .587 .592 .626 .657 .621 .630 

Eclipse2.1 .732 .714 .722 .700 .742 .727 .720 .571 .556 .554 .553 .609 .578 .571 

Eclipse3.0 .731 .697 .755 .747 .720 .715 .742 .598 .591 .625 .628 .624 .616 .599 

cm1 .632 .588 .500 .493 .633 .607 .612 .499 .504 .502 .505 .544 .500 .461 

kc1 .743 .712 .632 .600 .683 .660 .681 .557 .573 .554 .563 .587 .610 .623 

kc3 .707 .718 .555 .521 .700 .724 .690 .546 .502 .509 .500 .567 .585 .540 

kc4 .664 .648 .558 .518 .736 .716 .684 .549 .564 .530 .538 .636 .568 .599 

mc2 .613 .582 .500 .518 .576 .597 .553 .526 .517 .513 .514 .581 .547 .579 

mw1 .679 .692 .523 .531 .742 .728 .738 .500 .525 .509 .498 .565 .560 .540 

pc1 .572 .609 .525 .516 .635 .594 .643 .504 .530 .500 .503 .540 .544 .552 

pc3 .661 .706 .542 .521 .747 .712 .721 .508 .515 .511 .516 .544 .553 .558 

pc4 .726 .753 .633 .531 .753 .754 .750 .561 .569 .537 .547 .630 .604 .600 

pc5 .915 .923 .837 .927 .932 .926 .929 .637 .605 .587 .629 .652 .623 .607 

平均值 .702 .699 .621 .608 .719 .707 .708 .551 .549 .540 .548 .608 .578 .583 

W/D/L - 6/0/7 2/0/11 3/0/10 8/0/5 7/0/6 7/0/6 - 7/0/6 4/0/9 5/0/8 13/0/0 12/0/1 9/1/3 
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5.2  RQ2：在注入噪声后的FECS性能分析 

为了回答 RQ2，本文按照 4.2 节的方法对数据

集注入 F-Noise 和 C-Noise 这两类噪声。根据 Herzig

等人的[18]的建议，将噪声率控制为 33.8%。对于

实验结果，这里使用 AUC 和 RLA 来度量方法的有

效性。 

5.2.1  AUC 值分析 

表 3 显示了在噪声注入后，预测模型的 AUC

值的平均值。与表 2 类似，表中左边基于 NB 分类

器，右边基于 C4.5 分类器。在每个数据集上，将最

优结果进行加粗。表中最后两行，第一行是平均值，

第二行是以 ALL 方法为评测基准的 Win/Draw/Loss

统计信息。 

当选择 NB 作为分类器时，从 AUC 平均值角

度看，3 种 FECS 方法还是占据了前三名。在 3 种

方法中，FECS_FR 仍然表现最好。数据表明在不论

数据集是否注入噪声的情况下，FECS 方法都表现

较好，并且策略 1 也要优于其他两种策略。ALL 方

法紧随其后，并且相比其他特征选择方法有较为明

显的优势。特别是在数据集 kc1 和 mc2 上，ALL 表

现最优。这说明其他经典方法在噪声数据集上也存

在问题，因而提出具有抗噪能力的特征选择方法是

有必要的。从 Win/Draw/Loss 角度看，在与评测基

准 ALL 方法的对比上，3 种 FECS 特征选择方法都

是赢多输少，而另外 3 种经典特征选择方法并不完

全如此。执行 Friedman 检验的 p 值为 0.0011（远小

于 0.05），说明各个方法之间确实具有显著性差异。 

当选择 C4.5 作为分类器时，从 AUC 平均值角

度看，3 种 FECS 方法依然与前面的结论保持一致，

FECS_FR 仍然表现最好。除此之外，相对于其他 3

种经典特征选择方法，ALL 方法在 AUC 和

Win/Draw/Loss 上都表现更优。在与评测基准 ALL

方法的对比上，Win/Draw/Loss 结果证实了 FECS

具有显著优势，FECS 在全部 13 个数据集上均优于

ALL 方法。执行 Friedman 检验的 p 值为 1.55-E06

（远小于 0.05），再次说明方法间存在显著性差异。 

 

表 4  在注入噪声后，基于两种分类器的不同特征选择方法的 RLA 值（ ） 

数据集 

基于朴素贝叶斯分类器（NB） 基于决策树分类器（C4.5） 

ALL IG CFS Consist 
FECS

_FR 

FECS_

MR 

FECS_

LE 
ALL IG CFS Consist 

FECS_

FR 

FECS_

MR 

FECS_

LE 

Eclipse2.0 .053 .062 .006 .028 .068 .076 -.001 .099 .212 .144 .107 .133 .169 .143 

Eclipse2.1 .017 .058 .031 .079 .034 .048 .046 .032 .205 .222 .119 .174 .215 .211 

Eclipse3.0 .041 .085 .001 .029 .080 .071 .042 .061 .193 .113 .063 .166 .154 .056 

cm1 .157 .230 .340 .015 .177 .164 .203 .056 .066 .083 -.010 .024 .004 .055 

kc1 .057 .101 .201 .240 .138 .166 .137 .155 .210 .205 .186 .169 .150 .146 

kc3 .125 .063 .304 .345 .148 .119 .152 .038 .143 .161 .182 .246 .220 .182 

kc4 .123 .152 .257 .304 .044 .038 .099 .292 .223 .297 .296 .125 .236 .251 

mc2 .135 .100 .226 .209 .122 .078 .154 .173 .104 .112 .127 .041 .022 .072 

mw1 .088 .110 .330 .312 .054 .067 .095 .101 .060 .108 .173 .065 .004 .036 

pc1 .233 .176 .292 .306 .186 .231 .163 .224 .183 .261 .251 .199 .220 .155 

pc3 .144 .107 .312 .285 .061 .096 .074 .200 .038 .124 .088 .024 .128 .073 

pc4 .132 .090 .222 .362 .097 .086 .093 .262 .334 .370 .291 .275 .218 .239 

pc5 .014 .021 .039 .008 .013 .004 .003 .131 .320 .309 .234 .235 .308 .306 

平均值 .101 .104 .197 .194 .094 .096 .097 .140 .176 .193 .162 .144 .158 .148 

W/D/L - 5/0/8 2/0/11 4/0/9 7/0/6 8/0/5 6/0/7 - 5/0/8 2/0/11 3/0/10 6/0/7 8/0/5 9/0/4 

5.2.2  RLA 值分析 

这里我们度量 AUC 的相对损失（即 RLA）作

为衡量特征选择方法在预测性能上的稳定性，RLA

值越小说明方法在注入噪声前后的 AUC 损失越小

（即稳定性越好）。表4给出了预测模型稳定性RLA

的平均值。其中左边基于 NB 分类器，右边基于 C4.5
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分类器。同样，在每个数据集上，将最优结果进行

加粗。表中最后两行，第一行是平均值，第二行是

以 ALL 为评测基准的 Win/Draw/Loss 信息。 

当选择 NB 作为分类器时，根据 RLA 平均值数

据来看，3 种 FECS 方法都具有良好的稳定性。在 3

种方法中，稳定性最好的是 FECS_FR。除此之外，

ALL 方法比其他特征选择方法具有更好的稳定性，

并且在数据集 Eclipse2.1 和 kc1 上表现最好。通过

Win/Draw/Loss 分析，3 种 FECS 特征选择方法并不

比 ALL 方法具有明显优势。均值最好的方法

FECS_FR 在 13 个数据集上，仅赢得 7 次，同时有

6 次不及 ALL 方法。在执行 Friedman 检验后，得

到 p 值为 0.0153，说明结果仍旧具有显著性差异。 

当选择 C4.5 作为分类器时，根据 RLA 平均值

数据来看，ALL 表现最好，FECS 方法则比其他 3

种经典特征选择方法要稳定。从各个数据集上看，

ALL 也同样是最为稳定的方法，至少在 4 个噪声数

据集上超过其他特征选择方法。这说明 FECS 还需

要进一步的改进来提高在各种分类器上的稳定性。

但总体来说，在本文的实验中，C4.5 分类器的效果

不如 NB 分类器。从 Win/Draw/Loss 角度看，

FECS_MR 和 FECS_LE 相对于 FECS_FR 都是赢多

输少。最后，在进行 Friedman 检验后，得到 p 值为

0.027，该取值可以确保实验结果的可信度。另外，

实验结果存在一个有趣的负值现象，例如在数据集

cm1 上，Consist 方法的在注入噪声后的预测效果比

注入之前的效果有微弱的提高。同样的现象还发生

在将基于 NB 分类器的 FECS_LE 方法应用于数据

集 Eclipse2.0 上。这说明特征选择方法对 C-Noise

和 F-Noise 这两类噪声具有相对好的容错能力。 

通过上述分析，论文得出如下结论：（1）FECS

方法在注入噪声后的数据集上，预测的性能和稳定

性都要优于其他特征选择算法，尤其是 FECS_FR

方法。（2）另一方面，当采用 C4.5 分类器时，ALL

方法相对于 FECS 方法更加稳定。这说明 FECS 需

要进一步的改进，以使得其在不同分类器上都可以

取得更加稳定的表现。 

   

（a）FECS_FR （b）FECS_MR （c）FECS_LE 

图 4  基于朴素贝叶斯分类器（NB），噪声注入率和选择特征比例对 AUC值的影响 

   

（a）FECS_FR （b）FECS_MR （c）FECS_LE 

图 5  基于决策树分类器（C4.5），噪声注入率和选择特征比例对 AUC值的影响 

5.3  RQ3：噪声注入率、特征选择比例及噪声类

型对FECS的影响 

该小节先后调节噪声注入率 和选择比例（记

做|F%|），分析取值变化对 FECS 性能会产生何种影

响。与前面的实验保持一致，这里仍是同时注入

C-Noise 和 F-Noise 这两种噪声，使用平均 13 个数

据集上得到的 AUC 值作为预测结果的评价指标。 

在实验中，每一次都是固定一个噪声注入率
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和特征选择比例|F%|，经过 10×10 折交叉验证后，

在 13 个数据集上得到的 AUC 平均值。噪声率 的

设置范围从 0%到 60%，每次步长为 5%，而特征选

择比例的设置范围从 10%到 55%，每次步长也是

5%。本文还考虑 ALL 方法（即|F%|=100%），作为

不同噪声率下 FECS 的评测基准。图 4 和图 5 是实

验结果的 3D 图，分别记录采用 NB 分类器和 C4.5

分类器的预测性能结果。所有 6 副子图都使用统一

的坐标尺度，以便于比较。 

5.3.1  噪声注入率的影响 

图 4 选择 NB 作为分类器，其中每张子图都对

应一种策略。随着噪声率 的不断增加， 3 种 FECS

方法都会受到严重的干扰。尽管 FECS_FR 是 3 种

策略中最好的，但随着噪声的不断注入，其优势相

对于另外两种策略并不明显。不过通过图 4，可以

看到 3 种 FECS 方法都存在一个可容忍的噪声注入

率范围，在这个范围内噪声对方法的预测性能影响

是可接受的，即图中红色区域。这个区域对于 3 个

方法来说差别并不很明显，其上界接近 40%的噪声

率。 

图 5 选择 C4.5 作为分类器，实验结果类似。随

着噪声率 的上升，3 种 FECS 方法的预测性能都会

明显下降。同时 FECS_FR 也没有比其他两种策略

具有明显优势，但和噪声率的影响相比，该方法提

升的优势并不明显。随后，通过分析噪声可接受的

红色区域后，我们发现：当噪声率小于 30%的时候，

FECS 都具有良好的抗噪性能。除此之外，当噪声

率高于 50%的时候，不管基于何种策略的 FECS，

基于 NB 分类器的性能要差于在 C4.5 分类器的性

能。这表明在含有噪声的数据集上，即使在无噪声

时预测效果较好的分类器性能，也可能大幅下降，

甚至不如无噪声时预测效果一般的其他分类器。 

5.3.2  特征选择比例的影响 

对于特征选择比例来说，它和噪声注入率变化

的情况完全不同。仅选择很少一部分的特征（例如

|F%|=15%），3 种 FECS 都能获得比选择全部特征的

ALL 方法更好的性能结果，而不用考虑噪声率和分

类器选择的影响。事实上，无论基于哪种特征选择

策略，FECS 仅仅选用少量特征就能提高最后的预

测性能。这种趋势在两个分类器上都很明显，也与

最新的一些相关研究工作结论保持一致[23]。但对于

FECS 的 3 种方法，都很难找出其最优的选择特征

比例|F%|。固定某个噪声注入率，观察选择特征比

维度的截面，可以看到预测性能起伏变化还是比较

大的，这可能由于在不同数据集上，方法取得最优

性能所需选择的特征比例一般是不尽相同的。但总

体来说，FECS_FR 要优于另外两种 FECS 方法。 

5.3.3  噪声类型的影响 

为了更好的研究不同类型的噪声 C-Noise 和

F-Noise 对 FECS 性能的影响。下面的实验将分别单

独注入两种噪声类型，进而分析 C-Noise 和 F-Noise

在不同注入比率上对 FECS 性能的影响。和前面一

样，我们仍然选取 ALL 方法作为对比方法。同时，

为了便于比较，我们将选中的特征数与 RQ1 中的实

验设置保持一致，即均为 ，所有的结果都

取在 13 个数据集上的 AUC 值的均值。 

图 6 和图 7 的柱状图分别显示了随着 C-Noise

和 F-Noise 注入率从 10%上升到 50%，各个方法在

使用 NB 分类器做缺陷预测的效果对比图。图中 x

轴表示噪声的注入率，y 轴表示 AUC 值。蓝色、红

色和黄色矩形分别表示 FECS 的三种策略。而黑色

直线则表示对比方法 ALL 的预测结果。 

首先我们分析 C-Noise 注入率对 AUC 值的影

响。基于图 6，我们认为 FECS_MR 在 C-Noise 噪

声下相对其他三种方法具有更好的预测性能，而

FECS_FR 和 FECS_LE 则和对比方法 ALL 效果类

似。前面 3.3 节已对 FECS_MR 和 FECS_LE 两种策

略进行过分析，实验表明这两种策略通过特征相关

度 FF-Correlation 的计算来取代类相关度 FC-Relev 

ance 的计算，确实能有效缓解 C-Noise 带来的影响。

除此之外，图 6 中当噪声注入率在提高到 30%之前，

FECS_LE 策略并没有优于 FECS_FR，但是随着噪

声注入率的不断提高，FECS_LE 的预测性能反超了

FECS_FR。总体而言，四种方法在噪声率小于 40%

时都具有稳定的性能表现。但是当噪声注入率提高

到 40%以上，预测性能由于误分类会出现显著下

降。该发现也验证了 Kim 等人的研究发现[6]，他们

在实证研究中发现：若数据集中存在 20%-35%的

C-Noise，分类器的预测性能会显著下降。我们还计

算了 10×10 折交叉检验在 13 个数据集的 AUC 方

差均值，FECS_MR 的方差范围在 0.01-0.05 之间，

因此相较于其他方法表现更加稳定。 
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图 6  基于朴素贝叶斯（NB），C-Noise的注入率 

对 AUC 值的影响 

 
图 7  基于朴素贝叶斯（NB），F-Noise的注入率 

对 AUC 值的影响 

其次我们分析 F-Noise 注入率对 AUC 值的影

响。从图 7 可以看到，任意单个方法随着噪声注入

率不断提高，与 C-Noise 相比预测性能的下降程度

相对平缓很多。这主要是因为特征和特征之间本身

存在某种依赖关系，而我们选取的特征很可能包含

了那些噪声特征的部分有效信息。因此尽管训练集

存在特征噪声 F-Noise，也不会严重影响到预测性

能。特别是 FECS_FR 策略，在噪声注入率提高到

40%至 50%时也依然能表现平稳，显示出该策略在

抵抗 F-Noise 上具有显著优势。一个可能的解释是

FECS_FR 更关注类相关度，而减小了特征相关度，

特别是噪声特征相关度的影响，因此在存在 F-Noise

时，要明显优于其他几种方法。除此之外，我们还

计算了 AUC 的均值方差，结果显示 FECS_FR 方法

甚至好过FECS_MR和FECS_LE的最好情况（即AUC

均值加上视作误差值的 AUC 均值方差）。 

通过上述分析，我们基于噪声类型给出了使用

FECS 三种策略的指导建议。当数据集含有较多

C-Noise 噪声时，FECS_MR 和 FECS_LE 都是一种

好的选择，其中 FECS_MR 更为稳定。而当数据集

中含有较多 F-Noise 时，FECS_FR 则是最好的选择。

同样地，基于 C4.5 决策树分类器，我们也得到了相

似的结论，限于篇幅，在论文中不再赘述。 

基于 5.1 到 5.3 的分析，论文得出如下结论：（1）

噪声注入率会对 FECS 的预测产生负面影响。而 3

种 FECS 的抗噪范围比较相似，该范围会由于选择

的分类器不同而变化。（2）另一方面，仅选择少量

特征就能获得不错的预测性能，而不用考虑噪声率

和分类器选择的影响。和另外两种策略相比，在特

征选择比例变化的情况下，FECS_FR 拥有更稳定的

预测性能。（3）FECS_FR 在含有混合噪声或大量

F-Noise 的数据集上预测效果明显，但当已知数据

集中只包含大量 C-Noise 时，FECS_MR 方法则更

为有效。 

5.4  有效性影响因素分析 

本节主要讨论可能影响实验研究有效性的一

些影响因素。外部有效性主要涉及到实验研究得到

的结论是否具有一般性。本文选用了软件缺陷预测

研究中常采用的 NASA 项目数据集和 Eclipse 项目

数据集[8-9,28]，因此可以保证研究结论具有一定的代

表性。此外，本文还依据文献[26-27]设计了噪声注入

方法来模拟真实环境下存在的噪声模式。内部有效

性主要涉及到可能影响到实验结果正确性的内部

因素。本文编写的代码主要基于 Weka 软件包，因

此可以最大程度的保证分类器和特征选择方法实

现的正确性，除此之外，我们还通过一些简单实例

对算法实现的正确性进行了验证。结论有效性主要

涉及到使用的评测指标是否合理。因为论文中采用

的数据集具有类不平衡问题，因此我们考虑了 AUC

这一重要评测指标。除此之外，我们还提出了一种

RLA 指标来评估特征选择方法的性能稳定性。同时

为了避免实例次序对结果的影响，实验结果均采用

10×10 折交叉验证方式。 

6 结论与展望 

论文针对软件缺陷预测数据集中的噪声问题，

提出一种新颖的可容忍噪声的特征选择框架

FECS。即首先基于特征之间的关联性，将已有特征

进行聚类分析，随后提出三种启发式特征选择策

略，从每个簇中选出一个最为典型的特征。基于来

自实际项目的数据集上，对该方法的有效性进行了
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验证。 

我们认为该方法仍有一些后续工作值得扩展，

具体来说：（1）我们将尝试继续设计有效的特征选

择策略来提高 FECS 的有效性。（2）考虑更多来自

实际项目的数据集来验证论文结论的一般性。（3）

尝试分析 FECS 方法在其他分类器上的效果。 
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Background 

Currently software defect prediction (SDP) is a hot 

research topic in software engineering. It can identify potential 

defect-proneness software modules based on a defect prediction 

model. Based on the prediction results, we can allocate the test 

resources in a cost-effective manner. However, to construct an 

effective defect prediction model, it depends on the high quality 

datasets by mining software archives, such as software 

configuration management and bug tracking systems. Although 

researchers have designed many useful code or process metrics 

(i.e., features) to measure these modules, a large amount of 

features and noisy data are still the two major issues in this 

research field. The former is the high dimensionality problem 

caused by too many unnecessary features, and the latter is the 

noisy data problem caused by mis-recorded features or labels. 

Hence, in this paper, we propose a robust feature selection 

method to filter the irrelevant and redundant feature, and to 

resist the inevitable noises in software datasets simultaneously. 
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