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摘  要 城市道路网络移动群智感知（Vehicular Mobile Crowd Sensing in Urban Road Networks, VMCS）旨在实现大规模、

高时效性的城市数据采集，其核心效能取决于智能体的协同机制与多源传感器数据融合。然而，现有方法多基于智能体同质

化假设，忽视了智能体在时空分布和能力上的异质贡献，导致策略震荡、收敛低效与扩展受限，严重制约了系统在动态开放

环境中的实际部署。针对这一挑战，本文提出贡献感知自适应近端策略优化算法（Contribution-Aware Adaptive Proximal Policy 

Optimization, CA2-PPO），该算法通过贡献度加权熵实现差异化激励，利用动态 Kullback-Leibler（KL）散度裁剪自适应调

节稳定性与收敛效率，并引入优势函数裁剪与归一化技术以提升策略更新的鲁棒性。算法协同路侧单元（Roadside Unit, RSU）

实现任务调度与资源分配的全局优化。为全面评估算法性能，本文在网格仿真环境与 OpenStreetMap（OSM）真实路网数据

集上开展了系统性实验。实验结果表明，在网格环境中，20×20 网格 4 智能体场景下，CA2-PPO 平均覆盖得分较 MADQN、

MACPPO 分别提升 22.2%、28.3%；30×30 网格 16 智能体场景下分别提升 7.9%、4.8%。此外，在真实路网测试中，CA2-PPO

的平均覆盖得分稳定在 0.60∼0.95 区间。综上，本文从理论与实证层面验证了贡献感知激励、动态裁剪与优势稳健处理的有

效性，为异质智能体协同调度与信息物理融合的集群组网提供了可扩展的技术路径。 
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Abstract Vehicular Mobile Crowd Sensing in Urban Road Networks (VMCS) is an emerging paradigm that 

aims to achieve large-scale, high-timeliness urban data collection by leveraging the mobility of vehicles as 

sensing carriers. As cities become increasingly instrumented and interconnected, the ability to continuously 

monitor road conditions, traffic dynamics, and environmental variables at scale has emerged as a foundational 

requirement for intelligent urban management. The core effectiveness of such systems depends on agent 

coordination mechanisms and multi-source sensor data fusion. However, existing methods predominantly assume 

agent homogeneity, overlooking the heterogeneous contributions of agents in spatiotemporal distribution and 

capability, leading to policy oscillation, inefficient convergence, and limited scalability, which severely constrain 

practical deployment in dynamic and open environments. In practice, the heterogeneity among agents is not 

merely a theoretical concern but a pervasive reality in urban road networks, where vehicles differ substantially in 

their sensing ranges, communication capabilities, energy constraints, and mobility patterns. Treating such 

inherently diverse agents as equivalent contributors inevitably introduces systematic biases into the learning 

process, causing well-performing agents to be under-rewarded while underperforming agents receive 

disproportionate influence over the shared policy. This mismatch between actual contribution and received 

incentive is a root cause of policy oscillation and convergence failure in existing multi-agent reinforcement 

learning frameworks applied to VMCS. To address this challenge, this paper proposes the Contribution-Aware 

Adaptive Proximal Policy Optimization (CA2-PPO) algorithm, a novel multi-agent reinforcement learning 

framework specifically designed for heterogeneous vehicular sensing scenarios. The proposed algorithm 

introduces three key technical innovations. First, it achieves differentiated incentivization through 

contribution-weighted entropy, which quantifies each agent's relative contribution to the overall sensing task and 

adjusts incentive signals accordingly. Second, CA2-PPO employs dynamic Kullback-Leibler (KL) divergence 

clipping to adaptively balance training stability and convergence efficiency, allowing the policy update process to 

respond flexibly to varying learning dynamics rather than relying on fixed clipping thresholds. Third, the 

algorithm introduces advantage function clipping and normalization techniques to enhance the robustness of 

policy updates, mitigating the risk of destabilizing gradient updates caused by outlier advantage estimates. The 

algorithm further cooperates with Roadside Units (RSUs) to achieve global optimization of task scheduling and 

resource allocation. To comprehensively evaluate the performance of the proposed algorithm, we conduct 

systematic experiments on both grid simulation environments and real road network datasets from 

OpenStreetMap (OSM). The grid simulation experiments provide controlled benchmarking across varying scales 

and agent configurations, while the OSM-based experiments validate the algorithm's generalization capability 

under realistic and topologically complex urban road structures. Experimental results demonstrate that in a 20×

20 grid with 4 agents, CA2-PPO improves the average coverage score by 22.2% and 28.3% compared to 

MADQN and MACPPO, respectively; in a 30×30 grid with 16 agents, the improvements are 7.9% and 4.8%. 

Furthermore, in tests on real road networks, CA2-PPO's average coverage score remains stable in the range of 

0.60 to 0.95. Overall, this paper verifies, from both theoretical and empirical perspectives, the effectiveness of 

contribution-aware incentives, dynamic clipping, and robust advantage handling as core components of an 

efficient multi-agent sensing framework. The proposed CA2-PPO algorithm provides a scalable and practical 

technical approach for coordinating heterogeneous agents and enabling cyber-physical integration in 

swarm-networked systems, laying a solid foundation for the next generation of intelligent urban sensing 

infrastructures that demand both adaptability and interpretability in complex real-world deployments. 

 

Key words Mobile crowd sensing; Multi-agent reinforcement learning; Contribution awareness; Proximal 

policy optimization; Collaborative scheduling optimization; Heterogeneous agents 
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1 引言 

随着城市化进程的持续推进与智慧城市建设

的深入发展，城市感知系统对多智能体协同调度的

需求日益迫切。移动群智感知（Mobile Crowd 

Sensing, MCS）以车辆、无人机等移动载体为感知

单元，兼具灵活部署与广泛覆盖的优势，已在智慧

交通[1]、环境监测[2]、公共安全[3]等领域得到广泛应

用[4]。然而，移动载体固有的动态性与分布异质性，

也给多智能体协同调度带来了新的挑战[5]。相较于

传统固定传感器网络乃至其他主流感知方法，MCS

在覆盖广度与感知精度之间实现了更优的平衡[6]。

在城市交通场景中，这一范式自然延伸为城市道路

网络移动群智感知（Vehicular Mobile Crowd Sensing 

in Urban Road Networks, VMCS），并逐渐成为智慧

城市感知领域的重要研究方向。 

VMCS 由城市路网中的一组探测车辆构成，这

些车辆既可采用集中调度与路线控制策略（如专用

探测车）[7]，也可遵循其他行为范例（如出租车或

公交车）[8][9]。作为MCS在交通场景中的典型应用，

VMCS 以城市中大量异构移动参与者（如私家车、

出租车、公交车及骑行设备等）为感知载体，能够

实现灵活且经济的城市环境密集感知[10]。相比固定

传感器网络，该类系统具备部署成本低、感知范围

广及数据时效性强等优势，在智能交通管控与城市

环境监测等场景中展现出广阔的应用前景。然而，

VMCS 的实际部署面临两类结构性挑战。其一，城

市路网结构复杂，车辆轨迹具有显著的随机性与时

空不均匀性，系统难以实时掌握各移动载体的动态

位置与覆盖状态，导致感知任务无法精准分配至合

适的参与者，进而影响整体感知效率与覆盖质量。

其二，不同类型参与者在感知能力、运动模式与资

源禀赋上存在先天异质性，其对全局感知覆盖的实

际贡献差异显著，且随空间位置、任务负载及历史

决策动态演化，统一调度框架难以有效识别和利用

这种差异。上述两类挑战相互交织，使得如何在轨

迹不确定性与参与者贡献异质性的双重约束下，实

现感知任务的精准分配与高效协同，同时兼顾全局

感知覆盖率与资源利用效率，成为 VMCS 领域亟待

突破的核心技术问题。为便于后续建模与调度优化，

本文将上述异构移动参与者形式化为智能体。 

为应对上述挑战，现有研究已从传统优化方法

逐步演进至强化学习方法。早期研究主要依赖启发

式算法与组合优化方法[11]，贪心算法常用于预算约

束下的最大覆盖率优化[12]，整数规划方法则侧重参

与者效用最大化与预算可行性保障[13]，但此类方法

依赖确定性建模与全局状态预知，且将参与车辆视

为同质感知单元，从根本上缺乏对异构参与者差异

化贡献的表达能力[14]。Xiao 等人[15]将单智能体强化

学习引入 VMCS 调度，缓解了轨迹不确定性问题，

但忽略了车辆间的交互关系与个体差异。为此，Ma

等人 [16] 引入多智能体强化学习（ Multi-Agent 

Reinforcement Learning, MARL）框架，Lu 等人[17]

将其扩展至空—地—人协同感知场景，表明 MARL

在 VMCS 动态调度中具有重要应用潜力。现有

MARL 研究主要沿信用分配与策略优化两条路线

推进：信用分配方法通过价值分解[18-19]、单调约束

或反事实基线[20-21]实现个体贡献归因，但通常依赖

集中式训练或全局状态信息，且贡献估计基于静态

网络结构，难以适应 VMCS 中参与者贡献动态演化

的场景；策略优化方法利用概率比裁剪[22]、经验回

放与目标网络[23]及确定性策略梯度[24]等机制稳定

策略学习，但普遍采用固定裁剪阈值与统一更新系

数，无法根据各智能体实时贡献差异自适应调整策

略更新强度。两条路线的共同局限在于：在建模层

面多依赖参数共享与同质化智能体假设[25]，未能显

式表征参与者在感知能力、资源禀赋与任务适配性

上的结构差异；在优化层面普遍对所有智能体施加

相同激励信号[26]，激励机制与实际贡献之间存在系

统性偏差，导致调度策略难以识别高贡献参与者并

随其状态变化动态调整。因此，有必要在 MARL

框架内构建面向异质参与者贡献的显式建模与动

态自适应调度机制。 

在上述机制局限的基础上，VMCS 场景中还面

临策略更新不稳定的问题：在高度动态的城市路网

环境中，MARL 方法普遍面临训练震荡与收敛不稳

的问题[27]，这与前述固定裁剪约束和优势函数敏感

性问题一脉相承，尤其是近端策略优化（Proximal 

Policy Optimization, PPO）类方法在规模扩展时表现

得尤为突出，使激励机制难以与智能体实际贡献形

成有效对齐。针对上述问题，本文以 PPO 为基础框

架，提出贡献感知自适应近端策略优化算法

（ Contribution-Aware Adaptive Proximal Policy 

Optimization, CA2-PPO）。算法包含三项核心机制：

利用指数移动平均（Exponential Moving Average, 

EMA）动态评估各智能体贡献并加权熵项，实现差

异化探索激励；构建基于 Kullback-Leibler（KL）

散度的动态裁剪机制，使策略裁剪范围随策略分布
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偏移自适应调整；对优势函数采用裁剪与归一化相

结合的处理方式，抑制极端样本对梯度估计的干扰。

上述设计在非独立同分布（Non-Independent and 

Identically Distributed, Non-IID）任务分布下实现贡

献感知的自适应协同优化，有效提升复杂动态路网

中多智能体训练的稳定性与鲁棒性，为 VMCS 的规

模化部署提供可行路径。 

本文主要贡献和创新点如下： 

（1）提出贡献度加权熵机制：采用 EMA 稳定

估计智能体动态贡献，并以贡献为权重自适应调节

熵正则强度，使高贡献智能体保持探索、低贡献智

能体更快收敛到协同策略，以缓解均等激励造成的

协作低效。 

（2）针对策略更新不稳定问题，设计动态 KL

散度裁剪策略，基于新旧策略间的相似度，自适应

调节策略裁剪范围𝜀 𝑡 ，以在训练稳定性与收敛效

率之间实现动态平衡。 

（3）提出一种区别于仅归一化或仅裁剪的优

势预处理方案：在策略更新前对优势函数先阈值裁

剪、后标准化归一化，抑制极端回报导致的优势离

群与梯度偏移，提升训练稳定性及策略更新的鲁棒

性与数据利用效率。 

（4）系统化实验验证与可扩展性评估：构建

网格场景与 OpenStreetMap（OSM）两类基准测试

框架，围绕平均覆盖得分与平均总奖励等指标与多

智能体深度 Q 网络（Multi-Agent Deep Q-Network，

MADQN ） 、 多 智 能 体 裁 剪 近 端 策 略 优 化

(Multi-Agent Clipped Proximal Policy Optimization，

MACPPO)等主流 MARL 方法完成对比评估，验证

CA2-PPO 在效率、训练稳定性及规模扩展方面的综

合优势。 

2 相关工作 

本章首先全面梳理了多智能体强化学习的核

心方法体系，重点围绕信用分配机制、策略梯度协

同优化框架及 EMA 机制展开论述，以应对多智能

体协同训练过程中的稳定性与样本效率挑战。接着，

对移动群智感知领域的研究进展进行综合性回顾，

聚焦覆盖优化、激励机制设计与异构智能体协同三

个核心维度。上述两条研究主线并非相互独立：

MARL 为分布式协同决策提供了坚实的算法理论

基础，而移动群智感知场景中固有的参与者异质性

与任务分布的 Non-IID 特性，则对算法在贡献建模

精度与策略自适应能力方面提出了更为严苛的表

达力诉求。正是这一算法能力边界与场景结构复杂

性之间的深层矛盾，构成了后续 CA2-PPO 方法设

计的根本动因与理论建构起点。 

2.1  多智能体强化学习 

在多智能体协同场景中，传统单智能体强化学

习受限于单一智能体的感知与决策能力，在面对复

杂目标、广泛空间分布和强任务异质性时表现不足
[28]。多智能体系统中的智能体不仅需要权衡自身利

益与环境风险，还需兼顾受其他智能体影响的任务

目标达成[29]。相比之下，MARL 能够克服上述局限，

在复杂任务中展现出更大潜力 Error! Reference source not 

found.。但多智能体间的信息共享与策略同步仍是关

键挑战 Error! Reference source not found.31]。 

从方法体系看，MARL 通常分为基于价值和基

于策略两种范式。基于价值的方法以价值函数为核

心，典型算法包括 Q 学习[32]及深度 Q 网络（Deep 

Q-Network，DQN）[33]，后者通过经验回放与目标

网络提升 Q 值估计稳定性[34]，但设计初衷面向单智

能体场景，对多智能体间交互耦合考虑不足。基于

策略的方法直接优化策略函数，PPO 通过裁剪机制

兼顾样本效率与训练稳定性，已在机器人集群[35]、

电力优化[36]、传感网络[37]和智能交通调度等场[38]

景中得到应用，但在移动多智能体协作任务中效率

与稳定性之间仍存在权衡。在应用层面，MARL 已

广泛用于路径规划与任务分配等协同场景[39]，在无

人机追踪、边缘计算[40]、智能交通[41]、资源分配[42]

等领域均取得了重要进展。在信用分配方面，值分

解网络（Value Decomposition Network，VDN）[43]

与单调值函数分解网络（Monotonic Value Function 

Factorisation，QMIX）[19]通过价值分解实现多智能

体协作，双工对决多智能体 Q 学习（Duplex Dueling 

Multi-Agent Q-Learning，QPLEX）[21]进一步提升了

联合价值分解的表达灵活性，基于 Shapley 值的方

法[44]则从博弈论角度实现公平归因。然而，上述方

法或依赖全局状态信息，或需额外网络结构，难以

实时响应贡献变化。在 EMA 应用方面，现有研究

通常将其作为参数平滑与训练稳定化工具。Mean 

Teacher 框架[45]通过对模型参数进行指数滑动平均

构建教师模型，以提升训练过程的稳定性；相关研

究也表明，EMA 能够在一定程度上产生隐式正则

效应并改善模型泛化能力[46]。然而，上述方法主要

作用于模型参数层面，尚未面向多智能体协同任务

中的动态贡献差异进行建模。与之不同，CA2-PPO
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将 EMA 用于智能体贡献度的轻量级在线估计，无

需额外网络结构或全局状态信息，直接将贡献估计

映射为熵正则强度，从探索激励角度动态响应贡献

异质性，将 EMA 从参数平滑工具扩展为自适应的

贡献感知机制。 

上述 MARL 方法虽在多智能体协同场景中取

得了广泛应用，但仍面临关键局限。集中训练分散

执 行 (Centralized Training with Decentralized 

Execution，CTDE）框架下的多智能体 PPO 与 DQN

方法普遍隐含贡献均衡假设，并依赖固定更新约束，

在 Non-IID 任务分布下难以刻画个体贡献差异，易

导致协作失衡与训练不稳定 [47]。本文提出的

CA2-PPO 算法从贡献异质性建模出发，通过在线贡

献估计与自适应策略更新的协同设计，有效提升了

复杂动态路网中多智能体协同调度的稳定性与效

率。 

2.2  移动群智感知 

随着城市路网感知任务规模持续扩大与参与

者异质性日益凸显，如何实现移动参与者的高效协

同调度逐渐成为 VMCS 领域的研究热点。为此，越

来越多的学者开始关注面向动态路网的自适应调

度与贡献感知激励机制设计。早期 VMCS 研究多依

赖单智能体强化学习，如 Xiao 等人基于 Q 学习将

感知决策建模为马尔可夫决策过程，但未考虑智能

体贡献差异且策略更新稳定性不足[15]。现有 VMCS

相关研究大致沿覆盖优化、激励机制与结构异构智

能体协同三条主线推进。在覆盖优化方面，Starace

等人[48]在波尔图、罗马等复杂历史路网城市中系统

评估了出租车作为感知探针的时空覆盖可行性，发

现路网拓扑复杂度对覆盖分布具有显著影响，常见

的网格化抽象难以反映真实路段级感知差异；针对

数据时效性问题，He 等人[49]面向空—地协同移动

群智感知场景，提出预测式多智能体深度强化学习

方法，以增强无人机（Unmanned Aerial Vehicle，

UAV）与地面参与者之间的协同任务执行能力。然

而，该方法仍主要关注空—地协同效率与任务完成

性能，缺乏将异质参与者动态贡献差异反馈至策略

更新过程的建模方式。在激励机制方面，Luo 等人
[50]将车辆社交网络中的社交收益引入激励框架，结

合深度强化学习优化长期感知策略；Jaimes 等人[51]

提出时间依赖的动态定价激励方案 SenseNow，通

过引导车辆偏离预定路径访问感知兴趣点提升时

间覆盖密度，但该方案对参与者行为模式仍依赖先

验分布假设；针对预算约束下的异构任务分配问题，

近期研究提出基于多头注意力机制的多智能体近

端 策 略 优 化 （ Multi-Agent Proximal Policy 

Optimization，MAPPO）方法，将任务难度与车辆

穿行意愿纳入联合优化。在异构智能体协同方面，

Xu 等人[52]提出基于 MARL 的去中心化 MCS 任务

分配框架，验证了多智能体强化学习处理异构任务

的适用性；Deng 等人[53]针对 UAV 辅助的 MCS 网

络 提 出 基 于 异 构 智 能 体 近 端 策 略 优 化

(Heterogeneous-Agent Proximal Policy Optimization，

HAPPO) 与 柯 尔 莫 哥 洛 夫 - 阿 诺 德 网 络

（Kolmogorov-Arnold Networks，KAN）网络的异

构多智能体协同框架，通过混合 Actor 网络提升了

感知数据处理量，但该方法聚焦于空地协同，未能

直接适配地面车辆路网场景下的贡献异质性建模；

Monon 等人[54]进一步提出协作异构强化学习算法，

利用图神经网络驱动的内在激励在去中心化训练

条件下促进异构智能体协作，但其设计主要面向通

用 MARL 场景，缺乏与 VMCS 时空感知任务的深

度耦合。此外，Wang 等人[55]从覆盖感知角度提出

高质量感知数据采集方法，针对节点贡献不均问题

建立了精细化评估框架；Wu 等人[56]系统综述了

MCS 激励机制中贡献评估的研究现状，指出差异化

激励与个体贡献对齐仍是核心待解问题。近期研究

表明，量化个体贡献并动态调整是提升分布式协同

系统效能的可行路径[57]。 

上述 VMCS 研究虽在覆盖优化与激励机制方

面取得了一定进展，但在贡献异质性建模与策略更

新稳定性方面仍存在明显不足，普遍依赖均等激励

假设与固定裁剪约束，导致激励分配与智能体实际

贡献脱耦，难以在 Non-IID 任务分布下实现有效协

同优化。对此，本文提出 CA2-PPO 算法，构建系

统化的贡献异质性建模框架，识别移动智能体的差

异化贡献，提升复杂城市路网场景下的覆盖率与训

练稳定性。 

3 问题建模 

在城市道路网络感知场景中，VMCS 系统一般

由 MCS 平台、任务请求方以及移动用户三类主体

构成：平台由云端数据中心和感知服务器构成，负

责收集任务需求并协调调度；移动用户依托车载设

备、智能手机传感器及可穿戴设备采集数据，并通

过蜂窝网络或短距通信上报。基于上述系统构成，

本节对涉及的核心概念进行形式化定义，为后续模



6 计 算 机 学 报  

型构建与算法设计奠定基础。 

3.1  问题定义 

为支撑感知系统的精细化建模与运行，本文首

先给出贡献异质智能体集的形式化定义如下： 

定义 1.  贡献异质智能体集. 设系统包含 N 个

智能体，记智能体 i 在时刻 t 获得的即时奖励为𝑟 𝑖
𝑡。

所有智能体采用统一的观测空间和动作空间，并采

用同构的 Actor–Critic 策略网络。由于空间位置与

任务负载的动态变化，各智能体在协同感知过程中

所发挥的作用不尽相同。需要指出的是，本文所定

义的异质性聚焦于行为层面的动态贡献差异，即在

同构硬件配置的前提下，由空间分布、任务负载及

历史决策轨迹共同决定的贡献异质性。考虑到感知

半径、移动速度、能耗等硬件层面的异质性将显著

增加建模复杂度，超出本文当前研究范围，相关扩

展建模将作为后续工作加以推进。 

基于上述动态贡献差异的建模需求，本文采用

指数移动平均对智能体贡献度进行在线估计。智能

体 i 在时刻 t 的贡献度𝐶 𝑖
𝑡由由历史归一化即时奖励

的 EMA 递推得到，经归一化后得贡献度权重𝐶𝑖
𝑡，

其初始值均匀设定为𝐶 𝑖
𝑡 = 1/𝑁，具体更新规则与归

一化方式分别见公式（9）与公式（25），以保证

 𝐶𝑖
𝑡 = 1𝑁

𝑖=1 且𝐶𝑖
𝑡≥0。 

若训练过程中智能体贡献度差异持续显著，则

称该智能体集合为贡献异质智能体集。 

为确保感知任务的有效执行和数据采集的精

确性，本文进一步定义感知区域与任务，具体如下： 

定义 2.  感知区域与任务. 依据感知任务的空

间分布，将感兴趣区域划分为若干网格。感知任务

的目标是在给定时间范围内获取各网格内目标感

知现象的空间感知图。当智能体在时隙内对某一网

格实现有效覆盖时，判定该网格的感知任务在该时

隙完成；其对应感知数据随即更新，并作为后续决

策与分析的输入。 

定义 3.  移动多智能体任务分发与协作优化. 

在城市道路网格场景中，采用多智能体强化学习框

架对感知任务进行动态分发与自适应编排，利用任

务时空异质性引导智能体的空间迁移与行为选择。

在满足时间与任务分布约束的前提下，引入贡献度

加权的多目标优化机制，综合权衡个体收益与群体

协作效率，以最大化加权任务收益并最小化未覆盖

价值。 

定义 4.  单网格单时隙直接覆盖分数. 给定调

度策略𝜋，若网格𝑔𝑘在时隙𝑡内被至少一个智能体覆

盖，则认为其在该时隙实现直接覆盖。其直接覆盖

收益𝑆𝑐𝑡
0 𝜋; 𝑔𝑘 ，其表达式见公式(1)。 

𝑆𝑐𝑡
0 𝜋; 𝑔𝑘 = 1 −   1 − 𝜔𝑡

𝑢𝑚  𝜋; 𝑔𝑘  

𝑀

𝑚=1

  1

𝑁

𝑛=1

− 𝜔𝑡
𝑣𝑛  𝜋; 𝑔𝑘       1                                

其中，𝑆𝑐𝑡
0为覆盖分数，𝜔𝑡

𝑢𝑚为第𝑚个专用探测车在

时隙𝑡对网格𝑔𝑘的覆盖权重；𝜔𝑡
𝑣𝑛为第 n 个普通车辆

的覆盖权重，两者取值范围[0,1]，𝑀为专用探测车

总数，由传感器精度与距离共同决定。 

在直接覆盖基础上，引入时间衰减与空间扩散

因子，定义时空覆盖收益： 

定义 5.  单网格单时隙时空覆盖收益. 给定调

度策略 𝜋 ，网格 𝑔𝑘 在时隙 𝑡 的时空覆盖收益

𝐶𝑡
𝑆𝑇(𝜋; 𝑔𝑘)由时间影响函数𝑇𝑇 𝑡 − 𝑡′ 、空间影响函

数𝐼𝑆 𝑑𝑘𝑘′ 及历史直接覆盖状态{𝑆𝑐𝑡′
0  𝜋; 𝑔𝑘′ |𝑡′ ≤ 𝑡}

定义，其表达式见公式(2)。 

𝐶𝑡
𝑆𝑇(𝜋; 𝑔𝑘) = 1 −   (

𝐾

𝑘′=1

𝑡

𝑡′=1

1 − 𝑇𝑇(𝑡 − 𝑡′) ⋅ 𝐼𝑆(𝑑𝑘𝑘′)

⋅ 𝑆𝑐𝑡′
0  𝜋; 𝑔𝑘 )    2 

 

上述影响函数的形式化定义如下：时间影响函数采

用指数衰减形式：𝑇𝑇 𝑡 − 𝑡′ = 𝑒−𝜆𝑇 𝑡−𝑡′ 。其中，𝜆𝑇

设为 0.01，对应约 100 个时间步的有效衰减窗口，

当𝑡 = 𝑡′时𝑇𝑇=1，表示当前时刻覆盖贡献最大；随

时间差𝑡 − 𝑡′≥0 增大，T∈(0,1]，贡献指数衰减趋

近于 0，使超出窗口的历史覆盖影响可忽略不计。

空间影响函数采用高斯衰减形式： 𝐼𝑆 𝑑𝑘𝑘′ =

𝑒−𝑑𝑘𝑘 ′
2 / 2𝜍𝑆

2   𝜍𝑆 = 1 ，其中，𝑑𝑘𝑘′为两网格的欧氏

距离，𝐼𝑆 𝑑𝑘𝑘′ 刻画网格𝑔𝑘′的历史覆盖对目标网格

𝑔𝑘的空间影响强度，k′遍历感知区域内所有网格，𝐾

为感知区域内的网格总数，与定义 2 中的网格划分

一致。 

上述时空覆盖收益仅建模了单一尺度下的时

空关联，为单尺度基础形式；为进一步捕捉周期性

需求波动与区域簇影响，将其推广至多尺度时空覆

盖收益见定义 6： 

定义 6.  多尺度时空覆盖收益. 在VMCS场景

中，在定义 5 基础上，进一步引入周期影响项

𝐼𝑃 𝑡 − 𝑡′ 、区域簇影响𝐼𝐶 𝐺, 𝑔𝑘 ，其表达式分别见

公式(3)与公式(4)。 

Ct
ST ,grid

(π; gk) = 1 −   (

K

k′ =1

t

t′ =1

1 − TT(t − t′) ⋅ IS(dkk′ )

⋅ Sct′
0 (π; gk′ ) ⋅ IP(t − t′))        3 
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其中，周期影响函数采用余弦相似形式：

𝐼𝑃 𝑡 − 𝑡′ =  1 + cos 2𝜋 𝑡 − 𝑡′ /𝑇𝑃  /2，其中，𝑇𝑃

为任务周期长度；IP∈[0,1]，当时间差为TP整数倍

时IP=1，表示历史时刻与当前时刻处于相同周期位

置，参考价值最高；当时间差为TP/2 时IP=0 表示半

周期错位，参考价值最低。上式刻画了单一网格𝑔𝑘

在时间与空间维度的覆盖收益。进一步引入网格簇

𝐺的区域影响，将覆盖建模扩展至簇级尺度，表示

为： 

𝐶𝑡
𝑆𝑇,cluster  𝜋; 𝑔𝑘 =   1 − 𝐼𝑐 𝐺, 𝑔𝑗  ⋅ max

𝑔𝑗∈𝐺
Sc𝑡′

0  𝜋; 𝑔𝑗   

𝑔𝑗∈𝐺

# 4 
 

其中，𝐼𝐶 𝐺, 𝑔𝑗  为区域簇对网格𝑔的影响强度；

max
𝑔𝑗∈𝐺

𝑆𝒸 𝑡′
0  𝜋; 𝑔𝑗  表示簇内最大直接覆盖收益。公式

(3)与公式(4)分别对应网格级与簇级两个尺度，共同

构成多尺度时空覆盖建模框架。 

3.2  总体架构 

本框架基于 CA2-PPO 算法，提出了三层协同

的城市网格感知框架，包含底层强化学习模块、执

行层网格区域和顶层需求层，形成闭环交互机制。

底层逻辑层：智能体在状态感知与动作执行的持续

循环中与环境交互，通过奖励信号驱动策略迭代优

化，根据当前网格覆盖情况和任务完成度，通过奖

励反馈（R1，R2）优化策略，实现自适应调度和高

效执行。执行层：道路被划分为若干网格，并通过

颜色区分高价值、中价值和已完成区域。车载智能

体在网格中行驶，通过 WiFi、GPS、雷达等与路侧

单元（Roadside Unit, RSU）通信，接收任务并根据

优先级选择路径，优先覆盖高价值区域。数据中心

和任务发布者负责任务发布、反馈接收及决策分

析，与执行层和逻辑层协作，确保任务闭环。整体

框架如图 1 所示。

 

高价值

中价值

已完成

智能体

环 境

    动作

强 化 学 习 框 架

底层逻辑层 中间执行层  顶层需求层

     
         交互 

奖励
R1

状态
S1

观 测

感知任务

反馈结果
  WIFI
  GPS
  雷达

奖励R2

状态S2      任务发布者

图 1  基于贡献度优化的异质智能体移动群智感知与自适应 PPO 协同框架 

如图 1 所示，CA2-PPO 框架由底层逻辑层、中

间执行层与顶层需求层三层架构构成，智能体在执

行感知任务过程中涉及状态上报、奖励反馈与任务

交互等多类数据流通环节。在群智感知场景下，上

述数据流通过程面临通信链路窃听、服务器端轨迹

关联推断以及恶意参与方奖励信号投毒攻击等数

据隐私与安全威胁。针对上述威胁，本文从三个层

面构建隐私保障体系：在 VMCS 系统的实际部署中，

参与感知的车辆智能体在执行任务过程中会产生

位置轨迹、传感器读数等敏感数据，其隐私保障主

要体现在以下三个层面。数据传输层：智能体通过

RSU 上报感知数据时，采用传输层安全协议

（Transport Layer Security, TLS）对通信链路加密，

防止数据在上传过程中被窃听或篡改。身份隐匿层：

系统在任务调度与贡献度计算中，仅需智能体上报

归一化的即时奖励r i
t，该信号不含绝对坐标或时间

戳，攻击者无法从中还原真实轨迹。模型参数层：

CA2-PPO 集中训练架构中感知数据无需跨智能体

共享，如需更强隐私保护，可结合联邦学习框架引

入安全聚合协议，确保服务器仅能获得梯度聚合结

果而无法逆向推断个体信息。在此基础上，

CA2-PPO 的贡献度计算仅依赖奖励信号，从机制设

计上规避了额外的隐私暴露；针对投毒威胁，可结

合异常检测模块对历史奖励分布进行统计监控以

保障系统鲁棒性；差分隐私标定与联邦聚合的深度

集成将作为后续工作进一步推进。本文使用的符号

总结于表 1。 



8 计 算 机 学 报  

表 1  主要符号及其含义 

符号 含义 

𝐵 训练批次大小 

𝜋𝜃old
 策略更新前的旧策略 

𝜋𝜃  待更新的新策略 

𝑠𝑏  批次 b 中的状态样本 

ℒent 总熵损失（用于平衡策略探索与利用） 

𝐷KL  新旧策略间的 KL 散度（衡量策略更新幅度） 

𝐷 KL 各智能体 KL 散度按𝐶𝑖
𝑡加权的全局 KL 散度估计 

𝜀 𝑡  时刻𝑡的策略裁剪范围 

𝐴 𝑠, 𝑎  状态 s 下执行动作𝑎的优势函数 

𝐻 𝜋  策略𝜋的熵 

𝛾 折扣因子 

𝜆 GAE 优势函数计算的权衡系数 

𝜀𝑎𝑑𝑣 优势函数裁剪阈值 

𝜌 𝑡  𝑠, 𝑎  时刻 t 状态 s 下执行动作 a 的新旧策略概率比 

𝐶cnt 熵损失系数，控制整体探索强度 

ℒ𝑣𝑎𝑙𝑢𝑒  价值函数损失，衡量 Critic 网络估计误差 

ℒ𝑡𝑜𝑡𝑎𝑙  总损失函数，由策略损失、价值损失与熵正则化

项联合构成 

ℒ𝑐𝑙𝑖𝑝  PPO 裁剪策略损失函数 

𝛼𝑙𝑟   Adam 优化器学习率 

𝜃 策略网络参数 

𝐶𝑣 价值函数损失系数，控制 Critic 网络更新强度 

𝑎𝑡
 𝑖 

 智能体𝑖在时刻 t 执行的动作 

𝑜𝑡
𝑖  智能体𝑖在时刻 t 的局部观测 

𝛼 贡献度平滑系数 

𝜏 KL 散度阈值 

𝑉 𝑠  状态𝑠的价值函数估计 

𝑁 智能体总数 

𝑇 训练时间步数 

𝐴 𝑡 处理后的优势估计 

𝑟 𝑖
𝑡 智能体 i 在时刻 t 的归一化即时奖励 

𝐶 𝑖
𝑡 智能体 i 在时刻 t 经 EMA 平滑后的原始贡献得分，

无归一化约束 

𝐶𝑖
𝑡 由𝐶 𝑖

𝑡经公式(25)归一化后得到的贡献度权重 

𝑪𝒕 所有智能体归一化贡献度构成的概率向量，满足

 𝐶𝑖
𝑡

i = 1 

𝜆1 时空关联奖励的平衡系数 

𝜆2 协作覆盖奖励的平衡系数 

𝑅 𝑏  批次 b 中样本的折扣回报目标 

𝒟 经验回放集合 

𝑏 单次迭代取出的单个小批量样本子集 

𝜃𝑜𝑙𝑑  旧策略网络的参数 

KKL 每轮更新全局加权 KL 散度记录集合 

L1 KL 裁剪计算时概率比与优势相乘的中间临时分

项 

L2 KL 裁剪计算时概率比与优势相乘的中间临时分

项 

B 全部小批量样本集合，批量总大小 

E b 对单个小批量样本子集 b 内全部样本求取经验均

值 

L(θ) Adam 更新使用 

ri
t 原始即时奖励 

st 全局环境状态 

4 算法设计与分析 

为求解城市网格环境下多智能体感知任务的

协作优化问题，本节介绍 CA2-PPO 算法：构建网

格化城市道路环境并定义状态与动作空间；提出融

合贡献度加权熵、动态 KL 裁剪与优势函数归一化

裁剪三项核心机制，分别实现差异化激励、稳定策

略更新与极端样本抑制；结合算法流程与理论推导

说明实现细节，为后续实验奠定基础。 

4.1  环境构建 

为了模拟真实城市道路网络的特性，本文构建

20×20 与 30×30 网格状道路网络，节点代表交叉

口，链路旅行时间设为 30 秒（s）至 300s，以模拟

不同路段的通行效率差异，为多智能体任务分配与

优化提供环境基础。 

4.2  状态与动作空间 

记时 𝑡的全局状态为 𝑠𝑡 =  𝑋𝑡 , 𝑉𝑡  ，其中𝑋𝑡 =

 𝑥𝑖
 𝑡  

𝑖=1

𝑁
为 N 个智能体在道路网络中的位置；𝑉𝑡为

RSU 广播的网格价值场。 

动作空间定义为 A={东，南，西，北}。当智能

体选择动作𝑎𝑡
 𝑖 ∈A 时，系统根据道路网络拓扑从当

前节点到目标节点规划最短路径并执行迁移，以保

证动作的可行性和执行效率。 

4.3  奖励函数设计 

奖励函数决定智能体如何评估行动好坏。本文

为引导智能体优先覆盖高价值区域并实现全局协

作优化，基于第 3.1 节中感知区域与任务定义即定

义 2、协作优化目标即定义 3 及贡献异质情境下的

智能体集合即定义 1，将感知任务完成度与未覆盖

价值显式建模为回报信号；进一步基于定义 4、5、
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6 构建层次化奖励函数，将感知数据的时空关联价

值融入即时反馈，指导智能体训练。 

4.3.1  即时覆盖奖励 

当智能体𝑖在时隙𝑡到达网格𝑔𝑘时，基于定义 4

的直接覆盖分数，其即时覆盖奖励定义为： 

𝑟𝑡
cover 𝑖 = 𝑆𝑐𝑡

0 𝜋; 𝑔𝑘 ⋅ 𝑉 𝑔𝑘                                     5  

其中，𝑉 𝑔𝑘 为网格𝑔𝑘的感知价值权重，由 RSU 依

据区域感知需求动态维护。实验设置中任务分布模

式包括聚集分布（Gathered Distribution，GD）、均

匀分布（Uniform Distribution，UD）、随机分布

（Random Distribution，RD）和动态分布（Dynamic 

Distribution，DD）等任务分布模式。𝑆𝑐𝑡
0 𝜋; 𝑔𝑘 由

定义 4 的公式（1）给出，网格𝑔𝑘在时隙 t 内首次被

覆盖时收益为 1，重复覆盖因历史状态累积使收益

衰减，引导智能体优先覆盖高价值网格。 

4.3.2  时空关联奖励 

考虑感知数据的时空相关性（定义 5），智能

体可通过邻近网格的历史覆盖获得关联收益，时空

关联奖励定义为移动带来的全局时空覆盖收益增

量： 

𝑟𝑡
𝑆𝑇 𝑖 =   𝐶𝑡

𝑆𝑇 𝜋𝑡 ; 𝑔𝑘 − 𝐶𝑡−1
𝑆𝑇  𝜋𝑡 ; 𝑔𝑘  

𝑔𝑘∈𝒩 𝑝pos 

# 6 
 

其中，𝒩 𝑝pos 为智能体 i 当前位置的邻域网格集合，

𝐶𝑡
𝑆𝑇 𝜋𝑡 ; 𝑔𝑘 由定义 6 的公式（3）计算。该奖励引导

智能体最大化时空覆盖增量，充分利用感知数据的

时空关系，提升覆盖效率。 

4.3.3  协作覆盖奖励 

为优化多智能体协作效率，避免资源浪费的重

复覆盖，引入协作覆盖奖励： 

𝑟𝑡
coop  𝑖 

=  

𝛽 ⋅ 𝑉 𝑔𝑘 , 若网格𝑔𝑘在时隙𝑡首次被覆盖

−𝜂 ⋅ 𝑉 𝑔𝑘 , 若网格𝑔𝑘已被其他智能体覆盖

0, 其他情况

      7  

其中，𝛽=1.0 为首次覆盖奖励系数，𝜂=0.2 为重复覆

盖惩罚系数。两者比值（5:1）的设计需在两类错误

间取得平衡：比值过大（如 10:1）时，惩罚系数𝜂偏

小，对重复覆盖的抑制力度不足，智能体倾向于反

复覆盖少数高价值网格，协作分散效果消失；比值

过小（如 2:1）时，𝜂偏大，强惩罚使智能体过度回

避已覆盖区域，破坏多智能体协同覆盖大型价值簇

时的必要协作行为。参考多智能体覆盖类任务中奖

惩比的常见设置范围 3:1～8:1，本文将𝛽固定为 1.0

作为基准单位，𝜂设为 0.2，比值 5:1 处于该区间中

位，在协作分散效果与必要重叠覆盖之间取得合理

平衡。该项奖励促进智能体分散覆盖不同区域，减

少协作过程中的资源重叠，与定义 6 中多尺度覆盖

收益的设计目标一致。 

4.3.4  总奖励函数 

综合上述三项，智能体 i 在时隙 t 的总即时奖

励为： 

𝑟𝑡 𝑖 = 𝑟𝑡
cover 𝑖 + 𝜆1 ⋅ 𝑟𝑡

ST  𝑖 + 𝜆2 ⋅ 𝑟𝑡
coop 𝑖 # 8  

其中，𝜆1=0.3、𝜆2=0.5 为平衡系数，分别控制时空

关联与协作覆盖的相对重要性。两者的设定遵循即

时覆盖为主、辅助项渐进增强的原则，并需满足不

等式约束 1>𝜆2>𝜆1，以保证即时覆盖奖励始终占主

导地位。为确定最优取值，本文在 20×20 网格、4

智能体的 GD 环境下，对 𝜆1 ∈{0.1,0.3,0.5} 与

𝜆2∈{0.3,0.5,0.7}的组合进行网格搜索，以 5 个随机

种子下的平均覆盖得分为评估指标。实验结果表明，

𝜆1=0.3、𝜆2=0.5 时综合表现最优：𝜆1过大（0.5）会

导致智能体过度依赖时空扩散收益而忽视即时高

价值网格；𝜆2过大（0.7）则因协作惩罚过强抑制必

要的重叠覆盖行为。该设置与多目标奖励设计的常

见经验范围辅助项系数 0.2～0.5 一致，并经预实验

验证在四种任务分布下均保持稳定，最终作为默认

配置。 

该设计通过即时覆盖奖励公式（5）引导智能

体优先覆盖高价值区域，时空关联奖励公式（6）

利用感知数据的时空相关性促进全局最优决策，协

作覆盖奖励公式（7）实现多智能体分工协作、避

免资源重复消耗，三项奖励协同驱动智能体高效提

升覆盖性能。 

4.4  CA2-PPO 算法 

CA2-PPO 在标准 PPO 框架基础上针对贡献异

质智能体协同调度问题进行改进，以缓解协作低效

与策略更新不稳定问题。算法 1 给出整体训练流程，

环境状态与动作空间基于定义 2、3 构建，即时奖

励由定义 4 至 6 的多尺度时空覆盖收益综合计算得

到。算法核心遵循经验收集、多目标优化、动态适

配的闭环过程：初始化均匀贡献度向量与动态裁剪

范围，迭代收集交互轨迹并结合广义优势估计

（Generalized Advantage Estimation，GAE）计算优

势函数，构造联合损失函数以 Adam 优化器更新策

略网络，同时引入基于 KL 散度反馈的动态裁剪机

制平衡探索与利用，最终输出最优策略、智能体贡

献度及训练历史，实现感知任务完成率最大化与未
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覆盖价值最小化。融合贡献度机制的 CA2-PPO 算

法描述如下所示。 

算法 1.  CA2-PPO 算法. 

输入：网格 H×W、智能体数 N、任务分布 GD/UD/RD/DD、

超参（𝛾，𝜆，𝛼，𝜏）、总步数 T、训练批次大小 B、Critic

参数𝜙、经验缓冲区𝒟 

输出：策略𝜃*、贡献度𝐶𝑖
𝑡、训练历史ℋ 

1. 𝐶 𝑖
𝑡←1/N,∀i∈{1,…,N} 

2. 𝜀 𝑡 ←0.2;θold←θ;𝒟←𝜙;t←0;ℋ←𝜙 

3. t←0,WHILE t<T DO 

4. FOR step=1 TO 2048： 

5.   RSU 更新并广播价值场 Vt;st←(Xt,Vt) 

6.   𝑎𝑡
 𝑖 

~𝜋𝜃old
(·|𝑜𝑡

𝑖),∀i∈{1,…,N};执行 at 与环境单步交互,

得 st+1 与 rt
i 

7.   𝒟←𝒟 ∪{(𝑜𝑡
𝑖 ,𝑎𝑡

 𝑖 
,rt

i,𝑜𝑡
𝑖+1)} 

8.   按公式(9)更新𝐶 𝑖
𝑡，经公式(25)归一化得𝐶𝑖

𝑡   

9.   由 GAE(γ,λ)基于𝒟计算优势函数 A(s,a) 

10. END FOR 

11.   FOR epoch=1 TO 10 DO 

12.     FOR each 𝑏⊆𝒟 DO 

13.     按公式(29)(30)对 A(s,a)裁剪并归一化,得𝐴 𝑡  

14.     𝜌(𝑡)(𝑠, 𝑎) ←
π𝜃 (𝑎∣𝑠)

π𝜃𝑜𝑙𝑑
(𝑎∣𝑠)

 

15.     ℒ𝑐𝑙𝑖𝑝 (𝜃) ← −
1

𝐵
 min(𝐵

𝑏=1 𝜌(𝑡)(𝑠𝑏, 𝑎𝑏) ⋅

𝐴 𝑏 ,  𝑐𝑙𝑖𝑝(𝜌(𝑡)(𝑠𝑏, 𝑎𝑏),1 − 𝜀 𝑡 , 1 + 𝜀 𝑡 ) ⋅ 𝐴 𝑏) 

16.     ℒ𝑣𝑎𝑙𝑢𝑒 ← 𝐸 𝑏   𝑉(𝑠𝑏) − 𝑅 𝑏 
2
  

17.     按公式(11)计算贡献度加权熵正则项ℒent 

18.     ℒ𝑡𝑜𝑡𝑎𝑙 (𝜃) ← ℒ𝑐𝑙𝑖𝑝 (𝜃) + 𝐶𝑣 ⋅ ℒ𝑣𝑎𝑙𝑢𝑒 (𝜃) + 𝐶𝑐𝑛𝑡 ⋅ ℒ𝑒𝑛𝑡  

19.     按公式(12)计算新旧策略KL散度,经公式(26)加权

得 DKL 

20.     IF DKL> τ THEN 𝜀 𝑡 ←max(𝜀 𝑡 −0.05,0.05) 

21.     ELSE IF DKL<τ/2 THEN 𝜀 𝑡 ←min(𝜀 𝑡 +0.05,0.3) 

22.     END FOR 

23.   END FOR 

24.   𝜃𝑜𝑙𝑑 ← 𝜃 

25.   IF 当前测试得分>历史最佳 THEN θ*←θ 

26.   ℋ←ℋ∪{本轮得分与训练统计} 

27. END WHILE 

28. RETURN  𝜃*、𝐶𝑖
𝑡、ℋ 

本节以下涉及的算法将是对 CA2-PPO 算法的

更进一步细化和讨论。算法 1 是主框架，算法 2、3、

4 是对算法 1 中三个核心创新机制的详细展开。 

4.4.1  智能体贡献度加权熵算法 

算法 2 为算法 1 第 1、8、17 行的详细展开，

核心是动态调整探索权重以匹配个体贡献与群体

协作。初始分配均等贡献度，每步通过 EMA 融合

即时奖励与历史贡献度并归一化；批次优化时以贡

献度为权重计算加权熵损失，联合策略与价值损失

反向传播，使高贡献智能体增强高价值探索激励、

低贡献智能体减少无效探索，提升整体覆盖效率。

具体流程如算法 2 所示。 

算法 2.  基于贡献度的自适应多智能体加权熵正则

化算法. 

输入：智能体数量 N、贡献度平滑系数 α∈（0，1）、熵损

失系数𝐶cnt，控制探索强度、每个回合的时间步数 T、训练

批次大小 B、Critic 参数𝜙 

输出：更新后的参数𝜃、归一化贡献权重𝐶𝑖
𝑡、训练历史ℋ 

1. 𝐶 𝑖
𝑡←1/N,∀i∈{1,…,N} 

2. FOR t=1 TO T DO 

3.   与环境交互,采集(oi
t,ai

t,ri
t,oi

t+1),∀i∈{1,…,N} 

4.   𝑟 𝑖
𝑡← 

clip 𝑟𝑖
𝑡 ,−5,5 −𝑟min

𝑡

𝑟max
𝑡 −𝑟min

𝑡  

5.   𝐶 𝑖
𝑡←α·𝑟 𝑖

𝑡+(1−α)·𝐶 𝑖
𝑡−1  

6.   𝐶𝑖
𝑡 = Normalize(𝐶 1

𝑡 , … , 𝐶 𝑁
𝑡 ) 

7. END FOR  

8. FOR each b of size B DO 

9.   Hi←H(πθ(·|oi
t)),∀i∈{1,…,N} 

10.   ℒent←−𝐸 𝑏 ( 𝐶𝑖
𝑡𝑁

𝑖=1 ·Hi) 

11.   ℒ𝑡𝑜𝑡𝑎𝑙 (𝜃)←ℒclip (θ)+Cv·ℒvalue +𝐶cnt·ℒent  

12.   θ←Adam(θ,𝛻𝜃𝐿(𝜃)) 

13. END FOR 

为实现对高贡献智能体的差异化激励，本文基

于即时奖励构建贡献度并引入 EMA 进行时序平滑，

贡献度的更新形式如下： 

𝐶 𝑖
𝑡 = 𝛼𝑟 𝑖

𝑡 +  1 − 𝛼 𝐶 𝑖
𝑡−1# 9  

其中，𝛼=0.1 为贡献度平滑系数，用于平衡历史贡

献与当前贡献，避免贡献度因短期奖励波动而剧烈

变化。选择合适的 α值需在历史稳定性与表现响应

速度之间平衡：当 α≥0.5时，即时奖励主导贡献度，

单步奖励波动将直接引发熵正则权重的剧烈变化，

破坏差异化激励的平稳性；当 α≤0.01时，更新过慢，

失去差异化效果。本文在 20×20 网格 4 智能体情境

下对 α∈{0.01,0.05,0.1,0.2,0.5}进行预实验扫描，

α=0.1 时贡献度能够在约 20 个时间步内响应智能体

间的性能分化，同时保持平滑的更新轨迹，综合表

现最优，最终选择为本文默认值。此外，α=0.1 与
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每 2048 步更新策略的训练节奏匹配，确保贡献度

估计的一致性与可靠性。𝑟 𝑖
𝑡为智能体 i 在时刻 t 的

归一化即时奖励，随后按公式(25)归一化得到𝐶𝑖
𝑡。 

𝑟 𝑖
𝑡 =

clip 𝑟𝑖
𝑡 , −5,5 − 𝑟min

𝑡

𝑟max
𝑡 − 𝑟min

𝑡 # 10  

其中，𝑟min
𝑡 与𝑟max

𝑡 分别表示时刻 t 所有智能体裁剪后

奖励的最小值与最大值，通过 min–max 归一化将奖

励缩放至[0，1]区间，该归一化约束防止单个智能

体因短期高贡献导致资源过度倾斜，同时保证低贡

献智能体仍能获得必要的探索资源。 

基于 EMA 的贡献度机制通过历史奖励累积保

留智能体长期优势，并借助归一化约束维持分配公

平性，在差异化激励与全局合理性间形成动态平衡，

进而以贡献度为权重构建总熵损失： 

ℒent = − 𝐶𝑖
𝑡

𝑁

𝑖=1

𝐻  𝜋𝜃 ⋅∣ 𝑠𝑖
𝑡  # 11  

其中，𝐻  𝜋𝜃 ⋅∣ 𝑠𝑖
𝑡  表示智能体 i 在状态𝑠𝑖

𝑡下策略𝜋𝜃

的熵，用于衡量策略的探索程度。基于归一化后的

贡献度向量，本文以均匀贡献基准 1/N 作为判定阈

值，对智能体进行高/低贡献区分： 

贡献类型
𝑖

𝑡
=  

高贡献智能体, Ci
t > 1/𝑁

低贡献智能体, Ci
t < 1/𝑁

均等贡献智能体, Ci
t = 1/N

 ，该判

定依据具有直观的物理意义：若智能体 i 的贡献度

高于均等分配水平，则认为其在当前时刻对全局感

知覆盖的实际贡献超出平均水平，算法应给予更强

的探索激励；反之，则引导其向已验证的高价值策

略收敛，以减少无效探索。该阈值随智能体总数 N

自动调整，在不同规模场景下保持判定标准的一致

性，无需人工设定额外超参数。上述分类结果直接

作用于公式(11)的贡献度加权熵项，高贡献智能体

获得更大的熵正则化权重，低贡献智能体权重相对

收缩，从而在损失函数层面实现差异化探索调控。 

4.4.2  动态 KL 散度裁剪范围调整 

为解决传统 PPO 固定裁剪范围导致的策略更

新不稳定问题，CA2-PPO 提出动态 KL 散度裁剪机

制，对应算法 1 第 2、19–21 行。该机制根据新旧

策略间的 KL 散度动态调整裁剪范围：KL 散度过大

会导致剧烈更新影响收敛，过小则更新缓慢降低效

率。通过动态调节使 KL 散度保持在合理范围内，

从而提升训练稳定性与效率。动态 KL 散度裁剪机

制具体流程如下。 

算法 3.  KL 散度驱动的动态 PPO 裁剪范围算法. 

输入：网络参数𝛺、智能体数量 N、网格（H×W）、超参（𝛾，

𝜆，𝛼，𝜏）、RSU 广播的网格价值场𝑉𝑡、Critic 参数𝜙、经验

缓冲区𝒟 

输出：训练后策略参数𝜃*、最终裁剪范围𝜀final、裁剪范围演

化轨迹𝐸𝜀、KL 散度记录 KKL 

1. 𝜀 𝑡 ←ε0;Eε←𝜙;KKL←𝜙 

2. FOR each b⊆𝒟 DO： 

3.   𝜌(𝑡)(𝑠, 𝑎) ←
𝜋𝜃 (𝑎∣𝑠)

𝜋𝜃𝑜𝑙𝑑
(𝑎∣𝑠)

 

4.   L1←𝜌 𝑡  𝑠, 𝑎 ·𝐴 𝑡  

5.   L2←clip(𝜌 𝑡  𝑠, 𝑎 ,1−𝜀 𝑡 ,1+𝜀 𝑡 )·𝐴 𝑡  

6.   ℒ𝑐𝑙𝑖𝑝←Êb[min(L1,L2)] 

7.   θ←Adam(θ,∇𝜃𝐿(𝜃)) 

8.   按公式(12)估计各智能体 KL 散度𝐷KL
 𝑖 

,i=1,…,N 

9.   𝐷KL← 𝐶𝑖
𝑡𝑁

𝑖=1 ·𝐷KL
 𝑖 

 

10.   IF 𝐷KL >τ THEN 

11.     𝜀 𝑡 ←max(𝜀 𝑡 −Δε,εmin) 

12.   ELSE IF 𝐷𝐾𝐿<τ/2 THEN 

13.     𝜀 𝑡 ←min(𝜀 𝑡 +Δε,εmax) 

14.   END IF 

15.   Eε←Eε∪{𝜀 𝑡 };KKL←KKL∪{𝐷𝐾𝐿} 

16. END FOR 

17. RETURN  θ、Eε、KKL 

CA2-PPO 通过动态 KL 散度裁剪机制，将裁剪

范围与策略更新幅度及智能体贡献度动态关联，KL

过大时收紧以抑制剧烈更新，过小时放宽以提升效

率，由此推导定理 1，即多智能体 PPO 稳定性与可

控收敛，在保证稳定收敛的同时兼顾协作效率。 

策略稳定性条件：采用与策略更新幅度动态关

联的 KL 散度裁剪范围𝜀 𝑡 ，且该范围满足随当前

新策略𝜋𝜃new
与旧策略𝜋𝜃old

，则两者之间的 KL 散度

𝐷𝐾𝐿（𝜋𝜃old
∥ 𝜋𝜃 )动态调整的分段函数关系；新老策

略的平均 KL 散度𝐷KL由下式无偏估计： 

𝐷KL =
1

𝐵
 𝔼𝑎∼𝜋𝜃old

𝐵

𝑏=1

 𝑙𝑜𝑔
𝜋𝜃old

 𝑎|𝑠𝑏 

𝜋𝜃 𝑎|𝑠𝑏 
 # 12  

动态裁剪范围的分段调节规则如下：基础裁剪

范围𝜀 𝑡 ∈  𝜀𝑚𝑖𝑛 , 𝜀𝑚𝑎𝑥  ，满足以下分段函数关系。

设定KL阈值 τ=0.02，处于PPO标准经验范围0.01～

0.05 的中位。该取值兼顾两端权衡：过小会导致裁



12 计 算 机 学 报  

剪范围频繁收缩、训练过于保守，过大则裁剪调整

滞后、震荡抑制效果减弱。每次根据 KL 反馈对𝜀 𝑡 

进行最多±0.05 的离散调整。具体规则为： 

𝜀 𝑡 + 1 

=  

max 𝜀 𝑡 − 0.05,  0.05 , if  𝐷KL > 𝜏

𝜀 𝑡 , if  𝜏/2 ≤ 𝐷KL ≤ 𝜏  13 

min 𝜀 𝑡 + 0.05,  0.3 , if  𝐷KL < 𝜏/2

  

其中，𝜀 𝑡 ∈[𝜀min ，𝜀max ]，本文取𝜀min =0.05，

𝜀max =0.3，每次调整步长Δε=0.05。调整步长Δε=0.05

与 KL 阈值的量级匹配性。由公式（15），在 Lipschitz

策略假设下 KL 散度满足DKL≤Cεt
2，因此裁剪范围

的 变 化 Δε 所 引 发 的 KL 约 束 变 化 量 为 ：

ΔDKL
max=C  εt+Δε 

2-εt
2 =C 2εtΔε±(Δε)2 在 εt=ε0=0. 2

处代入Δε=0.05，得ΔDKL
max≈0.02C，与 KL 裁剪阈值

τ=0.02 恰在同一量级（取 C=1 时ΔDKL
max≈τ），确保

每次调整对 KL 约束产生恰当响应。步长过小则调

节效果仅为 0.004C，响应迟缓；步长过大则单步变

化达 0.04C，超过阈值两倍，易引发震荡。需要说

明的是，C 为与策略参数化方式相关的 Lipschitz 常

数，此处取 C=1 仅为说明量级关系的保守估计，关

键结论在于Δ𝐷KL
max与阈值τ同阶这一量级关系，该关

系对 C 的具体取值不敏感。因此，Δε=0.05是与 KL

阈值τ量级相匹配的较优选择。εmin=0.05 下界的有

效性保障。由公式（18）与定理 1 的约束条件，策

略更新的有效性要求DKL≤ε t 始终成立且c>0。当εt

降至εmin=0.05 时，概率比率仍被约束在[0.95,1.05]

内，策略仍有空间执行局部有效更新，不会完全停

滞。同时，由公式（20）中的 Pinsker 不等式，此

时两策略总变差距离上界为 2×0.05≈0.316，仍属于

可控范围，不会引发策略发散。相比之下，若εmin设

为 0，则算法可能陷入零更新的退化状态；若设为

0.1，则在高 KL 情形下无法充分收紧约束。因此

𝜀min =0.05 在保证最低更新幅度与防止过度放松之

间取得了合理平衡。参数取值在有效区间内具有鲁

棒性。定理 1 已证明，只要𝜀 𝑡 ∈[0.05,0.3]，算法

在期望意义下收敛至一阶驻点邻域且收敛速度上

界可达 O(1/k)，说明算法性能对区间内𝜀 𝑡 的具体

取值不敏感。Δ𝜀 = 0.05的步长正是𝜀 𝑡 始终维持在

此有效区间内的关键保障。 

策略更新约束性与 KL 有界性：PPO 的概率比

率𝜌 𝑡  𝑠, 𝑎 被限制在 1 − 𝜀 𝑡 , 1 + 𝜀 𝑡  区间内： 

𝜌 𝑡  𝑠, 𝑎 =
πθ 𝑎|𝑠 

𝜋𝜃old
 𝑎|𝑠 

∈  1 − 𝜀 𝑡 , 1 + 𝜀 𝑡  # 14  

由裁剪约束𝜌 𝑡  𝑠, 𝑎 ∈  1 − 𝜀 𝑡 , 1 + 𝜀 𝑡  ，可

得： 

 log𝜌 𝑡  𝑠, 𝑎  ≤ log
1 + 𝜀 𝑡 

1 − 𝜀 𝑡 
≤

2𝜀 𝑡 

1 − 𝜀 𝑡 
# 15  

结合 KL 散度定义与假设 3 的 Lipschitz 条件，

当𝜀 𝑡 ≤0.3 时，存在仅依赖于𝜀max 与 Lipschitz 常数

L 的正常数𝐾𝐿，使得： 

𝐷KL ≤ 𝐾𝐿𝜀 𝑡 
2# 16  

其中，𝐾𝐿为与策略分布 Lipschitz 常数相关的正常

数，当𝜀max =0.3 时，KL 随 L 的增大而增大，收敛

界随之放宽。由公式（12）与（16）可得： 

0 ≤ 𝐷KL ≤ 𝜏max = 𝐾𝐿𝜀max
2 # 17  

上述的证明保证了策略更新过程的全程有界

性，以防止策略发散。 

策略更新过程中，新策略与旧策略的 KL 散度

被限制在[0，𝜀 𝑡 ]范围内，通过引入裁剪目标函数

梯度，CA2-PPO 能够根据当前训练进度和智能体之

间的协作情况动态调整策略裁剪范围𝜀 𝑡 ，避免过

大的更新幅度导致的策略震荡，同时也避免过小的

调整策略裁剪范围𝜀 𝑡 导致的训练停滞。 

基于上述推导，本文给出定理 1，形式化证明

CA2-PPO 在迭代更新意义下的稳定性。 

定理 1.  基于动态 KL 裁剪与贡献加权熵的多

智能体 PPO 稳定性与可控收敛. 

假设 1.  奖励有界性. 存在常数𝑅max>0，使得

对所有状态 s 和动作 a，满足 𝑟 𝑠, 𝑎  ≤ 𝑅max。 

假设 2.  状态动作空间紧致性. 状态空间 S 和

动作空间 A 是紧致的。 

假设 3.  策略平滑性. 对任意状态s和动作𝑎，

𝑙𝑜𝑔𝜋𝜃 𝑎 ∣ 𝑠 关于参数𝜃是 L-Lipschitz 连续的。即存

在常数 𝐿 >0 使得对任意 𝜃1, 𝜃2:  𝑙𝑜𝑔𝜋𝜃1
 𝑎 ∣ 𝑠 −

𝑙𝑜𝑔𝜋𝜃2
 𝑎 ∣ 𝑠  ≤ 𝐿 ∥ 𝜃1 − 𝜃2 ∥。该假设在常见的

softmax 或 Gaussian 参数化策略网络中通常成立。 

假设 4.  优势函数有界性. 经过裁剪和归一化

处理后的优势函数满足𝐴 𝑡∈ -5,5 ，即𝐴max = 5。该

上界由假设1与公式(29)的阈值裁剪操作共同保证。 

假设 5.  局部平稳性. 在每个 PPO 更新周期内，

各智能体的状态访问分布𝐷𝐾相对于策略变化近似

平稳，即满足∥ 𝐷𝑘+1 − 𝐷𝑘 ∥1≤ 𝛿𝐷，其中，𝛿𝐷为与

裁剪范围𝜀 𝑡 同阶的小量。 

记第𝑘次策略更新中，固定旧策略𝜋𝜃old
= 𝜋 𝑘 ，

通过 PPO 优化得到新策略𝜋𝜃 = 𝜋 𝑘+1 ，其 KL 散度

的经验估计为： 

𝐷KL
 𝑘 

= 𝔼𝑠∼𝐷𝑘
 𝐾𝐿  𝜋𝜃old

 ⋅∣ 𝑠 ∥ 𝜋𝜃 ⋅∣ 𝑠   # 18  
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其中，𝐷KL
 𝑘 

为第 k 次更新周期对状态分布𝐷𝑘取期望

的 KL 估计，用于定理证明；𝐷KL为每批次经验估

计，用于实际动态裁剪调节。𝜋𝜃old
在当前 PPO 更新

周期内参数固定，仅用于计算策略比例与 KL 散度；

𝐷𝑘为第 k 次策略更新时的状态访问分布。 

若对所有更新步 k 均满足动态裁剪约束： 

𝐷KL
 𝑘 

≤ 𝜀 𝑡 ,  𝜀 𝑡 ∈  0.05,0.3 # 19  

则由 CA2-PPO 生成的策略序列{𝜋𝑘}在期望意

义下收敛至目标函数的一阶驻点邻域内，其收敛速

度可以通过裁剪区间𝜀 𝑡 与阈值参数的设定实现调

控。 

证明.  动态 KL 裁剪保证策略更新有界。具体

而言，在实现中，当前裁剪范围𝜀 𝑡 由经验 KL 散

度𝐷KL
 𝑘 

自适应更新：当𝐷KL
 𝑘 

> 𝜏时，减小，从而减小

下一轮更新幅度；当𝐷KL
 𝑘 

< 𝜏/2时，增大，以避免

更新过于保守；同时在实现中对𝜀 𝑡 施加上下界约

束[0.05，0.3]，当𝜀 𝑡 取值在该区间内时，算法性能

对其变化不敏感，能够在稳定性与收敛速度之间取

得良好平衡。进一步地，公式(13)的裁剪调整基于

上一轮 KL 反馈，存在一步滞后，但由于调整步长

固定为 0.05 且𝜀 𝑡 ∈[0.05,0.3]有界，单步偏差不超

过 0.05，不影响收敛结论的有效性。因此，对所有

迭代 k 步如下： 

0 ≤ 𝐷KL
 𝑘 

≤ 𝜀 𝑡 ≤ 0.3# 20  

由 Pinsker 不等式可得，对任意状态 s，两策略

在动作分布上的总变差距离满足： 

∥ 𝜋 𝑘+1  ⋅∣ 𝑠 − 𝜋 𝑘  ⋅∣ 𝑠 ∥1≤  2𝐷KL
 𝑘 

≤  2𝜀 𝑡 ≤  0.6# 21 

 

KL 有界⇒性能差异有界与近似单调改进。记

折扣回报目标为： 

𝐽 𝜋 = 𝔼𝜋   𝛾𝑡

∞

𝑡=0

ℛ𝑡 # 22  

代理目标为 PPO 常用形式。在奖励有界、优势

函数裁剪与归一化的前提下，优势𝐴 𝑡有统一上界

 𝐴 𝑡 ≤ 𝐴max =5，利用性能差异引理及状态分布对策

略分布的 Lipschitz 依赖性，可推出真实目标与代理

目标之间的差异满足： 

 J 𝜋 𝑘+1  − J 𝜋 𝑘  −  J k𝜋
 𝑘+1 − J k 𝜋

 𝑘    

< 𝐾𝑅 ε t # 23 
 

其中，常数𝐾𝑅仅与折扣因子、奖励与优势的上界有

关。上述误差界在假设 5 的局部平稳条件下成立。

由公式 (21)，单步策略变化满足∥ 𝜋 𝑘+1  ⋅∣ 𝑠 −

𝜋 𝑘  ⋅∣ 𝑠 ∥1≤  0.6 ， 结合状态 分布对策略 的

Lipschitz 依赖性，可得∥ 𝐷𝑘+1 − 𝐷𝑘 ∥1≤ 𝐿𝐷 0.6，即

𝛿𝐷与𝜀 𝑡 同阶有界，假设 5 在动态 KL 裁剪的约束

下实践中成立。 

由于 CA2-PPO 沿代理目标上升方向优化，当

代理目标改进量满足J k π
 k+1  − J k π

 k  ≥ 0时，

结合公式(23)可得： 

𝐽 𝜋 𝑘+1  − 𝐽 𝜋 𝑘  ≥ −𝐾𝑅 𝜀 𝑡 # 24  

其中右端为性能退化的显式下界。由𝜀 𝑡 ≤ 0.3，退

化上界为有限常数𝐾𝑅 0.3，排除策略发散。随训练

推进𝜀 𝑡 收紧，退化上界单调递减。综上，动态 KL

裁剪将每步性能退化严格约束在𝐾𝑅 𝜀 𝑡 以内，显

著降低训练中大幅回退与发散的风险。 

进一步地，贡献度平滑与归一化在提升 KL 估

计稳健性方面亦起到关键作用。基于公式 (9)的

EMA 更新所得原始贡献得分𝐶 𝑖
𝑡无归一化约束，经

公式(25)归一化后得到用于策略加权的贡献度𝐶𝑖
𝑡，

后者构成概率单纯形，如公式(25)所示。 

𝐶𝑖
𝑡 =

𝐶 𝑖
𝑡 + 𝛿

  𝐶 𝑖
𝑡 + 𝛿 𝑁

𝑖=1

# 25  

其中，𝛿为防止分母为零的平滑项，防止所有智能

体贡献得分同时为零时分母为零导致的数值溢出。

该取值与深度学习中 Adam 优化器、批归一化等标

准操作中数值稳定项的量级一致，远小于正常贡献

得分的数量级，不影响归一化结果的实际分布。由

此可得𝐶𝑖
𝑡≥0 且 𝐶𝑖

𝑡𝑁
𝑖=1 = 1。在此基础上，将多智

能体 KL 散度估计视作各智能体 KL 的加权组合则

有公式（26）： 

𝐷 KL =  𝐶𝑖
𝑡

𝑁

𝑖=1

𝐷KL
 𝑖 # 26  

其中，𝐶𝑖
𝑡与公式(11)中所用贡献度一致，𝐷 KL为贡献

度加权的全局 KL 散度估计，其非均等分布经由(26)

直接作用于全局 KL 估计，使策略更新幅度与智能

体实际贡献水平动态适配，从而实现贡献感知驱动

的差异化协同调度。 

由方差的线性性质可得公式（27）： 

𝑉𝑎𝑟 𝐷 KL  ≤   𝐶𝑖
𝑡 2

𝑁

𝑖=1

𝑉𝑎𝑟  𝐷KL
 𝑖  # 27  

由 于 𝐶𝑖
𝑡 ∈ [0,1] ， 故  𝐶𝑖

𝑡 2 ≤ 𝐶𝑖
𝑡 ， 从 而

  𝐶𝑖
𝑡 2

𝑖 ≤  𝐶𝑖
𝑡

𝑖 = 1，上述不等式表明，𝐷 KL的估计
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更平滑、方差更小，进一步增强了动态裁剪机制的

稳定性。基于此，CA2-PPO 的收敛性可从以下四个

维度得到保证与调节： 

（1）通过公式（13）动态调整策略裁剪范围

𝜀 𝑡 。当 KL 过大时，自动减小𝜀 𝑡 以抑制更新幅度；

当 KL 过小时，适度放大𝜀 𝑡 以加快收敛速度，并

保持𝜀 𝑡 在 0.05 至 0.3 的范围内； 

（2）通过公式（9）和公式（25）调整熵正则

化权重，增强高贡献智能体的探索激励，抑制低贡

献智能体的探索，使得熵正则化机制在多智能体系

统中实现差异化调节； 

（3）结合优势裁剪与归一化以及参数梯度裁

剪，整体损失函数的梯度始终有界； 

（4）收敛速度分析：由假设 3 与假设 4，采用

衰减学习率𝛼lr ,𝑘 = 𝛼lr / 𝑘时，由非凸随机梯度下降

标准收敛结论： 

1

𝐾
 𝔼

𝐾

𝑘=1

 ∥∥∇ 𝐽 𝜋 𝑘  ∥∥
2
 ≤

𝐶sgd

 𝐾
= O  

1

 𝐾
 # 28  

其中，𝐶sgd 为与初始目标函数值、梯度噪声方差及

学习率相关的综合常数。即策略序列以O  
1

 𝐾
 速率

收敛至一阶驻点。在常数学习率与有界梯度噪声条

件下，结合动态 KL 裁剪可进一步得O  
1

𝐾
 邻域收敛

界，邻域半径由𝜀 𝑡 上界与噪声方差共同决定，可

通过调节动态裁剪超参数实现收敛精度与速度的

联合控制。 

证毕. 

综上，CA2-PPO 通过动态 KL 裁剪、贡献加权

熵与优势裁剪的协同约束，在非平稳环境下保证了

策略序列的稳定收敛性，从理论层面验证了算法的

鲁棒性与可扩展性。 

4.4.3  优势函数归一化裁剪 

在本文中，提出了 1 种带裁剪的优势函数归一

化算法旨在预处理原始优势函数提升策略梯度稳

定性。该算法是根据算法 1 第 12 行详细展开，该

过程如算法 4 所示。算法 4 说明优势函数归一化裁

剪的过程，先将 A 按默认阈值 5.0 裁剪至[-5，5]以

过滤异常值，再经均值归一化消除整体偏移，最后

通过标准差归一化统一数据尺度，输出A t。该过程

抑制噪声与极端值干扰，使分布更稳定，为后续策

略优化提供可靠梯度信号，适配网格环境下多智能

体在各类任务分布中的协作训练。 

其中，裁剪阈值的选择需要在保留有效梯度信

息与抑制极端样本噪声之间取得平衡。参考标准

PPO 实现中的经验设置，并结合本文任务特性，本

文将裁剪阈值设定为[-5，5]，主要基于以下考虑：

（1）阈值过小会过度压缩优势幅度，导致有效梯

度被抑制，降低策略优化效率；（2）阈值过大则

难以过滤离群样本，极端优势可能引发策略更新震

荡；（3）在本文场景中，网格环境与真实路网的

奖励尺度差异较大，而[-5，5]能够较好覆盖两类场

景的优势分布范围，从而在不同任务设置下保持稳

定且一致的梯度更新行为。为验证裁剪阈值±5.0

的合理性，本文在网格环境与 OSM 真实路网场景

下，对𝜀𝑎𝑑𝑣∈{±1,±3,±5,±8,无裁剪}五组设置进

行系统消融实验，其余超参数保持不变，结果如表

2 所示。 

表 2  不同裁剪阈值下的梯度质量对比实验结果 

𝜀𝑎𝑑𝑣  网格均值/OSM 均值 网格标准差/OSM 标准差 

±1 0.3098/0.0361 0.0241/0.0058 

±3 0.3251/0.0407 0.0198/0.0044 

±5 0.3364/0.0441 0.0203/0.0039 

±8 0.3289/0.0418 0.0267/0.0053 

无裁剪 0.3153/0.0374 0.0358/0.0082 

由表 2 可知，裁剪阈值对梯度质量的影响呈现

先改善后劣化的规律。当𝜀𝑎𝑑𝑣 =±1 时，两类场景均

值低于无裁剪基线，说明过度裁剪压制了有效优势

信号；随阈值放宽至±3，均值提升至0.3251/0.0407，

稳定性有所改善；当𝜀𝑎𝑑𝑣±5 时均值达到峰值，均

值分别为 0.3364 与 0.0441，标准差同时降至最低，

梯度更新实现最优平衡。阈值继续扩大至±8 乃至

取消裁剪后，均值下降而标准差持续攀升，训练稳

定性明显劣化。综上，𝜀𝑎𝑑𝑣 =±5 是兼顾梯度有效性

与训练稳定性的最优选择。带裁剪的优势函数归一

化算法过程具体如算法 4。 

算法 4.  带裁剪的优势函数归一化算法. 

输入：原始优势函数 A、裁剪阈值𝜀𝑎𝑑𝑣，取值±5 

输出：归一化后的优势函数𝐴 𝑡  

1. Aclip(s,a)←max(min(A(s,a),εadv),−εadv) 

2.   μA←mean(Aclip) 

3.   𝜍𝐴←std(Aclip) 

4.   𝐴 𝑡←
𝐴clip 𝑠,𝑎 −𝜇𝐴

𝜍𝐴+10−8  

5. RETURN  𝐴 𝑡  

传统 PPO 算法中，优势函数易受异常值与噪声

干扰，影响策略梯度精度。优势函数衡量状态下执
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行某动作相对随机动作的价值优势，极端样本会导

致梯度计算偏差。为此，CA2-PPO 采用先裁剪后归

一化的两步处理：抑制异常值的同时统一数值尺度，

使优势函数分布更加稳定，提升梯度估计精度并增

强训练收敛性。 

先将优势函数A s, a 裁剪至[-5，5]区间： 

𝐴clip 𝑠, 𝑎 = max min 𝐴 𝑠, 𝑎 , 5 , −5 # 29  

再进行标准化： 

A t =
𝐴clip 𝑠, 𝑎 − 𝜇𝐴

𝜍𝐴 + 10−8
# 30  

其中，𝜇𝐴与𝜍𝐴为批次优势函数的均值与标准差，分

母添加10−8避免标准差为 0 的计算误差。这与

CA2-PPO 的机制设计密切相关。具体而言，

CA2-PPO 的贡献度机制仅用于调节熵正则化强度，

而非直接参与奖励重构，这一设计选择具有明确的

动机：将贡献度引入奖励分配将向每个智能体的训

练信号引入对其他智能体行为的间接估计误差，在

Non-IID 分布下可能放大协作噪声，破坏收敛稳定

性。然而，上述设计并不意味着系统对搭便车

（Free-riding, FR）行为缺乏约束。防止 FR 的机制

已内生于奖励函数结构中：协作覆盖奖励对重复覆

盖显式施加−𝜂 ⋅ 𝑉 𝑔𝑘 惩罚；即时覆盖奖励中的直

接覆盖分数因历史状态累积而对重复覆盖衰减；时

空关联奖励基于覆盖增量计算，路径重叠导致增量

为零时不产生有效收益。上述三项机制协同保证：

低贡献智能体即使跟随高贡献者的路径，也无法从

路径重合中获得额外奖励，反而因协作惩罚而受到

激励约束，从而在奖励结构层面天然排除了奖励过

度分配的可能。关于高密度场景下贡献度向量陷入

局部最优的风险，CA2-PPO 通过以下机制加以规避：

其一，EMA 的快速响应性确保贡献度能够在约 20

步内捕捉智能体间的性能分化，避免长期固化；其

二，归一化约束使贡献度构成概率单纯形，从结构

上限制了单一智能体贡献度的无限扩张；其三，即

便低贡献智能体贡献度趋近于零，其熵正则化权重

仍保持正值，保证最低探索强度，防止策略退化为

确定性行为；其四，RSU 持续广播的全局价值场提

供了独立于贡献度机制的外部分散信号，在高密度

区域引导智能体向低覆盖价值区域迁移，与贡献度

动态形成互补的调节闭环。上述机制的综合作用使

贡献度向量在训练过程中保持动态更新，在正常训

练条件下不会收敛至退化分布。 

5 实验仿真与结果分析 

在实验中，本文构建了 20×20 与 30×30 的网

格道路网络，并选取多种主流算法作为对比基线，

以验证 CA2-PPO 在不同环境复杂度与任务分布下

的性能；同时，基于 OSM 的北京与湖南多区域路

网开展仿真测试，评估多智能体协作调度的有效性。 

5.1  实验设置 

刻画城市道路拓扑结构与通行特性，在 4.1 节

所构建的两种规模网格路网基础上，进一步模拟主

干道与支路的通行效率差异。每个回合开始时车辆

随机初始化，网格感知价值从[0,1]均匀分布采样归

一化，刻画路网的交通异质性。每个回合持续 3600s，

决策步长 180s，共 20 个时间步，采用多智能体 PPO

联合优化策略与价值函数。 

在此基础上，进一步构建局部通行效率演化与

拥堵传播机制，模拟瓶颈扩散与连锁拥堵过程，形

成高现实一致性的多智能体仿真环境。实验设计

GD、UD、RD、DD 四种典型任务分布模式以模拟

不同城市交通环境，以平均覆盖得分为核心评价指

标与多种主流算法进行对比，具体的实验环境见表

3。 

表 3  实验环境 

软硬件配置 版本 

CPU Intel Core i9-13900K 

GPU NVIDIA RTX 4090 

内存 64GB 

操作系统 Ubuntu 22.04 LTS 

PyTorch 1.13 

Python 3.9 

本文中智能体执行感知任务的规则设定如下： 

将感兴趣区域离散为网格，各网格初始价值按

任务需求赋值并可随环境动态更新；智能体进入网

格且满足有效覆盖条件即判定任务完成，系统实时

更新进度并反馈。任务周期设为 300/600s，决策频

率为每 30/180s；长周期情境下每 20 次决策自适应

调整任务配置以刻画需求演化并评估稳定性。为保

证可比性，每回合结束后重置环境；各回合同步随

机初始化智能体位置与任务状态。训练后通过任务

回放验证数据与环境一致性，并在迭代中提升复杂

交通情境下的协同调度能力。 

本文选取了五种主流算法作为对比，并在保持

基本参数一致的前提下开展实验评估。具体的实验
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参数设置见表 4，对比算法说明详见表 5。 

表 4  实验参数取值 

参数名称 数值 

批次大小 64 个 

每次更新步数 2048 步 

每次更新轮数 10 轮 

回合时长 3600s 

决策时间步长 180s 

每回合决策次数 20 次 

表 5  算法说明 

算法名称 算法说明 

Random 每个时隙，各智能体随机选择东、南、西、北四个

方向移动，作为参照验证算法有效性的基线 

MADQN 主流基于价值的多智能体强化学习方法 

QMIX 价值分解型多智能体协作算法，引入了通信模块实

现了有效的全局协调 

MAPPO 基于 CTDE 的多智能体 PPO，集中式 critic、分散

式执行 

MACPPO 未加入 CA2-PPO 模块的基础版本，用于对比验证

创新机制效果 

在本文实验设置下，平均覆盖得分、平均任务

完成率与平均奖励具有一致的单调性，其中平均奖

励可视为覆盖效果在强化学习框架下的等价回报

表达。 

5.2  核心机制消融与扩展实验 

本文在多智能体调度任务中开展了系统性的

消融实验，实验环境设定为 20×20 网格地图，共 400

个位置点。在每个实验回合中，4 辆自主调度智能

体在 3600s 的时长内以 180s 为决策间隔执行调度，

即每辆车每回合进行 20 次决策，总计 80 次决策。 

训练使用标准 PPO 参数配置：每收集 2048 个

时间步数据更新一次、每次更新 10 轮、GAE 参数

λ=0.95，为 PPO 的标准经验值，接近 1 时偏差小但

方差大，偏小时方差小但偏差增大，0.95 在两者间

取得平衡、熵系数𝐶cnt=0.1、折扣因子γ=0.99、学习

率𝛼lr  =3 × 10−4。在此基础上额外设置：初始裁剪

范围 ε₀ =0.2、价值损失系数𝐶v=0.5。 

本节通过设计消融实验，对 CA2-PPO 中在线

贡献感知机制及其关键模块在多智能体协同优化

中的作用进行系统评估，并构造如下三种消融变体

算法进行对比。 

（1）CA2-PPO/WE：在完整方法 CA2-PPO 中，

仅保留贡献度加权熵机制； 

（2）CA2-PPO/DC：在完整方法 CA2-PPO 中，

仅使用动态 KL 散度裁剪； 

（3）CA2-PPO/AC：在完整方法 CA2-PPO 中，

仅使用优势函数归一化裁剪。 

实验的评估指标为任务完成度得分即 1 减去剩

余未收集权重的比例，取值范围[0，1]，数值越高

代表覆盖率越高。为确保结果的统计可靠性，每个

实验配置在 5 个随机种子下独立重复运行，最终结

果以均值±标准差的形式报告。 

表 6  CA2-PPO 算法及其 3个变体算法的检测性能与统计显

著性分析 

类别 方法名称 均值±标准差 统计显著性 p 

基线算法 Random 0.3107±0.0186 — 

完整算法 CA2-PPO 0.3364±0.0203 0.0035＜0.05 

CA2-PPO 变体

算法 

CA2-PPO/WE 0.3273±0.0157 0.0060＜0.05 

CA2-PPO/DC 0.3246±0.0130 0.0110＜0.05 

CA2-PPO/AC 0.3259±0.0123 0.0171＜0.05 

实验结果如表 6 所示。所提出的各创新机制在

性能上均优于基线。具体来说，CA2-PPO 相比基线

提升 8.3%，验证了算法的有效性。三个创新机制的

消融版本均优于基线：CA2-PPO/WE 提升 5.3%、

CA2-PPO/DC 提升 4.5%、CA2-PPO/AC 提升 4.9%，

表明各机制独立有效。 

从稳定性角度来看，CA2-PPO 的标准差为

0.0203，虽然略高于其他方法，但其性能的显著提

升使得该波动性增加处于可接受范围内。而贡献度

加权熵和动态 KL 散度裁剪等方法则展现了较小的

标准差，表明它们在不同实验条件下具有更高的稳

定性。 

综合分析表明，实验结果充分验证了各项创新

机制在多智能体协同任务中的有效性，有力印证了

算法的有效性与稳定性，也凸显了其在实际协同调

度场景中的应用潜力。上述结果的统计显著性通过

双侧独立样本 t 检验计算，显著性水平设为 0.05。 

图 2 展示了不同智能体贡献度的组间差异化特

征。图 3 展示了不同熵正则化策略的奖励指标对比

结果及其对差异化奖励机制的影响。 
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图 2  智能体贡献度的组间差异化特征 图 3  不同熵正则化策略的奖励指标对比结果 

为验证贡献度加权熵机制的有效性，本文在 20

×20 网格、4 智能体环境下对比了 CA2-PPO、PPO

和无熵正则化三种策略。结果显示，CA2-PPO 的平

均奖励为 0.0779，明显优于均匀熵权重的 0.0739 和

无熵正则化的 0.0697，并在训练后期稳定性上表现

最佳。该机制使高贡献智能体优先覆盖高价值区域，

同时促使低贡献智能体持续探索，在提升平均奖励

的同时减少了训练后期的波动，验证了贡献感知探

索机制的有效性。上述现象的背后，贡献度与实际

贡献的匹配性首先可从机制设计上得到保证：贡献

度基于归一化即时奖励的 EMA 估计，而即时奖励

由公式（5）直接计算自智能体的实际覆盖行为，

覆盖高价值网格则奖励高，重复覆盖则奖励衰减。

因此，贡献度本质上是对智能体有效覆盖行为的历

史累积度量，高贡献度意味着该智能体在过去时间

步内持续产生了高质量的感知覆盖，而非统计噪声

或随机涌现。从实验数据来看，这一机制特性得到

了充分体现：不同智能体的贡献度差异显著，第 5

组中智能体 1贡献度为 0.522，而智能体4仅为 0.142；

第 1 组中智能体 4 的贡献度则达到 0.425。贡献度

差异真实反映了智能体间的任务分工差异，高贡献

智能体覆盖高价值网格的频率普遍高于低贡献智

能体，表明贡献度不仅反映覆盖数量，还与覆盖质

量保持一致，有效避免了传统算法的平均化问题。

从宏观层面来看，如图 5 所示，GD 分布下贡献度

高度集中于少数智能体，UD 分布下各智能体贡献

度趋于均等，进一步验证了贡献度分配与真实任务

分布的动态一致性。 

5.2.1  不同任务分布下智能体贡献度 

  

 

  

 

图 4  不同时长智能体性能对比结果 图 5  不同环境下的智能体贡献度对比结果 

图 4 对比了 GD 与 UD 两种任务分布在 300s

与 600s 时长下各智能体的平均总奖励分布。结果显

示，在 600s 的 GD 环境中，智能体 2、10、12 的平

均总奖励明显高于其他智能体，贡献度呈现显著分

化，表明 CA2-PPO 能够依据任务空间分布精准识

别并持续激励高价值智能体，同时保证低价值区域

任务不完全停滞；而在 UD 分布下，各智能体奖励

差异相对均衡，贡献度分布趋于一致，符合均匀任

务分布下资源均等分配的预期特征。 

图 5 展示了 CA2-PPO 在 DD、RD、GD、UD

四种任务分布下随智能体数量变化的贡献度占比

曲线。在 GD 分布中，贡献度向少数高价值智能体
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高度集中，峰值智能体贡献度占比超过 10%，反映

出算法对任务聚集区域的强感知能力；在 UD 分布

中，各智能体贡献度趋于均等，整体波动较小；DD

与 RD 分布下的贡献度曲线介于两者之间，波动幅

度随任务随机性增大而略有上升。上述结果直观验

证了贡献度加权熵机制能够依据实际任务分布自

适应调整激励强度，在不同环境下均与智能体真实

贡献水平保持动态一致。 

5.2.2  不同奖励分配策略对 CA2-PPO 性能的影响 

为了验证不同奖励模式对算法性能的影响，本

文对比了四种典型的奖励分配策略：贪婪策略

（greedy）、总和奖励（sum）、贪婪均值（greedy-mean）

和团队精神（team-spirit）。实验采用最佳 100 回合

平均覆盖率作为核心评估指标，全面地评估了

CA2-PPO 算法在不同激励机制下的性能表现。如图

6 至图 9 所示。 

          

图 6  在 greedy 下的性能对比结果 图 7  在 sum 下的性能对比结果 

  

图 8  在 greedy-mean 下的性能对比结果 图 9  在 team-spirit 下的性能对比结果 

本文评估了 CA2-PPO 算法在 4 种奖励机制下

的性能。结果显示，随智能体规模从 2 扩展至 20，

四种策略的平均覆盖得分均呈显著增长态势，但增

幅各有差异。其中，greedy-mean 模式下性能最优，

平均覆盖得分达 0.8185，较 greedy、sum、team-spirit

三种机制分别提升约 33.2%～35.6%；sum 模式与

team-spirit 模式表现居中，覆盖得分集中在 0.70～

0.75 区间；greedy 模式在小规模场景下提升幅度相

对有限，覆盖得分多集中于 0.60～0.70 区间。上述

结果表明，greedy-mean 激励机制能够在个体收益

与群体协作之间取得更优平衡，验证了多智能体奖

励机制设计对 CA2-PPO 整体性能的重要影响。 

5.2.3  不同算法贡献度分配 
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图 10  不同算法的贡献度分配对比结果 图 11  GD 环境下的平均任务完成率 

为进一步可视化算法在空间维度的贡献效果，

图 10 以热力图形式对比了 CA2-PPO、MACPPO 和

DQN 三种算法的智能体贡献度分布。从色深分布可

以观察到，CA2-PPO 中智能体 2、7、8 的贡献度分

别为 13.52%、14.21%、11.33%，对应色块明显深

于其余智能体，且与 MACPPO、DQN 相比，

CA2-PPO 的高贡献区域更为集中、对比度更强，说

明其能够更精准地识别并持续强化高价值智能体

的激励，而 MACPPO 和 DQN 的贡献度分布则相对

分散均匀，缺乏有效的差异化调节能力，进而导致

协作效率偏低。 

通过引入贡献度加权机制，CA2-PPO 突破传统

均等激励范式，在线量化个体贡献差异并自适应实

施差异化激励，有效缓解协作低效，在理论创新性

与实际性能上均展现出良好的可扩展性。 

为进一步评估贡献度加权机制对任务完成率

的影响，图 11 展示了 GD 环境下智能体数量从 2

增至 20 时各算法平均任务完成率的变化趋势。结

果显示，随智能体规模扩大，CA2-PPO 的任务完成

率始终高于 MACPPO 与 DQN，在智能体数量为 2

时平均任务完成率为 35.98%，增至 20 时已达

86.54%，且在智能体数量较多时优势更为显著；这

表明贡献度加权机制在大规模协作场景下能够有

效抑制智能体间的资源竞争与重复覆盖，保持稳定

的任务调度效率，验证了该机制在不同规模下的可

扩展性与有效性。 

  

图 12  20×20 网格路网中不同智能体数量下各算法性能比较 图 13  30×30网格路网中不同智能体数量下各算法性能比较 
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图 14  CA2-PPO 算法不同智能体数量各环境性能比较 图 15  Random 算法不同智能体数量各环境性能比较 

  

图 16  MADQN 算法不同智能体数量各环境性能比较 图 17  MACPPO 算法不同智能体数量各环境性能比较 

  

图 18  QMIX 算法不同智能体数量各环境性能比较 图 19  MAPPO 算法不同智能体数量各环境性能比较 

实验从多个评估维度对 CA2-PPO 算法的有效

性进行了全面验证与系统化分析。与其他五种常见

强化学习算法展开比较，如图 12 所示，在 20×20

网格环境中，CA2-PPO 在本文 Non-IID 测试场景中

均表现优异。在中等规模场景下，算法相较于

MADQN 和 MACPPO 分别提升了 22.2%和 28.3%；

在大规模场景下，覆盖得分达到 0.7845，取得了最

优表现。如图 13 所示，在 30×30 大规模环境中，

尽管状态空间扩展了 2.25 倍，CA2-PPO 依然保持

优良的性能优势。在 16 个智能体的场景下，相比

MADQN 和 MACPPO，算法分别提升了 7.9%和

4.8%，并且超越了 MAPPO 和 QMIX 的表现，尽管

在末端，MADQN 略高，但这一局部波动并不影响

CA2-PPO 的整体性能优势。从机制设计角度分析，

即使智能体数量进一步增加，CA2-PPO 的贡献感知

机制仍能动态调整各智能体的探索力度与任务分

配，有效抑制协作冗余；而 MAPPO 采用均匀激励

方式，随智能体数量持续增加，重复覆盖与协作失

衡问题会愈发突出，性能提升空间受限。因此，随

着智能体规模的持续扩大，MAPPO 的平均奖励预

计将持续低于 CA2-PPO。这一趋势判断与图 12、

图 13 所呈现的实验结果高度吻合，表明 CA2-PPO
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的性能优势并非仅在特定规模下成立，而是具备一

定的规模鲁棒性。为进一步验证这一判断，我们在

20×20/30×30 网格环境下智能体数量为 18、20 的

扩展实验。结果显示，在 18 个智能体场景下，

CA2-PPO 平均覆盖得分为 0.8012/0.6086，MAPPO

为 0.7823/0.5812，CA2-PPO 分别领先 2.4%和 4.7%；

在 20 个智能体场景下，CA2-PPO 覆盖得分为

0.8132/0.6525，MAPPO 为 0.7904/0.6221，CA2-PPO

仍分别保持 2.9%和 4.9%的优势，验证了该优势的

规模鲁棒性。 

如图 14 至 19 所示，CA2-PPO 在 GD、UD、

RD、DD 四种任务分布下均呈现稳定的性能提升，

环境间性能差异控制在 15%以内，其中 GD 场景下

平均总奖励达 0.044，较其他分布提升约 10%～15%。

上述结果表明，CA2-PPO 通过显式建模个体贡献差

异并将贡献感知机制融入熵正则与策略裁剪约束，

有效解决了传统多智能体PPO在Non-IID分布下贡

献均衡假设导致的协作失衡问题，在不同任务分布、

运行周期及任务规模条件下均具备良好的鲁棒性

与泛化能力。 

5.3  复杂城市路网下 CA2-PPO 算法有效性验证 

为对所提方法开展实证性能验证，本研究基于

OSM 数据集构建了真实路网仿真实验平台，对

CA2-PPO 的性能进行评估。实验环境数据由 OSM

全球地理信息中定向裁剪得到的特定区域局部数

据构成，相关区域的具体信息如表 7 和表 8 所示。

在此基础上，实验设置智能体数量为 48 辆车，该

规模综合考虑了所选 OSM 区域的路网节点数量及

典型高峰时段的活跃车辆密度，能够在覆盖效率与

通信负载之间取得较为合理的平衡。 

表 7  北京区域 

数据集 北京地区 地区说明 

 

 

OSM 

国贸 CBD 重要商业核心地带，具有典型的高密度城市特点 

石景山山区 超大区域，拥有复杂的道路和较高的路网拓扑复杂性 

中关村 科技创新中心，具有较高的复杂度和密集的交通流量 

天安门 历史文化中心，交通流量较为集中 

通州副中心 重要核心区域，具有较高的路网复杂度和交通流量 

东城区 核心城区之一，交通密集且具有一定的路网复杂性 

表 8  湖南区域 

数据集 湖南地区 地区说明 

 

 

OSM 

长沙市 核心商业聚集区，是消费活力与人口密度的城市核心板块 

株洲市 交通枢纽与老工业基地，核心城区兼具产业底蕴与通达优势 

湘潭市 长株潭城市群核心，兼具紧凑布局与高效调度特性 

衡阳市 湘南地区核心枢纽，路网覆盖广且节点密度适中 

怀化市 湘西南生态与交通枢纽，山区路网特征显著 

永州市 市域面积 22441 平方公里，路网稀疏 

为检验算法在真实城市路网环境下的性能表

现，本研究依托 OSM 数据资源开展了仿真验证。

相较规则网格，真实路网具有更多交叉路口、复杂

交通流向及不规则布局，更能反映算法的实际表现，

如表 7、8 所示。实验选取北京和湖南两地共 12 个

典型区域，覆盖高密度商业核心如国贸 CBD、长沙

市，交通枢纽如株洲市，科创中心如中关村，以及

大规模稀疏区域如怀化、永州，以适配不同规模与

复杂度的调度测试需求。 

本节选取北京和湖南两地代表性城市场景进

行对比实验，重点分析智能体数量与调度覆盖效果

的关联规律，实验结果如图 20 至图 23 所示。 
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图 20  北京不同区域多智能体车辆平均覆盖得分对比分析 图 21  北京不同区域多智能体覆盖率对比分析 

   

图 22  湖南不同区域多智能体平均覆盖得分对比分析 图 23  湖南不同区域多智能体覆盖率对比分析 

  

图 24  北京不同区域多智能体的平均奖励 图 25  湖南不同区域多智能体的平均奖励 

图 20 至 23 展示了北京与湖南不同区域的平均

覆盖得分与覆盖率随智能体数量变化的趋势。在北

京区域，各区域曲线随智能体数量增加整体呈下降

态势，边际收益递减规律明显。国贸 CBD 初始覆

盖得分最高 0.9502，增至 48 辆时缓降至 0.7924；

中关村、天安门得分平稳下降但维持相对高位；石

景山、通州曲线平滑、下降幅度较小；东城区得分

整体偏低。覆盖率方面，各区域在智能体数量为 4

时普遍高于 0.85，随规模扩大逐步收敛至 0.61～

0.85区间。在湖南区域，路网异质性特征更为突出：

长沙初始得分最高，下降趋势符合边际递减规律；

株洲、湘潭表现居中；怀化山地路网鲁棒性较优；

永州稀疏路网对智能体密度最为敏感，得分下降最

为明显。覆盖率方面，各城市在 48 辆规模下整体

收敛至 0.60～0.75 区间，区域间曲线间距较北京更

为集中。综上，CA2-PPO 在两地不同路网结构下均

实现稳定收敛，跨区域泛化能力与边际收益递减特

征得到一致验证。 

如图 24、25 所示，在平均奖励方面，北京与

湖南呈现显著的区域差异。北京以中关村最高，平

均奖励达 753.65，石景山、通州相对较低。湖南以

长沙表现最优，平均奖励为 220.26，株洲次之，为

180.24。整体呈现核心区域发展成熟、其他区域相

对滞后的特征。综上，CA2-PPO 能够在不同路网结

构与需求分布条件下实现稳定收敛并保持一致的

调度收益提升，进一步验证了该方法在跨区域场景
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下的适应性，并为实际部署提供了一定的参考依据。 

表 9  北京和湖南区域多智能体调度性能对比 

区域 降幅 特征分类 

国贸 CBD -21.2% 边际递减区 

石景山山区 -22.0% 边际递减区 

中关村 -18.1% 高性能区域 

天安门 -19.7% 资源重点区 

通州副中心 -17.8% 高性能区域 

东城区 -17.6% 高性能区域 

长沙市 -19.5% 边际递减区 

株洲市 -12.5% 高性能区域 

湘潭市 -15.5% 高性能区域 

衡阳市 -21.2% 异构适应性 

怀化市 -16.4% 异构适应性 

永州市 -20.5% 异构适应性 

表 9 归纳了 12 个代表性区域的性能下降幅度

特征及其分类归属。从区域类型来看，边际递减区

如国贸 CBD、石景山山区、长沙市的降幅普遍较大，

多在 19%～22%之间；高性能区域如中关村、通州

副中心、东城区、株洲市、湘潭市的降幅相对均衡，

集中在 12%～18%区间；异构适应性区域如衡阳市、

怀化市、永州市降幅在 16%～21%之间。值得注意

的是，天安门作为唯一的资源重点区，降幅达 19.7%。

上述结果表明，CA2-PPO 在所选 12 个仿真区域中

均能实现一定程度的调度性能提升，但不同路网结

构下的性能差异较为明显，算法在高密度规则路网

中的表现优于稀疏异构路网，其跨区域泛化能力有

待在更多类型路网中进一步验证。本文方法在各类

区域均实现有效调度性能提升，验证了其普适性与

稳健性。 

5.4  算法多维度扩展性与时间复杂度分析 

在强化学习领域，系统的可扩展能力与时间复

杂度特性构成了评估算法效率的核心指标。

CA2-PPO 在计算、内存与通信三方面具备良好扩展

性：计算开销随智能体数量近似线性增长，即使在

大规模多智能体场景下，单步训练时间增幅仍处于

可控范围，这得益于算法高效的并行化设计和轻量

级卷积神经网络（Convolutional Neural Network, 

CNN）与全连接层（Fully Connected Layer, FC）结

构，以及参数共享机制带来的并行效率；内存占用

合理，显存压力主要集中于 RolloutBuffer；通信开

销较低，参数广播与数据回传的时间占比均较小，

能够满足城市级场景的扩展需求。CA2-PPO 算法的

时间复杂度主要取决于智能体数量 N、训练时间步

T、训练轮次 E 及网络结构复杂度（C+F）。如表

10、表 11 所示，算法由数据采集、训练与测试三

部分组成，其中训练模块为主要耗时环节。

CA2-PPO 的总体时间复杂度关于智能体数量 N 与

时间步T近似呈线性增长。其中训练模块为主导项，

其复杂度主要由策略网络的前向与反向计算开销

决定。 

表 10  CA2-PPO 算法扩展性与计算性能 

维度 描述 详细数值 

计算开销 与基线算法的计算开销对比 仅增加不到 0.5%，近似线性趋势 

内存占用 RolloutBuffer 的显存占用情况 346MB 支撑 50 车×20×20 网格规模 

显存限制 单卡显存理论上限 单卡 24GB 显存可支持约 2000 车 

通信量 参数广播量与数据回传量 参数广播量：2.1MB；单次 rollout 数据回传：328MB 

通信时间 PCIe 接口通信时间占比 小于 5%的墙钟时间 

表 11  CA2-PPO 算法的时间复杂度分析 
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维度 时间复杂度公式 

数据采集 O T × N ×  C + F   

训练模块 O E × T × N ×  C + F   

测试模块 O K × Ttest × N ×  C + F   

其他开销 — 

算法总时间 O E × T × N ×  C + F + K × Ttest × N ×  C + F   

表 10 从计算开销、内存占用、显存限制、通

信量与通信时间五个维度对 CA2-PPO 的扩展性进

行量化分析。在本文实验配置下，计算开销较基线

算法仅增加不到 0.5%，随智能体数量增长呈近似线

性趋势；RolloutBuffer 显存占用为 346MB（50 车×

20×20 网格规模），基于线性外推估算单卡 24GB

显存理论上限约可支持 2000 辆车，实际部署受路

网规模与硬件配置影响；参数广播量为 2.1MB，单

次 rollout 数据回传为 328MB，PCIe 通信时间占比

小于 5%的墙钟时间，通信开销处于可控范围。表

11 对各模块时间复杂度进行了理论分析，算法总时

间 复 杂 度 为 O E × T × N ×  C + F + K × Ttest ×

N ×  C + F  ，主要开销集中于训练模块，其他开销

因与主项相比可忽略而未单独列出。上述分析表明，

CA2-PPO 在本文实验规模内具备合理的计算效率，

但更大规模场景下的实际性能有待进一步验证。 

5.5  通用性和局限性分析 

CA2-PPO 通过引入贡献度加权熵、动态 KL 散

度裁剪和优势归一化裁剪，在多场景下展现出明显

优势：不仅能在动态与静态任务中精准识别高价值

区域，在北京国贸 CBD、中关村等真实路网中也保

持良好适应性。但该方法仍存在局限：在极端非结

构化路网中，道路拓扑规则性低、节点密度剧烈波

动，性能下降较为明显；算法对人工设计的状态特

征依赖较强，在异构智能体场景中对感知能力差异

的刻画仍不够精细。需要指出的是，本文当前的贡

献度建模以归一化即时奖励为输入，未显式纳入感

知半径、移动速度、能耗等硬件属性，在硬件能力

强但位置分布不佳的智能体场景下可能存在贡献

低估问题。未来可将硬件能力参数引入贡献度初始

化权重或奖励归一化策略，以实现对硬件异质性的

精细建模。同时，相比 MACPPO，训练时间有所增

加，不过考虑到性能收益，该计算开销仍在可接受

范围内。此外，在实际部署中还需关注贡献度向量

的分布稳定性问题。具体而言，在高密度智能体场

景下，若初始阶段少数智能体因位置优势持续获得

高奖励，贡献度向量可能过早极化，导致低贡献智

能体探索空间被持续压缩，系统陷入次优协作模

式。对此，CA2-PPO 从以下三个层面加以抑制：（1）

EMA 历史平滑：平滑系数 α=0.1 使贡献度估计对短

期奖励波动保持钝感，单次高奖励事件对贡献度的

影响被约束在 10%的增量以内，从而避免因局部偶

然收益引发贡献度的快速极化。（2）归一化的竞

争约束：贡献度归一化𝐶𝑖
𝑡 =

𝐶 𝑖
𝑡

 𝐶 𝑗
𝑡

𝑗
使各智能体贡献度

始终处于相对竞争关系，单一智能体贡献度的提升

必然对应其他智能体贡献度的相对下降，从结构上

杜绝了赢者通吃式的极化现象。值得说明的是，

CA2-PPO 并未对奖励信号本身进行差异化分配，低

贡献智能体在路径重合时仍可获得与高贡献者相

同的即时奖励，短期内存在一定的 FR 风险。然而，

该风险在训练过程中可被自然抑制：低贡献智能体

的熵正则权重持续偏低，探索激励受到长期压制；

与此同时，竞争性归一化机制进一步压缩其贡献度

估计，二者共同形成隐性的长期惩罚效应，从机制

层面逐步瓦解 FR 行为的持续性。（3）低贡献智能

体的基础探索保留：即使𝐶𝑖 偏低，其熵权重

𝐶𝑖 ⋅ ℋ 𝜋𝜃 仍为正值而非零，确保低贡献智能体始

终保留基础探索能力，具备从次优路径中主动脱离

的驱动力，从而在机制层面提供了对局部最优的自

我纠偏能力。 

尽管如此，在极端高密度场景下，上述机制的

抑制效果可能有所减弱，贡献度向量仍存在陷入局

部最优分布的风险。针对这一问题，可从两个维度

加以强化：一是引入贡献度周期性重置机制，以均

匀分布 1/N 为基准定期对贡献度向量进行校正，从

而打破已固化的分布偏置，恢复探索多样性；二是

引入多样性正则化约束，对贡献度方差设置显式上

界，在优化目标层面主动抑制贡献度的过度集中趋

势。上述两类扩展机制相辅相成，分别从分布校正

与目标约束层面对现有方法形成有效补充，将在后

续工作中进一步验证与完善。 
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6 总结和展望 

针对 Non-IID 场景下多智能体协作中贡献失衡

与训练不稳定问题，本文提出 CA2-PPO 算法，通

过贡献感知的差异化激励与自适应策略更新提升

协作效率与训练稳定性。实验在网格仿真环境与北

京、湖南等多个 OSM 真实路网区域中验证了算法

的有效性与跨区域适应性，但当前实验规模与路网

拓扑类型仍有局限，结论的普适性有待进一步拓展。 

本研究在异质智能体任务调度与群智感知协

同方面取得了一定进展，但仍有若干方向值得进一

步研究与完善。今后可从以下几方面进一步拓展工

作：一是探索 CA2-PPO 在无人机集群、物联网边

缘计算等更多异构多智能体群智感知场景中的适

用性，针对智能体在感知能力、移动速度及传感器

配置等方面存在差异的场景，设计适应性更强的贡

献度建模与差异化策略更新机制，以进一步提升算

法在真实复杂环境中的泛化能力；二是扩展实验，

涵盖更多复杂且异质的真实路网数据，以进一步验

证算法的适用性；三是在贡献度计算与任务分配机

制中引入能力权重参数，对具有不同感知半径、移

动速度、能耗等硬件配置的智能体进行差异化激励

与调度，以进一步提升算法在异构智能体场景下的

适应性与泛化能力。四是结合差分隐私或联邦学习

机制，探索在保障参与方数据隐私的前提下实现贡

献度估计与策略优化的协同，为城市级 VMCS 系统

的安全合规部署提供技术支撑。
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